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Yumurtalik Kanseri Veri Kiimesindeki Gen ifadelerinin Veri
Madenciligi ile Analizi
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OZET

Biyoinformatik, molekiillerle ilgili bilgiyi anlamak ve diizenlemek i¢in bilgisayar bilimleri, matematik, istatistik, biyoloji ve fizik gibi
karmasik disiplinlerden tiiretilen bir alandir. Biyoinformatigin temel goérevi, genomu verilen bir organizma ile ilgili fonksiyonlarin
anlasilmasi ve yasam kalitesinin yiikseltilmesidir. Biyoinformatik veritabanlari1 niikleotid dizileri, protein dizileri, makro molekiiler ii¢
boyutlu (3D) yapilar gibi farkli veri tiirlerinden olusabilmektedir. Biyoinformatik alaninda elde edilen devasa boyuttaki verileri veri
madenciligi yontemleri kullanarak islemek biiyiik 6nem kazanmaktadir. Bu ¢alismada bioinformatik alaninda veri madenciliginin giiniimiiz
disiplinleri arasinda geldigi noktaya deginilmis ve kanser veri kiimeleri ile veri madenciligi lizerine yapilan ¢alismalar ve gerceklestirilen
uygulamalar incelenmistir. Yapilmis uygulamalar 1s1ginda yumurtalik kanseri verilerinin gesitli 6znitelik segme ve siniflandirma yontemleri
ile modellenerek algoritmalarin dogruluk oranlari incelenip karsilastirilmistir.

Anahtar kelimeler: Biyoinformatik, veri madenciligi, 6znitelik se¢imi, yumurtalik kanseri, boyut indirgeme, siniflandirma.

Analysis of Gene Expressions in Ovarian Cancer Data Set by using Data Mining

ABSTRACT

Bioinformatics is a field that is derived from the complicated disciplines such as computer sciences, mathematics, statistics, biology,
and physics, in order understand and organize the knowledge with molecules. The fundamental role of bioinformatics is to understand
the organism that is given its genomes and to increase the quality of the standard life. Bioinformatics data bases may consist of different
data types such as nucleoid sequences, protein sequences, 3D structures of the macro molecules. The processing of the huge amount of
bioinformatics data is one of the exciting area for researchers. In this study, state-of-the-art of the data mining in bioinformatics is shortly
explained and the studies are investigated that have performed on the cancer databases by using data mining. Ovarian cancer database is
used and different feature selection and classification methods are implemented and the results are compared.

Keywords: Bioinformatics, data mining, feature selection, ovarian cancer, dimension reduction, classification.

I. GIRIS
Son yillarda biyoinformatik, molekiiler biyoloji ve DNA

(kural tabanli uzman sistemlere benzer islemleri kullanan)
uygulamalarindan biri [4], Karlin’in istatistiksel ¢alismasina
bir dizi

[5], threading kullanilarak protein yapi tahmininin ilk

dayali eslestirme algoritmasinin uygulamasi

genom teknolojilerinin gelismesiyle birlikte ortaya ¢ikan yeni
bir bilim dalidir. C1g gibi biiyliyen genetik arastirmalarda

biiyilik verilerle ugrasildig: i¢in bunlart depolayacak genis
veritabanlarina ihtiyag duyulmustur. Bu veritabanlari ve
bilgisayarli hesaplamalar kullanilarak biyolojik problemlerin
¢oziimlenmeye c¢aligilmasi biyoinformatik olarak tarif
edilmigtir [1].

Etkin ¢oklu bir dizi hizalama isleme i¢in Onerilen ilk
yaklagim [2], bu yaklasimin CLUSTAL’da uygulamasi
[3], protein yapi analizi ve tahmininde ilk yapay zeka

uygulamasi [6] gibi g¢alismalar biyoinformatik alaninda
yapilan ¢aligsmalardan bazilaridir.

Biyoinformatigin gelisimiyle biiyiik boyuttaki verilerin
depolanmasi amaciyla gen bankalari kurulmustur. Bu veri
bankalarindan 6nemli ve anlamli verilerin elde edilebilmesi
icin veri madenciligi yontemleri kullanilmaktadir. Veri
madenciliginin daha iyi anlasilmasinda farkli tanimlarin
incelenmesi etkili olacaktir. Veri madenciligi anlamli 6riintii
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ve kurallar1 bulmak i¢in biiyiikk miktardaki verilerin analizi
ve kesfidir [7]. Veritabanlarinda sakli kalmig verilerin
istatistik, matematik ve Ortintii tanima teknikleri kullanilarak
gozden gegirilmesiyle yeni iligki ve oriintlilerin bulunmasi
islemidir [8].

II. VERI MADENCILIiGI
Veri madenciligi agamalar1 asagida kisaca 6zetlenmistir.
2.1. Problem Tamimlama

Bu asamada veri madenciligi ile saglanacak bilgi ihtiyaglar1
tanimlanmaktadir. Oriintiilerle ilgili sorular ve veritabaninda
olusabilecek iligkilerdir. Veri madenciligi, birgok nitelik
arasindaki var olabilecek iligkilerin incelenmesi durumunda,
kendi sorusunu sunar. Bdylece, sonuca gelindiginde tahmin
edilemeyen iligkilerin bulunmasini saglar [9].

2.2. Veri Anlama

Veri toplama ile baglayan bu asamadaki veriler, veri
madenciliginde ham verilerdir. Bu nedenle veri kalitesinin
tanimlanmasi, veri i¢eriginin anlasilmasi, gizli bilgiden yeni
hipotezler olusturularak farkli degerlendirmelerin yapilmasi
bu asamadaki adimlardir.

Farkli kaynaklardan gelen verilerin anlagilmasindan
Daha
sonra, tablolardaki birincil anahtar bilgileri diizglin bir

once Dbirbiriyle biitiinlesmis olmas1  gerekir.
sekilde girilmis olmasi gerekir, girilmedigi takdirde veri

tutarsizliklart olabilir [10, 11].

2.3. Veri Onisleme

Problem ve hedefler tanimlandiktan sonra sira veri
hazirlama asamasindadir. Veri 6nigleme asamasi, verilerin
veri madenciligi i¢in hazirlanmasini kapsamaktadir. Veri
hazirlama gorevi uzun siirede yapilmaktadir. Verinin
doniistimii, temizlenmesi, birlestirilmesi, azaltilmasi gibi
islemleri icermektedir [12].

2.4. Veri Temizleme

Veri
degerleri belirleme ile giiriiltiiyii azaltma ve verilerdeki

temizleme, eksik degerleri tamamlama, aykirt
tutarsizliklart giderme gibi birgok teknik icermektedir. Veri
madenciligindeki kirli veriler karmasaya ve sonuglarin

giivenilir olmamasia sebebiyet verir. Bu yiizden veri

temizleme islemleri ardindan temizlenmis verilerin
kullanilmas1 gerekmektedir.

2.5. Modelleme

Modelleme fazi temel olarak uygun modelleme

tekniklerinin belirlenmesi ve uygulanmasi, eniyileme igin
model degiskenlerinin diizenlenmesinden olusur. Gerektigi
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durumlarda veri hazirlama fazina doniilebilir ve ayn1 veri
madenciligi problemi icin birden fazla teknik kullanilabilir
[11].

2.6. Degerlendirme

Modelleme yapildiktan sonra bu modelin baslangicta
belirlenen is hedeflerinin ne kadarini kargiladigr 6l¢iilmeli
ve ortaya c¢ikan sonucun yayginlastirma fazindan Once
kalite ve etkisi degerlendirilmelidir. Bununla birlikte
problemde ele alinacak noktalarin yeterli derecede dikkate
alinip alinmadig1 kontrol edilmeli ve sonuglarin kullanilip
kullanilmayacagi ile ilgili net karar verilmelidir [10, 11, 13].

2.7. Yayginlastirma

Yayginlagtirma fazinin basari orani olusturulan modelden
yararlanilmasi ile dogru orantilidir. Ayrica bu asamada veri
madenciligi ¢aligmasinin sonuglarinin varsa proje sahibine
raporlanmas1 gerekmektedir. Veri madenciligi ¢alismasi
degerlendirilmesi gereken yeni bir bilgiyi ortaya ¢ikarir ve
bu bilginin proje hedefleri ile birlestirilmesi gerekir [13, 14].

Veri madenciliginde kullanilan yodntemler, hiyerarsik
olarak Sekil 1°deki gibi ele alinabilir.

III. LITERATURDEKIi CALISMALAR

Chen ve ark. (2014) gen secimi i¢in karar agaci siniflandirici
ile birlikte parcacik siiriisii optimizasyonunu (PSO) veri
kiimesinde bulunan binlerce gen i¢inden daha az sayida olan
bilgi verici olan genleri segmek i¢in yeni bir model olarak
onermislerdir. Onerdikleri metodun basarisini destek vektor
makineleri, kendi kendini diizenleyen harita, geriye yayilim
sinir ag1, karar agaci gibi bilinen yontemlerin siniflandirma
basarilart ile karsilastirildiginda daha istiin basari elde
etmislerdir. Biri Tayvan Ulusal Saglik Sigortasi Arastirma
Veritabanindan elde edilmis veriler olmak {iizere digerleri
internetten ulasilabilecek veriler olmak {izere 11 farkli kanser
veri kiimesi ile caligmiglardir. Bilinen siniflandiricilardan
olan destek vektor makineleri ile %72,46, kendi kendini
diizenleyen harita ile %52,60, geriye yayilim sinir ag1 ile
%42,58, karar agact ile 93,14 elde edilirken gelistirilen
PSO-C4.5 metoduile %97,26 oraninda siniflandirma basarisi
elde etmislerdir. PSO parametre ayarlar1 ve yerel optimum
yakalama sorunu tizerinde daha fazla ¢alismalar yapilmasi
gerekmektedir. Genetik algoritma ile bir hibrit metod
gelistirilebilir. Bu hibrit metoddaki genetik algoritmanin
mutasyon operatorii kullanilarak parcaciklarin gesitlilik
gostermesi saglanarak yerel optimum sorunu ¢oziilebilecegi
sOylenerek gelecekte yapilabilecek c¢alismalara dikkat
¢ekmislerdir [15].
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Thanh ve ark. (2015), denetimli 6grenen gizli Markov
modeli tasarimi ile elde edilen gen ifade profilleri ile kanser
siniflandirmasina bir yaklasim sunmaktadirlar. Her bir
timor tipi, gen ifadesi veri olasiligini maksimum yapan gizli
Markov model ile modellenmistir.
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Sekil 1. Veri madenciligi yontemleri.
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Bilinen farkli genler analitik hiyerarsi siirecinin (AHP)
degisikligine dayanan yeni bir metod ile segilmektedir.
Geleneksel AHP metodu aksine, degistirilmis AHP her
bir gen se¢imi metodunun sonuglarmin siralanmasini
saglamaktadir. Gen se¢imi metodu olarak t-testi, entropi,
alic1 isletim karakteristik egrisi, Wilcoxon testi ve sinyal
giiriiltii orant kullanilmaktadir. Degistirilmis AHP istikrarli
ve kararli bir gen alt kiimesi olusturmak igin her bir gen se¢im
metodunun siralama sonuglarini birlestirmektedir. Deneysel
calismalarda gizli Markov model yaklasiminin diger alti
siniflandirma metoduna gore daha iyi performans gosterdigi
gOriilmiistiir. Sonug olarak AHP ile olusturulan genaltkiimesi,
bilgi kazanci, simetrik belirsizlik, Bhattacharyya uzaklig1
ve Relief gibi diger gen se¢cim metotlarindan daha fazla
dogruluk ve kararlilik gostermistir. Degistirilen AHP sadece
gizli Markov modelleme (HMM) smiflandiricisinin degil
diger smiflandiricilarin da siniflandirma performanslarini
artirmigtir.  Losemi, bagirsak kanseri, prostat kanseri,
DLBCL (Diffuse Large B-Cell Lymphomas) verileri
tizerinde k en yakin komsu (kNN), olasilikli sinir ag1 (PNN),
destek vektdr makineleri (SVM), ¢ok katmanli algilayici
(MLP), bulanikk ARTMAP (FARTMAP), grup 6grenen
AdaBoost ve yeni oOnerilen hibrit (AHP-HMM) metodun
siniflandirma basarilart karsilastirilmigtir. HMM %2,20 ile
diger smiflandiricilar arasinda en kiiciik AUC (Area Under
Curve) standart sapma degerini vermistir. DLBCL verisinin
HMM ile smiflandirilmast ile diger siniflandirict sonuglari
arasinda en yiiksek sonug olan %98,83 dogruluk ve %98,14
AUC degeri elde edilmistir [16].
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Jin ve ark. (2015), yaptiklar1 ¢alisma ile ¢oklu destek
vektor veri agiklama tabanli hizli bir 6znitelik segme metodu
onermektedir. Tekrarli olarak ilgisiz dznitelikler ¢ikarilarak
Ozyinelemeli bir Oznitelik eleme tasarisi Onerilmektedir.
Onerilen metot coklu SVDD-RFE (MSVDD-RFE)’ dir. Bu
metot her bir siif i¢in alakali gen alt kiimesini bagimsiz
bir sekilde segmektedir. Bu segilen alakali gen alt kiimeleri
birleserek nihai gen alt kiimesini olusturmaktadir. MSVDD-
RFE metodunun etkinligi ve dogrulugu bes genel mikro
dizilim veri kiimesi iizerinde gegerliligi saglanmistir. Bu
Onerilen metot diger metotlardan daha hizli ve daha efektiftir.
Leukemia, Colon, Tumor ve Novartis veri kiimeleri lizerinde
ortalama %90 {izerinde basar1 yakalanmigtir. Lung Cancer
veri kiimesinde istenilen basar1 yakalanamamistir. Onerilen
metodun bu smif iizerindeki smiflandirma basarisini
artirmak i¢in metoda grup 6grenmesi c¢aligmasi eklenmesi
distiiniilmektedir [17].

H. Banka ve S. Dara (2015), ikili pargacik siiriisii

optimizasyonu tabanli Hamming wuzaklhigi yo6ntemi
onermislerdir. Hamming uzakligi, onemli Oznitelikleri
segmek i¢in ikili parcacik siirlisii optimizasyonundaki
pargacik hizlarint giincelleme amaciyla yaklasik deger
olarak verilmektedir. Hesaplanan yaklasik deger Hamming
uzakliklart kullanan HDBPSO yontemiyle gen ifade
verilerindeki 6nemli Oznitelik alt kiimelerinin daha iyi
performans ile bulunabilecegi goriilmiigtiir. Leukemia,
Colon, DLBCL veri kiimeleri tizerinde 6nerilen HDBPSO
Oznitelik segme yontemi uygulanarak cesitli siniflandiricilar
ile bu yontemin basarist 6l¢iilmis ve diger 6znitelik segme
yontemlerinin basarilart ile karsilastirilmistir. Verilerin
%50’si egitim, %50’si test olarak kullanilmis ve 10 kat
capraz dogrulama yapilmistir. Colon veri kiimesi igin
Onerilen metot ile elde edilen 6znitelik alt kiimesi LibLinear,
SVM, MLP ve J48 siniflandiricilar ile simiflandirildiginda
%100 basar1 gostermistir. Lymphoma veri kiimesi i¢in
onerilen metot LibLinear siniflandirict ile %100 basari
gostermigtir. Leukemia veri kiimesi i¢in ise dnerilen metot
LibLinear, SVM, RF ve MLP smiflandirici ile %100 basar1
gostermigtir. Her bir veri kiimesi igin diger 6znitelik segme
yontemlerinin smiflandirma basarilari, Onerilen 6znitelik
se¢me yonteminin siniflandirma basarisindan koéti ¢ikmistir
[18].

E. Lotfi and A.Keshavarz (2014) gen ifade verilerinin
siniflandirilmas1 i¢in temel bilesen analizi (PCA) ve
beyin duygusal 6grenme (BEL) ag1 tabanli yeni hibrit bir
yontem Onermislerdir. BEL ag1 noropsikolojik 6zellikleri
yansitan duygusal beynin sayisal sinir modeli halidir. Bu

siiflandiricinin 6nemli bir ayirt edici 6zelligi hesaplama
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karmagiklig1 diger smiflandiricilardan daha az olmasidir.
Calismada 5 kat capraz dogrulama kullanilmigtir. Yeni
Onerilen hibrit PCA-BEL yontemi ile kiigiik yuvarlak mavi
hiicreli timorler (SRBCTs), yiiksek dereceli gliomalar
(HGG), akciger (lung), kolon (colon) ve meme (breast)
kanseri veri kiimeleri siniflandirilarak bulunan siniflandirma
basarilar sirasiyla %100, %96, %98,32, %87,40 ve %88’
dir [19].

Devi ve ark. (2015) karsilikli bilgi (MI) tabanli gen
secimi ve destek vektor makineleri (SVM) kullanarak
hibrit bir yontem Onermislerdir. Genler ve smif etiketleri
arasindaki kargilikli bilgi O6nemli genleri anlamak igin
kullanilir. Segilen genler SVM simiflandiriciyr egitmek igin
kullanilmis ve smiflandiricinin testi bir ¢ikarimli ¢apraz
dogrulama (LOOCV) kullanilarak degerlendirilmistir.
Lenfoma ve kolon kanser veri kiimeleri iizerinde ¢aligilmistir.
Kolon kanseri veri kiimesi icin kargilikli bilgi (MI) ile
bulunan 3 gen ile egitilen simiflandirict dogruluklart kNN
ile %61,29, ANN ile %61,29, SVM (dogrusal) ile %74,19,
SVM (Radyal) ile %64,51, SVM (quad) ile %38,70, SVM
(pol) ile %64,51 bulunmustur. Lenfoma veri kiimesi igin
kargilikli bilgi (MI) ile bulunan alakali 4 gen ile egitilen
siniflandirici dogruluklart kNN ile %90,9, ANN ile %100,
SVM (dogrusal) ile %100, SVM (Radyal) ile %90,9, SVM
(quad) ile %86,36, SVM (pol) ile % 90,9 bulunmustur [20].

Thanh ve ark. (2015), bes farkli istatistiksel yontemin
gen siralama hesaplamasini iligkilendirerek gen segimi
yapan yeni bir yontem olarak degistirilmis analitik
hiyerarsi yontemini (MAHP) &nermislerdir. iki-ornek t
testi, entropi testi, alict igletimi karakteristik egrisi (ROC),
Wilcoxon testi ve sinyal giiriiltii oran1 olmak iizere bes
farkli istatistiksel gene siralama metodunun hesaplanan
sonuglarn1  karsilastirarak gen se¢imi  yapmuslardir.
Bilgi kazanci (IG), simetrik belirsizlik (SU), Relief ve
Bhattacharyya uzakligi (BD) 6znitelik se¢gme yontemleriyle
kiyaslanmistir. Bir ¢ikarimli ¢apraz dogrulama (LOOCYV)
ile test ve egitim kiimeleri olusturulmustur. DLBCL,
l6semi, prostat ve kolon kanseri verileri kullanilmistir.
Dogrusal Ayirma Analizi (LDA), k en yakin komsu
(kNN), olasilikl: sinir ag1 (PNN), destek vektér makineleri
(SVM), cok katmanl algilama (MLP) siniflandiricilart ile
Onerilen yontemin ve mevcut bahsedilen diger gen segme
metotlarinin siniflandirma basarilart her bir veri kiimesi igin
ayr1 ayr1 bulunarak karsilastirilmistir. Losemi veri kiimesi
icin, en yiiksek basart %97,36 siniflandiricilar arasindan
kNN ve gen secim metotlar1 arasindan bu ¢alismada
onerilen metot (MAHP) uygulandiginda bulunmustur.
Kolon veri kiimesi i¢in, en yiiksek basar1 %87,9 LDA ve

128

MAHP birlikte uygulandiginda bulunmustur. Prostat veri
kiimesi i¢in, en yiiksek basar1 %91,18 LDA ve MAHP
birlikte uygulandiginda bulunmustur. DLBCL veri kiimesi
icin, en yiiksek basart %98,31 LDA ve MAHP birlikte
uygulandiginda bulunmustur [21].

Dajun ve ark. (2014), ¢esitli iliskilerle en 6nemli genlerin
secimini yapmak ic¢in yeni ileri gen se¢im algoritmasini
(FGSA) Onermektedirler.
kullanilmustir. Artrit veri kiimesinde Elastik Net algoritmasi
ile %88, Ileri Gen Secim Algoritmas1 (FGSA) algoritmast ile
%91,85 bagsari elde edilmistir. Kolon veri kiimesinde iistiinde
Elastik Net algoritmasi ile %93,69, FGSA algoritmas: ile
%94,77 basar1 elde edilmistir. Losemi veri kiimesi iistiinde
FGSA smiflandirici ile %98.41 basari elde edilmistir [22].

Jie ve ark. (2015), gelistirilmis yer cekimi arama

algoritmasina dayali ikili problemlere uygun yeni hibrit
bir yontem Onermislerdir. Bu algoritma genel arama ve

Bes kat c¢apraz dogrulama

yerel aramay1 hizlandirmak i¢gin sirali karesel programlama
yapmak i¢in pargali dogrusal kaotik haritalama yapar.
Yercekimi arama algoritmasina parcali dogrusal kaotik
haritalama (PWL) ve sirali karesel programlama (SQP)
algoritmalart katilarak gelistirilmis yergekimi algoritmasi
(IGSA) ortaya konulmustur.
O0grenmesi sitesindeki ¢esitli Oznitelik secen Orneklerle

Bu algoritma UCI makine

yontemleriyle karsilastirilmis, daha az sayida alakali gen
ve daha iyi basari elde edilmistir. Gelistirilmis yer ¢ekimi
arama algoritmasi (IGSA) 23 lineer olmayan kiyaslama
fonksiyonu ile ve 5 sezgisel algoritma ile karsilastirilarak
test edilmistir. Bu sezgisel algoritmalar sirasiyla Genetik
Algoritma (GA), ikili pargacik siirii optimizasyonu (BPSO),
Kuantum esinli parcacik siirii optimizasyonu (QBPSO),
ikili yercekimi arama algoritmasi (BGSA), gelistirilmis
yergekimi arama algoritmasi (IGSA)’ dir. Wisconsin meme
kanseri veri kiimesinde Onerilen BIGSA optimizasyonu
kNN smiflandiricida 26 gen ile diger optimizasyonlar
arasinda en yiiksek AUC degeri 98.1 elde edilmistir. KNN
siniflandirict i¢in k degeri 1 secilmistir. Bir ¢ikarimli
capraz dogrulama (LOOCYV) ile test ve egitim kiimeleri
olusturulmustur. PIMA Diabetes veri kiimesinde Onerilen
BIGSA optimizasyonu kNN simiflandiricida 8 gen ile diger
optimizasyonlar arasinda en yiiksek AUC degeri 75.1 elde
edilmistir [23].

B. Chandra ve K.V. Naresh Babu (2014), dalgacik
Radyal Tabanli Sinir Ag1 (WRNN)’ nin gen ifade verilerine
uygulamay1 oOnermislerdir. Civileme fonksiyonu olarak
dogrusal olmayan biitiinlesmis ve yangin model ve diger
civileme aralig: tiiretilmis ve Dalgacik Radyal Tabanli Sinir
Ag1 (WRNN)’ nda kullanilmis ve bu yeni modele Civileme
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Dalgacik Radyal tabanli Sinir Ag1 (SWRNN) ad1 verilmistir.
Karaciger timorii, Genel Kanser Haritas1 (GCM), Glioma,
meme kanseri, I 1-tlimor ve Hepato hiicresi veri kiimelerinde
test edilmistir. On kat capraz dogrulama ile test ve egitim
WRNN,
SWRNN metodu ile yapilan siniflandirma basarilart her bir
veri kiimesi i¢in en yiiksek olant SWRNN metodundan elde
edilmistir. Veri kiimelerinde sirastyla %99,651, 9%99,79,
%98,47, %96,02, %73,79 ve %97,77 simiflandirma basarilari
elde edilmistir [24].

T.Latkowski ve S. Osowski (2015), en iyi temsil eden
gen Ozniteliklerinin bulunarak siiflandiriciya girdi olarak

kiimeleri olusturulmustur. standart metot ve

verilmesini saglayan farkli gen se¢im yoOntemlerinin bir
uygulamasint sunmaktadir. Birkag gen se¢im metodu ile
secilen genler Genetik algoritma ve destek vektor makineleri
birlikte uygulanarak basari elde edilmistir. 10 kat gapraz
dogrulama yapilmis ve tiim verilerin %40°’1 test ,%60’1 egitim
olarak kullanilmigtir. %60 segilen egitim verisine 8 farkli
Oznitelik segme yontemi uygulanmistir. Fisher korelasyon
analizi (FDA), ReliefF algoritmasi (RFA), iki drnek t testi
(TT), Kolmogorov—Smirnov testi (KST), Kruskal-Wallistest
(KWT), asamal1 regresyon metodu (SWR), sinifla 6znitelik
iliskisi (COR), SVM-RFE metodu olmak iizere 8 6znitelik
segme metodu ile segilmektedir. Her bir yontemde segilen
Oznitelikler genetik algoritma ile tekrar segilmektedir. Az
sayida bulunan en iyi Ozniteliklere ait test bilgileri destek
vektor makineler smiflandiricist ile siniflandirilmakta ve
basarimi Slciilmektedir. Onerilen yontemle %86.07 ile diger
siniflandiricilar arasinda en yiiksek basari elde edilmistir.
Ayrica ayni sayida en iyi degil de rastgele segilen genlerin
siiflandiricidaki basaris1 %67,16 bulunmustur [25].

IV. MATERYAL VE YONTEM

Bu c¢alismada halka ag¢ik bir veri kiimesi olan yumurtalik
kanseri gen veri kiimesi kullanilmistir (OvarianCancer-
NCI-PBSII-061902) [26, 27]. Bu veri kiimesinde 253 6rnek
ve 15154 tane gen bulunmaktadir. Bu 253 tane Ornegin
91 tanesi saglikli, 162 tanesi hasta olarak tanimlamistir.
Yumurtalik kanseri gen ifade veri kiimesindeki veriler
normalize edilmistir. Normalize edilen yeni veri kiimesinde
eksik degerler (NaN) olmasi ihtimali bulundugundan ‘NaN’
deger bulunan genler veri kiimesinden ¢ikarilabilmesi igin
filtreleme yapilmistir. Ancak, yumurtalik kanseri gen ifade
veri kiimesinde eksik degerler olmadigindan filtrelendikten
sonra da ornek ve 6znitelik sayist ayni kalmistir. Max-min
normalizasyonu kullanilmistir. Veriler normalize edilerek
0-1 deger araligina c¢ekilmistir. Veri kiimesinde ¢ok sayida
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gen bulundugundan, oncelikle Fisher korelasyon skorlama
(FKS) ve Weltch t testi olmak flizere iki farkli 6znitelik
segme yontemi kullanilarak gen Oznitelik sayisi ¢ikan
sonuglar neticesinde ilgililik siralamasi yapilmistir. Bu
siralamaya gore 0znitelik kiimesi ilk 100 6rnek alinmig daha
sonra ilk 200 6rnek alinmis ve 100 artirimli olarak tiim veri
kiimesinin siniflandirma basarilar dl¢tilmiistiir.

Fisher korelasyon skorlama 6znitelikler arasindaki ilgiyi
hesaba katmaksizin Oznitelikler ait bilgiyi elde etmede
kullanilan bir istatistiksel yontemdir. Her bir smif i¢in ayri
ayr1 Ozniteliklere karsilik gelen degerlerin ortalamasi alinir.
Ayrica, her bir 6zniteligin standart sapma degerleri alinarak
bir oranlama yapilarak Oznitelikler bulunan degerlerle
dogru orantili olarak siralandirilabilir. Weltch t test ise her
bir sinifin varyans degerlerinin 6rnek sayisina boliinerek
toplanip karekokiiniin alinmast ve ortalama degerlerin
farkina oranlanmasi ile elde edilmektedir.

V. BULGULAR VE TARTISMA

k en yakin komsu (kNN) ve destek vektdor makineleri
(SVM) smiflandiricilart kullanilarak ¢esitli siniflandirma
basarilar1 elde edilmistir. Siniflandirma yapilirken %40°1
egitim, %60°1 test verisi olarak rastgele 6rnekler se¢ilmistir.
Smiflandiricilardan kNN i¢in 1, 3, 5, 7, 9 ve 11 olarak farkli
k degerleri ve SVM ig¢in ise dogrusal, radyal, polinomsal ve
karesel olarak farkli cekirdek fonksiyonlart ile siniflandirma
basarilar1 Ol¢iilmistiir. Tablo 1 ve Sekil 2° de FKS ile
elde edilen degerlere gore ilk 100, ilk 200, ilk 300 ve 100
artiriml olarak tiim veri kiimesindeki genler alinarak kNN
siniflandiricinin farkl degerleri ile siniflandirma basarilar
gosterilmektedir. Tablo 2 ve Sekil 3’te FKS ile elde edilen
degerlere gore ilk 100, ilk 200, ilk 300 ve 100 artirimli olarak
ttim veri kiimesindeki genler alinarak SVM siniflandiricinin
farkli degerleri ile siniflandirma basarilar1 gosterilmektedir.
Tablo 3 ve Sekil 4’ te WTS ile elde edilen degerlere gore
ilk 100, ilk 200, ilk 300 ve 100 artirimli olarak tiim veri
kiimesindeki genler alinarak kNN smiflandiricinin farkl
degerleri ile siniflandirma basarilart gosterilmektedir. Tablo
4 ve Sekil 5’te WTS ile elde edilen degerlere gore ilk 100,
ilk 200, i1k 300 ve 100 artirimli olarak tiim veri kiimesindeki
genler alinarak SVM smiflandiricinin farkli degerleri ile
siiflandirma basarilar1 gosterilmektedir.

Tablo 1°de Fisher korelasyon ile siralanmis genlerden
ilk 100 gen i¢in en yiiksek basar1 degerleri elde edilmistir.
Gen secilmeksizin tiim veri kiimesine kNN (k=1 igin)
siniflandiricist uygulandiginda %88,74 bulunurken, ilk 100
gen i¢in %99,34 basari elde edilmistir. k’nin farkli degerleri
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icin ilk 100 gende en iyi siniflandirma basarisi k degerinin
1 alindigi durumda elde edilmistir. En iyi siniflandirma
basaris1 FKS ile ilk siralanmis 1000 6rnege kadar kNN
siniflandiricinin k’nin farkli degerlerinin hepsinde de tiim
veri kiimesinden elde edilen basaridan daha fazla basari
elde edilmistir. Bu sonuglardan dnerilen ilgililik siralamasi
yapilarak siralandirilmis gen oOznitelikleri secilerek gen
veri kiimesinin boyutu indirgenerek daha az boyutlu veri
kiimesinin smiflandirilmasit daha iyi basar1 elde etmeye
yaramigtir.

Tablo 1. FKS sirali indirgenmis gen verisinin kNN ile

siniflandirma sonuglari

FKS sirah

e KNN kNN kNN kNN kNN kNN
indirgen- 1) k=3) (k=5) (k=7) (k=9) (k=11
msgen el v % % % %
verisl
flk 100gen 9934 98,01 98,01 98,01 9801 98,01
ilk200 gen 98,68 98,01 98,01 98,01 96,69 96,69
flk300 gen 98,68 98,01 9735 9735 96,03 9536
flk 400 gen 98,68 97,35 96,69 96,69 9536 96,03
k500 gen 98,01 9735 96,03 96,03 9536 9536
ilk 600 gen 9735 96,69 9536 9536 9470 94,04
flk700 gen 96,69 96,69 96,03 96,03 94,04 9338
flk 800 gen 97,35 96,03 96,03 9536 94,04 94,04
iIk900 gen 98,01 96,69 96,03 9536 9470 94,04
“kglegoo 98,01 96,69 9603 9536 94,70 9338
Timveri 88,74 86,75 86,75 87,42 8543 8543

Tablo 2’de Fisher korelasyon ile siralanmig genlerden ilk
100 gen i¢in en yiiksek basart degerleri elde edilmistir.
Gen secilmeksizin tiim veri kiimesine SVM (¢f=lineer icin)
siniflandiricist uygulandiginda %98,68 bulunurken, ilk
100 gen icin %100 basar1 elde edilmigtir. SVM’ nin farkli
¢ekirdek fonksiyonlari i¢in ilk 100 gende en iyi siniflandirma
basarist SVM ¢ekirdek fonksiyonunun dogrusal (lineer)
secildigi durumda elde edilmistir. En iyi siniflandirma
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basaris1 Onerilen metod ile ilk siralanmig 1000 Ornege
kadar SVM siniflandiricinin tim ¢ekirdek fonksiyonlarinin
hepsinde de tiim veri kiimesinden elde edilen basaridan daha
fazla bagar1 elde edilmistir.

Tablo 2. FKS sirali indirgenmis gen verisinin SVM ile
siniflandirma sonuglari

FKS sirah

FKS SVM SVM SVM SVM
s cen | ©F  (CF (CF (CF
verisi =Lineer) =Polinom) =Quadratik) =Radyal)
lk 100 gen 100,00 98,01 97,35 63,58
ik 200 gen 100,00 98,68 96,03 63,58
lk 300 gen 100,00 98,68 94,04 63,58
flk 400 gen 99,34 98,68 94,04 63,58
flk 500 gen 99,34 98,68 94,70 63,58
flk 600 gen 99,34 98,68 94,04 63,58
flk 700 gen 99,34 98,68 93,38 63,58
ik 800 gen 99,34 98,68 93,38 63,58
flk 900 gen 99,34 96,03 92,05 63,58
1000 g9 3 94,70 91,39 63,58
gen
Timveri 98,68 63,58 43,71 63,58

Tablo 3’te Weltch t testi ile siralanmig genlerden ilk 100 gen
ve k=11 i¢in en yiiksek basar1 degeri %100 siniflandirma
basarisi elde edilmistir. Gen segilmeksizin tiim veri kiimesine
kNN (k=11 i¢in) siiflandiricisi uygulandiginda % 85,43
bulunurken, ilk 100 gen i¢in %100 basar1 elde edilmistir.
En iyi siniflandirma basarist WTS ile ilk siralanmig 1000
ornege kadar kNN simiflandiricinin k’nin farkli degerlerinin
hepsinde de tiim veri kiimesinden elde edilen basaridan
daha fazla basar1 elde edilmistir. Bu sonuglardan Onerilen
ilgililik siralamas1 yapilarak siralandirilmis gen 6znitelikleri
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secilerek gen veri kiimesinin boyutu indirgenerek daha az
boyutlu veri kiimesinin siniflandirilmasi daha iyi basari elde
etmeye yaramigtir.

Tablo 3. WTS sirali indirgenmis
siniflandirma sonuglari

gen verisinin kNN ile

a5 40 8B A o
gen verisi
Ik 100 gen 98,01 98,68 98,01 98,01 98,01 100
ilk 200 gen 98,68 97,35 98,01 97,35 96,03 97,35
ilk 300 gen 99,34 98,01 98,01 96,69 96,03 96,03
Ik 400 gen 98,01 97,35 97,35 96,69 96,03 94,7
[k 500 gen 98,01 96,69 96,69 96,03 9536 94,7
Ik 600 gen 98,01 96,69 96,69 9536 96,03 95,36
Ik 700 gen 98,01 96,69 96,03 96,03 96,03 95,36
ilk 800 gen 98,01 96,69 96,03 9536 96,03 94,7
[k 900 gen 98,68 96,03 96,03 9536 96,03 95,36
[k 1000 gen 98,68 96,03 96,69 9536 9536 94,7
Timveri 88,74 86,75 83,44 8742 8543 8543

Tablo 4’te Weltch t testi ile siralanmig genlerden ilk 100
gen i¢in %99,34 basar1 elde edilmistir. Gen secilmeksizin
tim veri kiimesine SVM (¢f=lineer i¢in) siniflandiricisi
uygulandiginda %98,68 bulunurken, ilk 200 gen i¢in %100
basari elde edilmistir. SVM’ nin farkli ¢ekirdek fonksiyonlari
arasinda en iyi siiflandirma yapan dogrusal olurken,
en kot ise radyal cekirdek fonksiyon olmustur. SVM
¢ekirdek fonksiyonu karesel (quadratic) secildiginde en iyi
basar1 ilk 100 gen i¢in bulunmustur. En iyi smiflandirma
basaris1 Onerilen metod ile ilk siralanmis 1000 Grnegin
SVM ile siniflandirilmasi radyal hari¢ diger tiim ¢ekirdek
fonksiyonlarinin hepsinde de tiim veri kiimesinden elde
edilen basaridan daha fazla basar1 elde edilmistir.
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Tablo 4. WTS sirali indirgenmis gen verisinin SVM ile
siniflandirma sonuglari

TS gl SVM SVM SVM SVM
indirgenmis  (CF (CF (CF (CF
gen verisi =Lineer) =Polinom) =Quadratik) =Radyal)
flk 100 gen 99,34 98,01 97,35 63,58
flk 200 gen 100 98,68 96,03 63,58
ilk 300 gen 100 99,34 94,04 63,58
i1k 400 gen 100 99,34 9073 63,58
flk 500 gen 100 99,34 92,05 63,58
11k 600 gen 100 99,34 93,38 63,58
flk 700 gen 100 98,01 92,72 63,58
flk 800 gen 100 98,01 92,05 63,58
flk 900 gen 99,34 95,36 88,74 63,58
ilk 1000 gen 99,34 94,7 86,09 63,58
Tiim veri 98,68 63,58 43,71 63,58

Sekil 2, Sekil 3, Sekil 4, Sekil 5, Tablo 1, Tablo 2, Tablo 3
ve Tablo 4°teki bilgileri icermekte olup ilk 100 6rnekten 100
artirimli olarak tiim veri kiimesine kadar secilen dzniteliklerin
siniflandirma basarilarini gostermektedir. Sekil 2 ve Sekil
4
basarilarini, Sekil 3 ve Sekil 5 ise siralanmis dzniteliklerin

siralanmig  Ozniteliklerin  kKNN  smiflandiricisindaki

SVM smiflandiricisindaki basarilarini gostermektedir.

SR g 1w ety e e s o s o

Time

W1 N P e T T T T T T A S R
-

T i D N R O R e e T

Sekil 2. FKS sirali indirgenmis gen verisinin kNN ile
siniflandirma sonuglari.
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Sekil 3. FKS sirali indirgenmis gen verisinin SVM ile
siniflandirma sonuglari.
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Sekil 4. WTS sirali indirgenmis gen verisinin kNN ile
siniflandirma sonuglari.
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Sekil 5. WTS sirali indirgenmis gen verisinin SVM ile
siniflandirma sonuglari.

Bu ¢aligmada elde edilen performans sonuglari Tablo 5°de
Bu
tabloda literatiirdeki birgok ¢aligmadan buradaki ¢aligmaya

literatiirdeki benzer c¢alismalarla karsilagtirilmistir.

benzer olan smurlt sayida 6rnek alinmistir. Goriildiigii gibi
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ozellikle kullanilan simiflandiricilar SVM ve kNN iizerinde
yogunlasmugtir. Farklilik esas itibariyla Oznitelik secme
algoritmalarindadir. Verilen rakamlar ilgili ¢alismalardaki
en iyi sonuglart veren durumlardir. Tablo 5’ten de goriildiigii
gibi bu caligmada literatiirdeki yiiksek basari oranlarina
ulasiimistir. Ote yandan bu ¢alismada kullanilan 6znitelik
secme algoritmalar1 olduk¢a kolay uygulanabilen etkili
yaklasimlardir.

Tablo 5. Literatiirdeki benzer calismalarla karsilagtirma

sonuglari
Oznitelik  Oznitelik Basari
Cahisma S St Siiflandirma Oran1 (%)
Liu (2002) Korelasyon
[28] tabanli 17 SYM 100
Liu (2002) Korelasyon
[28] tabanl 17 kNN 100
Liu (2002) Chi-kare 6136 SVM 100
(28]
Kalousis SVMRFE
(2007) [29] [30] 40 SVM 99,56
Simetrik
Saeys Belirsizlik, o
(2008) [31] Relief, ’ SVM 100
SVMRFE
Bu calisma WTS 100 kNN 100
Bu ¢alisma FKS, WTS 100 SVM 100
VI. SONUC VE ONERILER
Bu c¢alismada, biyoinformatikte ¢ok boyutlu veri

kiimelerindeki 6zellik kanser veri kiimelerindeki binlerce
Oznitelik bilgisinin Fisher korelasyon ve Welcth t testi ile
boyut indirgeyerek diger bir deyisle ilgili Oznitelikleri
secerek  smiflandirma  basarillar1  degerlendirilmistir.
Mikrodizilim ¢iplerinden gelen binlerce gene ait veriler
biyologlar tarafindan gozle degerlendirilip genlerin
hastalik ile alakaliligi hakkinda bir kantya varilmaktadir.
Calisma mikrodizilim ¢ip verilerinden alakali olan daha az
sayidaki gen iizerinde ilgili ¢aligmalarin yapilabilecegini
gostermektedir. Burada 6zellikle yumurtalik kanseri verileri
lizerinde odaklanilmigtir. Literatiirde benzer c¢alismalar

bulunmakla birlikte, bu ¢aligmada Fisher korelasyon ve
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Welcth t testi ile 6znitelik segerken farkli boyutlar analiz
edilmis ve kNN ve SVM smiflandirma ydntemlerinin
farkli parametreleri detayli bir sekilde incelenmistir. Bunun
sonucunda en iyi boyut ve parametreler tespit edilmistir.

Tablo 1 ve Tablo 3’teki FKS ve WTS ile se¢ilmis genlerin
farkli k degerlerinde kNN siniflandiricisindaki bagarilar
karsilastirildiginda WTS ile siralanan ilk 100 gen ve k=11
degerinde kNN %100 basar1 ile FKS den daha yiiksek bagari
elde edilmistir.

Tablo 2 ve Tablo 4’teki FKS ve WTS ile se¢ilmis genlerin
farkli ¢ekirdek fonksiyonlarinda SVM siniflandiricisindaki
basarilari kargilagtirildiginda iki gen se¢imi ve siniflandirma
sonrasinda da % 100 basar1 elde edilmistir.

Tablo 1 ve Tablo 2’de FKS ile se¢ilmis genler kNN ve
SVM smiflandirici ile smiflandirildiginda SVM (lineer) ile
siniflandirma kNN (k’ nin tim degerlerinde) ile yapilan
siniflandirmadan daha yiiksek basari olan %100 basari
gostermisgtir.

Tablo 3 ve Tablo 4’te WTS ile secilmis genler kNN ve
SVM siniflandirict ile siniflandirildiginda iki siniflandiricida
da %100 basart yakalanmasina karsin, SVM (lineer)
siniflandiricinin ilk 200, 300, 400 gen de %100 basarisini
koruyarak daha kararli bir yap1 gosterdigi goriilmektedir.

Calismada segilen ilk 100 gen bilgisi ile yapilan
siniflandirma sonuglart SVM  ve kNN smiflandiricida
genelde en iyi sonucu vermistir. Sonug olarak, yumurtalik
kanseri veri kiimesi i¢in binlerce gen yerine belirlenen 100
gende inceleme yapilmasi yeterli olabilecektir.
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