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Character recognition in natural images is a very difficult problem due to many factors such as variability of
light, background clutter, severe blur, inconsistent resolution and different scale depth. In addition to these
features, distortions in characters and numbers are encountered in street view photographs with the effect of
natural events. Detecting and reading house numbers from street views is a computer vision problem that falls
under the category of natural scene text recognition. Convolutional neural network (CNN) model is one of the
most commonly used deep learning (DL) methods in image analysis. In this study, firstly, CNN based DL
method was applied to read characters from pictures that contain house numbers in their natural image.
However, successful results could not be obtained, especially in cases where there are more than one house
number in the image or when the depths are very variable. A new approach DDL (deep in deep learning) using
two different CNN models was proposed to increase the accuracy of the DL method and also to reduce the
data size created by natural images.

DL DDL
Detect Multi House Number ® o
Image Compresion ® o
Size 113 gigabyte 17 gigabyte
Worst prediction rate 629 039
Best prediction rate 06% 100%

Figure A. Comparisons of approaches

Purpose: The purpose of this study is to develop an effective DL approach to detect multiple house numbers
from natural images with clustering and decrease the memory space occupied by natural images.

Theory and Methods:

The DL method cannot produce successful results in cases where there are multiple door numbers and the
depths are very variable. In order to overcome the problem caused by the depths of the door number plate in
the proposed DDL method, it is ensured that the door number plate is determined first.
Due to the very variable depths, the dimensions of the detected plates differ from each other, but in fact the
plates are actually the same size. Since the dimensions of the boards installed in the field are the same and to
increase the door number accuracy, if the size of the plate is smaller than the input size of the image given for
the CNN architecture (416x 416 is used in this study), the plate is resized. After this step, similar to DL
architecture, the door number in the plate picture is estimated with the CNN-based DL method.

Results:

The performance of the DDL approach was compared with the performance of the DL approach using real
data consisting of 17,618 images with 113 GB size consisting of building street images with GPS location
information taken from 35 neighborhoods of Kayseri Metropolitan Municipality (KBB) Yesilhisar district for
2019. Experimental evaluations showed that proposed DDL approach can handle multiple house number from
images with decreasing size of images and is stable, while the DL cannot handle them and is not stable.

Conclusion:
Experimental results showed that the proposed DDL approach produced more accurate results and used less
storage space than DL approach.
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e Coklu kap1 numarasi tespit etme ve kiimeleme igin yeni bir derin 6grenme yaklagimi, DDL, dnerilmistir
e Onerilen DDL yaklasiminin performansi DL yaklasiminin performanst ile karsilastirilmistir
e Gergek veriler iizerinde yapilan deneysel ¢alismalarda DDL yaklagimin daha iyi performans sergilemistir
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Isigin degiskenligi, arka plan karmasasi, siddetli bulaniklik, tutarsiz ¢6ziintirliik ve farkli 6lgekli derinlik gibi bircok
faktorden dolay1 dogal goriintiilerde karakter tanima oldukga zor problemdir. Bu 6zelliklerin yani sira sokak
goriiniim fotograflarinda doga olaylarinin da etkisiyle karakterlerde ve sayilarda bozulmalara rastlanir. Sokak
gortinimlerinden kapi numaralarini tespit etmek ve okumak, dogal sahne metni tanima kategorisine giren bir
bilgisayar gorme problemidir. Evrisimsel sinir ag1 (convolutional neural network - CNN) modeli goriintii
analizlerinde en sik kullanilan derin 6grenme (deep learning - DL) yontemlerinden biridir. Bu ¢alismada, ilk olarak
dogal goriintiilerinde kapi numarasi bulunan goriintiilerden karakter okumak igin CNN temelli DL yontemi
uygulanmistir. Ancak, 6zellikle goriintiide birden fazla kap1 numarasinin oldugu veya derinliklerin gok degisken
oldugu durumlarda yeterince basarili sonuglar elde edilememistir. DL yonteminin dogrulugunu artirmak ayni
zamanda dogal goriintiilerin olusturdugu veri boyutunu azaltmak igin farkls iki adet CNN modeli kullanan yeni bir
yaklasim DDL (deep in deep learning) 6nerilmistir. Onerilen DDL yaklasiminin performansi, Kayseri Biiyiiksehir
Belediyesi’ne (KBB) ait GPS konum bilgisiyle fotografi ¢ekilen 35 adet mahallenin bina goriintiilerinden olusan
113 GB (gigabayt) boyuta sahip 17.618 adet goriintii igeren gergek veriler kullanilarak, DL yaklasimimin
performansiyla karsilastirilmistir. Deneysel sonuglar, dnerilen DDL yaklasiminin DL yaklagimina gére daha dogru
sonuclar iirettigini ve daha az depolama alani1 kullandigini1 gostermektedir.

DDL: A new deep learning based approach for multiple house numbers detection and

clustering

HIGHLIGHTS

e A new deep learning approach, DDL, was proposed for multiple house numbers detection and clustering
e The performance of the proposed DDL approach was compared with the performance of the DL approach
e  DDL approach outperformed DL approach in the experimental evaluations conducted on real data
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Character recognition in natural images is a very difficult problem due to many factors such as variability of light,
background clutter, severe blur, inconsistent resolution and different scale depth. In addition to these features,
distortions in characters and numbers are encountered in street view photographs with the effect of natural events.
Detecting and reading house numbers from street views is a computer vision problem that falls under the category
of natural scene text recognition. Convolutional neural network (CNN) model is one of the most commonly used
deep learning (DL) methods in image analysis. In this study, firstly, CNN based DL method was applied to read
characters from pictures that contain house numbers in their natural image. However, successful results could not
be obtained, especially in cases where there are more than one house number in the image or when the depths are
very variable. A new approach DDL (deep in deep learning) using two different CNN models was proposed to
increase the accuracy of the DL method and also to reduce the data size created by natural images. The performance
of the proposed DDL approach was compared with the performance of the DL approach using real data consisting
of 17,618 images with 113 GB (gigabyte) size consisting of building images with GPS location information taken
from 35 neighborhoods of Kayseri Metropolitan Municipality (KBB). Experimental results showed that the
proposed DDL approach produced more accurate results and used less storage space than DL approach.
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1. GIRIS (INTRODUCTION)

Mekansal verileri depolamak, analiz etmek ve goriintiilemek
icin gelistirilen cografi bilgi sistemlerinin (CBS) kalitesi
icerdigi verilerin dogruluguna baglidir. Harita ve adres
verilerini  olustururken  kullanilan  kapit  numaralari
goriintiileri, bu goriintiilerdeki numaralarin konumlar1 ve
icerdigi karakterlerin okunurlugu ¢ok onemlidir [1]. Kapi
numaralarmin konum bilgisi igceren dogal goriintiilerden
tespit edilmesi [2] ve konumlar1 ile islenmesi adres
altyapisint  hizlandirmaktadir [3]. Kapi numaralarinin
goriintiilerden elde edilmesinde kullanilan en yaygin kaynak
360° ile ¢ekilen koordinatlt panoramik goriintiilerden olusan
Google Sokak goriintiileridir [4]. Sokak gdriiniimlerinden
kap1 numaralarini tespit etmek ve okumak [5], dogal sahne
metni tanima [6] kategorisine giren bir bilgisayar gérme
problemidir [7]. Isigin degiskenligi, arka plan karmasasi,
siddetli bulaniklik, tutarsiz ¢6ziiniirliik vb. birgok faktdrden
dolay1r dogal sahnelerdeki goriintiilerde karakter tanima
oldukca zor problemdir. Bu o6zelliklerin yani sira sokak
goriiniim fotograflarinda doga olaylarmin da etkisiyle
karakterler ve sayilarda bozulmalar olmaktadir.

Son yillarda, derin 6grenme (deep learning - DL)  yontemi
goriintii siniflandirma, nesne izleme, poz tahmini, metin
algilama ve tanima, gorsel belirginlik algilama, eylem
tanima ve sahne etiketlemede yaygin olarak kullanilmaktadir
[8]. Derin sinir aglar1 , derin inan¢ aglar1 , tekrarlayan sinir
aglart ve evrisimli sinir aglart derin dgrenmede sik¢a
kullanilan yontemlerdir [9]. Bu yontemlerden evrigimli sinir
aglarinin (convolutional neural network - CNN) goriintii
smiflandirmasinda  yiiksek performans gosterdigi tespit
edilmistir [10]. CNN modeli adimi evrisim adi verilen
matrisler arasindaki matematiksel dogrusal islemden alir
[11]. CNN modeli evrisimli katman, dogrusal olmayan
katman, havuz katmani ve tam baglantili katmani da igeren
coklu katman yapisindan olusur [12]. Dogal goriintiilerden
karakter ve/veya numara tespit edilmesi bilgisayar gérme
kategorisinde siniflandirma problemlerindendir. Literatiirde,
goriinti siniflandirmada ¢ok yiiksek performans gosteren
CNN modeli ile olusturulan DL yontemi ile sokak
goriintiisiinden kap1 numarasinin tespit edilmesi konusunda
caligmalara rastlanmaktadir [2, 4]. Bu ¢alismada, ilk olarak
dogal goriintiilerinde kapit numarasi bulunan levhalardan
karakter okumak i¢in CNN temelli DL ydntemi
uygulanmustir. Ancak, dzellikle goriintiide birden fazla kap1
numarasinin oldugu veya derinliklerin ¢ok degisken oldugu
durumlarda yeterince basarili sonuglar elde edilememistir.
DL yonteminin dogrulugunu artirmak ayn: zamanda dogal
goriintiilerin olusturdugu veri boyutunu azaltmak icin farklt
iki adet CNN modeli kullanan yeni bir yaklasim DDL (deep
in deep learning) dnerilmistir. Onerilen DDL yaklasinunin
performansi, Kayseri Biiyiiksehir Belediyesi Yesilhisar
ilcesinin 2019 yilma ait GPS konum bilgisiyle fotografi
¢ekilen 35 adet mahallenin bina sokak goriintiilerinden
olusan 113 GB (gigabayt) boyuta sahip 17.618 adet goriintii
iceren ger¢ek veriler kullanilarak, DL yaklagimmin
performansiyla karsilagtiritlmigtir.

1.1. Katkilar (Contributions)

Bu caligmanin temel katkilart agagidaki gibi 6zetlenebilir:

e Coklu kap1 numarasi tespit etme ve kiimeleme igin derin
Ogrenme tabanli yeni bir yaklagim (DDL) 6nerilmistir.

e Onerilen DDL yaklagimmin performansi derin 6grenme
(DL) yaklagiminin performansi ile karsilagtirilmigtir.

e Gergek veriler iizerinde yapilan deneysel c¢aligmalarda
DDL yaklasimin daha iyi performans sergiledigi
gozlemlenmistir.

e Onerilen yaklasim ile sonuglar elde edilirken gériintiilerin
boyutlar1 yaklasik 7 kat kiigiiltiilerek kullanilan hafiza
alan1 azaltilmigtir.

Bu makalenin bundan sonraki bdliimlerinde sirasi ile
literatiir aragtirmasi sunulmug, CNN modeli ile olusturulan
DL yontemi ile ilgili temel tanimlar verilmis, onerilen iki
farkli CNN modeli kullanan DDL yaklagimi anlatilmis,
deneysel degerlendirmeler sunulmus, daha sonra sonuglar
tartisgtlmis  ve  gelecekteki  planlanan  caligmalardan
bahsedilmistir.

2. LITERATUR ARASTIRMASI
(LITERATURE RESEARCH)

Derin 6grenme ydntemlerinden birisi olan CNN ydntemi
[13] son yillarda bilgisayar aglar1 [14], goriintii algilama [15]
ve hastalik smiflandirma [16] gibi farkli alanlarda yaygin
olarak kullanilmaktadir. Ozcan vd. [17] CNN yéntemi ve
hiper parametre optimizasyonu ile Tiirk¢e isaret dilinin
tanimasi lizerine ¢alismalar yapmustir. Sonmez vd. [18] CNN
yontemi ile Tirkce dili i¢in otomatik goriintii altyazisi
olusturan bir model {izerine ¢aligmalar yapmustir. Kagaya vd.
[19] gida goriintiilerinin tespit edilmesi ve taninmasi igin
CNN yontemini kullanmigtir. Hansen vd. [20] CNN
yonteminin insan yiizii tanima basarisindan yolara ¢ikarak
ciftlikte hayvan yiizii tammmak igin CNN ydntemini
kullanmustir. Pramerdorfer vd. [21] goriintii tabanli yiiz
ifadesi tanima i¢gin CNN yodntemini kullanmistir. Gerke vd.
[22] futbolcularin forma numaralarimi tanimak i¢in CNN
yontemini kullanmigtir. Lorencin vd. [23] deniz nesnelerini
tanimak i¢in CNN yontemini kullanmugstir. Liv vd. [24]
akciger goriintii yamalarini interstisyel akciger hastalig ile
smiflandirmak igin CNN yonteminden faydalanmistir.
Alwzwazy vd. [25] el yazist ile yazilan yazilarda bulunan
rakamlar1 tanimak i¢in CNN yontemini kullanmustir.

Anguelov vd. [4] sokak goriintiilerinden kapt numarasini
tespit etmek i¢in CNN modeli ile olusturulan LeNet-5
yontemini  kullanmistir. LeCun vd. [26] tarafindan
gelistirilen rakamlar1 siniflandiran 7 seviyeli evrigimli bir ag
olan LeNet-5, 32x32 piksel gri tonlamali girdi
goriintiilerinde  elle yazilmus sayilart tanimak igin
uygulanmigtir [27]. Ancak, LeNet-5 yontemi ile daha yiiksek
¢Ozliniirliikli  goriintiller analiz edilmek istendiginde
evrisimsel ag1 seviyesi yetersiz olmaktadir [28]. Diger
taraftan Goodfellow vd. [2] sokak goriintiilerinden ¢oklu
kapt numarasinin tespiti igin CNN modeli ile olusturulan
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ImageNet [29] kiitiiphanesini kullanmis ve basarili sonuglar
elde etmigtir. Daha yiiksek dogruluk ve sonuglari daha hizli
elde etmek igin kullanilan CNN modelleri siirekli
geligtirilmistir [30]. Ornegin, 2012 yilinda gelistirilen
AlexNet daha dnceki CNN yontemlerinden daha iyi sonuglar
gostermis [29], VGGNet 2014 yilinda AlexNet’e benzer
sekilde 3x3 evrisim agmndan ve 16 katmandan olusan
mimarisi ile Simonyan vd. [31] tarafindan gelistirilmis, 2015
yilinda 152 katmanli yapay sinir agini egitebilen ResNet
mimarisi He vd. tarafindan Snerilmistir [32]. CNN modeli
tek nesne igeren goriintii analizlerinde 6zellik ¢ikarma ve
siniflandirma agisindan basarili olmakta fakat ¢oklu nesne
iceren goriintii analizlerinde yeterince basarili olamamigtir.
Girshick vd. CNN modelinde ¢oklu obje sorununu agmak ve
goriintiiyll yaklasik olarak 2000 bolgeye ayirip bolge
icerisinde CNN ile arama yapmak i¢cin R-CNN ydntemini
onermistir [33]. R-CNN yonteminin hesaplama maliyeti
zamansal acgidan yiiksektir. Ross Girshick R-CNN yavag
¢aligma sorununu ortadan kaldirmak i¢in daha hizli ¢alisan
Fast R-CNN yontemini gelistirmistir [34]. R-CNN
algoritmalari, gorlintii icindeki nesneyi yerellestirmek i¢in
bolgeler kullanir. Bolge incelmek yerine nesneyi igerme
olasilig1 yiiksek olan goriintiiniin parcalarini inceleyen CNN
tabanli YOLO (You Only Look Once) yontemi Redmon vd.
tarafindan gelistirilmistir [35]. YOLO yontemi [36], gergek
zamanli nesne takibinde kullanilan Faster RCNN ydntemi
[37] gibi pek ¢ok nesne tespiti yontemlerine gore daha
basarili sonug iiretmistir [38, 39]. Bu calismada, ilk olarak
dogal goriintiilerinde kapt numarasi bulunan levhalardan
karakter okumak i¢in son yillarda gercek hayat
problemlerine ¢ok fazla uyarlanan YOLO algoritmasi
temelli CNN yontemi uygulanmistir. Ancak, bu yontem ile
yapilan ¢aligmalarda 6zellikle goriintiide birden fazla kapi
numarasinin oldugu veya derinliklerin ¢ok degisken oldugu
durumlarda yeterince basarili sonuglar elde edilememistir.
Dogrulugu artirmak ayni zamanda dogal goriintilerin
olusturdugu veri boyutunu azaltmak i¢in YOLO algoritmasi
temelli iki adet CNN yonteminden olusan DDL olarak
adlandirdigimiz yeni bir yaklagim onerilmektedir.

3. CNN TABANLI DERIN OGRENME YONTEMI iLE

KAPI NUMARASININ TESPIT EDILMESI
(DETECTION OF HOUSE NUMBER WITH CNN BASED DEEP
LEARNING METHOD)

Bu calismada, CNN tabanli derin 6grenme (DL) yontemi
olarak YOLO kullanilmistir. Bu béliimde 6ncelikle YOLO
yontemi sunulmus daha sonra ise DL yoéntemi ile kapi
numarast tespit etme sistemi tanitilmigtir.

3.1. YOLO (You Only Look Once)

YOLO yaklagimi ismini “You Only Look Once” olarak ifade
edilen ve yalnizca bir kez bakarsiniz manasina gelen
kelimelerden almaktadir [35]. YOLO yaklagimi goriintiide
bulunan nesnelerin ne oldugunu ve nerede oldugunu bir
bakigta tahmin edebilmektedir [36]. Nesne tespiti, 6zellikle
belirli bir goriintiiniin i¢inde hangi nesnelerin oldugunu ve
ayrica  gorlintiinlin  neresinde  olduklarint  kesfetme
kategorisine giren bir bilgisayar gérme problemidir. Nesne
846

tespiti, nesnenin goriintiiniin igerisinde nerede oldugunu da
buldugundan dolay1 goriintiilerde siniflandirma
problemlerine gore daha kompleks ve zor bir problemdir.
Ayrica, gorintilerde birden fazla nesnenin oldugu
durumlarda smiflandirma yaklagimlart ile basar1 elde
edilmesi miimkiin degildir.

YOLO yontemi ile ¢ogu zaman yiiksek dogruluk elde
edilebilir, ayn1 zamanda gergek zamanli olarak ¢alismaktadir
ki bu yeteneklerinden dolay1r son yillarda siklikla tercih
edilmektedir [37]. Algoritma, tahmin yapmak icin sinir
agimdan yalmizca bir ileri yayilma gecisi gerektirmesi
anlaminda goriintiiye "yalnizca bir kez bakar". Maksimum
olmayan bastirmadan sonra (nesne algilama algoritmasinin
her nesneyi yalnizca bir kez algilamasini saglar), ardindan
taninan nesneleri sinirlayici kutularla birlikte ¢ikarir. YOLO
ile, tek bir CNN ayn1 anda birden fazla sinirlayici kutuyu ve
bu kutular i¢in simif olasiliklarini tahmin eder. YOLO, tam
goriintiiler iizerinde caligma ve algilama performansini
dogrudan optimize etme yeteneklerine sahiptir. Bu modelin
diger nesne algilama yontemlerine avantajlart su sekilde
stralanabilir:

o Oldukga hizlidir.

e Egitim ve test siiresi boyunca goriintiiniin tamamini
gorebilmesi sayesinde smiflar ve goriiniimleriyle ilgili
baglamsal bilgileri ortiik olarak kodlayabilir.

e Nesnelerin genellestirilebilir temsillerini  6grenebilir,
boylece dogal goriintiiler iizerinde egitildiginde ve sanat
eserleri lizerinde test edildiginde, iyi algilama performansi
sergilemektedir.

YOLO yonteminin nasil ¢alistif1 kapt numarasi Ornegi
iizerinde incelenecek olursa, dncelikle Sekil 1°de gosterildigi
gibi bir girdi goriintiisii YOLO yontemine sunulmaktadir.
Sekilde goriildiigii lizere kapt numarasi 2 ve 9 rakamlarindan
olugsmaktadir ve bu numaralar kirmizi c¢ergeve ile
isaretlenmistir.

Sekil 1 Giris Goriintiisii (Input Image)
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YOLO Kkiitiiphanesi  giris ~ gorlintiisiinii  1zgaralara
bolmektedir. Sekil 2’de 3x3 1zgara Ornegi gosterilmistir.
YOLO uygulamalarinda daha fazla sayida 1zgara

kullanilmaktadir fakat Sekil 2’de Ornegin daha net
anlasilmasi igin 3x3 boyutunda bir yap1 kullanilmigtir. Her
bir 1zgarada goriintiiye siniflandirma ve konumlandirma
uygulanmaktadir. Bu adimdan sonra YOLO ydntemi eger
1zgara igerisinde aranan nesne var ise bu nesnelere karsilik
gelen smif olasiliklarmi ve nesneleri ¢evreleyen kutulari
tahmin eder.

- - -
f AKKOY B AHALLES]
i AWrAY ¥ eceu £n

Sekil 2 3x3 Izgara (3x3 grid)

Goriintii 3x3 boyutunda bir 1zgaraya boliindiigiinde ve
sadece rakam nesnelerin siniflandirilmak istendiginde

0,1,2,3,4,5,6,7.,8 ve 9 olmak iizere toplamda 10 smmf
olacaktir. Her bir 1zgaranin olusturacag: ¢ikt1 (y) 15 boyutlu
bir vektor olacaktir. Izgara ciktist y Es. 1’de gosterilmistir.

_pc_

(M

_Cg_

Es. 1°de bulunan p,. 1zgarada bir nesnenin bulunup
bulunmadigimi  gostermektedir. b,, nesnenin baslangic
noktasinin x eksenindeki konumunu, b, nesnenin baglangig
noktasinin y  eksenindeki konumunu, b, nesnenin
yiiksekligini, b, nesnenin genisligini ve
Co, C1, -+, Cg siniflart gostermektedir. Izgarada bulunan nesne
hangi sinifa ait ise ait oldugu sinifin degeri 1 diger siniflarin
degeri sifir olacaktir. YOLO algoritmasi Sekil 2’de bulunan
9 adet 1zgaranin her biri igin Es. 1°de gosterildigi gibi bir
vektor ¢iktisi olusturacaktir.

YOLO yontemi, egitim kiimesinde bulunan her bir
gorintiiyii Sekil 2°de gosterildigi gibi 3x3 (SxS) 1zgaralara
bolmektedir. Bir nesne birden fazla izgaranin sinirlari
icerisinde bulunsa bile yalnizca orta noktasinin bulundugu
tek bir 1zgaraya atanacaktir. Her bir 1zgara sinirlayici kutu ve
bunlarin giiven skorunu olugturmaktadir. Gs giiven skorunu
gostermek {lizere Es. 2 ile hesaplanir.

Gs = p. » 10UZ!

@

Giiven skoru 1zgaranin ne kadar dogru tahmin ettigini
gostermektedir. Izgara igerisinde bir nesne var ise p, degeri

112
SE 5 iﬁ
448 :
LTI — >
11 A 2 ‘ X ><: ;
5
) :
14 7 7
3 192 36 e 1024 1024 1024 4096 30
e Evrisimsel Kat,  Evrisimsel Kat.  Evrigimsel Kat. L o
Evrisimsel kat. “;“xs“”xlgz Ix1x128 ],mgss} P Evrisimsel Kat.  Evrigimsel Kat.  Evrigimsel Kat. Evrigimsel Kat.
TaTx64-5-2 Maks. Havoz 3x3x256 Ixixs12 T Ix1x512 3x3x1024
Maks. havuz. kat. Kt 1x1x256 1x1x512 Ix3xl024 3x3x1024
2x2-5-2 iy g 3x3x512 3x3x1024 Ix3xl024
Maks. Havuz. Maks. Havuz. 2x2x1024-5-2
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2x2-5-2 2x2-3-2

Sekil 3 YOLO CNN Mimarisi (YOLO CNN Architecture)
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1 diger durumlarda 0 olmaktadir. JOUSTAL" parametresi,

tahmin edilen sinirlayici kutu ile olmasi gereken sinirlayict
kutu arasindaki orami gostermektedir [5d] [39]. Test
sirasinda, her bir i1zgara tarafindan tahmin edilen simif
bilgileri ve sinirlayici kutu tarafindan tahmin edilen giiven
bilgileri, her simirlayict kutunun sinifa 6zgii giiven puanini
elde etmek i¢in Es. 3 ile hesaplanir.

Pr(Class;|Object) * p, * IOUTE" = Pr(Class;) *
1ougd 3)

Es. 3’te bulunan Pr(Class;|Object) terimi 1zgara tarafindan
tahmin edilen kategori bilgisidir. Bu islem, tahmin edilen
kutunun belirli bir kategoriye ait olma olasiligint kodlar ve
ayrica kutunun dogrulugu hakkinda bilgi icerir. Her kutu
icin sinifa 6zgii giiven puaninmi hesaplandiktan sonra, esik
degeri belirlenerek diisiik puanli kutular filtrelenir ve ¢akisan
kutulardan dogru olani se¢gmek i¢cin NMS (Non Maximum
Suppression) teknigi kullanilir [41]. YOLO algoritmast bu
islemleri CNN modeli kullanarak gerceklestirmektedir.
Redmon vd. [35] tarafindan gelistirilen YOLO mimarisi
Sekil 3°te gosterilmistir. Sekil 3’te gosterilen mimari 24 adet
evrisimsel katman ve ardindan tamamen bagli 2 katmandan
olusmaktadir. Alternatif 1x1 evrisimsel katmanlar Onceki
katmanlardan 6zellik alani1 azalmaktadir. Mimari S=7 (7x7)
1zgara yapisini kullanmaktadir. Giris verisi olarak 448x448
boyutlarinda goriintii  almaktadir. 20 adet kategori
bulunmaktadir.  Mimari  7x7x30  boyutunda  ¢ikt1
olusturmaktadir. YOLO yaklasimi siirekli gelistirilmistir.
Redmon vd. [35] tarafindan 2016 yilinda gelistirilen ilk
stirimii olan YOLO V1 mimarisi ¢iktt katmani tamamen
baglantili bir katman oldugundan, test sirasinda YOLO
egitim modeli yalnizca egitim goriintiisii ile ayni giris
¢ozlniirligiini  desteklemektedir. YOLO V1 siirlimiiniin
eksiklerini ortadan kaldirmak ve basarisin1 devam ettirmek
icin 2017 yilinda Redmon vd. [42] tarafindan daha dogru,
daha hizli ve daha gii¢lii olan 9.000 adet nesne taniyabilen
YOLO v2 mimarisi tanitilmigtir. 2018 yilinda Redmon vd.
[43] tarafindan gelistirilen YOLO V3 modeli bir onceki
modele gore daha karmagiktir. YOLO V3 mimarisi modelin
yapisinin boyutunun degistirilmesine izin vererek modelin
hizinin ve dogrulunun degistirilmesine olanak vermektedir.
2020 yilinda Bochkovskiy vd. [44] tarafindan optimum hiz
ve dogruluk ile nesne tanima yontemi olarak YOLO V4
siirimil tanitilmistir. YOLO V4 siiriimiinde etkili ve giiglii
bir nesne tespit modeli Onerilmektedir. YOLO V4
siiriimiinde giris ag1 ¢Oziiniirliigi, evrisimsel katman sayisi,
parametre sayist ve katman ciktilarinm (filtreler) sayisi
arasindaki en iyi dengeyi bulmak amaglanmistir. Deneysel
degerlendirmelerde YOLO - V1, V2 ve V3 siirlimlerine gore
daha {stiin oldugu gozlemlenen YOLO - V4 siiriimii bu
calismada kullanilmigtir.

3.2. DL Yéntemi ile Kapi Numarast Tespiti
(Door Number Detection with DL Method)

Uzaysal verileri depolamak, analiz etmek ve goriintiilemek
icin gelistirilen Cografi Bilgi Sistemlerinin kalitesi i¢erdigi
verilerin dogruluguna baglidir. Harita ve adres verilerini
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olustururken kullanilan kapt numaralar1 goriintiileri, bu
goriintillerdeki  numaralarin ~ konumlart  ve  icerdigi
karakterlerin okunurlugu c¢ok onemlidir [1]. Kap1
numaralarinin konum bilgisi iceren dogal goriintiilerden
tespit edilmesi [2] ve konumlar1 ile islenmesi adres
altyapisini hizlandirmaktadir [3]. Bu calismada, ilk olarak
dogal goriintiilerinde kapt numarasi bulunan levhalardan
karakter okumak i¢cin CNN temelli DL yontemi dnerilmistir.
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Sekil 4 Fotograf Konum Bilgileri (Photo Location Information)

KBB ile yapilan goriigmelerde ve incelemelerde fotograf
makinesi ile sahada koordinat bilgilerini igerecek sekilde
¢ekilen goriintiilerin daha sonra cografi bilgi sistemlerine
(CBS) kaydedildigi tespit edilmigtir. KBB tarafindan
kullanilan CBS yazilimin c¢ekilen fotografin &zellikler
penceresinin ayrintili sekmesinde bulunan GPS basligi
altinda yer alan enlem ve boylam bilgilerini kullanarak kap1
numarasinin konumunu tespit ettigi goriilmiistiir. Fakat
kullanilan CBS yaziliminda personeller kapi numaralarini
fotografa bakarak manuel olarak girmektedir. Kap1
numaralart manuel olarak girildiginden dolayr g6z
yorulmasi, klavyede yanlis tusa dokunulmasi, farkli kisilerin
kapt numaras: girmesinden dolayr ortak bir standart
olusturulamamasi (siklikla “/” yerine “.” veya “-” girilmesi)
vb. gibi durumlarda kapt numarasi sisteme yanlis
girilebilmekte veya ayni numaralar farkli formatta
yazilabilmektedir. Bu durumda CBS sisteminin en énemli
bilesenlerinden olan adres harita alt yapisinin yanlis veya
diizensiz olugmasina sebep olmaktadir. Bu calismada bu
sorunlarin {istesinden gelmek i¢in CNN tabanli derin
ogrenme (DL) yontemi 6nerilmis ve dnerilen DL yonteminin
sistem mimarisi Sekil 5’te gosterilmistir. Sekil 5’de
oncelikle CNN tabanli derin 6grenme yonteminin kapi
numarasi egitim verisi kullanarak egitilmesi gerekmektedir.
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Egitim islemi tamamlandiktan sonra Onerilen sistem kapi
numarasi tespit amaglh kullanilabilir. Kap1 numarasi tespiti
icin girdi olarak konum bilgileri ve goriintii igerisinde kapi
numarasini igeren bir resim sunulmalidir.

‘ Kapt numarasisin tesbiti F—Egltlhm% 3 tgbanh e
yontemi

Tahmin oram >Esik
degeri

Kap1 numarasimn personel
tarafindan tespit edilmesi

Resimdeki diger dzniteliklerin

okunmasi

r

A 4

Bilgilerin veritabanina

kaydedilmesi

4
{ Kaydedilen verilerin harita

fizerinde gdsterilmesi

Sekil 5 DL Yo6ntemi ile Kapt Numarasi Tespiti
(Door Number Detection with DL Method)

Resim sisteme sunulduktan sonra CNN tabanlt DL ydntemi
ile resimde bulunan kap1 numarasi tahmin edilmektedir. DL
yontemi ile tahmin edilen kapi numarasinin giiven skoru
belirlenen esik degerinin iizerinde ise sistem tahmin edilen
kap1 numarasi ve resimde bulunan konum bilgisini okuyarak
bu bilgileri veri tabanina kaydetmekte ve daha sonra ise
harita ortaminda kaydedilen verilerin goriintiilenmesini
saglamaktadir. DL yontemi tarafindan tahmin edilen kapi
numarasinin giiven skoru esik degerinin altinda ise bu
durumda sistem kapi numarasinin kullanict tarafindan
girilmesini saglamakta ve daha sonra resimden diger
Oznitelik bilgilerinin okuyarak verilerin veri tabanina
kaydedilmesi ve harita ortaminda  gosterilmesini
saglamaktadir.

DL yontemi test agamasinda bazi goriintiilerde ¢ok basari
sonuglar elde etmistir. Ancak, ozellikle goriintiide birden
fazla kapit numarasmin oldugu veya derinliklerin ¢ok
degisken oldugu durumlarda yeterince basarili sonuglar elde
edilememigtir. DL yonteminin dogrulugunu artirmak ayni
zamanda dogal goriintiilerin olusturdugu veri boyutunu
azaltmak igin farkli iki adet CNN modeli kullanan yeni bir
yaklasim DDL (deep in deep learning) dnerilmistir.

4. DDL: COKLU KAPI NUMARASI TESPIiT ETME
VE KUMELEME iCiN ONERILEN DERIN

OGRENME TABANLI YAKLASIM
(DDL: APPROACH BASED ON DEEP LEARNING FOR
MULTIPLE HOUSE NUMBERS DETECTION AND CLUSTERING)

CNN tabanli DL yontemleri [2, 4] sokak goriintiilerinden
kapt numarasinin tespit edilmesinde basarili sonuglar elde
etmesine ragmen KBB’den alinan gergek veriler iizerinde
test edildiginde goriintii derinliklerinin ¢ok degisken oldugu
ve goriintiilerde birden fazla birbirine benzeyen kapi
numarast oldugu durumlarda yeterince basarili sonuglar elde
edilememistir. Sekil 6’da ¢oklu kap1 numarasinin 6rnegi ve
Sekil 7°de kapt numarasinin bulundugu derinligin fazla
oldugu resim gosterilmistir. DL yontemi Sekil 6’da kapt
numarasini tespit ederken biitiin kap1 numaralarini okumakta
ve hepsini bir kapt numarasi olarak algilamaktadir fakat
gercekte  birbirinden farkli 4 adet kapt numarasi
bulunmaktadir. Sekil 7 6rneginde ise fotograf ¢ok uzak
mesafeden c¢ekildiginden dolayr kapt numarasi goriintii
biiytitiilmeden anlagilmamaktadir.

Sekil 7 Derinligin Cok Fazla Oldugu Fotograf
(Photo with extremely shallow field of depth)
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DL yontemi Sekil 6’da oldugu gibi ¢oklu kap1 numarasinin
oldugu durumlarda ve Sekil 1, Sekil 6 ve Sekil 7 birlikte
incelendiginde  derinliklerin  ¢ok  degisken oldugu
durumlarda basar1 sonuglar tiretememektedir. Ayrica, Sekil
4’te gorildiigl tizere her bir resim hafizada en az 5 MB
(mega byte) yer kaplamaktadir ve KBB tarafindan kullanilan
CBS yazilmimda ve DL yonteminde de goriintiilerin
boyutundan dolayr hafiza karmagiklifi yiiksektir. Kapi
numarast tahmin dogrulugunu artirmak amaciyla ayni
zamanda dogal goriintiilerin olusturdugu veri boyutunu
azaltmak i¢in YOLO algoritmasi temelli iki adet farklit CNN
modelinden olusan DDL olarak adlandirdigimiz yeni bir
yaklasim 6nerilmistir. Onerilen sistemin mimarisi Sekil 8’de
sunulmustur. DDL yontemi Sekil 8’de gosterildigi lizere iki
adet birbirinden farkli olarak egitilmis CNN tabanli DL
yontemi igermektedir. Onerilen DDL yénteminde kap1
numarast levhasinin derinliklerinin olusturdugu sorunun
tistesinden gelmek i¢in oncelikle kapt numarasi levhasinin
tespit edilmesi saglanmstir. Bir goriintiide birden fazla kapi
numarast levhast bulunabilmektedir. Tespit edilen levhalar
ayr1 ayr1 degerlendirilmektedir. DDL yoOntemi tarafindan
tahmin edilen levhanin giiven skoru belirlenen esik degerinin
iizerinde ise levha dikkate alinmaktadir. Derinliklerin ¢ok
degisken olmasindan dolay1 tespit edilen levhalarin boyutlart
birbirinden farkli olmaktadir fakat aslinda levhalar gercekte
ayn1 boyuttadir. Sahada montaj edilen levhalarin boyutlari
ayni oldugundan dolay1 ve kapi numarast dogrulugunun
artirtlmasi i¢in eger levhanin boyutu CNN mimarisi i¢in
verilen goriintiiniin giris boyutundan daha kii¢iik ise (bu
calismada 416x 416 kullanilmistir) levha yeniden
boyutlandirilmaktadir. Bu adimdan sonra DL mimarisine
benzer sekilde, CNN tabanli DL yontemi ile levha resminde
bulunan kapi numarasi tahmin edilmektedir. DL yontemi ile
tahmin edilen kap1 numarasinin giiven skoru belirlenen esik
degerinin {izerinde ise sistem tahmin edilen kap1 numarasi ve
resimde bulunan konum bilgisini okuduktan sonra hafiza
karmagikligin1 azaltmak i¢in goriintii sikistirilmaktadir. Bu
adimdan sonra tespit edilen verileri veri tabanina
kaydetmekte ve ardindan harita ortaminda kaydedilen
verilerin goriintiilenmesini saglamaktadir. DL ydntemi
tarafindan tahmin edilen kap1 numarasinin giiven skoru esik
degerinin altinda ise bu durumda sistem kap1 numarasinin
kullanic1 tarafindan girilmesini saglamakta ve daha sonra ise
Ozniteliklerin okunmasi, goriintiiniin sikistirtlmasi, bilgilerin
veritabanina kaydedilmesi ve harita ortaminda gdsterileme
adimlar sirasi ile yapilmaktadir.

5. DENEYSEL CALISMALAR
(EXPERIMENTAL STUDIES)

Bu boélimde DL ve DDL yontemlerinin deneysel

performanslari karsilastirilmistir. Deneysel
degerlendirmelerde  asagidaki  sorularin  cevaplari
irdelenmistir.

¢ Yontemlerin dogrulugu nedir?
e Yontemlerin goriintii boyutu nedir?

5.1. Veri kiimesi (Data Set)

Bu caligmada KBB’den alinan Yesilhisar il¢esinin 2019
yilina ait GPS konum bilgisiyle fotografi ¢ekilen 35 adet
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mahallenin bina sokak goriintillerinden olusan 113 GB
boyuta sahip 17.618 adet goriintii iceren gergek veriler
kullanilmistir. Tablo 1’de KBB’den alinan goériintiilerin
mahalle kodu, mahalle adi ve mahallede bulunan kapi
numarasi sayisi sunulmustur.
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¥
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kaydedilmesi
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-
Kaydedilen verilerin harita
tizerinde gosterilmesi

Sekil 8 DDL Sistem Mimarisi (DDL System Architecture)
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Tablo 1. Veri Kiimesi Ozet Bilgileri (Dataset Summary)

Mahalle Kodu Mahalle Adi

Kap1 Numaras: Sayisi

181793 AKKOY 150
181795 ARAPLI 193
181797 BASKOY 424
42361 BEYLERYUKARI 393
181799 BUGET 201
42362 CAMIKEBIR 291
42363 CUMHURIYET 471
181801 CADIRKAYA 475
181803 DERBENTBASI 571
181805 DOGANLI 600
181807 ERDEMLI 463
42365 FATIH 595
42366 FEVZIOGLU 433
181809 GULBAYIR 1052
42367 GUNEY 310
181811 GUZELOZ 593
181813 ICMECE 273
42368 IDRIS 417
181815 KALE 182
42369 KARACABEY 1351
181819 KAVAK 479
181821 KAYADIBI 769
42370 KELER 393
181823 KESLIK 261
181825 KOVALI 824
42371 KOSK 593
181827 KUSCU 566
42372 KUZEY 345
42373 MAHMUDIYE 733
181831 MUSAHACILI 1082
181833 OVACIFTLIK 491
181835 SOGANLI 363
42374 YAVUZ SELIM 552
42375 YENISEHIR 300
181837 YESILOVA 429

5.2. Model yapilandirmasi (Model configuration)

KBB’den alinan gercek veriler YOLO V4 mimarisi
kullanilarak Google Colab sisteminde egitilmistir. Google
Colab, Google tarafindan gelistiricilere sunulan GPU
lizerinde derin 6grenme iglemlerinin gerceklestirilebildigi
bulut sistemidir [45]. KBB’den alinan 17.618 gergek veriden
1600 tanesi sistemi egitmek i¢in kullanilmis ve egitim
isleminden sonra sistemin dogrulugu diger veriler iizerinde
test edilmistir. YOLO V4 mimarisinde 1600 adet verinin
%80’1 egitim verisi %?20’si ise test verisi olarak
kullanilmistir. Birbirinden farkli iki adet YOLO V4 modeli

egitilmistir. Ilk olarak dogal resimlerdeki kap1 numaralarmin
tespit edilmesi i¢in “0, 1, 2, 3,4, 5,6,7,8,9,/, A, B, C”
siiflarindan olusan YOLO V4 modeli egitilmis ve bu model
DL yontemi olarak adlandirilmistir. Ikinci olarak éncelikle
kapi levhalarinin tespit edilmesi i¢in sadece levha sinifindan
olusan YOLO V4 modeli egitilmigtir. Bu ydntemde
oncelikle dogal resimlerde bulunan kapi levhasi egitilen
YOLO V4 modeli ile bulunmakta, bulunan levhanin boyutu
ayarlanarak bu levha igerisinde bulunan kapi numaralar1 bir
onceki egitilen YOLO V4 modeli tarafindan tespit
edilmektedir ve bu yaklasim DDL olarak adlandirilmaktadir.

Egitim islemi sonrasi olusan yitim (loss) fonksiyonu degeri
ve ortalama hassasiyet (average precision - AP) degerlerinin
ortalamasi (mean average precision - mAP) egitim isleminin
basarisin1 gostermektedir [4x]. Egitim asamalarinda ¢ok
fazla veri ile egitim yapilmas1 ve egitim modelinin iterasyon
say1st ¢ok fazla artirilirsa sistemde asir1 6grenme (over train)
olusabilmektedir [46]. ki adet YOLO modeli i¢in de 2.000
iterasyon kullanilmig ve egitim sonucu olugan yitim ve mAP
grafigi Sekil 9 ve Sekil 10°da gosterilmistir. Sekil 9 kapi
numarast i¢in yitim ve mAP grafigini gostermektedir. Sekil
9’da iterasyon sayisi arttikca yitim degeri diismekte mAP
degeri artmaktadir ve bu islem egitim igleminin basarili
sekilde gerceklestigini gostermektedir. 1.800 iterasyondan
sonra mAP ve yitim grafigi degismemektedir ve bu grafikte
2.000 iterasyonun bu veri kiimesi icin yeterli oldugunu
gostermektedir. Sekil 10’da ise Sekil 9’a benzer sekilde
grafik egitimin basarili oldugunu gostermekte ve bununla
birlikte YOLO modelinde tek bir siif oldugundan egitim
islemini daha hizli gergeklestirebilmektedir. Deneysel
caligmalar icin Intel Core i7-9700 3.0 GHz 16GB RAM
ozelliklerine sahip kisisel bilgisayar {izerinde Payton 3.7 ve
OpenCyv kiitiiphanesi kullanilmustir.

5.3. Deneyler (Experiments)

Bu boliimde DL ve o6nerilen DDL yontemlerinin deneysel
karsilastirilmalar1 - sunulmustur. Ik olarak yéntemlerin
dogrulugu karsilagtirillmig daha sonra ise goriintii boyutlari
incelenmistir.

5.3.1. Yontemlerin dogrulugu (Accuracy of methods)

Yontemler tarafindan tespit edilen kap1 numarasi degeri ile
goriintiiler iizerinde bulunan ger¢ek kapt numarasi
degerlerinin karsilagtirmasi yapilmigtir. KBB’den alinan
17.618 adet kapt numarasindan sadece toplam kapi
numarasimin %10’undan daha diisiik olan 1.600 adet kap1
numarast kullanilarak biitin kap: numaralari icin CNN
tabanli DL ve DDL yontemleri tarafindan kapt numarasi
tahmin edilmistir. 35 adet mahalle i¢in mahalle bazinda
yontemlerin  dogruluk orani dogru tahmin edilen kapi
numarast sayisinin  mahallede bulunan toplam kapi
numarasina orani olarak yiizdelik dilimde Sekil 11°de
gosterilmistir.

DL ve DDL yontemlerinin dogruluklari arasindaki fark, daha
once Boliim 4’te bahsedildigi iizere KBB’den alinan gergek
verilerde  kapt  numarasimin  bulundugu  goriintii
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durmalardan kaynaklanmaktadir. CNN tabanlt DL yontemi
Sekil 6’da gosterilen birden fazla kapi numarasmin oldugu
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Sekil 11 Yontemlerin Dogrulugu (Accuracy of Methods)

durumlarda goriintiiden sadece tek bir kapr numarasi tespit
edebilmekte ve kapt numaralar1 arasinda smiflandirma
yaparak birbirinden ayiramamaktadir. Ayrica, DL yontemi
derinliklerin degigken oldugu bazi goriintilerde basar1
sonuclar elde etmesine ragmen bazi goriintiilerde yanlis kap1
numaralari tespit ettigi gdzlemlenmistir. Ozetle, DL yontemi
en kotii durumda %62 en iyi durumda %93 basar1 orani
gostererek kararsiz bir durum sergilemistir. DDL yontemi ise
oncelikle CNN tabanli derin 6grenme yontemi ile goriintiide
bulunan kapi numarasi levhalarini tespit etmekte daha sonra
ise bu levhay1 yeniden boyutlandirarak CNN tabanli derin
O0grenme yontemi ile levha igerisinde bulunan kapi
numaralarini  tespit etmektedir. DDL yontemi kapt
numarasini tespit ederken ayni1 zamanda Sekil 6 6rneginde
gosterilen durumlarda her bir kapi numarasii ayri ayri
degerlendirerek kiimeleme islemi yapmaktadir. DDL
yontemi goriintiide bulunan levhayi tespit edip tespit edilen
levhay1 yeniden boyutlandirarak Sekil 1, Sekil 6 ve Sekil 7
birlikte incelendiginde agikga goriilen farkli derinliklerin
olusma probleminin de {istesinden gelmektedir. DDL
yontemi en koti durumda %96 en iyi durumda da %100
dogruluk orani ile DL yontemine gére ¢ok daha kararl
performans sergilemistir. Sekil 11°den de agikga goriilecegi
iizere DDL yo6ntemi ile DL yontemine gore daha basarili ve
tutarli sonuglar elde edilmistir.

5.3.2. Yontemlerin goriintii boyutu
(Image memory of methods)

Bu deneyde, KBB’den alinan ger¢ek dogal sahne goriintiileri
kullanilarak veri setinde bulunan her mahalle igin DL ve
DDL yo6ntemlerinin olusturmus oldugu goriintiilerin diskte

da kapladig1 alanlar incelenmistir. KBB tarafindan dogal
sahne goriintiileri sadece kapi numaralarinin dogrulugunu
teyit etmek ve bina hakkinda genel bilgi sunmak amaciyla
veritabaninda  saklanmaktadir. Fakat dogal resimler
veritabaninda higbir islem yapilmadan tutuldugunda c¢ok
fazla yer kaplamaktadir. Onerilen DDL yénteminde goriintii
iizerinde ek iglem yapmadan dncelikle birbirinden farkl: iki
adet CNN tabanli derin 6grenme yontemi kullanilarak kapi
numarasi tespit edilmektedir. Kap1 numarasi tespit edildikten
sonra ise goriintiniin boyutunda herhangi bir degisiklik
yapmadan ac¢ik kaynak kullanilabilen Pillow [47]
kiitiiphanesi Payton ortaminda kullanilarak goriintiiniin
sadece kalitesi 100 degerinden 75 degerine diigiiriilerek
kapladigi alan boyutundan kazanim saglanmaktadir. Orijinal
goriintii kalitesinin ¢ok yiiksek olmasindan ve ayni zamanda
bu islem goriintiide bulunan kap1 numarasi tespit edildikten
sonra yapildigindan dolay1 herhangi bir kazanim kayb1 séz
konusu olmamaktadir. DL ve DDL yontemlerinin
olusturmus oldugu goriintiilerin diskte kapladiklar1 alanlar
Sekil 12°de gosterilmistir.

CNN tabanli DL yonteminde kapi numarasit dogru tespit
edilemediginden dolay1 goriintii sikistirma yapilmamustir.
DL yonteminin goriinti boyutu ayni zamanda KBB
tarafindan kullanilan veri setinin diskte kapladigi gercek
alan1 da gostermektedir. Sekil 12’de gosterildigi tizere DDL
yontemi goriintii sikistirma islemi ile kapt numarasinin tespit
edilmesinde dogruluktan herhangi bir taviz vermezken
toplam hafiza boyutunu 113 GB boyuttan 17 GB boyutuna
diigiiriilmiistiir. Onerilen yaklasim ile sonuglar elde edilirken
goriintiilerin boyutlar1 yaklasik 7 kat kiigiiltiilerek kullanilan hafiza
alani azaltilmistir.
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