MAKINE OGRENIMININ ARASTIRMACILARIN VERI ANALiZi BAGLAMINDA
POTANSIYEL ONEMI *

Hasan T. Aytekin**
(074

Bu ¢alisma, bir¢ok farkli alandaki degisik konularda ¢alisan uygulamali arastirmacilar i¢in Makine
Ogrenimi hakkinda bilgi saglamay1 amaglamaktadir. Ornegin, ekonomi arastirmacilari tarafindan
kullanilacak bu tiir ham verilerin en yaygin kaynaklarindan biri, gelistirme tiirii verilerdir. Bu tiir
verilerin en yaygin kaynaklari, ilgili kurumlar tarafindan ticretsiz ve ¢evrimigi olarak saglanan OECD
ve Diinya Bankasi veri setleridir. Kiiresel kurumlar tarafindan saglanan bu tiir veri kiimeleri ile ilgilenen
akademik arastirmacilar, kendi aragtirma projelerinde kullanmak i¢in kendi veri kiimelerini olugturmak
amaciyla makine Ogrenimi tekniklerinin nasil yardimci olabilecegini, olusturduklarn kendi veri
kiimelerinin makine 6greniminde nasil kullanilabilecegini ve bu veri kiimelerini makine 6grenimi
teknikleriyle analiz etme konusundaki bilgilerini derinlestirebileceklerdir. Bu amagla, Diinya Bankas1
Acgik Veri ortaminda gevrimici olarak sunulan Diinya Gelisim Gostergesi zaman serisi verileri
kullanilarak ¢ok degiskenli bir tahmin problemini ¢6zmek i¢in makine 6grenimi teknikleri ile 6rnek bir
vaka gelistirilecektir. Cogunlukla Ridge, Lasso, Elastic-Net ve LARS gibi dogrusal tekniklere ve yiiksek
boyutlu verileri islemek i¢in ¢ok uygun olan diger bazi yontemlere odaklanilacaktir. Bu 6rnek vakada,
ilk olarak veriler incelenecek (eksik verilerle basa ¢ikma ve eksik veri degerlerini degistirme dahil) ve
makine 6grenimi modellerinin egitimi i¢in kullanilacak veriler hazirlanacaktir. Daha sonra kullanilacak
tahmin modellerine karar verilecek ve son olarak bu modelleri degerlendirip elde edilen sonuglar
tartigilacaktir. Bu kapsamda, Makine Ogrenimini kullanan Zaman Serisi Tahmin 6rnegi, Python ortami
kullanilarak sunulacak ve ornek vakanin Jipiter Not Defteri de Anaconda Cloud ortaminda
paylasilacaktir.
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THE POTENTIAL IMPORTANCE OF MACHINE LEARNING IN THE CONTEXT
OF RESEARCHERS DATA ANALYSIS

ABSTRACT

This article aims to provide insights on Machine Learning for applied researchers working on topics
related to any field. One of the most common sources of such raw data to be used by economic
researchers are the development kind of data. The most common sources of such data are OECD and
World Bank data sets which are provided by the respective institutions freely and online. The academic
researchers in the related fields of such datasets provided by the global institutions may be interested in
deepening their knowledge of how machine learning can be useful for the construction of valuable
datasets to be used in their research projects and analyze these datasets by machine learning techniques.
For this purpose, an example case using machine learning techniques to solve a multivariate forecasting
problem will be developed by using World Development Indicator time-series data available online at
World Bank Open Data environment. The focus will mainly be on linear regularization techniques such
as Ridge, Lasso, Elastic Net, LARS, and some other methods that are well suited for handling high
dimensional data. Within this example case, we will initially explore the data (including dealing with
missing data and replacing missing data values) and prepare the data to be used for training the machine
learning models. Then we will decide the predictive models to be used, and finally evaluate these models
and discuss the results obtained. The example case of Time-Series Forecasting using Machine Learning
will be presented by utilizing the Python environment and the Jupiter Notebook of the example case will
also be shared at Anaconda Cloud environment.

Keywords: Machine Learning, Data Analysis, Time-Series Data, Multivariate Forecasting,
Regularization.



1. GIRIS

Bu calismada, yapay zekanin bir altkiimesi olan makine 6grenimi tekniklerinin arastirmalarda
analiz amaci ile nasil kullanilabilecegi ile ilgili bilgiler tartisilacaktir. Bu amagla 6nce yazilim,
yapay zekd ve makine 6greniminin nerede baslayip nerede bittigi konusu ile aralarindaki
iligkiler irdelenecektir. Daha sonra tanimlayici bir bigimde makine 6greniminin ne oldugu ile
birlikte makine O6grenimi yoOntemlerinden denetimli 6grenme, denetimsiz Ogrenme, yari
denetimli 6grenme ve pekistirmeli 6grenme ile ilgili bilgiler gézden gecirilecektir. Bu
caligmada, denetimli 6grenme teknikleri kullanilarak ¢ok degiskenli bir tahmin probleminin
¢Oziimli i¢in makine Ogrenimi teknikleri ile problemi en iyi modelleyecek ydntem
belirlenecektir. Bu amacla kullanilacak temel analiz teknikleri ve bu tekniklerin temel taglari
olan teoriler kisaca aciklanacaktir ve her bir modelin arka planda ¢ozdiigii optimizasyon
probleminin yapisina 6rnek olacak teorik bilgileri sunulacaktir.

Uygulama asamasinda ise Diinya Bankasi Acik Veri ortamindan alinan Diinya Gelisim
Gostergesi zaman serisi veri setleri Exponential Smoothing, Dogrusal Regresyon, Ridge
Regresyonu, Lasso Regresyonu, LARS Regresyonu, Elastic-Net Regresyonu, Zaman-Serisi
LassoCV Regresyonu, Naive Predictér, Random Forest ve Gradyan Artirma tahmin modelleri
kullanilarak denenecek ve elde edilen sonuglar her bir model i¢in tahmin hatalarinin standart
sapmasi ile degerlendirilecektir. Degerlendirme i¢in Python programlama dili kullanilarak
ornek bir program olusturulmustur ve Anaconda bulut ortamindan Jupyter Notebook olarak
paylasilmistir. Gelistirilen uygulama yazilimi dort ana siniftan olugmaktadir. Bu siiflardan
ikisi diinya bankasindan verileri indirme ve islemeye hazir hale getirmekle ilgilidir. Ugiincii
sinif, ham verilerin iglenerek makine 6greniminde kullanilabilmesi i¢in gereken temizleme,
ayiklama gibi veri seti lizerinde yapilan ¢calismalardir. Dordiincii ve son sinif ise islenmeye hazir
verileri kullanarak degisik modeller ile tahminler iiretmek i¢in hazirlanmig olan Python
program betikleridir. Bu dort smif kullanilarak, her bir modelin tahmin performanslari
cikarilacaktir.

Son olarak ise ¢alismada elde edilen veriler kullanilarak iiretilen modellere ait hatalarin standart
sapmalar1 goz Oniine alinarak analiz edilecek, ilgili modellerin eldeki verileri ne kadar temsil
ettiklerini tartisilacaktir.

2. KURAMSAL CERCEVE
2.1. Yazihm Perspektifi

Yazilim gelistirmeye baslanan ilk zamanlarda mantiksal kurallar1 ve kosullart belirleyerek
programlarin akisinin kontrol edilebilmek, anahtarlar1 kullanabilmek, dongiiler olusturabilmek
ve daha fazlasi ile yazilim gelistirmeyi deneyimlemek, kisilerin disiplinlerinden bagimsiz
olarak bir yazilim gelistirme tutkusuna doniismektedir.

Daha sonraki yillarda, modiiller olusturarak ve kod pargalarini islevlere ve siniflara
soyutlayarak gelistirilen kisisel kodlardaki dagimikliklar giderilmeye baslanmaktadir. Bir
sonraki adimda ise yazilim gelistirme becerileri, nesne yonelimli analiz ve tasarim (OOA / D)
ile daha ileri bir asamaya taginmaktadir. Kodun yeniden kullanimini ve degisik tasarim
modelleri bu asamada 6grenilmektedir. Gelistirilen programlar1 Birlestirilmis Modelleme Dili
(UML - Unified Modeling Language) cizelgeleri ve diyagramlarinda ifade etmeyi 6grenmek
bundan sonra gelen adimdir. Sonrasinda ise bu ilkeler ¢esitli gereksinimleri karsilayabilmek
amaci ile ortalama sekiz farkli programlama dilinde uygulanmaktadir.



Ancak programlamanin temel kurali her zaman ayni kalmaktadir: Kurallari ve mantigi
tanimlamak. Gerisi sadece bu kurallarin uygulanmasin ve siirdiiriilmesini kolaylagtiran ¢esitli
yontemler ve felsefelerdir.

Metodik programlamanin basladigi ilk giinden beri, kural tabanli kodlama, yazilim
olusturmanin tek yontemi olmustur. Bir veya bir dizi problem analiz edilip, sinirlari, varliklari,
siirecleri ve iliskileri belirlenmekte ve bunlar ise gelistirilecek yazilimin calisma seklini
tanimlayan kurallara doniistliriilmektedir.

2.2. Yapay Zeka Perspektifi

Metodik programlama yontemleri bugiine kadar ¢ok ise yaramistir ve bundan sonra da ise
yaramaya devam edecektir. Ancak elde edilecek sonug, her bir farkli yazilim projesinde
kullanilan program mantiginin  bir sekilde giincellenmedik¢e davramiglarmi  asla
degistirmeyecek olan "statik" bir yazilimdir. Bu tiir sadece uygulanan mantik ¢ergevesinde
statik olarak calisan yazilim programlariyla goriintiilerdeki nesneleri tanimak, ag trafiginde
kotii amagl bir etkinlik bulmak veya engebeli arazide bir robotu gezdirmek gibi kurallarin kesin
olmadig1 senaryolar1 hayata gecirmek olas1 degildir.

Modern yapay zekanin temel tagi olan makine 6grenimi, geleneksel programlama modelini alt
iist eden bir bilim alanidir. Makine 6grenimi, herhangi bir uzmanin goérevlerin nasil yerine
getirilecegini agiklamasina gerek kalmadan performansini degistirebilen ve gelistirebilen
yazilimlar olusturmaya yardimci olmaktadir. Web sitelerinde, dijital asistanlarda, siiriiciisiiz
arabalarda, analiz yazilimlarinda ve daha fazlasinda goriilen akilli 6neriler dahil olmak {izere,
bugiin dogrudan kullandigimiz ve ufukta gordiigiimiiz pek c¢ok yeniligin arkasinda yatan
teknoloji yapay zeka teknolojisi olacaktir.

2.3. Makine Ogrenimi

Makine oOgrenimi, Orneklerden Ogrenen bir yazilimdir ve algoritmalar1 klasik yazilim
gelistirmede oldugu gibi kodlanmaz, ancak biiyiik miktarda ilgili veriler ile egitilmektedir.
Ornegin, bir kedinin bir makine 6grenimi algoritmasina nasil gériindiigiinii aciklamaya
caligmak yerine, ilgili makine 6grenimi algoritmasina milyonlarca kedi resmi saglanmalidir.
Algoritma, bu goriintiilerde yinelenen kaliplar bularak, bir kedinin goriiniisiiniin nasil
tanimlanacagini kendisi belirlemektedir. Daha sonra, programa yeni bir resim gosterildiginde,
bir kedi icerip icermedigini ilgili algoritma ayirt edebilmektedir.

Makine Ogreniminin ilk tanimlamalarindan birisi Arthur Samuel’in 1959 yilinda yaptig
tanimlamadir. Bu tanimlamada Samuel “Makine Ogrenimi, deneyimlerden dgrenmek igin
bilgisayarlar1 programlama veya bilgisayarlara agikca programlanmadan 6grenme yetenegi
veren c¢alisma alanidir” demektedir (Samuel, 1959). Daha teknik bir mithendislik tanimini ise
1977 yilinda Tom Mitchell yapmistir: “Gorevin T, performansin P ile gosterildigi durumda eger
P ile ol¢giilen T performansi E deneyimi ile iyilesiyorsa, ilgili programin E deneyiminden
ogrendigi soylenir” (Mitchell, 1997). En yeni tanimlarindan birisi ise 2019 yilinda Géron (2019)
tarafindan “Makine Ogrenimi, bilgisayarlarin verilerden dgrenebilmeleri igin gelistirilmis olan
programlama bilimidir ve ayn1 zamanda bir sanattir” olarak yapilmistir.

Giincel pek ¢ok yazida makine 6grenimi yapay zeka ile 6zdeslestirilmektedir. Ancak yapay
zeka, karmagik kural tabanli yazilimlardan heniiz icat edilmemis insan diizeyindeki zekaya
kadar her seye uygulanabilen genel bir terimdir. Gergekte, makine 6grenimi, kurallarin aksine
verilere dayali programlar olusturmakla ilgili 6zel bir yapay zeka alt kiimesidir.



2.4. Makine Ogrenimi Yontemleri

Bir¢ok makine 6grenimi sistemi vardir ve bunlar 3 farkli kategoride siiflandirilmaktadir
(Géron, 2019). Bu kategoriler asagidaki sekilde siniflandirilmaktadir:

1. Insan gozetimi ile egitilip egitilmedikleri (denetimli, denetimsiz, yar1 denetimsiz ve
pekistirmeli 6§renme).

2. Aninda asamali olarak 6grenip 6grenemeyecekleri (¢cevrimi¢i 6grenmeye karsilik gelen
toplu 6grenme).

3. Veri noktalarin1 bilinen veri noktalariyla basit¢e karsilagtirarak veya egitim
verilerindeki kaliplar tespit edip, tipki bilim adamlarinin yaptig1 gibi (6rnek tabanli ve
model tabanli 6grenme) bir tahmine dayali model olusturarak ¢alisiyor olmasi.

Bu calismada makine 6greniminin birinci kategori yontemleri kullanilmaktadir. Bu nedenle
denetimli, denetimsiz, yar1 denetimsiz ve pekistirmeli 6grenme yontemleri kisaca gozden
gegirilecektir.

2.5. Denetimli Ogrenme

Makine 6grenimi algoritmalarinin birkag ¢esidi vardir. En yaygin olanlardan biri, algoritmanin
etiketli verilerle egitildigi ve bir dizi girdinin bir dizi ¢iktiyla eslestirdigi denetimli ogrenmedir.
Yiize takilan maskeyi algilamak, denetimli O0grenmeye bir Ornektir. Baska bir ornek,
algoritmaya ses dalga bigimleri ve bunlara karsilik gelen yazili sozciiklerin saglandigi konusma
tanimadir.

Denetimli bir 0grenme algoritmasina ne kadar c¢ok Ornek saglanirsa, yeni verileri
siniflandirmada o kadar hassas olmaktadir. Denetimli 6grenmenin temel sorunu da burada
yatmaktadir. Etiketli 6rnekler ile biiyilik veri kiimelerini olusturmak ¢ok zaman almaktadir ve
kapsaml1 bir insan ¢abas1 gerekmektedir. Bu amagla sadece veri etiketleme hizmeti saglayan
platformlar olusmustur. Bu platformlarin en ¢ok bilineni Amazon'un Mechanical Turk
platformudur.

2.6. Denetimsiz Ogrenme

Makine 6greniminin bagka bir dali olan denetimsiz 6grenmede referans verisi yoktur. Sadece
girdi i¢in kullanilacak veri gereklidir. Algoritma, etiketlenmemis verileri alarak ¢ikarimlarda
bulunur ve ilgili veri dizilerindeki kaliplar1 bulur. Denetimsiz 6grenme, 6zellikle insanlarm
tanimlayamayacag gizli kaliplarin oldugu durumlarda kullanighdir.

Bilgisayar aglarindaki etkinliklerin izlenmesi bu tiir makine 6grenimi algoritmalarinin bir
ornegidir. Bu algoritmalar ag etkinliklerindeki kaliplar1 gozlemleyerek normal ag etkinligi i¢in
bir temel olusturmakta ve elde edilen kaliplar1 baz alarak aykiri etkinlikleri belirleyerek uyarida
bulunmaktadir.

Denetimli 0grenmeye kiyasla, denetimsiz Ogrenme, makinelerin kendi kendilerine
ogrenebilmelerine bir adim daha yakindir. Ancak, denetimsiz 6grenmeyle ilgili sorun, sonucun
genellikle tahmin edilemez olmasidir. Bu nedenle, kendi kendine 6grenirken onu dogru yone
yonlendirmek igin genellikle insan sezgisiyle birlestirilmektedir. Ornegin, yukarida agiklanan
ag glivenligi Orneginde, ag etkinliginin herhangi bir kotii niyet olmadan normal kaliptan
sapmasi i¢in bir¢ok neden vardir. Ancak bir makine 6grenimi algoritmasi, istisnalar1 6grenene
ve daha iyi kararlar alana kadar kararlarini bir insan analistin diizeltmesi gerekecegini
bilmemektedir.



2.6.1. Yari Denetimli Ogrenme

Bazi algoritmalar, kismen etiketlenmis egitim verileri (genellikle ¢ok sayida etiketlenmemis
veri ve biraz etiketlenmis veri) ile ¢alismaktadir. Buna yar1 denetimli 6grenme denir. Google
Fotograflar gibi baz1 fotograf barindirma hizmetleri yar1 denetimli 6grenme algoritmasinin en
giincel 6rneklerindendir.

Yar1 denetimli O6grenme algoritmalarinin ¢ogu, denetimsiz ve denetimli algoritmalarin
birlesimidir. En ¢ok kullanilan 6rnek, derin inan¢ aglaridir ve birbiri lizerine y1gilmis kisith
Boltzmann makineleri ad1 verilen denetimsiz bilesenlere dayanir. Kisitli Boltzmann makineleri
denetimsiz bir sekilde sirayla egitilir ve ardindan tiim sisteme denetimli 6grenme teknikleri
kullanilarak ince ayar yapilir.

2.6.2. Pekistirmeli Ogrenme

Pekistirmeli 6grenme, toplam 6diilii maksimize etmek i¢in akilli aracilarin bir ortamda nasil
harekete gegmesi gerektigiyle ilgili bir makine 6grenimi alanidir (Hu, Niu, Carrasco, Lennox,
& Arvin, 2020). Pekistirmeli 6grenme, denetimli 6grenim ve denetimsiz 6grenmenin yani sira
ii¢ temel makine 6grenimi paradigmasindan biridir.

Pekistirmeli Ogrenme, etiketli girdi/¢ikt1 ¢iftlerinin sunulmasi1 gerekmemesi ve agikca
diizeltilmesi i¢in optimale yakin olan eylemlerin gerekmemesi bakimindan denetimli
ogrenmeden farklidir. Bunun yerine odak, kesif (kesfedilmemis bolgenin) ve somiirii (mevcut
bilginin) arasinda bir denge bulmaktir (Hu, Niu, Carrasco, Lennox, & Arvin, 2020).

Problemi ¢6zmeye odaklanmis bir temsilci (yapay zeka), belirsiz, potansiyel olarak karmagsik
bir ortamda bir hedefe ulasmay1 6grenmektedir. Temsilci olarak davranan yapay zeka, oyun
benzeri bir durumla karsi karsiyadir ve soruna bir ¢6ziim bulmak i¢in deneme yanilma
yontemini kullanmaktadir. Yapay zeka, gelistirilen ¢oziimiin programcinin istedigini yapmasini
saglamak amaciyla, ger¢eklestirilen eylemler icin ya ddiil ya da ceza alir. Amaci, toplam 6diilii
maksimize etmektir.

Tasarimel, 6diil politikasini, yani oyunun kurallarim1 belirlese de, modele oyunun nasil
coziilecegine dair higbir ipucu veya oneri vermemektedir. Tamamen rastgele denemelerden
baslayip gelismis taktikler ve insaniistii becerilerle oynadigi oyunu bitirerek 6diilii en {ist diizeye
cikarmak i¢in gorevin nasil yerine getirecegini anlamak modelin gorevidir. Aramanin giiciinden
ve birgok denemeden yararlanarak, pekistirmeli 6grenme su anda makinenin yaraticiligina
ipucu vermenin en etkili yoludur. Insanlarin aksine, yeterince giiclii bir bilgisayar altyapisinda
bir pekistirmeli 6grenme algoritmasi ¢alistirilirsa, yapay zeka binlerce paralel oyundan deneyim
toplayabilmektedir.

Otonom arabalar1 kontrol eden modelleri egitmek, pekistirmeli 6grenmenin potansiyel bir
uygulamasina miikemmel bir rnektir. ideal bir durumda bilgisayar, arabay: siirmekle ilgili
higbir talimat almamalidir. Programci, gorevle baglantili herhangi bir seyi programa
kodlamamali ve makinenin kendi hatalarindan &grenmesine izin vermelidir. ideal bir durumda,
programin i¢ine fiziksel olarak kodlanacak tek unsur 6diil fonksiyonu olmalidir.

Normal olarak kullanilmas1 diisiiniilen otonom aragla, yaris i¢in kullanilabilecek bir otonom
arag arasinda birtakim farkliliklar olacaktir. Ornegin, olagan kosullarda giivenligi 6n planda
tutacak, siiriis siiresini en aza indirecek, kirliligi azaltacak, yolculara konfor sunacak ve hukuk
kurallarina uyacak otonom bir araca ihtiya¢ duyulmaktadir. Otonom bir yaris arabasinda ise,
stirticiiniin konforundan ¢ok hiza 6énem verilmektedir. Programci, yolda karsilagabilecegi her
olay1 tahmin edemez ve uzun "eger Oyleyse" talimatlar1 olusturmak yerine, pekistirmeli
ogrenme aracisini 6diil ve cezalar sisteminden 6grenebilecek sekilde hazirlamaktadir. Temsilci



(gorevi yerine getiren pekistirmeli 6grenme algoritmalariin bagka bir adi) belirli hedeflere
ulagmak i¢in Odiiller almakta ve verilen gorevi maksimum 0diil ile yerine getirmeye
calismaktadir.

3. YONTEM

Bu calismada, denetimli 6grenme teknikleri kullanilarak ¢ok degiskenli bir tahmin probleminin
¢oziiml i¢in makine Ogrenimi teknikleri ile problemi en iyi modelleyecek yontem
belirlenecektir. Aragtirmada kullanilacak her bir model, tahmin hatalarinin standart sapmasi ile
degerlendirilecektir [Kok Ortalama Kare Hatas1 (RMSE)].

Ornek arastirmada Diinya Bankas1 Acik Veri ortammdan alinan Diinya Gelisim Gostergesi
zaman serisi veri setleri kullanilacaktir. Diinya Bankasi Diinya Gelisim Gostergesi zaman serisi
verileri ¢ok degiskenli bir tahmin problemi verisi olarak kullanilarak asagidaki tahmin
modelleri ile denenecek ve ilgili seriyi en iyi tahmin eden model secilecektir:

Exponential Smoothing (Holt)
Dogrusal Regresyon

Ridge Regresyonu

Lasso Regresyonu

LARS Regresyonu

Elastic-Net Regresyonu
Zaman-Serisi LassoCV Regresyonu
Naive Predictor

Random Forest

Gradyan Artirma (Gradient Boosting)

Arastirmada agirlikli olarak degisik regresyon modelleri kullanilmistir. Bu modeller, standart
modeli daha basit hale getirmek ve asir1 uyum (overfitting) riskini azaltmak i¢in degisik
kriterlerle sinirlandirilarak diizenlilestirilmis regresyon modelleri olarak denemeye alinmustir.

Diizenli hale getirmek, isleri diizenli veya kabul edilebilir kilmak anlamina gelmektedir.
Matematik, istatistik, finans (Kratsios, 2020), bilgisayar bilimi, 6zellikle makine 6grenimi ve
ters problemlerde, diizenlilestirme, yanlis bir problemi ¢6zmek veya asir1 uyumu 6nlemek i¢in
bilgi ekleme siirecidir (Wikipedia, Regularization (mathematics), 2021). Bu yontem, makine
O0grenim algoritmasina verilen egitim setine bir islevi uygun sekilde yerlestirerek hatay1
azaltmak ve asir1 uyumu 6nlemek i¢in kullanilan tekniklerdendir.

Diizenlilestirme, kotii niyetli optimizasyon problemlerindeki amag¢ fonksiyonlar1 yoluyla
gerceklestirilir. Diizenlilestirme terimi veya ceza, optimizasyon fonksiyonunun agirt uyumlu
olmasi1 veya optimal bir sonu¢ bulmak amaciyla ek bir maliyet olarak eklenmektedir (Neumaier,
1998).

Makine 6grenimi modelini egitmenin en dnemli yonlerinden biri, kullanilan modelin asir1 uyum
gostermesinden kagimaktir. Asirt uyum gézlemlemek, modelin dogrulugunun az oldugunu
gostermektedir. Bunun nedeni, modelin egitim veri kiimesindeki giiriiltiiyli yakalamak i¢in ¢ok
ugrasmasidir. Giiriiltii ile, verilerin ger¢ek o6zelliklerini kesin olarak temsil etmeyen, ancak
rastgele tesadiifi olan veri noktalar1 kastedilmektedir. Bu tiir veri noktalarint belirlemek,
modelin asir1 uyumdan kaynaklanacak risklerden etkilenmesini onleyecek, daha esnek hale
getirecek ve uygun uyumu yakalamasina olanak saglayacaktir.

Bu agamada diizenlilestirilmis dogrusal modelleri kisaca gézden gegirecegiz.



3.1. Diizenlilestirilmis Dogrusal Modeller

Asirt uyumu azaltmanin iyi bir yolu, modeli diizenli hale getirmek, yani, sinirlamaktir. Model
ne kadar az serbestlik derecesine sahip olursa, verilere asir1 uymast o kadar zor olacaktir.
Ornegin, polinom derecelerinin sayisini azaltmak, bir polinom modelini diizenlemenin basit bir
yoludur. (Géron, 2019)

Dogrusal bir model i¢in, diizenlilestirme tipik olarak modelin agirliklarinin siirlandiriimasi
yoluyla elde edilir. Asagida, agirliklar1 farkli yollarla sinirlandiran Ridge, Lasso, Elastik Net ve
LARS regresyon modelleri sirasiyla incelenecektir. Biitiin regresyon modellerinin temelinde
yer alan dogrusal regresyon modeli, Ridge regresyon modelinin tanimi altinda incelenecektir.

3.1.1. Ridge Regresyonu
3.1.1.1. Genel Smiflandirma Ozelligi

Ridge regresyonu L2 diizenliligi kullanir. L2 diizenliligi agirlik (6zellik agirliklari) girislerinin
(ceza terimleri) karelerinin en aza indirilmesidir (minimizasyon).

3.1.1.2. Tanmim

Ridge regresyonu, verilerdeki ortak degiskenlerin ¢coklu baglanti (multicollinearite) problemini
¢ozmek i¢in klasik bir veri modelleme yontemidir (Hoerl & Kennard, 1970). Burada ¢oklu
baglanti, ¢oklu regresyon modelinde birden fazla ongoriici degiskenin yiiksek oranda
korelasyonlu oldugu bir durumu ifade etmektedir. Coklu baglanti miikemmel ise, regresyon
katsayilar1 belirsizdir ve standart hatalar1 sonsuzdur. Miikkemmelden diisiikse, regresyon
katsayilar1 belirli olmakla birlikte biiyiik standart hatalara sahiptir ve bu da katsayilarin biiyiik
bir dogrulukla tahmin edilemeyecegi anlamina gelmektedir (Gujarati, N., & Madsen, 1998).

Coklu baglant1 olustugunda, en kiigiik kareler tahminleri tarafsizdir, ancak varyanslar1 biiyiik
oldugundan ger¢ek degerden uzak olabilirler. Regresyon tahminlerine bir derece yanlilik
ekleyerek, Ridge regresyonu standart hatalar1 azaltilabilir (NCSS, 2020).

Ridge Regresyonu, Dogrusal (Lineer) Regresyonun 6zel bir hali oldugu i¢in, bu asamada
Dogrusal Regresyonu da kisaca tanimlayacagiz.

Dogrusal bir model, yalnizca girdi 6zelliklerinin agirlikli toplamini hesaplayarak ve bunun
iizerine Denklem 3.1.1.2.1'de gosterildigi gibi egilim terimi (kesme terimi olarak da adlandirilir)
olarak adlandirilan bir sabit deger ekleyerek tahmin yapmaktadir.

Denklem 3.1.1.2.1 Dogrusal Regresyon model tahmini

Y= 0y+0:x1 +60,x; ++ 0,x, (3.1.1.2.1)
Denklem 3.1.1.2.1 vektorlestirilmis bir form kullanilarak ¢ok daha kisa bir sekilde yazilabilir.

Denklem 3.1.1.2.2 Dogrusal Regresyon model tahmini (vektorlestirilmis yap1)

y=he(x) =0-x (3.1.1.2.2)

e 0 modelin parametre vektoriidiir, sapma terimi 6 ve 01 den 0, ‘e kadar olan 6zellik
agirliklarini igerir.

e x,Xo'1n her zaman 1'e esit oldugu xo dan x,’e kadar tanimlanan 6zellik vektoriidiir.

e 0 x,0vex vektorlerinin i¢ garpimidir (Boxo + 01x1 + 02X + +++ + BnXn)

e hg, model parametreleri 8’y1 kullanan hipotez fonksiyonudur.



Denklem 3.1.1.2.2 de kullanilan 6zellik vektorii x lizerine kurgulanan Dogrusal Regresyon
hipotezi hg’nin hatalarinin karelerinin ortalamasi (MSE), Denklem 3.1.1.2.3te verilmistir:

Denklem 3.1.1.2.3 Dogrusal Regresyon modeli i¢in hatalarin karelerinin ortalamasi
(MSE) maliyet fonksiyonu

m
MSE(8) = MSE(X, hy) = %Z (87x® — y®)? (3.1.1.2.3)
i=1

e 0 modelin parametre vektoriidiir, sapma (variance) terimi 6o ve 61 den 0, ‘e kadar
olan 6zellik agirliklarini igerir.

e 07, 0 matrisinin transpose edilmis halidir

e X, tiim 6zellik degerlerini igeren bir matristir

o x@, veri kiimesi icindeki i'inci Srneginin tiim dzellik degerlerinin (etiket harig) bir
vektoridiir.

o y@ veri kiimesi i¢indeki i'inci 6rneginin tiim 6zellik degerlerinin etiketidir (bu
ornek icin istenen ¢ikt1 degeri)

Ridge Regresyonu (Tikhonov regresyonu olarak da adlandirilir), Dogrusal Regresyonun
diizenlenmis bir versiyonudur: maliyet fonksiyonuna a Y., 87'ye esit bir regresyon terimi
eklenir (Géron, 2019). Hiperparametre o, modelin diizenli hale getirilmesinin derecesini kontrol
eder. Eger a = 0 ise Ridge Regresyonu sadece Dogrusal Regresyondur. Eger a ¢ok biiyiikse,
tiim agirliklar sifira ¢ok yakin olur ve sonug, verilerin ortalamasindan gegen diiz bir ¢izgidir.

Denklem 3.1.1.2.4, Ridge Regresyon maliyet fonksiyonunu temsil eder. (Géron, 2019)
Denklem 3.1.1.2.4 Ridge Regresyonu maliyet fonksiyonu

J(8) = MSE(6) + a> Y7 6 (3.1.1.2.4)
e 0 modelin parametre vektoriidiir, sapma terimi 6 ve 01 den 0, ‘e kadar olan 6zellik
agirliklarini igerir.

e o modelin diizenli hale getirilmesinin derecesini kontrol eder (Hiperparametre).

Ridge Regresyonu maliyet fonksiyonunda hatalarinin karelerinin ortalamasina (MSE) eklenen
ceza niteligindeki regresyon terimi (diizenli hale getirme terimi), kullanim alanlarindan birisi
olan 6grenme algoritmasini yalnizca verilere uymaya degil, ayn1 zamanda model agirliklarini
miimkiin oldugunca kii¢iik tutmaya zorlamaktadir.

Ridge regresyonu maliyet fonksiyonu (Denklem 3.1.1.2.4), katsayilarin diizenli hale getirilmesi
icin kullanilan terimi en aza indirerek tahmin etmesi disinda en kiiciik karelere cok
benzemektedir. Ozellikle, Ridge regresyon katsayis1 tahminleri 87, ayr olarak belirlenecek
olan a > 0'mm bir ayar parametresi oldugu durumda minimize eden degerlerdir. Denklem
3.1.1.2.4 iki farkh Olciite gore islem yapar. En kiiciik karelerde oldugu gibi, Ridge regresyonu,
MSE(0)'yi kiigiilterek verilere iyi uyan katsay1 tahminleri arar. Bununla birlikte, biiziilme

cezasi olarak adlandirilan ikinci terim a%Z?zl 6%, [0, ... , 0 sifira yakin oldugunda ¢ok

kiictiktiir ve bu nedenle 6; tahminlerini sifira dogru kiiciiltme etkisine sahiptir. Ayarlama
parametresi o, Ridge regresyonu maliyet fonksiyonundaki iki terimin regresyon katsayisi
tahminleri tizerindeki nispi etkisini kontrol etmeye yarar. a = 0 oldugunda, ceza teriminin etkisi
yoktur ve Ridge regresyonu en kiiciik kareler tahminlerini liretecektir. Bununla birlikte, o — oo
oldugunda, biiziilme cezasinin etkisi biiyiir ve Ridge regresyon katsayisi tahminleri sifira
yaklasir. Yalnizca bir katsay1 tahminleri kiimesi olusturan en kii¢lik karelerin aksine, Ridge



regresyonu, her a degeri igin farkli bir katsay1 tahminleri kiimesi, 87 iiretecektir. o igin iyi bir
deger segmek kritik 6neme sahiptir. (James, Witten, Hastie, & Tibshirani, 2017)

Dogrusal Regresyonda oldugu gibi, kapali formlu bir denklem hesaplayarak veya Gradyan Inisi
gerceklestirerek de Ridge Regresyonu gerceklestirilebilir. Her ikisinin de artilar1 ve eksileri
aymidir. Denklem 3.1.1.2.5, kapali form ¢6ziimiinii gosterir (burada A, (n + 1) x (n + 1) birim
matrisidir, bunun istinasi ise sol {ist hiicredeki 6nyargi terimine karsilik gelen 0’dir).

Denklem 3.1.1.2.5 Ridge Regresyonu kapali form ¢oziimii
0=X"X+ad)1-XT-y (3.1.1.2.5)

¢ 0 modelin parametre vektoriidiir, sapma terimi 6o ve 01 den 0, ‘e kadar olan
ozellik agirliklarini igerir.

e X, tiim Gzellik degerlerini igceren bir matristir

e X7, X matrisinin transpose edilmis (ters ¢evirip yerini degistirmek) halidir

e A, (n+1)x(n+1)birim matrisidir

e vy, hedef degerlerin vektoriidiir

3.1.1.3. Kullanim Alanlan

Ortogonal Olmayan Problemler i¢in Yanli Tahmin. (Hoerl & Kennard, 1970)
Cok boyutlu verilerle karsilagildiginda ampirik tanimlanamazlig1 ortadan kaldirmak i¢in
kullanilmasidir.

3.1.1.4. Avantajlan

Parametreleri kiicliltmekte, bu nedenle cogunlukla ¢oklu baglantilar1 6nlemek ig¢in
kullanilmaktadir.

Katsay1 kiiclilme ile model karmagikligin1 azaltmaktadir.

Hem kayip fonksiyonlar1 hem de diizenlilestirme se¢enekleri vardir.

Cok boyutlu wverilerle karsilagildiginda ampirik tanimlanamazligi  ortadan
kaldirmaktadir.

Bir ceza terimi eklemek asir1 uyumu azaltmaktadir.

Ceza terimi, bir ¢6ziim bulabilecegimizi garanti etmektedir.

Bir modele fazla uymaktan kaginmaktadir.

Tarafsiz tahmin ediciler gerektirmemektedir.

Makul 6l¢tide giivenilir tahminler yapmak icin veri toplulugu degerlerine yeterli 6nyargi
degeri eklenmektedir.

Tahmincilerin sayis1 (p), gozlem sayisindan (n) daha biiyiik olan ¢ok degiskenli veri
durumunda iyi performans gostermektedir.

Ridge tahmincisi, ¢oklu baglanti oldugunda en kii¢iik kareler tahminini gelistirmede en
1yi tercihtir.

Coklu baglant1 oldugunda varyansi diistirmek i¢in 6nyargili sonuglar kullanilmaktadir.
Egitim setinden elde edilen tahmin uyumundan biraz daha koétii bir uyumla baglayarak
daha i1yi uzun vadeli tahminler saglamaktadir.

Ridge Regresyonu, ¢cogu degisken yararl oldugunda en 1yi sonucu vermektedir.

Cok sayida orta/biiyiik boyutlu etkiye sahip degisken varsa en etkili sonug elde
edilmektedir.



3.1.1.5. Dezavantajlar

Hesaplama agisindan pahalidir.

Nihai modeldeki tiim 6ngoriiciileri igermektedir.

Ozellik se¢imi yapamamaktadir.

Katsayilari sifira dogru kiigiiltmektedir.

Varyansi onyargi ile degistirmektedir.

Onyargiy1 arttirmaktadir.

En iyi a (hiper parametre) degerini segcme gerekliligi vardir.
e Model yorumlama yetenegi diisiiktiir.

3.1.2. En Az Mutlak Biiziilme ve Secim Operatorii - LASSO (Least Absolute
Shrinkage and Selection Operator) Regresyonu

3.1.2.1. Genel Smiflandirma Ozellikleri

Lasso regresyonu, L1 diizenliligi kullanir. Amag, maliyet fonksiyonunu (Denklem 3.1.2.2.1)
diizenlilik terimi (3;}=,]6;])’ne gore en aza indirgemek oldugundan, ikinci dereceden
(quadratic) optimizasyon problemidir (Tibshirani, 1996). Bu nedenle, her zaman benzersiz bir
¢Oziimii vardir.

3.1.2.2. Tanim

En Az Mutlak Biiziilme ve Se¢im Operatorii Regresyonu (kisaca Lasso Regresyonu olarak
adlandirilir), Dogrusal Regresyonun baska bir diizenlenmis versiyonudur. Tipki Ridge
Regresyonu gibi, maliyet fonksiyonuna bir diizenlilestirme terimi ekler, ancak agirlik
vektorlinlin L2 normunun karesinin yarisi yerine L1 normunu kullanir (Denklem 3.1.2.2.1).

Denklem 3.1.2.2.1 Lasso Regresyonu maliyet fonksiyonu

n

J©) = MSE(®) + @ ) oy

i=1

e 0 modelin parametre vektoriidiir, sapma (variance) terimi 6o ve 01 den 0, ‘e kadar
olan 6zellik agirliklarini igerir.
e o modelin diizenli hale getirilmesinin derecesini kontrol eder (Hiperparametre).

Ridge regresyonunun bariz bir dezavantaji vardir. Nihai modeldeki tiim tahminleri igermektedir
(James, Witten, Hastie, & Tibshirani, 2017). Buna karsin, Lasso Regresyonunun 6énemli bir
ozelligi ise, en az 6onemli 6zelliklerin agirliklarini tamamen ortadan kaldirma (yani, onlar1 sifira
ayarlama) egiliminde olmasidir. Diger bir deyisle, Lasso Regresyonu 6zellik se¢imini otomatik
olarak gerceklestirmekte ve sifir olmayan birkag 6zellik agirligina sahip olan seyrek (aralikli)
bir model ortaya ¢ikarmaktadir (Géron, 2019).

Ridge Regresyonunda oldugu gibi, Denklem 3.1.2.2.1 de kullanilan a, 0'dan pozitif sonsuza
kadar herhangi bir deger olabilir ve Capraz Dogrulama kullanilarak belirlenmektedir. Ridge ve
Lasso Regresyonu arasindaki en biiyiik fark, Ridge Regresyonunun egimi (Y|, 67) sadece 0'a
yakin bir degere asimptotik olarak kiiciiltebilmesi ancak Lasso Regresyonunun egimi
(Xi=116;]) tamamen 0'a kadar kiigiiltebilmesidir. Lasso Regresyonu, ise yaramaz degiskenleri
denklemlerden harig¢ tutabildiginden, ¢ok fazla yararsiz degisken iceren modellerde varyansi



azaltmada Ridge Regresyonundan biraz daha iyidir. Buna karsilik, Ridge Regresyonu, cogu
degisken yararli oldugunda Lasso Regresyonundan daha iyi sonug¢ vermektedir.

3.1.2.3. Kullamim Alanlan

Lasso ve ¢esitleri, sikistirilmis algilama alani i¢in temeldir. (Scikit-Learn, 2020)
Otomatik olarak 6zellik se¢imi yapmasindan dolayi, 6zellik sayisinin ¢ok oldugu
durumlarda kullanilmaktadir.

3.1.2.4. Avantajlan

Ise yaramayan degiskenleri denklemlerden hari¢ tutabildiginden, cok fazla yararsiz
degisken iceren modellerde varyansi azaltmada Ridge Regresyonundan biraz daha
tyidir.

Lasso Regresyonu kullanilarak iiretilen modelleri yorumlamak genellikle Ridge
regresyonuyla iiretilenlere gore cok daha kolaydir. (James, Witten, Hastie, & Tibshirani,
2017)

Orta/biiylik etkiye sahip yalnizca birka¢ degisken varsa en etkili sonug¢ elde
edilmektedir.

Katsayiy1 sifira dogru daraltarak igse yarayan veya istenilen 6zellikleri segme imkani
vardir.

Asir1 uyum (overfitting) durumunun olugsmasini dnlemektedir.

3.1.2.5. Dezavantajlan

Secilen 6zellikler oldukga etki altinda kalmis olacaktir.
n << p i¢in (n: veri noktasi sayisi, p: ozellik sayisi), LASSO en fazla n 6zelligi
secmektedir.
Birbiriyle iliskili bir 6zellik grubundan yalnizca bir 6zellik sececektir ve se¢im dogasi
geregi gelisiglizel olacaktir.
Farkli test veriler i¢in, secilen 0zellik ¢ok farkli olabilmektedir.
Tahmin performansi Ridge regresyonundan daha kétiidiir.
En genel dezavantaji, otomatik olmasidir. Bu nedenden dolayz:
o Mantikli olmayan modeller ortaya ¢ikabilmektedir.
o llging veya énemli olabilecek dnemsiz degiskenleri otomatik olarak goz ardi
edebilmektedir.
o Hiyerarsiyi dikkate almamaktadir.

3.1.3. Elastic Net Regresyonu

3.1.3.1. Genel Smiflandirma Ozellikleri

Katsayilarin hem L1 hem de L2 norm diizenlilestirmesi ile egitildigi dogrusal bir regresyon
modelidir. (Scikit-Learn, 2020)

3.1.3.2. Tanim

Elastic Net, Ridge Regresyonu ve Lasso Regresyonu arasinda bir orta yoldur. Diizenlilestirme
terimi hem Ridge hem de Lasso’nun diizenlilestirme terimlerinin basit bir karigimidir ve karisim
orani r katsayisi ile kontrol edilebilmektedir. r = 0 oldugunda, Elastic Net, Ridge



Regresyonuna esdegerdir ve r = 1 oldugunda ise Lasso Regresyonuna esdegerdir (bakiniz
Denklem 3.1.3.2.1) (Géron, 2019).

Denklem 3.1.3.2.1 Elastic Net maliyet fonksiyonu

n

J(8) = MSE(6) +raZ|0i| . ; raz 6?
=1

i=1 i

e 0 modelin parametre vektoriidiir, sapma terimi 6 ve 01 den 0, ‘e kadar olan 6zellik
agirliklarini igermektedir.

e o modelin diizenli hale getirilmesinin derecesini kontrol etmektedir
(Hiperparametre).

e 1 diizenlilestirme terimlerinin karisim oranini kontrol etmektedir.

Elastik Net Regresyonu, Lasso ve Ridge Regresyonlarmin giiclii yonlerini birlestirerek,
diizenlilestirilmis degiskenlerle iligkili parametreleri gruplandirip kiigiilterek onlar1 denklemde
birakmakta veya hepsini bir kerede kaldirmaktadir. Bundan dolayi, birbiriyle iliskili birden
fazla 6zellik oldugunda kullanmishdir. Lasso bunlardan sadece birini rastgele se¢mektedir.
Elastik-net ise ikisini birden se¢mektedir.

Elastik Net Regresyonunda katsayilar hem L1 hem de L2 norm diizenlilestirmesi ile egitildigi
icin, Ridge Regresyonunun diizenlilestirme 6zelliklerini korurken, agirliklarin birkaginin Lasso
gibi sifir olmadig1 seyrek bir modelin 6grenilmesine olanak tanimaktadir ve L1 ve L2'nin
digbiikey kombinasyonunu r (11 _ratio) parametresini kullanarak kontrol etmektedir.
(Friedman, Hastie, & Tibshirani, 2010)

Oyleyse, Dogrusal Regresyon, Ridge, Lasso veya Elastic Net hangi durumlarda
kullanilmalidir? Dogrusal Regresyon sadece herhangi bir diizenleme gerekliligi olmadiginda
kullanilabilir. Ancak neredeyse her zaman en azindan biraz diizenleme ihtiyaci ortaya
cikmaktadir. Bu nedenle genellikle diiz Dogrusal Regresyondan kaginilmalidir. Eger yalnizca
birka¢ 6zelligin gergekten yararli oldugu bir durumla karsilasilirsa Ridge Regresyonu iyi bir
varsayilandir. Eger yararsiz 6zelliklerin agirliklarini sifira diisiirme gerekliligi varsa Lasso veya
Elastic Net tercih edilmelidir. Lasso veya Elastic Net arasindaki tercih ise, 6zelliklerin sayisinin
egitim durumlarmin sayisindan fazla ve birkag¢ 6zellik arasinda giiclii bir iligski varsa, Elastik
Net olmalidir, ¢ilinkii boyle bir durumda Lasso diizensiz davranis gosterebilir, aksi halde Lasso
ile devam edilmelidir.

3.1.3.3. Kullamim Alanlan

Dogrusal Regresyon | Diizenlilestirmenin hi¢ gerekmedigi durumlarda

Ridge Regresyonu Diizenlilestirme gerekli ise (ve)
Ozelliklerin tamami gerekli ise.

Lasso Regresyonu Diizenlilestirme gerekli ise ve,
Yararsiz ozelliklerin agirliklarinin sifira diisiiriilmesi gerektiginde
(ve)

Ozelliklerin sayis1 egitim durumlarmin sayisindan az
oldugunda (veya)

Giiglii bir sekilde iliskilendirilmis birkag secilmis 6zellik
olmadiginda




Elastic Net Diizenlilestirme gerekli ise ve,
Regresyonu Yararsiz ozelliklerin agirliklarinin sifira diisiiriilmesi gerektiginde
(ve)

Ozelliklerin say1s1 egitim durumlarmin sayisindan fazla
oldugunda (veya)

Birkag 6zellik giiclii bir sekilde iligkilendirildiginde

3.1.3.4. Avantajlan

e {n <<p} oldugunda n'den fazla tahminci segme problemi yoktur, oysa LASSO {n <<
p} oldugunda en fazla n 6zelligi segmektedir. (p: boyut sayisi, n: nokta sayisi)

e Hem Lasso hem de Ridge Regresyonundan elde edilen faydalarm her ikisini de
saglamaktadir.

e Ridge tipi ceza yoluyla diizenlilestirme ve Lasso benzeri ceza yoluyla 6zellik se¢imi
saglamaktadir (Zou & Hastie, 2005).

e Ogzellik secimini gerceklestirirken daha iyi tahmin giiciine sahip olan Lasso
Regresyonundan faydalanilmaktadir.

e Ridge Regresyonunun 6zellik grubu se¢imiyle Lasso Regresyonunun 6zellik se¢iminin
her ikisini de biinyesinde bulundurarak, her iki modelinde en iyi yOnlerini tek bir
modelde bulusturmaktadir.

e Yiiksek korelasyonlu tahmin gruplariyla basa ¢ikmak i¢in iyidir.

3.1.3.5. Dezavantajlan

e Hesaplama agisindan LASSO veya Ridge Regresyonundan daha fazla islem
gerektirmektedir ve daha fazla zaman almaktadir.

3.1.4. LARS Regresyonu (Least Angle Regression)
3.1.4.1. Genel Smiflandirma Ozellikleri

LARS regresyonu, L1 diizenliligi kullanilmaktadir (Wikipedia, Least-angle regression, 2020).
3.1.4.2. Tamm

Bradley Efron, Trevor Hastie, lain Johnstone ve Robert Tibshirani (Efron, Hastie, Johnstone,
& Tibshirani, 2004) tarafindan gelistirilen en kii¢iik a¢1 regresyonu (LARS), istatistikte,
dogrusal regresyon modellerini ¢ok boyutlu verilere uydurmak icin kullanilan bir algoritmadir
(Wikipedia, 2020).

Bu algoritmanin ilk defa agiklandig1 makalede (Efron, Hastie, Johnstone, & Tibshirani, 2004)
de iizerinde duruldugu gibi, kisaltilmis kod adi LARS olarak belirtilen en kiigiik ac1
regresyonunun (LAR) sonuna eklenen ‘S’ ise "Lasso" ve "Stagewise" anlamina gelmektedir
(Efron, Hastie, Johnstone, & Tibshirani, 2004) ve ilgili makalede de {izerinde duruldugu gibi
hem Lasso hem de Stagewise, En Kiiclik Ac¢1 Regresyonu (LARS) adi verilen temel bir
prosediiriin varyantlardir.

LARS, ileri yonlii asamali regresyona benzemektedir. Her adimda, hedefle en iligkili 6zellik
bulunmaktadir. Esit korelasyona sahip birden fazla 6zellik oldugunda, ayni 6zellik boyunca
devam etmek yerine, 6zellikler arasinda esit acil1 bir yonde ilerlemektedir. (Scikit-Learn, 2020)



Asirt uyum problemi ile karsilasildiginda veya modelin kolayca yorumlanabilir olmasi
istendiginde En Kiigiik A¢1 Regresyonu (LARS), dogrusal regresyon i¢in bir model se¢im
yontemidir.

fleri Secim ve Geriye Dogru Eliminasyon gibi model se¢im algoritmalarinin amaci, modelin
uygulanacagi ayni veri kiimesi temelinde dogrusal bir model se¢mektir. En Kiigiikk Ag1
Regresyonu (LARS), geleneksel ileri se¢im yontemlerinin kullanigh ve daha az aggozli bir
versiyonudur. Bu amagla {i¢ ana 6zellik tiiretilmistir:

1. LARS algoritmasinda yapilan basit bir degisiklik ile Lasso Regresyonu (mutlak
regresyon katsayilarinin toplamini sinirlayan siradan en kiigiik karelerin kullanigl bir
versiyonu) elde edilmektedir. LARS’a uygulanan degisiklik, belirli bir problem ig¢in
olas1 tiim Lasso Regresyon tahminlerini 6nceki yontemlerden daha az bilgisayar zamani
kullanarak hesaplamaktadir.

2. Farkli bir LARS modifikasyonu ise baska bir model se¢im yontemi olan Forward
Stagewise dogrusal regresyonunu verimli bir sekilde uygulamaktadir. Uygulanan bu
modifikasyon, daha 6nce Lasso ve Stagewise i¢in gézlemlenen benzer sayisal sonuglari
aciklamakta ve daha basit LARS algoritmasinin kisith siiriimleri olarak gdriilen her iki
yontemin 6zelliklerini anlamaya yardimc1 olmaktadir.

3. LARS tahmininin serbestlik dereceleri i¢in kullanilacak bir tahmin hatasi tahmini
tiretilmektedir. Bu, olasi LARS tahminleri araligi arasinda ilkeli bir sec¢imin
yapilabilmesini saglamaktadir.

LARS Algoritmast:

En Kiicliik A¢1 Regresyonu, hesaplamalari hizlandirmak i¢in basit bir matematiksel formiil
kullanan Stagewise prosediiriiniin stilize edilmis bir versiyonudur. Tam ¢6ziim seti i¢in yalnizca
m adim gereklidir, burada m ortak degiskenlerin sayisidir.

LARS prosediirii kabaca asagidaki gibi ¢aligir:

1. Klasik ileri Segimde oldugu gibi, baslangicta tiim katsayilar sifira esitlenmektedir

2. Yamitla en ¢ok iliskili tahmin ediciyi bulmaktadir, x;, .

3. Bagka bir tahminci, diyelim ki x;,, mevcut geriye kalanlarla ayni oranda korelasyona
sahip olana kadar eldeki tahminci yoniinde miimkiin olan en biiyiik adim atilmaktadir.
Bu noktada, LARS Regresyonu parcalari Ileri Secim Regresyonu ile elde edilebilecek
parcalarla aynidir.

4. xj, boyunca devam etmek yerine, LARS, igtincii bir x;, degiskeni "en korelasyonlu"
kiimeye girene kadar iki tahminci arasinda esit agili bir yonde ilerlemektedir.

5. Daha sonra LARS, dordiincti bir degisken girene kadar x; , x;, ve x; arasinda esit agili
olarak, yani "en az a¢1 yoni" boyunca ilerler ve bu boyle devam etmektedir.

LARS algoritmasinin isleyisi Sekil 1°deki geometri ile de gosterilebilir. Sekildeki y,, LARS
algoritmasimnin m = 2 ortak degisken durumunda, y’nin L(x;, x,)’ye olan izdisimidiir. fi, =
0'dan baslayarak, artik vektor y, — iy, X1 ile x,'den daha fazla korelasyona sahiptir; sonraki
LARS tahmini fi; = fiy + ¥1x; dir, burada y;, y, — fi;, x1 ve x, arasindaki aciy1 ikiye bolecek
sekilde secilmektedir; o zaman u, birim agiortay olmak lizere fd, = fi; + y,u, dir; m = 2
durumunda [, = y, degerine esittir, ancak m> 2 durumunda bu esitlik gecerli degildir.
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Sekil 1. LARS Regresyonu Algoritmast Geometrisi (Efron, Hastie, Johnstone, & Tibshirani,

2004)

3.1.4.3. Kullamim Alanlan

Asir1 uyum problemi ile karsilasildiginda veya modelin kolayca yorumlanabilir olmasi
istendiginde En Kiigiik A¢1 Regresyonu (diger adiyla LARS), dogrusal regresyon i¢in
en uygun yontemdir.

Siradan en kiiclik kareler (OLS) ile ayni karmasiklikta tiim diizenlilestirme yolu
cOziimlerini hesaplayan bir yol bulma algoritmasina ihtiya¢ oldugu durumlarda
kullanilmaktadir.

L1 diizenlilestirilmis dogrusal regresyonu veya lojistik regresyonu ¢dézmek igin
kullanilmaktadir.

3.1.4.4. Avantajlan

{p >> n} oldugu baglamlarda sayisal olarak etkilidir (yani, boyutlarin sayis1 nokta
sayisindan 6nemli 6l¢iide daha biiylik oldugunda) (p: boyut sayisi, n: nokta sayisi)
Ozelliklerin sayis1, veri drneklerinin sayisindan ¢ok daha fazla oldugunda sayisal olarak
cok etkilidir.

Hesaplama agisindan ileri se¢im kadar hizlidir ve siradan en kiiciik kareler ile ayni
karmasiklik diizeyine sahiptir.

Capraz dogrulamada veya modeli ayarlamada yararli olan tam bir pargali dogrusal
¢Oziim yolu {iretir.

Eger degiskenlerden ikisi yanitla hemen hemen esit derecede iliskiliyse, katsayilari
yaklagik olarak aymi oranda artmalidir. Bu nedenle algoritma, tamda bekledigi gibi
davranir ve ayrica daha kararlidir.

Lasso ve ileri Stagewise Regresyonlarinda oldugu gibi, diger tahmin ediciler igin
cozlimler tiretmek amaciyla kolayca degistirilebilir.

3.1.4.5. Dezavantajlar

LARS, artiklarin yinelemeli bir sekilde yeniden yerlestirilmesine dayandigindan,
ozellikle giiriiltiiniin etkilerine kars1 hassastir. Bu sorun Efron ve ark. (2004) tarafindan
Annals of Statistics dergisinde yaymlanan makalesinin devamindaki tartisma



boliimiinde detayli bir sekilde ele alinmaktadir (Efron, Hastie, Johnstone, & Tibshirani,
2004).

e Gergek diinyadaki neredeyse tiim ¢ok boyutlu veriler, sadece sans eseri, en azindan bazi
degiskenler arasinda bir miktar dogrusallik sergileyeceginden, LARS"'!m iliskili
degiskenlerle ilgili sorunu, uygulanmasini ¢ok boyutlu verilerle sinirlayabilmektedir.

3.2. Uygulama

Ornek arastirma i¢in Python programlama dili kullanilarak érnek bir program olusturulmustur
ve Anaconda bulut ortamindan Jupyter Notebook olarak paylagiimistir (Aytekin, 2021). Ayrica,
programin ¢alistirilacagi Python ortami ve gerekli kiitiiphaneleri 6nceden yiiklenmis olmalidir.
Bu arastirmada kullanilan veriler Diinya Bankas1 Acik Veri ortamindan alinan ¢evrimigi veri
setleri (World Bank Open Data, 2021) ve biitiin veri setlerinin yer aldig1 veritabaninin tamamini
iceren CSV formatindaki Diinya Gelisim GOstergesi zaman serisi veri setleridir (World Bank,
World Development Indicators, 2021).

Gelistirilen yazilim dort ana siniftan olusmaktadir. Ilgili Python siniflar1 ve sundugu faydalar
asagida belirtilmistir:

e LoadWorldBankData: Bu sinifta diinya bankasinin ¢evrimigi veri altyapisina nasil
erigilecegi ve istenilen veri setlerinin nasil indirilecegi gosterilmektedir.

e LoadWorldBankWDIData: Bu sinif, indirilmis olan CSV formatindaki tiim veri
taban1 veri setlerini iceren verilerin Python ortamma nasil yliklenecegini
gostermektedir.

e PrepareCleanData: LoadWorldBankWDIData sinifi ile ortama yiiklenen ham
verilerin nasil gozden gecirilecegi ve analiz isleminde kullanilacak verilerin ham
verilerden nasil elde edilebilecegi bir¢ok degisik yontem ile bu smifta ele alinmistir. Bu
siifta gergeklestirilen temizleme ve ayiklama islevlerinden de goriilecegi gibi, analizin
en zor kismi verileri anlamak ve sonrasinda da islem yapacagimiz veri setini
olusturmaktir.

e AnalyzeData: PrepareCleanData sinifindaki metotlar ile hazirlanmis islenmeye ve
analize hazir veri seti kullanilarak yapilacak analizlerin sistematigi ve gerekli
ayarlamalar1 bu sinifta ele alinmistir. Hazir hale gelen veriler bircok sekilde
modellenerek her bir modelde elde edilen basarimi 6lgmek ve siralayabilmek ig¢in
calistirilarak kok ortalama kare hata (RMSE) sonuglari listelenmistir.

Verinin  hazirlanmasi, birlestirilmesi ve temizlenmesi i¢in LoadWorldBankData,
LoadWorldBankWDIData siniflart  kullanilarak elde edilen diinya bankas1 verileri
PrepareCleanData sinifi ile hazirlanma, birlestirme ve temizleme isleminden gegirilerek
islenmeye hazir hale getirilmistir.

Verileri analiz etmek i¢in ise AnalyzeData sinifi kullanilmaktadir. Bu siif analiz modellerini
n hepsini icermektedir. AnalyzeData sinifi igindeki yazilimin ¢ok kiiciik bir parcas1 Ridge Reg
resyonu tahmin modeli i¢in asagida verilen 6rnek Python kodunda, modelleme (node1 ridge =
RidgeCV (scoring=scorer, cv:5)),Cgﬂjﬂl(model_ridge.fit(data_train_regressors_std.loc[:, self.t
arget], dataitrainitargetsisubset)),tahInjn.Olu$turnla,(predictions = model ridge.predict (data
test regressors std.loc[:, self.target] )) ve tahmin hatalarinin istatistiklerini elde etme (mse =
mean_squared_error (data_test_targets_subset, predictions)) adimlari gérﬁlnlekiedin

AnalyzeData smifi Ridge Regressin modelleme 6rnek kodu:
# Ridge Regression
scorer = make scorer (mean_squared error)



model ridge = RidgeCV (scoring=scorer, cv=5)

model ridge.fit (data train regressors_std.loc[:, self.target], data train targets subset)
# Tahminleri olusturalim
predictions = model ridge.predict(data test regressors std.loc[:, self.target])

mse = mean squared error(data test targets subset, predictions)
print ("%$-30s %8.4f %8.2f" % ("Ridge Regression", np.sqrt(mse), self.model timer.reset()))

Verinin hazirlanmasi, birlestirilmesi, temizlenmesi, kesfe yonelik veri analizi, test edilecek
modellerin olusturulmasi, egitimi, test edilmesi ve degerlendirmesi ile ilgili yazilimin tamamina
https://anaconda.org/hta_65/ufuk-kongre-ybs-sunum-demo/notebook edresinden (Aytekin, 2021)
erisilebilir.

Programin galistirilmasi ile elde edilen sonuglar Tablo 2’de verilmistir.

Tablo 2. Python programui ile degerlendirilen World Bank Development Indicies verilerinin
modellerinin tahmin performanslart

Model RMSE Time
Exponential Smoothing (Holt) 10,1103 4,71
Linear Regression 2,0127 82,24
Ridge Regression 2,1532 0,52
Lasso Regression 3,3680 15,80
LARS Regression 3,2265 1,82
ElasticNet Regression 38111 17,08

Time-Series LassoCV Regression 3,4684 12,60

Naive Predictor 9,5067 31,19
Random Forest 3,0415 93,77
Gradient Boosting 2,4705 8,068

Tablo 1.’deki sonuglardaki Time siitunu, ilgili modelin ¢alismasinin sonuglanmasi i¢in gecen
siireyi gostermektedir.

4. TARTISMA VE SONUC

Bu arastirmadaki kazanimlardan birisi, Diinya Bankas1 Veri setlerine Python programlama dili
kullanilarak ¢evrimigi olarak nasil erisilebileceginin uygulamali olarak gdsterilmis olmasidir.

Bundan daha 6nemli olan ise ¢alisma ortamina yiiklenen ham verilerin nasil gozden gecirilecegi
ve analiz isleminde kullanilacak verilerin ham verilerden nasil elde edilebilecegi bir¢cok degisik
yontem ile ele almmis olmasidir. Ilgili Python kodlar1 incelendiginde, gerceklestirilen
temizleme ve ayiklama islevlerinin, analizin kendisinden ¢ok daha zor oldugu goriilecektir.
Dogru bir analiz yapabilmek i¢in gereken en Onemli ilk adim eldeki verileri anlamak ve
sonrasinda da islem yapacagimiz veri setini olugturmaktir.



Hangi durumda hangi modelin kullanilmasinin gerektigini teknik olarak analiz ve modelleme
oncesinde belirlemek miimkiindiir. Ancak, bu ¢alismada asil iizerinde durulan konu, bu bilgiye
deneme yanilma yolu ile de ulasilabilecek olunmasinin gosterilmesidir. Boylece eldeki verilerin
analizi ve tahmin modellerinin olugturulabilmesi i¢in gereken On arastirma, bilgisayar ve veri
bilimleri ile ilgisi olmayan dallardaki arastirmacilarin da kullanimina sunulabilecektir.

Makine 6grenimi, bircok alanda oldugu gibi toplumsal gelisimi anlamada da yol gosterici bir
islev olarak kullanilabilmektedir. Ayn1 sekilde, farkli ekonomik gdstergeler ve diger farkli veri
kaynaklar1 arasindaki karmasik iliskilerin ortaya cikarilmasia yardimci olabilmektedir. Bu
islevi goz Oniine serebilmek i¢in Diinya Bankasi tarafindan saglanan Diinya Gelisim Gostergesi
zaman serisi verileri ile hazirlanan 6rnek aragtirmada ¢ogunlukla dogrusal tekniklere ve yiiksek
boyutlu verileri islemek i¢in uygun olan diger bazi yontemlere odaklanilmistir.

Bu 6rnek vakada, ilk olarak veriler incelenmis ve makine 6grenimi modellerinin egitimi i¢in
kullanilacak egitim ve test verileri hazirlanmistir. Verilerin anlagilmasi ¢ok énemlidir. Detayli
bir sekilde veriler {izerinde c¢alisilmasi gerekliligi agikca hazirlik asamasinda ortaya
cikmaktadir. Verileri anlasilir ve tutarli bir sekilde hazirlamak, modellemek kadar 6nemli ve
zordur. Hazirlanan veriler ayr1 ayr1 dogrusal regresyon, Ridge regresyonu, Lasso regresyonu,
LARS regresyonu, ElasticNet regresyonu, zaman serisi LassoCV regresyonu, Naive Predictor,
Random Forest ve Gradient Boosting algoritmalar1 ile modellenerek degerlendirilmislerdir.
Degerlendirme kriteri olarak, her bir modelin egitiminden sonraki tahmin performans1 kok
ortalama kare hatas1 yontemiyle degerlendirilmistir.

Her model i¢in Diinya Bankasi tarafindan saglanan Diinya Gelisim GOstergesi zaman serisi
verileri ile hazirlanan egitim ve test verileri kullanilmistir. Tahminler i¢in her egitilen modelde
ayni test verileri kullanilmistir. Hazirlanan 6rnek arastirma yazilimi birincisi kok ortalama kare
hatas1 (RMSE) ve ikincisi de ilgili modelin tahmin sonuglarini {iretmesi i¢in gegen program
caligma zamani olmak iizere iki ¢ikt1 ile arastirmacilara degerlendirme sonug verileri
saglamaktadir. Sonug, tamamen arastirmacinin hedefine baghdir. Tablo 1 incelendiginde en
diisiik kok ortalama kare hatasinin dogrusal regresyon modeli ile elde edildigi goriilmektedir.
Ancak arastirmacinin kriteri hem en diisiik kok ortalama kare hatast hem de islem zamani ise
Ridge regresyonu modeli daha uygun bir se¢im olabilir.

Bu calismada amaglanan ¢ikti, veri analizinde makine 6grenimi yontemlerinin nasil
kullanilabileceginin gdsterilmesidir. Zaman serisi verilerinin, degisik makine O6grenimi
modelleme teknikleri kullanilarak islenmesi sonucunda Tablo 1.’deki sonuglara ulagilmistir. Bu
sonuglar, arastirmacinin amacina uygun bir sekilde degerlendirilebilecek bir yapidadir.
Arastirmacilar, amaglarina uygun bir degerlendirme sonucunda karar verecekleri metodun
makine Ogrenimi modelini daha sonra kullanilmak iizere diskte saklayabilir ve sonraki
zamanlarda ise bu modeli yeni verilerle egitmeye kaldiklar1 yerden devam edebilirler. Boylece
modelin tahmin performansi da stirekli olarak artirilabilir.
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