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Öz: Derin öğrenme teknikleri özellikle 2000‟li yılların başından bu yana yapay zeka alanının en önemli 

temsilcileri olarak bilinmektedir. Bu teknikler birçok farklı alanda yaygın bir biçimde kullanılıyor olsa da 

özellikle sağlık alanındaki başarılı performansları dikkatleri daha çok çekmektedir. Ancak bu tekniklerin 

geleneksel makine öğrenmesi tekniklerine göre çok daha fazla sayıda parametrelerle optimize ediliyor olması, 

çözüm süreçlerinin karmaşık olmasına ve insan taraflı algı düzeyine kapalı olmalarına sebep olmaktadır. Bu 

sebeple kara-kutu olarak da adlandırılan derin öğrenme tekniklerden oluşan zeki sistemleri insan gözünde 

güvenilir yapmak ve söz konusu sistemlerin sınırlılıklarını ya da hata yapma eğilimlerini anlayabilmek adına 

alternatif çalışmalar gerçekleştirilmeye başlanmıştır. Gelişmeler neticesinde açıklanabilir yapay zeka olarak 

adlandırılan bir alt-alanın doğmasına yol açan çözümler, derin öğrenme tekniklerinin sunduğu çözümlerin 

güvenli olup olmadığının anlaşılmasına olanak sağlamaktadır. Bu çalışmada, beyin tümörü tespiti için bir 

Evrişimsel Sinir Ağları (ESA) modeli kullanılmış ve modelin güvenlik düzeyi, Sınıf Aktivasyon Haritalama 

(SAH / CAM: Class Activation Mapping) destekli açıklanabilir bir modül üzerinden anlaşılabilmiştir. 

Geliştirilen ESA-SAH sistemi, hedef veri seti üzerindeki uygulama sürecinde ortalama %96,53 doğruluk, 

%96,10 duyarlılık ve %95,72 özgüllük sağlamıştır. Yine doktorların sistemdeki SAH görsellerine ve genel 

sistem performansına yönelik sundukları dönütler de ESA-SAH tabanlı çözümün pozitif yönde kabul edildiğini 

göstermiştir. Bu bulgular, ESA-SAH sisteminin tümör tespitinde güvenilir ve anlaşılır olduğunu ortaya 

koymaktadır. 

 

Anahtar Kelimeler: Evrişimsel sinir ağları; açıklanabilir yapay zeka; beyin tümörü; derin öğrenme. 

 

Brain Tumor Detection via Explainable Convolutional Neural Networks  
 
Abstract: Especially since the early 2000s, deep learning techniques have been known as the most important 

actors of the field of artificial intelligence. Although these techniques are widely used in many different areas, 

their successful performance in the field of healthcare attracts more attention. However, the situation that these 

techniques are optimized with much more parameters than traditional machine learning techniques causes 

complex solution processes and they become opaque against human-sided perception level. For this reason, 

alternative studies have been carried out in order to make such black-box intelligent systems consisting of deep 

learning techniques reliable and understandable in terms of their limitations or error-making tendencies. As a 

result of the developments, the solutions that led to the introduce of a sub-field called as explainable artificial 

intelligence allow understanding whether the solutions offered by deep learning techniques are safe. In this 

study, a Convolutional Neural Networks (CNN) model was used for brain tumor detection and the safety level of 

that model could be understood through an explanatory module supported by the Class Activation Mapping 

(CAM). For the application process on the target data set, the developed CNN-CAM system achieved an average 

accuracy of 96.53%, sensitivity of 96.10% and specificity of 95.72%. Also, feedback provided by the doctors 

regarding the CAM visuals and the overall system performance showed that the CNN-CAM based solution was 

accepted positively. These findings reveal that the CNN-CAM system is reliable and understandable in terms of 

tumor detection. 

 

Keywords: Convolutional neural networks; explainable artificial intelligence; brain tumor; deep learning. 
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1. GiriĢ 

 

Yapay zeka, bilim dünyasında yer edindiği ilk zamanlardan bu yana birçok farklı gelişim 

evresinden geçmiştir. Geliştirilen yapay zeka tekniklerinin etkinliği dışında, problem verilerinden 

öğrenerek yeni senaryolara hazır hale getirilebilen ve makine öğrenmesi (yapay öğrenme / machine 

learning) adı verilen alt-alan kapsamındaki tekniklerin birçok farklı probleme karşı kazandıkları 

başarılar sıklıkla dikkatleri çekmiştir [1-10]. Temelinde veri manipülasyonlarına duyarlı 

matematiksel ve mantıksal mekanizmaların çeşitli parametreleri optimize etmesi suretiyle, hedef 

veriye adaptasyon sağlamaya dayanan makine öğrenmesi algoritmaları, özellikle 2000‟li yıllarda 

yaşanan teknolojik gelişmelere (donanımsal ve yazılımsal ilerlemeler) uyum sağlayarak, daha 

gelişmiş formlara kavuşmuştur [11-13]. Özellikle büyük ve karmaşık verilerle baş edebilme 

noktasında geleneksel makine öğrenmesi algoritmalarından daha etkin sonuçlar üretebilen yeni 

algoritmalar (teknikler) artık derin öğrenme adı altında incelenmektedir [14-16]. Derin öğrenme 

artık günümüzün en etkili yapay zeka çözümü olarak kabul edilmektedir. 

 

Derin öğrenme, günümüzde standart yapay sinir ağları mimarilerinin geliştirilmesi suretiyle 

oluşturulmuş tekniklerden oluşmaktadır. Söz konusu teknikler, farklı problem alanlarının ortaya 

çıkardığı ihtiyaçlar ve alternatif çözüm mekanizmaları neticesinde tasarlanmıştır. Özünde veri ön-

işleme ihtiyaçlarını da giderme yönünde uzmanlaşmış katmanlardan oluşan derin öğrenme 

teknikleri, insan odaklı veri işlemeyi kolaylaştırması (hatta ortadan kaldırması) bakımından oldukça 

kritik öneme sahiptir [17, 18]. Bu durum her türden verinin yapay zeka modellerinde etkin 

kullanımını sağlamıştır. Örneğin, görüntü işleme kendi özünde etkin bir alan olarak bilinirken, derin 

öğrenme ile yapay zeka literatürüyle tam bir entegrasyon içerisine de girmiştir [19-21]. Bu noktada, 

yaygınlığı en çok bilinen tekniklerden biri de Evrişimsel Sinir Ağları (ESA / CNN: Convolutional 

Neural Networks) olarak bilinmektedir [22, 23]. ESA modelleri özellikle entegre özellik çıkartım 

mekanizmaları ve birincil öncelikte görüntü tabanlı verilere dayalı tasarlanmış katman yapıları 

sayesinde görüntüye dayalı problemlerde etkin bir biçimde kullanılagelmiştir [24-26]. Geleneksel 

yapay sinir ağlarında yer alan ortak görevde çalışan katmanlardan [27, 28] farklı olarak, ESA 

modellerinin spesifik katman yapıları veriler üzerinde daha etkin analiz süreçleri 

oluşturabilmektedir. Bu nedenle özellikle sağlık alanı gibi yapay zeka ile yakın ilişkideki (kritik) 

alanlarda ESA modellerinin uygulanması oldukça yaygındır. ESA modellerinin sağlık alanında 

özellikle hastalık teşhisi süreçlerinde oldukça etkili bir biçimde kullanılabildiği, hatta doktorlara ve 

görüntüleme uzmanlarına göre daha hassas, hatta erken tespitlerde bulunabildikleri sıklıkla rapor 

edilmektedir [29-32]. Yine güncel problemlerin çözümlenmesinde, ilaç, tedavi tasarlanması ve daha 

birçok sağlık yönelimli konularda ESA modellerinin etkin bir biçimde kullanıldığı görülmektedir 

[33-39]. 

 

ESA tekniği ve farklı derin öğrenme teknikleri yapay zeka uygulamalarının sağlık alanındaki 

başarılarını hızlı bir şekilde artırmaktadır. Ancak günümüz koşulları altında incelendiğinde, derin 

öğrenme tekniklerinin tasarlanabilmesine imkan sağlayan ve zaman konusunda insanlara avantaj 

sağlayan teknolojiler bir kenara bırakıldığında; söz konusu derin öğrenme modellerinin çözüm 

mekanizmalarının insan algısının ötesine geçtiği de görülmektedir. Normal şartlarda geleneksel 

makine öğrenmesi algoritmalarında tespiti ve takibi daha kolay olan; nispeten az sayıdaki 

parametre, derin öğrenme teknikleriyle devasa boyutlara çıkmıştır. Tipik bir ESA modelinin 

tasarımsal yapısına bağlı olarak yüzlere (hatta binlere) ulaşan parametre sayıları, ağ tabanlı 

sistemlerdeki çözüm hengamesi arasında takip edilebilirliklerini iyiden iyiye kaybetmektedir. 

Dolayısıyla derin öğrenme teknikleri çözüm üretirken hangi parametrelerin ne yönde değiştiği 

konusunda insan algı düzeyine karşı kara kutu (black-box) seviyesine ulaşmış durumdadır [40-42]. 

Daha genel anlamda makine öğrenmesi çözümleri olan söz konusu derin öğrenme tekniklerinin 

kara-kutu olması durumu kısaca giriş verilerinden çıkış verilerine (yani karara) ulaşırken hangi 

mekanizmaları işlettiklerinin insanlar (kullanıcılar) tarafından takip edilememesi (anlaşılamaması) 
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anlamına gelmektedir. Böyle bir durumda derin öğrenme teknikleriyle tasarlanan zeki sistemlerin 

kararlarında şansın ne kadar olduğu, sınırlarının neler olduğu, hata yaptıklarının ne zaman 

anlaşılabileceği ve hatta veri odaklı önyargı (bias) oluşturup oluşturmadıkları gibi hususlar cevapsız 

kalabilmektedir [43, 44]. Bu durum sağlık alanı gibi kritik bir uygulama alanı düşünüldüğünde 

kara-kutu derin öğrenme tekniklerinin anlaşılabilir olmasını sağlamak adına çeşitli araştırma 

çalışmalarının gerçekleştirilmesine sebep olmuştur. Geleneksel makine öğrenmesi teknikleri için 

yorumlanabilir olma olarak da lanse edilen anlaşılırlık düzeyi, derin öğrenme tekniklerine alternatif 

entegrasyonların tasarlanmasıyla sağlanabilmiş, nihayetinde bu kapsamda gerçekleştirilen 

çalışmalar da açıklanabilir yapay zeka (XAI: explainable artificial intelligence) olarak adlandırılan 

bir araştırma alt-alanının oluşmasına sebep olmuştur [45, 46]. Söz konusu alt-alan, geleneksel 

makine öğrenmesi tekniklerinde (örneğin, kNN, karar ağaçları, bayes tabanlı teknikler) görülen 

yorumlanabilirlik faktörünü genişletmekte ve mevcut çözümlere entegrasyonlarla; insan algısı 

seviyesine inecek modeller tasarlanmasını mümkün hale getirmektedir [47]. Özellikle 2010‟lu 

yıllardan bu yana önemini artıran açıklanabilir yapay zeka alanı, alternatif uygulamalarla 

popülaritesini giderek artırmaktadır. Bu durum özellikle güvenliği ve etikliği tartışılan yapay 

zekanın geleceği için de önem arz etmektedir [47, 48]. 

 

Bu çalışmanın amacı, derin öğrenme süreçlerinin etkin bir biçimde uygulanabildiği görüntü tabanlı 

bir teşhis problemi olan beyin tümörü tespiti için açıklanabilir bir Evrişimsel Sinir Ağları (ESA) 

modeli ortaya koymaktır. Derin öğrenme teknikleri ve özellikle ESA, farklı görüntü verileri (MRI, 

CT, ultrason…vs.) üzerinden hastalık teşhisleri ve özellikle tümör / kanser teşhisi araştırmalarında 

oldukça yaygın kullanılmaktadır [49-53]. Bu noktada özellikle beyin tümörü tespiti ile ilgili 

çalışmalar da son yıllarda oldukça büyük bir ivme kazanmıştır [54-56]. Bu çalışma kapsamında 

ilgili ESA modeli, beyin taramalarının olduğu veri seti üzerinde başarım oranı yüksek bir şekilde 

organize edilmiş (bilinen metriklerle değerlendirilmiş), ardından kara-kutu düzeyindeki bu modelin 

görüntü verileri üzerinde hangi alanlara odaklanarak çıktı kararı verildiğini gösteren Sınıf 

Aktivasyon Haritalama (SAH / CAM: Class Activation Mapping) yöntemiyle desteklenerek 

nispeten insan algısına açık bir seviyeye taşınması sağlanmıştır. Kısaca ESA-SAH olarak 

adlandırılan bu modelin güvenli ve anlaşılır olup olmadığını anlamak adına SAH ile üretilen ısı 

haritalarına bakılmış ve yine toplam 10 doktorun görüşüne başvurulmuştur. 

 

Çalışmanın amaç ve kapsamından hareketle ilerleyen bölümler şu şekilde organize edilmiştir: Bir 

sonraki bölüm altında ilgili açıklanabilir ESA modelinin (ESA-SAH) oluşturulması aşamasında 

kullanılan teknikler ve yine işe koşulan veri seti ile uygulama düzeneği anlatılmıştır. Bu bölümü 

takiben üçüncü bölüm altında ilgili uygulama süreçleri ve elde edilen bulgular, değerlendirme 

süreçleriyle birlikte ortaya konulmuş, dördüncü bölüm altında da çalışma ile ulaşılan sonuçlar 

tartışılmıştır. Metin, süreç ile elde edilen sonuçların ve çeşitli önerilerin açıklandığı son bölüm ile 

desteklenmiştir. 

 

2. Materyal ve Metot 

 

Bu bölüm altında söz konusu ESA-SAH modelinin oluşturulması aşamasında faydalanılan ESA 

modeli ve açıklanabilirlik düzeyini oluşturan SAH çözümü irdelenmiş, akabinde beyin tümörü 

tespiti uygulamasına konu olan veri seti ve genel uygulama düzeneği genel olarak açıklanmıştır. 

 

2.1. EvriĢimsel Sinir Ağları (ESA) 

 

Evrişimsel Sinir Ağları (ESA), derin öğrenme kapsamında yaygın bir kullanım alanı olan, sağlık 

alanındaki uygulamalarla da ön plana çıkan gelişmiş bir sinir ağları tekniği olarak bilinmektedir. 

Geleneksel makine öğrenmesi içerisindeki yapay sinir ağları (YSA) tekniğinden farklı olarak ESA 

tekniğinde geliştirilen modeller, birbirine bağlı yapay nöronların (algılayıcı / perceptron) yoğun bir 
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biçimde kullanımından ziyade, girdi verisinden etkin bir biçimde özellik çıkartımı mekanizmasında 

uzmanlaşmış özel katman yapılarından oluşmaktadır [13, 14]. Nihayetinde problem çözümüne göre 

tam bağlantılı (fully connected) katman yapısıyla sonlandırılan ESA modellerinin, çözüm 

mekanizmaları özellikle görüntü verileri üzerinde uygulamalarla daha iyi anlaşılır olan evrişimsel 

katman (convolutional layer), havuzlama katmanı (pooling layer), düzleştirme katmanı (flattening 

layer) gibi katmanlarla tasarlanması sağlanmaktadır [13-15, 57] (Şekil 1). Yine literatürdeki 

gelişmelerle alternatif katman yapılarıyla da desteklenen ESA tekniğinin temel felsefesinin, gerçek 

dünyada görsel unsurları özellik benzeştirmeleriyle algılayan, canlılardaki görsel algılama 

süreçlerinin bir tür sayısal esinlenmesine dayandığını ifade etmek mümkündür. Bu bağlamda, 

evrişimsel katmanlar farklı filtrelerin uygulanması suretiyle giriş verisindeki alternatif özelliklerin 

algılanmasını sağlamakta (yine YSA‟ya alternatif olarak ReLU gibi aktivasyon fonksiyonlarından 

güç almakta), havuzlama katmanı algılanan özelliklerin optimum seviyeye indirgenmesinde rol 

oynamakta, düzleştirme katmanları ise geleneksel YSA modellerinden gelen ve çıktıyı üretmekle 

görevli tam bağlantılı katman için veriyi düzenleme görevlerini yerine getirmektedir [14, 15, 58]. 

Böylelikle geleneksel makine öğrenmesi ve özellikle YSA modellerinde ihtiyaç duyulan özellik 

çıkartımı süreçlerinin esasında ESA‟nın kendi içerisinde çözümlenmesini de içeren ve bu noktada 

eldeki verinin her karışına daha detaylı odaklanarak daha etkin çözüm üreten bir sinir ağları modeli 

elde edilmektedir [58-60]. ESA modellerinin sahip oldukları mekanizmaları itibariyle eğitim 

süreçleri çok daha fazla zaman almakta, ancak elde edilen sonuçlar nedeniyle ve günümüz 

hesaplama teknolojilerinin söz konusu zamanı makul düzeylere çekebilme yeterlikleri sayesinde 

ESA tekniği derin öğrenmeyi yaygın hale getiren önemli tekniklerden biri olmuştur. 

 

 
ġekil 1. Tipik bir Evrişimsel Sinir Ağları (ESA) model yapısı [57]. 

 

ESA modelleri özellikle geleneksel YSA modellerine göre hem hesap karmaşıklığını azaltmak hem 

de daha zorlu verilere (özellikle görüntü verilerine) karşı daha başarılı çözümler üretebilme 

noktasında etkili mekanizmalar işletmektedir. Ancak bütün bu süreç, geleneksel YSA modellerine 

göre daha fazla parametrenin optimize edilmesi gerektiği, daha kapsamlı ve algı düzeyi zor 

matematiksel yapıların oluşmasına da sebep olmaktadır. Geleneksel YSA modellerinde (örneğin, 

çok katmanlı algılayıcı / MLP) bile daha karmaşık yapılar daha zorlu anlaşılırlığa sebep oluyorken, 

bu durum derin öğrenme tarafında ve dolayısıyla ESA modellerinde kara-kutu yapıların oluşmasına 

sebep olmaktadır. Kısaca kara-kutu durumu, bir ESA modelinde giriş verisine göre üretilen çıktının 

(kararın) hangi bağlantılar kurularak elde edildiğinin anlaşılmaması durumuyla ifade 

edilebilmektedir. Sağlık alanı düşünüldüğünde, nasıl ki doktorlar ya da radyologlar bir görüntü 

verisi üzerinden teşhise / tespite nasıl ulaştıklarını açıklayabiliyorlarsa, ESA gibi bir derin öğrenme 

modelinin de bu durumu insan tarafına anlatabilmesi ve böylelikle insan-zeki sistem arasında 

istendik düzeyde bir güven seviyesinin oluşmasına destek olması gerekmektedir. Bu seviye, 
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kullanılan zeki sistemin sınırlılıklarını ya da hata yaptığı zamanları anlayarak, insanların gereken 

aksiyonları almasına da sebep olabilecektir. Söz konusu ihtiyaçtan hareketle açıklanabilir yapar 

zeka olarak adlandırılan alt-alan kapsamında ESA modellerine entegre edilebilen çeşitli teknikler 

geliştirilmiştir. Sınıf Aktivasyon Haritalama tekniği bu tekniklerden biri olarak bilinmektedir. 

 

2.2. Sınıf Aktivasyon Haritalama (SAH) ile Açıklanabilir Yapay Zeka 

 

Görüntü tabanlı veriler üzerinde çalışan derin öğrenme tekniklerini açıklanabilir düzeye getirmek 

için temel olarak hedef tekniğin içerisine çeşitli entegrasyonlar gerçekleştirilmektedir. Bu yaklaşım, 

yorumlanabilir (interpretable) olduğunu bilinen geleneksel makine öğrenmesi tekniklerinin hibrit 

oluşum içerisinde kullanımıyla [47, 61] ya da var olan sinir ağları modelindeki birtakım 

matematiksel süreçlerin ek çözümlerle desteklenerek giriş verisi üzerinde anlamlı görseller 

bırakacak şekilde sonuçlar elde edilmesi yoluyla çözülebilmektedir. İkinci çözüm süreci için Sınıf 

Aktivasyon Haritalama (SAH / CAM: Class Activation Mapping) sıklıkla tercih edilen tekniklerden 

biri olarak bilinmektedir. Söz konusu teknik, ağırlıklı özellik haritalarının, farklı sınıf sonuçları 

doğrultusunda bir araya toplanarak, aktivasyon haritaları oluşturulması ve bu haritaların giriş verisi 

üzerinde modelin odaklandığı görsel bölgeleri gösterecek şekilde bir bakıma ısı haritası (heat map) 

gösterimiyle kullanıcıya yansıtılmasına imkan sağlamaktadır [62] (Şekil 2). 

 

 
ġekil 2. Sınıf Aktivasyon Haritalama (SAH / CAM: Class Activation Mapping) tekniğinin çalışma 

mekanizması [62]. 

 

Açıklanan süreç, bu çalışmada tümör tespiti için kullanılan ESA modelinde giriş görüntüleri 

üzerinde özellikle tümörlü bölgelere odaklanma sağlanıp sağlanmadığı konusunda bilgi 

sağlayabilecek yeterlikte olduğu için ESA modeline entegre edilmiştir. Böylelikle kısaca ESA-SAH 

olarak adlandırabileceğimiz sistem yapısı oluşturulmuştur. Şekil 3 ESA-SAH modelinin genel 

mimarisini ve yine takip edilen araştırma sürecini göstermektedir. 

 

2.3. Beyin Tümörü Tespiti Ġçin Veri Seti ve Uygulama Düzeni 

 

Çalışmaya konu olan beyin tümörü tespiti sürecinde, literatürde bir süredir gerçekleştirilen 

Multimodal Brain Tumor Segmentation Challenge etkinliği kapsamında da araştırmacılara sunulan 

ve kısaca (BRATS) olarak adlandırılan veri setinin 2017 versiyonu [63, 64] kullanılmıştır. Veri seti 
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toplamda 285 MR görüntüsünden oluşmakta her farklı bireye ait görüntü taraması T1, T1ce, T2 ve 

Flair beyin görüntüleriyle sunulmaktadır (Şekil 4). Çalışma kapsamına veri setinden toplam 150 

görüntü dahil edilmiştir. Bu noktada 150 görüntü uzman görüşleri ekseninde oluşturulmuş; 

böylelikle dengeli görüntü dağılımı (örneğin ağır veya hafif teşhislerin eşit sayıda olması) sayesinde 

önyargıyı engelleyecek bir eğitim-test setinin oluşturulması sağlanmıştır. 

 

 
ġekil 3. Oluşturulan ESA-SAH mimarisi ve genel araştırma süreci. 

 

 
ġekil 4. BRATS 2017 veri setinden örnek beyin MR görüntüleri [63, 64]. 

 

Veri seti kapsamında uygulamaya konu olan ESA modeli ise kısaca şu şekilde organize edilmiştir: 

Model yapısı 6 katman içermekle beraber ilk katman giriş katmanı olarak düzenlenmiş, ikinci 

katman 7 adet evrişim filtresi kullanılan bir evrişim süreci üzerine kurulmuş, akabinde bu evrişim 

katmanı havuzlama katmanı ile (4x4‟lük boyutta) maksimum havuzlama yapan bir katman ile 

desteklenmiştir.  

 

Ardından dördüncü ve beşinci katmanlar evrişim (10 adet filtre içeren) katmanı ve yine maksimum 

havuzlama yapan ancak bu sefer 3x3‟lük boyut kullanan bir havuzlama katmanı şeklinde organize 

edilmiştir. Model son olarak 75 yapay nörondan oluşan bir tam bağlı katman ile sona erdirilmiştir. 

Model içerisinde standart SAH entegrasyonu da gerçekleştirilerek açıklanabilir ESA modeli elde 

edilmiştir (Şekil 3). Tasarlanan model ilgili veri setinde 130 adet görüntünün test sürecinde 

kullanıldığı, geri kalan 20 görüntünün ise test sürecinde işe koşulduğu bir uygulama düzeneğinde 

kullanılmış ve ESA modelinin tutarlı değerlendirilebilmesi adına 10 farklı uygulama sürecinin 

gerçekleştirilmesi yönünde bir düzenek oluşturulmuştur. Uygulama sürecinde ise Adam Optimizer 

algoritması ile eğitim sağlanmış, cross-entropy loss fonksiyonu bağlamında, toplamda 250 epoch ve 

1e
-8

 learning rate parametre değerleri eşliğinde bir çözüm yolu işletilmiştir. 

 

3. ESA-SAH ile Tümör Tespiti 

 

ESA-SAH ile beyin tümörü tespit süreci, modelin amaçladığı açıklanabilme ihtiyacı dolayısıyla 

standart değerlendirme metriklerine ek olarak insan (doktor) katılımlı farklı değerlendirme 

süreçlerini de gerekli kılmıştır. Bu bölüm altında genel uygulama süreci ve değerlendirmeler ile 

elde edilen bulgular ifade edilmiştir. 
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3.1. Uygulama ve Değerlendirme Süreci 

 

Daha önce de ifade edildiği üzere, ilgili BRATS 2017 veri setinden seçilen ve 130 eğitim / 20 test 

süreci bağlamında ayrılan toplam 150 görüntü, tasarlanan ESA modelinin 10 farklı bağımsız eğitim-

test sürecinden geçirildiği bir uygulama planının izlenmesi sağlanmıştır. ESA-SAH sistemi 

kapsamında açıklanabilir olma düzeyi değerlendirilmeden önce ESA modelinin ilgili veri setindeki 

temel başarımı 10 farklı çalışmanın ortalamaları literatürde sıklıkla tercih edilen şu metrikler 

üzerinden sayısal olarak tespit edilmiştir [65-68]: 

 

          
                         

                                                     
          (1) 

 

           
            

                          
              (2) 

 

         
            

                          
                        (3) 

 

Elde edilen bulgulara ek olarak, 10 farklı doktorun ESA-SAH modelinin açıklanabilir olma 

düzeyini değerlendirmek adına dahil oldukları iki farklı değerlendirme yöntemi daha 

gerçekleştirilmiştir. Buna göre (1) doktorların ilgili MR görüntüleri karşısında ESA-SAH modelinin 

oluşturduğu ısı haritalarını değerlendirmeleri istenmiş, (2) ardından bir anket üzerinden sistemin 

gerek performans gerekse açıklanabilir olma yönünden durumuna yönelik 5‟li Likert Ölçeği‟nde 

dönütlerde bulunmuşlardır. 

 

3.2. Bulgular 

 

Gerçekleştirilen uygulama süreci neticesinde ESA-SAH sistemi için eşitlik 1-3 kapsamında elde 

edilen ortalama bulgular Tablo 1 altında sunulmuştur. Bulgulardan görüleceği üzere sistemin 

ortalama %95 üzerinde sonuç vermesi sistemin hedef problem kapsamındaki model performansının 

yeterli düzeyde olduğu anlaşılmaktadır. Yine Şekil 5 altında sunulan eğitim-test-loss eğrisi de 

sürecin sağlıklı işlediğini göstermektedir. Böylelikle ESA modelinin açıklanabilir olma durumu 

kontrol edilmeden önce kullanıcı düzeyinde kabul edilirliğinin yeter düzeyde olduğu tespit 

edilmiştir. 

 

Tablo 1. ESA modelinin BRATS 2017 veri setine karşı genel ortalama performansı. 
 

Doğruluk Duyarlılık Özgüllük 

%96,53 %96,10 %95,72 

 

 
ġekil 5. ESA-SAH modeli uygulama sürecinden eğitim-test-loss eğrisi. 
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ESA-SAH modelinin açıklanabilir olma açısından giriş MR görüntüleri üzerinde oluşturduğu ısı 

haritalarının 10 farklı doktor tarafından değerlendirilmesi üç farklı ölçekte: (1): yanlış, (2): 

kararsızım, (3): doğru şeklinde dönütlerle puanlanmış ve ardından her doktorun ortalama dönüt 

değeri, 20 test verisi üzerinden incelenmiştir. Şekil 6 örnek bir ısı haritası sonucunu göstermekte, 

Tablo 2 ise doktorlar tarafından elde edilen dönüt ortalama değerlerini göstermektedir. 

 

 
ġekil 6. ESA-SAH modelinin örnek ısı haritası oluşturma bulgusu. 

 

Tablo 2. ESA-SAH sisteminin test verilerindeki odaklanma (ısı haritası) çıktılarına doktorların 

verdiği dönütler. 
 

Doktor (1): yanlıĢ (2): kararsızım (3): doğru Ortalama 

1 1 3 6 2,5 

2 0 2 8 2,8 

3 0 3 7 2,7 

4 2 1 7 2,5 

5 2 2 6 2,4 

6 0 1 9 2,9 

7 0 2 8 2,8 

8 0 3 7 2,7 

9 0 2 8 2,8 

10 1 1 8 2,7 

 

Şekil 6‟dan görüleceği üzere ESA-SAH sisteminin özellikle tümör olan bölgelerde gösterdiği 

odaklanma, giriş verisinden çıkış kararına ulaşırken doğru bölgelere odaklanıldığını 

kanıtlamaktadır. Benzer şekilde Tablo 2‟deki bulgular dikkate alındığında ise 20 farklı görüntü 

üzerindeki ısı haritalarına doktorların verdiği dönütler de sistemin tespit ile birlikte odaklanma 

durumunun yüksek oranda doğru olduğunu göstermektedir. 

 

Değerlendirme sürecinde yer alan doktorların yine ESA-SAH modelinin performansına ve 

açıklanabilir yapay zeka karakteristiğine yönelik dönütleri, hem sistemin hedef problemde hem de 

açıklanabilirlik yönünde etkinliğini anlamak adına oldukça değerlidir. Bu amaçla düzenlenen ve 

ilgili doktorların, 6 farklı sorudan oluşan anket tabanlı değerlendirme süreci kapsamında vermiş 

oldukları dönütlere dair bulgular Tablo 3 altında sunulmuştur. 

 

Tablo 3‟den görüleceği üzere doktorlar genel olarak hedef beyin tümörü tespit sürecinde ESA-SAH 

sisteminin performansını ve açıklanabilir olma düzeyini pozitif yönde değerlendirmiştir. Bu 

bağlamda ilgili tümör tespit süreci dışında alternatif tespit uygulamalara dair pozitif yönde eğilim 

de tasarlanan sistemin gelecek çalışmalar yönündeki potansiyeline vurgu yapmıştı 
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Tablo 3. ESA-SAH sisteminin performans ve açıklanabilir olma düzeyine karşı doktor anketi 

kapsamında elde edilen bulgular. 
 

Ġfade 

No 
Ġfade 

(1): 

tamamen 

katılmıyorum 

(2): 

katılmıyorum 

(3): 

kararsızım 

(4): 

katılıyorum 

(5): 

tamamen 

katılıyorum 

Ortalama 

1 

“Bu sistem beyin 

tümörü tespitinde 

başarılıdır.” 

0 0 2 2 6 4,4 

2 

“Sistemin çalışma 

hızı uygulamalar için 

uygundur.” 

0 1 2 2 5 4,1 

3 

“Sistemin tümör 

tespitinde 

odaklandığı bölgeler 

doğrudur.” 

0 1 1 2 6 4,3 

4 

“Bu sistemin 

kararlarında güvenli 

olduğunu 

düşünüyorum.” 

1 1 1 2 5 3,9 

5 

“Bu sistemi tümör 

tespitinde kullanmak 

istemem.” 

5 3 1 1 0 1,8 

6 

“Bu sistem ile 

alternatif tespit 

süreçleri de 

gerçekleştirilebilir.” 

0 1 1 4 4 4,1 

 

4. TartıĢma 

 

Çalışmada tasarlanan ESA modelinin özellikle BRATS 2017 beyin tümörü veri setine karşı üç 

farklı metrik açısından en az %95 ve üzeri performans göstermesi genel olarak modelin 

uygulanabilirliği açısından dikkate değer bir bulgu olmuştur. Ancak bu bulgular sistemin güvenli ve 

anlaşılabilir olma düzeyini doğrudan ifade etmediği için 10 farklı doktorla açıklanabilir yapay zeka 

ve etkileşim bağlamında ele alınan değerlendirmelerdeki bulguların da yorumlanması gerekli 

olmuştur. Bu noktada sistemin SAH mekanizmasının oluşturduğu ısı haritalarının yine doktorlar 

tarafından yüksek oranda isabetli olduğu yorumlanmış, yine performans ve açıklanabilir yapay zeka 

açısından da olumlu yönde dönütlerde bulunulmuştur. Bu bulgulardan hareketle ESA-SAH 

sisteminin tümör tespiti sürecindeki performansı bir kenara bırakıldığında açıklanabilir olma; yani 

insanlar açısından güvenli bulunması ve etkin kullanılabilmesi açısından sağlık alanında etkin bir 

araç olarak kullanılmasının kabul edildiği değerlendirilmiştir. 

 

Gerçekleştirilen çalışmada ESA modeli üzerinde alternatif parametrelerin denenmesi (hatta hiper-

parametre optimizasyonu işletilmesi) açık problem uygulamaları kapsamında değerlendirilmektedir. 

Çalışmada seçilen 150 görüntü dengeli çözüm için tercih edilmiş olsa da farklı çalışmalarda bütün 

görüntülerin kullanımı ya da aynı sayıda ancak farklı görüntülerin seçilmesiyle oluşturulacak 

alternatif setlerle uygulamalar gerçekleştirilebilecektir. Diğer yandan, seçilen beyin görüntüleri 

dışında alternatif görüntüler de kullanılabilecektir (Bu husus da mevcut araştırmanın kısıtları 

kapsamına girmekte; yine açık problem bağlamında kabul edilmektedir). Kurulan ESA-SAH 

sisteminin sadece beyin görüntüleri değil diğer medikal görüntülerde de kullanılabilecektir. Yine 

literatürde varsayılan SAH tekniğinin farklı varyasyonları da olmakla beraber [69-71], bu 

varyasyonlar da denenerek bulguların karşılaştırılması yaklaşımı yine ilgili araştırmacılar için yeni 

çalışmalara yönelik bir yol olarak tercih edilebilecektir. Günümüz teknolojileri nesnelerin interneti 

(IoT) ve bu bağlamda sağlık nesnelerinin interneti (IoHT) yönünde de ilerlemektedir [72, 73]. Bu 
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çalışma altında ortaya konulan yaklaşım / sistem tipik bir IoHT çözümü için arayüz görevi 

görebilecek, kullanıcıların ihtiyaç duyduğu açıklanabilirlik faktörü sayesinde etkin bir donanım-

yazılım sinerjisi oluşturabilecektir. Diğer yandan COVID19 süreciyle birlikte sağlık, eğitim ve 

işletme-iletişim gibi farklı alanlarda çıkan tartışmalar [74-76] uzaktan çözümlere olan ihtiyacı 

tetiklemiştir. Bu bağlamda çözümün yine kablolu-kablosuz iletişim süreçleri ve donanımsal uzaktan 

çözümler çerçevesinde ele alınması, ESA varyasyonlarının kullanılması (örneğin, kapsül ağları, U-

Net, AlexNet) ve yine artan veri karmaşıklığı ile birlikte açıklanabilirlik ekseninde dengeye 

oturtulması [77-83] yüksek öncelikli bir araştırma motivasyonu olacaktır. 

 

5. Sonuç ve Öneriler 

 

Bu çalışma kapsamında derin öğrenme uygulamalarında yaygın bir düzeyde kullanılagelen 

Evrişimsel Sinir Ağları (ESA) tekniğinin tümör tespiti yönünde kullanılacak şekilde modellemesi 

gerçekleştirilmiş ve söz konusu modelin güvenlik düzeyi, Sınıf Aktivasyon Haritalama (SAH / 

CAM: Class Activation Mapping) tekniği sayesinde açıklanabilir bir şekilde kullanıma 

sunulmuştur. Özellikle derin öğrenme teknikleri tarafında görülen kara-kutu (black-box) olma 

sorunu, tümör tespiti gibi önemli bir problemin çözümünde kullanılan ESA modelinin ekstra 

çabalarla kullanıcılar açısından anlaşılabilir bir yapıya dönüştürülmesini gerekli kılmaktadır. Bu tür 

modellerin anlaşılabilir ve güvenli olmasını sağlama yolunda „açıklanabilme‟ faktörünü devreye 

sokan alternatif teknikler bulunmakla beraber, SAH kullanımı sayesinde elde edilen ısı haritaları 

üzerinden görüntü tabanlı giriş verilerinin hangi bölgelerinin karar aşamasında kullanıldığını tespit 

etmek oldukça kolay bir hale gelmektedir. Bu bağlamda, söz konusu çalışmada ESA içerisine SAH 

entegrasyonu sayesinde kurulan ESA-SAH sistemi, beyin tümörü tespitinde açıklanabilir bir 

yaklaşım sunarak insan ile sistem arasında sağlıklı bir etkileşim kurulmasını sağlamıştır. SAH 

katkısının değerlendirilmesi öncesinde yapılan teşhis odaklı değerlendirmeler, kurulan ESA 

modelinin yeter düzeyde başarımını ortaya koymuş, ardından 10 doktorun katılımıyla 

gerçekleştirilen ek değerlendirme süreçlerinde modelin açıklanabilir olma katkısı pozitif yönden 

değerlendirilmiştir. Neticede geliştirilen sistemin beyin tümörü tespiti özelinde yetkin bir 

açıklanabilir teşhis aracı olduğunu ifade etmek mümkündür. 

 

Gerçekleştirilen çalışma gelecek çalışmalar bağlamında alternatif teşhis süreçlerine konu olabilecek, 

hatta farklı açıklanabilir yapay zeka tekniklerinin de kullanımıyla farklı değerlendirmelerle 

literatüre katkıda bulunulabilecektir. Bu doğrultuda bir önceki bölüm altında ifade edilen açık 

problem odaklı açıklamalar alternatif çalışma önerileri olarak değerlendirilebilecektir. Özellikle 

ESA modelinin farklı yapılanmaları ya da varyasyonlarıyla; hatta ESA yerine farklı derin öğrenme 

modellerinin kullanımıyla analiz edilmesi gerektiği yazarlar tarafından yüksek öncelikli olarak 

önerilmektedir. Yine yazarlar, açıklanabilir yapay zeka faktörünün sağlık alanında günümüzün ve 

geleceğin yapay zeka uygulamalarında önemli bir yer tuttuğunu düşünmekte, bu nedenle gelecek 

çalışma süreçlerinin de bu eksende ilerletilmesinin faydalı olacağını düşünmektedir.  

 

Yazarların Katkıları 

 

AO ve TY hedef problem için kullanılacak olan evrişimsel sinir ağları modelinin genel tasarımını 

tamamladı. UK tasarlanan evrişimsel sinir ağları modeline sınıf aktivasyon haritalama (açıklanabilir 

yapay zeka) entegrasyonunu gerçekleştirdi. AO ilgili beyin tümörü veri setini uygulamaya hazır 

hale getirdi, uygulama ve bütün değerlendirme çalışmalarını yaptı. Elde edilen bulgularlar birlikte 

AO, UK ve TY her birlikte makaleyi yazdı. Makalenin son okuması ve düzenlemeleri AO ve UK 

tarafından tamamlandı. UK tasarlanan ESA-SAH modeli ve beyin tümör tespiti çözümünün orijinal 

ilk fikrini ortaya atan kişi olup çalışmanın genel yürütücüsüdür. 
 

Bütün yazarlar da makalenin son halini okudu ve onayladı. 
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