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Anahtar Kelimeler 0z

Sekil Karmasiklig Sekil analizi, bilgisayar goriisii, cografi bilgi bilimi, kartografya, uzaktan algilama, kent
Bina Detaylar1 morfolojisi, arazi yonetimi ve ekoloji gibi cesitli alanlarda mekansal olgulari/nesneleri
Sekil Gostergeleri karakterize etmek ve mekansal oriintiileri ortaya ¢ikartmak i¢in kullanilir. Bu baglamda, sekil
Rastgele Orman gostergeleri, genel olarak mekansal detaylarin geometrilerinin ve/veya onlardan tiiretilen
Gradyan Artirma yardimci geometrilerin metrik 6zellikleri yardimiyla karmasiklik ve benzerlik gibi sekilsel

karakteristikleri niceliksel olarak ifade ederler. Bununla birlikte, sekil gostergeleri mekansal
detaylarin farkl sekilsel ozelliklerini 6l¢mektedir. Bu nedenle, bir detay: sekilsel olarak
karakterize ederken tek bir sekil gostergesinin kullanimi her zaman yeterli olmaz. Ayrica, bu
amagla uygun smiflandirma yontemlerinin kullanilmasi da o6nemlidir. Bu ¢alismada,
dairesellik, disbiikeylik ve dikdortgensellik sekil gostergeleri ile rastgele orman ve gradyan
artirma topluluk 6grenme siniflandirma algoritmalar: birlikte kullanilarak 300 adet bina
detay1 sekilsel karmasiklik diizeylerine gore basit, orta ve karmasik olarak siniflandirilmistir.
Gorsel alglya dayali olarak etiketlenen veri setiyle karsilastirildiginda rastgele orman
algoritmasi %93.33 genel dogruluk (x = 0.900) iretirken, gradyan artirma algoritmasi ise
%92.33 genel dogruluk (x = 0.885) tretmistir. Bu bulgular, bina detaylarimin sekilsel
karmasiklik diizeylerinin, cesitli sekil gostergeleri ve yaygin kullanilan topluluk 6grenmesi
siniflandirma algoritmalari aracihigiyla oldukea yiiksek bir dogrulukla siniflandirilabilecegini
gOstermistir.

Shape complexity analysis of building features with shape indices and ensemble learning
classification algorithms

Keywords ABSTRACT

Shape Complexity Shape analysis is used to characterize spatial phenomena/objects and reveal spatial patterns
Building Features in various fields such as computer vision, geographic information science, cartography,
Shape Indices remote sensing, urban morphology, land management and ecology. In this context, shape
Random Forest indices quantitatively describe the morphological properties such as complexity and
Gradient Boosting similarity usually through the metric properties of the geometries of spatial features and/or

the auxiliary geometries derived from them. However, shape indices measure different shape
characteristics of spatial features. Therefore, the use of a single shape index is not always
sufficient when characterizing a feature morphologically. In addition, it is also important to
use appropriate classification methods for this purpose. In this study, using circularity,
convexity and rectangularity shape indices together with random forest and gradient boosted
ensemble learning algorithms, 300 building features were classified as simple, moderate and
complex by their shape complexity. Compared to the benchmark data generated based on
visual perception, the random forest algorithm produced 93.33% overall accuracy (k= 0.900)
while the gradient boosting algorithm produced 92.33% overall accuracy (x = 0.885). These
findings showed that the shape complexity levels of building features can be categorized with
quite high accuracy if various shape indices are used in conjunction with widely used
ensemble learning classification algorithms.
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1. Giris

Sekil, mekansal olgularin karakteristiklerinin ve
oriintiilerinin incelenmesinde kullanilan bir bilesen olup,
mekansal analizde 6nemli bir rol oynar. Sekil tanima
yontemleri, mekansal veriler ile c¢alisan bilgisayar
goriisli, kent morfolojisi, cografya, kartografya, arazi
yonetimi ve wuzaktan algilama gibi bir¢ok alanda
kullanilmaktadir. $ekil analizi, mekansal olgularin
karsilastirilmasi, eslestirilmesi ve gruplandirilmasi gibi
islemleri kapsar (Ai ve Ark, 2013; Basaraner ve
Cetinkaya, 2017; Da Costa ve Cesar, 2009; Wentz, 1997).

Bilgisayar goriisii kapsaminda sekil tanima
yontemleri ve analizine olduk¢a yaygin olarak
basvurulmaktadir. Tip alaninda tlimorlerin
tanimlanmasi, smiflandirilmasi, anatomik yapilarin
degisimleri ve deformasyonlarinin 6l¢iilmesi gibi
calismalara katki saglamaktadir. Hiicrelerin sekli ve
islevleri arasindaki iliskinin belirlenmesine dayali olarak
taninmasi/siniflandirilmasi (6rn. beyaz kan hiicreleri) ve
ayrica biliylime ve sekil degisikliklerinin tespiti gibi
amaglarla kullanilmaktadir. Giivenlik alaninda yiz,
parmak izi, iris tanima, insan ylriyiisiinin analizi ve
imza dogrulama gibi uygulamalara hizmet etmektedir
(Da Costa ve Cesar, 2009).

Mekansal detaylarin sekilsel analizi, genellestirme,
geometrik veri kalitesi incelemesi, mekansal veri tabani
gilincelleme, kent simgesi (referans nesne) saptamasi,
semantik  siniflandirma, detay eslestirme, kent
yaylliminin incelenmesi ve uydu goriintiilerinden
otomatik detay cikartimi1 gibi cesitli uygulamalarda
kullanilmaktadir. Genellestirme, detaylarin tekli olarak
genellestirilmesi (bagimsiz genellestirme) ve detay
gruplarinin genellestirilmesi (baglamsal genellestirme)
adimlarindan meydana gelir. Bagimsiz genellestirme
asamasinda, detaylarin sekilsel ozelliklerine gore
uygulanacak genellestirme islemleri ve/veya
parametreleri farklilik gosterebilir. Ayrica, bagimsiz
genellestirme sonuclarinin degerlendirilmesinde sekil
analizinden yararlanilabilir. Baglamsal genellestirme ise
yakinlik, buytiklik, sekil ve semantik 6zelliklerine gore
birbiriyle ilintili detaylarin otomatik olarak saptanmasini
ve grup halinde genellestirilmesini gerektirir. Bu
kapsamda, benzer veya ayni sekle sahip detaylarin
belirlenmesi ve buna uygun genellestirme isleminin
otomatik secimi Onemlidir (Basaraner ve Cetinkaya,
2017; Basaraner, 2005; Cetinkaya, 2014). Ayrica,
OpenStreetMap (OSM) gibi gonilli cografi bilgi
(volunteered geographic information) ve katilimci harita
yapimi (collaborative mapping) uygulamalarinda kitle
kaynakli verilerin resmi verilere kiyasla geometrik
kalitesini - Ozellikle ayrinti diizeyi anlaminda -
degerlendirmek icin kullanilabilir (Basaraner, 2020).
Mekansal veri setlerindeki degisikliklerin saptanmasi
veya veri tabani iceriklerinin daha kolay ve islevsel bir
bicimde gilincellenmesine katki saglar (Zhou ve ark,
2018). Ayrica, kent simgesi/referans detay (landmark)
olarak adlandirilan ve o6zellikle insan ya da arag
navigasyonu i¢in 6nem arz eden dikkat ¢ekici detaylarin
saptanmasinda kullanilabilir (Grabler ve Ark., 2008).
Benzer geometrik ve topolojik o0zelliklere sahip
detaylarin ayni siifa ait olma olasihigr daha yiiksek
oldugu icin sekil analizi, semantik 6zellikleri bilinmeyen

detaylarin siniflarinin belirlenmesine yardimci olabilir
(Huang ve Ark, 2013). Farkli veri setleri
biitiinlestirilirken, eslenik detaylarin belirlenmesinde
alansal ortiisme oranina ilave olarak sekil analizinden

yararlanilabilir. ~ Kentsel yayllma ve  bilyiime
dinamiklerinin belirlenmesinde ve arazi kullaniminin
siniflandirilmasinda da sekil analizinden

faydalanilmaktadir (Frenkel ve Ashkenazi, 2008; Li ve
ark., 2013; Wentz, 1997; Zhong ve Ark., 2020). Arazi
toplulastirmasinda  diizenli sekillere sahip yeni
parsellerin olusturulmasi amaciyla sekil analizinden
yararlanilabilir (Demetriou ve ark, 2013). Ayrica,
uzaktan algilama ile elde edilen goriintiilerden detay
cikartimi islemine katki saglayabilir (Vohra ve Tivari,
2020).

Sekillerin siniflandirilabilmesi i¢in kullanilan bir¢ok
yontem vardir. Bu amagla, sekil gostergeleri yaygin
olarak kullanilir. Sekil gostergeleri, bir detayin
(nesnenin) kendi geometrisinin ya da bu geometri
tizerinden elde edilen yardimci geometrilerin metrik
buiyiikliikleri araciligiyla detaylarin belirli sekilsel
ozelliklerinin sayisal olarak ifade edilmesini ve bdylece
birbirleriyle karsilastirilabilmelerini, benzerliklerinin
oOlctilebilmesini ve simflandirilabilmelerini saglayan
olciilerdir (Aktas, 2012; Angel ve Ark. 2010; Basaraner
ve Cetinkaya, 2017; Da Costa ve Cesar, 2009; Wentz,
1997).

Bir sekil gostergesinin sahip olmasi gereken 6zellikler
soyledir (Arkin ve Ark., 1991): (1) metrik olmalhdir, (2)
Oteleme, dontiklik ve olcek degisiminden
etkilenmemelidir, (3) hesaplamasi kolay olmalidir ve (4)
sezgilerimizle uyusmalidir. Sekil gostergeleri, uygun
bicimde formiile edildiklerinde genellikle O ile 1 arasinda
deger {retirler. Cokgenlerin sekilleri ne kadar
karmasiksa sekil gostergelerinin tirettigi degerler 0’a o
kadar yakin olur. Tersi durumda, degerler 1 ya da 1’e
yakin olur (Basaraner ve Cetinkaya, 2017).

Sekil gostergelerinin her biri seklin belirli bir
ozelligini ifade etmektedir. Dolayisiyla, cogu zaman tek
bir sekil gostergesi sekilleri smiflandirmada yeterli
olmaz (Aktas, 2012; Angel ve Ark., 2010; Basaraner ve
Cetinkaya, 2017; Wentz, 1997). Sekil analizine iliskin
cesitli calismalar yapilmis olsa da bunlarin 6énemli bir
kism1 raster verilere odaklanmistir. Vektor veriler
iizerine yapilan calismalar daha azdir (Ai ve Ark., 2013).
Medda ve Ark. (1998) yerlesim alani sekillerinin analizi
icin Boyce ve Clark'in 6nerdigi sekil gostergesini esas
alarak yeni bir gosterge gelistirmislerdir. Zhao ve Stough
(2005) parcalanmis veya bosluklu cesitli cokgenler
arasindaki sekil benzerligini analiz etmek igin
ortistirmeye  dayali  bir uzamim = gostergesi
onermislerdir. Ai ve Ark, (2013) bina detaylan
orneginde Fourier donlsiimi temelli sekil tanima ve
eslestirme yontemi sunmustur. Xu ve Ark. (2017) bosluk
iceren cokgenlerin benzerligini analiz etmek icin acilar
ve mesafeler gibi degismezleri kullanarak karmasik
geometrik sekillerde bosluk dagilimini tanimlamak i¢in
konum ¢izgelerini ve ayrica bosluklu ¢okgenler
arasindaki benzerligi o6lgmek icin ise Fourier
tanimlayicilar1 ve konum cizgelerine dayali bir yontem
onermislerdir. Basaraner ve Cetinkaya (2017) binalarin
algisal sekil karmasiklik diizeylerini (basit, orta ve
karmasik) CBS ortaminda ¢ok sayida sekil gostergesi ve
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dort farkli siniflandirma semasi (esit aralik, standart
sapma, dogal kirllma ve kutu grafiklerine dayal)
ciftlerini kullanarak elde etmis ve tek baslarina
kullanildiginda kendileri tarafindan oOnerilen iki yeni
gosterge dahil olmak lizere az sayida sekil gostergesinin
iyi performans sergiledigini ve sekil karmasiklik diizeyi
arttikca bu performansin azaldigini gostermislerdir.

Bu Dbaglamda, sekil gostergelerinin  birlikte
kullaniminin siniflandirma performansini arttirabilecegi
ongoriilebilir. Ayrica, bu amacla kullanilan siniflandirma
yontemleri de 6nemlidir. Bu kapsamda, makine 6grenme
algoritmalar bir potansiyele sahiptir. Literatiirde vektor
verilerle temsil edilen binalarin sekil karmasikliginin
incelemesine iliskin olarak sekil gostergeleri ve makine
O6grenmesi  smiflandirma  yontemlerinin  birlikte
kullanildig1 bir ¢alismaya rastlanmamistir. Bu yaklasimin
siniflandirma dogrulugunu artirabilecegi 6ngoriilebilir.
Bu nedenle, bu c¢alismada bina sekil karmasiklik
diizeylerinin (basit, orta ve karmasik) otomatik olarak
belirlenmesi icin sik tercih edilen li¢ sekil gdstergesi
(dairesellik, dikdortgensellik ve disbiikeylik) ve basarisi
nedeniyle yaygin kullanilan iki topluluk 6grenme
algoritmasinin (rastgele orman ve gradyan artirma)
siniflandirma performanslarinin incelenmesi
amaglanmaktadir.

2. Yontem ve uygulama

Calisma, Ui¢ asamadan olusmaktadir: (1) Egitim
(kiyas) verilerinin hazirlanmasi, (2) Sekil gostergelerin
hesaplanmasi, (3) Topluluk 6grenmesi algoritmalariyla
detaylarin karmasiklik diizeylerine gore siniflandirilmasi
ve siniflandirma dogrulugunun degerlendirilmesi.

2.1. Kullanilan veriler

Bu calismada Almanya’'nin Dresden sehrine ait
OpenStreetMap (OSM) bina veri seti kullanilmistir. Bu
bolgenin secilme nedeni, farkli karmasiklik derecelerine
sahip bir¢ok binanin bir arada bulunmasidir. Bu veri
setinde yaklasik 5000 adet bina bulunmaktadir. Bu veri
seti icinden 300 adet bina deneysel c¢alismada
kullanilmistir. Sekil gdstergeleri hesaplanmadan 6nce,
CBS araglar1 yardimiyla bina geometrilerindeki hatalar
(gereksiz ya da c¢ift noktalar ve kendini kesme gibi)
giderilmistir. Bu veriler, smiflandirma asamasindaki
capraz dogrulama islemi kapsaminda egitim ve test verisi
olarak kullanilmistir.

2.2.Egitim (kiyas) verisinin hazirlanmasi

Bina detaylari, genel itibariyle asagidaki hususlar
dikkate alinarak gorsel algi temelinde farkli siniflara
ayristirilabilir (Basaraner ve Cetinkaya, 2017):

(1) kenar (nokta) sayisi,

(2) kenar uzunluklarinin homojenligi/heterojenligi,

(3) i¢ agilarin homojenligi/heterojenligi,

(4) ¢okgenin biiytikliigiine gore sinir1 boyunca girinti ve
cikintilarin biyiikligi ve sayis;,

(5) geometrideki simetriklik/asimetriklik.

Sekil algisina iliskin bu hususlar dikkate alinarak,
bina detaylar i¢in {i¢ sekil karmasiklik diizeyi (basit,
orta, karmasik) olusturulmus ve binalar buna gore
etiketlenmistir. Egitim verisi, etiketlenmis ¢ok daha genis
bir veri seti icinden her sinifa esit sayida (100’er) bina
disecek bicimde rastgele secilmistir (Sekil 1).

B Sekil Karmagiklik Kategorileri

T | Basit
Orta
I Karmasik

0 100 200
L ———lll
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2.3. Sekil gostergelerinin hesaplanmasi

Sekil gostergeleri, detaylarin belirli  sekilsel
ozelliklerini sayisal olarak ifade etmeye yarayan
matematiksel olciilerdir (Wentz, 1997). Bu amagla,
detayin kendi geometrisi ve/veya detayin geometrisi
araciligiyla elde edilen yardimci geometrileri (disbiikey
¢okgen, minimum alanh sinirlayici dikdortgen, kenarlar,
agirhlk merkezi vb.) lzerinden elde edilen metrik
biiytikliiklerden (alan, ¢evre, kenar uzunlugu, agirlik
merkezine olan mesafe, a¢1 vb.) yararlanilir. Sekil analizi
icin kullanilan birgok sekil gostergesi mevcuttur.
Yapilacak uygulamaya gore, sekillerin bazi 6zellikleri
digerlerinden daha 6nemli olabilir (Da Costa ve Cesar,
2009). Bu nedenle uygulamaya gore uygun sekil
gostergeleri secilmelidir. Bu ¢alismada, ¢esitli mekansal
calismalarda (6rn. Basaraner ve Cetinkaya, 2017;
Fleischmann ve Ark., 2020; Oksanen, 2013; Yan ve Ark.,
2019) sekil analizi i¢in siklikla tercih edilen ii¢ farkl sekil
gostergesi (dairesellik, disbiikeylik ve dikdortgensellik)
kullanilmistir.

2.3.1. Dairesellik

Dairesellik, bir ¢okgenin daireye benzerlik oranini
belirler. Baska bir ifadeyle, c¢okgenin sekilsel
kompakthigini élcer (Basaraner ve Cetinkaya, 2017;
Burghardt ve Steiniger, 2005). Ayni diizlemde yer alan
sabit bir noktaya esit uzakliktaki noktalarin olusturdugu
geometri olan daire, en kompakt sekil olarak kabul edilir
(Angel ve Ark., 2010). Bir ¢okgenin sekli, daireden ne
kadar farkli ise, yani ne kadar diizensiz ve /veya ince uzun
ise dairesellik degeri o kadar kii¢iik olur. Bir ¢cokgenin
daireselligi, o ¢okgenin alaninin kendisine esit cevre
uzunluguna sahip bir dairenin alanina oranlanmasiyla
hesaplanir (Esitlik 1). Daha acik bir ifadeyle, ¢cokgenin
karsilastirilacagi dairenin alaninin hesaplanmasi igin
yaricapinin bilinmesi gerekir. Bu amagla, ¢okgenin ¢evre
degeri dogrudan dairenin cevre degeri olarak alinir ve
yari¢ap, dairenin gevresini veren esitlik kullanilarak elde
edilir. Dolayisiyla, gerekli sadelestirmeler yapildiginda
dairesellik, c¢okgenin alaninin ve ¢evresinin bir
fonksiyonu olur. Bu esitlikte, D daireselligi, Acc ve Aecp
sirasiyla cokgen ve esit cevreli dairenin alanlarini ve Cce
cokgenin cevresini ifade etmektedir. Daire sekilli
cokgenlerin dairesellik degerleri, 1 olur. Cokgenlerin
sekilleri, daireden ne kadar farkl ise dairesellik degerleri
sifira o kadar yakin olur.

_ Acg _ 4TAcg

= (1)

- 2
AEcD Cée

2.3.2. Disbiikeylik

Disbiikeylik, bir ¢okgenin kendi minimum disbiikey
¢cokgeninden (convex hull) olan farklilasma oranim
ortaya koyar (Sekil 2). Baska bir ifadeyle, bir cokgenin ice
veya disa dogru kivrimli olma derecesini gosterir
(Basaraner ve Cetinkaya, 2017; Burghardt ve Steiniger,
2005; Ruas ve Holzapfel, 2003). Cokgenin alaninin
minimum disbiikey c¢okgeninin alanina oraniyla
hesaplanir (Esitlik 2). Bu esitlikte, DB disbiikeylik sekil
gostergesini, Ace ve Ampc sirasiyla ¢okgenin ve minimum

disbiikey cokgeninin alanlarini ifade etmektedir. Bu sekil
gostergesi, biitlin disbiikey cokgenler i¢in 1 degerini
iiretir. Cokgenin sekli disbiikeylikten uzaklastik¢a, yani
icbiikeyligi arttikca bu deger sifira yaklasir.

DB = 2cc (2)

AMDC

[ 1 Bina cokgeni ] Disbiikey ¢cokgen

Sekil 2. Bina ¢cokgeni ve minimum disbiikey cokgeni
2.3.3. Dikdortgensellik

Dikdortgensellik, bir ¢okgenin seklinin dikddrtgene
(ve 6zel durumda kareye) benzerlik derecesini gosterir
(Basaraner ve Cetinkaya, 2017; Rosin, 2000). Cokgenin
alaninin kendi minimum alanh siirlayici dikdoértgeninin
(MASD) alanina oraniyla hesaplanir (Esitlik 3). Bu
esitlikte, DD dikdoértgenselligi, Acc ve Amasp sirasiyla
cokgenin ve minimum alanh sinirlayici dikdértgeninin
alanlarini ifade etmektedir. Dikdortgen ve kare sekilli
cokgenlerin  dikdortgensellik  degerleri, 1 olur.
Cokgenlerin sekilleri, dikdortgen (veya 6zel durumda
kareden) ne kadar farkl ise dikdortgensellik degerleri
sifira o kadar yakin olur.

DD = -Ace_ (3)

AMASD

MASD, bir cokgenin disbiikey cokgenine dayali olarak
hesaplanir (Toussaint, 1983). Disbiikey cokgen, sirasiyla
her bir kenar1 yatay eksene paralel olacak bigcimde ilgili
kose noktasina dayali olarak dondiiriiliir ve her seferinde
minimum sinirlayici dikdortgeni (MSD) elde edilir, alan
degeri ve ilgili kose nokta numarasi kaydedilir.
Sonrasinda en kiiciik alan degerini veren MSD, ilgili
disbiikey cokgen kenarinin yatayla yaptig1 ac1 kadar ilgili
kose noktasina dayal olarak ters yonde dondiiriilerek
MASD elde edilir. MSD, ¢cokgenin minimum ve maksimum
koordinatlarindan olusturulan yatay dikddrtgendir. Bu
nedenle cokgenin dontikliigii MSD’yi ve dolayisiyla sekil
gosterge degerini etkiler. MASD ile bu olumsuzluk
giderilir. Daha agik bir ifadeyle, farkli dontkliiklere ve
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ayn1 sekle sahip c¢okgenlerin MSD’leri farkh iken
MASD’leri ayni olur. Sekil 3, dikdortgensellik ile ilintili
geometrileri gostermektedir. Cokgenlerin sekilleri
MASD’lerinden ne kadar farkli ise dikdortgensellik
degerleri sifira o kadar yakin olur.

Sekil 3. Dikdortgensellik ile ilintili geometriler:
minimum disbiikey ¢cokgen (MDC), minimum sinirlayici
dikdortgen (MSD) ve minimum alanli simrlayic
dikddrtgen (MASD)

2.3.4. Bina Detaylar ve Sekil Gosterge Degerleri

Bu boéliimde bina detaylarina iliskin olarak sekil
karmasiklik diizeylerine gore sekil gostergelerinin
irettigi degerler hakkinda fikir verebilmek amaciyla
ornek bina ¢okgenleri ve bu ¢okgenlerin sekil gosterge
degerleri Tablo 1'de gosterilmistir. Sekil gostergeleri,
MapInfo Pro CBS yazilimi lizerinde MapBasic
programlama diliyle gelistirilen bir eklenti yardimiyla
hesaplanmistir (Sekil 4).

Tablo 1. Ornek bina cokgenleri ve sekil gosterge
degerleri

Karmasiklik diizeyi
Basit Orta Karmagik

= D 0.785 0.418 0.187

)
)
< £ DB 1 0.829 0.612
L™=

S

% DD 1 0.775 0.487
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2.4.Topluluk 6grenmesi algoritmalariyla detaylarin
karmasiklik diizeylerine gore siniflandirilmasi

Bina detaylarinin sekilsel karmasiklik diizeylerine
gore siniflandirilmast  icin genel olarak yiksek
dogruluklu sonuglar iiretmesi (Breiman, 2001; Han ve
Ark., 2012; Tattar, 2018) ve yaygin kullanimlar1 (Witten
ve Ark, 2016) nedeniyle topluluk 6grenmesi
algoritmalarindan rastgele orman ve gradyan artirma
algoritmalari tercih edilmistir. Siniflandirma islemi, veri
bilimi ve makine 6grenmesi yazilimi olan RapidMiner ile
gerceklestirilmistir.

Topluluk 6grenmesi, tek bir siiper dogru modeli
o0grenmeye ¢alismak yerine, cok sayida diisiik dogruluklu
modeli egitmeye ve ardindan yliksek dogrulukta bir st
model elde etmek i¢in bu zayif modeller tarafindan
iretilen tahminleri birlestirmeye odaklanan bir 6grenme
paradigmasidir (Burkov, 2019). Bu nedenle, topluluk
siniflandiricilart genellikle yiiksek dogrulukta modeller
tiretir (Burkov, 2020; Vukicevic ve Ark. 2013). Biitiin
topluluk 6grenme algoritmalarinda oldugu gibi, egitimde
kullanilan agaglann c¢esitliligi ve sayis1 ne kadar ¢ok
olursa, toplulugun hatasi o kadar diisiik olur (Breiman,
2001; Kotu ve Deshpande, 2019).

Akar ve Gormiis (2019) Gram Schmidt ve ana bilesen
yontemleri ile Goktirk 2 multispektral, Goktirk 2
pankromatik ve Hyperion EO-1 uydu goriintiilerini
kaynastirarak daha yiiksek dogrulukta arazi kullanim
haritasinin tretilmesini amaglamislardir. Siniflandirma
icin rastgele orman ve destek vektdr makineleri
algoritmalarimi kullanmislar ve en yiliksek dogrulugun
rastgele orman algoritmasi ile elde edildigini
gozlemlemislerdir. Gormiis ve Akar (2019) hiperspektral
hava fotograflarinin boyutunu indirgeme yontemlerinin
performanslarini degerlendirmek icin rastgele orman ve
destek vektor makineleri algoritmalarini
kullanmislardir. Bu baglamda, rastgele orman
algoritmasi ile biraz daha yiiksek dogruluklu sonuglar
elde etmislerdir. Ustiiner ve Ark., (2020) yeni nesil
topluluk 6grenme algoritmalar1 olan asir1 gradyan
arirma ve hafif gradyan artirma makineleri
algoritmalarinin tarim iriinlerinin
siiflandirilmasindaki performanslarini
karsilastirmislardir. Hafif gradyan artirma algoritmasiyla
daha yiiksek dogruluklu sonuglar elde etmislerdir.
Ayrica, bu baglamda parametre seciminin giicliigline de
deginmislerdir. Zeybek (2020) nokta bulutundan agac
govdesinin otomatik ¢ikariminda lojistik regresyon,
dogrusal ayristirma analizi, rastgele orman ve destek
vektor makinesi algoritmalarinin performanslarin
analiz etmistir. Bu baglamda, siniflandirma dogrulugu en
ylksek yontemin rastgele orman algoritmasi oldugunu
saptamuglardir. Zeybek (2021) IHA gériintiileri ile elde
edilen goriintiilerden iretilen nokta bulutunun,
radyometrik ve geometrik (kovaryans) ézelliklerine gore
siniflandirilmasi i¢in rastgele orman algoritmasiyla %96
genel dogruluk elde etmistir.

Rastgele orman ve gradyan artirma algoritmalarinda
girdi olarak kullanilan o6zellik (6znitelik) degerlerinin
normallestirilmesinin ~ veya  standartlastirilmasinin
sonuglara anlaml bir etkisi yoktur (Tattar, 2018).

Ogrenme asamasinda veri setini egitim ve test verileri
biciminde manuel olarak bdlmek yerine capraz

dogrulama yontemi kullanilmistir. Bu ydntem, veri setini
rastgele olarak esit parcalara bolerek her seferinde bir
pargay1 test icin ayirip diger pargalardan egitim islemini
yapar ve son olarak her modelden elde edilen basari
oranlarinin ortalamalarin1 alir (Bonaccorso, 2020).
Boylelikle, asir1 6grenme (over-fitting) sorunu 6nlenmis
ve biitlin veriler hem egitim hem de test i¢in kullanilmis
olur (Euler, 2014). Bu calismada, Han ve Ark. (2012)
tarafindan onerilen k-katlamali (k = 10) c¢apraz
dogrulama teknigi kullanilmistir.

2.4.1. Rastgele orman algoritmasi

Rastgele orman algoritmasi, torbalama (bagging)
teknigine dayanan karar agaci tabanli bir topluluk
6grenme algoritmasidir (Bonaccorso, 2020; Breiman,
2001).

Bu algoritmada, topluluktaki siniflandiricilarin her
birinin bir karar agac siniflandiricisi oldugu ve boylece
siniflandiricilarin - olusturdugu grubun bir “orman”
oldugu kabul edilir. Ayr1 karar agaclari, boliinmeyi
belirlemek icin her diiglimde rastgele bir ozellik
(6znitelik) secimi kullanilarak olusturulur. Baska bir
ifadeyle, her agag, ormandaki tiim agaclar icin bagimsiz
olarak ve ayni dagilimla érneklenen rastgele bir vektoriin
degerlerine baghdir. Siniflandirma sirasinda, her karar
agaci, o agacin egitiminde kullanilmayan o6rneklerin
siniflandirmasina oy verir ve en ¢ok oy alan sif
dondiriliir (Han ve Ark, 2012; Kotu ve Deshpande,
2019).

Rastgele orman algoritmasinin temel adimlar
soyledir (Yang, 2019):

1: Verileri ytlikle ve kullanima hazirla.
2: Dongiliyi baslat (her bir agag i¢in).

3: D adet o6zellikten rastgele m adet ozellik sec.

4. T adet farkli aga¢ olusturmak icin verileri
ornekle.

5: Karar diigiimlerini iteratif olarak bolerek her bir
agaci olustur.

6: Coklu agaclara dayali olarak herhangi bir test
6zelligini tahmin et.

7: Cogunluk oylamasini kullanarak siniflandir.

8: Dongliyt bitir.

Rastgele orman, en yaygin olarak kullanilan ve en
etkili topluluk 6grenme algoritmalarindan biridir. Etkili
olmasinin nedeni, orijinal veri kiimesinin birden cok
Oornegini  kullanarak son modelin  varyansinin
azaltilmasidir. Diisiik varyans, diisik asirt 6grenme
anlamina gelmektedir. Model, veri kiimesindeki kiiciik
degisimleri aciklamaya c¢alistiginda asir1  6grenme
gerceklesir, clinkii veri kiimesi, modellenmeye c¢alisilan
olgunun tiim olas1 drneklerine iliskin yiginin yalnizca
kiiciik bir 6rneklemidir. Egitim setinin degistirilmesiyle
birden fazla rastgele drnek olusturarak istenmeyen
unsurlarin (giiriltd, aykirt degerler ve fazla veya az
temsil edilen 6rnekler) etkisi azaltilir (Burkov, 2019).

Uygulama asamasinda, algoritma calistirilmadan
once cesitli hiperparametrelerin (agag¢ sayisi, maksimum
derinlik vb.) girilmesi gerekmektedir. Yazilim parametre
optimizasyonunu miimkiin kilmaktadir. Béylece uygun
parametre araliklari secilerek, bu araliklarda en iyi sonug
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lireten parametre degerleri iteratif =~ olarak
belirlenebilmektedir. Bu baglamda, bazi
hiperparametreler i¢cin uygun minimum ve maksimum
degerler, literatiir arastirmasi ve denemeler sonucunda
kararlastirilmistir.

Onemli hiperparametrelerden biri, aga¢ sayisidir.
Agag sayisi arttikca ve cesitlendikge toplulugun hatasi bir
dereceye kadar azalir. Bu sinira ulastiktan sonra agag
sayisindaki artisin  performansa etkisi Onemsiz
sayilabilecek kadar az olabilir ve hesaplama siiresinin
gereksiz uzamasina neden olur (Breiman, 2001). Bu
nedenle, aga¢ sayist ve diger hiperparametrelerin
optimizasyonu, 1zgarali arama (grid search) yontemiyle
farkli kombinasyonlar denenerek saglanir.

Agac sayisinin kiiciik veri setleri icin 50, biiytik veri
setleri i¢in ise 500 ve daha fazla secilmesinin uygun
olacag1 belirtilmistir (Zeybek, 2021). Oshiro ve ark,
(2012) ise 64-128 araliginda olmasini 6nermektedir. Bu
aralik biraz daha genisletilerek denemeler yapilmistir.
Bununla birlikte, optimum deger, 6nerilen aralikta yer
almistir.  Maksimum  derinlik parametresi, 5-20
araliginda secilmistir. Yani, varsayilan degerler yerine
daha genis bir deger aralig1 se¢ilmistir. Yazilim, bu deger
araliklari icinde optimizasyon yaparak
hiperparametrelerin en uygun degerlerini
belirlemektedir. Burada, belirli bir aralik degerinin yani
minimum ve maksimum degerlerin girilmesinin nedeni,
islem stiresinin kisaltilmasidir. Dogruluklarin istenen
dlizeyde olmamas! durumunda secilen deger araliklari
gozden gegirilebilir.

2.4.2. Gradyan artirma algoritmasi

Gradyan artirma, artirma (boosting) teknigine
dayanan karar agaci tabanh bir topluluk 6grenme
algoritmasidir (Freeman, 2001). Gradyan artirma
algoritmasi, tahminleri rastgele orman algoritmasina
gore farkli bir teknik kullanarak yapar. Burada, agag
olusturma siirecini paralellestirmek yerine, tahminleri
elde etmek icin sirali bir yaklasim benimser. Gradyan, bir
model olusturduktan sonra elde edilen hatay1 veya artigi
ifade eder. Gradyan artirmada, her karar agaci bir énceki
karar agacinin hatasini tahmin eder ve boylece hatayi
(gradyan) kademeli olarak azaltir (Ayyadevara, 2018).

Gradyan artirma algoritmasinin temel adimlari
soyledir (Ayyadevara, 2018):

1: Basit bir karar agaciyla tahminleri baslat.
2: Artiklar (gercek deger ve tahmin degeri farkini)
hesapla.

3: Tiim bagimsiz degerlere dayali olarak artiklari tahmin
eden baska bir s1g karar agaci olustur.

4: Orijinal tahmini, 6grenme oraniyla carpilan yeni
tahminle giincelle.

5: Belirli bir iterasyon sayisi icin 2’den 4’e kadar olan
adimlari tekrarla (iterasyon sayisi, agac sayisi
olacaktir).

Artirma algoritmalarinin ardindaki genel disiince,
zayif ogrenenleri giiclii 6grenenlere doniistiirmektir.
Zayif bir 6grenici, rastgele tahminde bulunmaktan pek de
iyi degildir. Ancak zayif baslangicin arkasinda bir amag
vardir. Bu genel diisiinceye dayal olarak, gii¢lii bir temel

model kurarak degil, yinelemeli hata diizeltmeye
odaklanarak isler hizlandirihir. Temel model c¢ok
glcliiyse, 6grenme siireci zorunlu olarak sinirlidir ve bu
nedenle, artirma modellerinin arkasindaki genel
stratejiye zarar verir. Zayif Ogrenenler, yiizlerce
iterasyon yoluyla glc¢lii Ogrenicilere dontstiiriilir.
Gradyan artirma, her yeni aga¢ icin hatalara bakar ve
ardindan tamamen bu hatalarin etrafinda yeni bir agac
olusturur. Yeni agag, zaten dogru olan tahminleri dikkate
almaz. Gradyan artirma, basarili sonuglar iiretme
acgisindan en iyi makine 6grenimi algoritmalarindan biri
olmustur (Wade, 2020).

Bu algoritma i¢in ise agag¢ sayisinin 40-70, maksimum
derinlik parametresinin ise 5-8 araliinda secilmesi
onerilmektedir (URL-1). Uygulamada bu oneriler de
dikkate alinarak c¢esitli denemeler yapilmis ve bu
degerler uygun bulunmustur. Yazilim, yine bu deger
araliklar icinde optimizasyon ile en iyi sonucu veren
degeri elde etmektedir.

2.4.3. Dogruluk degerlendirmesi

Siiflandirma dogrulugunun degerlendirmesi, hata
(kansiklik) matrisine dayali olarak gergeklestirilir
(Tablo 2). Hata matrisi, smiflandiricinin  farkh
kategorileri ne kadar iyi tahmin ettigini analiz etmek i¢in
kullanigh bir aractir (Han ve Ark., 2012). Bu matris, belirli
bir kategoriye atanan birim sayisini “gercege” (referans
verilere) kiyasla ifade eden karesel say1 dizisinden
olusur. Bu yontem, 6rnegin siniflandirilmis bir uydu
goriintlisiiniin veya tematik haritalarin dogrulugunu
degerlendirmek i¢in uygulanabilir (Shi, 2010).

Genel dogruluk, en yaygin olarak rapor edilen
dogruluk degerlendirme istatistigidir. Ancak, sadece
genel dogrulugu vermek yeterli degildir. Diger dogruluk
oOlciitlerinin gerektigi gibi hesaplanabilmesi ve simiflar
arasindaki herhangi bir karisikligin agik¢a sunulabilmesi
ve anlasilabilmesi icin matrisin tamaminin sunulmasi
onemlidir. Uretici ve kullanici dogruluklari, tim matris
icin genel simiflandirma dogrulugunun hesaplanmasina
ek olarak bireysel sinif dogruluklarini belirlemek icin
hesaplanabilir (Congalton ve Green, 2019). Fi-skor ise
iretici dogrulugu ve kullanici dogrulugu
parametrelerinin  harmonik  ortalamasi  alinarak
hesaplanir (Han ve Ark., 2012). Kappa parametresi, iki
veri setinin gozlemlenen uyusmasi ile tesadiifen olan
uyusmasl arasinda farkin él¢limiinii saglar (Shi, 2010).
Tiim hata matrisi i¢cin kappa parametresini hesaplamaya
ek olarak, matris icindeki her bir kategori i¢cin uyusmaya
bakmak faydali olabilir. Bireysel kategori uyusmasi,
kosullu kappa parametresi kullanilarak test edilebilir
(Congalton ve Green, 2019). Bu degerler ne kadar yiiksek
ise simiflandirma dogrulugu o oranda basarihdir.

Bu kapsamda, genel dogruluk (Gnl_Dg), kappa (),
iiretici dogrulugu (hassasiyet) (Urt_Dg), kullania
dogrulugu (kesinlik) (Kul_Dg), F1-skor ve kosullu kappa
(Kos_x) parametreleri sirasiyla 4-9 esitlikleriyle
hesaplanmistir (Congalton ve Green, 2019; Han ve Ark,,
2012).

203



Geomatik Dergisi - 2022; 7(3); 197-208

Tablo 2. Hata matrisi (Congalton ve Green, 2019)
j = Siitunlar Satir
(Gergek / Referans) toplam

1 2 k n

i+

1 n,
i = Satirlar
(Tahmin / 2 n,,
Smiflandirma)
k n,,
Siitun toplam
. ng, n,, Ny n
+
Si g i
Gnl_Dg = l‘T X 100 (4)
nEE mi— I niang
= 5
K n2—2{":1"i+n+i ( )
Urt_Dg = —L x 100 6)
n+]-
Kul_Dg =% x 100 (7)
it
F1 — skor = 2xUrt_DgxKul_Dg (8)
Urt_Dg+Kul Dg
KOS_K — N~ NNy (9)

N4 —MNij4Nyg
3. Bulgular ve tartisma
Calismada kullanilan bina veri seti i¢gin hesaplanan
sekil gostergelerine iliskin betimleyici istatistikler, Tablo

3’te verilmisgtir.

Tablo 3. Sekil gdstergelerinin istatistiksel degerleri

D DB DD
Min. 0.064 0.204 0.115
Maks. 0.997 1 1
Ort. 0.431 0.762 0.659
St. Sapma 0.230 0.212 0.232
Med. 0.414 0.810 0.658

Ayrica egitim verisindeki gorsel algiya dayali olarak
belirlenen siniflara gore sekil gostergelerinin deger
dagilimi, Sekil 5’'te kutu grafigiyle gosterilmektedir. Buna
gore, sinif (sekil karmasiklik kategorileri) temelinde sekil
gosterge degerlerinin %50’lik kisminin gayet net olarak
ayristirilabildigi  anlasilmaktadir. Bununla birlikte,
degerlerin tamami dikkate alindiginda tiim kategoriler
arasinda ¢cakismalarin var oldugu goériilmektedir.

Rastgele orman ve gradyan artirma algoritmalariyla
gerceklestirilen siniflandirma islemleri sonucunda elde
edilen hata matrisleri sirasiyla Tablo 4 ve 5’te, bu matrise
dayali hesaplanan dogruluk parametrelerinin degerleri
ise sirasiyla Tablo 6 ve 7’de verilmistir.

Dairesellik Disbiikeylik  Dikdértgensellik

S

[ Basit [ orta M Karmasik

Smif
Sekil 5. Sekil gostergelerinin sekil karmasiklik
kategorilerine gore deger dagilimlarini goésteren kutu
grafigi

Coklu karar agaclar1 iireten rastgele orman ve
gradyan artirma algoritmalarindan karar agaci 6rnekleri
sirasiyla Sekil 6 ve Sekil 7’de verilmistir. Gradyan atirma
algoritmasindan elde edilen karar agaclari sinif temelli
olup yorumlanmasi  giictiir.  Rastgele  orman
algoritmasindan  elde  edilen  karar  agacinin
yorumlanmasinin daha kolay oldugu goriilmektedir.

Tablo 4. Rastgele orman algoritmasi ile siniflandirma
sonucu elde edilen hata matrisi

Gercek

Basit Orta Karmasik Satir

toplami

Basit 98 2 0 100

E Orta 2 93 11 106

= Karmasik 0 5 89 94

o} .

= Situn 100 100 100 300

toplami

Tablo 5. Gradyan artirma algoritmasi ile siniflandirma
sonucu elde edilen hata matrisi

Gergek
. Satir
Basit Orta  Karmasik

toplami

Basit 98 2 0 100

E Orta 1 87 8 96

= Karmasik 1 11 92 104

[} ..

e Situn 100 100 100 300

toplami
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Tablo 6. Rastgele orman algoritmasi ile siniflandirma
sonucu elde edilen dogruluk parametrelerinin degerleri

Rastgele Orman

Gen_Dg % 93.33
K 0.900
Simif Urt_ Dg Kul Dg F1-skor Kos_x
Basit 0.98 0.98 0.98 0.97
Orta 0.93 0.88 0.90 0.82
Karmagik 0.89 0.95 0.92 0.92

Tablo 7. Gradyan artirma algoritmasi ile simiflandirma
sonucu elde edilen dogruluk parametrelerinin degerleri

Gradyan Artirma
Gen_Dg %92.33
K 0.885
Simif Urt_Dg Kul_Dg Fi-skor Kos_k
Basit 0.98 0.98 0.98 0.97
Orta 0.87 0.91 0.89 0.86
Karmagik 0.92 0.88 0.90 0.83

Rastgele orman algoritmasi, gradyan artirma
algoritmasina gore ¢ok az daha iyi bir genel performans
gostermistir. Her iki algoritma ile “basit” sekil
karmasiklik diizeyi, “orta” ve “karmagsik” sekil
karmasiklik diizeylerine gore daha basarili bigcimde
smiflandirilmistir.

Calismanin sinirhhigi olarak ti¢ husus belirtilebilir. T1ki
egitim (kiyas) verisinin olusturulmasidir. Bu islem gorsel
algiya dayali oldugu i¢in kismen 6znellik icermektedir.

Fakat bu baglamda onceki literatiirde yer alan genel
ilkelere miimkiin oldugunca uyularak bu potansiyel
olumsuzlugun en aza indirgenmesine calisilmistir. ikinci
olarak sekil gostergelerinin sekilleri tanimlama
beceresinin kisitli olmasidir. Bagka bir ifadeyle, her sekil
gostergesi seklin belirli bir 6zelligine odaklanmaktadir.
Dolayisiyla, ¢ogu durumda tek baslarina sekilleri
birbirinden ayirt etmede yeterince etkili
olamamaktadirlar. Bu kapsamda, 6zellikle sinif say1sinin
artmasi halinde daha fazla sekil gostergesinin katki
saglayabilecegi ongoriilebilir. Son olarak, makine
O6grenmesi algoritmalarinin ¢ok sayida parametreye
dayali olmasi ve bu parametrelerin segilmesindeki
giicliikkten bahsedilebilir. Bu problemi en aza indirgemek
amaciyla bazi temel hiperparametreler icin 6nerilen
deger araliklar1 esas alinmis ve cesitli 6n denemeler
yapilarak uygun araliklara karar verilmistir. Bu
kapsamda, elde edilen dogruluk degerleri yonlendirici
olmustur. Sonrasinda, yazilim bu araliklar icinde en
yuksek dogruluk veren parametreleri optimizasyonla
belirlemektedir.

Basaraner ve Cetinkaya (2017) dairesellik,
disbiikeylik ve dikdortgensellik sekil gostergeleri ve kutu
grafikleri yardimiyla belirlenen esik degerlere dayali
siniflandirma yaklasimiyla sirasiyla %73.8 (x = 0.491),
%88.3 (x =0.784), %85.5 (x = 0.736) genel dogruluk elde
etmislerdir. Bu sekil gostergeleri ile kullandiklar1 diger
siniflandirma semalar1 daha diisiik dogruluk liretmistir.
Bu calisma da ise, tekli sekil gostergesi kullanimina
dayali bulgulara gore sekil gostergelerinin birlikte hem
rastgele orman ve hem de gradyan artirma topluluk
6grenme algoritmalariyla kullanilmasinin siniflandirma
dogrulugunu artirdig1 gésterilmistir.

Dikdortgensellik (DD)

> 0.591
Digbukeylik (DB)

>0.934 =< 0934
Basit

Dairesellik (D)

>0.543 < 0.543
Orta

Dairesellik (D)

>0.629 = 0.629
Basit Orta

< 0.591
Disbukeylik (DB)
i g < 0.406
Digbikeylik (DB) Karmasik
=

>0.472 = 0472

Dairesellik (D) Karmasik

>0.371 =037

Orta Karmasik

Sekil 6. Rastgele orman algoritmasiyla elde edilen karar agaglarindan bir 6rnek
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Disbukeylik (DB) Dairesellik (D)

<0.888 >=0.888 <0.290 >=0.290
908 Dairesellik (D) Dairesellik (D) Dairesellik (D)
<0548 >= 0548 <0210 >=0210 <0366 >=0366
0.025 0.100 0.100 0.070 -0.020 -0.050
Basit Orta

Digbukeylik (DB)

<0925 >=0.925

Dairesellik (D) -0.080

<0.316

Dairesellik (D)

<0227 »>=0227

-0.050 -0.009

>= 0316

Dikdortgensellik (DD)

<0791  >=0791

0.100 0.025

Karmasik

Sekil 7. Gradyan artirma algoritmasiyla elde edilen karar agaglarindan bir drnek

4. Sonuglar

Bu makale, sekil gostergeleri ve topluluk 6grenmesi
algoritmalariyla bina detaylarinin sekil karmasik
diizeylerinin otomatik olarak belirlenmesini ele almistir.
Bu kapsamda, oOnceki calismalarda basarili bulunan
dairesellik, disbiikeylik ve dikdortgensellik —sekil
gostergeleri ile birlikte rastgele orman ve gradyan
artirma topluluk 6grenmesi algoritmalar1 kullanilmistir.
Bu yaklasim, OSM’den elde edilen 300 adet bina tizerinde
test edilmistir. Siiflandirma dogrulugu incelemesi i¢in
egitim verisi olusturmak {izere tim binalar sekil
karmasiklik diizeylerine gore basit, orta ve karmasik
olarak etiketlenmistir. Deneysel ¢alisma sonucu, her iki
algoritmayla oldukca yiiksek dogruluk diizeyleri elde
edilmistir. Rastgele Orman algoritmasinin ¢ok az daha iyi
sonug verdigi gézlemlenmistir. Dolayisiyla, birden fazla
sekil gostergesinin, uygun topluluk Ggrenmesi
algoritmalariyla kullaniminin bina sekil karmasiklik
diizeylerini otomatik olarak belirlemede oldukca etkin
oldugu ve onceki c¢alismalarda yer alan tekli sekil
gostergesi ve CBS siniflandirma semalart kullanimina
gore performansi artirdigl gorilmistar.

Her iki algoritmadan elde edilen c¢oklu karar
agaclarina dayali modellerin farkli bina veri setlerinin
siniflandirilmasinda kullanilabilecegi dngoriilebilir.

Gelecek calismalarda, daha fazla ve farkl sekilsel
ozellikleri olgen sekil gostergeleri kullanilarak
degerlendirmeler yapilabilir. Bu kapsamda, farkli makine

6grenmesi algoritmalari ve istifleme (stacking) yontemi
de test edilebilir. Ayrica, sekil karmasiklik
kategorilerinin sayisi artirilabilir ve uygulama daha
kapsamli bir veri setiyle gerceklestirilebilir.
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