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Oz: Bobrekler, saglikli bir yasam siirdiirebilmemiz igin gerekli olan bir takim islevleri yerine getirmektedir. Kronik Bébrek
Hastaligi (KBH), bobreklerin gorevini yerine getiremedigi durumlarda ortaya ¢ikmaktadir. KBH verileri UCI makine 6grenimi
veri tabanindan alinmistir. KBH veri seti 400 kisiye ait 24 farkli 6zellikten olusmaktadir. Bu ¢alismada, KBH tanisi icin KBH
verilerine Genetik Algoritma - Dalgacik Cekirdegi — Ug Ogrenme Makinesi (GA-DC-UOM) yontemi uygulanmistir.
Gelistirilen DC-UOM smiflandiricis;, KBH verilerini smiflandirmak icin kullanilmistir. GA, UOM 'nin gizli katman néron
sayist ve dalgacik cekirdeginin k, 1, m parametre degerlerini optimize etmek igin kullanilmistir. Ayrica, DC-UOM 'nin
simiflandirma performansim artirmak icin GA uygulanmaktadir. 400%24 dznitelik vektdrii, DC-UOM smiflandiricisia girdi
olarak verilmisti. GA-DC-UOM 'nin basaris;, smiflandirma dogrulugu, duyarhlik ve ozgiilliik analizi kullamlarak
hesaplanmistir. Onerilen GA-DC-UOM yonteminin simflandirma basaris1 %98,42 olarak hesaplanmistir. Dalgacik gekirdek
fonksiyonunun k, 1, m parametrelerinin optimum degerleri sirasiyla 5, 3 ve 12 olarak bulunmustur. Gizli katman ndron sayisinin
optimum degeri 220 olarak bulunmustur.

Anahtar kelimeler: Ug Ogrenme Makinesi, Dalgacik Cekirdegi, Genetik Algoritma, Kronik Bobrek Hastaligi, Tan1 Sistemi.

An Expert System Based On Genetic Algorithm - Wavelet Kernel - Extreme Learning Machine For The
Diagnosis of Chronic Kidney Disease

Abstract: The kidneys perform a number of functions that are necessary for us to maintain a healthy life. Chronic Kidney
Disease (CKD) occurs when the kidneys can not perform their duty. The CKD data have been taken from the UCI machine
learning database. The CKD data set comprise of 24 different properties of 400 individuals. In this study, Genetic Algorithm-
Wavelet Kernel-Extreme Learning Machine (GA-WK-ELM) method is applied to CKD data for the diagnosis of CKD.
Developed WK-ELM classifier has been used to classify CKD data. GA has been used to optimize the hidden layer neuron
number of ELM and the k, I, m parameter values of Wavelet Kernel(WK). In addition, GA is applied to increase the
classification performance of WK-ELM. The feature vector of 400 * 24 is given as input to the WK-ELM classifier. The
success of GA-WK-ELM is calculated by using classification accuracy, sensitivity and specificity analysis. The classification
success of the suggested GA-WK-ELM method has been calculated 98.42%. The optimal values of k, I, m parameters of the
wavelet kernel function have been found 5, 3 and 12 respectively. The optimum value of the hidden layer neuron number has
been found 220.

Key words: Extreme Learning Machine, Wavelet Kernel, Genetic Algorithm, Chronic Kidney Disease, Diagnostic System.
1. Giris

Bobrek hastaligi, son yillarda goriilen ve kotii sonuglar dogurabilen bir halk sagligi sorunudur. Ayrica, bobrek
fonksiyon kaybi, kardiyovaskiiler hastalik ve erken 6liim dahil olmak iizere olumsuz sonuglarla birlikte kronik
bobrek hastaliginin (KBH) erken asamalarinda daha yiiksek bir risk bulunmaktadir[1]. Kronik bobrek hastaligi,
bobrek fonksiyonlarinda degisikliklere yol agmasi gereken glomeriiler filtrasyon hizinda kalici bir azalmanin
belirtisidir. Bu durum siklikla glomeriiler uyum oran: 25 ml / dk' nin altina diistiiglinde ortaya ¢ikar. Glomeriiler
uyum orani normal miktarin % 75' i kadar azaldiginda, bu durum ortadan kaldirilsa da bobrek fonksiyonlarindaki
yetersizlik devam eder [2]. Kronik bobrek hastaligi, bobrek hasarinin etiyolojisine bakilmaksizin en az 3 ay
boyunca objektif bobrek hasar1 ve / veya <60 mL / dak / 1.73 m2 veya daha diisiik bir glomeriiler uyum oranina
sahip olmasi olarak tamimlanir. Bobrek hasarmin varligi, bobrek histolojisinden iireyen bobregin yapisal veya
fonksiyonel anomalileri veya idrar veya kan kombinasyonundaki anormallikler veya goriintiilleme testlerindeki
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anormallikler ile tanimlanabilir. Bobrek hasarinin en yaygin ve en kolay gergek belirteci, mikroalbiiminiiri dahil
proteiniiri varligidir [3], [4].

Literatiirde KBH alaninda yapilan siniflandirma ¢aligsmalart incelendiginde, yapay sinir aglart [5], naive bayes
[6,7], K-En Yakin Komsu (KNN)[7] , radial tabanl sinir aglar1 [8], destek vektér makinesi [9], rastgele orman
[10,11], karar agac1 [12], ve Ky1ldiz[12] algoritmasi olarak karsimiza ¢ikmaktadir. Gunarathne, W.H.S.D. ve ark.
[13], KBH alaninda teshis yapabilmek i¢in makine 6grenmesi siniflandirma algoritmalarini kullanmiglardir.
Caligsmada farkli siniflandirma algoritmalar1 kullanarak KBH teshisi yapilmistir. Veri kiimesindeki 25 6znitelik,
14 6znitelige indirgenmistir. Elde edilen bu 6znitelikler, ¢ok sinifli karar ormani algoritmasi ve farklt modellerle
elde edilen Ozniteliklerle karsilagtirilmistir. Charleonnan, A. ve ark. [14], KBH' yi tahmin etmek i¢cin makine
ogrenmesi tekniklerini karsilastirmistir. Bu ¢alismada kullanilan dort adet makine 6grenmesi teknigi sirasiyla,
KNN, Destek Vektor Makinesi (DVM), Lojistik Regresyon (LR) ve Karar Agaci siniflandiricilaridir. KBH’ i
tahmin etmek ve en iyi siniflandiriciyr se¢mek i¢in bu ¢alisma gergeklestirilmistir. Sonug olarak bu ¢aligmada,
DVM ile en iyi siniflandirma sonucu % 98,3 olarak bulunmustur. Sharma, S. ve ark. [15], karar agac1 algoritmasini
kullanarak bir dogruluk analizi yapmustir. Bu ¢alismada veri kiimesinin tiim 6zelliklerini kullanmak ve karar
agaclarini kategorize etmek i¢in ¢oklu karar agac¢lart kullanilmistir. Yildirim, P. [16], KBH ile ilgili tibbi karar
sistemi i¢in sinir ag1 siniflandiricist gelistirmistir. Ahmad, M. ve ark. [17], KBH’yi DVM kullanarak
simiflandirmistir. Sistemin gelistirilmesinin amaci, KBH tanisinda bir karar destek sistemi kurarak KBH'nin olup
olmadigini tahmin etmektir. Bu tanisal karar destek sisteminin dogrulugu %98.34'tiir. Sinha, P. ve ark. [18], KBH
icin KNN ve DVM siniflandirici performansini karsilagtirmistir. Deneysel sonuglardan, KNN siiflandiricisinin
basarisinin DVM' den daha iyi oldugu sonucuna varilmistir. Mat, A.N. ve ark. [19], KBH teshisinde KNN
smiflandiricinin performansini arttirmak amaciyla genetik algoritmalar ve temel bilesenler analizini (PCA) hibrit
sekilde kullanmistir. Arora, M. ve ark.[20], Vijayarani, S. ve ark.[21], caligmalarinda KBH verilerinin
smiflandirmasi icin DVM ve sinir aglar1 gibi smiflandirma algoritmalarini kullanarak dogruluk agisindan iyi
sonuglar {iretmistir. Baby, P. S. ve ark.[22], ADT agaglar, Naive Bayes , J48, Kyildiz algoritmalarini kullanarak
KBH verilerini siniflandirmistir. Saurabh, N. Ve ark[23], KBH verilerinin siniflandirmasi i¢in Naive Bayes,
DVM, J48, Rastgele orman ve KNN algoritmalarint kullanmistir. Shanthakumari, A. S. ve ark.[24], kronik bobrek
hastalig1r tahmini i¢in toplu 6grenmeli destek vektdor makinesi yontemini kullanarak karsilastirmali analiz,
simiflandirma dogrulugu, f-6l¢iimii, yiizde hatas1 vb. ¢esitli metrikler agisindan karsilastirmustir.

Bu calismada, KBH tanisi i¢in Genetik Algoritma - Dalgacik Cekirdegi — U¢ Ogrenme Makinesi (GA-DC-
UOM) hibrit yéntemi uygulanmustir. Gelistirilen DC-UOM simiflandiricisi, KBH verilerini siniflandirmak icin
kullanlmistir. GA, UOM 'nin gizli katman ndron sayisini ve dalgacik ¢ekirdeginin k, 1, m parametre degerlerini
optimize etmek i¢in kullanilmistir.

Bu makalenin organizasyonu su sekildedir:

Boliim 2’de, Dalgacik Cekirdegi — Ug Ogrenme Makinesi yontemi anlatilmistir. Béliim 3'te, Genetik Algoritma
ile ilgili bilgi verilmistir. B6lim 4'te, veri seti tanitilmaktadir. Boliim 5'te Onerilen yontem agiklanmistir. Son
olarak, Boliim 6'da deneysel sonuglar verilmistir.

2. U¢ Ogrenme Makinesi

Ug Ogrenme Makinesi(UOM), tek gizli katmanli ileri beslemeli Yapay Sinir Aglarin1 (YSA) egitmek igin
onerilen bir yontemdir [25], [26]. Bu modelde UOM, giris ve ¢ikis agirliklar rastgele hesaplanmaktadir. UOM,
gizli katmanda sigmoid, siniis, gauss ve sabit limit aktivasyon fonksiyonlarin1 kullanmaktadir [27]. UOM, ¢ikis
katmaninda dogrusal fonksiyonlar kullanmaktadir. Ayrica tiirevi olmayan veya aralikli aktivasyon fonksiyonlarini
da kullanabilir [28].

Bir tek gizli katmanli ileri beslemeli agdaki esik degerleri ve giris-¢ikis agirliklart ag performansini etkilemez.
UOM'de esik degerleri ve girdi agirliklar rastgele olusturulur, ¢ikis agirliklarr hesaplanir. Bu nedenle UOM,
geleneksel yontemlerden daha iyi ve daha hizlidir[29]. UOM, gizli katmanin baslangi¢ parametrelerini ayarlamaz.
Bu algoritma, dogrusal olmayan fonksiyonlarda gizli néronlar1 kullanir. Farkli 6rnek veri setleri igin

{(pj ,M; )‘ p; Q' ,mj e Q% j=1...M } k, UOM' nin gizli bir ndron olarak hedef fonksiyonudur [30].

K
u (p) =Y N;jh;(p)=h(p)N, (1)
j=1

h=[h,(p),h,(p),....n (p)] D, gizli katmanin hedef vektdriinii temsil eder. hedef ndronlar ve gizli katman néronlar
arasindaki agirlik vektoriinii temsil eder. h vektorii, girdi alanini UOM &zellik alania déniistiiriir [15]. UOM' yi

76



Derya AVCI, Akif DOGANTEKIN

optimize etmek i¢in ¢esitli yontemler gelistirilmistir. Egitim ve ¢ikis hatalarini azaltmak i¢in agirliklar en aza
indirilebilir. Béylece sinir aginin tiim performansi iyilestirilir [31].
Minimize: TN -w[, |N| )

N :TT(%+TTT)‘1W 3)

T, gizli katman hedef matrisini W, 6rneklerin beklenen hedef matrisini R, regresyon katsayisini temsil etmektedir.
Denklem 4'te UOM &grenme algoritmasi igin ¢ikis fonksiyonu gosterilmektedir.

u(p)=h(p)TT(§+TTT)-1W

(4)
Ozellik vektorii bilinmiyorsa, UOM' nin ¢ekirdek matrisi Mercer' in kosullartyla aciklanabilir [32].
K=TT": kj, =h(p;)h(p,)=b(p;.P,), )
UOM fonksiyonuna dayali dalgacik cekirdegi Denklem 6’da gdsterilmektedir.
1 -1
u(p) =[b(p, py).......p(P, Pm )](—+ KJ w
R (6)

K=TT" ¢ekirdek matrisini, b(P.9) YOM' nin ¢ekirdek fonksiyonunu temsil etmektedir. Bu ¢alismada,
DC-UOM performans testi i¢in Denklem 7 kullanilmistir[33], [34].

b(p.g) :CO{k pl_gjexp{_ Hpr:ng J
(7

DC' nin k, | ve m ayarlanabilir parametreleri siniflandirmanin bagarisini etkilemektedir. Bu nedenle k, | ve m
parametrelerinin degerleri dikkatlice ayarlanmalidir. DC-UOM &grenme algoritmas, literatiirdeki diger
algoritmalardan daha iyi genelleme yetenegine sahiptir. DC-UOM, klasik UOM' den daha hizlidir [35-38].

3. Genetik Algoritma

Genetik algoritma(GA), dogada gozlemlenen evrimsel siireclere benzer sekilde calisan bir optimizasyon
yontemidir. GA, sorunlara tek bir ¢ézlim iiretmek yerine, farkli ¢dziimlerden olusan bir dizi ¢oziim iiretir.
Boylelikle arama alaninda bir¢ok nokta ayni anda degerlendirilmekte ve biitiinciil ¢dziime ulagma olasiligt
artmaktadir [39]. Sorunun olas1 ¢6ziimlerini simgeleyen kiimelere GA'da popiilasyon denir. Popiilasyon, birey ad1
verilen bir say1 dizisinden olusur. Etkili bireyler, evrimsel bir siiregte GA tarafindan tespit edilir. Popiilasyondaki
her bir bireyin soruna bir ¢6ziim olup olmayacagina karar veren bir uygunluk fonksiyonu vardir [40]. Uygunluk
fonksiyonlari, diger bireylerle ¢ogalma firsati verir. Bu bireyler gecis siirecinin sonunda ¢ocuk adi verilen yeni
bireyler iiretirler. Cocuk, ebeveynlerin (anne, baba) 6zelliklerini tasir. Yeni popiilasyon, dnceki popiilasyondaki
yiiksek uyumlu bireylerin bir araya gelmesiyle olusur [41, 42]. En yiiksek uygunluk degerine sahip bireyler ne
kadar c¢ok bir araya gelir ve yeni bireyler olusturursa, arama alaninda o kadar iyi ¢alisma alani elde edilir. GA'nin
yapist Sekil 1'de gosterilmektedir.
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4. Veri Seti Ozellikleri

KBH verileri, UCI makine 6grenimi veritabanindan alinmistir [43]. Veri seti, 2-90 yas araligindaki insanlara
ait 250 kronik bobrek hastasi ve 150 saglikli kisi olmak {izere toplam 400 kisinin 6zelliklerini icermektedir.
Calismada kronik bobrek hastaligmmin belirlenmesinde 400 kisiye ait 24 farkli 6zellikten olusan veri seti
kullanilmustir. 24 farkli degerin miktarinin hastaligin olusumunda etkili oldugu diistiniilmektedir. Veri setinde

kullanilan 6znitelikler Tablo 1°de gosterilmistir.

Tablo 1. Veri seti ozellikleri

Oznitelik Ac¢iklama Deger
age yas sayisal
bp kan basinct sayisal
Sg idrarda 6zgiil sayisal
agirhik (1.005,1.010,1.015,1.020,1.025)
al albumin sayisal (0,1,2,3,4,5)
su seker sayisal (0,1,2,3,4,5)
rbc kirmizi kan nominal (normal,anormal)
hiicreleri
pc iltihap hiicresi nominal(normal,anormal)
pcc iltihap hiicre nominal (mevcut,mevcut degil)
kiimeleri
ba bakteri nominal (mevcut,mevcut degil)
bgr rastgele kan sayisal
sekeri
bu kanda iire sayisal
sC serum kreatinin _ sayisal
sod sodyum sayisal
pot potassium sayisal
hemo hemoglobin sayisal
pcv paketlenmis sayisal
hiicre hacmi
wc Beyaz kan sayisal
hiicre sayisi
rc kirmizi kan sayisal
hiicresi sayisi
htn Hipertansiyon nominal (Evet,Hayir)
dm seker hastalig nominal (Evet,Hayir)
cad koroner arter nominal(Evet,Hayr)
hastalig
appet istah nominal (iyi,kotii)
pe 6dem nominal (Evet,Hayir)
ane anemi nominal (Evet,Hayir)
class sinif nominal (KBH, KBH degil)
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5. Materyal Metot

Bu c¢aligmadaki uygulama Matlab R2018b kullanilarak yapilmistir[44]. Genetik Algoritma —Dalgacik
Cekirdegi-U¢ Ogrenme Makinesi(GA-DC-UOM) iic asamadan olusmaktadir. Ilk asama, Kronik Bobrek
Hastaligi(KBH) veri setinden alinan verileri icermektedir. Veri seti toplam 400 vaka ve 24 6zniteligi icermektedir.
Ikinci asamada, GA ile UOM' nin gizli katman ndron sayisi ve dalgacik cekirdeginin parametreleri optimize edilir.
3. asamada, veri setindeki 24 6znitelik, GA tarafindan hesaplanan optimum degerlerle DC-UOM smiflandiricisina
verilir. Cikista kronik bobrek hastalig1 olan veya kronik bobrek hastalig1 olmayan seklinde iki sinif bulunmaktadir.
Kronik bobrek hastalig1 icin akilli teshis sistemine dayali GA-DC-UOM sisteminin akis semasi Sekil 2'de
gosterilmektedir.

Genetik
Algoritma

Kronik Bobrek »
Hastasi Veri Seti —— DC-UOM
(400724)

!

Karar
Durumu

l

Kronik Bébrek
Hastasi veya Kronik
Bobrek Hastasi
Dedgil

Sekil 2. GA-DC-UOM'in akis semasi

Kronik bobrek hastaligi veritabanindaki 400X24 boyutundaki 6zellik vektdrii, DC-UOM smmiflandiricisina
girdi olarak verilir. DC-UOM 'nin yapisinda, dalgacik cekirdeginin ayarlanabilir {i¢ parametresi vardir. Bu
parametreler UOM'nin dalgacik ¢ekirdeginin k, 1, m parametreleri ve gizili katman ndron sayist UOM'nin
performansinda dnemli bir rol oynamaktadir. Bu nedenle bu parametreler ve gizili katman néron sayisi degerleri
dikkatli secilmelidir. Bu ¢alismada, DC-UOM’ nin k, 1, m degerleri ve gizili katman ndron sayis1 parametrelerinin
optimum degerleri GA kullanilarak elde edilmistir. GA yapisinda, bir birey toplam 20 bitten olusur. 20 kisinin 1.,
2., 3. ve 4. bitleri, dalgacik ¢ekirdeginin k parametre degerlerini, 5., 6., 7. ve 8. bitleri, dalgacik ¢ekirdeginin 1
parametre degerini, 9., 10., 11. ve 12. bitleri, dalgacik ¢ekirdeginin m parametre degerini (1 ile 16 arasi) temsil
etmektedir. Son 8 bit gizli katman ndron sayisim (5 ile 259 arasinda) temsil etmektedir. ilk popiilasyonda bireyler
rastgele secilmektedir. GA kullanilarak DC-UOM siniflandiricisinin en iyi performansmin elde edilmesi
amaglanmaktadir. DC-UOM smmiflandiric1 260 veri seti ile egitilmistir. Kalan 140 veri seti, DC-UOMyi test etmek
icin kullanilir. Kronik bobrek hastaligi olan veya kronik bobrek hastaligi olmayan seklindeki 2 durum,
simflandiricinin ¢ikisim temsil etmektedir. DC fonksiyonunun parametresinin ve UOM'in gizli katman noron
sayisimin optimum degerleri, 6nerilen GA-DC-UOM yéntemi ile hesaplanmistir. Sonug olarak GA-DC-UOM,
kronik bobrek hastaliginin teshisi igin ¢ok giiclii ve gercek zamanl bir sistemdir. Bu ¢alismada, GA-DC-UOM'
nin performansini bulmak i¢in ortalama degerler hesaplanmigtir. GA’da ilk popiilasyon, 40 bireyden rastgele
secilmektedir.

Tablo 2’de DC fonksiyonunun k, I, m parametrelerinin kodlama degerleri, Tablo 3'te gizli katman ndron
sayisint kodlanmasi verilmistir. GA’daki 20 bireyin ilk dort biti (1., 2., 3. ve 4. bitler) DC fonksiyonunun k
parametre degerlerini (1 ile 16 aras1), 5., 6., 7. ve 8. bitler DC fonksiyonunun | parametre degerini (1 ile 16 arasi),
9.,10., 11. ve 12. bitler DC fonksiyonunun m parametre degerini (1 ile 16 arasi), son 8 bit ise gizli katman ndron
sayisint (5 ile 259 arasinda) temsil etmektedir [38].
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Tablo 2. Cekirdek fonksiyon parametreleri i¢in kodlama

k, 1, m parametrelerinin degerleri Kodlama
1 0000
2 0001
3 0010
4 0011
5 0100
6 0101
7 0110
8 0111
9 1000
10 1001
11 1010
12 1011
13 1100
14 1101
15 1110
16 1111

Tablo 3. Gizli katman néron sayisinin kodlanmast

Gizli katman néron sayisi Kodlama
5 00000000
6 00000001
7 00000010
8 00000011
259 11111111

GA-DC-UOM 'nin basarisi, siniflandirma dogrulugu, ROC egrileri, duyarlilik ve 6zgiilliik analizi kullanilarak
hesaplanmaktadir. Veri setleri i¢in siniflandirma performansi Denklem 8 kullanilarak hesaplanmaktadir.
Duyarlilik ve 6zgiilliik analizi ise Denklem 9, Denklem 10 kullanilarak hesaplanmaktadir.

el

> assess(c, ) ®
Correct accuracy (C) = k:lT ¢ <C
assess(C) = {l if classify(c) = em
0 otherwise
1, if classify(c) =c.
assess(c) =+ T classi(©) =cd .
0, otherwise
sensivity(%) = _TP
TP + FN "
e ™ "
specificity(%) = ——— (
pecificity (%) FN +TN

Burada; TP gercek pozitifleri, TN ger¢ek negatifleri, FP yanlis pozitifleri, FN yanlis negatifleri sembolize
etmektedir [45], [46].
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6. Sonuclar ve Karsilastirmalar

Onerilen GA-DC-UOM 'nin performansi, smiflandirma dogrulugu, ROC egrileri, duyarlilik ve 6zgiilliik
analizi kullanilarak hesaplanmaktadir. Farkli gizli katman ndron sayisi ve ¢ekirdek fonksiyonlarindan olusan
klasik UOM smiflandiricilarin performansi, optimal gizli katman ndron sayis1 ve optimal k, 1, m parametrelerinden
olusan GA-DC-UOM yénteminin performansi ile karsilastirilmaktadir. Tablo 4’te Onerilen GA-DC-UOM 'nin
dalgacik ¢ekirdegi k, 1 ve m parametre degerleri ve gizli katman ndron sayisinin en iyi 5 performansinin parametre
degerleri verilmektedir. UOM’nin  optimum parametrelerini bulmak igin farkli aktivasyon fonksiyonlari
kullanilmaktadir. En iyi performans, gizli katman néron sayisi sayisinin asamali olarak I'den 100 adima
cikarilmasiyla test edilmistir. Tablo 5’te ise klasik UOM’nin farkli parametreler ve farkl1 aktivasyon fonksiyonlar
igin performans1 verilmistir. Tablolardan goriildiigii gibi énerilen GA-DC-UOM 'nin smiflandirma basarimi klasik
UOM’ den daha basarili sonuclar vermektedir.

Tablo 4. Onerilen GA-DC-UOM 'nin en iyi 5 performansinin parametre degerleri

K | Gizli Katman Dogruluk

Noron Sayisi (%)
5 3 12 220 98.42
5 13 16 188 97.84
10 9 10 207 96.68
16 5 9 198 95.97
15 16 4 166 95.2

Tablo 5. UOM’nin farkli parametreler ve farkli aktivasyon fonksiyonlari igin performansi

Aktivasyon Gizli Dogruluk (%)
Fonksiyonu Katman Eziti Test
Néron gitim
10 79.69 76.02
20 78.65 75.00
30 77.60 76.50
40 77.08 76.04
Logarithmic- 50 77.08 76.04
sigmoid 60 5073 p——
70 77.60 75.52
80 80.73 79.17
90 80.73 72.40
10 81.25 74.48
10 78.47 78.13
20 81.03 80.21
30 82.05 81.25
40 80.73 77.08
Tangent - sigmoid 50 85.02 84.61
60 80.73 80.21
70 82.64 76.56
80 84.03 76.56
90 84.03 75.52
100 84.55 79.69

Onerilen GA-DC-UOM igin en iyi siniflandirma basarimi % 98.42 olarak bulunmustur. Buna bagli olarak
dalgacik ¢ekirdeginin k, I, m parametrelerinin degerleri 5, 3 ve 12 olarak, gizli katman ndron sayis1 220 olarak
bulunmustur.

Tablo 6’da, énerilen GA-DC-UOM 'nin en iyi performansinin dogruluk ve duyarlilik degerleri gosterilmektedir.
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Tablo 6. Onerilen GA-DC-UOM yonteminin duyarlilik ve 6zgiilliik degerleri

Methot Siniflandirma
Basarim (%)
Dogruluk Analizi 97.96
Duyarhhk Analizi 08.88
Ortalama 98.42

ROC egrileri ve AUC degerleri TP, TN, FP ve FN degerleri kullanilarak bulunur. Bu uygulamanin ROC
egrisi sekil 3'te gosterilmektedir. ROC egrilerinin AUC degeri, kronik bébrek hastaligi verileri icin GA-DC-UOM
kullanilarak 0,984 olarak hesaplanmaktadir.

GA-DC-UBM Simiflandiricisimin ROC Egrisi
T T T T T

GA-DC-UOM Siniflandincis)

L L L L L L L L
0.1 02 03 04 05 06 07 08 09 1

Sekil 3. GA-DC-UOM’nin ROC egrisi

Kronik bobrek hastaligi teshisi i¢in onerilen GA-DC-UOM yonteminin egitim ve test siiresi Tablo 7'de
gosterilmektedir.

Tablo 7. GA-DC-UOM yénteminin egitim ve test siiresi

Zaman (s)
Egitim Test
GA-DC-UOM 0.0164 0.0141

7. Tartisma

Bu calismada, kronik bébrek hastaligi teshisi icin GA-DC-UOM 'ye dayali akilli bir teshis sistemi
gelistirilmistir. Onerilen yontem, 6zellik vektdriinii dogrudan kullanma yetenegi, hizli egitim-test siiresi ve
geleneksel sinir aglar1 {izerinde genelleme gibi birgok avantaja sahiptir. Kronik bobrek hastaligi veritabanindaki
400X24 boyutundaki dzellik vektdrii, DC-UOM siniflandiricisina girdi olarak verilir. DC-UOM 'nin yapisinda,
dalgacik ¢ekirdeginin ayarlanabilir iic parametresi vardir. Bu parametreler UOM'nin dalgacik ¢ekirdeginin k, 1, m
parametreleri ve gizili katman noéron sayis1t UOM'nin performansinda énemli bir rol oynamaktadir. Bu nedenle bu
parametreler ve gizili katman noron sayis1 degerleri dikkatli segilmelidir. Bu ¢alismada, DC-UOM’nin k, 1, m
degerleri ve gizili katman noéron sayist parametrelerinin optimum degerleri GA kullanilarak elde edilmistir. GA
kullanilarak elde edilen optimum degerler, DC-UOM siiflandiricisinin yapisinda kullanilmistir. GA-DC-UOM
tabanli kronik bdbrek hastalig1 teshis sistemi %98.42’lik siniflandirma performansina sahiptir. Onerilen yontem
yardimiyla doktorlar hastalikla ilgili nihai bir karar verebilirler. Bu noktada doktorlar, kronik bobrek hastaligi
teshisi konusunda daha dogru bir karar vermek i¢in dnerilen yontemi kullanabilirler.
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