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Abstract

Firmalar, ézellikle e-ticaret firmalari, éneri sistemleri kullanarak
miisteri ~memnuniyetini, dolayisi ile karhiliklarini  artirmayi
hedeflemektedirler. Giiniimiizde Oneri Sistemleri yaygin olarak
kullanilmakta ve bunlart kullanan firmalara stratejik avantajlar
saglamaktadir. Bu sistemler farkli asamalardan olusurlar. [lk asamada
kullanici-tiriin degerlendirme matrisi kullanilarak aktif kullanici ile
diger kullanicilar arasindaki benzerlikler bulunur. Daha sonra bu
benzerliklerden yola cikilarak aktif kullanicinin yakin komsulari
belirlenir. Tahmin hesaplama asamasinda, ilk adimda bulunan
benzerlikler kullanilarak aktif kullanicinin yakin komsularinin agirlik
vektorii olusturulur. Komgsular tahmin hesaplamasina bu agirhiklar
oraninda etki ederler. Bu ¢alismamizda isbirlik¢i  filtreleme
algoritmalarinin son basamagi olan tahmin hesaplama adimi igin yeni
yontemler gelistirilmistir. Bu yéntemlerin basarimi literatiirde
kullanilan degerlendirme metrikleri ile Olgiiliip bu alanda yapilan
calismalar ile karsilastirilmigtir.

Anahtar kelimeler: Oneri sistemleri, Isbirlik¢i filtreleme,
Tahminleme metotlari

Companies, in particular e-commerce companies, aims to increase
customer satisfaction, hence in turn increase their profits, using
recommender systems. Recommender Systems are widely used
nowadays and they provide strategic advantages to the companies that
use them. These systems consist of different stages. In the first stage, the
similarities between the active user and other users are computed using
the user-product ratings matrix. Then, the neighbors of the active user
are found from these similarities. In prediction calculation stage, the
similarities computed at the first stage are used to generate the weight
vector of the closer neighbors. Neighbors affect the prediction value by
the corresponding value of the weight vector. In this study, we developed
two new methods for the prediction calculation stage which is the last
stage of collaborative filtering. The performance of these methods are
measured with evaluation metrics used in the literature and compared
with other studies in this field.

Keywords: Recommender system, Collaborative filtering,
Prediction methods

1 Giris

internet'in  yayginlasmasi, veri depolama birimlerinin
kapasitelerinin artmasi ve ucuzlamasi her gecen giin elektronik
ortamda tutulan verilerin artmasina yol agmistir. Bu verilerin
nasil yorumlanacag ve bilgiye nasil ulasilacagi 6nemli bir sorun
olmaktadir. Bu asamada oOneri sistemleri kullanicilardan
toplanan verileri isleyip anlaml bilgiler elde etmemizi saglayan
ve bu bilgilerin yorumlanacak diizeye gelmesini saglayan
araclar olmuslardir. Dolayisi ile 6neri sistemleri asir1 veri ile
basa ¢ikmak icin gelistirilen bilgisayar tabanh zeki tekniklerdir
[1].

Giiniimtzde 0ozellikle e-ticaret sitelerinin {riin yelpazesi
oldukca genistir. Bir kullanicinin bu iriinlerin hepsini
incelemesi ve denemesi miimkiin degildir. Oneri sistemleri
kullanicilarin igerik 6geleri (film, miizik kitap, vb.) hakkindaki
gecmisteki ilgi Dbilgilerini kullanarak daha o6nce hig
karsilasmadiklar bir icerik 6gesine olan ilgisini hesaplamaya
calisirlar. Yani oneri sistemleri kullanicilarin ilgi duyabilecegi
irtnleri kullaniciya 6nermeyi amag edinirler [2].

Oneri sistemleri girdi olarak aldiklar1 bilgiye gére degisik
siniflara ayrilmaktadir. Bu sistemlerden en basarili olanlar1 ve
en tanminmis olanlar1 icerik tabanh filtreleme ve isbirlikei
filtrelemedir [3],[4]. Igerik tabanli filtreleme teknikleri,
dokiimani icerigine gore secip belirli bir metin ararken,
isbirlikgi  filtreleme  teknikleri ~ kullamici  ilgilerinin
benzerliklerini kullanarak aktif kullaniciya en uygun triini
onermeye caligir.

2 Literatiir 6zeti

Oneri sistemleri 6zellikle e-ticaret hizmeti veren sitelerde
gittikce yayginlasmaktadir. MovieReco [5], Ringo [6],
VideoRecommender [7] ve MovieLens [8] gibi film icerikli
siteler, kullanicilarina gegmisteki tercihleri iizerinden en uygun
filmleri onerirken; Pandora [9] ve lastfm [10] gibi miizik
icerikli siteler kullanicilarina milyonlarca miizik igerisinden en
uygun miizikleri 6nerir. Ayrica oneri sistemleri Amazon [11],
Netflix [12], ve eBay [13] gibi e-ticaret uygulamalarinda da
kullamlmaktadir. Bu e-ticaret siteleri kullanicilarina
milyonlarca irlin igerisinden ilgilerini ¢ekebilecek ve
alabilecekleri iirtinleri 6nerirken sirket karlarini da artirirlar.

1987 yilinda yapilan bir ¢alismada tg¢ gesit bilgi filtreleme
tekniginden bahsedilir: Bilissel, Sosyal ve Ekonomik tabanlh
filtreleme [14]. Bilissel filtreleme teknikleri, dokiimani
icerigine gore seger ve belirli bir metin arar. Bir diger icerik
tabanh filtreleme tekniginde ise kullanicilar ilgilendikleri
dokiimanlar icerisindeki her bir terimin frekanslarindan olusan
bir agirlik vektoriine sahiptirler. Bu agirhik vektori kullanicinin
profilini olusturur [15]-[17].

icerik tabanh filtrelemede kullanicicnin  daha  dnce
degerlendirdigi iriinlerin profillerine bakilarak kullanicinin
goremedigi bir lriine olan ilgisi tespit edilmeye calisilirken,
isbirlik¢i filtrelemede ise kullanici degerlendirmelerinin
benzerliklerinden faydalanir. Ekonomik filtreleme ise triinii
fayda maliyet analizine gore degerlendirir.

Isbirlikci Filtreleme literatiirde ilk defa 1992 yilinda Goldberg
[18] tarafindan Tapestry olarak adlandirilan 6neri sisteminin
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ortaya atildig1 bir calismada geg¢mektedir [19]. Ayrica Oneri
sistemlerinde igerik tabanli filtreleme bilgi islemenin baslangici
olarak kabul edilir.

isbirlik¢i filtreleme, benzer kullanicilar benzer ilgi ve
begenilere sahiptirler yaklasimi ile calisir ve aktif kullanici ile
benzer olan kullanicilarin séz konusu iriine verdikleri
degerlendirmeleri kullanarak aktif kullanicinin s6z konusu
triine verdigi deger hesaplanmaya c¢alisihir. Biz bu
calismamizda, aktif kullanicinin séz konusu fliriine verdigi
degerlendirmeyi bulmak i¢in sadece aktif kullanici ile benzer
olan kullaniclarin degil, aktif kullamc ile benzer olmayan
kullanicilarin  da degerlendirmelerini goéz Oniine alarak
tahminleme yapan yontemler gelistirdik.

1998 yilinda Breese ve dig. [2] tarafindan yapilan ¢alismada
oneri sistemleri, model tabanl ve hafiza tabanh olmak iizere
ikiye ayrilmistir. Bu c¢alismada Bayesian aglarinin ve
korelasyon metotlarinin iyi sonuglar verdigi saptanmistir.

1999 wilinda Herlocker [20] oneri sistemlerinin degisik
basamaklarindaki farkh algoritmalar1 karsilastirmis ve su
sonuclar1 elde etmistir. Onem agirhiklandirmada n/50
agirliklandirmasinin, komsuluk se¢iminde en yakin k komsu
algoritmasinin, tahmin hesaplama asamasinda ise ortalama
farklardan sapma yonteminin diger yontemlere ve
algoritmalara gore daha iyi sonugclar verdigi tezini ortaya atmis
ve yapilan deneysel ¢alismalar ile bu goriisiinii ispatlamistir.

2000 yilinda Sarwar ve dig. [21] Tekil Deger Ayristirma
(Singular Value Decomposition-SVD) metodu ile kullanic iiriin
degerlendirme matrisinde boyut indirgeme y6ntemini ortaya
atarak bu alana farkh bir bakis agisi getirmislerdir. Bu
calismada SVD, miisteri ve Uriinler arasindaki gizli kalmis
iligkileri tespit etmek ve kompleks olan orijinal kullanici {iriin
degerlendirme matrisini kiiciilterek o6lceklenebilir sistemler
tasarlamak amaci ile kullanilmistir.

2010 yilinda Zeng ve dig. [22] aktif kullaniciya benzemeyen
kullanicilarin da tahminlemeye katkisinin olup olmadiginm
arastirmislar ve bu kullanicilar ile aktif kullanici arasinda bir
benzemezlik katsayis1 hesaplayip bu katsayiy1 da hesaplamaya
dahil etmislerdir. Aktif kullanici ile benzemeyen kullanicilarin
hesaplama  dogruluguna pozitif yonde etki ettigini
gozlemlemislerdir. Biz ise bu yayinda benzerlik bulma
adiminda standart Pearson korelasyon katsayisini kullandik.
0 ile 1 araliginda benzerliklere sahip kullanicilar aktif kullanici
ile benzeyen, 0 ile -1 araliginda benzerliklere sahip kullanicilar
ise aktif kullanici ile benzemeyen kullanicilarimizi olusturdu.
Daha sonra benzer ve benzer olmayan kullanicilar ile aktif
kullanicinin s6z konusu iiriine olan ilgisini hesaplamak i¢in iki
farkh tahminleme yontemi gelistirdik.

3 Isbirlikgi filtreleme yonteminin yapisi

isbirlikgi filtreleme algoritmasi éneri sistemlerinin en bagaril
yontemlerindendir. Isbirlikgi filtreleme algoritmalar1 benzerlik
hesaplamasi, komsuluk se¢cimi ve tahmin hesaplama olmak
iizere 3 ayr1 hesaplama basamagindan olusmaktadir.

3.1 Benzerlik hesaplamasi

isbirlikgi filtreleme algoritmalarinin ilk asamasi kullanicilarin
aktif kullanci ile benzerliklerini ifade eden agirliklar: bulmaktir
[20]. Bu asamada aktif kullanici ile s6z konusu iriini
degerlendirmis  diger  kullanicilar  arasinda  birlikte
degerlendirdikleri  triinler {izerinden bir benzerlik
hesaplamas1 yapilir. Benzerlik bulmada kosiniis benzerligi,
Pearson korelasyon katsayisi, ayarlanabilir kosiniis benzerligi

vb. olmak {izere bir ¢ok teknik kullanilmaktadir. Bunlar
arasindan en basarili olan1 Pearson korelasyon katsayisidir.
Burada bulunan benzerlikler isbirlikci filtrelemenin daha
sonraki agsamalarinda farkli amaglar i¢in kullanilacaktir.

3.1.1 Kosiniis benzerligi

Bu benzerlikte her bir kullamca daha  6nceki
degerlendirmelerinin bir vektdérii olarak disiintlir. Bu
durumda iki vektor arasindaki aginin kosiniis degeri, iki vektor
arasindaki benzerligi ifade eder. Kosiniis benzerligi Denklem
(1) ile hesaplanir.

Ziel Ra,i- Ru,i
(1)
\/Ziel Ra,i2 . \/Ziel Ru,i2

Denklem (1)'de sim(a,u) aktif kullanici ile u kullanicisi
arasindaki benzerlik degerini; I kiimesi aktif kullanic ile u
kullanicisinin gegmiste ikisinin de degerlendirdikleri iirtinlerin
kiimesini; R, ; aktif kullanicinin { iirtiniine verdigi degeri; R, ;
u kullanicisimin i triliniine verdigi degeri ifade etmektedir.

sim(a,u) =

Kosiniis benzerliginde iki kullanici arasindaki benzerlik 0 ile 1
arasinda degerler alir. Sonug 1'e ne kadar yakin ise kullanicilar
o kadar benzerdir diyebiliriz. Kosiniis benzerliginde iki
kullanicr arasindaki benzerlik 1 ise, bu kullanicilarin tipa tip
ayni degerlendirmeleri yaptigin1 gostermez; iki kullanicinin
degerlendirmeleri arasinda sabit bir katsay1 oldugunu gosterir
[23].

3.1.2 Pearson korelasyon katsayisi

Kullanicilar degerlendirme skalasini farkli algilayabilirler. Bazi
kullanicilar ¢ogunlukla skalanin iist degerlerini kullanmay:
tercih ederlerken bazi kullanicilar alt degerlerini tercih ederler,
digerleri ise nispeten daha homojen bir kullanim
gerceklestirebilirler.  Kosiniis  benzerligi  kullanicilarin
degerlendirme skalasim farkh algilamalarim géz ardi eder.
Pearson korelasyon katsayisi ise kullanici ortalamalarimi da
hesaba katarak bu olumsuzlugu azaltr. Yani Pearson
korelasyon Kkatsayisi yonteminde kullanici degerlendirme
vektori kullanicr tercih vektdriine doniistiiriiliir ve tercihler
tizerinden hesaplama yapilir. Pearson Korelasyon Katsayisi
Denklem (2) ile hesaplanir.

Yier(Rai — Rq)-(Ry;i — Ry)
JZiEI(Ra,i — Ry)? -JZiEI(Ru,i -Ry)

sim(a,u) =

(2

Denklem (2)'de sim(a,u) aktif kullanici ile u kullanicisi
arasindaki benzerlik degerini; I kiimesi aktif kullaniai ile u
kullanicisinin gecmiste ikisinin de degerlendirdikleri iirtinlerin
kiimesini; R,; aktif kullanicinin i {riiniine verdigi degeri;
R,; u kullanmcasmmin i irinine verdigi degeri; R, a
kullanicisinin iiriinlere verdigi degerlerin ortalamasini; Ry, u
kullanicisinin iriinlere verdigi degerlerin ortalamasini ifade
etmektedir.

Pearson korelasyon katsayis1 benzerliginde iki kullanici
arasindaki benzerlik -1 ile 1 arasinda degerler alir. Sonug 1'e ne
kadar yakin ise kullanicilar o kadar benzerdir diyebiliriz.

3.2 Komsuluk secimi

Isbirlikci filtreleme algoritmalarinin ikinci asamasi komsuluk
secimidir. Bir 6nceki asamada bulunan benzerlik degerleri bu
asamada aktif kullaniciya en yakin komsular1 bulmak igin
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kullanilir. Bu asamada esik deger ve k en yakin komsu
algoritmalari en ¢ok kullanilan komsuluk se¢im yontemleridir.

Esik deger yonteminde aktif kullanic ile belirli bir degerin
lizerinde benzerlige sahip olan kullanicilar aktif kullanicinin
komsular olarak secilip hesaplamaya dahil olurlarken; k en
yakin komsu yonteminde ise aktif kullanic ile benzerligi en
yliksek olan k adet kullanici secilip hesaplamaya dahil edilirler.

k en yakin komsu yonteminde veri setine uygun bir k degerinin
secilme zorunlulugu bu algoritmanin dezavantajidir. Uygun bir
k degeri secilmemesi hesaplamanin dogruluguna etki
edecektir. Eger k'y1 diisiik secersek aktif kullanici ile benzer
olan  kullanicilarin  bir  kismi  hesaplamaya  dahil
edilmeyeceginden, k'y1 yiiksek secersek de aktif kullanici ile
benzer olmayan kullanicilar da hesaplamaya dahil
edileceginden tahminlemenin dogrulugu negatif yo6nde
etkilenecektir. Aslinda benzer bir durum esik deger
algoritmasinda da vardir. Esik degeri diisiik secersek aktif
kullanica ile benzer olmayan kullanicilar da hesaplamaya dahil
edilecek ve tahminlemenin dogrulugunu diisiirecektir. Esik
degeri yiiksek secersek de hesaplama kapsami diisecektir.

3.3 Tahmin hesaplama

Tahmin hesaplama asamasinda ilk asamada bulunan benzerlik
degerleri agirhik vektoriinii olusturur. Yani bir kullanicinin aktif
kullanic ile arasindaki benzerlik, onun hesaplamaya ne kadar
etki edeceginin gostergesidir. Bir kullanicinin aktif kullanici ile
benzerligi cok fazla ise hesaplamaya da ¢okga etki eder.

Komguluk se¢imi yapildiktan sonra bu komsularin s6z konusu
triine verdikleri degerlendirmeler birlestirilerek tahmin
hesaplanir [20]. Bu asamada da en basarili tahmin hesaplama
yontemi ayarlanabilir agirhiklandirilmis ortalamadir.

Ayarlanabilir agirhklandirilmis ortalamada, kullanicilarin
degerlendirme skalasini nasil algiladiklar1 ve aligkanhklar: da
dikkate alinir [24],[25]. Bu sebeple daha gergek¢i tahminler
yapilir. Ayarlanabilir agirliklandirilmis ortalama Denklem (3)
ile gosterilmistir.

Yieu(Ryi — Ry).sim(a,w)

Yey Sim(a, u)

Ry = ﬁa_ + (3

Denklem (3)’de R,; a kullanicisinin i triiniine verdigi degerin
tahminini; R_a, a kullanicisinin, E, u  kullanicisinin
ortalamasini; sim(a, 1) a kullanicisi ile u kullanicisi arasindaki
benzerlik degeri; U kiimesi de a kullanicisimn yakin
komsularini ifade etmektedir.

4 Onerilen yontem

isbirlikgi filtreleme algoritmalarinda bir kullanicimin herhangi
bir iirtine olan ilgisini bulmak i¢in yapilmasi gereken ilk is bu
kullania ile s6z konusu iriinii degerlendiren kullanicilar
arasindaki benzerliklerin ve aktif kullaniciya en ¢ok benzeyen
kullanicilarin bulunmasi islemidir. Literatiirde bu alanda iki
kullania arasindaki benzerlik genellikle kosiniis benzerligi ve
Pearson korelasyon katsayisi gibi yontemler ile bulunmaktadir.

isbirlikgi filtreleme algoritmalarinin son basamaginda ise aktif
kullanicinin s6z konusu {riine ilgisinin olup olmadigimin
bulundugu tahmin hesaplama asamasi vardir. Tahmin
hesaplama asamasinda elde edilen deger, aktif kullanicinin s6z
konusu iiriine ilgisinin rakamsal degerini verir.

Bu c¢alismamizda oOneri sistemlerinin tahmin hesaplama
asamasl icin iki yontem Onerilmistir.

4.1 Yontem1

Tahmin hesaplama asamasinda aktif kullanicinin komsulari
kullamlarak s6z konusu iriine olan ilgisi hesaplanmaya
calisilir. Aktif kullanicinin komsular genellikle aktif kullanici ile
pozitif korelasyona sahip kullanicilardir. Bir bakima aktif
kullania ile sadece pozitif benzerlige sahip kullanicilar
tizerinden tahmin hesaplanir.

Benzer kullanicilar benzer ilgi ve begenilere sahip ise farkh
kullanicilar da farkl ilgi ve begenilere sahiptir. Eger aktif
kullama ile pozitif benzerlige sahip kullanicilar ilizerinden
tahmin hesaplaniyorsa bunun tam tersi de miimkiindiir. Yani
aktif kullanici ile negatif benzerlige sahip kullanicilar tizerinden
de tahmin hesaplanabilir.

a kullanicist u kullanicisi ile benzer ise ve u kullamcst i
Uriiniine x degerlendirmesi yapmis ise a kullanicisinin da i
iriiniine x’e yakin bir degerlendirme yapmasi beklenir. Tam
tersi bir sekilde a kullanicis1 u kullaniaisi ile farkh ise ve u
kullanmicist i driiniine x degerlendirmesi yapmis ise a
kullanicisinin i driiniine x’ten uzak bir degerlendirme
yapmasini bekleriz.

Bu yontemde aktif kullanicimin s6z konusu {riine olan ilgisi
bulunurken pozitif ve negatif benzerlige sahip kullanicilardan
yararlanilir. Hem pozitif hem de negatif benzerlige sahip
kullanicilar kullanilacagindan benzerlik yontemi olarak hem
pozitif hem de negatif degerler alabilen Pearson korelasyon ve
ayarlanabilir kosiniis benzerlikleri kullanilmistir.

Simy,, = Z Sim(a,u) 4)

ueu+

Denklem (4)’de U™ aktif kullanici ile pozitif benzerlige sahip
olan kullanicilarin kiimesini, n ise bu kiimedeki eleman sayisini
ifade eder.

Sitneg = Z Sim(a, u) (5)

uev-

Denklem (5)’de U~ aktif kullanicl ile negatif benzerlige sahip
olan kullanicilarin kiimesini, m ise bu kiimedeki eleman sayisin
ifade eder.

Toplam_Benzerlik = [Sim,,,| + [Simyeg] (6)
Poz_Oran = Sim,,,/ Toplam_Benzerik (7
Neg Oran = Sim,,,/ Toplam_Benzerik (8)

Denklem (6), (7) ve (8)’de ise pozitif ve negatif kullanicilarin
sonuca ne kadar etki edecegini belirleyen oranlar normalize
edilerek bulunmustur.

n
RS
eyt wi
RSimpoz = - n (9)
Ejm
_ Ziwer-Ru (10)
RSimneg - m

Denklem (9) ve (10)'da Rgynpo, aktif kullaniar ile pozitif

benzerlige sahip kullanicilarin, Rg;pye, ise aktif kullanic ile

negatif benzerlige sahip kullanicilarin s6z konusu iirline
yaptiklar1 degerlendirmelerin aritmetik ortalamasidir.
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a + (RSmeaz

_a + (RSLmneg -

=~

Tpoz — R,).Poz_Oran (11

=]

Theg = Ry).Neg_Oran (12)

Denklem (11) ve (12)’de R, aktif kullanicinin ortalamasi, Tyos
pozitif benzer kullanicilar kullanilarak bulunan tahmin, T;,. ise
negatif benzer kullanicilar kullanilarak bulunan tahmin olsun.
Son tahmin degeri, Denklem (13)’te gosterildigi gibi hem pozitif
benzer kullanicilardan hem de negatif benzer kullanicilardan
elde edilen sonuglarin agirliklandirilmis ortalamasi olarak
hesaplanir.

(Tpoz-n) + (Tneg-m)
n+m

T =

(13)

4.2 Yontem 2

Kullanicilarin iirtinlere vermis olduklart degerlerin standart
sapmalar1 kullanicilarin degerlendirme aligkanliklar: hakkinda
bilgi verir. Bazi kullanicilar degerlendirme skalasim daha dar
kullanirken, bazi kullanicilar da daha genis kullanabiliyor. Yani,
bazi kullanicilar degerlendirme skalasinin biitiin degerlerini
kullanirken bazilar1 da sadece yiiksek veya sadece diisiik olan
degerleri kullanabiliyor. Bu yiizden Yéntem 2’de kullanicilarin
triinlere verdikleri degerlerin standart sapmasi da
hesaplamaya dahil edildi.

Denklem (4)-(10)’da belirtilen degerler hesaplandiktan sonra
Denklem (14) ve Denklem (15) ile dpoz ve dneg degerleri
hesaplanir.

ZEU*‘Su

8poz = — (14)
mu-0

Oneg = —Z”E;T’l u (15)

Burada, 8, pozitif benzer kullanicilarin, 8., negatif benzer
kullanicilarin standart sapmalarinin aritmetik ortalamasin
ifade eder. Rgppo, Ve Rgimneg deerleri asafida belirtilen

kosullara gore Denklem (16) ve (17)’ye gore veya Denklem (18)
ve (19)’a gore hesaplanir:

Eger RSimpoz > RSimneg ise

RSimneg = RSimneg - (6Tl€g. 05) (16)

RSimpoZ = RSimpoz + (6p0Z. 05) (17)

Eger RSmeoz < RSLmneg ise

RSimneg = RSimneg + (6Tl€g. 05) (18)

RSimpoz = RSimpoz - (6}702. 05) (19)
Bulunan muhtemel tahmin degeri, pozitif benzer kullanicilarin
sz konusu trin icin verdikleri degerlerin ortalamasina yakin
ve negatif benzer kullanicilarin s6z konusu tiriin i¢in verdikleri
degerlerin ortalamasina uzak olmasi beklenir. Bu sebepten
dolay1 eger pozitif benzer kullanicilarin ortalamasi negatif
benzer kullanicilarin ortalamasindan yiiksek ise aktif
kullanicinin s6z konusu {riline yiiksek bir deger verdigi
diisiintilebilir. Bu durumda pozitif benzer kullanicilarin
ortalamasina standart sapma ortalamalarinin yarisi kadar
eklenir, negatif benzer kullanicilarin ortalamasi da standart
sapma ortalamasinin yarisi kadar azaltilir. Diger durumda

pozitif benzer kullanicilarin ortalamasi negatif benzer
kullanicilarin ortalamasindan kiiciik ise tam tersi islemler
yapilir.

Bu islemlerden sonra yine Denklem (11) ve (12)’de oldugu gibi
pozitif benzer kullamcilardan yararlanarak T,,,, ve negatif
benzer kullanicilardan yararlanarak T, degerleri hesaplanir.
Son tahmin degeri, Denklem (20)’de gosterildigi gibi T,,, ve
Thegdegerlerinin aritmetik ortalamasi alinarak hesaplanur.

Tpoz + Tneg

_ D
T = 5 (20)

5 Kullanilan veri seti ve degerlendirme
olciitleri

Bu béliimde yayin kapsaminda kullanilan veri seti ve Oneri
sistemlerinin performans 6l¢timlerinde kullanilan
degerlendirme o6l¢iitleri anlatilmistir.

5.1 Kullanilan veri seti

Oneri sistemleri alaninda bircok arastirmaci GrouplLens'in
1996 yilinda topladigr ve 100000 degerlendirmeden olusan
MovieLens veri setini kullanmistir. Bu veri setinde
degerlendirmeler 1 ile 5 araligindadir. 943 kullanicis1 ve 1682
filmi ({irtin) bulunan bu veri setinde her kullanicinin en az 20
degerlendirmesi mevcuttur.

Bu degerlendirmelerin 80000 tanesi egitim, 20000 tanesi de
test verisi olarak kullanilmistir. Dolayis1 ile 80000
degerlendirme kullanilarak 20000 degerlendirme tahmin
edilmis ve yapilan tahminlemenin basarimi bu alanda
kullanilan degerlendirme metrikleri ile dl¢iilmustiir.

5.2 Degerlendirme 6lciitleri

Oneri sistemlerinin performansi Kisisellestirebilme yetenegi,
hiz1 ve dogrulugu gibi kriterler ile 6l¢iilebilir; ancak bir éneri
sisteminin kalitesini belirleyen en 6nemli performans kriteri
dogruluktur.

Oneri sistemlerinin dogruluklar1 iki farkh metrik grubu ile
olciiliir: Istatistiksel dogruluk élgiitleri ve karar destek
dogruluk élgiitleri. Istatistiksel dogruluk 6lgiitleri bulunan
tahmin degerlerinin gercek degerlere matematiksel olarak ne
kadar yaklastiginin 6lgiisiidiir. En ¢ok bilinenleri Mean Square
Error (MAE), Root Mean Square Error (RMSE), NMAE'dir.

MAE adindan da anlasilacagi tizere hatalarin mutlak
degerlerinin ortalamasidir. MAE Denklem (21)’deki gibi
hesaplanabilir.

N
1 4
MAE = NZ|RW- - Ry (21)
i=1

Burada, N test verilerinin sayisi, R, ; gercek rate degeri, R,, ;'
algoritmanin tahmin ettigi degerdir. Biitiin gercek degerlerden
tahmin edilen degerler arasindaki sayisal uzakliklari toplayip
test verilerinin sayisina boldigimizde MAE sonucunu elde
ederiz.

Degerlendirme skalalarinin hepsi ayni araliklara sahip degildir.
Birisi 1-5 arasi degerlendirmelere izin verirken bir digeri 1-10
arasi degerlendirmelere izin verebilir. Bu da ¢ikan sonucun
sayisal degerini etkiler. Bu olumsuzlugun etkisini en aza
indirgemek icin NMAE metrigi oOneri sistemlerinde sikca
kullanilmaktadir. NMAE, MAE'nin farkh degerlendirme
skalalarina gére normalize edilmis halidir.
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RMSE’de ise tahmin degerlerinin gercek degerlere olan
yakinhigini bulmak i¢in Denklem (22) kullanilir.

N
1
RMSE = NZ(R,“- - R,) (22)
i=1

Karar destek dogruluk olciitleri yapilan tahminlemelerin
kullaniciy1 istedigi iirlinlere ne kadar yaklastirdiginin ve
istemedigi irtlinlerden ne kadar uzaklastirdiginin 6lgtisiidiir.
Burada da en ¢ok kullanilanlar1 Alict Calisma Karakteristigi
(Receiver Operating Characteristics - ROC) ve F1 6l¢titiidiir.

6 Deneysel sonuglar

Deneysel calismalarda 6nerilen tahmin hesaplama yéntemleri,
literatiirde geg¢en tahmin hesaplama yontemleri ile
Kkarsilastirllmigtir.  Onerilen yoéntemlerin bazi geleneksel
yontemlerden daha iyi oldugu baz1 yontemler ile de
yarisabildigi gorilmuiistiir.

Bu bélimde onerilen tahminleme metotlarinin geleneksel
algoritmalar tizerindeki etkisi incelenmis ve literatiirdeki
yontemler ile Kkarsilastirlmistir. Elde edilen sonuglar
Tablo 1'de goriilmektedir.

Tablo1: Onerilen yontemlerin geleneksel yéntemler ile

karsilastirilmasi.
Tahminleme Yon. MAE
Basit Ortalama 0.817
Agirhik. Ortalama 0.800
Yontem 1 0.783
Yontem 2 0.779

Tablo 1’deki degerler MAE ile hesaplanmis tahminleme
hatalarin1 gostermektedir. Buradaki degerlerin kii¢iik olmasi
gercek degerler ile tahmin degerleri arasindaki hatalarin az
olmasi anlamina gelir. Tablo 1 gelistirilen tahminleme
yontemlerinin ikisinin de geleneksel isbirlik¢i filtreleme
algoritmalarindaki tahminleme metotlarindan daha dogru
sonuglar tirettigi gozlenmistir.

isbirlikgi filtreleme algoritmalar girdi olarak ne kadar cok
degerlendirme bilgisi alirsa o kadar dogru sonuclar ftiretirler.
Ancak bu algoritmalarin tizerinde ¢alhistiklar1 kullanic {iriin
degerlendirme matrisinin seyrek olusu bu algoritmalarin daha
dogru sonuglar iiretmesindeki en biiyiik engellerden biridir. Bu
sebeple bu calismada daha dogru sonuglar elde edebilmek i¢in
aktif kullaniciyla benzer olmayan komsular1 da girdi verisi
olarak diisiiniilmiis ve tahminlemenin dogrulu artirilmistir.

Bir sonraki deneyde gelistirilen tahminleme ydntemleri bu
alandaki bazi yayinlarda o6ne siiriilmis yontemler ile
karsilastirllmis ve elde edilen sonuglar Tablo 2’de
gosterilmistir.

Tablo 2: Onerilen yéntemlerin literatiirdeki bazi calismalar ile

karsilastirilmasi.

Tahminleme Yon. MAE
Basit Ortalama [20] 1.162
Agirlik. Ortalama [20] 0.765
Pure CF [26] 0.840
Adjusted Cosine [26] 0.728
Traditional CF [27] 0.820
Proposed CF [27] 0.790
Yontem 1 0.783
Yontem 2 0.779

Tablo 2’deki sonuclara gore onerilen tahminleme metotlarinin
isbirlikgi filtreleme algoritmalarinin dogrulugunu arttirdigi ve
literatlirdeki benzerlerinin bazilarindan daha iyi oldugu
anlasilmistir.

7 Sonuglar ve oneriler

Bu calismamizda farkh bir tahminleme metodu iizerinde
durulmustur. Onerilen bu metotlar isbirlik¢i filtreleme
algoritmalarn lizerinde denenmis ve basarimi diger tahmin
hesaplama algoritmalar1 ve geleneksel yontemler ile
karsilastirlmistir.  Yapilan  karsilagtirmalardan  6nerilen
tahminleme metotlarinin geleneksel yontemlerden daha iyi
oldugu ve literatiirde 6nerilen diger algoritmalar ile de bas
edebilecek dogrulukta sonuglar trettigi gozlenmistir.

Isbirlik¢i  filtreleme algoritmalarinda sadece benzer
kullanicilardan  degil aym1 zamanda aktif kullaniciya
benzemeyen kullanicilardan da yararlanip isbirlikgi filtreleme
algoritmalarinin girdisini artirdik ve daha dogru sonuglar elde
ettik. Sonraki ¢alismalarda iriinlerin igerik verilerinden elde
edilen bilgiler kullanilarak sonuglar gelistirilebilir.
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