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Ozet: Giiniimiizde biligim alanindaki gelismeler sayesinde kullanicilar daha gelismis bilgisayar teknolojilerine hakim olmaktadir ve
bu gelismeler beraberinde sayisal verilerin birikmesine neden olmaktadir. Bilisim teknolojileri biriken verileri saklayabilir. Tiim bu
saklanan verilerin anlamlandirilmast i¢in veri madenciligi kullanilmaktadir. Veri madenciligi, verilerden 6nceden bilinmeyen anlamli
bilgileri tanimlama ya da tahmin etme tekniklerini igermektedir. Veri madenciliginde verileri ortak 6zellikleri ile gruplamak igin
kiimeleme algoritmalar1 yardimiyla ilging desenler bulunabilir. Bu calismada UCI Machine Learning Repository veritabanindan
“Flags” veri seti almarak k-means ve k-medoids bolimlemeli kiimeleme algoritmalariyla iilkelerin 6zelliklerine gore kiimelere
ayrilmast hedeflenmistir. Uygulama Asp.Net ile web ara yiiziinde gelistirilerek internet ortaminda kullanicilara sunulmustur.
Caligmanin sonunda veri seti K-Means ve K-Medoids algoritmalariyla ¢ahistirilmig ve elde edilen analiz sonuglari karsilagtiriimali
olarak incelenmis ve kullanim yerlerine yonelik oneriler sunulmustur

Anahtar Kelimeler: Veri Madenciligi, Kiimeleme Analizi, Asp.Net, K-Means, K-Medoids

A Study of Clustering Techniques in Data Mining: Comparison of The K-
Means and K-Medoids Clustering Algorithms

Abstract: Nowadays, thanks to advances in the field of IT, users dominate the more advanced computer Technologies and all these
developments leads to the accumulation of numerical datas. Information Technologies can store accumulated datas. Data mining is
used for all datas that are stored for giving meaning. Data mining contains estimation techniques or identify previously unknown
meaningful techniques. Interesting patterns can be found to cluster with common features via clustering algorithms in data mining. In
this study, "Flags" data set that taken from UCI Machine Learning Repository database, based k-means and k-medoids partitioned
clustering algorithms aimed at the separation of clusters according to their country features. Application developed and presented to
the users with Asp.Net in web user guide. At the end of the study, the k-means and k-medoids algorithms were checked by
comparing the performances and presented suggestions for their place of use.
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Giris

Glinlimiizde bagta is diinyasi olmak iizere, birgok farkli
alanda kullanilan veri madenciligi, MIT (Massachusets
Institue of Technology) tarafindan 2001 yilinda
yayimlanan bildirgeye gore diinyayr degistirecek 10
teknoloji arasinda gosterilmistir (Mit, 2005). Gelecekte
daha ¢ok 6nem kazanacak olan veri madenciligi lizerinde
yapilan ¢aligmalara her gecen giin yenileri eklenmektedir,
tiptan uzay bilimlerine kadar bircok farkli sektorde
kullanilan veri madenciliginin kullanim alanlarina her giin
yenileri eklendigi dusiiniiliirse, konunun 6nemi daha iyi
anlagilir (Dinger, 2006).

Veri madenciliginin amaglar1 genellikle siniflandirma,
kiimeleme, tahmin 6ngdrii ve benzer gruplama olarak
siralanmaktadir. Amaclardan biri olan kiimeleme,
istatistiksel veri analizi, oriintii tamima vb. bir¢ok alanda
stk kullanilmaktadir. Veri tabanlarindaki verilerin gruplar
veya kiimeler altinda toplanarak, benzer 6zelliklere sahip
nesnelerin bir araya gelmesini saglayan kiimeleme
algoritmalar1 veri madenciligi alaninda biiylik bir 6neme
sahiptir.
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Ancak kiimeleme algoritmalarinin se¢imi hem mevcut
veri tiiriine hem de amag¢ ve uygulamaya baglidir. Sayet
kiimeleme analizi tamimlayict ya da agiklayict bir arag
olarak kullanilacaksa bu durumda ayni veri seti {izerinde
birka¢ algoritmanin uygulanmasi miimkiin olmaktadir
(Akin, 2008).

Bu ¢alismada, oncelikle veri madenciliginin ne oldugu ve
yontemleri kisaca 6zetlenecek daha sonra ise ¢aligmanin
yapilis asamalar1 anlatilarak ayrintili sonuglar verilecektir.
Son boliimde elde edilmis anlamli sonuglardan yola
cikilarak kiimeleme algoritmalart karsilastirilmis  ve
optimum sonug veren algoritma belirtilmistir.

Calismada, veri madenciliginde kullanilan kiimeleme
algoritmalarindan yola g¢ikarak boliimlemeli algoritmalar
arasindaki farklar ortaya koyulmaya calisilmistir.
Boliimlemeli kiimeleme algoritmalar1 kullanilarak “Flags”
veri setinin 194 iilke bayragina ait 30 6zelligi igerisinden
en uygun kiimelemeyi yapacak 3 6zelligi(iilke alani, iilke
nifusu, iilke dini) alinmis ve benzer iilkelerin ayni
kiimelerde olmasi amaglanmistir. Uygulama web ara
yiiziinde gelistirilerek kullanicilarin internet iizerinden
kiimeleme iglemlerini gergeklestirmeleri saglanmistir.


mailto:guncelsariman@sdu.edu.tr

Veri Madenciligi ve Kiimeleme Analizi

Veri taban sistemlerinin artan kullanim1 ve veri depolama
iinitelerinin hacimlerindeki olaganiistii artis geleneksel
sorgulama ve raporlama araclarinin dev veri yiginlari
karsisinda etkisiz kalmasina yol agmigtir. Bunun
sonucunda veri tabanlarinda bilgi kesfi (VTBK) (KDD-
Knowledge Discovery in Databases) adi altinda yeni
arayislar ortaya ¢ikmugtir.(Dinger, 2006).

Basit bir tanim yapmak gerekirse veri madenciligi, biiyiik
Olgekli wveriler arasindan bilgiye ulagma, bilgiyi
madenleme isidir. Diger bir deyisle, veri madenciligi tek
basina bir sey ifade etmeyen veriler igindeki gizli
oriintiileri ve iliskileri ortaya c¢ikarmak igin istatistik,
yapay zekd ve makine dgrenmesi gibi yontemlerin ileri
veri c¢oziimleme araclariyla kullanilmasin1  kapsayan
stirecler toplulugudur. Veri madenciligi uygulamalar1
basta pazarlama, bankacilik, tip, miihendislik, endiistri,
borsa analizleri ve wulusal giivenlik alanlarinda
kullanilmaktadir. Veri madenciligi g¢aligsmalart yapmak
lizere bir¢ok ticari yazilim fretilmigtir. Oracle DM,
Microsoft SQL Server Analysis Services, SPSS
Clementine, SAS Enterprise Miner bu iiriinlerden sadece
birkagidir (Bozkir vd., 2009).

Veri madenciligi biiyilk veri yiginlarinda gizli olan
oriintiileri ve iligkileri ortaya c¢ikarmak igin istatistik ve
yapay zeka kokenli ¢ok sayida ileri veri ¢oziimleme
yonteminin tercihen gorsel bir programlama ara yiizii
tizerinden kullanildig1 bir siiregtir (Dolgun vd., 2009).
Veri Madenciligi ¢ok biiyliik veri yigmlarindan kritik
bilgileri elde etmeyi saglar. Boylelikle normal sartlar
altinda uzun zaman siiren aragtirmalarla dogrulugu kesin
olmayacak sekilde elde edilen bilgi veri madenciligi ile
kisa siirede ve kesin olarak elde edilir. Elde edilen bu
bilgi objektif degerlendirmeler yapilmasinda ya da
stratejik kararlar almada kullanilir. Bu bilgiler kurumsal
veri kaynaklarinin iyi analiz edilmesine ve is
diinyasindaki yaklagimlara iligkin tahminlerde
bulunulmasina yardimeci olur. Kisaca veri madenciligi
sayesinde sirketler stratejik adimlar atarken ¢ok biiylik
veri yiginlar1 arasindan kendilerine yol gosterecek kritik
verileri ayiklayarak analiz edebilir (Alpaydin, 2000).
Temel olarak veri madenciligi, veri setleri arasindaki
desenlerin ya da diizenin, verinin analizi ve yazilim
tekniklerinin kullanilmasi ile ilgilidir. Veriler arasindaki
iliskiyi, kurallart ve ozellikleri belirlemekten bilgisayar
sorumludur. Amag, daha Onceden fark edilmemis veri
desenlerini tespit edebilmektir (Arslan, 2008).

Veri madenciliginde kullanilan teknikler eldeki veri
tirtine ve elde edilen sonuglarin kullanim amacina gore
modellere ayrilabilir. Bu modeller iki baslik altinda
toplanabilir. Bunlar tahmin edici (Predictive) ve
tanimlayict  (Descriptive) modellerdir.  Tanimlayict
modeller veri setinin i¢inden iligkileri ¢ikarir. Tanimlayict
modellerde kullanilan veri madenciligi teknikleri ise,
kiimeleme, 6zetleme, birliktelik kurallari, sirali dizilerdir.
Tahmin edici modeller ise, sonuglari Onceden bilinen
durumlardan bir model gelistirir ve bu model ile sonuglari
bilinmeyen veri kiimelerinden yeni sonuglar elde
etmektedir. Tahmin edici modellerde kullanilan veri
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madenciligi teknikleri siniflandirma, egri uydurma, zaman
serileridir. Kiimeleme analizi ise bir veri kiimesindeki
bilgileri belirli yakinlik kriterlerine gore gruplara ayirma
islemidir. Bu gruplarin her birine “kiime” adi verilir.
Kiimeleme analizine kisaca “kiimeleme” adi verilir.
Kiimeleme isleminde kiime igindeki elemanlarin
benzerligi fazla, kiimeler arasi benzerlik ise az olmalidir.
Kiimeleme veri madenciligi tekniklerinden tanimlayici
modellere yani gozetimsiz siniflandirmaya  girer.
Gozetimsiz siniflamada amag, baslangigta verilen ve
heniiz smiflandirilmamis bir kiime, veriyi anlamli alt
kiimeler olusturacak sekilde Obeklemektir. Kiimeleme
islemi tamamen gelen verinin Ozelliklerine gdre yapilir
(Dinger, 2006).

Kiimeleme analizinin kullanilmasinda benzer uzakliklar
dikkate alimarak yararlanilabilecek alternatif olgii ve
yontemler bulunmaktadir. Birimler arasi uzakliklar i¢in
Euclidyen, Standardize Euclidyen, Manhattan
Mahalanobis, Kareli Euclidyen, Minkowski veya
Canberra 6lgiileri kullanilabilmektedir. Bu da kiimeleme
analizinin  uygulamada  kullanilmasinda  dikkatli
davranmay1 zorunlu kilmaktadir. Kiimeleme algoritmast
veritabanini alt kiimelere ayirir. Her bir kiimede yer alan
elemanlar dahil olduklart grubu diger gruplardan ayiran
ortak ozelliklere sahiptir. Kiimeleme modellerinde amag,
Sekil 1’ de goriildiigii gibi kiime tyelerinin birbirlerine
¢ok benzedigi, ancak 6zellikleri birbirlerinden ¢ok farkli
olan kiimelerin bulunmasi ve veri tabanindaki kayitlarin
bu farkli kiimelere boliinmesidir (Arslan, 2008).

Sekil 1. Koordinat Diizleminde Kiimeleme Ornegi

Tahmin edici modeller kiimeleme modelini, homojen veri
gruplar1 olugturmasi i¢in veri 6n isleme asamasi olarak da
kullanmaktadirlar.

Kiimeleme analizi, bireylerin ya da nesnelerin
siniflandirilmasint  ayrintili - bir  sekilde agiklamak
amaciyla gelistirilmistir. Bu amaca yonelik olarak, ele
alman Ornekte yer alan varliklar aralarindaki benzerliklere
gore gruplara ayrilir, daha sonra bu gruplara dahil edilen
bireylerin profili ortaya konur. Bir bagka ifade ile
kiimelemenin amact, dncelikle ele alinan drnekte gergekte
var oldugu bilinen, varliklar (birey ya da nesne)
arasindaki benzerliklere dayanan az sayidaki karsilikli
0zel gruplarn olusturmak, daha sonra bu gruplara giren
varliklarin profilini ortaya koymaktir. Diger bir hedef ise
benzer elemanlarin  gruplanmasiyla  veri  setini
kii¢iiltmektir (Pang-Ning Tan vd., 2006). Satis hareketleri
veya cagri merkezi kayitlart gibi ¢ok fazla parametre
iceren ¢ok biiyiik miktarlardaki verileri analiz etmede en
uygun yontemlerden biri kiimelemedir (Isik, 2006).
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Kiimeleme yontemleri hiyerarsik ve hiyerarsik olmayan
(boliimlemeli) kiimeleme yontemleri olmak flizere iki
boliime ayrilirken bu konuda yapilan arastirmalar bu
algoritmalarin  daha alt bdliimlere ayrilabilecegini
gostermektedir (Berkhin, 2004). Hiyerarsik kiimeleme
yonteminde 6zellikle isleyisin daha kolay anlagilabilmesi
icin dendogram (aga¢ grafigi)dan yararlanilir. Hiyerarsik
kiimeleme yonteminde anlatilan islemlere dayali olarak
kullanilan hiyerargik metotlardan en ¢ok kullanilanlart;
Tek baglantili, Tam baglantili, Ortalama baglanti,
Merkezi ve Ward metotlaridir. Hiyerarsik olmayan

Kimeleme
Yontemleri

kiimeleme yontemi ise kiime sayist hakkinda bir 6n
bilginin olmasi ya da aragtirmacinin anlamli olacak kiime
sayisina  karar vermis olmast durumunda tercih
edilmektedir. Hiyerarsik olmayan kiimeleme yonteminde
en ¢ok tercih edilen iki yontem Mac Queen tarafindan
gelistirilen k-ortalama teknigi ve en c¢ok olabilirlik
teknigidir. Bu c¢alismada ise hiyerarsik olmayan
kiimeleme  algoritmalar1  tizerine  bir  uygulama
gelistirilmigtir. Veri Madenciligi ile ilgili kaynaklarda
kiimeleme  ydntemleri Sekil 2’ deki gibi
siniflandirilmaktadir (Han ve Kamber, 2000).

. Model Bazli Yogunluk Bazli Grid Bazh Bolimlemeli
Asamali Yontemler . . n .
Yontemler Yontemler Yontemler Yontemler
| | |
-SOM(Self Organizing M -DBSCAN -STING
-Tek Baglantih (Self Organizing Maps) -K Ortalamalar
e -COBWEB -DENCLUE -Wave Cluster e
-lam eaglantii - eqolas
s -CLASSFIT -OPTICS | -CLIQUE ‘

Sekil 2. Kiimeleme Yontemleri

Materyal ve Metot

Calismada UCI Machine Learning Repository veri
tabanindan “Flags” veri seti alinarak {ilkelerin belirli
ozelliklerine gore gruplara ayrilmasi i¢in kiimeleme
algoritmalariyla ~ bir  c¢alisma  gergeklestirilmistir.
Calismanin ilk agsamasinda metin dosyasindan (*.txt)
alman veri kiimesi 6n islemden gegirilerek MsSql veri

tabanina, gelistirilen yazilim ile aktarilmistir. On islem
asamasinda bayrak verileri algoritmalara uygun hale
getirilmistir. K-means ve K-Medoids algoritmalar1 sayisal
verilerle ¢alistigi icin sdzel tamimlar rakamsal verilere
doniistliirilmistir. Veri kiimesinde iilkelere ait 30 ayr1
ozellik bulunmaktadir. Bu oOzellikler Cizelge 17 de
gosterilmistir.

Cizelge 1. Bayrak Veri setinin ozellikleri

OZELLIK

AD

Bayrak Verileri

Name, LandMass, Zone, Area, Population, Language,
Religion, Bars, Stripes, Colours, Red, Green, Blue, Gold,
White, Black, Orange, MainHue, Circles, Crosses,
Saltires, Quarters, Sunstars, Crescent, Triangle, Icon,
Animate, Text, Topleft, BotRight

Veri tabanina aktarilan verilerden “var-yok™ sozel verileri
iceren Ozellikler “1-0” tipinde sayisallagtirtlmigtir.
Calismada iilkelere ait alan, niifus ve din arasindaki
iligkilere bakilarak en 1iyi kiimeleme sonuglarmin
verilebilecegi dusiiniilmiistiir. Bu ylizden 3 parametre

lizerinden analiz islemleri gergeklestirilmistir. Veri
tabaninda iilke dinlerini kullanarak islem yapabilmek i¢in
sO6zel veriler sayisallastirilmigtir.  Cizelge 2° de
sayisallastirilan veriler ve numaralar1 bulunmaktadir.
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Cizelge 2. Ulke Dinlerinin Sozel ve Sayisal Karsiliklari.

DIN ADI

AGIRLIK

Catholic

0

Other Christian

Muslim

Buddhist

Hindu

Ethnic

Marxist

Others

N WIN|F-

Béliimlemeli Kiimeleme Algoritmalar

Boliinmeli kiimeleme algoritmalar1 k giris parametresini
alarak n tane nesneyi k tane kiimeye boler. Bu teknikler,
dendogram gibi i¢ ice bir kiimeleme yapist iizerinde
calismak yerine tek-seviyeli kiimeleri bulan islemler
gerceklestirir(Jain vd., 1999). Biitin teknikler merkez
noktanin  kiimeyi temsil etmesi esasina dayanir.
Boliimlemeli yontemler hem uygulanabilirliginin kolay
hem de verimli olmasi nedeniyle iyi sonuglar iretirler.
Calismada kullanilan k-means ve k-medoids boliimlemeli
kiimeleme algoritmalar1 agagida agiklanmustir.(Isik, 2006)

K-Means

En yaygin kullanilan gézetimsiz 6grenme yontemlerinden
biridir. K-means’in atama mekanizmast her verinin
sadece bir kiimeye ait olabilmesine izin verir (Evans,
2005). Bu nedenle, keskin  bir  kiimeleme
algoritmasidir(boliimlemeli kiimeleme). K-means
algoritmasinin genel mantigi n adet veri nesnesinden
olusan bir veri kiimesini, giris parametresi olarak verilen
k adet kiimeye bolimlemektir. Amag, gergeklestirilen
boliimleme islemi sonunda elde edilen kiimelerin, kiime
ici benzerliklerinin maksimum ve kiimeler arasi
benzerliklerinin minimum olmasint saglamaktir. Calisma
yonteminde, (1) numarali Oklit uzakhig formiilii temel
alinarak kiimeleme yapilmaktadir (Dinger, 2006).

p = (p1, p2,...., pn) Ve g = (s, g2,....., qn)

@

N
K-Means algoritmasi1 rastgele secilen K (kiime sayisi)

adet merkez noktayla baslar. Veri kiimesindeki her nokta
kendisine en yakin merkez noktanin kiimesine atanir.

N =)= — )2+ By — q2)? + -+ (b, — 4,)°
|
i=1

Kiime merkezinin degeri kendine ait noktalarin ortalamasi
almarak hesaplanir. Bu islem merkezlerin degerleri
degismeyinceye kadar devam eder (Amasyal vd., 2008).
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Sekil 3. K-means kiimeleme adimlart
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K-means algoritmasinin iglem basamaklar1 asagidaki
gibidir.

1.Adm: k adet nesneyi rastgele se¢. Secilen k adet nesne
kiime merkezlerini temsil eder. My,M,,.M, Ornek orta
nokta asagidaki gibi hesaplanir(Gersho, Gray, 1991).

Ny
1
ﬂf;l. = Z Xig (2)
‘J"I.;l- n
=1

2.Adim: Kiime i¢i degismeleri (3). Karesel Hata Formulu
formiildeki gibihesaplanir.ey,e,, ...e (Linde vd., 1980).

3.Adim: Her bir veriyi kendisine en yakin kiimeye ata.
4.Adim: Verilerin hepsi en yakin kiimelere atandiginda
tekrar k tane kiime icin merkezleri hesapla

5.Adim: Kiime Merkezlerinde bir degisiklik olmayincaya
kadar 2. ve 3. Adimlar tekrarla.

K-Medoids

K-medoids algoritmasinin temeli verinin ¢esitli yapisal
Ozelliklerini temsil eden k tane temsilci nesneyi bulma
esasina dayanir. En yaygmn kullanilan k-medoids
algoritmas1 1987 yilinda Kaufman and Rousseeuw
tarafindan geligtirilmistir. Temsilci nesne diger nesnelere
olan ortalama uzaklift minimum yapan kiimenin en

nk
. Z ( M merkezi nesnesidir. Bu nedenle, bu boliinme metodu her
T LM Tk ®3) bir nesne ve onun referans noktasi arasindaki
=t benzersizliklerin  toplamini  kiigliltme mantig1 esas
alinarak uygulanir. Kiimeleme literatiiriinde temsilci
K kiimesini i¢eren biitiin kiimeler uzay1 igin kare-hata, Szzrillerl%ite dig:ro(gluli{lug(l)% 6) merkez tipler  (centrotypes)
kiime igindeki degismelerin toplammdir. O halde soz 36 '
konusu kare-hata degeri formiil (4) deki gibi hesaplanir:
K
Ef =) @)
k=1
Oi O; 0; Oi
+o.. +
"?‘\fj 0, T& b \ 81
‘ |
+ gy Wonsevsg = Ao
on:gd: or-ge!e omgnln “ P otunlz
®) (®) © @

® veri nesnesi

+ kime merkem
— yer degigtirmedon Snce
== yor degigtirespden sonrn

Sekil 4. K-medoids algoritmasinin kiimeleme adimlari

K-medoids  algoritmasinin  birgok  farkli  tiirevi
bulunmaktadir. PAM (Partitioning Around Medoids) ilk
ortaya atilan K-medoids algoritmasidir. PAM, &ncelikle
k-means algoritmasinda oldugu gibi rastgele segtigi k adet
sayty1 kiime merkezi olarak alir. Kiimeye her yeni eleman
katildiginda kiimenin elemanlarini deneyerek kiimenin
gelismesine en fazla katkida bulunabilecek noktay1 tespit
edince buldugu noktayr yeni merkez, eski merkezi ise
siradan kiime elemani olacak sekilde yer degistirme
(swap) islemi yapar (Dinger, 2006). K-Medoids
algoritmasinin islem basamaklari asagidaki gibidir:

Adim 1: K kiime sayisinin belirlenmesi.

Adim 2: Baglangic medoidleri olarak k nesnelerinin
se¢imi.

Adim 3: En yakin medoid x’e sahip kiimeye, kalan
nesneleri atamak

Adim 4: Amac¢ fonksiyonunu hesaplamak. (Hata kareler
kriteri: en yakin medoidler icin biitiin nesnelerin
uzakliklarinin toplami)
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Adim 5: Tesadiifi olarak medoid olmayan y noktasinin
se¢imi.

Adim 6: Eger x ile y’nin yer degistirmesi amag
fonksiyonunu minimize edecekse bu iki noktanin (x ile y)
yerini degistirmek.

Adim 7: Degisiklik olmayana kadar Adim 3 ile Adim 6
arasi iglemler tekrarlanir (Akin, 2008).

Bulgular

“Flags” veri seti kullanilarak gelistirilen uygulamay1 es
zamanl ve birden ¢ok kullaniciya sunmak icin web ara
yiizii gelistirilmigtir. Web ara yiizii ile veriler kiimelere k-
means ve k-medoids boliimlemeli algoritmalar ile
ayrilmigtir.  Uygulama  Microsoft ~ Visual  Studio
kullanilarak ~ .Net  ortaminda  gelistirilirken — C#
programlama dili kullanilmis ve asp.net ile tasarlanmig
olup uygulama i¢in k-means ve k-medoids algoritmalarini
calistirabilecegimiz iki sayfa tasarlanmistir. Algoritmalar
icin veri setindeki 30 farkli Ozellik listelenir, fakat



uygulama i¢in tiim ozellikler yerine, dogru kiimelere
ayrilabilecek 3 6nemli 6zellik kullanilmig ve bunlar tilke
dini, iilke niifusu, tilkenin kapladig1 alandir. Gelistirilen
uygulamada her iki sayfada da algoritmalar

karsilastirabilmek

icin ara ylizler

benzer

sekilde

tasarlanmigtir. Bolimlemeli algoritmalar baslangigtaki
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kiime sayisina gore calistirilmaktadir. Calismada uygun
kiime sayisini bulmak i¢in cesitli denemeler yapilmis ve
en iyi kiime sayisi olarak 5 secilmistir. Sekil 5° de veri
tabanindan ¢ekilen iilke wverilerine goére k-means
algoritmasinin kiimeleme sonuglari ve her bir kiimede
bulunan iiye yiizdeleri goriilmektedir.

K-Means Kumeleme Algoritmas:

Kumelemeyi Baslat || Grafik Sonuglan

Kume Merkezleri

Hata Oranlan

Iterasyon Verileri

Kime Sayis1: | §

Kimelemeyi Baslat : [JGT D

=

kumeadi elemansayisi toplamsayi
C1 6 V 3 ] V
l c2 35 18
| cs3 33 17
| ca 47 24
l Ccs5 73 37
| Top.Sayi:5
Kimeler : [Seciniz [+
Ulke Alam :
Ulke Nifusu :
Ulke Dini :
Ulkeld Ulk L sizlik UlkeMerkezId UlkeKumesi
1 648 16 2 0 0o Cs
2 29 3 ) [s] [s] c3
3 2388 20 2 o o Ccs
4 o 1 o] s} Cc4
5 [s] o] o] o] c4

Sekil 5. K-means algoritmasinin k=5 igin kiime yiizdeleri

Kiime sayisina gore elemanlarmn kiimelere dagilimi
algoritma sonucunda ortaya ¢ikmaktadir. Web ara yiizii
ile grafik sonuglar1 sekmesinde her bir adimdaki kiime
dagilimlar1 gdzlenebilmektedir. Bdylece algoritmanin
performanst adim adim goézlenebilmektedir. Algoritmalar

icin kiime sayisim1 K=5 vererek performans analizi
yapilmigtir. Buna gore k-means algoritmasinda 1. ve 6.
(son) adim sonundaki grafik gosterimi sekil 6 ve sekil 7’
deki gibi olmaktadir.

iterasyon Segimi : [0 EI
3500 - Ci
c2
. c3
c4
3000 c5
2500
2000
1500 .
N N =
1000 = =
500 4 [] . - : -
¥ o8 - -
a® s: .
sllinde i eile  _gmes
-1 19 39

Sekil 6. K-means algoritmasinin k=5 i¢in 0. adimdaki kiime dagilimlart
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Iterasyon Secimi : |6 E’

3500 - C1

c2

. C3

. Ca

3000 cs
2500
2000
1500

1000 _
500
OtAsagegse . . |

1 19

Sekil 7. K-means algoritmasinin k=35 igin 6.adimdaki kiime dagilimlari

Uygulamanin son bulmast i¢in her adim(iterasyon)
bitiminde kiimelerde degisiklik olup olmadigina bakilir.

Uygulama sonunda kiime i¢i dedisme oranina bakilir.
Kiime i¢i degisim oranlari sekil 8” deki gibidir.

iterasyonsayisi hataoran

1 D 905976i03,703255
2 634229753,078598
3 471470162,6793

4 258818033,311307
5 212214857,054297
6 212325727,404425
7 212310438,694004
Top.Sayi: 7

Sekil 8. K-means algoritmasinin k=5 i¢in her adimdaki hata oranlar

K-means kiimeleme algoritmasini tekrarlayarak en iyi sonucu elde edebiliriz. Kiimeleme sonucunda kiimeler arasindaki

iliski ¢izelge 3°deki gibidir.

Cizelge 3. K-means algoritmasiyla iilkelerin kiimeler arasindaki dagilimlar

Kiimeler Alan Niifus Din

C1 7690 - 22402 15 -1008 0-1-6

C2 57-648 0-90 0-1-2-3-4-5-6-7
C3 6-51 0-18 0-1-2-3-5-6-7
C4 0-5 0-5 0-1-2-3-4

C5 678-3268 0-684 0-1-2-3-4-5-6-7

K-means algoritmasmin avantajlar1 uygulanabilirliginin
kolay olmast ve biiylik veri kiimelerinde hizli
calisabilmesidir. K-means, kiime sayisinin baslangicta
tanimlanmasint  gerektiren bir metottur. Kullanicinin
baglangicta K(kiime) sayisini  belirleme zorunlulugu
vardir.  K-means  Kategorisel  ozellikler  igeren
uygulamalarda ger¢eklestirilememektedir. Ayrica k-

means metodu kiiresel olmayan, yogunluklar1 farkli olan
ve farkli biyikliikklere sahip kiimeleri igceren veri
kiimelerini kesfetmede uygun bir yontem degildir. Ayn
zamanda guiriiltilii ve sira dis1 verilere duyarli olmamasi
k-means algoritmasinin diger bir zayifligidir (Isik, 2006).
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K-medoids algoritmasinda ise k-means algoritmasindan
farkli olarak baslangicta rastgele atanan kiime merkezleri
ile kiimenin diger elemanlar1 swap islemi yapilarak yer
Maliyet hesabi1 daha iyi oluncaya kadar

degistirir.

gibidir.

uygulama devam eder. Caligmada ara yiiz k-means

G. SARIMAN

algoritmasinda oldugu gibidir. Kiime sayisin1 5 segerek
elde edilen sonuglar ve yiizde oranlar1 sekil 9” daki

kumeadi elemansayisi toplamsayi
C1 53 %27

Cc2 33 %17

C3 63 %32

Cc4 25 %12

C5 20 %10
Top.Sayi:5

Uygulamanin son bulmasi i¢in kiime i¢i toplam maliyet
hesabt yapilarak en iyi sonuca ulagilir. Bir sonraki
adimda, toplam maliyet bir dncekinden fazla ise yani “0”

Sekil 9. K-medoids algoritmasinin k=5 icin kiime yiizdeleri

dan Dbiiyiikse uygulama son bulur.
uygulamada ki asamalar ve her adimdaki toplam maliyet
sayilar1 verilmektedir.

Sekil 10° da

Hata Oranlan

iterasyonsayisi

maliyetsayisi

1
2
3
4

Top.Sayi: 4

428,214171408665
425, 169986275008
413,323463940511
413,870260724655

Sekil 10. K-medoids algoritmasinin k=35 igin her adimdaki hata oranlart

Algoritma toplam 4 adimda en iyi sonuca ulasmaktadir. Sonuglarin 1.ve 3. adimdaki grafiksel gosterimi sekil 11 ve

sekil 12’ deki gibidir.

Iterasyon Secimi : |1 |Z|
3500 « C1
c2
. s C3
« C4
3000 e
-
2500
20001
1500 -
AL & - - a
1000 .
500
;lt..t ,ﬁi, to . i
f— s 8 {
-1 19 39

Sekil 11. K-medoids algoritmasinin k=5 igin l.adimdaki kiime dagilimlar
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iterasyon Segimi : |3 B
3500 « C1
c2
. . C3
. C4
3000 G5
2500
20001
1500 =
&k o A R
1000 —
500
$2a8 i+ 8 o8,
L—— - |
-1 19 39

Sekil 12. K-medoids algoritmasinin k=5 i¢in 3.adimdaki kiime dagilimlar

4.adimda 413,870-413,323>0 oldugu i¢in uygulama son
bulur. Programu defalarca ¢alistirarak en iyi sonuca

ulasilir. Cizelge 4’ de k-medoids algoritmasinin veri seti
iizerindeki sonuglart ve kiimelerin dagilimi verilmistir.

Cizelge 4 K-medoids algoritmasiyla iilkelerin kiimeler arasindaki dagilimlar

Kiimeler Alan Niifus Din

C1 0-11 0-5 0-1-2-3-4-5

C2 236-547 1-118 0-1-2-3-5-6-7
C3 11-215 0-90 0-1-2-3-4-5-6-7
C4 1221-22402 0-1008 0-1-2-4-5-6

C5 583-1139 1-84 0-1-2-3-5

K-medoids, k-means algoritmasinda oldugu gibi kiime
sayisinin  baglangigta tanimlanmasint  gerektiren bir
metottur. Veriye uygun k sayisinin belirlenmesi igin
birden fazla denemenin yapilmasi gerekir. Kategorisel
ozellikler iceren wveriler gibi baz1 uygulamalarda
gergeklestirilememektedir. Ayrica k-medoids algoritmasi
da farkli biyiikliiklerde ve kiiresel olmayan kiimeleri
dogru tespit edemez. K-medoids algoritmasinin sadece bir
oteleme icin islemsel karmasikligi O( k ( n-k )2 )’dir. Bu
nedenle, sadece kiigiik veri setleri i¢in uygun bir
yontemdir (Isik, 2006).

Kiime sayisimin 5 olarak belirlenmesiyle k-means ve k-
medoids algoritmalarinin zaman, adim(iterasyon) ve
performanslar ¢izelge 5 deki gibi gosterilmistir. Yapilan
denemelerden sonra her iki algoritmada kiimeleme
basarimlar1 benzerlik gosterse de k-means algoritmasi
guriiltiliic ve dagmik verileri kiimelemede k-medoids
algoritmasi kadar hassas davranamamugtir. En biyiik fark
ise algoritmalarin ¢aligma zamanlari1 ve adimlar(iterasyon)
arasindadir. K-means algoritmas1 daha once belirtildigi

iizere daha hizli sonu¢ vermesiyle tercih edilebilen bir
algoritmadir. Caligmalar sonucunda K-means algoritmasi
genel olarak 194 iilke bayragina ait 3 6zelligi 0,030 sn ile
0,069 sn arasinda kiimelemistir. Toplam adim(iterasyon)
sayilar1 ise 7 ile 19 arasinda degismektedir. Ulkelerin
alanlarini ilk kiimede 7690 — 22402, ikinci kiimede 3268
— 678 tigiinci kiimede 57-648 dordiincii kiimede 51 — 6
besinci kiimede 5 - 0 olarak bulunmustur.

K-medoids kiimeleme algoritmasi ise daha uzun siirede
ve kisa adim(iterasyon) sayilar ile sonuca ulagsmaktadir.
Ayn veriler i¢in yapilan ¢aligmalarda kiime sayisinin 5
secilmesiyle beraber siire olarak 5,973 sn ile 15,739 sn
arasinda kiimeleme gerceklesmistir. Toplam
adim(iterasyon) sayilar1 ise 2-7 arasinda degismektedir.
Algoritma iilkelerin alanlarina ait 6zelligi kiimelerken
birinci kiimede 22402 — 1221, ikinci kiimede 1139 — 583,
tglincii kiimede 547-236, dordiincii kiimede ise 215 — 11,
besinci kiimede 11 — 0 olarak bulmustur.
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Cizelge 5. K-means ve K-medoids algoritmalarinin performanslar:

K-Means K-Medoids
Deney No | Kiime Sayis1 | Zaman(sn) | Adim Sayis1 | Zaman(sn) | Adim Sayisi

1 5 0,030 7 5,973 2

2 5 0,037 9 11,239 4

3 5 0,039 10 9,581 4

4 5 0,054 13 12,893 5

5 5 0,069 19 15,739 7
Tartisma ve sonu¢ Kaynaklar
Bolimlemeli kiimeleme algoritmalart k giris  Akin, K. Y. 2008. Veri Madenciliginde Kiimeleme

parametresini alarak n tane nesneyi k tane kiimeye boler.
Nesneler birbirlerine benziyorlarsa ve baska kiimelerdeki
nesnelere  benzemiyorlarsa, aym1 kiimeye alinr.
Boliimlemeli kiimeleme algoritmalarinda yontemler hem
uygulanabilirliginin kolay olmasi hem de verimli olmasi
nedeniyle iyi sonuglar tiretir (Isik, 2006). Calismada iilke
bayraklarinin gruplara ayrilmasi kiimeleme algoritmalari
kullanilarak gergeklestirildi. Bolimlemeli kiimeleme
algoritmalarindan k-means ve k-medoids algoritmalari
kullanilarak performanslar1 karsilagtirithirken her iKi
algoritma i¢in baglangic kiime sayist k=5 verilerek
kiimeler aras1 iligkiler incelendi ve k-medoids
algoritmasinda C1-C2-C3-C4-C5 kiimelerinin
birbirlerinden daha iyi ayrildigi goézlemlendi. Kiimeler
arasi kayiplar k-means kiimelerine e gore k-medoids
algoritmastyla minimuma indirgemistir. Bayrak analizi
yapilarak iilkelerin yiiz olglimleriyle niifuslari arasinda
dogru oranti oldugu, benzer yiiz dlglimiine sahip olan
ilkelerin ayn1 kiimelerde yer aldig1 yukaridaki
gizelgelerden anlagilmaktadir. Calismada kiime igi
benzerlikler maksimum, kiimeler arasi benzerlikler ise
minimuma indirgenmistir. Her iki algoritma da defalarca
calistirllarak optimum sonuca ulagmak miimkiindiir.
Caligmada 194 veri kiimelenmeye calisilmigtir. K-
medoids algoritmast bu tiir veri setlerinde en uygun
algoritma olmasina ragmen biiyiik veri setlerinde yerini
Clara algoritmasina birakmustir. Clara algoritmasi biiyiik
veritabanlarini tarayarak temsilci noktalar se¢gmek yerine,
veritabanindan rastgele bir Ornek kiimeyi alarak k-
medoids  algoritmasint  bu O6rnek kiime iizerine
uygular(Kauffman ve Rousseeuw, 1990). Bu ¢alisma ile
k-means ve k-medoids algoritmalarmin  ¢alisma
zamanlarina bakilarak bir karsilastirma yapilmis ve k-
medoid algoritmasinin k-means’e gore daha yavas
calistigt gozlemlenmistir. Ayni zamanda k-medoids
algoritmasinin  ise kiimeleme bagariminda K-means
algoritmasina gore daha etkili oldugu da yapilan
caligmalar sonucunda elde edilmistir. Uygulamalarda
adim(iterasyon) sayilar1 da zamana bagl olarak dogru bir
orant1 gostermektedir. Sonug olarak k-medoids kiimeleme
algoritmast  daginik  verileri  kiimelede  k-means
algoritmasina gore zaman agisindan bakildiginda daha
yavas ¢aligsa bile daha iyi sonu¢ verdigi gézlemlenmistir.
Geligtirilen sistem web ara yiizii ile internet erigiminin
oldugu her yerden tek bir bilgisayara bagli kalmadan
analiz edilebilmektedir.
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