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Ozetce—COVID-19 salgin1 Aralik 2019°da ilk kez ortaya ¢ikmis ve o zamandan beri diinyay: etkisi
altina almaktadir. Giin gegtikce diinyada COVID-19 hasta sayist hizla artmaktadir ve bu hastaligin
teshisinin, hastalik tedavi siireci i¢in 6nemli oldugu bilinmektedir. COVID-19 hastaliginin teshisinde
klinik yardimeci olan gogis X-Ray gorintileri yaygin olarak kullanilmaktadir. Bu ¢aligmada,
uzmanlarn is yiikiinii azaltmak amaciyla, bu goriintiiler kullanilarak makine 6grenmesi tabanli modeller
gelistirilmigtir. Calisgmada kullanilan veri setinde toplam 137 COVID-19, 90 normal ve 90 pndmoni
kisilerden alinan goriintiiler bulunmaktadir. Burada, AlexNet derin 6grenme mimarisi kullanilarak her
gorilintii icin 1000 goriintli ozelligi c¢ikartilmistir. Sonrasinda, bu goriintii 6zellikleri kullanilarak
calismada kullanilan smiflandiricilar egitilmistir. Sonuglardan, en basarili siniflandirici olan kiibik
destek vektér makinesi (Cubic Support Vector Machine, Cubic SVM) siniflandiricisinin Dogruluk (%),
Duyarlik (%), Ozgiilliik (%), Kesinlik (%), F1 skoru (%) ve Matthews Korelasyon Katsayisi (Matthews
Correlation Coefficient, MCC) degerlerinin sirasiyla 95.27, 94.95, 97.76, 94.65, 94.79 ve 0.9250’ye
esit oldugu gorilmiistiir.

Anahtar Kelimeler: COVID-19, ozellik ¢ikartma, derin 63renme, AlexNet, makine 63renmesi,
hastalik teshisi

Abstract —COVID-19 pandemic first broke out in December 2019 and has been affecting the world
ever since. The number of COVID-19 patients is increasing rapidly in the world day by day, and it is
known that the diagnosis of this disease is important for disease treatment. Chest X-ray images that are
clinical adjuncts are widely used in the diagnosis of COVID-19 disease. In the study, machine learning-
based models are developed using these images to reduce the workload of expert. In the data set used in
the study, there are images obtained from a total of 137 COVID-19, 90 normal, and 90 pneumonia
subjects. Here, 1000 image features are extracted for each image using AlexNet deep learning
architecture. Afterward, the classifiers used in the study are trained using these image features. From
the results, Accuracy (%), Sensitivity (%), Specificity (%), Precision (%), F1 score (%), and Matthews
Correlation Coefficient (Matthews Correlation Coefficient, MCC) values of Cubic SVM that is the most
successful classifier are equal to 95.27, 94.95, 97.76, 94.65, 94.79, and 0.9250, respectively.

Keywords: COVID-19, feature extraction, deep learning, AlexNet, machine learning, disease
diagnosis
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1. Giris

SARS-CoV-2 viriisiiniin neden oldugu “Yeni Koronaviriis Hastaligi” (COVID-19)’na ilk olarak
2019 yilinda Cin’in Wuhan kentinde rastlanmustir. Hizla tiim diinyaya yayilmasi ile DSO tarafindan
Mart 2020°de pandemi ilan edilmistir (DSO, 2021). Damlaciklar ve yakin temas ile yayilim gosteren
SARS-CoV-2 virusu ile enfekte olan bireylerde belirtiler kisiden kisiye farklilik gosterebilmektedir.
Siklikla goriilen semptomlar 38 °C’nin {izerinde ates, yorgunluk, kuru 6ksiiriik iken agr1, titreme, burun
tikaniklig1, soguk alginligi, bogaz agrisi, nefes darligi, sindirim sistemi bozukluklari, koku ve tat kaybi
gibi belirtiler de ortaya cikabilmektedir. Enfekte olan bireylerin ¢ogu hafif ve orta siddetli semptomlar
verirken enfeksiyon siddetli solunum yetmezligi ve 6liimle de sonuglanabilmektedir (Tar ve Kiigiikoglu,
2021; Ludvigsson, 2020; Hadi vd., 2020). Bulasiciligi oldukca yiiksek olan bu hastalik, Agustos 2021
tarihi itibariyle yaklagik 202 milyon kisiyi enfekte etmis ve 4 milyon kisinin 6liimiine yol agmigtir
(Wolrdometer, 2021). Viriislin daha fazla bireye yayilimini 6nlemek i¢in enfekte olmus bireylerin tespit
edilmesi ve izolasyona alinmasi olduk¢a onemlidir. Nazofarengial siirintii ile yapilan “Ters tr
anskripsiyon-kantitatif polimeraz zincir reaksiyonu” (RT-qPCR) diinya capinda COVID-19’un
teshisinde kullanilan altin standart yontemdir. Ancak karmagik laboratuvar ekipmani ve kalifiye
personel ihtiyaci nedeniyle RT-qPCR’nin gerceklestirilmesi merkezi laboratuvarlarla sinirhdir. Ayrica
bazen yanlis negatif veya belirsiz sonucglar verebilmektedir. Bu nedenle yanilmalarin 6nlenmesi
amaciyla RT-qPCR test sonuglari, semptomlar ve radyolojik yontemler ile degerlendirilmelidir (Palaz
vd., 2021; Zimmermann ve Curtis, 2020).

Radyolojik yontemlerden gogiis X-Ray goriintiilerinin kullanimi COVID-19’un neden oldugu
pnémoninin tespitinde yol gosterici olurken arastirmalar bunlarin radyologlar tarafindan farkli bakis
acilari ile yorumlandigimi gostermektedir (Maguolo ve Nanni, 2021; Ai vd., 2020). Bu asamada makine
ogrenmesi ve derin 6grenme teknikleri kullaniminin COVID-19’un tespitinde yiksek performans
almabilecegini bildiren ¢aligmalar mevcuttur (Booth vd., 2021; Jadon, 2021; Kassania vd., 2021;
Khuzani vd., 2021; Kwekha-Rashid vd., 2021; Muhammet vd., 2021; Rasheed vd., 2021). Jadon
(2021)’un caligmasinda veri biiylitme, transfer 6grenme ve denetimsiz 6grenme gibi birka¢ adiml
ogrenme yaklagimi ile temel modelleri kullanarak gogiis X-Ray goruntilerinden COVID-19’un
tespitinde %83'ten %96,4 dogrulukta verimli ve dogru bir derin 6grenme modeli elde edildigi sonucuna
ulasilmigtir. Makine 6grenimi kullanilarak COVID-19 enfeksiyonunda mortalite icin prognostik bir
model gelistirilen bir diger calismada ise mortalite riski en yiiksek olan hastalarda prognostik serum
biyobelirteglerini belirlemek amaciyla SARS-CoV-2 pozitif hastalardan alinan laboratuvar verileri ve
mortalite analiz edilmistir. Oliimiin 48 saat dncesinde tahmin edilmesi amaciyla hastanin c-reaktif
protein, kan tire azotu, serum kalsiyum, serum albiimin ve laktik asit laboratuvar degerleri kullanilarak
bir makine 6grenim modeli gelistirilmistir. Elde edilen destek vektorii makine modelinde, uzatilmisg test
verilerinde hastanin 6liimiinii tahmin etmek i¢in %91 duyarlilik ve %91 6zgiilliik (AUC 0.93) tespit
edilmistir (Booth vd., 2021). Kwekha-Rashid ve ark. (2021) COVID-19 ile ilgili arastirmalarda makine
O0grenmesi uygulamalar1 ve algoritmalariin roliinii tespit etmek amaciyla yaptiklari ¢alismasinda 14
makale incelemigtir. Makine Ogreniminin COVID-19 vakalarmin  degerlendirilmesi  ve
siiflandirilmasinda 6nemli rol oynayabilecegi ve denetimli 6grenmenin %92,9 test dogrulugu ile diger
denetimsiz 6grenme algoritmalarindan daha iyi sonuglar verdigi saptanmistir (Kwekha-Rashid vd.,
2021). COVID-19 ve pnomoni tanisi alan hastalar ile normal bireylerin gogiis X-Ray goruntuleri
kullanilarak yapilan makine 6grenmesi temelli bir diger calismada ise farkli tiirde akciger hastaliklariin
siniflandirilmasinda %94 oraninda dogruluga ulasilmistir (Khuzani vd., 2021). Muhammet ve ark.
(2021) Meksika’da COVID-19 pozitif ve negatif vakalar igin epidemiyoloji etkiketli veri setlerini (RT-
PCR sonuglari) kullanarak Decision Tree, Logistic Regression, Naive Bayes, Support Vector Machine
ve Artificial Neural Network ile COVID-19 enfeksiyonu i¢in denetimli makine 6grenimi modelleri
gelistirmistir. Bu modeler arasinda en yiiksek dogruluk %94.99 ile Decision Tree iken en basarili ikinci
sistemin dogruluk oran1 %94.41 ile Logistic Regression siniflandiricisidir (Muhammet vd., 2021).
Gogiis X-Ray goriintiilerinden makine 6grenimi tabanli COVID-19 teshisi i¢in Logistic Regression (LR)
ve Convolutional Neural Networks (CNN) yontemlerinin kullanildig1 farkli bir ¢alismada ise LR ve
CNN modellerinin pozitif vaka tanimlamasi temel bilegen analizi (PCA) olmadan %95,2-97.6 ve PCA
ile %97,6-100 genel dogruluk gosterdigi saptanmistir (Rasheed vd, 2021). Kassania ve ark. (2021) nin
makine 6grenimi tabanl bir yaklagim ile X-Ray ve Bilgisayarli Tomografi (BT) goriintiilerinde COVID-
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19 tespiti amaciyla yaptiklan caligmalarinda Bagging Tree smiflandiricili DenseNetl121 6znitelik
¢ikaricinin %99 smiflandirma dogrulugu ile en iyi performansi elde ettigi ve ikinci en iyi 6grenicinin
LightGBM tarafindan %98 dogrulukla egitilmis bir ResNet50 6zellik ¢ikaricinin bir ¢esidi oldugu tespit
edilmistir.

Bu ¢alismada 137 COVID-19, 90 normal ve 90 pnémoni bireylerden alinan toplam 317 gogiis X-
Ray goriintiisii kullanilmistir. Burada, her bir goriintii i¢in AlexNet derin 6grenme mimarisi kullanilarak
fc8 katmanindan 1000 goriintii 6zelligi elde edilmistir. Elde edilen bu goriintii 6zellikleri 8-kat capraz
dogrulama teknigi kullanilarak siniflandirilmistir. Bu g¢alismada, Medium Tree, Bagged Trees
Ensemble, Kernel Naive Bayes, Cosine KNN, Linear Discriminant, Quadratic SVM, Linear SVM ve
Cubic SVM smiflandiricilart kullanilmustir. Calismada kullanilan simiflandiricilar  simiflandirma
performans metrikleri agisindan birbirleriyle karsilagtirilmstir.

Calisma su sekilde organize edilmistir. B6liim 2°de kullanilan veri seti agiklanmistir ve Boliim 3°te
Onerilen sistem agiklanmistir. Burada, kullanilan 6zellik ¢ikartma yontemi, egitim parametreleri gibi
bilgiler verilmektedir. Boliim 4’te, ¢calismada elde edilen deneysel sonuclar paylagilmistir. Son olarak
ise, yapilan ¢aligmanin sonuglari sunulmustur.

2. Veri

Bu boéliimde, Kaggle platformundan aldigimiz gogiis X-Ray goriintiileri tanitilmaktadir (Covid-19
Image Dataset, https://www.kaggle.com/pranavraikokte/covid19-image-dataset). Burada, 137 COVID-
19 pozitif, 90 normal ve 90 pndmoni bireylerden alinan goriintii drnekleri bulunmaktadir. Bu gorunttiler
JPG, JPEG ve PNG formatindadir.

(a) (b)
Sekil 1. Calismada kullanilan veri setinde bulunan 6rnek g6giis X-Ray goruntileri
a) COVID-19, b) Normal, ¢) Pnémoni

Sekil 1°de calismada kullanilan veri setinde bulunan her bir simifa ait bir goriintii 6rnegi
bulunmaktadir. Sekil 1.a-c’de sirasiyla COVID-19 pozitif, normal ve pnémoni bireylerden alinmis
g6giis X-Ray gorintiileri verilmektedir. Bu noktada, ¢alismada kullanilan veri seti igin 8-kat capraz
dogrulama kullanilarak siniflandiricilar egitilmektedir.

3. Onerilen Sistem

Bu ¢alismada, 137 COVID-19, 90 Normal ve 90 pnémoni kisiden alinmis olan toplam 317 goriintii
kullanilmistir. Burada, oncelikle veri setinde bulunan goriintiilerden goriintii 6zellikleri AlexNet Derin
Ogrenme mimarisine gore ¢ikarilmistir. Tam baglantili katmanlardan her bir goriintii i¢in 1000 adet
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Ozellik elde edilmistir. Sonrasinda, elde edilen goriintii 6zellikleri kullanilarak, Medium Tree, Bagged
Trees Ensemble, Kernel Naive Bayes, Cosine K-Nearest Neighbor (KNN), Linear Discriminant,
Quadratic SVM, Linear SVM ve Cubic SVM siniflandiricilart egitilmistir (Alkan ve Gilnay, 2012;
Akben, 2018; Polikar, 2012; Rish, 2001; Guo vd., 2003). Egitim i¢in 8-kat ¢apraz dogrulama teknigi
kullanilmaktadir. Egitim asamasindan Once, goriintii 6zelliklerinin AlexNet mimarisi kullanilarak
cikartilmasi nedeniyle, Sekil 2’de AlexNet mimarisinin ag katman bilgileri verilmektedir (Siyuan vd.,
2019).

Name Type Activations

1 data Image Input 227=223T7=3
227=227=3 images with ‘zerocenter' normalization

: convl Convolution 55x55=96
08 1= 3 convolutions stride [4 4] and padding [0 0]
relut RelLU 55=55=95

4 morm1 Cross Channel Mor... | 55=55=345
cross channel normalization with 5 channels per elemen

3 pool1 Max Pooling 27 =27=95
3x3 max pooling with stride [2 2] and padding [0 0 0 O]
conv2 Grouped Convolution | 27=27=256
2 groups of 128 525248 convolutions with de nd padding [2 2 2 2]

T relu2 RelLU 2T =2 =256
norm2 Cross Channel Mor... |27=27=256
cross channel normalization 5 channels per elemen
pool2 Max Pooling 13=13=256
3%3 max pooling with stride [2 2] and padding [0 00 0
conv3 Convolution 13=x13=384
354 3%256 convolutions with stride and padding [
relu3 RelU 13x13=x384

2 convd Grouped Convolution |13x13=384
2 groups of 182 3 2 convolutions with stride [1 1] and padding
relud RelU 13x13=384

4 convh Grouped Convolution |13=13=256
2 groups of 128 3232192 convolutions stride and padding [

: relus RelLU 13=13=256
pools Max Pooling Gx6=256
3=3 max pooling with stride [2 2] and padding [ 000

x fich Fully Connected 1=1=4896
4008 fully connected layer
relut RelLU 1=1=4896
dropt Dropout 1=1=2895
/0% dropout

2 fic7 Fully Connected 1=1=4896
4085 fully connected layer

2 relu7 RelLU 1=1=4296

22 drop7 Dropout 1=1=2896

2 ficd Fully Connected 1=1=1288
1000 fully connected |ayer

24 prob Softmax 1x1=1268

25 output Classification Output | -
crossentropyesx with "tench’ and 889 other classes

Sekil 2. AlexNet mimarisinin ag katmanlarinin gorsellestirilmesi

Sekil 2’de, calismada goriintii 6zelliklerinin ¢ikartilmasi i¢in kullanilan AlexNet mimarisi ag
katmanlar1 gosterilmektedir. AlexNet, 8 katman derinligine sahip bir mimaridir ve 1000 kategoriye
kadar smmiflandirma islemi yapabilir. Sekilde de gorildiigi gibi, 227*227*3 goriintliler igin
kullanilabilen bu mimari toplamda 25 katman igermektedir. Burada, konvoliisyon (Convolution),
havuzlama (Pooling), ReLu ve tam baglantili katmanlarin (Fully Connected Layer) bulundugu goriiliir
(Alex vd, 2012). Ag mimarisi incelendiginde, biz 23 numarali satirda bulunan fc8 katmanindan gorinti
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Ozelliklerini elde etmekteyiz. Sekilden de goriildiigi gibi, bu katman sayesinde her bir goriintii i¢in 1000
adet gorlintii 6zelligi c¢ikartilabilmektedir. Sonrasinda, ¢ikartilan bu goriintii 6zellikleri kullanilarak
calismada kullanilacak olan siniflandiricilar egitilebilmektedir. Bu noktada, ¢aligmada kullanilan
siiflandiricilar i¢in elde edilen egitim parametreleri ve degerlendirme metrikleri Tablo 1’de verilmistir.

Tablo 1. Calismada kullanilan siniflandiricilar igin egitim parametreleri ve degerlendirme

metrikleri
Dogruluk | Toplam Yanlis Tahmini Hiz Egitim Model Tipi
(%) Smiflandirma ~obs/s Zamani
S
Medium 80.76 61 620 10.583 Maksimum bélme
Tree say1s1:20, Gini gesitlilik
endeksi
Bagged 90.54 30 300 46.263 Maksimum bdlme
Trees say1s1:316, Ogrenici
Ensemble say1s1:30
Kernel 91.17 28 41 123.01 Kernel tipi: Gaussian
Naive Bayes
Cosine KNN 91.17 28 440 32.902 | Komsu say1s1:10, Mesafe
metrigi: Cosine
Linear 91.48 27 570 9.7243 Kovaryans yapisi: Tam
Discriminant
Quadratic 94.01 19 430 18.488 Kernel fonksiyonu:
SVM Quadratic
Linear SVM 94.95 16 390 18.2 Kernel fonksiyonu:
Linear
Cubic SVM 95.27 15 490 22.928 Kernel fonksiyonu:
Cubic

Tablo 1°de, ¢alismada kullanilan smiflandiricilar i¢in egitim parametreleri ve bazi degerlendirme
metrikleri verilmistir. Ayn1 zamanda bu siniflandiricilar igin, siniflandirma yéntemlerinde kullanilan
model tipleri de Tablo 1’de yer almaktadir. Tablodan, ¢alismada kullanilan Medium Tree, Bagged Trees
Ensemble, Kernel Naive Bayes, Cosine KNN, Linear Discriminant, Quadratic SVM, Linear SVM ve
Cubic SVM siniflandiricilarinin dogruluklarinin sirastyla %80.76, %90.54, %91.17, %91.17, %91.48,
%94.01, %94.95 ve %95.27’ye esit oldugu goriilmektedir. Bu nedenle toplam yanlig siniflandirma ve
dogruluk agisindan en basarili sistemin Cubic SVM oldugu anlasilabilmektedir. Bu siniflandiricilar,
egitim zamani agisindan incelendiginde ise en basaril sistemlerin sirastyla Linear Discriminant ve SVM
siniflandiricilarinin oldugu goriilmektedir.

4. Deneysel Sonuglar

Bu bolumde, veri dagilim grafigi, karmasiklik matrisleri ve pozitif siniflar i¢in Receiver Operating
Characteristic (ROC) egrileri verilmektedir. Bu noktada, calismada kullanilan siniflandiricilarin
performans metriklerini yorumlayabilmek acisindan karmasiklik matrisleri ve ROC egrilerinin
incelenmesi gerekmektedir. Bu nedenle, karmasiklik matrisi ti¢ farkli sekilde incelenmektedir (dogru ve
hatali gozlem sayisi, Dogru Pozitif Oranlar1 (True Positive Rates, TPR)-Yanlis Negatif Oranlar1 (False
Negative Rates) ve Pozitif Tahmin Degerleri (Positive Predictive Values, PPV)-Yanligs Kesif Oranlart
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(False Discovery Rates, FDR)). Benzer sekilde, her sinif igin ROC egrilerinin altinda kalan alan
degerleri ve grafikleri de burada verilmektedir.

Cubic SVM Cubic SVM
Model predictions
1 : * Covid19- ncorrect
* Covid-19 - Correct
* Normal - Incorrect Covig-19
0 * Nomal - Correct
Viral Pneumonia - Incorrect
Viral Pneumonia - Correct
g
; :
2 I
T, 0
L :
X i Al . 2
3 =2
4
Viral Pneumonia
-5
4 -3 -2 A 0 1 2 3 Covig-19 Normal Viral Preymonia
Ext_Featurest Predicted Class
Cubic SVM
Covid-19 1.4% 33%
Covid-19
Nomal
0 [}
) )
z I
0 0
0 — o Viral Pneumonia
2 2
F F
iral Pneumonia
= 07% 16% 1%
Coid-19 Nomal  Vira Preumonia ' Covid9 Norma Vira Preumoia
Predicted Class Predicted Class

(©) (d)
Sekil 3. En bagarili siniflandirict olan Cubic SVM’nin veri dagilim grafigi ve karmagiklik
matrisleri

Sekil 3.a ve 3.b-d’de, ¢alismada kullanilan modeller arasindan en basarili olan Cubic SVM
siiflandiricisinin sirasiyla veri dagilim grafigi ve karmasiklik matrisleri gosterilmektedir. Bu noktada,
AlexNet mimarisine gore c¢ikartilan 1000 Ozelligin iki tanesi, iki boyutlu olan Sekil 3. a’da
gosterilmektedir. Burada, her bir smif icin dogru veya hatali olarak belirlenen 6zellik degerleri
goriilebilmektedir. Bir diger taraftan, Sekil 3.b her sinif i¢in yapilan dogru ve hatali tahmin sayilarim
gostermektedir. Sekil 3.b’ye gore, 137 COVID-19 hastasinin 133 tanesi COVID-19 olarak bilinirken, 1
tane tanesi normal ve 3 tanesi de pndmoni olarak tahmin edilmistir. Benzer sekilde, 90 normal ve 90
pnomoni kisi sirastyla 1 COVID-19/85 normal/4 pnémoni ve 0 COVID-19/6 normal/84 pndmoni olarak
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tespit edilmistir. Bu noktada, Cubic SVM siniflandiricisinin 8-kat ¢apraz dogrulama kullanarak elde
ettigi performans metrikleri incelendiginde, egitim ve dogrulama asamasinin basarili bir sekilde
gerceklestigi anlasilabilmektedir. Sekil 3.c-d bu siniflandiricinin sirastyla TPR-FNR ve PPV-FDR
degerlerini gostermektedir. Bu sekillerden COVID-19, normal ve pnomoni kisiler i¢in elde edilen TPR
ve PPV degerlerinin swrastyla %97.1-%94.4-%93.3 ve 9%99.3-%92.4-%92.3’a esit oldugu
goriilebilmektedir. [laveten, bu siniflandiricinin bir baska performans metrigi incelemesi i¢in asagidaki
gibi farkl pozitif siniflarin ROC egrileri verilmistir.

Cubic SVM Cubic SVM

oooooooo

[<]
©

o

©

-] 2
o o
0 06 o 0.6
= Positive class: Covid-19 = Positive class: Normal
‘@ AUC = 1.00 @ AUC =0.99
o o
Q a
004 04
= 2
= -
0.2 0.2
—ROC curve —ROC curve
0 Area under curve (AUC) 0 Area under curve (AUC)
* Current classifier * Current classifier
0 0.2 0.4 0.6 0.8 1 0 0.2 0.4 0.6 0.8 1
False positive rate False positive rate
(@) (b)
Cubic SVM
1
0.8
o
o
o 0.6
= Positive class: Viral Pneumonia
@ AUC =0.98
o
Q
04
2
-
0.2
—ROC curve
0 Area under curve (AUC)
* Current classifier
0 0.2 0.4 0.6 0.8 1

False positive rate

()
Sekil 4. En basarili siniflandirict olan Cubic SVM’nin ROC egrileri

Sekil 4.a-c’de, Cubic SVM smiflandiricist i¢in pozitif simiflar sirasiyla COVID-19, normal ve
pndémoni olarak ¢izdirilmistir. Burada, egri altinda kalan alan (Area Under Curve, AUC) 1’e yaklastikca,
egitimin basarili bir gsekilde gercgeklestigi sOylenebilmektedir. Bu noktada, Sekil 4.a-c’de verilen
sekillerden, COVID-19, normal ve pndmoni pozitif siiflarinin AUC degerlerinin sirastyla 1, 0.99 ve
0.98’¢ esit oldugu goriilmektedir. Boylece, ¢aligmada kullanilan en basarili siniflandirict olan Cubic
SVM’nin en basarili tespiti COVID-19 sinifinda yapabildigi goriilmektedir.
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5. Sonuglar

Bu calismada, AlexNet derin 6grenme mimarisi kullanilarak 317 goriintli i¢in goriintii 6zellikleri
cikartilmaktadir. Bu goriintiilerin 137 tanesi COVID-19, 90 tanesi normal ve 90 tanesi de pnémoni
kisilerden alinmustir. Bu goriintiilerin 6zellikleri, AlexNet derin 6grenme mimarisin fc8 katmanindan
elde edilmektedir. Ayrica her bir gdriintii bir i¢in ¢ikartilan goriintii 6zelligi sayis1 1000°e esittir.
Sonrasinda ¢ikartilan bu 6zellikler kullanilarak, Medium Tree, Bagged Trees Ensemble, Kernel Naive
Bayes, Cosine KNN, Linear Discriminant, Quadratic SVM, Linear SVM ve Cubic SVM
siniflandiricilart egitilmektedir. Bu noktada, egitim ve dogrulama seti 8-kat capraz dogrulama
yontemiyle olusturulmustur. Bdylece, ¢alismada kullanilan biitiin siiflandiricilar i¢in karmagiklik
matrisleri elde edilebilmektedir. Bu siniflandiricilarin karmasiklik matrislerinden faydalanilarak
hesaplanabilen siniflandirma performans metrikleri Tablo 2’de ki gibi verilmistir.

Tablo 2. Calismada kullanilan siniflandiricilarin siniflandirma performans metrikleri

Medium | Bagged | Kernel | Cosine Linear Quadratic | Linear | Cubic
Tree Trees Naive | KNN | Discriminant SVM SVM SVM
Ensemble | Bayes
Dogruluk | 80.76 90.54 91.17 | 91.17 91.48 94.01 9495 | 95.27
(%)
Hata (%) 19.24 9.46 8.83 8.83 8.52 5.99 5.05 4.73
Duyarlilik | 79.44 89.52 90.39 | 90.14 91.14 93.73 9458 | 94.95
(%)
Ozgullik | 90.54 95.29 95.66 | 95.62 96.00 97.17 97.61 | 97.76
(%)
Kesinlik 79.44 89.86 90.40 | 90.61 90.54 93.28 94.35 | 94.65
(%)
F1 Skoru 79.39 89.65 90.39 | 90.23 90.77 93.47 94.44 | 94.79
(%)
MCC 0.6992 0.8504 | 0.8606 | 0.8605 0.8669 0.9058 | 0.9202 | 0.9250

Tablo 2 c¢alismada kullanilan tiim simiflandiricilarin - siniflandirma  performans metriklerini
gostermektedir. Tablodan, ¢aligmada kullanilan Medium Tree, Bagged Trees Ensemble, Kernel Naive
Bayes, Cosine KNN, Linear Discriminant, Quadratic SVM, Linear SVM ve Cubic SVM
siniflandiricilarinin dogruluklarinin sirastyla %80.76, %90.54, %91.17, %91.17, %91.48, %94.01,
%94.95 ve %95.27 oldugu goriilmektedir. Boylece, dogruluk agisindan en basarili siiflandiricinin
Cubic SVM oldugu goriilmektedir. En iyi simiflandiricinin belirlenmesi hususunda sadece dogruluk
metriginin incelenmesi gereklidir ama yeterli degildir. Tablo incelendiginde, en basarili siniflandirici
olan Cubic SVM’nin hata (%), duyarlik (%), o6zgiillik (%), kesinlik (%), F1 skoru (%) ve MCC
degerlerinin sirasiyla 4.73, 94.95, 97.76, 94.65, 94.79 ve 0.9250 oldugu goriilir. Cubic SVM’nin
siniflandirma performans metrikleri diger siniflandiricilarla karsilastirildiginda, bu smiflandiricinin
diger siniflandiricilardan daha basarili oldugu goriilmektedir.
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