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Abstract— In this study, the parameters of the distribution functions were adjusted with the optimization
to optimization approach to improve the performance of the distribution function-based monarch
butterfly optimization algorithm (MBO). For this, the random number generation processes, which
greatly affect the flow of stochastic algorithms, were examined and the effect of distribution functions
on these processes was determined. Then, the importance of parameter selection in the operation of
distribution functions has been determined. It has been seen that the distribution function will be more
effective with appropriate parameter selections. At this point, the distribution functions that can be used
in the random number generation in the main target algorithm were tried to be determined with
appropriate parameters with an upper auxiliary optimization algorithm. In conclusion; with the approach
of optimization to optimization, the performance of the target algorithm has been tried to be increased
and concrete results are presented in comparison with the tests made on the most used benchmark
functions in the literature.
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1. Giris

Teorik ve gergek muhendislik problemlerinde en uygun ¢O6zimin bulunmas: icin birgok
optimizasyon algoritmas1 kullanilir (Ates et al., 2017; Abdullah Ates & Yeroglu, 2018). Bu algoritmalar
icerisinde stokastik surecler iceren niimerik optimizasyon algoritmalart 6nemli bir yer tutar ve
glnumiizde de ¢ok genis bir alanda kullanilir (Ates, 2021; Elbes et al., 2019). Bu tur algoritmalarin
bircok alandaki problemde kullanilmasinin en 0nemli sebebi ¢cogu problemin belirsizlik iceren bir
¢6zUlm uzayina sahip olmasidir (Akdag et al., 2020; A. Ates & Yeroglu, 2016). Tam olarak belli olmayan
veya genis bir aralikta belirlenebilen parametrelere sahip olan bu problemlerde genis bir ¢6ziim uzayinda
arama yapilmasi gerektiginden stokastik tabanli optimizasyon algoritmalari ile daha iyi ¢ozumler elde
edilebilir. Stokastik algoritmalar ise temelinde rasgele say1 Uretme suregleri igeren yapilara sahiptir. Bu
strecler her ne kadar mihendislikteki kesin deterministik ve analitik yaklagimlarla ters diisse de, ele
alinan problemlerin yapisi1 geregi kullanilmas1 gereken faktorler olarak goze carpmaktadir. Bu anlamda
literatlirde dogadan esinlenen; fizik kurallarindan esinlenen; hayvanlarin besin bulmasindan, go¢
hareketlerine kadar bir¢ok noktada hayvan davraniglarindan esinlenen algoritmalar bulunmaktadir (van
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Laarhoven & Aarts, 1987; Glover, 1989; Glover, 1990; Guha et al., 2020; Khadanga et al., 2020;
Gaidhane & Nigam, 2018; Liang et al., 2020). Bu algoritmalar esinlendigi fizik kuralin1 veya hayvan
davranigin1 simile ederek, gercek hayattaki belirsizlik ortaminin iginden bir ¢6zim Gretimini, teorik
veya gercek mithendislik problemine uygulamaktadir. Bu arayislar genellikle bazi noktalarda stokastik
bir karakter iceren algoritmalarla sonug¢lanmaktadir. Bu 6zellik ¢ogu zaman algoritmalara bir gic
kazandirsa da algoritma Ureticisi agisindan ¢ogu zaman kontroliin kaybedilmesine yol acabilir. Clinki
rasgele say1 tretimi genellikle literattirde belli bir yontem ile yapilmakta ve bu noktanin 6nemi tizerinde
fazla durulmamaktadir.

Bu caligmada guincel bir stokastik algoritma olan Kral Kelebegi Optimizasyon algoritmasi1 (Monarch
Butterfly Optimization (MBO)) performansi artirilacak ana hedef algoritma olarak secilmistir (Wang et
al., 2019). Bu algoritmanin performansinin artirilmasi i¢in algoritmanin rasgele say1 retim noktalari
hedef olarak alinmistir. Bu amag rasgele sayi Uretimini saglayan dagilim fonksiyonu bilesenini, uniform
(diizgiin) dagilim fonksiyonu disindaki farkli dagilim fonksiyonlarmin en uygun parametrelerinin
belirlenmesini saglayacak st bir optimizasyon algoritmasi olan rastsal parametre vektor optimizasyon
algoritmas1 (RPVO) ile saglanmistir. Dolayisiyla ¢ift katmanli bir optimizasyon teknigi olan
optimizasyonun optimizasyonu yaklasimi uygulanmstir (Ates & Akpamukcu, 2021). Bu yaklagimda
KKO ana algoritma, RPVO ise yardimci algoritma olarak belirlenmistir. Bu noktada farkli dagilim
fonksiyonu tabanli KKO yéntemi ilgili problemi ¢ozerken, RPVO yontemi ise ilgili problem igin uygun
dagilim fonksiyon parametrelerini belirlemektedir. Boylece ana hedef algoritma igin rasgele sayi
tretiminde en uygun dagilim fonksiyonu ve parametre kombinasyonlari belirlenmis ve algoritmanin
performansimnin artirilmasi hedeflenmistir. Onerilen yontem benchmark fonksiyonlari tizerinden test
edilmis ve sonuglar karsilastirmali olarak sunulmustur.

2. Optimizasyonun Optimizasyonu Yaklasim

Optimizasyon algoritmalari bir problemin ¢6ziim uzayindaki hedeflenen amag fonksiyonuna gore en
iyi ¢0zlime ulagmasini saglayan metotlardir. Algoritmalar olusturulurken bu algoritmanin bilesenleri
algoritmay1 optimum bir sekilde sonuca gotirecek sekilde ayarlanmaktadir. Ancak bu bilesenlerin genis
bir aralik icerisinden segilebilme olasiligi ve bazi belirsizlikler en uygun kombinasyonun segimini
oldukca zorlastirmaktadir. Bu noktada bir optimizasyon algoritmasinin en etkili sekilde galisabilecegi
yapinin olusturulmasi igin bilesenlerinin veya parametrelerinin optimize edilmesi gerekir. Buna
optimizasyonun optimizasyonu yaklasimi adi verilmektedir(Ates & Akpamukcu, 2021). Bu yaklagimda
bir ana algoritma ve bir yardimci algoritma secilmektedir. Ana algoritmada optimizasyona tabi tutulacak
parametreler tespit edilmektedir. Bu parametreler yardimci algoritma araciligiyla parametrelerin ¢6zim
araligi icerisinden ana algoritmanin en iyi performansi iretebilecegi sekilde yardimci algoritma
araciligiyla belirlenir. Boylece ana algoritmanin performansi agisindan, orijinal konfigiirasyonuna gére
daha artirilmis bir bicimde ¢ikti elde edilmektedir. Cok kigik performans artiglarmin gergek
muihendislik veya teorik problemlerde saglayacagi kazanimlar g6z oOniinde bulunduruldugunda,
optimizasyonun optimizasyonu yaklasimiyla adeta ilgili problem icin hedef algoritmanin probleme gére
en iyi konfigurasyonun belirlenmesi hedeflenmekte ve nihayetinde olusan ¢ikti ile performans artigi
saglanmaktadir. Optimizasyonun optimizasyonu yaklasimi her ne Kkadar ana algoritmanin
parametrelerini optimize etmeye c¢aligsa da algoritmanin temel isleyisini degistirmemekte ve
algoritmanin temel felsefesini korumaktadir (Ates & Akpamukcu, 2021). Dolayisiyla bu algoritmada
tamamen farklilasmus ve yeni bir algoritmadan bahsetmek zordur. Hedeflenen amag, var olan
algoritmay1 belirlenen problem 6zelinde daha iyi isleyen etkili bir algoritma haline getirmektir.

2.1. Dagilim fonksiyonu Tabanh KKO

Bu caligmada ana optimize edilecek algoritma olarak KKO yontemi belirlenmistir. Bu algoritma kral
kelebeklerinin go¢ hareketlerinden esinlenerek problemlerin ¢6zimini hedefleyen stokastik bir
algoritmadir. Bu algoritmada kral kelebeklerinin iki ana yasam bolgesi belirlenmis ve bu iki bolge
arasinda kral kelebek populasyonu simile edilmistir. Bu benzetisim; go¢ hareketleri sirasinda kelebek
populasyonunun dogumlar, 6lumler gibi olaylar hesaba katilarak temel iki islem olan go¢ islem
(migration operator) ve kelebek dizenleme islemi (butterfly adjusting operator) vasitasiyla
yapilmaktadir. Bu algoritmada esasen her bir kelebek problem igin bir ¢cézim aday1 olmakta ve her
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kelebege atanmis olan dzellikler de ¢ozimun parametrelerini temsil etmektedir. Algoritma boyunca her
nesilde populasyon sabit tutulmakta ve nesil gegislerinde en iyi kelebekler yani ¢6zim adaylar1 bir
sonraki nesile ge¢is yaptirilmakta, nesil dongdileri bir iterasyon biciminde ¢alistiriimakta ve belirlenen
nesil sayisina ulasildiginda ortaya ¢ikan en iyi kelebek ve parametreleri ¢éziim olarak sunulmaktadir
(Wang et al., 2019).

Bu c¢alismada KKO algoritmasimin stokastik olmasini saglayan rasgele sayi tretim noktalarinda
denenecek en uygun parametreleri almis dagilim fonksiyonlariyla daha iyi sonuglar tiretecek bir KKO
algoritmasi hedeflenmis ve dagilim fonksiyonu tabanli KKO algoritmasi olusturulmustur. Bunun
yaninda KKO algoritmasinin esnek 4 parametresi de optimizasyona tabi tutulmustur. Dagilim
fonksiyonlarinin parametrelerinin normal standart parametreleriyle degil de problem ve algoritmaya
uygun bir bicimde belirlenmesiyle performans artis1 hedeflenmistir.

2.2. Kullamlan Dagilim Fonksiyonlari

Bu ¢aligmada belirlenen hedeflere ulagmak i¢in Uniform dagilim fonksiyonunun yerine kullanilmak
Uzere bes dagilim fonksiyonu belirlenmistir. Bu dagilim fonksiyonlar1 Beta, Normal, Exponential,
Poisson ve Rayleigh dagilim fonksiyonlaridir.

Normal dagilim fonksiyonu; Gauss dagilimi olarak adlandirilan iki parametreli bir egri ailesidir.
Modelleme igin normal dagilimi kullanmanin mantigi, herhangi bir dagilimdan bagimsiz olarak sonlu
ortalama ve varyans ile drneklerin toplaminin, 6rneklem boyutu sonsuza giderken normal dagilima
yaklastigin1 belirten Merkezi Limit Teoremi'dir. Ortalama (Mean) ve Standart Sapma (Standard
Deviation) olarak iki parametresi bulunmaktadir (Probability Density Function, 2020). Beta dagilimi,
sifir olmadiklart igin yalnizca sifir araliginda (0 1) benzersiz olan bir egri ailesini tanimlar. Fonksiyonun
daha genel bir versiyonu, araligin u¢ noktalarina parametreler atar. Birinci Sekil Parametresi (First
Shape Parameter) ve Ikinci Sekil Parametresi (Second Shape Parameter) adinda iki parametresi bulunur
(Probability Density Function, 2020).

Ustel dagilim, tek parametreli bir egri ailesidir. Ustel dagilim modelleri, ne kadar beklediginizden
bagimsiz olarak ek bir siire beklerken sireler bekler. Ortalama (Mean) adinda tek bir parametresi
bulunur (Probability Density Function, 2020). Poisson dagilimu, rastgele bir olayin meydana gelme
sayisin1 modelleyen tek parametreli bir egri ailesidir. Bu dagilim belirli bir zamana, mesafeye, alana vb.
dayahdir. Rastgele bir olayin meydana gelme sayisini nicelik olarak saymay1 iceren uygulamalar igin
uygundur. Ortalama (Mean) adinda tek bir parametresi bulunur (Probability Density Function, 2020).
Rayleigh dagilimi, Weibull dagilimmin 6zel bir &rnegidir. Iletisim teorisinde, Nakagami dagilimlar,
Rician dagilimlarn ve Rayleigh dagilimlari, bir aliciya cesitli sekillerde ulasan dagmik sinyalleri
modellemek igin kullanilir. Olgek (Scale) adinda tek bir parametresi bulunur (Probability Density
Function, 2020).

2.3. Rastsal Parametre Vektor Optimizasyon Ydntemi

Bu ¢aligmada ana algoritmay1 optimize edecek yardimci algoritma olarak; Rastsal Parametre Vektor
Optimizasyon (Stochastics Multi-parameters Divergence Optimization (SMDO)) algoritmasi se¢ilmistir
(Yeroglu & Ates, 2014). RPVO algoritmas: parametreler icin o6nceden belirlenen baslangig
degerlerinden baslayarak ¢ozlim uzayimda guncel bulunulan noktadan ileri ve geri deneme adimlariyla
olusan hata degerine gore gidis yolunu belirleyen bir algoritmadir. Bulunulan nokta etrafinda ileri ve
geri yondeki adim miktar1 stokastik bir bigimde belirlenerek yerel nokta tuzagina diisiilmekten
kagiilmaktadir. Eger ilgili adimlar sabit bir sekilde belirlenirse yerel nokta tuzagina diisiilmesi ¢ok olasi
bir durumdur. Biitiun parametreler belirlenen adimlar ile olusan bir matris tizerinden denenmekte olugan
hata degerinin amag fonksiyonunun hata degerine gore algoritma ilerlemektedir(Yeroglu & Ates, 2014).

RPVO algoritmas1 her ne kadar stokastik bir stire¢ igerse de deneme yanilmada izledigi analitik
yontem bu algoritmay1 ¢alismamizda baska bir algoritmanin parametrelerini optimize edecek yardime1
bir algoritma olarak segme konusunda gucli bir aday yapmustir.

102



3. Benchmark Fonksiyonu Sonuglari

Optimizasyonun optimizasyonu yaklasimi ile RPVO algoritmasinin yardimer algoritma, KKO’nun
da ana algoritma olarak kullanilmasiyla olusturulan yap1 ¢alismamizda literatlirde siklikla kullanilan 10
benchmark fonksiyonu ile denenmistir. Cikan sonuglar Tablo 1°de karsilastirmali olarak verilmistir.

Bu sonuclara gore; Matyas fonksiyonu ile yapilan denemelerde Beta, Normal, Exponential ve
Rayleigh dagilim fonksiyonlarinin olusturdugu 4 dagilim fonksiyonu, olusan uygun parametrelerle
Uniform dagilim fonksiyonuna gore daha iyi sonuglar elde etmistir.

Ackley fonksiyonu ile yapilan denemelerde Normal, Exponential, Poisson ve Rayleigh dagilim
fonksiyonlarinin olusturdugu 4 dagilim fonksiyonu, olusan uygun parametrelerle Uniform dagilim
fonksiyonuna gore daha iyi sonuclar elde etmistir.

Rastrigin fonksiyonu ile yapilan denemelerde Beta, Normal, Exponential, Poisson ve Rayleigh
dagilim fonksiyonlarinin olusturdugu 5 dagilim fonksiyonu, olusan uygun parametrelerle Uniform
dagilim fonksiyonuna gore daha iyi sonuclar elde etmistir.

Rosenbrock fonksiyonu ile yapilan denemelerde Beta, Normal, Exponential ve Poisson dagilim
fonksiyonlarinin olusturdugu 4 dagilim fonksiyonu, olusan uygun parametrelerle Uniform dagilim
fonksiyonuna gore daha iyi sonuglar elde etmistir.

Zakharov fonksiyonu ile yapilan denemelerde Beta, Normal, Exponential ve Poisson dagilim
fonksiyonlarinin olusturdugu 4 dagilim fonksiyonu, olusan uygun parametrelerle Uniform dagilim
fonksiyonuna gore daha iyi sonuglar elde etmistir.

Sphere fonksiyonu ile yapilan denemelerde Beta, Normal, Exponential ve Rayleigh dagilim
fonksiyonlarinin olusturdugu 4 dagilim fonksiyonu, olusan uygun parametrelerle Uniform dagilim
fonksiyonuna gore daha iyi sonuglar elde etmistir.

Beale fonksiyonu ile yapilan denemelerde sadece Poisson dagilim fonksiyonuyla uygun
parametrelerle Uniform dagilim fonksiyonuna gore daha iyi sonuglar elde etmistir.

Booth fonksiyonu ile yapilan denemelerde Beta, Normal, Exponential ve Poisson dagilim
fonksiyonlarinin olusturdugu 4 dagilim fonksiyonu, olusan uygun parametrelerle Uniform dagilim
fonksiyonuna gore daha iyi sonuglar elde etmistir.

DixonPrice fonksiyonu ile yapilan denemelerde Beta, Normal, Exponential, Poisson ve Rayleigh
dagilim fonksiyonlarinin olusturdugu 5 dagilim fonksiyonu, olusan uygun parametrelerle Uniform
dagilim fonksiyonuna gore daha iyi sonuclar elde etmistir.

Levy fonksiyonu ile yapilan denemelerde Beta, Normal, Exponential ve Poisson dagilim
fonksiyonlarinin olusturdugu 4 dagilim fonksiyonu, olusan uygun parametrelerle Uniform dagihim
fonksiyonuna gore daha iyi sonuglar elde etmistir.

Sonuclardan da goriildigi gibi farkli dagilim fonksiyonu tabanli KKO yodnteminde dagilim
fonksiyonu parametrelerinin ve KKO parametrelerinin optimizasyonun optimizasyonu yaklagimi ile
klasik KKO yénteminden daha iyi sonuglarin elde edilebilecegi gosterilmistir. Bu sekilde temel KKO
yoénteminin felsefesi degistirilmeden algoritmanin performansinin artirilabilecegi gosterilmistir.
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Tablo 1. Benchmark Testleri Sonuclar

REFERANS KKO KKO ILE KKO ILE KKO ILE KKO ILE RPVO KKO ILE KKO ILE
DEGERI (ORJINAL) RPVO RPVO RPVO ORTALAMA RPVO RPVO
ORTALAMA ORTALAMA ORTALAMA DEGER ORTALAMA ORTALAMA
DEGER DEGER DEGER (EXPONENTIAL) DEGER DEGER
(UNIFORM) (BETA) (NORMAL) (POISSON) (RAYLEIGH)
MATYAS 0 0.01380 5.8758e-07 2.9308e-07 2.24660e-07 3.3107e-07 6.0804e-07 3.6841e-06
MBOParam1 1 2 2 12 2
MBOParam2 1 1.0894 0.8915 0.9335 0.9862
MBOParam3 1.2 1.2146 1.2 1.2 1.2935
MBOParam4 0.4160 0.4160 0.3939 0.2854 0.4160
DistParam1 1 0 1.0085 0.9827 1
DistParam2 1 1.0227 0 0 0
ACKLEY 0 11.8038 0.0367 0.0367 0.0201 0.0199 0.0165 0.0265
MBOParam1 10 9 6 5 12
MBOParam2 0.8221 1.0930 1.2207 1.0307 1.0162
MBOParam3 1.0982 1.1493 1.2000 1.1853 1.0996
MBOParam4 0.4007 0.3674 0.5712 0.3383 0.4456
DistParam1 1.0834 0 1.1612 0.9958 0.9319
DistParam2 1.1409 0.9184 0 0 0
RASTRIGIN 0 90.8993 0.1005 0.0768 0.0384 0.0284 0.0273 0.0309
MBOParaml 1 10 2 9 3
MBOParam2 0.7544 1.1292 0.9996 1.2097 1.0465
MBOParam3 1.2298 1.2490 1.1841 1.1624 1.3725
MBOParam4 0.4160 0.5558 0.4160 0.3169 0.4489
DistParam1 0.9891 0 1.1851 0.9196 0.7302
DistParam?2 0.9780 0.9168 0 0 0
ROSENBROCK 0 1.1570e+03 0.2791 0.1810 0.1971 0.0757 0.0979 0.4571
MBOParam1 7 4 3 10 4
MBOParam2 1.0052 0.9527 1.0862 1.1816 0.8989
MBOParam3 1.3010 1.1817 1.1956 1.2017 1.1373
MBOParam4 0.4485 0.3600 0.4791 0.4226 0.4617
DistParam1 0.9318 0 1.0086 0.9673 0.9601
DistParam2 1 1 0 0 0
ZAKHAROV 0 475.36 0.1740 0.0899 0.1170 0.0618 0.0333 1.0890
MBOParaml 14 5 5 5 2
MBOParam2 1.1680 0.9825 1.0144 1.0813 0.8443
MBOParam3 1.2000 1.2052 1.3246 1.2522 1.2464




MBOParam4 0.5442 0.4920 0.4364 0.3282 0.4897
DistParam1 0.8289 0.0632 0.9688 0.9126 0.7523
DistParam2 0.9887 1.0071 0 0 0

SPHERE 23.5524 5.2710e-04 3.1308e-04 2.4465e-04 2.1068e-04 6.4576e-05 2.1281e-04
MBOParam1l 15 8 6 1 7
MBOParam2 0.8444 0.8753 1.2391 0.9738 1.1038
MBOParam3 1.2374 1.2613 1.2339 1.2569 1.3559
MBOParam4 0.5092 0.6081 0.5376 0.4160 0.4918
DistParaml1 0.9823 0.0899 1.0915 1.1381 0.8743
DistParam2 1.2129 0.9251 0 0 0

BEALE 0.5360 4.3827e-05 5.3602e-05 4.6656e-05 5.0510e-05 3.2793e-05 8.3889¢e-05
MBOParaml 2 6 2 3 2
MBOParam2 1.0975 1.1384 0.9666 1.0493 1.0222
MBOParam3 1.2313 1.4305 1.1584 1.3816 1.1769
MBOParam4 0.3541 0.3635 0.4204 0.3212 0.3759
DistParaml 1 0 1.0594 1 0.9933
DistParam2 1 1.0474 0 0 0

BOOTH 2.0084 1.4186e-04 5.2867e-05 1.1099e-04 6.0812e-05 1.3762¢e-04 5.3627e-04
MBOParam1 4 4 6 10 2
MBOParam2 1.1632 0.8853 1 1.1136 1.2502
MBOParam3 1.1665 1.1306 1.4679 1.2230 1.3926
MBOParam4 0.4818 0.2947 0.4571 0.4880 0.4131
DistParam1 0.9767 0.0723 1.0582 0.8231 0.9654
DistParam2 1.1415 1.0111 0 0 0
DIXONPRICE 3.4355e+05 0.7664 0.5822 0.6829 0.5657 0.4368 0.4259
MBOParaml 1 2 4 14 8
MBOParam2 1.1175 1.1006 1.1045 0.9507 0.7965
MBOParam3 1.2599 1.1647 1.2322 1.1476 1.1886
MBOParam4 0.5935 0.4708 0.3542 0.3402 0.4160
DistParaml 1.0239 0.0554 1.0333 0.9256 1.1162
DistParam2 1.0945 0.8505 0 0 0

LEVY 20.4396 1.3742¢-04 8.7495e-05 4.9139%-05 5.7683e-05 9.2682e-06 1.4897e-04
MBOParam1 12 8 8 2 2
MBOParam2 1.1303 1 0.8620 1.0141 0.9781
MBOParam3 1.1302 1.3299 1.2548 1.1696 1.2221
MBOParam4 0.6843 0.4150 0.5362 0.5676 0.5170
DistParaml 1.0052 0 1 0.9090 0.9717
DistParam2 1.0465 0.9019 0 0 0




4. Sonuglar

Bu caligmada optimizasyonun optimizasyonu yaklasimiyla yardimci bir algoritma olan RPVO
vasitasiyla rasgele say1 tretme sireclerinde farkli dagilim fonksiyonlarinin parametreleri optimize
edilerek segilen KKO ana algoritmasiin performansinin artirilmast amaglanmistir. Burada 6zellikle
RPVO algoritmasinin kontrollli ilerleme ve deneme stratejisi sayesinde her bir dagilim fonksiyonun
uygun parametrelerinin bulunmasiyla olusan performans artisiyla elde edilen sonuglar Bolim 3°te
gosterilmistir.

Bu ¢alismada 6zellikle iki algoritmanin ana stirecleri ve temel felsefesi degistirilmeden sadece kritik
esnek parametrelerinin optimizasyonu yapilmis ve var olan algoritmanin optimizasyon gucunin
artirtlmasi hedeflenmistir. Bu esnek parametrelerin diginda yapilan midahalelerin var olan basarili
algoritmik yapiy1 degistirebileceginden dolayi, sadece algoritmada degistirilebilecek esneklikteki
parametreler optimize edilmistir. Bu sartlar altinda uyarlanan yapiyla yapilan denemeler sonucunda,
uygulanan yaklagimin pozitif sonuglar1 goriilmiistiir.

Bu sonuglar, hem optimizasyonun optimizasyonu yaklasiminin gegerliligini kuvvetlendirmekte hem
de stokastik slreclerde uygun dagilim fonksiyonlarinin uygun parametrelerle kullaniminin pozitif
etkilerini  gostermektedir. Dolayisiyla stokastik sureclerde dagilim fonksiyonlarinin uygun
parametrelerle ayarlanmasiyla olusan pozitif etkinin teorik benchmark fonksiyonlar tzerindeki etkisi,
gercek mihendislik problemleri Uzerinde de olumlu etkiler gostereceginin ipuglarin1 vermektedir. Cok
kiclik performans artislarinin gercek miihendislik problemleri tizerindeki etkinlik, verimlilik ve maliyet
acisindan katkilar1 distiniildiigiinde, bu g¢alismadan ¢ikan sonuglarin literatiir agisindan ilerideki
calismalar bakimindan cesaret verici oldugu soylenebilir.
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