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Ozetce— Akademik ilerleme ile beraber arastirmacilar tarafindan yaymlanan makale sayisi her gecen
gln artmaktadir. Yayin sayisindaki artig ilgilenilen konu ile ilgili caligmalara ulagsmay1
zorlagtirmaktadir. Tavsiye sistemleri bu noktada arastirmacilar igin 6nemli bir aractir. Kullanicilarin
profiline ya da yayinlarin konu benzerligine dayali makale tavsiye sistemleri istenilen bilgiye ulagsmada
kullanicilara oldukca yardimei olmaktadir. Bu ¢alismada girilen makalenin konusuna benzer makaleleri
tavsiye etmek icin bir yaklasim onerilmistir. Olusturulan sistem dokliman benzerligi, kiimeleme ve
anahtar kelime ¢ikarimi konularinin birlestirilmesiyle hem anahtar kelime hem de icerik benzerliklerini
dikkate alarak makale tavsiye etmektedir. Derin 6grenme tabanli yontemlerin ¢alismanin her adiminda
kullanilmas1 tavsiye sisteminin performansii artirmistir. Calisma bilgisayar biliminde makine
ogrenmesi, yapay zeka, insan bilgisayar etkilesimi gibi farkli kategorilerden makaleleri iceren bir veri
seti Uzerinde uygulanmustir. Kullanicilara sorgulari ile yiiksek benzerlige sahip makaleler nerilmistir.
Bdylece istenilen konuya yonelik ¢alismalara erisim daha hizli ve daha kolay bir hale getirilmistir.

Anahtar Kelimeler : Anahtar kelime ¢ikarimi, dokliman benzerligi, kimeleme, makale tavsiye sistemi

Abstract— Along with academic progress, the number of papers published by researchers is increasing
day by day. The increase in the number of publications makes it difficult to reach studies on the subject
of interest. Recommendation systems are an important tool for researchers at this point. Paper
recommendation systems based on the profile of the users or the topic similarity of the publications are
very helpful to the users in reaching the desired information. In this study, an approach is proposed to
recommend papers similar to the subject of the paper searched. The created system recommends papers
considering both keyword and content similarities by combining document similarity, clustering, and
keyword extraction. The use of deep learning-based methods in every step of the study has increased
the performance of the recommendation system. The study has been applied to a dataset containing
papers from different categories such as machine learning in computer science, artificial intelligence,
human-computer interaction. Users are offered papers with high similarity to their queries. Thus, access
to studies on the subject of interest has been made faster and easier.

Keywords: Keyword extraction, document similarity, clustering, paper recommendation system
1. Giris
Gunlimuzde, akademik ilerlemeye bagli olarak, bilimin her alanindan arastirmacilar tarafindan

bircok calisma yiritulmektedir. Aragtirmacilar bu ¢aligmalarini ve sonuglarini diger arastirmacilar ile
paylasarak akademik gelisime katkida bulunmaktadirlar. Her yil konferanslarda ve dergilerde binlerce
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makale yayimnlanmaktadir. Bunun sonucu olarak, bilimsel bilgi hizli bir sekilde artmustir [1]. Bu bilgi
fazlaligi igerisinde ihtiya¢ duyulan bilgiye ulasmak da giderek zorlagmistir.

Akademisyenler veya arastirmacilar konulara yonelik dnceden yapilmis caligmalara ulagmak,
caligilan konuda son durum hakkinda bilgi sahibi olmak ister ve elde ettikleri sonuglar dogrultusunda
calismalarina yon verirler. Bu kadar fazla yayn icerisinde istenilen ¢alismalara ulagsmak kolay degildir.
Bu aragtirma alanina yonelik arama islemini kolaylastirmak igin tavsiye sistemleri gelistirilmistir.
Makale tavsiye sistemleri, en alakali makaleleri otomatik olarak arastirmacilara sunmak ve
arastirmacilara zaman kazandirmak i¢in cok 6nemlidir.

Cogu makale tavsiye sistemi kelimelerin baglamini1 ve makaleler arasindaki anlamsal benzerligi
dikkate almaz [2]. Ancak bu calismada derin 6grenme tabanli yontemler ile makaleler islenerek
kelimelerin ve dokiimanlarin anlamsal benzerligine dayali bir tavsiye sistemi gelistirilmistir. Bu ¢alisma
temel olarak iki asamadan olusmaktadir. Birinci asamada makalelerin konularina gére kiimelenmesi,
ikinci asamada ise kullanic1 tarafindan girilen makaleye benzer makalelerin ilgili kimede aranarak
kullaniciya onerilmesi gergeklestirilmektedir. Ilk olarak bilgisayar bilimleri alaninda insan-bilgisayar
etkilesimi, makine 6grenmesi, yapay zeka, bilgisayar gérmesi gibi farkli kategorilerden makalelerin
baslik ve 6zet bilgilerini iceren bir makale veri seti olusturulmustur. Bu veri seti hiyerarsik kiimeleme
ile kategorilerine gore kiimelere ayrilmustir. Bu kiimelerin hangi kategorilere ait oldugu belirlemek igin
Word2Vec yontemi ile kiimedeki makalelerin anahtar kelimeleri ¢ikarilmis ve kiimeyi temsil eden
anahtar kelime vektort bulunmustur. Bu sekilde ortak kategorideki makaleler ayni kiimelerde yer almis
ve her kiime icin o kiimede yer alan makalelerin konusuna yonelik anahtar kelimeler elde edilmistir.
Ikinci asamada ise, kullanici tarafindan girilen bir makalenin ilk olarak baslik ve 6zetinden bir anahtar
kelime vektorl olusturulmustur. Bu vektér kiime vektorleri ile karsilastirilarak hangi kiimedeki
makalelerin sorgudaki makaleye benzer oldugu belirlenmistir. Kiime belirlendikten sonra kiimedeki tim
makalelerin ve kullanic1 tarafindan girilen makalenin Doc2vec vektorleri bulunarak benzerlikleri
hesaplanmistir. Makaleler benzerlik skorlarina gore siralanarak girilen makaleye en benzer ilk on
makale kullaniciya 6nerilmistir. Bu sekilde, kiimeleme, anahtar kelime ¢ikarimi ve dokiiman benzerligi
konulari bir araya getirilerek bir tavsiye sistemi olusturulmus ve arastirmacilara makale arama siirecinde
blyuk kolaylik saglanmustir.

Makalenin geri kalan kismi su sekilde organize edilmistir. Bolim 2 makale tavsiye sistemleri
konusunda daha Once yapilan ¢aligsmalari sunmaktadir. Bolum 3’ de olusturulan tavsiye modelinin
asamalar1 ve kullanilan yontemler detayli bir sekilde agiklanmigtir. BO1Um 4 ¢alismanin olusturulan veri
seti Uzerinde uygulanmasi ve sonuglarin tartisilmasmi igermektedir. Bolum 5” te ise sonuclar yer
almaktadir.

2. Tigili Cahgmalar

Makale tavsiye sistemleri arastirma makalelerinin sayisindaki artis ile beraber makalelere daha hizl
erigimi saglamak i¢in 6nemli bir arastirma konusu haline gelmistir. Son zamanlarda bu konuda birgok
farkli yaklasim Onerilmistir. Makale tavsiyesi ya kullanici profiline ya da arastirma alanina gore
yapilmaktadir. Kullanic1 profilini dikkate alan ¢aligmalarda tavsiye kisilerin 0nceki tercihleri ya da
okuduklar1 makalelerden ilgi alanlarinin tespitine dayali olarak yapilmaktadir. Aragtirma konusuna
yonelik yapilan tavsiye de ise girilen makale ismi ya da anahtar kelimeler dogrultusunda kullaniciya
benzer konudaki makalelerin sunulmasi amaglanmaktadir.

Lee ve ark. [3] sadece igerik tabanli ya da graf tabanh yaklasim kullanildiginda karsilasilabilecek
sorunlar1 ortadan kaldirmak igin, iki yaklasimi birlestiren hibrit bir yaklasim 6nermistir. Bu yaklasimda,
birbirinden ayr1 olarak icerik tabanli ve graf tabanli tavsiye gergeklestirilmis ve daha sonra iki
yaklasimdan elde edilen sonuglar birlestirilmistir. Yapilan testler sonucunda bu yaklagimin igerik ve
graf tabanl yaklagimlarin sinirlamalarini ortadan kaldirabilecegi goriilmiistiir. Pan ve ark. [4] hem atif
bilgisi hem de makalelerin icerik bilgisinden elde edilen 6zellikleri kullanarak bir heterojen graf
modellemislerdir. Heterojen grafa dayali bir benzerlik 6grenme algoritmasi ile makale tavsiye sistemi
olusturmuglardir. Bu ¢alismada makaleler arasindaki benzerliklerin dikkate alinmasi tavsiye sisteminin
performansini artirmustir.
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West ve ark. [5] makale tavsiyesi igin atif tabanli bir yontem onermislerdir. Digiimlerin atiflart
temsil ettigi bir graf olusturulmus ve PageRank algoritmasi ile siralanmistir. Ag hiyerarsik olarak
kiimelenmis ve bu hiyerarsik agaca gore makale tavsiyesi yapilmistir. Bu ¢alisma ile diger caligmalara
gore daha kapsamli tavsiyeler sunuldugu goériilmiistiir. Son ve ark. [6] atif analizi ile ag analizini
birlestiren bir tavsiye sistemi oOnermislerdir. Sadece makaleler arasindaki dogrudan baglantilari
kullanmak yerine ilgili makale ile dolayli yoldan baglantili tim makaleleri karsilastiran bir atif ag1
olusturulmustur. Bu ag (izerinden makalelerin iliskileri incelenmis ve ilgili makaleye benzer makaleler
tavsiye edilmistir.

Xia ve ark. [7] tarafindan 6nerilen yéntemde tavsiye icin ortak yazar iliskileri ve kullanicilarin énceki
tercihleri kullanilmistir. Makaleler arasindaki ortak yazar iliskileri ile ilgili iki 6zellik belirlenmistir. Bir
tavsiye listesi olusturmak icin, bu iki 6zellik ortak yazar iliskileri ile birlestirilmistir. Bulut ve ark. [8]
kullanicinin aramasina uygun makale tavsiye etmek i¢in arastirmacinin 6nceki makalelerini ve arastirma
alanim dikkate alarak kullanici profiline 6zgu bir tavsiye sistemi olusturmuslardir.

Kullanici profiline 6zgi tavsiye sistemler kullanicinin 6nceki ¢aligmalari, atif iligkileri, daha 6nceden
okudugu makaleler gibi olcutler goz dnune alinarak gergeklestirilir. Ancak yeni kullanicilar ve yeni
makaleler icin bu sistemleri kullanmak verimli degildir. O yizden bu g¢alismada kullanict profili
hakkinda bilgi sahibi olmadan en verimli sekilde makale tavsiyesine odaklanilmistir. Ayrica arastirma
konusuna yonelik tavsiye sistemlerinde sorgular veya girilen anahtar kelimeler dogrultusunda ilgili
olabilecek makaleler bir liste halinde sunulmaktadir. Ancak yapilan bu listelemede genellikle anahtar
kelimelerin benzerligi dikkate alinmakta makalenin icerigi g0z ardi1 edilmektedir. Oysa makale igerigi
caligmalarin benzerligi konusunda bilylik 6nem tasimaktadir. Sadece anahtar kelime benzerligine dayali
bir tavsiye kullanict i¢in verimli olmayacaktir. Bu c¢alismada, kisinin arattigi makaleye en benzer
makalelerin tavsiyesi i¢in hem anahtar kelimeler hem de girilen makalenin igerigi dikkate alinmstir. Bu
sekilde kullanicinin 6zellikleri bilinmese bile arattigi makalenin igeriginden kisiye en uygun makalenin
onerilmesi saglanmistir. Hedef makale ile aday makalelerin anlamsal benzerliklerinin dikkate alinmasi
tavsiye sisteminin performansini artirmistir.

3. Makale Tavsiye Sistemi
Onerilen makale tavsiye sistemi 4 adimda gerceklestirilmistir.
3.1. Dokiiman Vektdrlerinin Olusturulmasi

Benzer dokiimanlari kiimelemek igin ilk olarak metin dokiimanlarin sayisal forma donistiriilmesi
gerekir. Bu sekilde dokiimanlar vektorler ile ifade edilir. Dokliman vektorlerini olusturmak igin farkli
yontemler vardir. En bilineni bag-of-words yontemidir [9]. Ancak bu ydntemde kelimelerin sirasi
dikkate alinmaz ve kelimelerin anlamina bakilmaz. Bu dezavantaji1 ortadan kaldirmak i¢in hem kelime
sirasini hem de kelimelerin anlamini dikkate alan Doc2vec yontemi 6nerilmistir [10]. Doc2vec cimle,
paragraf veya dokimanlarin vektor temsilini olusturan derin 6grenme tabanli bir yontemdir ve metin
islemede son zamanlarda siklikla kullanilmaktadir [11].

Dokiimanlar1 vektdrlere doniistiirme isleminde her bir makalenin baslik ve 6zet kisimlari ¢ikarilarak
bir dokiiman olusturulmustur. Vektorler olusturulmadan 6nce her dokiimana 6n isleme uygulanmistir.
On isleme giiriltili veriyi azaltmak ve performansi artirmak agisindan énemlidir. On isleme adiminda
noktalama isaretleri kaldirilmig, kiguk blyuk harf doniisimii yapilmis ve durak kelimeleri
kaldirllmstir. Durak kelimeleri metinde sik gecen ve anlamsal olarak 6nemi olmayan kelimelerdir. Bu
kelimeler kaldirilarak egitim stresi kisaltilmistir. Onisleme adimindan sonra her dokiimanda yer alan
kelimeler belirlenmis ve Doc2Vec modeli ile egitilerek dokiiman vektorleri olusturulmustur.
Olusturulan dokiman vektorleri her makaleyi anlamsal olarak temsil eden vektorlerdir. Vektorlerin
vektOr uzayimda yakin konumlanmasi anlamsal olarak birbirine yakin olduklarini gosterir. Dolayisiyla
vektor uzayinda birbirine yakin olan vektorlerin ait olduklar1 dokiimanlar birbirine anlamsal olarak
benzemektedir. Olusturulan dokiiman vektorlerinin birbirlerine olan uzakliklarina gore ayni konudaki
makaleleri kimeleme gergeklestirilir.

3.2. Dokiman Kimeleme

Kimeleme verileri anlamli gruplara ayiran bir denetimsiz 6grenme yodntemidir. Giris verisi
yorumlanarak kiimeler olusturulur. Dokiman kiimeleme ise dokiimanlarin benzerliklerine gore
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gruplandirilmasidir. Dokliman kiimeleme sayesinde ¢ok fazla dokiiman icerisinde arama islemi
kolaylastirilir. Veri seti arttik¢a ¢aligma zamani ve kiimeleme Kalitesi agisindan daha iyi performans
goOsteren algoritmalara ihtiya¢ duyulur [12]. Birch algoritmasi1 biylk veri setlerinde oldukca verimli
calisan bir birlestirici hiyerarsik kiimeleme algoritmasidir. Veriyi tek bir tarama ile oldukga iyi
kiimeleyebilir. Bu ¢alismada dokiimanlar1 kiimelemek igin Birch algoritmasi kullanilmustir.

Birch algoritmas: kiimeleme igin iki terim kullanir [13,14]. Kiimeleme o6zniteligi ve kiimeleme
Oznitelik agaci. Kiimeleme &zniteligi, kimeler hakkinda bilgiyi 6zetleyen t¢ boyutlu bir vektordur.
Kimeler icin gerekli bilgiyi elde etmek icin bir aga¢ olusturulur. Birch algoritmasi 4 asamada
gerceklestirilir. Ilk asamada, veri seti taranir ve veri bir aga¢ olusturmak icin hafizaya alinir. Hafiza
yeterli degilse yaprak diigiimden aga¢ tekrar olusturulur. ikinci asamada, aykir: veriler kaldirilir. Daha
Kiiciik bir agac olusturmak igin veri seti tekrar boyutlandirilir. Uglincli asamada, var olan bir kiimeleme
algoritmasi agacin yapraklarina uygulanir. Son asamada, istege bagli olarak kiimeler iyilestirilir.

3.3. Tavsiye Kimesinin Segimi

Kullanic1 sorgusunda yer alan makaleye benzer makaleleri tavsiye etmek icin ilk olarak hangi
kiimedeki makalelerin kullanilacaginin belirlenmesi gerekir. Bu sekilde veri seti igindeki tuim makaleleri
sorgu ile karsilastirmak yerine sadece belirli bir kiime icerisindeki makalelere bakilacaktir. Tavsiye
kiimesini belirlemek igin hangi kiimedeki makalelerin hangi konuya ait oldugunu bilmek gerekir. Bu
ylzden her kime icin o kiumede yer alan makalelerin konusunu yansitan anahtar kelimeler
belirlenmistir.

Binlerce dokiiman icerisinde ihtiya¢ duyulan bilgiyi iceren dokiimanlara ulasmakta anahtar kelime
¢ikarimi kolaylastirict olmaktadir. Anahtar kelime ¢ikarimi bir dokiimanin konusunu en iyi tanimlayan
terimlerin otomatik olarak belirlenmesidir. Birkag anahtar kelime segilerek kullanicimin makalenin
tamamini okumasima gerek kalmadan konusunu anlamasi ve istedigi bir makale olup olmadigini
belirlemesi saglanabilir. Bu yizden anahtar kelime ¢ikarimi bilgi ¢ikariminda dnemli bir rol oynar [15-
17]. Bu ¢alismada kelime graf modeline dayali TextRank algoritmasi [18,19] kullanilmistir. TextRank
algoritmas1 PageRank algoritmasindan tiiretilmistir. Pagerank algoritmasi web sayfalarinin 6nemini
6lcmek icin kullanilan bir algoritmadir. TextRank algoritmasi bu fikirden esinlenilerek metindeki
onemli kelimeleri ¢ikarmak icin gelistirilen bir algoritmadir. Metindeki kelimelerden agirlikli veya
agirliksiz graf olusturularak kelimelerin skoru belirlenir. Bu skorlar siralanip belirlenen sayida kelime
secilerek anahtar kelime olarak verilir.

TextRank algoritmasinda graf olusturulurken her kelime bir diigiim olarak belirlenir. Bu ¢aligmada
her kelimenin Word2vec temsili diigiim olarak belirlenmistir. TextRank algoritmasi icin agirlikli bir
graf olusturulmustur. Grafta kenarlara atanan agirliklar kelime vektorlerinin kosiniis benzerlikleri ile
belirlenmigtir.

V; ve V, vektorleri arasindaki agirlik Wy, asagidaki gibi hesaplanir:
Ve Vk Zjn:1 ViiVix

k= = (1)
villllvdl /3 ve 3, v,

Algoritmanin ikinci asamasi her kelimenin skorunu bulmaktir. V; diigiimii i¢in skor asagidaki gibi
belirlenir:

W

Wik
S(V) = (1 —d) +d =

keln(Vj)

S(Vi) @)

Zv,—eom(vk) W

d, 0 ile 1 arasinda ayarlanan bir parametredir. Out(V,), V; diigimiinden ¢ikan baglantilarin kiimesi
ve In(V;) ise V; diigiimiine gelen baglantilarin kimesidir. Bu formile gére bir kelimenin énemi kag
kelime ile baglantili olduguna ve baglantili oldugu kelimeler ile arasindaki kosinus benzerligine
baglidir. Her kelimenin skoru bulunduktan sonra en yuksek skora sahip kelimeler anahtar kelime olarak
belirlenir.
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Sorgu Sorgu keligle Sorgg anah?ar
5 vektorler kelimeleri
dokiimant
Onisleme Kosiniis Benzerligi
Word2vec TextRank Word2vec Kime Seciti
cimi
> | Mol enme Vodd |
Kiime kelime Kiime anahtar
vektorlen kelimeleri

Sekil 1. Tavsiye kiimesi segimi

Kime secimi isleminin asamalar1 Sekil 1’ de verilmistir. Kime secimi i¢in kiimelere ait anahtar
kelime vektorii ve sorgu makalesine ait anahtar kelime vektori kullanilir. i1k olarak bir kiimede yer alan
tim dokiimanlarin baslik ve 6zetinden anahtar kelimeleri ¢ikarilir. Word2vec modeli ile anahtar
kelimeler vektorize edilir. Her dokiimana ait anahtar kelime vektorlerinin ortalamasi alinarak her
kiimeye ait anahtar kelime vektorl hesaplanir. Daha sonra sorguda yer alan makalenin baslik ve §zeti
kullanilarak anahtar kelimeleri ¢ikarilir. Bu anahtar kelimeler Word2vec modeli ile vektdrize edilerek
sorguya ait anahtar kelime vektori elde edilir. Kiime anahtar kelime vektorleri ile sorgu anahtar kelime
vektorl arasindaki kosinus benzerlikleri hesaplanir. En ylksek kosinis benzerligine sahip kiime tavsiye
kiimesi olarak segilir.

3.4. Makale Tavsiyesi

Kullanici tarafindan girilen makaleye en benzer makalelerin bulundugu kiime belirlendikten sonra
bu kimeden kullaniciya tavsiye edilecek makalelerin belirlenmesi gerekir. Sadece anahtar kelime
benzerligine bakarak tavsiye pek verimli degildir. Tavsiye basarisini artirmak i¢in bu asamada
dokiimanlarin benzerligine bakilmigtir. Dokiiman benzerligi i¢in Doc2vec yontemi kullanilmistir. Bu
sekilde dokiimanlarin anlamsal 6zellikleri de dikkate alinarak benzerlikleri bulunmustur.

Tavsiye isleminin asamalar1 Sekil 2’ de verilmistir. Ilk olarak kullanic tarafindan girilen makalenin
baglik ve Ozeti alinarak On isleme uygulanmigtir. Sorgu makalesine ait dokiiman vektorii Doc2vec
modeli ile elde edilmistir. Daha sonra kiimedeki her dokiimana ayni islem uygulanarak dokiiman
vektorleri elde edilmistir. Kullanic1 dokiiman vektorii ile kiimedeki dokiiman vektorleri arasindaki
kosinus benzerlikleri hesaplanmustir. Bulunan benzerlik skorlari siralanmig ve ilk 10 makale kullaniciya
tavsiye edilmistir.

Sorgu dokiiman
vektori

Sorgu
dokiim ant

Onisleme RosinbsBeozetlifs Yitksek benzerdikli

Docdyec  —
:> Model dokimanlarin segimi

Kiime dokiiman
Secilen kiime vektorleri

dokiimanlar:

Sekil 2. Sorgu ile benzer tavsiye makalelerinin secimi

4. Deneysel Sonuglar

Bu bolimde onerilen makale tavsiye sisteminin performansini degerlendirmek igin bazi testler
yapilmistir. Kullanilan yontemlerin ve énerilen sistemin basarisi tartisilmistir.
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4.1. Veri Seti ve Model Olusturma

Onerilen sistem bilgisayar bilimi, ekonomi, fizik gibi farkli alanlardan ya da belirli bir alanda farkl:
kategorilerden makaleleri tavsiye icin kullanilabilir. Bu caligmada 0Ornek uygulama alani olarak
bilgisayar bilimi segilmigtir. Farkli alanlardan makaleleri kiimeleyip kullaniciya istenilen konuda
makale tavsiye etmek nispeten daha kolay olacaktir. Ancak belirli bir alandan makaleleri kategorilerine
gore ayirip kullaniciya konusuna uygun makaleyi 6nermek daha zordur. Bu yiizden belirli bir alandaki
makaleleri kullanarak dnerilen sistemin performansi gosterilmek istenmistir.

Veri setini olusturmak icin gerekli makaleler Arxiv platformundan alinmustir. Arxiv; ekonomi, fizik,
matematik, bilgisayar bilimi vb. bircok alandan makaleleri iceren agik-erisim bir depodur. Bilgisayar
bilimi alaninda birgcok kategoriden makaleleri kapsamaktadir. Bu g¢alismada yapay zeka, makine
ogrenmesi, kriptoloji, yazilim mithendisligi, coklu etmen sistemler, robotik, insan-bilgisayar etkilesimi,
ag, bilgisayar gormesi, bilgi ¢ikarimi ve sosyal bilgi kategorilerinden makaleler elde edilerek bir veri
seti olusturulmustur. Bu veri seti egitim ve test verisi olarak ayrilmistir. Egitim igin toplam 92,325
makale, test icin toplam 4,000 makale kullanilmstir. Veri seti olusturulurken makaleler kategorilerine
gore elde edilmistir. Ancak her makale tek bir kategoriye ait degildir. Clink{ bir makale birden fazla
konu sentezlenerek olusturulabilir. Ornegin, yapay zeka konusunda yazilmis bir makale ayn1 zamanda
makine 6grenmesi ile ilgili olabilmektedir. Kategori konularinin etkilesimi bir makalenin birden fazla
kategoriye dahil edilmesine neden olur. Veri seti igin ise ana kategori dikkate alinarak makaleler
gruplandirtlmistir.

Onceki boliimde agiklandig1 gibi calisma icin iki farkli model olusturulmustur: Kiimeleme ve
dokiiman benzerligi icin Doc2vec modeli, anahtar kelime c¢ikarimi icin Word2vec modeli. Ilk olarak
egitim verisi kullanilarak Doc2vec modeli egitilmistir. Test verisi olarak belirlenen 4,000 makale
kullanilarak her makaleye ait dokiiman vektorleri elde edilmistir. Bu vektorler hem kiimeleme hem de
dokiimanlarin benzerligini bulmak igin kullanilmistir. Daha sonra egitim verisi kullanilarak Word2vec
modeli egitilmistir. Test verisindeki makalelerin anahtar kelimelerinin TextRank algoritmasi ile
¢ikariminda kullanilmastir.

4.2. Kiimeleme Performansi

Egitilen Doc2vec modeli ile test verisindeki her dokiimanin vektorl elde edilmistir. Dokliman
kiimeleme icin Birch algoritmasi secilmistir. Bu algoritma K-means algoritmasi ile performans
bakimindan karsilastirilmustir. Test verisi (izerinde iki algoritma kiime sayis1 5, 6, 7 ve 8 olarak belirlenip
caligtirilarak 4 farkli kiimeleme elde edilmistir. Kiimeleme sonucunda aynmi kategoride veya benzer
kategoride olan makalelerin ayn1 kiime icerisinde bulunmasi beklenmistir. Kimeleme basarisini
degerlendirmek igin kesinlik, anma ve F-0l¢itu kullanilmistir. Kesinlik dogru tahmin edilen pozitif
ornek sayisinin toplam tahmin edilen pozitif 6rnek sayisina oranidir. Anma dogru tahmin edilen pozitif
ornek sayismmin toplam pozitif 6rnek sayisina oramidir. F-Olgutl ise bu iki degerin harmonik
ortalamasidir.

Sekil 3 de iki algoritmanin farkli kiime sayilarina gore performans karsilastirmasi yer almaktadir.
K-means algoritmasi ile elde edilen sonuglara bakildiginda en yiksek basar1 kiime sayis1 6 iken elde
edilmigtir. Birch algoritmasi ile en ylksek basariya kiime sayis1 7 iken ulagilmistir. En basarili
kiimeleme igin F-0lcutl degerleri karsilastirildiginda Birch algoritmasi K-means algoritmasindan daha
iyi performans gostermistir. Genel olarak kiimeleme sonuglarina bakildiginda Birch algoritmasi daha
yuksek dogrulukta dokiimanlar1 kiimelemistir. Birch algoritmasinda vektorlerin birbirlerine
yakinliklaria bakilarak kiimeleme gerceklestirilirken, K-means algoritmasinda vektdrlerin ilk kiime
merkezlerine olan yakinliklarina bakilarak kiimeleme gerceklestirilir. Bu merkezlerin rastgele segimi
kiimeleme sonucunun Kalitesini biylik oranda etkilemektedir. Farkli merkezlerin secimi farkli
kiimeleme sonuglarina neden olmaktadir. Bu yizden Birch algoritmasi K-means algoritmasina oranla
daha ylksek performansa sahiptir. Sonuclara bakildiginda en ylksek F-6l¢iti degeri kiime sayis1 7 iken
elde edilmistir. Bu yizden dokimanlar 7 farkli kiimeye ayrilarak c¢alismanin diger asamalari
gergeklestirilmigtir.
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Sekil 3. Birch (a) ve K-means (b) algoritmalarinin performans karsilastirmasi

4.3. Anahtar Kelime Cikarimi Performansi

Dokiimanlarin anahtar kelimelerini bulmak i¢cin Word2vec ve agirlikli TextRank algoritmasi
kullanilmuigtir. Test veri setinden makaleler segilmis ve bu makalelerin anahtar kelimeleri ¢ikarilmustir.
Cikarilan anahtar kelimeler ile makalenin anahtar kelimeleri karsilastirilarak kesinlik, anma ve F-6lgutd
degerleri hesaplanmistir. Bu 6lcutler denklem 3, 4 ve 5 olarak tanimlanir:

L Algoritmanin ¢ikardigl dogru anahtar kelime sayisi
Kesinlik = _ - , (3)
Algoritmanin ¢ikardigl anahtar kelime sayis1

Algoritmanin ¢ikardig1 dogru anahtar kelime sayisi
Anma = : - 4
Makalenin anahtar kelime sayisi

Kesinlik x Anma
X Kesinlik + Anma

®)

F — Olgiitii = 2

Tablo 1. Anahtar kelime ¢ikarimi performans degerlendirmesi

Makale sayis1 Kesinlik Anma F-olcutl
100 0,68 0,78 0,72
200 0,73 0,75 0,74
300 0,75 0,70 0,72
400 0,76 0,68 0,71
500 0,76 0,69 0,72

Tablo 1’de farkli sayida makalenin anahtar kelimelerinin ¢ikarimindan elde edilen sonuclar
gorulmektedir. Kesinlik, anma ve F-0l¢itu degerleri makale gruplariin ortalama degerleridir. Anahtar
kelime ¢ikariminda makalelerin baslik ve 0zet bilgileri kullanilmistir. Oysa anahtar kelimeler tim
makalenin konusunu yansitacak sekilde olusturulur ve makalenin igerigi oldukca 6nemli bir kisimdir.
Sadece baglik ve 6zetten anahtar kelime ¢ikarimi sonuglari etkilemistir. Ancak buna ragmen sonuglara
bakildiginda kullanilan yontem makale igin bilgilendirici kelimelerin ¢ikarilmasinda 6nemli bir basariya
sahiptir.

4.4. Makale Tavsiye Sisteminin Performansi

Onerilen sistemde kullanic1 tarafindan girilen bir makale ismi almarak bu makaleye benzer
makalelerin tavsiyesi amaglanmustir. Arastirma makalesi tavsiye sistemini test etmek icin 10 farkli
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kategoriden makale iceren 10 kullanici sorgusu olusturulmustur. Kullanic1 sorgusunda yer alan
makaleye en benzer 10 makale tavsiye edilmistir. Bu Kkategoriler; yapay zeka(YZ), makine
ogrenmesi(MO), kriptoloji ve giivenlik(KR), yazilim miihendisligi(YM), coklu etmen sistemleri(CS),
robotik(RO), insan-bilgisayar etkilesimi(IBE), ag ve internet mimarisi (AIM), bilgisayar gérmesi ve
Orlntl tanima (BG) ve bilgi ¢ikarimudir (BC). Sekil 4' de sorgu makalelerine gore verilen 10 Oneri igin
performans degerlendirilmektedir. Her kategori icin, Onerilen makalelerin kategori tahmin basarisi
(KT), anahtar kelime ¢ikarma basarisi (AC), dokiman benzerlik basaris1 (DB) ortalama degerleri
sunulmustur. Kategori tahmin basarisi, Onerilen 10 makaleden kaginin sorgu makalesi ile ayn
kategoride oldugunu gosterir. Anahtar kelime ¢ikarma basarisi, 6nerilen 10 makale igin F-0l¢iti degeri
ile ifade edilir. Dokliman benzerlik basarisi, Onerilen makaleler ile sorgu makalesi arasindaki
benzerliklerin ortalamasidir. Tim kategoriler dikkate alindiginda, tavsiye sistemi igin ortalama kategori
tahmin basaris1 %83, anahtar kelime ¢ikarma basaris1 %75 ve dokiiman benzerlik basaris1 %81' dir.

mAC =KT =DB

0.9

0.8
0.7
0.6
0.5
0.4
0.3
0.2
0.1
YZ MO KR YM CS RO iBE AiM BG BC

Sekil 4. Makale tavsiye sisteminin performans degerlendirmesi

o

5. Sonug

Tavsiye sistemleri son zamanlarda verinin artisi1 ile birlikte birgcok alanda 6nemli bir yere sahip
olmustur. Bilimsel makale tavsiye sistemleri de akademik ¢alismalarin artisi ile birlikte ilgi ¢eken bir
arastirma konusu haline gelmistir. Her gecen glin yayinlanan makale sayis1 artmakta ve istenilen konuya
yonelik makalelere ulagsmak zorlagmaktadir. Bu ¢alismada konuya yonelik makale tavsiyesi igin bir
yontem o6nerilmistir. Bu yontem ile sadece anahtar kelime benzerliklerinden ziyade makalelerin hem
anlamsal hem de sdzdizimsel benzerlikleri dikkate alinarak tavsiye gerceklestirilmistir.

Caligmanin ilk asamasinda makaleler konularina goére kiimelenmistir. BOylece arama yapilacak
makale havuzu daraltilmistir ve arama daha hizli bir sekilde gergeklestirilmistir. Ayrica arama yapilan
makaleye benzer makalelerin ortak konuda makale iceren bir klimede aranmasi daha yiiksek benzerlige
sahip makalelere ulasmay:1 saglamistir. Makale benzerliklerinin bulunmasinda ve anahtar kelime
cikariminda derin 6grenme tabanli yontemlerin kullanilmas: tavsiye sisteminin basarisini artirmigtir.
Bilgisayar bilimi alaninda secilen makalelerden olusan bir veri seti ile ¢alisma gergeklestirilmistir.
Yapilan deneyler sonucunda kullanict sorgusunda yer alan makaleye benzer makaleler ytiksek bir basart
oraninda oOnerilmistir. Gelistirilen tavsiye sistemi kullanici hakkinda bilgi sahibi olmadan arastirilan
konuya yonelik makalelere kullanicinin daha hizli ve dogru bir sekilde erisimini saglamustir.

Tesekkiir

Bu calisma Firat Universitesi Bilimsel Arastirma Projeleri Koordinasyon Birimi tarafindan
MF.20.09 numaral1 proje kapsaminda desteklenmistir.
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