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Ozetce— Yiiz duygu ifadeleri insanlarin birbirleriyle olan iletisiminde sdzlii olmayan bir iletisim
aracidir. Bu ifadeler insanlarin diisiinceleri hakkinda bilgiler vermektedir. Bu bilgiler 1s131nda miisteri
memnuniyeti, zihinsel bozukluklarin tespiti, otizm, yalan ve korku tespiti gibi bir¢ok alanda ¢aligmalar
yapilmaktadir. Duygu tanima gorevi i¢in yapilmis geleneksel ve derin 6grenme tabanli bir¢ok yontem
mevcuttur. Yapilan c¢alismada duygu tanima igin FER2013 veriseti ve derin 6grenme tabanl
mimarilerden VGG-11 kullanilmistir. VGG-11 mimarisi ile %68.32’lik test dogrulugu elde edilmistir.
Caligmada VGG-11 mimarisinin 6zellik katmanina uygulanan siniflandirma yontemlerinin duygu
tanima dogruluguna etkisi incelenmistir.
Anahtar Kelimeler : Vgg-11, yiuz duygu tanima, fer2013.

Abstract— Facial emotional expressions are a non-verbal communication tool in people's
communication with each other. These expressions give information about people's thoughts. In the
light of this information, studies are carried out in many areas such as customer satisfaction, detection
of mental disorders, autism, detection of lies and fear. There are many traditional and deep learning-
based methods for emotion recognition task. In the study, FER2013 dataset and VGG-11, one of the
deep learning-based architectures, were used for emotion recognition. Test accuracy of 68.32% was
achieved with the VGG-11 architecture. In this article, the effect of classification methods applied to
the feature layer of the VGG-11 architecture on emotion recognition accuracy is examined.
Keywords : Vgg-11, facial emotion recognition, fer2013.

1. Giris

Derin 6grenme tabanli yontemlerin gelismesiyle beraber bir¢ok alanda oldugu gibi yiiz ifadesi tanima
alaninda da ilerlemeler kaydedilmistir. Yiiz Duygu Tanima (YDT) sistemleri, yiizdeki ifadeden yola
cikarak insan duygularini yedi temel duygudan biri olarak siniflandirmayi amaglamaktadir (Mahmoudi
ve dig., 2020). YDT insanlarin diisiince diinyas: hakkinda bizlere 6nemli bilgiler vermektedir. Bu
bilgiler 151inda bir¢ok farkli alanda ¢alismalar mevcuttur (Bouzakraoui ve dig., 2020; Mukhopadhyay ve
dig., 2020; ShanthaShalini ve dig., 2021; Gao ve dig., 2021; Simcock ve dig., 2020). Yz ifadelerinin
taninmast i¢in HOG, SIFT, LBP gibi geleneksel ve derin dgrenme tabanl birgok farkli yontem
kullanilmistir. Bunlardan bazilar1 soyle siralanabilir. Zahara ve ark. evrisimsel sinir aglarin1 (ESA)
kullanarak ylz duygu ifadeleri veri seti olan FER2013 ile yiiz ifadeleri tahmininde %65.97’1lik bir
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basarim elde etmislerdir (Zahara ve dig., 2020). Khaireddin ve ark. FER2013 veri setini kullandiklar
caligmalarinda duygu tahmini icin VGGNet mimarisini kullanmiglardir. Mimarinin hiperparametreleri
tizerinde yapilan ince degisiklikler sonucunda %78.28’lik bir basari elde etmislerdir (Khaireddin ve
Chen, 2021). Shafira ve ark. yaptiklar1 ¢alismada duygu tanima gérevi i¢in FER2013 ve CK+ veri
setlerini kullanmuslardir. Veri setlerindeki duygu ifadelerinden 6znitelik ¢ikarimi i¢in Histogram of
Oriented Gradient (HOG) ve Local Binary Pattern (LBP) yontemlerini ve siniflandirma i¢in Extreme
Learning Machine (ELM) simiflandiricisini kullanmiglardir. HOG y6nteminin FER2013 veri setindeki
dogrulugu %63.86 iken LBP yonteminin FER2013 veri seti tizerindeki dogrulugu %55.11’dir (Shafira
ve dig., 2019). Daihong ve ark. dikkat mekanizmasina dayali bir yiiz ifadesi tanima modeli
onermislerdir. Bu modelde evrisimsel sinir aglarindaki yerel 6zniteliklerin kullanilmasiyla ortaya ¢ikan
diisiik verimliliginin {istesinden gelmeye odaklanilmustir. Onerdikleri model 6z dikkat ve kanal dikkati
mekanizmalarindan olusmaktadir. Model, CK+ ve FER2013 veri setleri tizerinde test edilmistir. CK+
veri setinde %97.89 ve FER2013 veri setinde %74.151ik bir performans elde etmislerdir (Daihong ve
dig., 2021). Dong ve ark. yaptiklar1 caligmada ESA tabanli mimarilerin 6zelliklerinin birlestirilmesi ile
elde edilen dogrulugun tek ESA tabanli mimari ile elde edilecek dogruluktan daha yiiksek oldugunu
ortaya koymuslardir. ESA tabanl farkli mimarilerinin ¢ikis 6zellikleri birlestirilerek Destek Vektor
Makineleri (DVM) ile smiflandirma gergeklestirilmistir. Onerilen ydntemin FER2013 veri seti
tizerindeki dogrulugu %73.78 olarak hesaplanmistir (Dong, Van ve Bao 2021). Mollahosseini ve ark.
Inception katmani yapisini igeren bir ESA mimarisi 6nermislerdir. Bu mimariyle yerel 6zellik
performansinda 6nemli bir basar1 elde etmiglerdir. Mimarinin basarimi MultiPIE, MMI, CK +, DISFA,
FERA, SFEW ve FER2013 veri setleri tizerinde denenmistir. Onerilen mimarinin FER2013 veri seti
tizerindeki basaris1 %66.40 olarak ol¢tilmiistiir (Mollahosseini, Chan ve Mahoor, 2016).

2. Materyal ve Yontem
2.1. Vgg-11 Mimarisi:

Evrisimli Sinir Ag1 (ESA) mimarilerinden biri olan Visual Geometry Group (VGG), 2014 yilinda
ImageNet Biiyiik Olcekli Gorsel Tanima Yarigsmast (ILSVRC) nda GoogLeNet ten sonra en diisiik hata
orantyla 2. olarak basarisini kanitlamistir (Simonyan ve Zisserman, 2014). VGG mimarisi 224x224x3
giris goriintiisiine sahiptir. Mimari genel olarak evrigimsel, havuzlama ve tam baglanti katmanlarindan
olusmaktadir. Evrisimsel katmanlar giderek derinlesen bir yapiya sahiptir. Derinlesen bu yapida 3x3’lik
filtreler ve 2x2’lik havuzlama katmanlar ile parametre miktar1 azaltilir. Mimari 3 adet tam baglanti
katmanina sahiptir. Son katman 1000 simifli softmax katmanidir. Mimarinin biiyiik basar1 sagladigi
VGG-16, VGG-19 modellerinin yaninda VGG-11, VGG-13 gibi farkli modellerde literatiirde
kullanilmaktadir (Gan, Yang ve Lai, 2019; Wu, 2020). Bu ¢alismada VGG mimarisinin VGG-11 modeli
kullanilmistir. Bu modelde veri setine uygun olarak mimarinin girdi verisi 48x48 olarak degistirilmistir.
Yine tam baglanti katmanlarindaki 4096 ndron, 256 ndron olarak degistirilmistir. Aym1 sekilde
siiflandirma katmani 1000 sinif iken probleme uygun olarak 7 sinif olarak degistirilmistir. Tam baglanti
katmanlar1 arasina asirt uyumu engellemek i¢in birakma (dropout) uygulanmistir. Yapilan ¢alismadaki
probleme uygun olarak degistirilmis VGG-11 modeli Sekil 1°de gosterilmistir.
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Sekil 1. VGG-11 modeli
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2.2. FER2013 Veri Seti:

VGG-11 modelinde duygu tanima gorevi igin FER2013 veri seti kullanilmigtir. FER2013 duygu
tanima ¢aligmalari igin olusturulmus halka agik bir veri setidir (Goodfellow ve dig., 2013). Veri seti
28709 adet egitim, 3589 dogrulama ve 3589 test seti olmak iizere 35887 adet duygu ifadesi goriintiisiine
sahiptir. Gorlntuler 48x48 uzamsal boyutlarda gri gérunttlerdir. FER2013 veri setine ait bazi goriintiiler
Sekil 2°de gosterilmistir.

Sekil 2. FER2013 veri seti gorlntuleri

2.3. Smiflandirma Algoritmalar:

Siiflandirma, bir dizi etiketlenmis verinin egitilmesiyle farkli etiketlere sahip veriler arasindaki
oriintiiyli 0grenmesiyle yeni veriler {izerinde etiket tahmini yapma islemidir. Literatiirde birgok farkli
siniflandirma algoritmalari mevcuttur. Calismada kullanilan bazi siiflandirma algoritmalari asagida
verilmistir.

2.3.1. Random Forest (RF):

RF algoritmast 2001 yilinda Breiman tarafindan Onerilmistir (Breiman, 2001). Siniflandirma
algortimalar1 arasinda onemli bir yere sahip olan RF simiflandirma ve regresyon problemlerinde
kullanilabilmektedir. Algoritmanin egitim asamasinda bireysel tahmin edici olarak ¢ok sayida karar
agaci olusturulur. Simiflandirma tahmini karar agaclarinin gogunlugu tarafindan belirlenir (Siji George
ve Sumathi, 2021; Ooka ve dig., 2021).

2.3.2. Support Vector Machine (SVM):

SVM, siniflandirma problemlerinde kullanilan bir makine 6grenmesi yontemidir. Siiflandirilacak
ozellikler bir 6znitelik uzayma yerlestirilir. Oznitelikleri siiflara ayiracak bir karar yiizeyi olusturulur
(Cortes ve Vapnik, 1995). Smuiflar arasi karar yiizeyi marjinin iist diizeyde olmast SVM’nin ana
amaclarmdan biridir. Marjin yiiksek olmasi ile SVM yliksek genelleme yetenegi ortaya koyar (Cervantes
ve dig., 2020). SVM siniflandirma problemlerinin yaninda regresyon problemlerinde de
kullanilmaktadir (Saigal ve Khanna, 2020).

2.3.3. K-Nearest Neighbors (KNN):

Bu algoritma 1967 yilinda Cover ve Hart tarafindan 6nerilmis bir siniflandirma algoritmasidir (Cover
ve Hart, 1967). KNN’de veriler alt gruplara ayrilir. Siniflandirilmamis veriler 6nceden siniflandirilmig
verilere olan benzerligine gore gore simflandirma gergeklestirilir (Taunk ve dig., 2019). Bu
smiflandirma K sayida yakin komsuluga bakilarak yapilir.

2.3.4. Decision Tree (DT):
DT, Quinlan tarafindan 1985 yilinda sunulan denetimli bir siniflandirma teknigidir (Quinlan, 1986).

Problemin alt problemelere tekrarlayan bir sekilde bdliinmesiyle olusturulan bir karar agaci teknigidir
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(Bastos ve dig., 2020). Karar agact, veriler iizerinde siniflandirma kurallarini belirlemek i¢in olusturulur
(Liu ve dig., 2020).

3. Sonugclar ve Tartisma
3.1.VGG-11 Modeli Egitimi ve Siniflandirma:

VGG-11 modeli yiiz ifadesi tanima veri seti FER2013 ile egitilmistir. Egitim asamas1 %93.79, test
asamasi ise %68.32’luk bir dogrulukla sonuglanmistir. Modelin egitim verileri ve test sonuglarinin
karigiklik matrisi sirasiyla Tablo 1 ve Sekil 3’te gosterilmistir.

Tablo 1. VGG-11 Egitim verileri

Parametreler Degerler
Veri seti 28.709
Egitim verisi %80

Dogrulama verisi %10

Test verisi %10

Giris verileri 48 x 48 gri goruntl

Kayip fonksiyonu Binary crossentropy
Optimizasyon /Adam (Ir=0.0001)
Parti boyutu 16

Egitim dongii sayis1 (17
Dogruluk (Egitim)% [93.79
Dogruluk (Test)%  68.32

Angry

- 70

Actual
Happy Fear Disqust

Sadl

Surprise

Neutral

Happy Sad Surprise Meutral
Predicted

Angry Disgust

Sekil 3. Test verileri karigiklik matrisi

VGG-11 modelinin karmasiklik matrisi incelendiginde en yiiksek dogruluk mutluluk (happy)
verisinde ortaya ¢ikmustir. Bu durumun sebebi mutluluk yuz ifadesinin belirgin hatlara ve yuksek veriye
sahip olmasina baglanabilir. Matriste en diigiik siniflandirma iizgiin (sad) verisinde hesaplanmistir. Bu
durum da Uizguin verisinin yuz ifadesi olarak tarafsiz (neutral) verisine yakin yiiz hatlarina sahip olmasina
baglanabilir. Modelde en yiliksek hata (%20) igrenme (disgust) ile kizgin (angry) verisi arasinda yaptigi
smiflandirmada Slciilmiistiir. Bu asamadan sonra siniflandirma dogrulugunu arttirmak icin egitilen
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modelin son evrisim katmanindaki &zelliklere RF, SVM, KNN ve DT siniflandirma algoritmalari
uygulanarak dogruluk arttirilmaya ¢aligilmistir. Bu durum Sekil 4’te gosterilmistir.

28709 x 512 Simniflandirma

Sekil 4. Oznitelikler ve siniflandirma algortimalar

VGG-11 modelinden elde edilen ozniteliklere, python sklearn kiitiiphanesi fonksiyonlari
kullanilarak, RF, SVM, KNN ve DT siniflandirma algoritmalarinin dogruluklari 6l¢iilmistiir (Pedregosa
ve dig., 2011). Smiflandirma dogruluklarina ait sonuglar ve ¢alisma zamani performanslar1 Tablo 2°de
verilmistir.

Tablo 2. Siniflandirma algortimalarinin dogruluga etkileri

Mimari | Dogruluk | Yontem | Fark | Dogruluk Sire
%
+ RF 1.67 69.99% B8*102ms
+ SVM 1.14 69.46% 3.4 ms
- o)
VGG-11 | 68.32% "\ \\N | 033 | 68.65% 156 ms
+ DT -1,34 66.98% [2*10° ms

Tablo 2 incelendiginde VGG-11+RF birlesiminin VGG-11 modelinden %1.67 ‘lik bir artisla
siiflandirma yaptig1 goriilmektedir. Yine ayn1 sekilde RF ¢alisma zamani performansi olarak ta diger
algoritmalara gore 2. sirada yer almaktadir. VGG-11+SVM birlesiminde ise dogruluk artis1 %1.14
olarak ol¢iilmiis ve en iyi 2. dogruluk performansi elde edilmistir. Fakat ¢alisma zamani performansi
olarak 3. Sirada yer almaktadir. Calisma zamani performansinda en iyi 6lgiim DT siniflandirma
algoritmasinda tespit edilmistir. Fakat DT smiflandirma algoritmasi dogruluk olarak %1.34’liik
gerileme ile VGG-11 modelinin de altinda dl¢tilmiistiir.

4. Oneriler

Yapilan bu calismada ESA tabanli VGGNet mimarisinden aliman derin 6zellikler siiflandirma
algoritmalari ile siniflandirilmaya ¢alisilmistir. Smiflandirma sonunda bazi algoritmalarin kullanim ile
yliz ifadesi tanima dogrulugu arttirilmistir. Siniflandirma dogrulugu VGG, ResNet, Xception, Inception
gibi mimarilerin farkli versiyonlarimin farkli katmanlardaki 6zellikler kullanilarak arttirilabilir.
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