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Ozetce— Bu ¢aligma Tiirkiye’de kullanilan yogun bakim basamaklandirma sistemindeki problemler
g6z Onlne alinarak hazirlanmugtir. Yogun bakimlarda hasta bakimi, hastalarin takibi, hastaliklarin
kontroli ve tim bunlarin maliyeti, icinde zorluklar barindiran islemlerdir. Bu sistemin kontroluni
kolaylastirmak bu g¢aligmanin en dnemli amaglarindandir. Calisma veri madenciligi yontemlerinin
uygulanmasini icermektedir. Yogun bakimlarda tedavi goren hastalarin gercek verileri ile galigilmustir.
Bu veriler lizerinde basamak degerleri referans alinarak siniflandirma ve kiimeleme islemi yapilmustir.
Calisma ayn1 zamanda yogun bakim basamak sayisinin arttirilmasi yoniinde bir dneriyi icermektedir.
Anahtar Kelimeler: veri madenciligi, makine dgrenmesi, yogun bakim.

Abstract— This study has been prepared by considering the problems in the intensive care classification
system used in Turkey. In intensive care unit, patient care, patient follow-up, disease control and the
cost of all these are procedures that have difficulties. Facilitating the control of this system is one of the
most important aims of this study. The study includes the application of data mining methods. It has
been studied with real data of patients treated in intensive care units. Classification and clustering
processes have been performed on these data by taking place class values as reference. The study also
includes a suggestion to increase the number of intensive care classes.

Keywords: data mining, machine learning, intensive care.

1.Giris

Veri madenciligi yontemlerinin saglik uygulamalarinda kullanimi her gegen giin yayginlasmaktadir.
Hastane sistemlerinin bir parcas1 olan laboratuvar bilgi yonetim sistemleri veri tabanlarinda depolanan
hasta verileri; hastalik, hastaligin seyri ve hastaligin tedavisi konusunda saglik profesyonellerine yol
gosterecek, degerli bilgiler icermektedir. Depolanan bu verilerin, veri madenciligi yontemleri
yardimiyla yorumlanmasi, daha hizli ve etkin kararlar alinmasma, buna bagli olarak da saglik
hizmetlerinde kalitenin ytkselmesine yardimer olabilecektir [1]. Veri madenciligi ¢alismalarinin en
dogru sekilde surdurulebilmesi icin blyuk veri kaynaklari gerekmektedir ve laboratuvar bilgi yonetim
sistemleri bu ¢aligmalar igin oldukga uygun veri setleri sunmaktadir [2].

Yogun bakimlar, hastalarin takibi, tedavisi, tedavi slresinin uzunlugu, kullanilan ekipmanlarin
spesifikligi g6z 6niine alindiginda saglik sistemi icerisinde maliyeti en yiiksek birimlerdir. Ulkemizde
yogun bakimlar hastaligin seviyesine gore basamaklara ayrilmaktadir. Birinci basamak, ikinci basamak
ve Ucuncl basamak olarak, i¢ seviye yogun bakim bulunmaktadir.
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Birinci basamak: Yasamsal risk dogurabilecek tibbi durumlarin yakin takip edildigi, invaziv olmayan
monitdrizasyon yontemlerine sahip, temel destek tedavilerin ve ilk stabilizasyonun saglanabildigi,
gerektiginde ilgili kliniklerin iginde de yapilandirilabilen, 2. veya 3. seviye yogun bakim servislerine
hasta transferi yapabilen birimlerdir.

Ikinci basamak: Temel monitérizasyon ve temel destek tedavilerin yaninda, invaziv monitorizasyon
ve tedavilerin de yapilabildigi, 3. Seviye yogun bakim servislerine hasta transferi yapabilen yogun
bakim servisleridir.

Uctincii basamak: Coklu organ islev bozuklugu gibi tiim komplike hastalarin kabul edildigi, solunum
destegi, renal replasman tedavisi, plazmaferez gibi destek tedavilerin saglanabildigi, en st dlzeyde
tibbi bakim ve tedavi hizmeti verilen yogun bakim servisleridir.

Yukarida tanimlar1 yapilan basamaklara gore fiyatlandirma yapilmaktadir. Calismanin yapildig tarih
itibariyle saglik uygulama tebligindeki Ucretlendirmeler su sekildedir; birinci basamak yogun bakim
yatagi 253 TL, ikinci basamak yogun bakim yatagi 537,63 TL, lclnci basamak yogun bakim yatagi
1012,7 TL.

Bu calismada Firat Universitesi Hastanesinde 2010-2020 yillari arasinda tedavi goren 2. ve 3.
basamak yogun bakim hastalari ele alinmistir. Siniflandirma algoritmalar1 kullanilarak hastalarin
bulundugu basamak ©nceden tahmin edilmeye calisilmistir. Bunun disinda veri setine k-means
kiimeleme algoritmas1 uygulanarak hastalarin béltinmesi gereken optimum kiime sayisi elde edilmistir.
Bu kiime sayis1 ayn1 zamanda bizim yeni basamak sayis1 6nerimizdir.

2. igili Cahsmalar

1985 yilinda Knaus ve arkadaslar1 tarafindan acute physiology and chronic health evaluation Il
(APACHE Il) yayinlanmistir. Bu skor yogun bakim hastalarinda, hastaligin seviyesini belirlemek ve
6lim tahmini igin kullaniliyordu. Hastanin test sonuglarini igeren 12 degisken O ile 4 arasinda puanlanir.
Hastanin yas1 da hesaba katilarak toplam APACHE 11 skoru elde edilmis olur [3,4].

Le Gall ve arkadaslar1 tarafindan A Simplified Acute Physiology Score for ICU Patients (SAPS)
yayinlanmistir. APACHE skorlama sistemine alternatif olarak gelistirilmistir. Yogun bakima yatan
hastanin ilk 24 saatinde Olculen 14 degiskenin O ile 4 arasinda puanlanmasi ile elde edilir. Tipki
APACHE gibi hastaligin seyri hakkinda tahminde bulunmak igin kullanilir [5].

1995 yilinda Marshall JC ve arkadaslar1 tarafindan Multiple Organ Dysfunction Score (MODS)
yaymlanmistir. Hastanin ¢alismaz durumdaki organ sistemleri ile yogun bakimdaki mortalite arasindaki
iliskiye dayanilarak olusturulmustur. Alt1 organ sisteminin degerlendirilmesi ve puanlanmasi sonucu
olde edilir. Bir organ yetmezligi skorlama sistemi olan MODS morbiditeyi 6lgmek igin olusturulmustur

[6].

Organ yetmezligi skorlama sistemleri igerisinde en fazla kullanilir durumda olan Sequential Organ
Failure Assessment Score (SOFA) 1996 yilinda Avrupa Yogun Bakim Dernegi tarafindan
gelistirilmistir. Bu sistemin amaci organ yetmezliginin derecesini belirlemektir. Alti1 organ sistemine ait
fizyolojik degiskenlerin puanlanmasi ile hesaplanir [7].

J. Ramon ve arkadaslar1 2007 yilinda yogun bakim hastalari igin bir veri madenciligi ¢alismasi
yayimlamustir. Bu ¢alismada 1548 adet yogun bakim hastasi ele alinmaktadir. Bu hastalar icin hayatta
kalma, 3 glinden fazla yogun bakimda kalma gibi 14 olasiliga yanit aranmaktadir. Bu olasiliklara yanit
bulmak icin dort veri madenciligi algoritmasi kullanilmistir. Bunlar; Karar Agaglari, Birinci Dereceden
Rastgele Orman, Naive Bayes, Tree Augmented Naive Bayes algoritmalaridir. Calisma incelendiginde
DT disindaki tim algoritmalar doktor ve hemsire gézlemleri ile oldukca uyumludur. Bu sonuclar ele
alindiginda algoritmalarin gergege yakin c¢alistigi sOylenebilir. Clinkl algoritmalarin ¢aligtirildigr veri
setleri doktor ve hemsirelerin bildiginden ¢ok daha az bilgi igermektedir [8].
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3. Yogun Bakimlarda Siniflandirma ve Kiimeleme

Yogun bakimlar kabul edebilecegi hastalarin klinik durumuna, saglik personeli, donanim ve
mekansal ozelliklerine gore basamaklandirilir. Yogun bakim hastalarinin klinik bulgular anlik olarak
degisebilir ve bu hastalar yasamsal faaliyetlerini cogunlukla ilag ve cihaz destegi ile strdirebilir. Bu
nedenle hastalarin durumlarinin  dngorilebilmesi son derece 6nemlidir. Bunun disinda yogun
bakimlarda kaynaklar kisitlidir ve maliyetleri saglik sistemi igerisinde en ytiksek birimlerdir. Yani bu
birimlerde kaynaklarm dogru kullanimi ¢ok 6nemlidir [9].

3.1. Veri Seti

Kullanilan veri setinin 6n islemden ge¢memis hali icerisinde 52.673 adet hasta bulunduruyordu, 82
test ve 83. basamak (2. basamak ve ya 3.basamak) degeri olarak toplam 83 parametreye sahipti. Bu veri
seti icerisinde bir 6n isleme gergeklestirildi. Az sayida test verisi bulunan, kisa yatigh hastalar veri setine
dahil edilmedi. Parametrelerin se¢imi icin APACHE, SAPS, MODS ve SOFA skorlama sistemlerinden
faydalanildi. Ayrica Craven ve ark.’nin [10] yaptiklari ¢alismada yas, yatis tanisi, enfeksiyon, I6kopeni,
hipoalbiminemi ve yogun bakimda kalis suresinin uzunlugu risk faktorleri olarak saptanmistir. Bu
dogrultuda hastanin yogun bakimda kalis suresi de g6z oninde bulunduruldu. Bu parametre soyle
degerlendirildi; Hastanin yatis suresi 2 haftadan uzunsa 3 puan, 2 hafta ile 1 hafta arasinda ise 2 puan,
1 haftadan az ise 1 puan olarak ele alindi. Akkog ve ark.’nin [11] yaptigi ¢alismada Olen hastalarin
genellikle taburcu olan hastalara gore laboratuvar parametrelerinden kreatinin, Urik asit, LDH dizeyleri,
beyaz kiire sayisi(wbc) ortalamasi istatistiksel olarak anlamli yiksek, albimin dlizeyi ortalamasi ise
diistik bulunmustur [12]. Literatirdeki bu ¢alismalar 1s18inda parametreler secildi. Daha sonra veri seti
etkilesimi az testlerden arindirild1 ve 58 parametre ele alindi. Bu test verileri ise hastanin yogun bakim
tinitesi (YBU) ne girdigi andaki sonuglar1 ve YBU’den ¢ikistan hemen onceki sonuglari olarak iki ayri
grupta incelendi. Tim bu islemler sonucunda 31.834 adet hasta, 58 parametre ve 59. basamak (2.
basamak, 3. basamak) degeri olmak (izere toplam 59 parametreli bir veri seti elde edildi. Baz1 hastalarda,
bazi parametrelere karsilik gelen degerler yoktu ve bu degerler ortalama deger ile dolduruldu. Toplamda
1.846.372 adet test degeri ele alinmis oldu. Veri seti ile ilgili genel bir gdsterim Figure 1°de yapilmistir.

data=pd.read_table("dataset”, sep=",")
data

Enkeuenr'n ALBUMIN ALP ALT APTT AST BA# BA% CK CKMB .. 1Bil tHb 102 TRIGLISERIT TROPONI(:‘) URE lARSIIF; KOLEST:FEgt
0 3001237 40 770 13 32421 220 001 010 420 2100 150 430 56 84 002 680 39 17.0
1 5198877 37 1278 43 15932 270 002 010 450 1625 00 1890 223 163 000 330 06 27
2 4064588 29 3840 9 57283 310 001 130 570 37.00 520 1740 182 163 266 150 1.7 327
3 4695190 38 530 25 26969 210 001 000 610 16.03 170 760 104 163 002 500 20 327
4 5676499 20 1150 63 31832 690 001 000 1040 11659 10 2300 305 163 032 760 20 27
31830 7053433 36 1110 44 30000 619 003 037 3500 58.10 84 1212 129 144 600 548 59 288
31831 7691015 36 1Mo 44 30000 619 003 037 3500 58.10 84 1212 129 144 600 548 5.9 238
31832 8440107 36 1110 44 30000 619 003 037 3500 58.10 84 1212 129 144 600 548 59 288
31833 8648625 36 Mo 44 30000 619 003 037 350.0 58.10 84 1212 129 144 800 548 59 288
31834 8707670 36 1110 44 30000 619 003 037 3500 58.10 84 1212 129 144 600 548 59 288

31835 rows x 60 columns

Sekil 1. Veri setinin gosterimi

3.2. Kullamlan Algoritmalar
3.2.1. Destek Vektor Makineleri

Destek vektor makinesi algoritmalari benzer 6zelliklere sahip verilerin simiflara ayirilmasi igin
kullanilir. Bir dlizlem tGizerinde bulunan noktalar1 ayirmak igin bir dogru ¢gizer. Bu dogrunun, iki siifin
noktalar1 igin de maksimum uzaklikta olmas1 gerekir. Karmasik ama kigUk ve orta 0lcekteki veri setleri
icin uygulanabilir [13].
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3.2.2. K En Yakin Komsu

KNN algoritmasi siiflandirilmak istenen bir veriyi daha 6nceki verilerle olan yakinlik iliskisine gore
siniflandiran bir algoritmadir. ilk olarak bir k degeri belirlenmelidir. Siniflandirilmak istenen yeni veri
en yakin k adet komsusunun dahil oldugu smiflar gézlemlenerek bir sinifa dahil edilir. Yeni verinin
dahil edilecegi smifi belirlemek i¢in uzaklik fonksiyonlar1 kullanilir. Bunlardan en ¢ok kullanilan
denklem 1°de gosterilen 6klid uzakligidir [14].

< i(xi —J’i)z> (1)

Karar agaclari, karar diigiimleri ve yaprak diigiimlerinden olusan bir siniflandirma y6ntemidir. Bu
algoritmalarda veri seti kii¢iik par¢alara boliiniir ve bir karar digtimil ile birden fazla dallanma igerebilir.
Ik diigiim kok diigiimdiir ve bilgi kazanci en yiiksek olan 6zellik kok diigiim olarak segilir.

3.2.3. Karar Agaclari

3.2.4. Rastgele Orman Algoritmasi

Denetimli bir 6grenme algoritmasi olan rastgele orman birden fazla karar agacim birlestirerek
siniflandirma yapmaktadir. Bir diiglimiin en 6nemli 6zelleigini arayarak digiimii parcalara ayirmak
yerine rastgele bir 6zellik alt kiimesinden en iyi 6zelligi arar. Diigiim olarak adlandirilan siniflar, tiyeleri
olan verilerin her biri sinifa ait verilerin toplamina boliimii ile pi degeri bulunur [15]. Sinift olugturan
verilerin her birinin p; degeri bulunur ve siniflarin bilgi kazanci degeri denklem 2’deki forml ile
olgulr.

BT =1-) p} )
i=1

3.2.5. K-means Algoritmasi

K-means algoritmasi denetimsiz bir 6grenme algoritmasidir. Ayrica kiimeleme algoritmalar1 iginde
en fazla kullanilanidir. Denetimsiz 6grenme, modelin bilgi kesfetmek i¢in disaridan miidahaleye ihtiyag
duymamasi anlamina gelir. Denetimli algoritmalarin aksine etiketlenmemis verilerle ilgilenir. Bu
yontem veri seti icerisinde goremedigimiz kaliplari bulmamizi saglar. Algoritmanin genel c¢aligma
prensibi n adet veri nesnesinden olusan bir veri setini, baglangigta parametre olarak verilen k adet
kiimeye ayirmaktir. Olusan k adet kiimede kiime i¢i benzerliklerin ¢ok fazla, kiimeler arasi
benzerliklerin ise az olmas1 beklenmektedir. Yine uzaklik fonksiyonu olarak Oklid uzaklik formiilii
kullanilir. Oklid uzaklik formiilii denklem 3’te gésterilmektedir.

( i(xi - Yi)2> (3)

K-means algoritmasinin iglem basamaklari;
*  k degerinin belirlenmesi, k adet nesne kiime merkezleridir. M1, M2,...,Mk

Orta noktanin hesaplanmasi denklem 4’te gosterilmistir:
My =— Xik (4)
» Kiime i¢i degisimler ve karesel hata denklem 5’te gdsterilmistir:
ef = i(xik - M)? (5)
i1

Hata hesaplama formiilii denklem 6°da gosterilmistir:

Y (6)

k=1
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» Her veri kendisine en yakin kiimeye dahil edilir.
»  Tiim veriler dahil edildikten sonra yeni kiime merkezleri hesaplanir.
» Kiime merkezlerinde degisiklik olmayana kadar 2. ve 3. adimlar tekrarlanir [16,17].

Elbow Metodu: K-means algoritmasinin verimliligi i¢in en dnemli etmen k degerinin segimidir.
Dogru k degerini se¢mek icin ¢esitli yontemler vardir. Bunlardan en ¢ok 6ne ¢ikan Elbow metodu yani
dirsek yontemidir. Within Cluster Sum of Square kisaca WCSS degeri hesaplanir. Bu deger her bir
verinin kiime merkezine olan uzakliginin kareleri toplami alinarak hesaplanir. WCSS’deki degisim
miktarinin azaldigi nokta dirsek noktasi olarak adlandirilir ve en dogru k degeri oldugu sdylenir [18].
Sekil 2’de ornek bir dirsek yontemi grafigi gosterilmektedir. Grafikte 1, 2, 3 ve 4 degerlerinde
WCSS’nin degisimi ¢ok biiyiikken 5 degerinden itibaren duraganlagsmaktadir. Buna gore en dogru k
degeri 5’tir diyebiliriz [12,17].

3.3. Performans Olgutleri
3.3.1. Konfilizyon Matrisi

Konfiizyon matrisi algoritmalarin dogrulugunu 6lgmekte kullanilan bir performans degerlendirme
aracidir. Sekil 2’°de konfilizyon matrisi ile ilgili bir gosterim yapilmustir.

Var olan Durum
Pozitif Negatif
Durumlar Durumlar
£ Pozitif TP FP
=
C
= Negatif FN TN

Sekil 2. Konflizyon matrisi
TP: True Positive, TN: True Negative, FP: False Positive, FN: False Negative

3.3.2. Dogruluk

Bir algoritmanin basarisin1 6lgmek i¢in siklikla bagvurulan bir yontemdir. Konfiizyon matrisinde true
positive ve true negative olan degerlerin tiim degerlere boliimii ile elde edilir. Bagar1 dl¢limii i¢in tek
bagina yeterli oldugu séylenemez [20]. Denklem 7°de dogruluk hesaplamasi i¢in kullanilan formiil
verilmistir.

TP + TN

Dogruluk =
OB = P ¥ TN + FP + FN

(1)
3.3.3. Duyarhhk

Pozitif olmas1 gereken degerlerin ne kadarinin algoritma tarafindan pozitif olarak degerlendirildigini
Olgen bir yontemdir. True positive degerlerin, true positive ve false negative degerlerin toplamina
bolumi ile elde edilir [19]. Denklem 8’de duyarlilik hesaplamasi i¢in kullanilan formiil verilmistir.

TP
TP + FN ®)

Duyarlilik =
3.3.4. Kesinlik

Algoritmanin pozitif olarak tahmin ettigi degerlerin ne kadarinin gergekten pozitif oldugunu 6l¢gmeyi
saglayan yontemdir. True positive degerlerin, true positive ve false positive degerlerin toplamina
bolum ile elde edilir [20]. Denklem 9°da kesinlik hesaplamasi i¢in kullanilan formiil verilmistir.
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TP 9)
TP + FP

Kesinlik =

3.3.5. F1 Skor

Bu yontem kesinlik ve duyarliligin harmonik ortalamigidir. 0 ile 1 arasinda deger alabilir.
Algoritmanin dogrulugunu 6lgmek icin kullanilir. Denklem 10°da F1 skor hesaplamasi igin kullanilan
formiil verilmistir.

2 * Duyarlilik * Kesinlik (10)
Duyarlilik + Kesinlik

F1 Skor =

4. Deneysel Calismalar

Firat Universitesi Hastanesi Yogun Bakim Unitesinde 2010 ile 2020 yillar1 arasinda tedavi géren 2.
ve 3. basamak yogun bakim hastalari ele alinmistir. Algoritmalarin ¢alistirilabilecegi bir hale gelen veri
seti, %80 egitim veri seti, %20 test veri seti olarak ayrilmigtir. Siniflandirma algoritmalarindan K-NN,
Destek Vektor Makineleri, Karar Agaglar1 ve Rastgele Orman algoritmalar1 veri setine uygulanmustir.
Algoritmalarin egitimlerinin tamamlanmasinin ardindan test veri seti ile performans o6l¢imi
gerceklestirilmistir. Ayrica simflandirma algoritmalar1 hastanmin YBU’ye girisi ve c¢ikisinda Glcilen
sonuglar olarak iki ayr1 sekilde test edilmistir. Hastanin hastaneye andaki sonuglari igin konftizyon
matrisi Sekil 3’te, taburcu olmadan hemen dnceki sonuglar1 Sekil 4’te gosterilmistir.

L 20000
17500
12
- 15000
12500
L 10000

2 3 2
ENN Karar Agaa

134 — 5000 - 6

3 2 3 2
SVM Rastgele Orman

Sekil 3. Hastanin hastaneye giris anindaki sonuglari i¢in konflizyon matrisi

K-NN algoritmasinda k degerinin se¢imi dnemlidir. Optimum Kk degerinin se¢imi ile ilgili grafik
Sekil 5’te gosterilmistir. En yuksek dogruluk degeri k = 4 iken elde edildigi icin k degeri 4 olarak
secilmistir.
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98

KNN

99

SV

.....

>
Karar Agaa

3
Rastgele Orman

Sekil 4. Hastanin taburcu olmadan hemen dnceki sonuglari igin konflizyon matrisi

Tablo 1’de hastanin giris aninda alinan test degerlerine gore test edilen algoritmalarin, Tablo 2’de
hastanin taburcu edilmeden hemen onceki test degerlerine gore test edilen algoritmalarin performans
Olcity degerlerine yer verilmistir. TUm algoritmalarda hastanin taburcu edilmeden hemen dnceki
degerlerinin daha dogru sonuclar verdigi gortlmistir. Dogruluk degerinin en Yyiksek oldugu
algoritmanin 0,998 ile rastgele orman, en diisiik oldugu algoritmanin ise 0,954 ile K-NN oldugu

k degeri

Sekil 5. Optimum k se¢imi

goralmektedir.

Tablo 1. Hastanin giris verileri i¢in performans olgutleri
Algoritmalar Dogruluk Duyarhhk Kesinlik F1-skor
K- NN 0,954 0,955 0,955 0,955
SVM 0,956 0,956 0,958 0,957
Karar Agaci 0,997 0,997 0,997 0,997
Rastgele Orman 0,998 0,998 0,998 0,998
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Kesinlik ve duyarlilik 6lciitlerini tek basina ele alarak algoritmalarin performanst hakkinda bilgi
sahibi olunabilir ama kesin sonu¢ oldugu sdylenemez. Bu konuda kesin bir yargiya varmak i¢in
duyarlilik ve kesinlik degerlerinden faydalanilarak hesaplanan F1-skor Ol¢iitline bakmamiz gerekir.
Tablo 1 ve Tablo 2°de F1-Skorlari goriilebilir.

Tablo 2. Hastanin ¢ikis verileri i¢in performans 6lgiitleri

Algoritmalar Dogruluk Duyarhhk Kesinlik F1-skor
K—NN 0,966 0,967 0,967 0,967
SVM 0,961 0,961 0,962 0,961
Karar Agaci 0,998 0,998 0,998 0,998
Rastgele Orman 0,998 0,998 0,998 0,998

K-means algoritmas1 hastalarin ¢ikisindaki degerlerin oldugu veri setine uygulanmistir. Bu
algoritma ile sinif etiketi devre dis1 birakilarak degerlerin birbirine yakinligina gore kiimeler
olugsmasi saglanir. Amac daha sonra gelen verinin hangi kiimeye dahil olacagmin otomatik
olarak belirlenmesidir. Optimum k degerinin bulunmast i¢in daha farkli bir ifade ile bu veri seti
ka¢ kiimeye boliindiigiinde en dogru boliimleme yapilmis olacagim belirlemek i¢in Elbow
Metodu yani dirsek yontemi kullanilmustir.

Optimal k degerinin elbow metodu ile elde edilmesi

4000000
3500000
3000000
2500000
g
£
8
# 2000000
a
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Sekil 6. EIbow metodu ile K-means i¢in optimal k degeri grafigi

Grafik yorumlanirken metodun adim aldig dirsek seklinden faydalanilir. Grafigin diizlesmeye
basladig1 nokta yani dirsek noktasi optimum Kk olarak kabul edilir. Sekil 6’da gore optimum k, “4”
olarak secilmelidir. Buradan ¢ok 6nemli bir sonug cikarilabilir. Ug basamakli yogun bakim
sisteminin yetersiz gelmesi sorunu, basamak sayis1 4’e ¢ikarildiginda olumlu yonde degisiklik
gosterebilecektir. Sekil 7°de k-means algoritmasinin k, 2 secildiginde ¢ikan sonucu, Sekil 8’de ise
k, 4 segildiginde ¢ikan sonucu gosterilmektedir. Bu sekillerden de veri setinin 4 kiimeye
boliinmesinin daha dogru olacagi gériilmektedir.

5. Sonug

Gergek hastalik verileri kullanilarak veri madenciliginde siniflandirma algoritmalari egitildi ve
test edildi. Test verilerinin dogruluk, kesinlik, duyarlilik ve F1 skoru metrikleri ile performanslari
0lciildii ve basarili sonuclar elde edildi (Tablo 1, Tablo 2). Ayrica bu sonuglara gore hastanin
bulundugu basamagi saptamak igin hastanin YBU’YE alindig1 andaki degerleri degil, YBU’den
¢ikmadan hemen onceki degerleri baz alinmalidir. Tablo 2 ve Tablo 2’de gosterildigi tizere bu
caligmada en dogru sonug karar agaclar1 ve rastgele orman algoritmalarindan elde edildi. K-means
algoritmast ile kiimeleme iglemi yapildi. Burada elde edilen en 6nemli sonug¢ 3 basamakli yogun
bakim sisteminin bir basamak daha eklenerek 4 basamakli sisteme doniistiiriilmesi ile daha verimli
hizmet sunulabilecek olmasidir.
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K-means algoritmasi ile olusturulan kumeler
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Sekil 7. Veri setinin k=2 iken k-means algoritmasi ile kiimelenmis grafigi

K-means algoritmasi ile olugturulan kumeler
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Sekil 8. Veri setinin k=4 iken k-means algoritmasi ile kiimelenmis grafigi

Caligmada en fazla veri toplama siirecinde problem yasandi. Bundan sonraki ¢alismalarda hasta
bas1 monitdrleri kullanilarak anlik veri alimi ile bu siire¢ kolaylastirilabilir.
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