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Ozetge— Konum tabanli sosyal aglarm kullanimu her gegen giin artmaktadir. Bu aglarda kullanicilar
begendikleri ilgi noktalarini (POI) check-in yapar ve bir anlamda gelecekteki kullanicilara tavsiyelerde
bulunurlar. Bu makalenin amaci, baglanti tahmini yontemini kullanarak ayni memleketteki
kullanicilarin benzer POI'ler igin check-in yapip yapmadiklarini tespit etmek ve boylece yeni POI'ler
onermektir. Yontem once kullanici-POl ikili agin1 modeller ve ardindan baglanti tahmin yontemi
tarafindan yeni Oneriler olusturulur. Foursquare'de gercek veriler Gzerinde yapilan testler, 6nerilen
yontemin yliksek dogruluk degerlerine ulastigini géstermistir.

Anahtar Kelimeler: Makine Ogrenmesi, Tavsiye Sistemler, Konum Tabanli Sosyal Aglar, Ilgi Cekici
Nokta

Abstract—The use of location-based social networks is increasing day by day. In these networks, users
check-in Point of Interest (POI) that they like, and in a sense, they advise future users. The aim of this
paper is to detect whether users from the same hometown check-in for similar POls using the link
prediction method, thus recommending new POls. The method first models the user-POI bipartite
network, and then new recommendations are generated by the link prediction method. Experiments
conducted on real data in Foursquare have shown that the proposed method achieves high accuracy
values.

Keywords: Machine Learning, Recommendation Systems, Location Based Social Networks, Point of
Interest

1.Giris

Teknolojinin gelisimiyle birlikte diinyadaki internet kullanimi da ayni oranda artmaktadir. Sosyal
aglar vasitasi ile konum bilgileri, GPS yardimiyla kullanicilarin bulunduklari mek&nda ne zaman
bulunduklar1 veya mekanin Ozelliklerinin sosyal medya Uzerine yansitilir. Calisma sosyal medya
kullanicilarinin (Foursqure, Swarm) énceki konumlarina bakilarak kullanicinin yasadig: yeri veya turist
olarak gittigi yerleri diizenlemeyi ve gezilecek yerlerin daha kolay bulunmasini amaglamaktadir. Bir
sosyal medya kullanicisinin 6nceden yapmis oldugu check-in’leri ve yer bildirimlerini g6z oniine alir.
Bunlara ek olarak kullanicilarin hometown (memleket) bilgileri de toplanip kullanilmaktadir. Bu
islemler gergeklestirilirken kullanicilarin 6nceden ziyaret etmis oldugu yerlerin siniflandirilmasi yapilir.
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Bu siniflandirma; alisveris merkezlerini, havalimanlarini, restoranlari, tarihi olan bir mize veya tarihi
yap1 mekanlarinda yapilan check-in’leri icermektedir.

Siniflandirilmis check-in’lere bakilarak konum tabanli sosyal ag kullanan kullanicilarin mekanlar
icin kisisel davraniglart ¢Ozlimlenmektedir. Uygulamalar (izerinden ge¢miste yapilan check-in
bildirimlerine bakilarak mekanlarin ve kisilerin 0zelliklerini, ge¢cmis yer bildirimi hareketliliklerini
ortaya ¢ikarmaktadir. Son olarak kullanicinin kendi memleket bilgisiyle beraber 6nceden orada bulunan
aynt memleket bilgisine sahip kullanicilarin tercih ettigi noktalara bakarak yonlendirilme yapilmasi
amaglanmaktadir.

2. Tlgili Calismalar

Konum tabanli sosyal aglar (LBSN'ler) son yillarda artan sayida kullaniciy1 cezbetmis ve bu da
blyiik miktarda cografi ve sosyal veri ile sonuglanmistir. Bu tir LBSN verileri, konum tavsiyesi gibi
konum tabanli uygulamalar1 gelistirmek i¢in insan hareketini sosyo-mekansal davraniglari incelemek
icin benzeri goriilmemis bir firsat saglar [1]. Sosyal ag, arkadaslik, ortak ¢ikarlar ve paylasilan bilgi gibi
bir veya daha fazla belirli karsilikli bagimlilik tlrtyle birbirine baglanan bireylerden olusan bir sosyal
yapidir. Genel olarak, bir sosyal ag hizmeti, bir web sitesi gibi gevrimigi platformlar araciligiyla insanlar
arasindaki gercek hayattaki sosyal aglari olusturur ve yansitir; kullanicilara Internet (zerinden
fikirlerini, etkinliklerini ve ilgi alanlarimi paylagmalari igin yollar saglar [2]. LBSN'lerdeki cesitli
uygulamalar arasinda, konum tavsiyesi, kullanicilarin ilging olmayan 6geleri filtrelemesine ve sanal
pazarlamaya da fayda saglayabilecek ve ayrica karar verme siresini kisaltmasina yardimci olmasindan
dolay1, son yillarda ¢ok kullanigh bir hale gelmistir. Check-in davranisinin en énemli 6zelliklerinden
biri kullanici tarafindan yonlendirilen 6zelliktir [3].

Noulas ve dig. [4], bir konumun popularitesini, yani bir konumdaki toplam check-in sayisini, bir
Ozellik olarak degerlendiren ve kullanicinin yerini tahmin etmek icgin denetimli 6grenme teknigini
kullanmistir. Deveaud ve dig. [5], bir yerin popiilaritesinin, Tlgi Cekici Nokta (ICN) onerisi icin
siralamay1 Ogrenme teknigindeki etkin bir 6zellik oldugunu gostermistir. Yuan ve dig. [6], bir
kullanicinin uzak bir ICN'yi ziyaret etme istegini modellemek icin bir giic kanunu dagilini kulland.
Aragtirmacilar, konum tabanl sosyal aglarda sosyal ag ve check-in 6zelliklerini arastirmiglardir [7].
Chang ve Sun'da [8], LBSN'lerde konum tahmini icin gesitli Ozellikleri arastirmis ve arkadaslar
tarafindan yapilan check-in sayisinin énemli bir tahmin edici oldugunu bildirmistir. Long ve Joshi'de
[9] yazarlar, sosyal iligkileri dikkate alarak LBSN kullanicilarina POl 6nermek icin HITS tabanli bir
POI Oneri algoritmasi onerdiler.

Ye ve digerleri (2010), yakindaki arkadaslardan gelen check-in bilgileri konum &nerisi igin
kullanilirken diger kullanicilar goz ardi edilmistir. Sonuglar, sosyal agin yalnizca kiglk iyilestirmeler
getirdigini gostermektedir. Gao ve digerleri [10], 6zellikle bir kullanicinin bir sonraki check-in‘inde
konum tavsiyesi sorununa benzer olabilen "cold start" konum tahmini problemini ¢gdzmek igin LBSN'ler
uUzerindeki cografi sosyal korelasyonlari arastirdi. Ye ve digerleri [11], konum 0Onerisi i¢in hem kullanici
tabanli hem de arkadas tabanl ortak filtrelemeyi kullandilar.

3. Baglanti Tahmini

Baglant1 tahmini bir agdaki iki taraf arasinda, bir baglantinin varligimi1 tahmin etme sorunudur.
Baglant1 tahminine drnek olarak bir sosyal agdaki kullanicilar arasindaki arkadaslik baglarini tahmin
etmek, bir alint1 agindaki ortak yazarlik baglantilarin1 tahmin etmek ve bir biyolojik agdaki genler ve
proteinler arasindaki etkilesimleri tahmin etmek dahil edilebilir [12-14] Baglanti tahmininin zamansal
bir yonu de olabilir, burada baglantt kiimesinin anlik gortntist verilir. Amag baglantilar zamaninda
tahmin etmektir. Baglant1 tahmini genis capta uygulanabilir. E-ticarette, baglanti1 tahmini genellikle
kullanicilara 6ge 6nermek icin kullanilan bir alt gorevdir. Baglanti tahmini, graflar ve aglar alanindaki
en onemli aragtirma konularindan biridir. Baglanti tahmininin amaci sekil 1°de goriildigii gibi, gelecekte
bir baglanti olusturacak veya olusturmayacak diigiim giftlerini belirlemektir.
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Baglanti Tahmini

Sekil 1. Baglanti Tahmini

4. Materyal ve Metot
4.1. Veri Seti

Konum tabanli sosyal aglarda uygulama yapabilmek igin dncelikli olarak o sosyal aglar1 kullanan
kullanicilarin konum, memleket gibi bilgilerinin toplanmasi ve kaydedilmesi gerekmektedir. Toplanan
verilerden kullanic1 ve lokasyon arasinda check-in yapmamis olan 500 baglanti1 olmayan verimizden
250 tane pozitif 6rnek, 250 tane negatif 6rnek olarak belirlenen degerler Tablo 1°de gosterilmistir.
Toplam check-in sayisi, kullanici sayis1 ve lokasyon sayisi Tablo 2°de verilmistir. Bu ¢alismada gercek
diinya veri kimesi kullanilmigtir. Veriler twitter araciligiyla foursquare® den toplanmustir. Toplanan
verilerden egitim verileri Ocak 2011 ve Haziran 2011 arasinda 6 aylik bir slregte toplanmustir. Test
verileri ise; Temmuz 2011 ve Eylil 2011 arasindaki 3 aylik strecte toplanmistir. Mevcut verilerden elde
edilen toplam check-in sayist kullanicilarin Glkeleri ve check-in yaptigi sehirlere goére Tablo 3‘te
kategorize edilmistir.

Tablo 1. Ornek Sayisi

Baglant1 olmayan | Pozitif 6rnek sayisi | Negatif 6rnek sayisi
ornek sayisi

500 250 250

Tablo 2. Veri Sayilar

Kullanic1 sayist Check-in sayisi Lokasyon sayist
4589 722,580 71,816

Tablo 3. Kullanici lkelerden belirlenen ilgi ¢ekici nokta olarak belirlenen ulkelerinde yaptiklari
check- in sayisi

Kullanici NewYork Bangkok
Almanya 71588 114246
Turkiye 14086 7613
Japonya 108819 162109
Amerika 174596 69523
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4.2. Smiflandirma Ydntemleri
4.2.1. Rastgele Orman (RF)

Rastgele Orman algoritmasi, regresyon, siniflandirma ve diger ¢esitli islemler igin, egitim
asamasinda olan ¢ok miktarda karar agaci olusturarak problemin tlrine gore sinif veya say1 tahmini
yapan toplu 6grenme yontemidir. Rastgele orman, birden daha fazla karar agaglarimni olusturur ve daha
dogru ve kararli bir tahmin elde etmek ic¢in onlart birlestirir. Rastgele kara ormanlarinin buyik bir
avantaji, mevcut olan makine 6grenmesi Sistemlerinin birgogunu olusturan siniflandirma ve regresyon
problemleri icin kullanilabilmesidir [15].

4.2.2. K-NN

K En Yakin Komsu algoritmasi (K-NN), denetimli 6grenme algoritmalarinda verileri analiz etmek
icin yaygin olarak kullanilmig olan bir makine 6grenmesi algoritmasidir. Popiilerligi, kullanimin
kolayligi ve kolaylikla anlasilabilir sonuglarindan kaynaklanmaktadir. K-NN de olan ‘K’, bir veri
kiimesindeki sonuglart siniflandirmak ya da tahmin etmek icin kullanilmis olan en yakin komsularin
adetini ifade eder. Her bir yeni gozlemin siniflandirmasi ya da tahmini, agirlikli ortalamalara gore
belirlenmis bir mesafeye (yani En Yakin Komsusuna) gore hesaplanmaktadir.

4.2.3. Destek Vektor Makineleri

Destek Vektdor Makinesi, siniflandirma veya regresyon gibi problemler igin kullanilan denetimli bir
makine ogrenmesi algoritmasidir. Destek Vektori Makineleri birbirine en yakin olan veri noktalar
arasinda bir hiper duzlem cizer. Bu, siniflar1 ayirir ve bunlarin daha net sekilde ayirt edilmesi igin
aralarindaki mesafeyi en yiiksege c¢ikarir. Bununla beraber, cogunluk olarak siniflandirma
problemlerinde kullanilmaktadir. Bu kullanilan algoritmada, her bir veriyi belirli bir koordinatin degeri
olan her niteligin degeri ile beraber n-boyutlu bosluga (n sahip olunan dzelliklerin sayisi) bir nokta
olarak cizilmektedir. Daha sonra, iki siniftan daha iyi ayrim yapan hiper-dizlemi bularak siniflandirma
islemi gergeklestirilir [16].

4.3. Performans Olgtleri
4.3.1. Konfuizyon Matrisi

Makine 6grenmesinde kullanilan smiflandirma modellerinin performansini degerlendirmek igin
hedef nitelige ait tahminlerin ve gercek degerlerin karsilastirildigi hata matrisi siklikla kullanilmaktadir.
Her ne olursa olsun siniflandirma tahminleri su dort degerlendirmeden birine sahip olacaktir:

Dogruya dogru demek (True Positive — TP) DOGRU

Yanlisa yanlis demek (True Negative — TN) DOGRU

Dogruya yanlis demek (False Positive — FP) YANLIS

Yanlisa dogru demek(False Negative — FN) YANLIS
4.3.2. Dogruluk

Algoritma basariminin Olgilmesinde kullanilan en popller ve ayn1 zamanda en basit yontemdir.
Dogru siniflandirilmig olan 6rnek sayisinin, toplam ornek sayisina orani sonucu elde edilir [17].
Denklem 1°de formilize edilmis hali verilmistir.

TP+TN (1)

Dogruluk = —————
TP+TN+FP+FN

4.3.3. F-Olgim

Ikili smiflandirmanin istatistiksel analizinde, F skoru veya F 6lcumd, bir testin dogruluunun
olclsudur. Dogruluk degeri yerine F-Olgiim degerinin kullanilmasinin en temel nedeni esit dagilmayan
veri kiimelerinde hatali bir model secimi yapmamaktir. Ayrica sadece Yanlis Negatif ya da Yanlis
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Pozitif degil tim hata maliyetlerini de iceren bir dlgme metrigine ihtiya¢ duyuldugundan F-Olciim
kullanimi 6nemlidir. F-Ol¢iim degerini hesaplayabilmek igin gerekli denklem 2’de ifade edilmistir.

1 Z+Duyarhilik+Kesinlik
F — Olgiim =
¢ Duyarlilik + Kesinlik (2)

4.4, Kullanilan Yo6ntem

Sosyal aglarda, baglant1 tahmini, mevcut aglardaki eksik baglantilar1 ve gelecekteki aglardaki yeni
veya ¢Ozilen baglantilar1 tahmin eder, bu sosyal aglarin evrimini arastirmak ve analiz etmek icin
onemlidir. Son on yilda sosyal aglarda baglanti tahmini ile ilgili bircok c¢alisma yapilmistir. Bu
makalenin amaci, sosyal aglardaki baglant1 tahmininin son durumunu kapsamli bir sekilde gozden
gecirmek, analiz etmek ve tartismaktir. Baglanti tahmin teknikleri ve sorunlar1 i¢in sistematik bir
kategori sunulmaktadir. Daha sonra baglant1 tahmin teknikleri ve problemler analiz edilir ve tartisilir.
Tipik baglant1 tahmini uygulamalar1 da ele alinmaktadir.

Bu ¢alismada, konu Onerisi icin ve verileri modellemek i¢in yari-iki parcali bir ag [18] onerilmistir.
Yari-iki parcali bir grafik, G = (V1, V2, E1, E2) olarak tanimlanabilir; burada V1 ve V2, iki diigiim
kiimesidir, E1, V1 ve V2 arasindaki kenarlar1 belirtirken, E2, diigiimler arasindaki kenarlari
(etkilesimleri) gosterir. Onerilen agda, iki diigiim grubu, kullanic1 (V1) ve konu (V2) diigiimleridir.
Daha 0nce agiklandigi gibi, kullanicinin ilgi alanlarini anlamanin iki yolu, ilk olarak memleketlerine
gore onceki baglantilart 6nemsemesi ve ikinci olarak da ilgi ¢ekici noktalarda 6nceden yapilan check-
inlerdir. Kullanici ile POI diigiimii arasindaki bir kenar (E1), kullanicinin ilgili POI'ye check-in yaptigini
belirtir. Agdaki diger kenarlar (E2) kullanicilar arasindadir. Ayni llkeden geliyorlarsa iki kullanici
baglanir. Bu, ayni Ulkeden konum bildiren kullanicilarin takim olmasiyla sonuglanir. Sekil-2’de
gosterildigi gibi agin sol tarafi kullanici, sag tarafi ise POl kismini1 gostermektedir. Kullanici kismindaki
her bir grup aym tlkeden gelen kisileri, POl kismindaki her bir grup ise kullanicilarin ziyaret ettigi bir
sehirdeki POI’leri temsil eder. Kullanic1 kisminda da gortildigii gibi ayni Glkeden kisiler agda birbirine
baglanmigtir. Burada ¢Ozilmesi gereken problem, altigen, kare veya yildiz ile gosterilen ve daha 6nce
ilgili sehre gitmemis kisiye uygun POI’leri tavsiye etmektir.

KULLANICI POI

Sekil 2. Ulkeler ve kullanicilar arasindaki olusan baglant: tahmini
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5. Deneysel Sonuclar

Makalenin bu boliminde 6nerilen yontemi degerlendirmek icgin bazi testler gerceklestirilmistir.
Performans kriteri olarak dogruluk ile birlikte F-Olgiim degeri kullanilmustir. Egitici baglanti tahmini
yontemi icin Ozellik olarak, baglantili olmayan diigiimlerin CN (Ortak Komsular), JC (Jaccard
Katsayisi), AA (Adamic Adar) ve PA (Tercihli Baglanma) degerleri kullanilmistir.

Ik uygulamada New York sehrini ziyaret eden dort farkl: ilkedeki (Almanya, Turkiye, Japonya ve
Amerika Birlesik Devletleri) kisilerin performans 6lgutleri verilmistir. Bu testin sonuglar1 Tablo 4°de
rapor edilmistir.

Tablo 4. New York sehrini ziyaret eden dort farkli Ulkedeki (Almanya, Turkiye, Japonya ve Amerika
Birlesik Devletleri) kisilerin performans 6lcitleri

Kullanici Performans RF K-NN SVM
Almanya Dogruluk 0,803 0,756 0,776
F-Olgum 0,796 0,714 0,777

Turkiye Dogruluk 0,776 0,670 0,718
F-Olciim 0,772 0,654 0,722

Japonya Dogruluk 0,820 0,784 0,803
F-Olgiim 0,816 0,776 0,795

ABD Dogruluk 0,685 0,647 0,667
F-Olgum 0,693 0,640 0,670

Tablo 4 incelediginde en yiiksek performans degerlerinin Japonya kullanicilart tarafindan elde
edildigi gorilmektedir. Bu durum Japon kullanicilarin bir yeri ziyaret ederken buraya daha énce gelen
vatandaglarinin tercihlerini daha ¢ok dikkat aldigin1 gostermektedir. Bu sonucun diger bir gostergesi de
Japon kullanicilarimin genelde tur olarak grup halinde ziyaret ettigi ve gezilecek yerlerin daha énceden
belirli oldugudur. Japonya’dan sonraki siralama Almanya, Tirkiye ve ABD seklindedir. ABD’lilerin
diisiik performans gosterme nedeni New York sehri i¢in vatandaslarinin daha 6nce check-in yaptigi
POI’leri ¢ok fazla dikkate almadigi, New York kendi memleketleri oldugu icin sehri yakindan
tamidiklar1 ve slirekli ayni1 POI yerine alternatifleri tercih etmelerinden dolayidir.

Siniflandirma yOntemi olarak da en iyi sonuglart RF algoritmasi: bulmustur. RF’yi SVM ve K-NN
izlemistir. Yani en kot sonuglart K-NN bulmustur. Bu aslinda beklenen bir sonuctur.

Ikinci uygulamada ise Bangkok sehrini ziyaret eden dort farkl tilkedeki (Almanya, Tiirkiye, Japonya ve
Amerika Birlesik Devletleri) kisilerin performans ol¢itleri verilmistir. Bu testin sonuglar1 Tablo 5’de
paylasilmigtir. Performans degerlerine bakildiginda bu defa Japonya kullanicilarinin degil de Almanya
kullanicilarinin - dogruluga en yakin oldugu gorilmektedir. Bunun sebebi olarak, Almanya
kullanicilarinin uzak dogudan farkli bir kiiltire sahip oldugu icin dnceden Bangkok’u ziyaret eden ve
oradaki POT’leri check-in yapan vatandaslarinkine benzer sekilde gezilerini planladiklar
diistiniilmektedir. Japonya kullanicilarinin dogruluk oranimin diismesinde ise o bdlgenin kendi
kulttrlerine benzer yerler oldugundan 6nceden tlkelerinden giden kullanicilarin check-in yaptig1 yerleri
degil de farkli yerlerde bulunmayi tercih ettigi diisiiniilmektedir. En diisiik performans degerli sonuglar
ilging bir sekilde yine ABD’1i kullanicilardan ¢ikmigtir. Her ne kadar New York sehri kadar olmasa da
degerler diger U¢ tlkedeki kullanicilardan daha diisiiktiir.

Onceki teste benzer sekilde siniflandirma yontemlerinden en iyi sonucu yine RF yaklasimi vermistir.
RF ¢ok kullanigh ve uygulanmasi kolay kabul edilen bir algoritmadir. Ayrica hem basittir hem de
simiflandirma ve regresyon iginde kullanilabilir. Bundan sonraki basarili sonucu SVM, en diisiikk
sonuglari ise genel olarak K-NN yontemi elde etmistir.
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Tablo 5. Bangkok sehrini ziyaret eden dort farkli Ulkedeki (Almanya, Tlrkiye, Japonya ve Amerika
Birlesik Devletleri) kisilerin performans élcitleri

Kullamica Performans RF K-NN SVM
Almanya Dogruluk 0,876 0,810 0,843
F-Olgum 0,869 0,812 0,850

Turkiye Dogruluk 0,815 0,728 0,808
F-Olglim 0,803 0,734 0,805

Japonya Dogruluk 0,860 0,785 0,828
F-Olgum 0,861 0,790 0,825

ABD Dogruluk 0,798 0,706 0,783
F-Olclim 0,797 0,695 0,769

6. Sonug

Bu caligma lokasyon bazli sosyal aglara katilan ve daha 6nceden bilgileri olan kullanicilara yeni
mekanlar Onerme problemini incelemektedir. Calismada en ¢ok yer bildirimi yapilan turistik
mekanlardaki kullanict profilleri ve o mekénlardaki onceden check-in yapan ayni (lkeden olan
kullanicilarin verileri kullanilmigtir. Bu bilgilerden faydalanilarak daha 6nceden ilgili POI’ye gitmemis
kullanicilara mekanin Onerimi yapilmaktadir. Sosyal medya, kullanicilarin gunliik yasaminin bileseni
olmustur. Foursqure/Swarm gibi uygulamalar cografi olarak konum verilerini bulunduran iletisimin veri
kaynagini olusturmaktadir.

Konum tabanli sosyal aglardaki gegmis check-in verilerinin kullamilabilirligi, kullanicimin mobil
davranisini anlamak igin kullanilabilir. Bu ¢alismada, yeni bir sehre giden kullaniciya POI tavsiyesi igin
yari iki pargal1 bir agda baglanti tahmini 6neriyoruz. Konum tabanli sosyal aglardaki gercek check-in
verilerine iliskin deney sonuglari, dnerdigimiz yaklasimin hem etkinlik acisindan hem de cold start
problemini hafifletme konusunda son teknoloji yaklasimlari geride biraktigin1 géstermektedir.
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