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CURE, AGNES VE K-MEANS ALGORITMALARINDAKI
KUMELEME YETENEKLERININ KARSILASTIRILMASI

Meral DEMIRALAY", A. Yilmaz CAMURCU™

OZET

Bu calismada, hiyerarsik kiimeleme algoritmalarindan CURE (Clustering Using REpresentatives) ve
AGNES (AGglomerative NEsting) ile boliimleyici kiimeleme algoritmalarindan ¢ok sik kullanilan k-
means’ in sentetik veri setlerinde uygulanmasiyla elde edilen sonuglarin karsilastirmas: agiklanmaktadir.
Gergeklestirilen uygulamalarda, k-means algoritmasinin ayrik ve sikisik bulutlar halindeki kiimeleri
basariyla buldugu goriilmiistiir. Bu algoritma benzer bilyiikliikteki kiiresel kiimeleri bulabilirken, cok
biiyiik kiimeleri kiiresel de olsa pargalara ayirmaktadir. AGNES algoritmasi uygulamalari bu algoritmanin
kiiresel kiimeleri etkili bir sekilde buldugunu, ancak siradisi noktalara karsi ¢ok duyarli oldugunu
gostermistir. CURE algoritmas1 uygulamalarinda bu algoritmanin farkli biiyiikliiklerde ve farkh
sekillerdeki kiimeleri siradisi noktalardan etkilenmeden basariyla buldugu goriilmiistiir. Ancak, CURE
algoritmasiyla elde edilen kiimelerin giris parametrelerinin degerlerinden etkilendigi saptanmistir.

Anahtar Kelimeler: Kiimeleme, Hiyerarsik Kiimeleme, K-Means, CURE, AGNES

COMPARISON OF CLUSTERING CHARACTERISTICS OF CURE, AGNES AND
K-MEANS ALGORITHMS

ABSTRACT

In this study, applications on the synthetic datasets using hierarchical clustering algorithms, CURE
(Clustering Using REpresentatives) and AGNES (AGglomerative NEsting), and a partitioning based
clustering algorithm, k-means are compared. This applied study shows that k-means algorithm can find
discrete and condensed clusters successfully. According to the results of k-means applications, this
algorithm can be used to find similar sized and spherical clusters, but, it divides the big clusters into
smaller partitions even they are spherical. Applications on AGNES algorithm show that AGNES can find
spherical clusters effectively, but, it is very sensitive to the outliers. Applied studies on CURE algorithm
show that this algorithm can find different sized and different shaped clusters effectively. On CURE
applications, it is found out that, clustering process is not affected from outliers but it is very sensitive to
the value of the input parameters.
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1. GIRiS

Kiimeleme, en basit tanimiyla benzer ozellik gosteren veri elemanlarinin kendi
aralarinda gruplara ayrilmasidir. Literatiirde kiimeleme analizini aciklayan bir cok
tanim bulunmaktadir (Berkhin, 2002; Bilgin, 2003; Boutsinas ve Gnardellis, 2002;
Han ve Kamber, 2001; Jain ve Dubes, 1988; Jain vd., 1999; Karypis vd., 1999;
Mercer, 2003; Witten ve Frank, 1999). Bu tanimlara gore her kiime temsil ettigi
nesneleri en iyi sekilde ifade edecek sekilde diizenlenir. Kiimeleme isleminin
uygulandigt veri setindeki her bir veriye nesne adi verilir. Bu nesneler iki boyutlu
diizlem {iizerinde noktalarla gosterilir. Kiimeleme analizi, veri indirgeme veya
nesnelerin dogal siniflari1 bulma gibi cesitli amaglarla kullanilmaktadir (Bilgin,
2003; Han ve Kamber, 2001; Karypis vd., 1999). Kiimeleme analizinin kullanildig1
sayisiz uygulama alam1 bulunmaktadir. Bu alanlardan en cok giindemde olanlar
oriintii tanima, veri analizi, resim tanima, pazarlama, metin madenciligi, dokiiman
toplama, istatistik arastirmalari, makine 6grenimi, sehir planlama, cografik analizler
(deprem, meteoroloji, yerlesim alanlar1), uzaysal veritabani uygulamalari, Web
uygulamalari, miisteri iliskileri yoOnetimi, saglik ve biyoloji alaninda yapilan
arastirmalardir (Berkhin, 2002; Bilgin ve Camurcu, 2003; Han vd., 2001; Jain vd.,
1999).

Kiimeleme analizini gerceklestirmek icin bircok kiimeleme metodu gelistirilmistir
(Han ve Kamber, 2001; Jain ve Dubes, 1988; Mercer, 2003; Witten ve Frank, 1999).
Bu calismanin konusu olan kiimeleme metotlarindan hiyerarsik kiimeleme
metodunda, her kiime bir veri setindeki her bir nesnenin dizideki bir sonraki
nesnenin iginde yer aldig1 bir nesneler dizisidir (Guha vd., 2001). Bu dizinin en {ist
seviyesinde tiim nesneleri iceren tek bir kilme ve en alt seviyesinde ise ayri
noktalardan olusan tekil kiimeler yer alir (Karypis vd., 1999; Xiong vd., 2004; Zhao
ve Karypis 2002). Bu iki seviye arasinda kalan her seviyedeki kiime, bu kiime ve bu
kiimenin bir alt (veya bir iist) seviyesindeki kiimenin birlesimidir (veya ayrisimidir)
(Halkidi vd., 2001).

Bu calismada, hiyerarsik kiimeleme algoritmalarindan CURE (Clustering Using
REpresentatives) ve AGNES (AGglomerative NEsting) ile boliimleyici kiimeleme
algoritmalarindan k-means algoritmasinin MATLAB programinda ve sentetik veri
setleri lizerinde gergeklestirilen uygulamalarina iligskin sonuglarin karsilagtirmasi
aciklanmaktadir.

Guha, Rastogi ve Shim tarafindan ilk olarak SIGMOD 1998 konferansinda sunulan
CURE algoritmas: birlestirici bir kiimeleme metodudur. Hiyerarsik metotlarin
kiiresel olmayan ve farkli boyutlu kiimeleri bulma konusundaki zayifliklarini ve sira
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disiliklara karsi hassasiyetlerini gidermek iizere ortaya konmustur (Guha, 2000;
Guha vd., 2001; Han ve Kamber, 2001).

AGNES (AGglomerative NEsting) algoritmasi, Kaufman ve Rousseeuw tarafindan
1990 yilinda sunulmustur (Bilgin, 2003; Kaufman ve Rousseeuw, 1990). Asagidan
yukar1 dogru calisan bir inga yapisi izler. Baglangicta her nesne ayr1 bir kiime olarak
kabul edilir. Algoritmanin sonraki her adiminda bu atomik kiimelerden benzer
ozellik gosterenler birlestirilir. Herhangi bir sonlanma kosulu verilmezse kiimeleme
islemi tamamlandiginda biitiin nesneler tek bir kiimede toplanir (Anders, 2003; Han
ve Kamber, 2001; Karypis vd., 1999; Szymkowiak vd., 2001; Witten ve Frank,
1999).

1967 yilinda Mac Queen tarafindan bulunan k-means algoritmasi, kiimeleme
problemini ¢ézen en basit gozetimsiz 6grenme algoritmalarindan biridir (MacQueen,
1967). Boliimleyici kiimeleme tekniklerinden birisi olan k-means, bilimsel ve
endiistriyel uygulamalarda en yaygin olarak kullanilan kiimeleme algoritmalari
arasinda yer alir (Berkhin, 2002; Syed, 2004).

2. ALGORITMALARIN VERI SETLERINE UYGULANMASI

2.1 Kullanilan Veri Setleri ve Yazihmlar

Hiyerarsik kiimeleme metotlar1 CURE, AGNES ve boliimleyici kiimeleme metodu
k-means’in sentetik veri tabanlarina uygulanarak karsilastirilmasinin agiklandigi bu
calismanin iki temel amaci vardir. Bunlardan birisi, parametrelerin algoritmalardaki
sonuglara etkisinin goriilmesi, digeri ise farkli algoritmalarin olusturdugu kiimelerin
karsilastirilarak yorumlanmasidir.

Bu calismada, yuvarlaklar ve kareler goriintiisiindeki iki ayr1 sentetik veri seti
kullamlmistir. x ve y koordinati bilgileri bulunan 200 adet noktayr iceren
Yuvarlaklar veri seti birbirinden belirgin sekilde ayrilmis dort adet yuvarlaktan
olugmaktadir (Han, 2005). Kareler veri seti, sikca kullanilan dama tahtasi veri
setinin bir versiyonudur (Ho ve KleinBerg, 1996; Ho ve KleinBerg, 2005). 16 kareli
bir dama tahtasinin ilgili sekiz adet siyah karesi rasgele segilerek olusturulmus 486
adet siyah noktadan olugmaktadir. Bu noktalar dogal olarak sekiz kiimede
toplanmaktadir. Yuvarlaklar ve Kareler veri setlerinin iki boyutlu diizlem iizerindeki
goriintiileri Sekil 1 de goriilmektedir.
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Sekil 1. Veri Setlerinin 2 Boyutlu Diizlemdeki Goriintiileri ve Kiime
Numaralari; a. Yuvarlaklar Veri Seti, b. Kareler Veri Seti.

Guha ve digerleri (2001) tarafindan verilen sézde kodlar ve Vipin Kumar tarafindan
gonderilen C programlama dilinde hazirlanmis temel kodlardan yararlanilarak
MATLAB’de CURE algoritmasinin yazilimi yeniden olusturulmustur. K-means
algoritmasinin programa uygulanmasinda Roger Jang tarafindan olusturulan k-
means fonksiyonu (Jang, 2005) ve Jon Shlens tarafindan olusturulan clusterdemo
programi (Shlens, 2002) o6rnek alinmustir. AGNES algoritmasi, MATLAB
programinda  hazir  olarak  bulunan  cluster  fonksiyonu  kullanilarak
gerceklestirilmistir.

2.2 K-Means Algoritmasi ve Uygulamasi

En eski kiimeleme metotlarindan biri olan k-means algoritmasinin genel mantig1 n
adet veri nesnesinden olusan bir veri setini, giris parametresi olarak verilen k adet
kiimeye bolumlemektir. Amag, gerceklestirilen bolimleme islemi sonunda elde
edilen kiimelerin, kiime i¢i benzerliklerinin maksimum ve kiimeler arasi
benzerliklerinin minimum olmasini saglamaktir. Kiime benzerligi, kiimenin agirlik
merkezi olarak kabul edilen bir nesne ile kiimedeki diger nesneler arasindaki
uzakliklarin ortalama degeri ile Olciilmektedir (Han ve Kamber, 2001; Berkhin,

2002).

K-means algoritmasinin islem basamaklar1 soyledir:

1. Adim: Ilk kiime merkezleri belirlenir. Bunun igin iki farkli yol vardir. Birinci yol
nesneler arasindan kiime sayisi olan k adet rasgele nokta secilmesidir. ikinci yol
ise merkez noktalarin tiim nesnelerin ortalamasi alinarak belirlenmesidir,
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2. Adim: Her nesnenin secilen merkez noktalara olan uzakligi hesaplanir. Elde
edilen sonuclara gore tiim nesneler k adet kiimeden kendilerine en yakin olan
kiimeye yerlestirilir,

3. Adim: Olusan kiimelerin yeni merkez noktalar1 o kiimedeki tiim nesnelerin
ortalama degeri ile degistirilir,

4. Adim: Merkez noktalar degismeyene kadar 2. ve 3. adimlar tekrarlanir.

K-means algoritmasinda her bir nesnenin merkez noktalara uzakligini1 hesaplamak
icin kullanilan dort farkli formiil asagida aciklanmaktadir (MacQueen, 1967;
Mercer, 2003):

Oklit Uzakhigr - Oklit Uzakliginin Karesi (Euclidean Distance - Squared Euclidean
Distance): Oklit uzaklig1 ve Oklit uzakligimin karesi formiilleri ile standartlagtirilmis
verilerle degil, islenmemis verilerle hesaplama yapilir. Oklit uzakliklar1 kiimeleme
analizine siradist olabilecek yeni nesnelerin eklenmesinden etkilenmezler. Ancak
boyutlar arasindaki 0Ol¢ek farkliliklar1 oklit uzakliklarmmi  Onemli  OSlgiide
etkilemektedir. Oklit uzaklik formiilii en yaygin olarak kullamlan uzaklik hesaplama
formiiliidiir. Oklit ve Oklit uzakliginin karesinin formiilleri asagida goriilmektedir.

.. )
Oklit uzaklik formiilii : distance(X,y) = {Zi(xi -y )2 }A @)
Oklit uzakliginin karesi formiili : distance(X,y) = Zi(xi -y )2 2)

City-block (Manhattan) Uzaklik Formiilii (City-block (Manhattan) Distance):
Manhattan uzakligit boyutlar arasindaki ortalama farka esittir. Bu Olgiit
kullanildiginda farkin karesi alinmadig i¢in siradigiliklarin etkisi azalir. Manhattan
uzakliginin formiilii asagida goriilmektedir.

Manhattan uzaklik formiilii: distance(x,y) = Zilxi - yi| 3)

Chebychev Uzakligi (Chebychev Distance): Chebychev uzakligi iki nesne arasindaki
mutlak maksimum uzakliga esittir. Chebychev uzakliginin formiilii asagida
goriilmektedir.

Chebychev uzaklik formiilii: distance(X,y) = max|xi - yi| 4)

distance(x,y) : X ve y noktalar1 arasindaki uzaklik, hata parametresidir.
X,y : aralarindaki uzaklik hesaplanan nesneleri uzayda temsil eden noktalardir.

K-means algoritmasinin en biiyiik eksikligi k degerini tespit edememesidir. Bu
nedenle bagarili bir kiimeleme elde etmek icin farkli k degerleri i¢in deneme-
yanilma yonteminin uygulanmasi gerekmektedir. Kiime sayisinin ve uzaklik
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formiillerinin etkisini gormek igin yuvarlaklar ve kareler setinde yapilan
uygulamalar asagida agiklanmaktadir.

Yukarida agiklanan k-means algoritmasina iligkin formiillerin etkisini incelemek
amaciyla kareler veri setlerinde kiime sayis1 k=6 alinarak Oklit uzakhigi formiilii ile
ve k=8 segilerek Oklit uzakligi, Oklit uzakliginin karesi ve Chebychev uzaklhigt
formiilleri ile gerceklestirilen uygulamalar sonucu elde edilen kiimeler Sekil 2’de
goriilmektedir. Oklit uzakligi formiilinde k=6 alindiginda anlamli kiimeler elde
edilememektedir.  Oklit uzakhg ve Oklit uzakligiin karesi formiillerinin her
ikisinde de k=8 secildiginde veri setindeki ideal kiimelenmeler aymi sekilde
bulunmustur. Chebychev formiilii ise veri setinin ideal kiimelenmesinden uzak bir
sonu¢ vermektedir. Bu metotta iki nesne arasindaki maksimum uzaklik degeri
dikkate alindigindan nesneler arasindaki komsuluklar farkli olarak bulunmustur.
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Sekil 2. K -Means Algoritmasimin Kareler Veri Setlerinde Kiime Sayis1 k=6 _i(;in
a. Oklit Uzakhg Formiilii ile, k=8 Ahndiginda, b. Oklit Uzakhgi, c. OKklit
Uzakhgmin Karesi, d. Chebychev Uzakhgi Formiilleri ile Elde Edilen Kiimeler.
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Sekil 3’te goriildiigii gibi k-means algoritmasi, yuvarlaklar veri setine k=4 alinarak
Oklit uzakligi ve Oklit uzakhgimin Karesi formiilleri ile uygulandiginda basarili
olamamustir. Biiyiik kiime, kiiciik olan ii¢ kiime tarafindan paylagilmaktadir.
K-means algoritmasi, hata parametresinin degerini minimum yapmak icin bilyiik
kiimeleri bolerek miimkiin oldugunca birbirinden ayrik ve kendi iginde sikisik
kiimeler bulmaya ¢aligmaktadir.

Buna gore, k-means algoritmasinin kiiresel kiimelerde, her zaman dogru kiimeleri
bulamadigr ancak kiime sayist dogru se¢ildiginde ayrik ve sikisik bulutlar seklindeki
kiimeleri etkili bir sekilde bulabildigi soylenebilir.

a b
Sekil 3. Yuvarlaklar Veri Setinde K-Means Algoritmas1 Kullamlarak k=4 icin
a. Oklit Uzaklhigi; b. Oklit Uzakhigimin Karesi
Formiilleri ile Elde Edilen Sonuclar.

2.3 CURE Algoritmas1 ve Uygulamasi

CURE algoritmasi, her kiimenin sabit sayida orneklem nokta ile temsil edildigi ve
her adimda istenen kiime sayisi elde edilene kadar 6rneklem noktalart en yakin olan
kiimelerin birlestirildigi asagidan yukariya dogru calisan hiyerarsik bir kiimeleme
algoritmasidir. Her adimda yeni olusturulan kiimelerin 6érneklem noktalarini bulmak
icin birlesen kiimelerin 6rneklem noktalari bir daraltma katsayisi ile carpilir. Bu
durumda algoritmanin dogru kiimelenmeleri bulmasi ii¢ parametrenin degerine
baghidir: kiime sayis1 (k), 6rneklem nokta sayisi (rep_say), ve daraltma katsayisi (a).
CURE algoritmasinin caligmasindaki islem basamaklar1 asagida goriilmektedir
(Guha, 2000; Guha vd., 2001):

1. Her kiime icin sabit sayida ve kiime i¢inde daginik olarak yerlesmis c adet
orneklem nokta segilir,
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2. Iki kiime arasindaki uzaklik, bu kiimelere ait 6rneklem noktalar arasindaki Oklit
uzaklig1 hesaplanarak elde edilir,

3. En yakin kiime cifti birlestirilir,

4. Olusan yeni kiimenin 6rneklem noktalar1 bulunur. Bu islem i¢in yeni kiimenin
alt kiimelerinden merkeze en yakin olan ¢ adet nokta secilir. Bu noktalar
daraltma katsayist a ile ¢arpilarak merkeze dogru yaklastirilir,

5. Kime sayisi, kiimeleme algoritmasinda giris parametresi olarak verilen k
degerine ulagana kadar 2, 3 ve 4. adimlar tekrarlanir.

Burada, CURE algoritmasinin dogru kiimeleri bulmasindaki, kiime sayisi (k),
orneklem nokta sayist (c) ve daraltma katsayisi (o) gibi tic 6nemli faktoriin,
MATLAB’da farkli veri setlerindeki etkilerini gérmek icin deneysel calismalar
yapilmustir.

Kiime Sayisimin (k) Algoritmadaki Etkisinin Incelenmesi : CURE algoritmasinda
kime sayist (k) kiimeleme isleminin sonlanma kosulunu olusturmaktadir. k
degerinin kiimelenme iizerindeki etkisini gormek i¢in CURE algoritmasi yuvarlaklar
veri setinde k=3, 4, 5 alinarak ve kareler veri setinde k=4, 6, 8 degerleri ile
uygulanmistir. k degerinin algoritmadaki etkisinin acik olarak goriilebilmesi igin
orneklem nokta sayisi ve daraltma katsayisi degerleri sabit tutulmustur. Kiimelerin
orneklem noktalari, yuvarlaklarin i¢indeki kiiciik karelerle gosterilmektedir.

Sekil 4’de CURE algoritmasinin yuvarlaklar veri seti iizerinde, daraltma katsayisi
0=0.2 ve orneklem nokta sayist c=10 degerleri sabit tutularak, farkli k degerleri i¢in
uygulanmasi goriilmektedir. Kiime sayist k=3 icin elde edilen kiimelenmede 2. ve 4.
yuvarlaklar birlesmekte, k=4 se¢ildiginde ideal kiimelenme elde edilmekte ve k=5
alindiginda veri setindeki en biiyiik yuvarlak boliinerek yeni bir kiime olugmaktadir.
Goriildiigti gibi CURE algoritmasinda yuvarlak kiimelerin basariyla bulunmasi i¢in
orneklem nokta sayisi ve daraltma katsayisi parametrelerinin farkli degerlerle
denenmesi gerekmektedir.

Kareler veri setinde farkli k degerleri i¢in 0=0.3 ve c¢=10 alinarak elde edilen
sonuglar Sekil 3’de goriilmektedir. k=4 se¢ildiginde 1, 2, 3, 4 ve 6. kareler birleserek
1. kiimeye, 5, 7, ve 8. kareler ise dogru sekilde kiimelenerek 2., 3. ve 4. kiimelere
yerlesmislerdir. k=6 degeri icin elde edilen kiimelenmede, 1. ve 3. kareler birleserek
1. kiimeyi, 4. ve 6. kareler birleserek 3. kiimeyi olusturmustur. Diger kiimeler
yaklasik olarak dogru olarak bulunmustur. Veri setindeki en anlamli kiimelenme
k=8 alinarak bulunmustur. CURE algoritmas1 kare seklindeki bicimleri de basariyla
kiimelendirebilmektedir.
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Sekil 4. CURE Algoritmasinda, Yuvarlaklar Veri Setinde Daraltma Katsayisi
a=0.2, Orneklem Nokta Sayisi c= 10 Ahnarak k=3, 4, 5 Secilince Ve Kareler
Veri Setinde Daraltma Katsayis1 0=0.3, Orneklem Nokta Sayis1 c=10 Ahnarak
k=4, 6, 8 Belirlendiginde Olusan Kiimeler.

Orneklem Nokta Sayisinin (c) Algoritmadaki Etkisinin Incelenmesi : Orneklem
nokta sayisi (c), bir kiimeyi temsil etmek i¢in kullanilan nesne sayisidir. Sekil 5°de
yuvarlaklar veri setinde a=0.2 ve k=4 alinarak c=4, 10, 20 degerleri icin olusan
kiime sonuclar1 goriilmektedir. c=4 kii¢iik bir deger oldugundan kiiciik ve ayrik
kiimelerin geometrik sekillerini bulabilmekte, ancak biiyiik yuvarlag: iki kiimeye
bolmektedir. c=10 degeri icin kareler veri setinde de oldugu gibi basarili bir
kiimeleme gergeklesmektedir. c=20 i¢in, 6rneklem noktalarin kendi aralarinda uzun
bir kiime olusturarak uzamig kiimeler bulma egiliminde olduklari goriilmektedir.
Orneklem nokta sayis1 yiiksek bir deger aldiginda, CURE algoritmasi tiim-noktalar
yaklagimli algoritmalara benzer davramig gosterir ve uzatilmig bicimde goriilen
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kiimeler bulmaya calisir. Bu durum, algoritmanin yavag calismasina ve aralarinda
ortak komsu noktalar bulunan ayrik veri gruplarinin birlesmesine neden olmaktadir.

Sekil 5°’de kareler veri setinde daraltma katsayis1 0=0.3 ve kiime sayis1 k=8
alindiginda, orneklem sayist c=2, 5, 10 degerleri icin CURE algoritmasinin
kiimeleme sonuglar1 goriilmektedir. c=2 olarak secildiginde 2. ve 4. kareler
birlegsmig bir kiime ve 4 no.lu kareye ait olan bazi noktalar da yeni bir kiime
olusturmus, 3 nolu kareye ait bazi noktalar da 1 ve 6 no.lu karelerin kiimelerine
girmistir. c=5 secildiginde 1 numarali kiime ikiye boliinmiistiir. Orneklem nokta
sayis1 10 degerini aldiginda ise, kiimeler iyi bir sekilde olusmaktadir. Orneklem
nokta sayisi kiiciik sec¢ildiginde, algoritma merkez nokta tabanli algoritmalar gibi
calismakta ve basarili sonug iiretememektedir. Bu nedenle de geometrik sekiller
bulunamamaktadir.
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Sekil 5. CURE Algoritmasinda, Yuvarlaklar Veri Setinde Daraltma Katsayisi
a=0.2, Kiime Sayis1 k=4 Ahnarak Orneklem Sayisi c=4, 10, 20 icin Ve Kareler
Veri Setinde ¢=0.3, k=8 Alindiginda c=2, 5, 10 icin Elde Edilen Kiimeler.
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Daraltma Katsayisinin (o) Algoritmadaki Etkisi : CURE algoritmasinda o’nin
kiimeleme islemi iizerindeki etkisini incelemek i¢in yuvarlaklar ve kareler veri
setlerinde gerceklestirilen uygulamalarin sonuglar1 Sekil 6 ve Sekil 7’de
goriilmektedir. Sekil 6a’da goriilduigii gibi, a=0.1 segildiginde 1. kiimenin 6rneklem
noktalar1 yeteri kadar merkeze yaklasamadigi icin 2. kiimenin noktalari da
1. kiimeye kaymaktadir. Sekil 7a’da o=0.1 segildiginde Orneklem noktalar
merkezden uzak kaldigindan kiimelenme dogru bir sekilde gerceklesmemektedir.
Sonugta a=0.1 secildiginde daginik (scattered) noktalar ¢ok az kaydirildigindan
dogru kiimeler bulunamamaktadir. a katsayis1 ¢cok kiiciik secilirse CURE algoritmasi
siradigt noktalara karst daha duyarli olmaktadir. Yuvarlaklar veri setinde a=0.2
alindiginda, kareler veri setinde ise 0=0.3 secildiginde dogru kiimeler elde
edilmektedir. 0=0.9 secildiginde Sekil 6d ve Sekil 7d’de elde edilen sonuclara gore
orneklem noktalarin kiimenin merkez noktasinda toplanarak algoritmanin merkez
tabanl kiimeleme algoritmalar1 gibi calismasina neden olmaktadir.

5 :‘-'-'. _ ¥
a. 0=0.1, c=10, k=4 b. a=0.2, c=10, k=4
“ '
i
T s
c. 0=0.3, c=10, k=4 d. 0=0.9, c=10, k=4

Sekil 6. Yuvarlaklar Veri Setinde Farkli a Degerleriyle Gerceklestirilen CURE
Algoritmasi Uygulamalarimin Sonuclar:
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s

P

b. 4=0.2, c=10, k=8

o e
T

c. 0=03. =10, k=8 4. 0=09, c=10, k=8

Sekil 7. Kareler Veri Setinde Farkh a Degerleriyle Gerceklestirilen CURE
Algoritmasi Uygulamalarimin Sonuclari.

2.4 AGNES Algoritmasi ve Uygulamasi

AGNES algoritmas1 agagidan yukar1 dogru calisan bir insa yapist izler. Baglangicta
her nesne ayr1 bir kiime olarak kabul edilir. Algoritmanin sonraki her adiminda bu
atomik kiimelerden benzer oOzellik gosterenler birlestirilir. Her birlestirme
isleminden sonra toplam kiime sayis1 bir azalir. Istenen sayida kiime elde edildiginde
veya en yakin iki kiime arasindaki uzaklik verilen esik degere ulagtifinda
birlestirme islemi sona erer. Herhangi bir sonlanma kosulu verilmezse kiimeleme
islemi tamamlandiginda biitiin nesneler tek bir kiimede toplanir (Anders, 2003; Han
ve Kamber, 2001; Karypis vd., 1999; Szymkowiak vd., 2001; Witten ve Frank,
1999).

Kiime Sayisimn (k) Algoritmadaki Etkisi : Kiime sayisi parametresi, k, AGNES
algoritmasinin sonlanma kosulunu belirler. Istenen kiime sayisi elde edildiginde
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kiimeleme islemi sona erer. Kareler ve yuvarlaklar veri setlerinde farkli k degerleri
icin AGNES algoritmasi ile elde edilen sonuglar Sekil 8’de goriilmektedir. AGNES
algoritmasi belirgin kiiresel kiimelerden olusan yuvarlaklar veri setine dogru kiime
sayist verilerek uygulandiginda basarili sonuglar vermektedir. Kareler veri setinde,

k=8 olarak uygulandiginda farkli karelerin ayrilmasi

gerekirken Dbirleserek

kiimelendikleri ve ayrica kare icindeki bazi noktalarin kendi basina bir kiime
olusturduklar1 goriilmektedir. Bunun nedeni, AGNES algoritmasinin siradisi
noktalardan ¢ok fazla etkilenmesidir.

k=2

"

Sekil 8. AGNES Algoritmasimin Yuvarlaklar Ve Kareler Veri Setlerinde

k=4

Olusturdugu Kiimeler.
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3. SONUCLAR

Calismada, k-means, CURE ve AGNES algoritmalarinin mevcut sentetik veri setleri
tizerinde uygulanmasi ile elde edilen sonuglara gore;

* CURE ve AGNES algoritmalar1 kiiresel kiimeleri bulma konusunda k-means
algoritmasindan ¢ok daha basarilidir.

* K-means algoritmast sikisitk bulutlar halindeki kiimeleri bulurken CURE
algoritmasi ile benzer sonuglar elde etmistir.

* K-means algoritmasi genel olarak kiiresel kiimeleri bulabilmektedir. Ancak k-
means algoritmasi biiyiilk boyutlu kiiresel kiimelerin bulunmasinda basarisiz
olmustur. K-means algoritmasinda bu tip kiimeler hatanin karesi degerini (hata
parametresi) azaltmak i¢in boliimlere ayrilmistir.

* K-means algoritmas: ile elde edilen sonuclar, se¢ilen hata parametresi
hesaplama formiiliine bagl olarak degismektedir.

* CURE algoritmasinin basarili sonuclara ulasabilmesi, parametrelerinin dogru
secilmesine baglidir. Bu nedenle en iyi sonucun bulunmasi igin algoritmanin
ayni veri seti izerinde birkag kez tekrarlanmasi gerekebilir.

* CURE algoritmast, kiiresel ve sekilsiz kiimelerin bulunmasinda oldukca basarili
sonuglar iiretmektedir.

*  AGNES algoritmasi, kiiresel olmayan kiimelerde kotii sonuclar vermektedir.

4. DEGERLENDIRME

Literatiirde, kiimeleme algoritmalarinin performans ve kullanmslilik acisindan
kargilagtirmasina yer veren pek ¢ok calisma vardir. Bu ¢aligmalarin bir kisminda
yeni bir metodu tamitmak igin diger algoritmalarla uygulamali karsilastirma
yapilirken, bir kisminda da hicbir uygulama yapilmadan bilgi verme amaclh olarak
birden fazla kiimeleme algoritmasina yer verilmektedir.

Bu caligmada, incelenen kiimeleme algoritmalarinda kiime olusumlarinin islem
basamaklar1 bilgisayar ekraninda izlenebilmektedir. Burada, karsilastirilan
kiimeleme algoritmalarinin her birinin parametrelere karsi duyarliligi ve farkli veri
setleri iizerindeki davranislar1 goriilebilmektedir. Calismada, algoritmalarin 6nceden
bulunmus sonuclar kullanilarak degil, degisik veri setlerinde uygulanmast ile elde
edilen bilgilerle karsilagtirmasi yapilmaktadir.

Bu c¢aligmada, gergeklestirilen uygulamalar ve elde edilen bulgular CURE

algoritmasinin AGNES ve k-means algoritmalarindan daha giiclii oldugunu
gostermektedir. CURE, AGNES ve k-means algoritmalarinin farkli veri setleri
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izerinde cesitli parametre degerleri denenerek yapilan uygulamalar sonucunda,
CURE ve AGNES algoritmalarinin kiiresel kiimeleri rahatlikla buldugunu ancak
k-means algoritmasinin kiiciik kiimelerin bulundugu veri setlerinde biiyiik kiiresel
kiimeleri boldiigiinii gostermektedir. Mercer ve Guha c¢aligmalarinda (Guha vd.,
2001; Mercer, 2003) k-means algoritmasinin sadece esit bilyiikliiklerdeki kiiresel
kiimeleri buldugunu agiklamaktadir. Bagka bir caligmada ise k-means algoritmasinin
farkli boyutlardaki kiimeleri her zaman ayirt edemedigi belirtilmektedir (Wang ve
Zaiane, 2002). Ancak bazi calismalarda, k-means algoritmasimin bu ozelligi
vurgulanmayarak sadece kiiresel kiimeleri bulabildigi belirtilmektedir (Fasulo, 1999;
Guha vd., 2001). K-means algoritmasinin siradist noktalardan etkilendigi hem elde
edilen bulgularda, hem de yapilan caligmalarda goriilmektedir (Fasulo, 1999).
CURE algoritmas: sekilsiz ve farkli biiylikliiklerdeki kiimeleri bulabilmektedir.
Gergeklestirilen uygulamalarda CURE algoritmasinda hesaplamalar i¢in ¢ok uzun
zaman harcandig1 goriilmektedir. Bu algoritmanin performansinin ayrintili olarak
incelenebilmesi igin giiclii bilgisayar donamimlari gerekmektedir. Bu calismada
karsilagilan bu sorun, Valgeirsson, Erlingsson, Einarson tarafindan gerceklestirilen
calismada da belirtilmektedir (Valgeirsson vd., 2003). Baltrunas ve Gordevicius
calismalarinda CURE algoritmasinin hesaplanabilir karmagikligina bir ¢6ziim
getirmektedirler (Baltrunas ve Gordevicius, 2005). Giiglii bilgisayar donanimlari
kullanilarak yapilan uygulamalarda ise CURE algoritmasinin performansinin iyi
oldugu agiklanmaktadir (Guha vd., 2001). Bu makaledeki deneysel ¢alismalarda
giicli bilgisayar donaniminin sonuglara cabuk ulagmada cok onemli oldugu da
goriilmiistiir.
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