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In this study, the classification of human cancer diseases is discussed by using different gene
microarray datasets. In addition, a new methodology is presented for the efficient classification
of cancer diseases over gene microarray datasets.
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Figure A. Flowchart of proposed hybrid approach

Purpose: The main purpose of this study is to develop a machine learning model that can predict
whether samples from gene microarray data are cancerous or not. The problem of classification
of gene microarray data as a field of study has many difficulties due to its unique features, another
aim of this study is to minimize these difficulties with effective methods, thus increasing the
classification success of the proposed model.

Theory and Methods: In the proposed hybrid method, different filtering, wrapping and
classification methods should be used together. For this reason, the materials and methods used
in the development of the proposed system are explained in different headings. Fisher scoring,
Chi-square, relief, information gain, customized genetic algorithm and Naive Bayes methods
explained in detail according to the proposed hybrid method.

Results: The proposed model can be defined in three different parts. By applying the ensemble
feature selection method instead of a single feature selection method in the first part, the
probability of not selecting the features that can be decisive during classification is reduced. In
the second part, the most successful feature combination is selected by performing a stochastic
search with a genetic algorithm on the sub-dataset that result of the ensemble feature selection
method. And in the third part, the classifier is trained with the sub dataset, which is the result of
the previous part. The proposed model in this study was trained separately with Leukemia, Central
Nervous System, and Colon Tumor datasets, and accuracy values were obtained as 97.06%,
85.48%, and 86.67% respectively.

Conclusion: In all Leukemia, Central Nervous System and Colon Tumor datasets considered in
the study, the accuracy rate of the proposed hybrid method was observed to be better than the
accuracy rates of other studies. The hybrid approach proposed within the scope of the study is
both designed to directly affect the classification performance and presented in a structure with
developable flexibility. Based on the test results obtained, it can be said that the proposed hybrid
approach generally gives successful results in the classification problems of cancer diseases and
has a high potential for maximizing the performance in datasets with different characteristics
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Currently the approach of biological meaningfulness detection from gene microarray datasets
obtained with microarray technology is used effectively in many areas such as disease diagnosis
and differentiation of cancer types. However, since datasets obtained with this technology
measure gene expression profiles collectively, the number of features in the dataset can be quite
high. The small number of samples in gene microarray datasets, the high number of features and
where the data is noisy significantly complicates the preparation process of these datasets. In
order for machine learning models to successfully classify, the number of features that represent
the size of the dataset should be reduced. In the proposed method, gene microarray data is taken
as input and Information Gain, Fisher Correlation Scoring, ReliefF and, Chi-Square methods are
applied separately for feature selection. After this stage, a sub-dataset containing the new genes
is obtained and a pool of genes for Genetic Algorithm is created according to this dataset. Bayes
classifier is trained using the sub-dataset created with the genes of the most successful
chromosome. Thus, the classification process of cancer data is successfully completed. The
model proposed in this study was applied to datasets that are frequently used in the literature and
high success rates were obtained in classification. As a result; acceptable feature selection
methods and the hybrid method based on Genetic Algorithm generally provided the most
appropriate results on all test data.

Gen Mikrodizi Veri Setleriyle Kanser Tiirlerinin Yiiksek Basarimh
Siniflandirilmasi: Hibrit Yaklasim

Oz

Giliniimiizde mikrodizi teknolojisi ile elde edilen gen mikrodizi veri setlerinden biyolojik
anlamlilik tespiti yaklasimi, hastalik tanisi ve kanser tiirlerinin ayirt edilmesi gibi pek ¢ok alanda
etkin bir gekilde kullanilmaktadir. Fakat bu teknoloji ile elde edilen veri kiimeleri, gen ifade
profillerini toplu olarak dl¢tiigii igin veri kiimesindeki 6zellik sayisi oldukga fazla olabilmektedir.
Gen mikrodizi veri kiimelerindeki 6rnek sayilarinin az olmasi, 6zellik sayisinin fazla olmasi ve
verilerin giiriiltiilii olmas1 bu veri kiimelerinin 6n hazirlik islemlerini olduk¢a karmagik hale
getirmektedir. Makine dgrenmesi modellerinin siniflandirmayi basartyla yapabilmesi igin 6zellik
sayisimin, yani veri kiimesinin boyutunun azaltilmas1 gerekmektedir. Onerilen yontemde, gen
mikrodizi verileri girdi olarak alinir ve Oznitelik se¢cimi amaciyla Bilgi Kazanci, Fisher
Korelasyon Skorlama, ReliefF ve Ki-Kare yontemleri ayri ayri uygulanir. Bu agamadan sonra
yeni gen alt veri kiimesi elde edilir ve Genetik Algoritmanmin gen havuzu olusturulur. Bu
algoritmanin uygun adimlarda tekrar ¢alistirilmasi sonrasinda segilen en basarili kromozomun
genleri ile olusturulan alt veri kiimesi kullanilarak Naive Bayes siiflandiricist egitilir. Boylece
kanser verilerinin siniflandirilmasi iglemi tamamlanir. Bu ¢aligmada Onerilen model, literatiirde
siklikla kullanilan veri kiimelerine uygulanmis ve smiflandirmada yiiksek basari oranlari elde
edilmistir. Sonug olarak; uygun 6znitelik segim yontemleri ve Genetik Algoritma temelli hibrit
yontem genel anlamda tiim test verileri tizerinde en uygun sonuglara ulagilmasini saglamigtir.
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1. GiRiS (INTRODUCTION)

Isimlerini genellikle ortaya ¢iktiklari doku ve organlardan alan ve sayisi yiizii gecen kanser cesidi
bulunmaktadir. Kanserler doku hiicrelerinin tipine gére Karsinom, Sarkom, Miyelom, Lésemi, Lenfoma ve
karigik tipler olmak iizere alti ana kategoride incelenebilir [1]. Kanserli hiicrelerin tibbi olarak teshisi ve
tiimor tiplerinin belirlenmesi biiylik 6neme sahiptir. Tiimorlerin siniflandirilmasi siireci, hastalarin daha iyi
tedavi gorebilmesine olanak saglarken; maruz kalacaklari toksin ve yan etkilerin en aza indirgenmesine
olanak saglayabilir. Tiimdrlerin geleneksel yontemler kullanilarak teshis edilmesi ve siiflandirmasi
oldukga zor ve maliyetli bir siirectir. Ayrica bu islemler insan hatalarina ve gézlemciler arasi degiskenlige
kars1 da oldukca hassastir. Bu sebeple tani siirecinde yeni yontemlerin gelistirilmesi hayati 6neme sahiptir
[2]. Kanser tanisinda gen ekspresyon profili, hiicresel 6zelliklerin tanimlanmasinda etkin olabilir. Burada
gen ekspresyon profili hiicrenin fenotipini, islevini ve uyaranlara kars1 tepkisini belirler. Kanserli hiicrelerin
gen ekspresyon profilleri, normal hiicrelerin gen ekspresyon profilleri ile karsilagtirildiginda edinilen bilgi
ile kanser tami siireci iyilestirilebilir. Diferansiyel gosterim, gen ekspresyonu seri analizi ve mikrodizi
yontemleri gibi gen ekspresyonu profilleme yontemleri, kanser arastirmalarinda basariyla uygulanmaktadir.
Kanserli hiicrelerin gen ekspresyon verilerini ¢ikarmada en c¢ok kullanilan teknoloji mikrodizi
teknolojisidir. Bunun sebebi kullanimlarinin kolay olmasi, biiyiik dlgekli DNA dizilemesi gerektirmemesi
ve ¢oklu 6rneklerden sayisiz genin paralel olarak sayisallastirilmasina olanak saglamasidir [3]. Mikrodizi
teknolojisi ile elde edilen DNA mikrodizi veri kiimeleri biyoinformatik ve makine Ogrenmesinde
kullanilmaktadir. Bu veri kiimeleri hastalik tanisi, kanser tiplerinin ayirt edilmesi gibi pek ¢ok faydali
alanda kullanilmaktadir. Fakat bu teknoloji ile elde edilen veri kiimeleri, gen ifadesini toplu olarak dl¢tiigii
icin veri kiimesindeki 6zellik sayisi oldukg¢a fazladir. DNA mikrodizi veri kiimelerindeki 6rnek sayilarmin
az olmasi, 6zellik sayisinin fazla olmasi [4] ve verilerin giiriiltiilii olmas1 bu veri kiimelerinin 6n hazirlik
islemlerini olduk¢a zor bir hale getirmektedir. Makine 6grenmesi modellerinin siniflandirmay: basariyla
tamamlayabilmesi i¢in Oznitelik sayisinin indirgenmesi ve sonu¢ olarak veri kiimesinin boyutunun
azaltilmas1 6nemlidir.

Literatiirdeki caligmalar incelendiginde; Yu ve digerlerinin dnerdigi calismada, temelde gen mikrodizi
verilerinin dengesiz siniflara sahip olmasi problemine odaklanilmistir [5]. Incelenen calismanin kisitlari
temelde uygulanan ydntemin olduk¢a zaman alic1 olmasi ve Onerilen yontemin sadece iki siifli veri
kiimeleri {izerinde ¢alisabilmesi ile ilgilidir. Onerilen modelde dznitelik segme yontemi olarak Weighted
Metric, siniflandirma yontemi olarak ise Decision Rule Onerilmistir. Bu calismada Onerilen model
Leukemia ve Colon Tumor veri kiimeleri ile egitilmis ve sirasiyla %95.55 ve %85.49 dogruluk oranlar1
elde edilmistir. Gunavathi ve Premalatha tarafindan gergeklestirilen ¢alismada [6], Onerilen modelde
Oznitelik segme yontemleri olarak T-istatistik, Signal-to Noise Ratio ve F-test yontemleri; siniflandirma
yontemleri olarak ise k-en yakin komsu ve destek vektdr makinesi yontemleri onerilmigtir. Calismada
onerilen model Central Nervous System veri kiimesi ile egitilmis ve Dogruluk Orani olarak %81.25 degeri
elde edilmistir. Bu ¢alismadaki en 6nemli kisitlar diger caligmalarda da oldugu gibi iizerinde ¢alisilan gen
mikrodizi verilerinin ¢ok yliksek sayida 6znitelige sahip olmas1 ve az sayida 6mek i¢cermesidir. [7] referas
numarali ¢alismada Onerilen yaklasim, Oznitelikleri segmek igin genetik algoritmay1 kullanirken;
simflandirma siireci igin de destek vektdr makinesini tercih etmistir. flgili calismada onerilen model ayri
ayr1 Leukemia ve Colon Tumor veri kiimeleri ile egitilmis ve sirasiyla %91.5 ve %84.6 basar1 degerleri
elde edilmistir. Bu caligmada da yiiksek Oznitelik sayis1 ve diisiik Ornek sayist temel zorlugu
olusturmaktadir ayrici bu ¢alismanin zaman karmasikliginin yiiksek olmasi ve ¢ok smifli veriler tizerinde
uygulanabilir olmamas1 temel kisitlarini olusturnaktadir. Salem ve digerlerini bilimsel ¢calismasindaki [8]
yontemde, 6znitelik segcme yontemi olarak bilgi kazanci yaklagimi tercih edilirken; siniflandirma yontemi
olarak Small for Gestational Age yaklasimi kullanilmistir. Nguyen ve digerlerinin sundugu calismada [9],
Leukemia veri kiimesi tizerinde Analytic Hierarchy Process ile 6znitelik se¢imi yapilmis olup; Hidden
Markov Models ile siniflandirma yapilmistir. Caligmada 6nerilen modelin Leukemia veri seti lizerindeki
dogruluk orani %96.48 olarak belirlenmistir. Hengpraprohm’un ¢alismasinda [10] Leukemia veri kiimesi
iizerinde Signal-to Noise Ratio yontemi ile 6znitelik se¢imi yapilmis ve Genetik Algoritma uygulanmistir.
Calismada Onerilen yontemin Leukemia veri kiimesi iizerindeki Dogruluk Oranit %91.9°dur. Feature
selection with ensemble learning for prostate cancer diagnosis from microarray gene expression [11] isimli
calismada gen mikrodizi verilerinin yiliksek boyutlu oldugu ve 6zellikle kanserli hastalarin teshisi i¢in olan
gen mikrodizi veri kiimelerinin az 6rnege sahip oldugundan bir diger deyisle Curse of Dimentionality
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probleminden bahsedilmistir. Calisma prostat kanserinin gen mikrodizi verilerinden teshisi tizerinedir.
Teshis islemi iki adimda tanimlanmistir. Birinci adimda Korelasyon Oznitelik (Correlation Feature
Selection) Secimi yontemi ile 6znitelik se¢imi yapilirken, ikinci adimda Random Committee Ensemble
siniflandiricis1 kullamlmistir. Onerilen modelin teshis dogruluk oraninm tespiti icin ise 10 katli capraz
dogrulama yontemi kullanilmis, %95.098 dogruluk orani elde edilmistir ve bu oranin ayni veri kiimesi
lizerinden teshis yapmay1 amaclayan diger ¢alismalarin sonuglarindan daha yiiksek oldugu belirtilmistir.
Genetik Algoritma ve Siniflandirict Yontemler ile Kanser Tahmini [12] isimli ¢aligmada akciger ve beyin
kanseri ile ilgili gen mikrodizi verileri kullanilmis ve genetik algoritma ile 6znitelik se¢imi yapilmistir.
Naive Bayes, Bayes Net, k-En Yakin Komsu, Rastgele Orman ve Destek Vektor Makineleri siniflandirma
yontemleri egitilerek basari oranlari karsilastirilmigtir ve sonucunda genetik algoritma ile 6znitelik se¢imi
isleminin makine 6grenmesi ile yapilacak olan kanser teshisi calismalarinda basarim arttirici 6zelligi oldugu
gosterilmistir. Bir diger calisma olan Cok Amagli Genetik Algoritma Kullanarak DNA Mikrodizi
Verilerinin Kiimelenmesi [13] ¢alismasinda ise DNA mikrodizi verilerini 6rnek tabanli kiimelemek igin
kiime sayis1 onceden belirlenmeden ¢ok amagh genetik algoritmalara gore yeni bir yontem gelistirmektir.
Onerilen yontem daha &nce gelistirilmis olan hizli genetik k-means algoritmasini ¢ok amacli genetik
algoritma siireci ile birlestirmistir. Bu sayede daha etkin ve dogruluk orani daha yiiksek bir siniflandirma
yontemi ortaya ¢ikmustir. Diger bir bilimsel ¢alisma ise Makine Ogrenmesi Yontemleri Kullanarak Kanser
Teshisi [14] isimli arastirma c¢aligmasidir. GoOgiis kanseri veri seti kullanilarak kanser verilerinin
simiflandirmasi {izerine nitelik indirgeme metotlarinin etkisinin incelenmesini amacglayan bu c¢alismanin
sonucunda Oznitelik eleme yontemlerinin egitim basaris1 iizerindeki olumlu etkisi analiz edilmis ve
sonuglart gosterilmigtir. A Cancer Gene Selection Algorithm Based on the K-S Test and CFS isimli
calismada [15] K-S (Kolmogorov—Smirnov) Test, Wilcoxon Test ve T-Test isimli yontemler 6znitelik
se¢cme yontemleri olarak tercih edilmis ve sonuglar karsilastirilmistir. Burada en iyi sonuglarin K-S Test ile
elde edildigi goriilmiistiir.

Bu ¢aligmada gen mikrodizi verileri kullanilarak insanlara ait kanser hastaliklarinin siniflandirilma konusu
ele alinmis ve gen mikrodizi veri kiimeleri iizerinden kanser hastaliklarinin etkin bir sekilde
siiflandirilmasi igin yeni bir metodoloji sunulmustur. Bu metodolojiye gore dncelikle bilgi kazanci, fisher
korelasyon skorlama, relief ve ki-kare yontemleri kullanilarak elde edilen alt kiimelerin birlesimi ensemble
metot ile saglanir. Bu iglemle 6znitelik se¢imi yapilir ve daha sonra genetik algoritma kullanilarak 6znitelik
azaltma siireci uygulanir. Son olarak, naive bayes siniflandiricisi kullanilarak siniflandirma iglemi yapilir.
Onerilen bu hibrit yaklagim literatiirde yaygin olarak kullanilan ii¢ kanser veri seti {izerinde test edilmis ve
elde edilen sonuglar literatiirdeki giincel ¢alismalarin sonuglartyla karsilastirilmistir.

Bu ¢alismanin sonraki kisimlart su sekilde diizenlenmistir: boliim 2'de temel problemler tanimlanmustir,
boliim 3'te kullanilan veri kiimeleri, kullanilan 6znitelik indirgeme ve siiflandirma yontemleri ve 6nerilen
model detayli bir sekilde agiklanmistir, boliim 4'te dnerilen modelin uygulanmasi sonucunda elde edilen
bulgular agiklanmis ve tartisilmistir, son olarak boliim 5'te ise sonuglar sunulmustur

.2. PROBLEM TANIMI (PROBLEM DEFINATION)

Bu caligmanin temel amaci, gen mikrodizi verilerinden eldeki 6rneklerin kanserli olup olmadigini tahmin
edebilecek bir makine 6grenmesi modeli gelistirmektir. Caligma alani olarak gen mikrodizi verilerinin
smiflandirilmasi problemi, kendine has 6zelliklerinden kaynakli birgok zorluga sahiptir. Bu zorluklardan
ilki gen mikrodizi verilerinin yapisindan kaynakli bir problemdir. Bu problem, veri kiimelerinin genellikle
binlerce gene yani Oznitelige sahip olmasindan ve bunun aksine Ornek sayisinin birkag yiizi
gecmemesinden kaynaklanmaktadir [16]. ikinci zorluk, veri setlerindeki genlerin sadece birkaginin iistiinde
calisilan kanser tiiriiyle iligkili olmasidir. On binlerce gen arasindan en alakali genlerin ortaya gikartilmasi,
en basit haliyle genlerin miimkiin olan tiim alt kiimelerinin tespiti ve denenmesiyle bulunabilir. Teorik
olarak bu uygulanabilir goriinse de uygulamada bir¢ok problemle karsilasilmaktadir [16]. Ciinkii gen
mikrodizi verilerinde gen sayilarinin ¢ok fazla olmasi sebebiyle tiim alt kiimelerin test edilmesi kaynak,
teknik ve zaman kisitlar sebebiyle miimkiin degildir. Bu sebepten dolayi, genlerin tiim alt kiimelerinin
denenmesi ile etkin genlerin bulunmasi problemi genellikle NP-hard problem sinifina dahil edilir. NP-hard
problemler, dogrusal zamanda c¢dziilmesi ve ¢Oziimiin dogrulanmasi miimkiin olmayan problem
sifindadir [17]. Ugiincii zorluk, gen mikrodizi verilerinin hem elde edilmesindeki siirecin maliyetli
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olusundan hem de biyolojik sebeplerden dolayr elde edilen veri setlerinin giiriilti olmasindan
kaynaklanmaktadir. Bu verilerin giiriiltiilii olmas1 etkin genlerin tespit edilmesinde yanilmalara sebep
olabilmektedir [18]. Dordiincii zorluk ise uygulama alanindan ve ¢alisilan problemin tipinden kaynaklanan
zorluktur. Kanser smiflandirmasinda etkin olacak genlerin tespitinden sonra egitilecek modelin basari
(accuracy) skoru, modeli degerlendirmek icin yeterli degildir. Bunun sebebi, her bir sinifa ait 6rnek
sayisinin birbirinden sayisal olarak aralarinda bilyiik farklar olabilme ihtimalidir. Boyle bir durumda
accuracy metrigi ile degerlendirme yapildiginda hatali sonuglar elde edilebilir [19]. Dolayisiyla, etkin
genlerle egitilen modelin sadece accuracy olgiitii ile degerlendirilmesi yeterli degildir. Bu yiizden farkli
degerlendirme ve dogrulama metriklerine ihtiya¢ duyulmaktadir.

3. MATERYAL VE METOD (MATERIAL AND METHOD)
3.1. Oznitelik Secimi (Feature Selection)

Gen mikrodizi verileri genellikle ¢cok sayida dznitelige sahiptir. Bu durum boyutsalligin lanetine (curse of
dimensionality) sebep olmaktadir. Bu tip veri kiimelerinde genlerin ¢ogu alakasiz veya gereksizdir. Gen
ifade verileri kanser olusumunu gosterebilir. Fakat alakasiz gen ifade verileri makine 6grenmesi modelinin
diizgiin sekilde egitilmesini engeller. Boyle durumlarla bas edebilmek i¢in verinin yapisint bozmadan veriyi
daha az degiskenle temsil edebilmek miimkiindiir. Bunun i¢in 6zellik se¢imi (feature selection) ve 6zellik
cikarma (feature extraction) seklinde iki temel yaklasim tercih edilmektedir. Bunlardan 6znitelik se¢imi
yapilmasiyla alakasiz gen verileri veri kiimesinden rahatlikla ¢ikarilabilir. Bu sayede islem ve zaman
karmasiklig1 azaltilmis olur.

3.1.1. Bilgi Kazanci (Information Gain)
Bu yontem, makine 6grenmesi alaninda oldukca yaygin kullanilan bir degerlendirme yaklagimidir. Bu

yontem aslinda entropide beklenen azalmayi oSlger [20]. X Ozelligine bagli sekilde Y ozelliginin
entropisindeki azalma asagidaki gibi hesaplanir [21].

HOY) = = ) p0)loga(p)) &
yeY
HOAX) == ) p(@) Y plr\ ) loga(p(y \ 1) @
xeX yeY
BilgiKazanct = H(YY) — H(Y \ X) 3)

Bilgi Kazanci, 6znitelik se¢imi igin kullanilabilir. Bir veri kiimesindeki tiim 6znitelikler siniflandirma igin
esit etkiye sahip degildir. Kimi 6znitelik siniflar1 birbirinden daha iyi ayirt edilebilirken; kimi 6znitelik
smiflar1 bu tiir bir islem i¢in elverisli degildir. Bilgi kazanci skoru ile diger 6zniteliklere gore ayirt ediciligi
daha yiiksek Oznitelikler belirlenebilir. Bu 6znitelikler, siniflara karar verme konusunda diger 6zniteliklere
gore daha ¢ok katkida bulunabilir [22].

Bilgi Kazanci yontemi ile skorlanan ozniteliklerden en yiiksek skora sahip olani, siiflandirma igin
kullanildiginda en yiiksek ayirt edici 6znitelik olacagi kabul edilir. Karar Agaglarinda da kullanilan bu
yontem, bu ¢alismada 6znitelik se¢imi i¢in kullanilmistir ¢iinkii gen mikrodizi verilerinin igerisinde tespit
edilmek istenen kanserle iligkili genlerin yaninda alakasiz genler de bulunmaktadir ve bu genler model
egitimi sirasinda Oznitelik olarak kullanilirsa, modelin siniflandirma basarist olumsuz etkilenir. Bilgi
Kazanci yonteminin bu ¢alisma da kullanilmasiin sebebi ¢alisilan veri kiimesinin gen mikrodizi veri
kiimesi olmasindan dolay1 tespit edilmeye calisilan kanser tiiriiyle alakasiz veya az alakali genlerin yani
Ozniteliklerin elenmesi, dolayisiyla siniflandirma modelinin kanser tiirliyle daha alakali genler ile
egitilmesini saglamaktir. Bu yontem ile 6znitelik se¢im islemi, 6zniteliklerin Bilgi Kazanci skorlarina gore
biiytikten kiiglige siralanmasi ve siralanmis 6zniteliklerin belirlenen sayida segilmesi ile yapilmistir.
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3.1.2. Fisher Skorlama (Fisher Scoring)

Bu skorlama tiirii, 6zellikler i¢in ayri ayr iligki skoru hesaplar. Bu yontem iliski skoru hesabinda her sinif
icin Ozelliklerin standart sapmasini ve ortalamasini kullanilir. Bu yontemin formiili Denklem 4’te
gosterilmigtir [23].

| — pil
Flx) = —t—2L “
Bu formiilde siniflar (+) ve (-) isaretleri ile gosterilmektedir. Standart sapmalar 6t ve 6~ sembolleriyle,
ortalamalar ise u* ve u~ sembolleriyle gosterilmektedir. Bu yontem ile elde edilen en yiiksek skorlu
ozellik iki sinifi birbirinden ayirabilmede uygun bir se¢enek olarak tercih edilebilir. Fisher skorlamanin
ozellik se¢imi i¢in kullanimi sirasinda dncelikle bu yontemle skorlanan 6zellikler biiyiikten kiigiige dogru
siralanir. Daha sonra en yiiksek skorlu 6zellikten baglanarak istenilen sayida ozellik segilir ve islem
tamamlanir.

Bilgi Kazanci yontemi entropi metrigini kullanarak o6znitelikleri skorlarken, Fisher Skorlama standart
sapma ve ortalama metriklerini kullanir. Bu g¢alismada ki hibrit 6znitelik segme modeli olusturulurken
kullanilan yontemlerden bir tanesi de Fisher Skorlama’dir ¢ilinkii bu yontem 6zniteliklerin siniflandirma ile
iliskisini skorlarken diger yontemlerden farkli metrikler kullanir.

3.1.3. Relief-F

Kira ve Rendell [24] tarafindan &nerilen bu yontem, 6zellikler arasindaki bagimliliklar ortaya ¢ikartarak
bu 6zelliklerin secilebilirligi icin anlamsal degerleri bulmay1 hedefler ve ikili siniflandirma problemlerinde
etkin bir sekilde kullanilir. ReliefF yaklasimi, komsuluk algoritmalarinin ¢alisma mantigina yakin bir
isleyise sahiptir. Ele alinan 6zelligin siniflarda bulunup bulunmadigina goére siniflardaki yakinliklar géz
onilinde bulundurularak agirliklandirmalar yapilir. Relief algoritmasi ii¢ temel adimdan olugmaktadir. Bu
adimlardan ilkinde, ele alinan 6rnekle ayni ve farkli siniflarda bulunan en yakin 6rneklerin ilgili 6zellik
skorlarimin ayr1 ayr belirlenmesi saglanir. Ikincisinde ele alman o6zelliklerin agirliklari hesaplanr.
Ugiinciisiinde ise agirliklandirilan dzelliklerin siralanmasi ve belirlenen bir esik degerin iistiinde kalan k
adet 6zelligin belirlenmesi islemleri tamamlanir. Denklem 5°te agirliklarin giincellenmesi ile ilgili formdil
verilmistir. Burada n 6rnek sayisini, W; belirlenen 6zelligin agirligini, nearHit; aym smiftaki en yakin
ornekle iligkili 6zellik degerini, nearMiss; farkli siniftaki yakin 6rnekle ilgili 6zellik degerini, x ise rastgele
secilen Ornegi gosterir. Boylece algoritmanin ikinci adimindaki agirliklar bu formiiliin n kez
tekrarlanmasiyla hesaplanir [25].

W; = W;_; — (x; — nearHit;)? + (x; — nearMiss;)? (5)

Relief-F 6znitelik segme yontemi de bu ¢aligmada tanimlanan hibrit 6znitelik segme modelinde kullanilan
yontemlerden bir tanesidir. Relief-F'in hibrit modele dahil edilmesinin sebebi yine 6znitelikleri skorlarken
diger yontemlerden farkli metrikler kullanmasidir.

3.1.4. Ki-Kare (Chi-Square)

Bu yaklagim veri bilimindeki popiiler 6znitelik segme yontemlerinden biridir. Ki-kare testinin ¢aligma
mantig1 beklenen ve gézlemlenen frekanslar arasindaki farkliligin anlamli olup olmadiginin belirlenmesine
dayanmaktadir. Bu yontemde 6zellikler (X) ile siniflar (Y) arasindaki iliskinin varligini incelemektedir. Bu
inceleme sonucunda Y ile iligkisi bulunmayan 6zellikler veri kiimesinden g¢ikarilir. Ki-kare test skoru,
Denklem 6, 7 ve 8’de verilen formiiller kullanilarak hesaplanmaktadir.

x? =ii(1\’i1 - Ny)/N, (6)

i=1j=1
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_ NN
=N (7)
d=1I-1)(J-1) ®

Yukarida verilen denklemlerdeki Nyj, Y’nin i. ve X’in j. diizeyinde bulunan birim sayisini, N ij ki 0zelik
birbirinden bagimsizken Y’nin i. ve X’in j. diizeydeki beklenen birim sayisin1 ve d test istatistigi
hesaplamas1 yapilacak olan Ki-kare dagiliminin serbestlik derecesini ifade eder. I ve J ise satirlar ve
stitunlardir. Bu yontem kullanilarak &znitelik segme islemi yapilacaginda, 6zellikler hesaplanan skorlara
gore biiyiikten kiiciige dogru siralanir ve en yiiksekten baslayarak istenilen sayida 6zellik elde edilmis olur.

Ki-Kare 6znitelik segme yontemi de bu ¢alismada tanimlanan hibrit 6znitelik segme modelinde kullanilan
yontemlerden bir digeridir. Bu ydntemin hibrit modele dahil edilmesinin sebebi yine Oznitelikleri
skorlarken digerlerinden daha farkli bir yaklagimda bulunmasidir.

3.2. Simiflandirma (Classification)
3.2.1. Naive Bayes

Bu smiflandirici hem ayrik hem de siirekli 6zniteliklerle gercek hayat problemleri {izerinde yiiksek
performansla ¢alisabilen hizli ve artirimli bir algoritmadir. Bu algoritmada etkin siniflandirict her durumun
olasiliklarin1 ayr1 ayri1 hesaplar ve olasilik degeri en yliksek olan sinifa atanir. Naive Bayes
smiflandiricisinin - kararlart bilgi kazanimlarinin toplami1 olarak ifade edilebilir. Bu smiflandirici,
Ozniteliklerin verilen siniftan bagimsiz oldugunu varsayar. Bu durum 6grenmeyi olduk¢a basit bir hale
getirir. Burada bagimsizlik genellikle zayif bir varsayimdir fakat pratikte Naive Bayes’e gore daha karmagik
smiflandiricilarla basar1 baglaminda oldukga yiiksek basarimla rekabet eder. Buna karsin 6znitelikler arasi
giicli bagimliliklarin oldugu alanlarda yiiksek performans goriilmeyebilir. Naive Bayes yaklasiminin
uygulama formiilleri Denklem 9 ve 10°da gdsterilmistir [25].

P(al, az,..-anlvj) = argmaxvjEVH P(ai|vj) (9)

1
Ung = argmaxviev(vj) 1_[ P(ai|vj) (10)
i

3.3. Onerilen Hibrit Yaklasim (The Proposed Hybrid Approach)

Onerilen hibrit yontemde, gen mikrodizi verisi girdi olarak alnir ve Bilgi Kazanci, Fisher Korelasyon
Skorlama, ReliefF, Ki-Kare isimli yontemler bu veriye ayri ayri uygulanir ve elde edilen sonuglarin kiime
bilesimi alinirak yeni gen alt veri kiimesi elde edilir. Bu alt veri kiimesi Genetik Algoritma’nin girdisini
olusturur ve baslangi¢ popiilasyonu bu verilere gore olusturulur. Daha sonra bu alt veri kiimesine Genetik
Algoritma uygulanarak, siniflandirmada en etkin olan &znitelikler bulunur. Bu islemler 6nerilen yaklagimin
siniflandirmada etkin olan 6zniteliklerin se¢iminde c¢ok etkilidir. Son olarak, Genetik Algoritma’nin
igslemleri sonucunda geri dondiiriilen 6znitelik alt kiimesi kullanilarak Naive Bayes siniflandiricist egitilir
ve kanser siniflandirilmasi yapilir. Sekil 1’deki akis semasinda Onerilen modelin biitiinciil yapist
sunulmustur.
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Gen Mikrodizi Verisi
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Sekil 1. Onerilen hibrit yontem ¢alisma adimlart

3.3.1. Oznitelik Secim Yaklasim (Feature Selection Approach)

Onerilen yéntemde oznitelik segimi, gen mikrodizi verisi iizerine Bilgi Kazanci, Fisher Korelasyon
Skorlama, ReliefF ve Ki-Kare yontemleri kullanilarak olusturulan Ensemble ydntemle gergeklestirilir.
Ensemble Oznitelik Se¢im Algoritmasi’mn ilk adiminda veri kiimesi 6znitelikleri ayr1 ayr1 Bilgi Kazanci,
Fisher Korelasyon Skorlama, ReliefF ve Ki-kare yontemleri ile skorlanir. Her bir yontem ile dlgeklenen bu
Ozniteliklerin ilk N tanesi kaydedilir. Daha sonra elde edilen gen alt kiimelerinin birlesimi saglanir ve bu
asamalardan sonra uygun Oznitelikler belirlenir. Ilgili islem adimlar1 Sekil 2°de gosterilmistir. Birlesim
yontemi sayesinde, farkli 6znitelik segme yontemlerinde birden fazla sayida yiiksek skor almis ve secilmis
Ozniteliklerin tekrar etmesi engellenir. Ayrica bu Ensemble yontem sayesinde siniflandirmada etkin
olabilecek 6zniteliklerin elenmesinin biiyiik oranda dniine ge¢ilmis olunur.

Gen Mikrodizi Verisi

i

Fisher
Bilgi Kazancl Korelasyon Relief Ki-Kare
Skorlama
l B J
Birlesim

Secilmis Oznitelikler

Sekil 2. Onerilen ensemble secim yaklagimi
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3.3.2. Genetik Algoritma (Genetic Algorithm)

Genetik Algoritma dogadan esinlenerek olusturulmus evrimsel bir optimizasyon algoritmasidir [12]. Bu
algoritma, ¢evreye adaptasyon konusunda en basarili olan bireyin hayatta kalmasi prensibine dayanan
stokastik bir algoritmadir. Stokastik bir algoritma oldugu i¢in biiyiik veri uzaymdaki aramay1 daha hizli
yapabilmekte ve optimal sonuglara yakin ¢éziimlerin bulunmasinda 6nemli avantajlara sahiptir.

Genetik Algoritmadaki genler, gen mikrodizi verilerindeki 6zniteliklere karsilik gelmektedir. Belirli sayida
gen bir araya gelerek kromozomlar olusturur. Bu sebepten dolay1 kromozomlar aslinda gen mikrodizi veri
kiimesinin Ozniteliklerinin farkli alt kiimeleridir. Kromozomlar ise bir araya gelerek popiilasyonu
olusturmaktadir.

Ele alinan problemin ¢éziimii i¢in belirlenen algoritmanin baglangi¢ asamasinda bir 6nceki Ensemble
Oznitelik Secimi asamasinda secilmis gen alt kiimesi kullanilarak rastgele bir popiilasyon olusturulur ve
popiilasyondaki tiim kromozomlar i¢in uygunluk (fitness) skoru hesaplanir. Fitness skoru hesaplanan
kromozomlar, fitness skorlarina gore biiylikten kiiciige siralanir ve elitizm ylizdeligi icerisinde olan
kromozomlar dogrudan sonraki nesle (jenerasyon) aktarilir. Sonrasinda elitizm ile segilen kromozomlar
kendi aralarinda caprazlanir. Caprazlama islemi sonrasi mutasyonlar ile gen degisimi gergeklesebilir. Bu
sekilde yeni jenerasyon olusturulur. Yeni jenerasyon icin tekrar fitness skorlar1 hesaplanir ve durdurma
kosulu kontrol edilir. Eger kosul saglanmazsa elitizm asamasina geri doniiliir ve kalan adimlar tekrarlanir.
Eger kosul saglanirsa secilen kromozom, problemdeki biyobelirteg genler olarak belirlenir. Bu algoritmanin
bu temel islem adimlar1 asagida kisaca agiklanmis olup; calisma adimlar1 Sekil 3’de sunulmustur.

Algoritmayi
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olan ozniteliklere gore rastgele
olustur

l

Jenerasyonu baslat
j=0

"
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fitness degerini veren popilasyonu

Hayir
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Algoritmay!
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Sekil 3. Genetik algoritma ¢alisma adimlari
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3.3.2.1. Gen Havuzunun Belirlenmesi (Determination of Gene Pool)

Bu ¢alismada genetik algoritmanin gen havuzu, ensemble 6znitelik se¢cimi adiminda elde edilen 6znitelik
altkiimesi kullanilarak olusturulmaktadir.

3.3.2.2. Popiilasyon Olusturma (Generation of Population)

Genetik algoritmada popiilasyonu, kromozomlar olusturmaktadir. Kromozomlart ise genler
olusturmaktadir. Popiilasyonu olusturmak i¢in kromozomlarin olusturulmasi1  gerekmektedir.
Kromozomlarin uzunlugu kag tane gen tasmacagim belirler. Ornegin; bir kromozomun uzunlugu 10 ise
ilgili kromozom igerisinde 10 farkli gen bulunur. Kromozomlarin olusturulmasi siireci, kromozom
uzunlugu kadar rastgele ve birbirinden farkli genlerin segilmesiyle gerceklestirilir. Bu sekilde popiilasyon
sayisi kadar rastgele kromozomlar olusturulur.

3.3.2.3. Fitness Fonksiyonu (Fitness Function)

Genetik algoritmanin basarisini belirleyen en 6nemli fonksiyon fitness fonksiyonudur. Ciinkii bir sonraki
jenerasyona hangi kromozomlarin aktarilacagini bu fonksiyon belirler. Bu ¢aligmada fitness skoru, f1 skor
olarak belirlenmistir. Buradaki fitness fonksiyonu uygunluk skorunun hesaplanmasinda kullanilir. Bu
calismada accuracy yerine F1 Uygunluk degerinin kullanilmasinin en temel sebebi sadece false-negative
ya da false-positive degil; ayn1 zamanda tiim hata maliyetlerini de igerecek bir 6lgme metrigine ihtiyag
duyulmasidir [26].

Her bir jenerasyonda, ilgili nesilde bulunan tiim kromozomlar fitness fonksiyonu ile skorlanmir. Fitness
fonksiyonu her bir kromozomun igerdigi genlerden olusan veri alt kiimeleri ile makine 6grenmesi modelini
egitir ve egitilen modelin F1 skorlarini hesaplar. Fitness fonksiyonunda makine 6grenmesi modeli olarak
Gausiann Naive Bayes yaklasimi kullanilmistir.

3.3.2.4. Yeni Jenerasyonun Belirlenmesi (Determination of New Generation)

Genetik algoritmanin temel motivasyonlarindan biri en iyi kromozomlarin sonraki nesillere sistematik
olarak aktarilmasidir. Bunun saglanmasi ig¢in Oncelikle popiilasyondaki tim kromozomlar, fitness
fonksiyonu ile skorlanir. Sonrasinda kromozomlar fitness skorlarina gore yiiksek skordan diisiik skora
dogru siralanir. Daha dnceden belirlenen elitizm oranina karsilik gelen kromozom sayis1 kadar birey en
yiksek skorlu kromozomdan baglanarak secilir. Burada segilen kromozomlar, dogrudan sonraki nesile
aktarilir. Fakat yeni nesile aktarilan kromozomlar yeni neslin tamamini olusturmaz. Yeni nesilde eksik
kalan kromozomlar, elitizm ile segilen kromozomlarin kendi aralarinda ¢aprazlanmasiyla olusturulan yeni
kromozomlarla tamamlanir.

3.3.2.5. Caprazlama ve Mutasyon (Crossover and Mutation)

Elitizim ile segilen kromozomlar kendi aralarinda ¢aprazlanarak yeni jenerasyonun kalan kromozomlarini
olusturur. Caprazlama (cross-over) islemi sirasinda her yeni kromozom elitizm ile segilen kromozomlar
arasindan rastgele belirlenen iki ebeveyn kromozom tarafindan olusturulur. Yeni kromozomun genleri
belirlenirken ii¢ olasilik mevcuttur. {1k olasilikta segilen gen, birinci ebeveynden almmus olabilir. Ikinci
olasilikta gen ikinci ebeveynden alinmis olabilir ve son olasilikta ilgili gen mutasyon sonucu elde edilmis
olabilir. Mutasyon islemi sayesinde yeni kromozoma dahil edilecek genin ebeveyn kromozomlardan
secilen bir gen ile degil; gen havuzundan rastgele secgilmesiyle gerceklestirilir. Mutasyonun gerceklesme
ihtimali, daha 6nceden belirlen mutasyon yiizdesi parametresi ile belirlenir.

3.3.2.6. Durdurma Kriteri (Stopping Condition)

Algoritmadaki durdurma kriteri iki farkli durumda saglanabilir. Birinci durum, Genetik Algoritmanin
baglangicta belirlenen maksimum jenerasyon sayisina ulasilmasidir. Algoritma bu sayiya ulastiginda
islemler tamamlanir. Tkinci durum ise algoritma calismadan dnce belirlenen kontrol aralig1 durumuna ve
hata parametrelerine baglidir. Bu durum, kontrol aralig1 parametresi ile belirtilen sayidaki jenerasyonlar
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boyunca tiim nesillerdeki en yiiksek fitness skorlarinin degisiminin belirlenen degisim oranindan biiyiik
olmadiginda gerceklesir.

Algoritma sonlandirildiginda, en yiiksek uygunluk skoruna sahip kromozom belirlenir. Sonrasinda
belirlenen kromozom igerisindeki genlerden olusan veri alt kiimesi, siniflandiricinin egitilmesi igin onerilen
modelin sonraki asamasina girdi olarak verilir.

3.3.3. Siiflandirma (Classification)

Genetik Algoritma’nin islem adimlari sonrasinda segilen gen alt kiimesi, siniflandirmada en etkin genler
olarak kabul edilir. Bu genlerden olusan veri altkiimesi ile siniflandirma yapilmasi igin bir makine
Ogrenmesi modeli egitilir. Bu problem i¢in siniflandirma iglemlerinde basarili olan ve istatistiksel alt yapis1
problem ¢6ziimiinde etkin olan Gaussian tiirii Naive Bayes Algoritmasi kullamlmistir. Siniflandirict ile
ilgili formiiller Denklem 11 ve 12°de verilmistir.

n, +mp
P(ai|vj) = 7C1+—m (11)
Vop = argmaxvjevP(Vj) 1_[ P(a;|v)) (12)

Burada m, v = v; i¢in egitim Orneklerinin sayisini gosterirken; n., v = v; ve a = a; igin belirlenen
orneklerin sayisini ifade eder. Denklem 12’deki V,;, ise sinif degiskenini gosterir.

3.4. Deneysel Calismalar (Experimental Studies)

Bu bdliimde, hibrit secim ve genetik algoritma temelli onerilen yaklasimin performans degerlendirme
sonuglar1 sunulmus ve sonuglar analiz edilmistir.

3.4.1. Veri Kiimeleri (Datasets)

Bu ¢alismada literatiirde yaygin olarak kullanilan ii¢ kanser tiirii i¢in ii¢ ayr1 gen mikrodizi veri kiimesi
iizerinde testler yapilmistir. Bu veri setleri Tablo 1°de sunulmustur. Ayrica ¢aligmada kullanilan genetik
algoritmaya ait parametrelerin belirlenmesi i¢in daha giincel teknoloji ile elde edilmis prostat kanseri gen
mikrodizi veri seti de kullanilmastir.

Tablo 1. Veri Kiimesi Ozellikleri

Veri Kiimesi Sinif Tiirii Sayisi Gen Sayisi Ornekler Sayis Sinif Dagihimi
Leukemia 2 7129 72 25 AML- 47 ALL
Central Nervous System 2 7129 60 39 Class0 ve 21 Classl
Colon Tumor 2 6500 62 22 Pozitif ve 40 Negatif

Calismada kullanilan ilk veri kiimesinde, kolon kanseri hastalarindan toplanan 62 6rnek ele alinmistir.
Bunlar arasindan 40 tanesi timor biyopsisi sonucunda negatif olarak etiketlenmisken; 22 tanesi aym
insanlarin saglikli kisimlarindan alinarak pozitif etiketlenmistir. Veri kiimesinde toplamda 2000 adet
ozellik bulunmaktadir [27].

Ikinci veri kiimesi, merkezi sinir sistemi ile iliskili tiimor hastaliklari igin kisilerin hayatta kalip kalamadig1
bilgisini gdsteren veri setidir. Bu veri setindeki birinci sinif, tedaviden sonra hayatta kalan hastalarin
grubunu gosterirken; ikinci sinif, tedavide basarisiz olanlarin grubunu ifade eder. Veri seti 60 hasta 6rnegi
icerir. Bunlardan 21°1 survivors olarak ifade edilir ve Sinifl (Class-1) olarak etiketlenir. Kalan 39’u ise
failures olarak isimlendirilen Smif0 (Class-0) etiketini ifade eder. Ayrica bu veri setinde 7129 gen
bulunmaktadir [28].
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Ugiincii veri kiimesinde, 16semi hastalaridan toplanan 72 6rnek vardir. Bunlarin arasindan 25 tanesi Akut
Miyeloid Losemi (AML) hastasiyken; 47 tanesi ise Akut Lenfoblastik Losemi (ALL) hastasidir. Bu veri
kiimesi toplamda 7129 gen verisine sahiptir [29].

Ensemble Oznitelik segim yaklagiminin ve genetik algoritmanin parametre degerleri belirlenirken, daha
giincel teknoloji ile elde edilen ve CuMiDa [30] ¢alismasiyla sunulan prostat kanseri veri kiimesi
kullanilmistir. Prostate GSE6919 _U95C veri kiimesi igerisinde toplamda 115 6rnek ve 12648 6zellik yani
gen verisi bulunmaktadir. Veri kiimesinin analiz zorlugu, az sayida ornege karsilik ¢ok sayida 6zelligin
bulunmasindan kaynaklanmaktadir. Bu veri kiimesinde veriler kanserli veya normal olarak etiketlenerek
algoritmalarin parametrik degerleri belirlenmistir.

3.4.2. Parametrelerin Belirlenmesi (Determination of Parameters)

Bu calismada onerilen hibrit yontemin bir¢ok parametresi bulunmaktadir. Ensemble Oznitelik segimi
kisminda secilecek ilk N adet gen parametresi; genetik algoritmada kontrol araligi, degisim miktari,
maksimum jenerasyon sayisi, popiilasyon sayisi, kromozom uzunlugu, elitizm yiizdesi ve mutasyon orani
parametreleri sinfilandirma sonuglarint  dogrudan etkilemektedir. Bu sebepten dolayr parametre
degerlerinin uygun yontemler ile belirlenmesi saglanmaistir.

Tablo 2. Genetik Algoritma ile ilgili parametre degerleri

Secilen N gen Popiilasyon x Kromozom Elitizm Orant Mutasyon Orani
550 600 genlik veri %25 %12

Bu ¢aligmadaki temel parametre degerleri Tablo 2’de sunulmustur. Siniflandirma i¢in ilk N adet gen 550
olarak belirlenmistir. “Popiilasyon x Kromozom” kism1 genleri temsil eder ve bu ¢arpimin belirlenen degeri
600’diir. Elitizm ve mutasyon oranlari sirasiyla; yizde 25 ve yiizde 12 olarak belirlenmistir. Tiim bu
degerler Prostate GSE6919 U95C veri seti[30] iizerindeki testlerle belirlenmistir. Tablo 2'deki parametre
iceriklerinin belirlenmesi ile ilgili adimlar asagidaki basliklarda 6zetlenmistir.

3.4.2.1. Ik N Gen Parametresi (Determination of First N Gene)

N parametresi, ensemble dznitelik se¢im yontemi ile skorlanip, yliksek skordan kii¢iik skora dogru siralanan
genlerin, ilk kag adedinin segilecegini ifade eder. Bu degisken degerinin dogru belirlenebilmesi, ¢alismanin
sonucunu dogrudan etkilemektedir. N parametresinin igeriginin uygun bir sekilde belirlenebilmesi icin
Onerilen yontem, parametrenin iteratif sekilde arttirilip her bir arttirim sonucunda hesaplanan F1 skor
degerlerinin karsilastirilmasidir. Deneysel ¢alismalarda N parametresinin her bir arttirim isleminden sonra
secilen genleri Genetik Algoritma’ya girdi olarak verilmistir. Genetik Algoritma ise bu girdilere gére 10
kez calistirtlmis ve islem sonlandirildiginda elde edilen F1 skorlari karsilastirilmistir. Sonuglar
incelendiginde, en yiiksek basari ilk 550’ser 6zniteligin se¢imi ve bilesimi ile elde edilmistir. Bu testten
sonra N sayist 550 olarak belirlenmistir.

3.4.2.2. Popiilasyon Ve Kromozom Uzunlugu Parametreleri (Determination of Population and
Chromosome Lengths Parameters)

Kromozom uzunlugu ve popiilasyon sayisi parametrelerinin nasil belirlenecegi 6nemli bir konudur.
Literatiirdeki arastirmalar incelendiginde, deneme ve yanilma yontemi bu parametrelerin belirlenmesinde
en ¢ok kullanilan yaklagimlardan biridir. Deneysel ¢aligmalarda algoritmanin ¢alisma siireleri goz oniine
alindiginda “kromozom uzunlugu x popiilasyon” degiskeni iceriginin 600’den fazla olmasi
islemsel/zamansal karmagiklig1 arttirmakta ve deneme yanilma yonteminin islevselligini kaybettirmektedir.
Yapilan denemeler ve analizler sonucunda ilgili parametre degerinin 600 olmasina karar verilmistir.

3.4.2.3. Elitizm Orani Parametresi (Determination of Elitizm Ratio Parameter)

Elitizm ylizdesi, genetik algoritmanin basarisina dnemli 6l¢iide etki etmektedir. Bu parametrenin kiiciik
secilmesi daha kisir jenerasyonlara, sebep olurken; biiyiik secilmesi ise yerel maksimum (optimum)
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sonuctan uzaklasilmasina ve daha diisiik yerel maksimum sonuglar elde edilmesine sebep olabilir. Bu
parametrenin optimal degerinin tespiti i¢in Onerilen yontem deneme yanilma yontemidir. %5 ile %30
arasindaki tim degerler i¢cin Genetik Algoritma 10’ar kez calistirilmis ve ortalama sonuglar
karsilagtirilmistir. Deney sonucunda Elitizm parametresinin degeri %25 olarak belirlenmistir.

3.4.2.4. Mutasyon Orani Parametresi (Determination of Mutation Ratio Parameter)

Mutasyon orani parametresi de elitizm parametresi gibi Genetik Algoritma’nin basarisini dogrudan etkiler.
Genetik algoritma dogadan esinlenen bir algoritma oldugu icin ele alinan mutasyon parametresi de
dogadaki mutasyon ihtimaline uygun olarak oldukea kiigiik belirlenmelidir. Fakat genetik algoritmanin
uygulandig1 probleme gore mutasyon oraninin farkli degerler seklinde belirlenmesi de miimkiindiir.
Mutasyon oraninin yiiksek olmasi, yerel maksimuma ulasilma ihtimalini diigiirmektedir. Fakat bu durum
mevcut yerel maksimumdan daha yiiksek degere sahip farkli bir yerel maksimuma ulasilma ihtimalini de
arttirabilmektedir. Dolayisiyla bu parametrenin optimal degerinin tespiti, algoritmanin test sonuglarina
fazlaca etki etmektedir. Bu parametrenin optimal degerinin tespiti i¢in Onerilen yontem yine deneme
yanilma yontemidir. Yapilan deneylerde mutasyon orani %2 ile %20 arasindaki tiim degerler icin genetik
algoritma 10’ar kez tekrar calistirilmis ve sonuglarin ortalamasi karsilastirilmistir. Deney sonucunda
mutasyon orani %12 iken en yiiksek basari elde edilmistir. Bu sebepten dolay1 mutasyon orani parametresi
%12 olarak belirlenmistir. Tiim bu belirlenen parametre degerlerine gore yapilan testlerin sonuglar1 Tablo
3 ve 4’te 6zetlenmistir.

3.4.3. Performans Degerlendirme Metrikleri (Metrics of Performance Evaluation)

Makine 6grenme modellerinin bagarisini dlgmek i¢in bazi performans 6l¢gme yontemlerinden yararlanilir.
Bu 6l¢timiin gerceklestirilmesinde gergek ve tahmin edilen siniflar i¢in True Positive (TP) degiskeni pozitif
tahmin edilen ve gergekte de pozitif olanlar ifade ederken; True Negative (TN) degiskeni negatif tahmin
edilen ve gercekte de negatif olanlar1 gosterir. Yanlig tahminlemede ise False Negative (FN) negatif olarak
tahmin edilen ama gercekte pozitif olanlar ifade ederken; False Positive (FP) pozitif olarak tahmin edilen
fakat gergekte negatif olanlari gosteren degiskenleri gosterir. Bu paretreler kullanilarak basarilarin test
edilenmesinde bir karisiklik/hata matrisi (confusion matrix) tanimlanir [31].

Tablo 3. Onerilen yontemin performans degelendirme metrikleri (viizde olarak)

Veri Kiimesi Dogruluk Duyarlhilik Kesinlik FI1-Skor
Leukemia 98.28 98.66 98.38 98.26
Central Nervous System 93.66 95.25 92.95 93.18
Colon Tumor 93.33 83.00 90.00 86.03

Onerilen sistemin performanst Denklem 13-16 arasinda verilen formiiller kullanilarak 6lgiiliir. Bu
denklemlerle dogruluk (accuracy), duyarlilik (precision), kesinlik (recall) ve F1 skor degerleri hesaplanir.

5 TP + TN
dogruluk = 7o EN ¥ TN + FP (13
. TP
kesinlik = TP T FP (14)
TP
duyarliik = TP+ FN (15)
2xkesinlikxduyarlilik
= (16)

 kesinlik + duyarhlik



824 Yilmaz ATAY, Muhterem Oguzhan YILDIRIM, Cuma Umur DOGAN / GU J Sci, Part C, 9(4):811-827(2021)

3.4.4. K-Katlamah Capraz Dogrulama (K-Fold Cross Validation)

K-kez ¢apraz dogrulamada, veri kiimesi rastgele k adet, birbirini dislayan alt kiimelere boliiniir. (//k)
kadarlik 6rnek, test alt kiimesi olarak belirlenirken; geriye kalan (k-1/k) kadarlik 6rnek egitim verisi olarak
belirlenir ve model bu verilerle hem egitilir hem de test edilir [33]. Bu islem, test verisinin dncekilerden
farkli olmas1 sart1 ile £ kez tekrar edilir. Burada modelin performans metrikleri hesaplanirken tiim
iterasyondaki performans metriklerinin ortalamasi alinir.

4. BULGULAR VE TARTISMA (RESULTS AND DISCUSSION)

Bu boliimde literatiirdeki diger calismalarin sonuglariyla bu makalede yapilan ¢aligmanin sonuglari
karsilagtirilmis olup; c¢iktilara gore bazi degerlendirmeler yapilmistir. Tablo 4, literatiirdeki giincel 6
calisma ve Onerilen yontemin dogruluk degerlerini karsilagtirmali olarak gostermektedir. Bu tabloda (-) ile

doldurulmus hiicreler ismi gecen ¢alismada ilgili veri setinin kullanilmadig1 anlamina gelir. Karsilastirilan
yontemlerin ilgili test verileri lizerindeki sonuglari agsagida analiz edilmistir.

Tablo 4. Onerilen yontemin ve Diger Yontemlerin Siniflandirma Basarilar:

Analytic hierarchy Hidden Markov

o - -
T. Nguyen process (AHP) models 96.48%
S. Signal-to Noise Ratio 0
Hengpraprohm (SNR) GA 91.9% i )
H. Yu A weighted metric Decision rule 95.55% - 85.49%
C. Gunavathi | TOw@isties SNR, F- KNN, SVM i 81.25% i
Test values
J. € H. GA SVM 91.5% . 84.6%
Hernandez
H. Salem IG SGA 97.06% 85.48% 86.67%
Onerilen Yontem Ensemble GA 98.28% 93.66% 93.33%

Calismada 6nerilen model ayri ayr1 Leukemia, Central Nervous System ve Colon Tumor veri kiimeleri ile
egitilmis ve sirasiyla 9%97.06, %85.48 ve %86.67 degerleri elde edilmistir. Tablo 3’te, bu calismada
onerilen metodun ele alinan Leukemia, Central Nervous System ve Colon Tumor veri kiimelerinin hepsinde
literatiirdeki giincel calismalara kiyasla daha yiiksek siiflandirma dogrulugu elde ettigi goriilmektedir. Bir
diger test sonucu Tablo 4’te gosterilmektedir. Burada algoritmanin ilgili veriler tizerindeki stabil ¢caligma
performansi test edilmistir. Onerilen model her bir veri seti iizerinde 10 kez ¢alistirilmis ve sonuglar dort
farkli metrige gore elde edilmistir. Bu sonuglar tim caligtirmalarda elde edilen genel sonuglarin
ortalamasini gostermektedir. Elde edilen tiim sonuglar degerlendirildiginde, 6nerilen yontemin hem farkli
veri setleri lizerinde bagartyla ¢alistigi hem de literatiirdeki giincel yaklasimlardan daha iyi performansa
sahip oldugu anlasilmaktadir. Onerilen modelin basarili olmasinin temel sebebi, ¢alisilan verinin yani gen
mikrodizi verisinin temel problemlerinin ¢oguna etkili ¢oziimler bulunmasidir. Yiiksek 6znitelik sayisi, az
ornek sayisi, verilerin giiriiltii olmasi, siniflandirmada etkin genlerin sayisinin az olmasi gibi problemler
gen mikrodizi verisinin temel problemlerindendir [16]. Yiiksek 6znitelik sayis1 Onerilen ensemble 6znitelik
secimi yontemi ile azaltilmistir. Fakat elde edilen yeni Oznitelik alt kiimesindeki Oznitelik sayisi,
smiflandirmada etkin 6zniteliklerin alt kiimesindeki 6znitelik sayisindan hala oldukga fazladir. Bu sebepten
dolay1, indirgenen Oznitelikler arasinda optimum gen kombinasyonunu bulmak amaciyla stokastik arama
yapma ihtiyaci1 dogmustur. Bu arama islemi, stokastik arama algoritmasi olan ve mevcut problemlere gore
Ozellestirilmis Genetik Algoritma kullanilarak gergeklestirilmistir. Bu 6zellestirme de genetik algoritmanin
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gen havuzuna, 6nerdigimiz ensemble 6znitelik segme yontemiyle indirgenmis 6znitelikler tanimlanmustir.
Popiilasyondaki kromozom sayisi, kromozomdaki gen sayisi, elitizm yiizdesi, mutasyon yiizdesi gibi
parametreler birgok farkli gen mikrodizi veri kiimeleri kullanilarak deneme ve yanilma yontemiyle optimize
edilmistir. Genetik Algoritmanin bagarisini dogrudan etkileyen fitness fonksiyonu: az 6rnek sayisi, verilerin
giiriiltiilii olmasi1 ve siniflara ait 6rnek sayilariin dengesiz olmasi gibi problemleri indirgeyecek sekilde
diizenlenmistir. Fitness fonksiyonu sonraki nesile aktarilacak kromozomlarin skorlanmasi i¢in kullanilir.
Dolayisiyla yanlis bir skorlama yontemi kullanilmasi segilecek kromozomlarin siniflandirmada en etkili
genler olmasi olasiligini diigiirmektedir. Caligsmada fitness fonksiyonu olarak Naive Bayes siiflandiricisi
kullanilmistir. Ciinkii Naive Bayes siniflandiricisi, siniflara ait 6rnek sayisinda dengesizlik olmasi
durumundan etkilenmemesi, drnek sayisi az olan egitim verilerinde diger siniflandirma yontemlerine gore
daha basarili olmasi, hizli egitilmesi gibi avantajlara sahiptir [32].

5. SONUC (CONCLUSION)

Gen mikrodizi verileri kullanilarak kanser hastaliklarinin siniflandirmasi problemi, veri madenciligi ve
makine 6grenmesi alanlarinda oldukea fazla dikkat ¢eken konulardan biridir. Bu ¢alismada diinyadaki en
onemli saglik sorunlarindan biri olan kanserin erken teshisi konusuna odaklanilmigtir. Burada DNA
mikrodizi verileri kullanilarak kanser hastaliklarini ayirt etmeyi amaglayan yeni bir metodoloji 6nerilmistir.
Bu metodolojiye gore dncelikle bilgi kazanci, fisher korelasyon skorlama, relief ve ki-kare yontemleri
kullanilarak elde edilen alt kiimelerin birlesimi saglanir. Bu yaklagimlarin tiimii ensemble metot ile bir
araya getirilerek 6znitelik secimleri yapilir. Daha sonrada genetik algoritma kullanilarak 6znitelik azaltma
islemleri uygulanir. Son asamada ise naive bayes smiflandiricis1 kullanilarak kanser tiirlerinin
siniflandirmasi islemi basarili bir sekilde tamamlanir. Onerilen metodoloji literatiirde yaygin olarak
kullanilan ti¢ farkli veri kiimesiyle test edilmis ve elde edilen deneysel sonuglar literatiirdeki giincel alt1
farkli ¢aligmanin sonuglariyla karsilagtirilmistir. Calismada ele alinan Leukemia, Central Nervous System
ve Colon Tumor veri kiimelerinin tiimiinde siniflandirma dogrulugu kriter sonuglarinin diger ¢alismalarin
sonuglarma kiyasla daha iyi oldugu anlasilmistir. Bu ¢aligmadaki literatiirel karsilastirmalar sonucunda
Onerilen yontemin diger yontemlerden daha basarili oldugu gézlemlenmistir. Calisma kapsaminda onerilen
hibrit yaklasim hem simiflandirma performansina dogrudan etki edecek sekilde tasarlanmis hem de
gelistirilebilir esnekliklere sahip bir yapida sunulmustur. Elde edilen test sonuclarina dayanarak onerilen
hibrit yaklagimin kanser hastaliklarinin siniflandirilmasi problemlerinde genellikle basarili sonuglar verdigi
ve farkli ozelliklerdeki veri setlerinde performasin en iist seviyeye ¢ikarilmasi konusunda yiiksek
potansiyele sahip oldugu soylenebilir. Bu ¢ikarimlara gore oniimiizdeki siiregte onerilen yontemin farkli
karakteristik 6zelliklerdeki veri setlerine uygulanmasi planlanmaktadir. Buna gore elde edilecek deneysel
ciktilarin biyolojik anlamlilik agisindan analiz edilmesi saglanacaktir.
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