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0z: Ozet: Bu calismada Wikipedia makale 6zetlerinden olusan farkli boyutlardaki iki
veri seti lizerinde dil tanimaya yonelik siniflandirma islemi yapilmistir. A veri seti
grubu 204 bayt ve daha kisa makale 6zetlerinden olusurken, B veri seti grubu 204
ile 512 bayt arasindaki dzetlerden olusmaktadir. Calismadaki birinci hedef kisa
metinlerin boyutlarina goére uygun makine O6grenmesi ve o0znitelik secme
yonteminin belirlenmesidir. Ikinci hedef ise en hizli ve yiiksek dogrulukla
siniflandirma yapan yontemin tespit edilmesidir. Yapilan testler sonucunda
oznitelik seciminde SelectFromModel-Lojistik Regresyon kullanilmasi ile en yiiksek
dogruluk degerine ulasilirken, makine 6grenmesi yontemi olarak Naive Bayes
Multinominal ve Naive Bayes Bernoilli farkli uzunluktaki veri setlerine goére
birbirlerine tstiinliik saglamaktadir. Ayrica ¢alismada kullanilan tiim siniflandirma
yontemleri ile yapilan testler sonucunda, her iki veri setinde diger simiflandirma
yontemlerine gore fasttext'in dogruluk bakimindan, Kelime Tabanh Istatistiksel
Yontem (KTIY)'nin ise hiz bakimindan tistiinliik sagladig anlasilmistir.

Classification of Short Texts According to the Language They Are Written in and

Application of Different Attribute Selection Methods
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Abstract: In this study, a classification process for language recognition has been
performed on two data sets of different sizes consisting of Wikipedia article
abstracts. Dataset group A consists of article abstracts of 204 bytes and less, while
dataset group B consists of abstracts of between 204 and 512 bytes. The first goal of
the study is to determine the appropriate machine learning and attribute selection
method according to the sizes of the short texts. The second goal is to determine the
fastest and most accurate classification method. As a result of the tests performed;
the highest accuracy value has been achieved by using SelectFromModel-Logistic
Regression in feature selection, while as a machine learning method, Naive Bayes
Multinominal and Naive Bayes Bernoilli have been superior to each other according
to data sets of different lengths. In addition, as a result of the tests performed with
all classification methods used in the study, it has been understood that fasttext is
superior in terms of accuracy and Word-Based Statistical Method WBSM in terms of
speed in both data sets compared to other classification methods.
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1. Giris

Dogal dil islemenin alt konularindan olan Dil Tanima (DT) problemi ile ilgili gecmisten giiniimiize bircok ¢alisma
yapilmistir. Bir belgenin yazildigi dilinin bilinmesi ya da bir belge tizerindeki farkl dillere ait metinlerin dillerine
gore gruplanmasi bir siniflandirma problemidir. Metinlerin dillerine gére gruplanmasi onlar lizerinde yapilacak
On islem adimlarini kolaylastirmakla beraber, arama, sikistirma gibi islemleri de kolaylastiracaktir. Dil tanima ya
da metin siniflandirma islemleri denetimli ve denetimsiz 6grenme yontemleri ile yapildig: gibi, istatistiksel farkli
yaklasimlarla da yapilabilir. Dil tanima problemlerinde ki en temel unsur, ayirt edici 6zelliklerin belirlenmesidir.
Bu anlamda istatistiksel yontemler ile yapilan DT problemleri i¢in o dile ait sik gecen kelimelerin belirlenmesi
onemlidir. DT islemlerinde makine 6grenmesi yontemleri kullanildiginda 6znitelik se¢imin etkili yapilmasi hem
islem siiresini hem kisaltmas1 hem de siniflandirma basarisini arttirmasi beklenmektedir. Oznitelik segimi, bir veri
kiimesindeki o6zniteliklerin, siniflandirma basarisina en ¢ok katki saglayacak olanlarin secilmesi olarak
tanimlanabilir. Boylelikle veri kiimesini en iyi ifade edecek alt kiime olusturulmasi hedeflenir. Bu anlamda
oznitelik secimiyle alakal literatiirde birgok farkl yaklasim ve teknik uygulanmaktadir. Giilsen ve ark., Tirk
kullanicilarin web gilinliik verilerine dayali olarak cinsiyet tahmini yaptiklar1 siniflandirma ¢alismalarinda
oznitelik ¢ikarma teknigi olarak Bilgi kazanimi ve Ki-Kare tabanl 6znitelik se¢im teknikleri kullanarak, Lojistik
Regresyon (LR) smiflandiricisi ile yiliksek basarimli bir siniflandirma yapmiglardir [1]. Yengi ve Omuca LR
siniflandiricisinin performansini arttirmak icin 6znitelik secimi ve 6znitelik azaltma yontemlerini (wrapper, filter
vb.) kullanmislardir. Bu sayede LR siiflandiricinin performansinit DVM (Destek Vektor Makineleri) gibi gliclii bir
siniflandiricinin performansina esdeger hale getirmeyi basarmislardir [2]. Parlar ve ark., Twitter verilerini
kullanarak olusturduklari bir veri kiimesinde duygu analizi siniflandirmasi i¢in bir ¢alisma yapmislardir. Bu
calismada siniflandirma basarisini arttirmak i¢in farkl 6znitelik se¢im yontemlerini kullanmislardir. Kullandiklari
Bilgi Kazanimi, Ki-Kare modeli, Karinca Kolonisi Optimizasyonu ve Sorgu Genisletme ydntemlerinden, en iyi
sonucu veren yontemlerin Karica Kolonisi Optimizasyonu ve Sorgu Genisletme yodntemleri oldugunu tespit
etmislerdir [3]. Sel ve ark., yaptiklar1 ¢alismada 6znitelik se¢cim teknigi kullanmadan olusan 600 6znitelik ve
Karsilikli Bilgi 6znitelik se¢im yodntemini kullanarak 20, 50, 100 ve 200 6znitelik kullanarak simiflandirma
yapmiglardir. 50 o6znitelik kullanildigi durumda en yiiksek smiflandirma dogruluguna ulastiklan g¢alisma
sonucunda anlasilmistir [4]. Erdem ve Ozgiir, simflandirma basarisim arttirmak ve siniflandirma siiresini azaltmak
icin Genetik Algoritma kullanan bir o6znitelik secim yontemi &énermislerdir. Onerdikleri yontemi bircok
siniflandirici ile kullanarak yontemin basarisini daha once yapilan c¢alismalar ile karsilastirmislardir.
Karsilastirmalar sonucunda o6nerdikleri yontemin yiiksek dogruluk ve diisiik ¢alisma zamani elde ederek
dogrulamislardir [5]. Akyol meme kanseri tanisi i¢in yaptigi siniflandirma ¢alismasinda 6zyinelemeli 6znitelik
se¢cim yontemi kullanarak, elde ettigi 6znitelik kiimesini Rastgele Orman ve Lojistik Regresyon siniflandiricisinda
kullanmistir. Siniflandirma giivenilirligini test etmek icin kullandig1 5 kat ¢apraz dogrulama teknigi ile Rastgele
Orman simiflandiricinin dogrulugunu %98 olarak élgmiistiir [6]. Atas ve ark., Alzheimer hastaligini erken teshisi
icin yaptiklari calismada 6znitelik se¢cimi olarak Degisken Komsuluk Arama ydntemini ve siniflandirici olarak DVM
kullanmislardir. Alzhemier teshisinde bu iki model kullanildiginda, benzer ¢alismalara gore daha iyi sonug verdigi
testler sonucu anlasilmistir [7]. Kaya ve ark., dil tamima iizerinde yaptiklarn bir ¢calismada UTF-8 degerlerini
karsilastirarak ikili driintiiler elde etmeye dayanan ve bunlar1 kullanarak dili taniyan yeni bir 6znitelik se¢cme
yontemi énermislerdir. Onerilen bu yéntem Almanca, Fransizca, Ingilizce ve Tiirkce dillerinde Yapay Sinir Aglar
(YSA) kullanarak siniflandirma basarisi test edilmistir. Testler sonucunda %99 ve %89 dogruluk ile siniflandirma
yapmay1 basarmislardir [8].

Bu c¢alismada 6 farkl dile ait farkli boyutlardaki veri setleri tizerinde istatistiksel yontem, makine 6grenmesi,
langdetect ve fasttext yontemleri kullanilarak kisa metinler dillerine gore siiflandirilmistir. Makine 6grenmesi
yontemleri kullanilarak yapilan siniflandirmalarda farkli 6znitelik secme yontemleri uygulanmistir.

2. Yontemler
2.1. Simiflandirma Yontemleri
2.1.1. Naive Bayes Siniflandirici

Daha dnceden sinif etiketleri bilinen veri seti kullanilarak 6grenme modeli olusturma temeline dayanan bu model
Bayes teoriminden esinlenerek gelistirilmistir [9]. Bu yaklasimda farkli hesaplama dagilimlan
kullanilabilmektedir. Genellikle belge siniflandirmasinda kullanilan ve multinom dagilimina dayanan model
Multinominal Naive Bayes (M-NB) olarak bilinir. M-NB gibi ¢calisan ancak Bernoilli dagilimina dayanan model ise
Bernoilli Naive Bayes (B-NB) olarak bilinir. Bu iki yontem arasindaki diger bir fark B-NB ikili terim
ozniteliklerinden faydalanirken, M-NB terim frekanslarini kullanmaktadir. Her bir sinifla iligkili olan siirekli
degerlerin Gauss dagilimina gore dagitilmasina dayanan model ise Gaussian Naive Bayes (G-NB) olarak bilinir.
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2.1.2. Karar Agaclar

Siniflandirma ve regresyon calismalarinda kullanilan aga¢ tabanli bir algoritmadir. Denetimli bir 6grenme
metoduna dayanan bu yontemde amag, veri 6zelliklerinden ¢ikarilan basit karar kurallarini 6grenerek bir hedef
degiskenin degerini tahmin eden bir model olusturmaktir. Tahmin kuralinin olusturulmasi “bél ve yonet”
yaklasimi yinelemeli bir sekilde béliimlere ayirarak gergeklesir [10].

2.1.3. K-En Yakin Komsu

Fix tarafindan 1951'de gelistirilen [11] ve Cover ve Hart tarafindan iyilestirilen bu modelde sinif tahmini yapmak
icin bagimsiz degiskenlerden olusan vektore en yakin olan komsularin uzaklik derecesine bakilir [12]. Hem
siniflandirma hem de regresyon i¢in kullanilabilir [13].

2.1.4. Destek Vektor Makinesi

ik fikir olarak 1960’ yillarda temeli atilan ve 1970’ li yillara kadar gelistirilerek devam eden Destek Vektor
Makineleri (DVM) asil basarisina 1990l yillarda ulagsmistir. Cortes ve Vapnik’ in ¢alismalari ile popiiler hale gelen
bu model siniflandirma ve regresyon analizi i¢in verileri analiz eden denetimli bir modeldir [14]. Egitim ve sinif
verisi ¢ok oldugu durumlarda genellikle model olusturma stiresi fazladir [15].

2.1.5. Langdetect

Python a¢ik kaynak kitaplig1 langdetect [16], baslangi¢ta dil tanimlamasi i¢in agik koynak kodlu bir Java kitaplig
olarak gelistirilmistir. Karakter n-gram 6zelliklerine sahip saf bir Bayes algoritmasi kullanir.

2.1.6. Fasttext

Hizl ve etkili siniflandirma yéntemi olan fasttext, Facebook ¢alisma grubu tarafindan gelistirilmistir. Word2Vec
yontemine dayanan bu model de kelimeler n-gramlar seklinde ifade edilir. Word2Vec gibi yontemlerde her kelime
bir vektore doniistiiriiliirken, fastext ile n-gramlar vektore donitistiiriiliir. Yapisinda ¢ok fazla kelime barindiran ve
seyrek kelimelerin ¢ok oldugu dillerde n-gramlar ile calismayan yontemler basarisiz olmaktadir. Fastext ile bu
problem giderilmistir [17].

2.1.7. Kelime Tabanl: istatistiksel Yontem

Paulsen ve Martino’ nun yaptiklar1 patent ¢calismasina goére bu yontemde her dil icin bir kelime tablosu tutulur.
Kelime tablolarinda ilgili dille ilgili en sik gecen etkisiz kelimeler (stopwords) kullanilir. Bir metnin ait oldugu dil
belirlenirken metindeki her kelime tiim kelime tablolarinda aranir ve hangi dilin kelime tablosunda bulunursa o
kelime tablosuna ait saya¢ degiskeninin degeri arttirilir. Béylece hangi dilin kelime tablosuna ait sayac¢ degeri daha
yliksek ise metin o dile ait olacaktir [18].

Bu ¢alismada dillere ait her bir kelime tablosu 256 kelimeden olusmaktadir. 256 kelime olmasinin sebebi daha
sonraki yapilacak olan metin sikistirma ¢alismasinda dillere ait tablolarin sikistirma i¢in kullanilacak olmasidir.

2.2. Kullanilan Oznitelik Secme Yéntemleri

2.2.1. TF-IDF

TF-IDF (Terim Frekansi - Ters Dokiiman Frekansi), bir terimin/kelimenin dokiimanlar icerisindeki énemini
gosteren istatistiksel yontemler ile hesaplanan bir agirlik faktoridiir. TF ile metin dokiimanlari igerisindeki bir
kelimenin tiim dokiimanlarda ge¢me sikligini verirken, IDF ise bir kelimenin hangi dokiimanlarda gectigi bilgisini

verir [19]. Bu yontem ile terim agirliklandirma islemleri yapilarak 6nemli 6znitelikler belirlenir. TF-IDF’ ye ait
matematiksel formiil asagidaki gibidir.

D
Wrp_ipr = TF (£, dy) * log (m) (D

D: Toplam dokiiman sayis1
d(ti): ti terimin gectigi toplam dokiiman sayisi
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2.2.2. Ki-Kare

Bu yontem ile Ki-Kare istatistiksel kriteri kullanilarak hedef degiskenle en belirgin iliskisi olan 6zniteliklerin
belirlenmesi saglanir. Ki-Kare yontemine ait formiiller asagidaki gibidir [20].

Chi2(t,C) = Z Z (N“E_—E“) (2)
t,C

t€{0,1} CE(0,1}
M
Chi2(t) = Z P(C,) * Chi2(t, C) 3)
i=1

P(Ci): Sinif olasilig1.
N: t teriminin C sifi i¢in gozlenen frekansu.
E: t teriminin C sinifi i¢cin beklenen frekansi.

2.2.3. SelectFromModel-Lojistik Regresyon Yoéntemi

Python paketi olan SelectFromModel [21], belirli bir esik fonksiyonu (threshold) parametresi ile karsilastirilan
oznitelikler kaldirilarak oznitelik secimi gerceklestirilir [22]. Bu model ile Lojistik Regresyon (LR) gibi
modellerden iiretilen tahminler parametre olarak kullamilarak énemli 6znitelikler belirlenebilir. Ozellikler
arasindaki iliski aciklamak icin kullanmilan LR, simnif etiketleri 0 ve 1 seklinde verilen ve ikili siiflandirma
problemlerinde kullanilan istatistiksel bir modeldir [23]. LR analizinde amag, bagimli ve bagimsiz degiskenler
arasindaki iliski veya iliskileri, en az degisken ile en iyi uyuma sahip olacak sekilde tanimlamaktir [24].

2.3. Yontemlerin Uygulanmasi

Yapilan tiim siiflandirma ve 6znitelik se¢cme yontemleri python programlama dili kullanilarak uygulanmistir.
Kelime Tabanh istatistiksel Yontem (KTIY) Paulsen ve Martino’ nun patent ¢alismasindan esinlenerek python
programlama dili ile kodlanmistir. langdetect icin langdetect paketi ile “detect()” metotu ve fasttext icin fasttext
paketi ile “fasttext.load_model()” ve “predict()” metotlar: kullanilmistur.

Oznitelik cikarma, secme ve makine 6grenmesi yontemleri sklearn paketindeki asagidaki metotlar kullanilarak
yapilmistir.

Oznitelik citkarma ve vektére doniistiirme — CountVectorizer(), TfidfVectorizer()

Oznitelik secme - TfidfVectorizer(max_features), SelectKBest(chi2, max_features),
SelectFromModel(estimator=LogisticRegression, max_features)

Makine 6grenmesi ile siniflandirma — GaussianNB(), BernoulliNB(), MultinomialNB(), DecisionTreeClassifier(),
RandomForestClassifier(), SVC().

Makine 6grenmesi ile siniflandirma yontemlerinin tamami varsayilan parametreleri ile kullanilmistir.
2.4.Veri Setleri

Wikipedia makale 6zetlerinden olusan 6 farkl dile ait 2 farkl boyuttaki kisa metinlerden olusan veri setleri hem
test verisi hem de 6grenme verisi olarak kullanilmistir. A veri seti grubunda kullanilan kisa metinlerin (makale
0zeti) boyutu 0,2 KB’tan kiiciik degisik uzunluktaki karakter sayisindan olusmaktadir. A veri seti grubu icerdigi
ozetler bakimindan tamamen farkli A1 ve A2 veri setinden olusmaktadir. Ogrenme (model kurma) icin kullanilan
A1 veri seti 6.000 kisa metinden ve toplam 765 KB dosya boyutundan olugsmaktadir. Kisa metinlerin dillerinin
belirlenmesi (test) i¢in kullanilan A2 veri seti ise 24.000 kisa metinden ve toplam 3 MB dosya boyutundan
olusmaktadir.

B veri seti grubunda kullanilan 6zetlerin boyutu ise 0,2 KB ile 0,5 KB arasinda degisik uzunluktaki karakter
sayisindan olusmaktadir. B veri seti grubu icerdigi 6zetler bakimindan tamamen farkli B1 ve B2 veri setinden
olusmaktadir. Ogrenme icin kullanilan B1 veri seti 6.000 kisa metinden ve toplam 1,98 MB dosya boyutundan
olusmaktadir. Kisa metinlerin dillerinin belirlenmesi icin kullanilan B2 veri seti ise 24.000 kisa metinden ve
toplam 7,92 MB dosya boyutundan olusmaktadir.
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2.5.Veri Onislem Asamalari

Metinler iizerinde makine 6grenmesi yontemlerinin uygulanabilmesi i¢in farkli 6nislem asamalarinda ge¢mesi
gerekmektedir. Ozellikle metinler iizerinde dogrudan makine 6grenmesi yéntemleri uygulanamayacagindan
verilerin sayisallastirilmasi gerekmektedir. Baska bir deyisle metinlerin vektér uzayinda ifade edilmelidir.

Makine Ogrenmesi i¢in Onislem asamalar1 genel hatlan ile asagidaki adimlardan olusmaktadir. Ancak bu
yontemlerin yapilacak ¢alismaya bagli olarak bazilar1 kullanilmayabilir.
e Kkiiciik/bliyiik harf doniistim{,
noktalama isaretlerinin kaldirilmasi,
etkisiz kelimelerin silinmesi (remove stopwords),
kelime koklerinin ¢ikarilmasi (stemming),
oznitelik ¢ikarim,
oznitelik se¢imi.

Istatistiksel yontemlerde yapilacak 6nislem asamalar makine 6grenmesi yontemleri gibi karmasik olamamakla
beraber, etkisiz kelimelerin kullanilmasi belirleyici 6znitelikler olmaktadir. Bu anlamda Kelime Tabanh
Istatistiksel Yontem (KTIY), langdetect ve fasttext kullanilarak yapilan siniflandirma kiigiik/biiyiik harf déntisiimii
ve noktalama isaretlerinin kaldirilmasi disinda herhangi bir 6nislem adimi uygulanmamaistir.

2.6. Testlerin Degerlendirilmesi

Yontemlerin siniflandirma basarisini 6l¢mek icin dogruluk, duyarlilik, kesinlik F1 skoru ve jaccard skoru degerleri,
sklearn.metrics paketindeki ilgili fonksiyonlar kullanilarak elde edilmistir. Yontemlerin islem siireleri “Intel Core
i7 9750H 2.60 GHz" islemci, “16 GB” hafiza ve “Windows 10 Pro 64-bit” isletim sistemi kullanan bir bilgisayar ile
Olciilmistir.

2.6.1. Dogruluk, Kesinlik, Duyarlilik, F1 Skoru ve Jaccard Skoru

Siniflandirma performansini 6lgmek icin kullanilan Dogruluk, Kesinlik, Duyarlilik ve F1 Skoru dort temel deger
tizerinden hesaplanirlar: Dogru Pozitif (DP), Dogru Negatif (DY), Yanlis Pozitif (YP) ve Yanlis Negatif (YN).

¢ Dogruluk: Dogru olarak tahmin edilen 6rneklerin sayisinin, veri kiimesinde bulunan tiim 6rneklerin
sayisina boliinerek hesaplanir.

DP + DN
DP+DN+YP+YN

dogruluk = (4)

¢ Kesinlik: Dogru Pozitif olarak tahmin edilen drneklerin sayisinin, tiim pozitif 6rneklerin sayisina
boliinerek hesaplanir.

DP
o 5
kesinlik DPTYP (5)

¢ Duyarhlik: Dogru Pozitif olarak tahmin edilen érneklerin sayisinin hem Dogru Pozitif hem de Yanlis
Negatif 6rneklerin toplam sayisina béliinmesi ile hesaplanir:

duyarlik = —2% (6)
WAt = pp+ YN

¢ F1 Skoru: Duyarhlik ve Kesinlik degerlerinin harmonik ortalamasi ile hesaplanir.

F1 Sk ) Duyarlilik * Kesinlik 7
= *
ort Duyarlilik + Kesinlik (7)

¢ Jaccard Skoru: Jaccard indeksi veya Jaccard benzerlik katsayisi olarak da bilinen Jaccard skoru, kesisme
boyutunun iki etiket kiimesinin birlesiminin boyutuna béliinmesi olarak tanimlanir ve asagidaki gibi
hesaplanabilir [25]. Baska bir ifade ile jaccard skoru Dogru Pozitif 6rneklerin sayisinin, Dogru Negatif
disindaki (DP, YP, YN) tiim 6rneklerin sayisinin toplamina béliinmesi ile hesaplanabilir.
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Jaccard Skoru(d1,d2) = w (8)
’ dl u d2
DpP
]accard Skoru = m [9)

3. Test Sonuglar
3.1. A Veri Seti Grubu Testleri

Tablo 1'de 6.000 6zet iceren Al egitim veri setinin farkli 6znitelik se¢me teknikleri ve 10-Kat ¢apraz dogrulama
kullanilarak makine 6grenmesi yontemleri ile siniflandirilmasi sonucu elde edilen performans degerleri
verilmistir. Yapilan 3 degerlendirmede de kullanilan 4.153 06znitelik sayis1 SelectFromModel-LR tarafindan
belirlenen en 6nemli 6zniteliklerdir. Elde edilen performans degerleri incelendiginde veri setinin uygunlugu
ylksek dogruluk degerleri ile dogrulanmistir. En yiiksek dogruluk %99,92 degeri 6znitelik secimi olarak
SelectFromModel-LR, siniflandirma yontemi olarak ise M-NB kullanildiginda elde edilmistir. Ayrica her ii¢
oznitelik se¢cim tekniginde M-NB en iyi siniflandirmay1 yapmistir. Makine 6grenmesi yontemleri i¢cin en uygun
oznitelik se¢cim teknigi degerlendirildiginde en uyumlu ikililerin M-NB - SelectFromModel, B-NB -
SelectFromModel, G-NB - Ki-Kare, KA - Ki-Kare, RO - Ki-Kare, KNN - Ki-Kare, DVM - TF-IDF seklinde oldugu
anlasilmaktadir. KNN siniflandirma yontemi ile beraber TF-IDF 6znitelik se¢cim teknigi uygulandiginda en diisiik
dogruluk degerine ulasiimistir.

Tablo 1. A1l veri setinin siniflandirilmasinda SelectFromModel-LR, Ki-Kare, TF-IDF ile 6znitelik secimi ve 10-Kat
capraz dogrulama teknigi uygulanarak elde edilen performans degerleri
SelectFromModel-LR

M-NB B-NB G-NB KA RO KNN DVM
Dogruluk 99,92% 99,67% 99,75% 98,45% 99,73% 94,57% 99,57%
F1 Skoru 99,91% 99,66% 99,75% 98,44% 99,74% 94,73% 99,57%
Duyarhhk 99,91% 99,65% 99,75% 98,42% 99,73% 94,55% 99,56%
Kesinlik 99,92% 99,67% 99,75% 98,48% 99,74% 95,65% 99,58%
Jaccard Skoru 99,83% 99,32% 99,50% 96,94% 99,48% 90,26% 99,14%

Ki-Kare

M-NB B-NB G-NB KA RO KNN DVM
Dogruluk 99,87% 99,60% 99,80% 98,63% 99,77% 95,35% 99,70%
F1 Skoru 99,87% 99,59% 99,80% 98,63% 99,77% 95,49% 99,70%
Duyarhhk 99,87% 99,58% 99,80% 98,61% 99,76% 95,35% 99,69%
Kesinlik 99,87% 99,61% 99,79% 98,67% 99,78% 96,17% 99,71%
Jaccard Skoru 99,73% 99,19% 99,60% 97,31% 99,54% 91,59% 99,40%

TF-IDF

M-NB B-NB G-NB KA RO KNN DVM
Dogruluk 99,87% 99,62% 98,45% 98,28% 99,72% 72,40% 99,85%
F1 Skoru 99,87% 99,61% 98,43% 98,27% 99,72% 74,44% 99,85%
Duyarhhk 99,87% 99,60% 98,43% 98,26% 99,72% 72,34% 99,85%
Kesinlik 99,86% 99,62% 98,45% 98,30% 99,72% 90,23% 99,85%
Jaccard Skoru 99,73% 99,23% 96,92% 96,62% 99,44% 62,56% 99,70%

Makine oOgrenmesi yontemlerinde kullanilan 6znitelik sayis1 hem smiflandirma performansini hem de
siniflandirma stiresini dogrudan etkilemektedir. Bu calismada yapilan siniflandirma dil tanimaya ydnelik
oldugundan veri setine ait 6zniteliklerin tamami kullanilmadan bile yiiksek dogruluk degeri ile siniflandirma
yapilabilecegi dngoriillmektedir.

Tablo 2’de 24.000 o6zet iceren A2 test veri setinde bulunan dzetlerin, Al veri seti ile kurulan modele gore
yazildiklar1 dillerin tahmin edilmesine yonelik makine 6grenmesi ile farkli 6znitelik sayisi kullanilarak edilen
performans degerleri verilmistir. Oznitelik secim teknigi olarak SelectFromModel-LR ile olusan hem 4.153
belirleyici 6znitelik hem de bunlar arasindaki en belirleyici 25 6znitelik kullanilarak elde edilen performans
degerlerine gore en yiiksek dogruluk degeri 4.153 6znitelik sayisi ile M-NB kullanildiginda elde edilmistir. En
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diisiik dogruluk degeri ise 4.153 oOznitelik sayisi ile KNN oldugu goriilmektedir. B-NB, KA, KNN ve DVM
siniflandirma yontemlerinde 25 6znitelik kullanildiginda daha yiiksek dogruluk degerleri elde edilmistir. Metin
siniflandirma problemlerinin en 6nemli ve en zor asamasi olan en uygun 6zniteliklerin belirlenmesidir. Bu
anlamda dil tanima problemlerinde 6zniteliklerin sadece bir kismi kullanilarak bile yliksek dogruluk degeri ile
siniflandirma yapilabilecegi anlasilmistir.

Tablo 2. Oznitelik secimi olarak SelectFromModel-LR, model kurmak icin (6grenme) A1 kullamlarak A2 veri

setindeki dzetlerin dillerinin belirlenmesinde edilen performans degerleri

SelectFromModel-LR- 4.153 Oznitelik

M-NB B-NB G-NB KA RO KNN DVM
Dogruluk 99,71% 91,45% 99,13% 96,67% 98,09% 86,80% 97,34%
F1 Skoru 99,71% 90,64% 99,12% 96,65% 98,07% 86,91% 97,30%
Duyarhhik 99,71% 93,63% 99,13% 96,79% 98,18% 92,22% 97,55%
Kesinlik 99,71% 91,45% 99,13% 96,67% 98,09% 86,80% 97,34%
Jaccard Skoru 99,42% 85,08% 98,26% 93,57% 96,27% 79,08% 94,89%

SelectFromModel-LR- 25 Oznitelik

M-NB B-NB G-NB KA RO KNN DVM
Dogruluk 97,90% 95,30% 95,67% 97,23% 97,98% 95,60% 97,35%
F1 Skoru 97,90% 95,21% 95,67% 97,24% 97,99% 95,63% 97,37%
Duyarhhk 97,99% 95,73% 95,90% 97,33% 98,05% 95,95% 97,54%
Kesinlik 97,90% 95,30% 95,67% 97,23% 97,98% 95,60% 97,35%
Jaccard Skoru 95,91% 91,09% 91,70% 94,66% 96,07% 91,66% 94,93%

Sekil 1’de makine 6grenmesi yontemlerinin A1l veri seti ile olusturulan modele gore A2 veri setine ait 6zetleri
dillerine gore siniflandirma siireleri saniye tiiriinden verilmistir. Siniflandirma islemi SelectFromModel-LR
Oznitelik secimi ile elde edilen hem 4.153 hem de 25 6znitelik kullanilarak iki farkli sekilde yapilmistir. Buna gore
en hizli siniflandirma yonteminin M-NB, en yavas siniflandirma yonteminin ise RO oldugu goriilmektedir. Ayrica
daha az 6znitelik kullanilarak daha hizl simiflandirma yapilabilecegi Sekil 1'den agik¢a anlasilmaktadir.
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Sekil 1. A2 veri setinin makine 6grenmesi yontemleri ile farkli 6znitelik sayisindaki siniflandirma siireleri (sn)

Tablo 3’te A2 veri setinin fasttext, KTIY ve langdetect ile stmiflandirilmasi sonucu elde edilen performans degerleri
ve siniflandirma siireleri verilmistir. Buna gore %99,79 dogruluk degeri ile en iyi siniflandirma fasttext yontemi
ile olurken, %96,79 dogruluk degeri ile en diisiik simflandirmay1 yapan yontem KTIY olmustur. Ancak KTiY ile
yapilan siniflandirmanin fasttext’ e gore daha hizli olugu anlasilmaktadir. fasttext yontemi ile yapilan
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siniflandirmanin, Tablo 2’ de verilen makine 6grenmesi yontemlerinden hem siire hem de dogruluk orani
bakimindan en iyi siniflandirmay1 yapan M-NB’ den daha iyi oldugu goriilmektedir.

Tablo 3. A2 veri setinin fasttext, KTIY ve langdetect ile siniflandirma performans degerleri ve siireleri

fasttext KTiY langdetect
Dogruluk 99,79% 96,99% 99,66%
F1 Skoru 99,79% 97,00% 99,66%
Duyarhhk 99,79% 97,13% 99,66%
Kesinlik 99,79% 96,99% 99,66%
Jaccard Skoru 99,58% 94,21% 99,33%
Siire (sn) 1,58 0,97 151,49

3.2. B Veri Seti Grubu Testleri

Tablo 4'te 6.000 6zet iceren B1 egitim veri setinin farkli 6znitelik segme teknikleri ve 10-Kat ¢apraz dogrulama
kullanilarak makine 6grenmesi yontemleri ile siniflandirilmasi sonucu elde edilen performans degerleri
verilmistir. SelectFromModel-LR kullanilarak elde edilen 6znitelik sayis1 10.100’ diir. Ancak A veri seti grubu ile
yapilacak karsilastirmanin daha adil olmasi i¢in en degerli 4.153 6znitelik kullanilmistir. Elde edilen performans
degerleri incelendiginde veri setinin uygunlugu yiiksek dogruluk degerleri ile dogrulanmistir. En yiiksek dogruluk
degeri olan %99,99, 6znitelik secimi olarak SelectFromModel-LR, siniflandirma yontemi olarak ise B-NB
kullanildiginda elde edilmistir. Diger 6znitelik secim teknikleri ile yapilan siniflandirmalarda M-NB ile B-NB
arasinda anlamli bir fark olusmadig1 goriilmektedir. Kullanilan veri seti icin makine 6grenmesi yontemleri ile
uyumlu 6znitelik se¢im teknikleri degerlendirildiginde en uyumlu ikililerin B-NB - SelectFromModel-LR, G-NB -
Ki-Kare, KA - SelectFromModel-LR, RO - Ki-Kare, KNN - Ki-Kare, DVM - (Ki-Kare ve TF-IDF) seklinde oldugu
anlasilmaktadir. Siniflandirma yontemi olarak KNN ve 6znitelik secim teknigi olarak Ki-Kare kullanildiginda en
diisiik performans degeri elde edildigi ayrica anlasilmaktadir.

Tablo 4. B1 veri seti LR, Ki-Kare, TF-IDF ile 6znitelik se¢cimi ve 10-Kat ¢apraz dogrulama teknigi uygulanarak
elde edilen performans degerleri

SelectFromModel-LR

M-NB B-NB G-NB KA RO KNN DVM
Dogruluk 99,98% 99,99% 99,72% 98,67% 99,97% 99,52% 99,90%
F1 Skoru 99,98% 99,99% 99,72% 98,67% 99,97% 99,52% 99,90%
Duyarhhk 99,98% 99,99% 99,71% 98,66% 99,96% 99,51% 99,89%
Kesinlik 99,98% 99,99% 99,72% 98,69% 99,97% 99,53% 99,91%
Jaccard Skoru 99,97% 99,98% 99,44% 97,38% 99,93% 99,04% 99,80%

Ki-Kare

M-NB B-NB G-NB KA RO KNN DVM
Dogruluk 99,98% 99,98% 99,93% 98,62% 99,93% 95,70% 99,93%
F1 Skoru 99,98% 99,98% 99,93% 98,62% 99,93% 95,80% 99,93%
Duyarhhk 99,98% 99,98% 99,93% 98,61% 99,93% 95,70% 99,93%
Kesinlik 99,98% 99,98% 99,94% 98,65% 99,94% 96,37% 99,94%
Jaccard Skoru 99,97% 99,97% 99,87% 97,29% 99,87% 92,11% 99,87%

TF-IDF

M-NB B-NB G-NB KA RO KNN DVM
Dogruluk 99,98% 99,98% 98,80% 98,57% 99,95% 98,37% 99,93%
F1 Skoru 99,98% 99,98% 98,80% 98,56% 99,95% 98,36% 99,93%
Duyarhhk 99,98% 99,98% 98,80% 98,54% 99,95% 98,35% 99,93%
Kesinlik 99,98% 99,98% 98,81% 98,60% 99,95% 98,41% 99,94%
Jaccard Skoru 99,97% 99,97% 97,65% 97,18% 99,90% 96,79% 99,87%

Tablo 5'te 24.000 6zet iceren B2 test veri setinde bulunan dzetlerin, B1 veri seti ile kurulan modele gore
yazildiklar1 dillerin tahmin edilmesine yonelik makine 6grenmesi ile farkli 6znitelik sayisi kullanilarak edilen
performans degerleri verilmistir. Oznitelik secim teknigi olarak SelectFromModel-LR ile olusan hem 4.153 en
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onemli 6znitelik hem de bunlar arasindaki en 6nemli 25 6znitelik kullanilarak elde edilen performans degerlerine
gore en yiiksek dogruluk degeri 4.153 6znitelik sayisi ile B-NB kullanildiginda elde edilmistir. Ayrica en diisiik
dogruluk degeri 25 6znitelik sayisi ile KNN oldugu goériilmektedir. KA en yiiksek dogruluk degerini 25 6znitelik
sayisinda verirken diger yontemler 4.153 6znitelik sayisi ile daha yiiksek dogruluk degerleri vermistir. Bu veri
setinde de sadece 25 6znitelik kullanilarak metinlerin dillerinin yiiksek dogruluk degeri ile belirlenebilecegi
anlasilmistir.

Tablo 5. B1 veri seti ile kurulan modele gére B2 veri setinin siniflandirilmasi
SelectFromModel-LR- 4.153 Oznitelik

M-NB B-NB G-NB KA RO KNN DVM
Dogruluk 99,97% 99,98% 99,77% 98,71% 99,98% 99,44% 99,93%
F1 Skoru 99,97% 99,98% 99,77% 98,71% 99,97% 99,44% 99,93%
Duyarhhik 99,97% 99,98% 99,77% 98,71% 99,98% 99,44% 99,93%
Kesinlik 99,97% 99,98% 99,77% 98,71% 99,98% 99,44% 99,93%
Jaccard Skoru 99,95% 99,96% 99,54% 97,46% 99,95% 98,88% 99,86%

SelectFromModel-LR- 25 Oznitelik

M-NB B-NB G-NB KA RO KNN DVM
Dogruluk 99,60% 99,64% 98,90% 98,85% 99,63% 98,10% 99,54%
F1 Skoru 99,60% 99,64% 98,89% 98,85% 99,63% 98,10% 99,54%
Duyarhhk 99,61% 99,64% 98,90% 98,85% 99,63% 98,18% 99,54%
Kesinlik 99,60% 99,64% 98,90% 98,85% 99,63% 98,10% 99,54%
Jaccard Skoru 99,21% 99,28% 97,82% 97,72% 99,27% 96,30% 99,08%

Sekil 2’ de makine 6grenmesi yontemlerinin B1 veri seti ile olusturulan modele gore B2 veri setine ait 6zetleri
dillerine gore siniflandirma siireleri saniye tiiriinden verilmistir. Siniflandirma islemi SelectFromModel-LR
Oznitelik secimi ile elde edilen hem 4.153 hem de 25 6znitelik kullanilarak iki farkli sekilde yapilmistir. Bu veri
setinde kullanilan dzetlerin boyutu A veri seti grubundakilerden daha biiyiik olmasina ragmen Sekil1’deki gibi
benzer siiflandirma siireleri olusmasi kullanilan 6znitelik sayisi ile a¢iklanabilir.
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Sekil 2. B2 veri setinin makine 6grenmesi yontemleri ile farkli 6znitelik sayisindaki siniflandirma stireleri (sn)

Tablo 6’da B2 veri setinin fasttext, KTIY ve langdetect ile simiflandirilmasi sonucu elde edilen performans degerleri
ve siniflandirma siireleri verilmistir. Buna gore %99,99 dogruluk degeri ile en iyi siniflandirma fasttext yontemi
ile olurken, %99,93 dogruluk degeri ile en diisiik siniflandirmay1 yapan yontem KTIY olmustur. Bu veri setinde de
KTIY ile yapilan simflandirmanin fasttext’ e gore daha hizh olugu anlasilmaktadir. fasttext yéntemi ile yapilan
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siniflandirmanin, Tablo 4’te verilen makine 6grenmesi yontemlerinden en hizli olan M-NB’ den, dogruluk
bakimindan en iyi siniflandirmay1 yapan B-NB’ den daha iyi oldugu gortilmektedir.

Tablo 6. A2 veri setinin fasttext, KTIY ve langdetect ile stniflandirma performans degerleri ve siireleri

fasttext KTiY langdetect
Dogruluk 99,99% 99,93% 99,97%
F1 Skoru 99,99% 99,93% 99,97%
Duyarhhk 99,99% 99,93% 99,97%
Kesinlik 99,99% 99,93% 99,97%
Jaccard Skoru 99,98% 99,86% 99,94%
Siire (sn) 2,95 1,68 179,16

4. Sonuclar

Bu calismada A1, A2, B1 ve B2 veri setleri kullanilarak dil tanimaya yonelik farkl siniflandirma yontemleri
kullanilarak siniflandirma ¢alismasi yapilmistir. Makine 6grenmesi ile yapilan siniflandirmalarda A1l ve B1 veri
setleri kullanilarak bir model olusturulmus ve kurulan modellerin uygunlugu test edilmistir. Yapilan testler
sonucunda 0,2 KB’tan kiiciik ve 0,2 KB - 0,5 KB aras1 kisa metinleri iceren sirasi ile A1 ve B1 veri seti icin farkh
oznitelik secim teknikleri uygulanarak ve 10-kat ¢apraz dogrulama yapilarak model gecerliligi dogrulanmistur.
Makine 6grenmesi yontemlerinin siniflandirma basarilari kullanilan kisa metinlerin biiyiikligiine, 6znitelik se¢cim
teknigi ve sayisina gore degistigi goriilmiistiir. 0,2 KB ve daha kii¢iik kisa metinler i¢in makine 6grenmesi ile
yapilacak siniflandirmalarda M-NB ve B-NB ile SelectFromModel-LR, G-NB, KA, RO ve KNN ile Ki-Kare, DVM ile TF-
IDF 6znitelik secim tekniginin kullanilmasi ile daha yiiksek dogruluk degerleri elde edilmistir. Boyutu 0,2 KB ve
0,5 KB arasinda degisen kisa metinlerde ise tiim yontemler ile SelectFromModel-LR 6znitelik se¢im teknigi ile en
yliksek dogruluk degerleri olustugundan bu boyuttaki kisa metinlerin siniflandirilmasinda SelectFromModel-LR
se¢im tekniginin kullanilmasinin daha uygun oldugu anlasilmistir. Yapilan testlere gore 6znitelik sayisinin fazla
olmasi daha yiiksek dogruluk ile siniflandirma yapilacagi garantisini vermedigini géstermektedir. 0,2 KB’den
kiiciik metinlerde KNN, B-NB, KA ve DVM, 0,2-0,5 KB arasindaki kisa metinlerde ise KA 25 6znitelik kullanildiginda
4.153 oOznitelik kullanildig1 duruma gore daha yiiksek dogruluk degeri ile siniflandirma yapilabilmistir. Makine
O6grenmesi yontemlerinde hem 4.153 hem de 25 dznitelik sayisi ile yapilan siniflandirmalara gore 0,2 KB’'den
kiiciik metinlerde M-NB, 0,2-0,5 KB arasi metinlerde ise B-NB kullanilmasinin daha uygun oldugu anlasilmistir.
Esit sayida 6zeticeren hem 0,2 KB hem de 0,2-0,5 KB arasi veri seti gruplarinda makine 6grenmesi yontemlerinde
esit sayida Oznitelik kullanilarak yapilan test sonuclarinda goére benzer siniflandirma siireleri olusmustur. Bu
durum kullanilan 6znitelik sayisinin siniflandirma siiresinde belirleyici bir etken oldugunu a¢iklamaktadir. Makine
6grenmesi yontemleri ile sadece 25 6znitelik kullanildiginda bile KT1Y’ nin hem A2 veri setini hem de B2 veri setini
dillerine gére ¢cok daha hizh bir sekilde ayirdig yapilan testler ile dogrulanmustir. KTIY tiim yéntemler arasinda en
hizli yontem olurken 0,2 KB ve daha kii¢iik boyuttaki kisa metinleri siniflandirma basarisy, 0,2-0,5 KB arasindaki
boyutlardan olusan kisa metinleri siniflandirma basarisindan daha diisiik oldugu gorilmiistiir. Diger tiim
siniflandirma yontemlerinin 02-05 KB boyuttaki kisa metinleri siniflandirma basarilar1 daha yiiksek olmustur.
Tiim kullanilan siniflandirma yéntemleri arasinda en yiiksek dogruluk degeri ile siniflandirma yapan yonteminin
fasttext oldugu yapilan testler sonucunda anlasilmistir.
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