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Oz
Bu ¢alisma kapsaminda is tatmini faktorlerini belirlemeye ve analiz etmeye yonelik olarak galisanlarin ¢evrimigi degerlendirmelerinin
smiflandirici topluluklarina dayali analizi yapilmistir. Metin siniflandirma islemi, 6nceden tanimlanmis kategoriler veya siniflar altinda
metin belgelerinin otomatik olarak smiflandirilmasidir. Bu kapsamda makine &grenmesi teknikleri, dokiimanlara anahtar kelimeler
atamak ve bunlar1 belirli kategorilerde siniflandirmak icin kullanilir. Makine &grenmesi, belgeleri otomatik olarak kategorilere
ayirmamizi saglar.
Metin madenciligi, metinleri organize etmek amaciyla dnceden tanimlanmis kategorilere dahil etme islemidir. Son yillarda dijital
ortamdaki verinin artmasi, bu verilerden bilgi ¢ikarimini ve bilginin kullanilabilirliginin artirilmasi iizerine olan c¢alismalar
hizlandirmistir. Metinlerin verimli kullanilabilmesi ve aranilan bilgiye hizlica ulagilabilmesi i¢in metinlerin kategorize edilmesi 6nem
kazanmugtir. Biiyiik belge koleksiyonlarini elle diizenlemek son derece zaman alicidir ve hataya agiktir. Otomatik metin siniflandirma
uygulamalar1 bu noktada hizli ve maliyeti diisiik ¢6ziimler sunar. Metin siniflandirma isleminin, istenmeyen mesaj veya elektronik
postalart filtreleme, bilimsel makalelerin otomatik indekslenmesi, web sayfalarin etiketlenmesi, belge tiiriiniin tanimlanmasi gibi
uygulama alanlar1 mevcuttur.
Calisanlarin ¢evrimici degerlendirmelerinin siniflandirici topluluklarina dayali analizi yapilmasi amaciyla ¢alisan kisilerin ¢alismis
olduklar1 firmalar hakkindaki diisiinceleri tr.indeed.com'da yayinlanan toplam 18 farkli firmadan elde edilen 3023 adet ¢evrimigi
degerlendirme elde edilmistir. Her bir veri seti i¢in, &znitelik temsili yontemlerinden terim sikligi (TF), terim varligi (TP) ve TF-IDF
Olciitleri i¢in 1-gram, 2-gram ve 3-gram temsilleri ile toplam dokuz farkli veri temsili elde edilmistir. Yapilan deneysel ¢alismalarda bes
temel siniflandirma algoritmasi topluluk 6grenme yontemleri ile birlestirilerek dogru siniflandirma performanslari incelenmistir.

Anahtar Kelimeler: Siniflandirici toplulugu, Metin madenciligi, Makine 6grenmesi

Analysis of Employees' Online Assessments Based on Classifier
Ensembles to Identify and Analyze Job Satisfaction Factors

Abstract

Within the scope of this study, an analysis of the online evaluations of employees based on classifier communities was made in order
to identify and analyze job satisfaction factors. Text classification is the automatic classification of text documents under predefined
categories or classes. In this context, machine learning techniques are used to assign keywords to documents and classify them into
specific categories. Machine learning allows us to automatically categorize documents.

Text mining is the process of including texts into predefined categories for the purpose of organizing them. The increase in data in the
digital environment in recent years has accelerated the studies on extracting information from these data and increasing the usability of
information. It has become important to categorize the texts in order to use the texts efficiently and to reach the sought information
quickly. Manually editing large document collections is extremely time-consuming and error-prone. Automatic text classification
applications offer fast and cost-effective solutions at this point. Text classification has application areas such as filtering spam or e-
mails, automatic indexing of scientific articles, tagging web pages, and defining document type.
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In order to analyze the online evaluations of the employees based on their classifier communities, 3023 online evaluations obtained
from a total of 18 different companies, which were published on tr.indeed.com, were obtained. For each data set, a total of nine different
data representations were obtained with 1-gram, 2-gram and 3-gram representations for term frequency (TF), term presence (TP) and
TF-IDF criteria from the feature representation methods. In the experimental studies, the correct classification performances were
examined by combining five basic classification algorithms with ensemble learning methods.

Keywords: Classifier ensemble, Text mining, Machine learning

1. Giris

Isletmelerin hedeflerine ulasmasi ve kar elde etmesi oncelikle
calisanlar sayesinde olur. Yani isini seven, isini iyi yapan, yaptig1
isten gurur duyan, isletmenin hedeflerini benimsemis ve
amaglarint igletme amaglariyla biitiinlestirmis ¢alisanlara sahip
isletmeler basarili olacaklardir. Bu da c¢alisanlarin isinden
duyduklar1 tatmin derecesiyle iliskilidir. Is tatmini yoneticiler i¢in
calisanlarin iglerine karst tutumlarinin performans ve verimlilik
iizerindeki etkisi agisindan onemlidir. Ciinkii i tatminsizliginin
dogrudan neden oldugu davranislar; isten ayrilma, devamsizlik,
performans digiikliigii, ruhsal ve fiziksel saglikta bozulma
seklinde goriilmektedir [1].

Giliniimiizde modern yonetim anlayisi ¢alisanin is tatmini
tizerinde 6nemle durmaktadir. Tiim kurumlarda kurum basarisi
galisganin i doyumu ile dogru orantilidir. Kurumlarin
kullandiklar1 kaynaklar iginde en karmasik ve degisken olani
insan giictidiir. Orgiitsel davranis alaninda is tatmini, en ¢ok dnem
verilen ve siklikla arastirilan bir davranig olarak goriilmektedir

(2].

Yapay zeka ¢ozlimleri her sektorde artarak devam etmektedir.
Metin madenciligi son yillarda hizla gelisen bir alan haline geldi
ve bu alandaki uygulamalar yapay zeka alanindaki uygulamalarin
bliylk bir bolimiini olusturmaktadir. Diger fonksiyonel
departmanlar gibi, insan kaynaklart departmanlarinin isletme
yoneticileri gesitli konularda kararlar almalidir. Metinsel veriler
de dahil olmak iizere daha fazla veri olusturulup biriktikge
sirketleri ile ilgili karar verirken metin madenciligi kullanilarak
bu tiir verilerden uygulanabilir bilgi elde edilir [3].

Insan kaynaklari yonetiminde yapay zeka teknolojilerinin
kullanilmast; is i¢in dogru adaylart se¢gmekte ve yetenek
kazanmalarina yardimci olmakta, isyerinde calisanlarin elde
tutulma oraninin tahmin edilmesine ve sirketteki idari personel
iizerindeki yiikii azaltmaya yardimci olmaktadir. Ayni zamanda,
hata olasiligini minimum seviyeye indirmeye, ¢alisanlarin daha
yiiksek performans ile katilim saglamasina ve karar vermede
Onyarg! davranisini en aza indirmeye yardimei olmaktadir [4].

2. Materyal ve Metot

Smiflandirma iglemi daha Once goriilmemis ve kategorisi
bilinmeyen her bir 6rnegin, egitim verisi kategorilerinden en
uygun olan kategoriye atanmasi islemidir [5]. Makine 6grenmesi
acisindan diigiiniildiigiinde ise, yapilan son arastirmalar, metin
madenciligi gibi yoOntemler {izerine olmustur. Makine
ogrenmesine ihtiyag duyulmasinin nedeni, elle kategorizasyonun
pahali ve zaman tiketen bir is olusudur ki, ayrica elle
smiflandirmada, siniflandirmayr  yapan uzmanlarin vermis
olduklari kararlara bagli olarak sonuglar da degismektedir [6].

Calisanlarin sirketleri hakkinda yaptiklari yorumlardan 1 ve
2 puan olanlar negatif, 3,4 ve 5 puanlar pozitif olarak
degerlendirilmis olup toplamda 18 farkli firmadaki 2321 pozitif
yorum ve 702 negatif yorum tr.indeed.com'dan elde edilmistir.

e-1SSN:2148-2683

Elde edilen 3023 adet gevrimigi degerlendirme ele alinarak
smiflandiric topluluklarina dayali analizleri gergeklestirilmistir.

Oncelikle sistemde kullamlacak olan verilerin WEKA
programinda hatalar1 diizeltilerek 6n islemden gegirilmistir. On
islemden gegcirilen ¢evrimici degerlendirmeler, dznitelik temsili
yontemlerinden terim siklig1 (Term Frequency-TF), terim varligi
(Term Present-TP) ve TF-IDF olgiitleri icin N-gram temsil
modellerinden olan 1-gram, 2-gram ve 3-gram temsilleri ile
toplam dokuz farkli veri temsili elde edilmistir. Daha sonra
cikarilan 6znitelikler agirliklandirilmistir. Son olarak elde edilen
veriler arff (Attribute Relational File Format) formatina
doniistiiriilerek  smiflandirma  islemi  gergeklestirilmistir.
Cevrimi¢i degerlendirme yapilan firmalarin adi ve kag adet pozitif
ve negatif yorum yapildigimi belirten bilgiler Tablol'de
verilmistir:

Tablo 1. Cevrimigi degerlendirme yapilan firmalara ait yorum

sayilart
Firma adi Negatif Pozitif Toplam
(1-2 puan) | (3-4-5 puan) | Firma
Sayisi

VESTEL 16 85 101

BOSCH 3 37 40

ARCELIK 23 151 174

SIEMENS 2 33 35

MC DONALDS | 54 151 205

BURGER KING | 49 170 219

DOMINOS 21 13 89

KOTON 43 0 173

LC WAIKIKI 49 337 386

DE FACTO 32 189 221

STARBUCKS 8 86 94

KAHVE 16 38 54

DUNYASI

TURKCELL 24 0 158

TURK 33 0 212

TELEKOM

VODAFONE 23 0 161

BIM A.S. 39 113 152

A101 260 248 508

MIGROS 7 34 41

Calismamizda 5 temel siniflandirici olarak

NaiveBayesMultinomial, lazy.IBk, Random.forest,
functions.Logistic ve functions.LibLINEAR algoritmalari

kullanmis olup kullanilan 6grenme yontemleri asagidaki gibidir;
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e Bu 5 temel algoritmanin tiimi Meta Adaboost regression) ile (meta.Vote AVG- meta.Vote PROD-
algoritmasi i¢in ayr1 ayr1 denenerek 9 konfigiirasyon i¢in meta.Vote MAJORITY- meta.Vote MIN- meta.Vote
5 farkli analiz yapild:. MAX ) calistirildi.

e  Benzer sekilde 5 temel algoritmanin tiimii Meta Bagging
algoritmasi i¢in ayr1 ayr1 denenerek 9 konfigiirasyon i¢in

5 farkli analiz yapildu.
e 5 temel algoritmanin tiimii Meta Random Subspace 3. Arastlrma Sonuglarl ve Tal'tlsma

algoritmast i¢in ayr1 ayri denenerek 9 konfigiirasyon i¢in Smiflandirmaya ait deneysel sonuglar Weka tabanli Java
5 farkli analiz yapildi. uygulamasi ile elde edilmis olup bes temel simiflandirma

e Stacking (L1 regularized L2 loss support vector  algoritmasi topluluk 6grenme yontemleri ile birlestirilmistir. Bu
classification) algoritmast 5 algoritma kullamlarak  deneylerin sonuglarina ait veriler tablolar ile gosterilmistir (Tablo
Logistic ile ¢alistirilarak 1 analiz yapildu. 2-6).

Buna gore toplamda 21*9 =189 tane deney elde edilmis oldu.

e Meta Vote algoritmasi ise icerisindeki 5 tane farkl
kombinasyon  (Liblinear+L1 regularized logistic

Tablo2.Temel algoritmalarin AdaBoost siniflandirici topluluguna dayali analizleri

Algoritma Veri seti icin elde edilen sonuclar
meta.AdaBoostM1- Correctly Classified Instances | Precision | Recall | F-Measure | Time taken to build
bayes.NaiveBayesMultinomial model:
TF bigram.arff 75.1902% 0,734 0,752 0,741 0.05 seconds
TF trigram.arff 74.8594% 0,707 0,749 0,717 0.03 seconds
TF unigram.arff 75.2564% 0,761 0,753 0,756 0.05 seconds
TFIDF bigram.arff 71.8822% 0,732 0,719 0,725 0.03 seconds
TFIDF _trigram.arff 71.8492% 0,693 0,718 0,704 0.03 seconds
TFIDF unigram.arff 74.0655% 0,753 0,741 0,746 0.04 seconds
TP_bigram.arff 72.8746% 0,732 0,729 0,73 0.04 seconds
TP_trigram.arff 74.6279% 0,707 0,746 0,718 0.04 seconds
TP_unigram.arff 74.5617% 0,754 0,746 0,749 0.04 seconds
meta.AdaBoostM1- Correctly Classified Instances | Precision | Recall | F-Measure | Time taken to build
functions.LibLINEAR model:
TF bigram.arff 74.3632% 0,726 0,744 0,733 0.21 seconds
TF_trigram.arff 75.3887% 0,701 0,754 0,708 0.14 seconds
TF_unigram.arff 73.5693% 0,741 0,736 0,738 1.55 seconds
TFIDF bigram.arff 73.4370% 0,72 0,734 0,726 1.5 seconds
TFIDF _trigram.arff 74.5617% 0,691 0,746 0,703 1.29 seconds
TFIDF unigram.arff 73.4039% 0,741 0,734 0,738 2.33 seconds
TP_bigram.arff 73.6024% 0,722 0,736 0,728 0.31 seconds
TP_trigram.arff 74.9917% 0,698 0,75 0,708 0.18 seconds
TP_unigram.arff 73.4039% 0,741 0,734 0,737 2.25 seconds
meta.AdaBoostM1- Correctly Classified Instances | Precision | Recall | F-Measure | Time taken to build
functions.Logistic model:
TF_bigram.arff 70.7906% 0,705 0,708 0,706 1939.32 seconds
TF_trigram.arff 71.5184% 0,681 0,715 0,695 267.4 seconds
TF_unigram.arff 67.4165% 0,705 0,674 0,687 4692.38 seconds
TFIDF bigram.arff 70.9229% 0,706 0,709 0,708 1365.47 seconds
TFIDF _trigram.arff 71.5845% 0,682 0,716 0,695 178.94 seconds
TFIDF unigram.arff 67.4496% 0,708 0,674 0,688 2137.57 seconds
TP_bigram.arff 70.7575% 0,704 0,708 0,706 1223.26 seconds
TP _trigram.arff 71.3860% 0,68 0,714 0,693 194.26 seconds
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TP_unigram.arff 67.1849% 0,706 0,672 0,686 2318.24 seconds
meta.AdaBoostM1- Correctly Classified Instances | Precision | Recall | F-Measure | Time taken to build
.trees.RandomForest model:
TF bigram.arff 75.5872% 0,727 0,756 0,735 628.27 seconds
TF_trigram.arff 75.9510% 0,706 0,76 0,709 953.79 seconds
TF _unigram.arff 81.2107% 0,798 0,812 0,812 120.28 seconds
TFIDF bigram.arff 75.8518% 0,729 0,759 0,737 461.39 seconds
TFIDF _trigram.arff 76.0172% 0,707 0,76 0,709 941.56 seconds
TFIDF unigram.arff 80.6153% 0,79 0,806 0,774 117.38 seconds
TP_bigram.arff 76.4472% 0,736 0,764 0,743 453.26 seconds
TP _trigram.arff 75.9180% 0,705 0,759 0,708 926.5 seconds
TP unigram.arff 80.2845% 0,785 0,803 0,77 161.31 seconds
meta.AdaBoostM1-lazy 1bk Correctly Classified Instances | Precision | Recall | F-Measure | Time taken to build
model:
TF bigram.arff 72.5438% 0,69 0,725 0,703 12.22 seconds
TF_trigram.arff 75.4879% 0,682 0,755 0,689 9.6 seconds
TF _unigram.arff 69.5336% 0,669 0,695 0,68 27 seconds
TFIDF_bigram.arff 72.2461% 0,687 0,722 0,7 10.28 seconds
TFIDF _trigram.arff 75.5210% 0,683 0,755 0,69 9.26 seconds
TFIDF_unigram.arff 70.7244% 0,666 0,707 0,682 29.05 seconds
TP_bigram.arff 74.9587% 0,701 0,75 0,711 10.44 seconds
TP_trigram.arff 75.7195% 0,686 0,757 0,69 9.21 seconds
TP _unigram.arff 70.7244% 0,666 0,707 0,682 26.76 seconds

Tablo3.Stacking simiflandirict topluluguna dayalr analizler

Algoritma Veri seti icin elde edilen sonuclar
meta.Stacking Correctly Classified Instances | Precision Recall | F-Measure Time taken to
build model:

TF bigram.arff 80.2845% 0,786 0,803 0,768 1334.02 seconds
TF _trigram.arff 78.2666% 0,77 0,783 0,714 2308.68 seconds
TF_unigram.arff 83.6586% 0,826 0,837 0,823 541.96 seconds
TFIDF bigram.arff 79.3913% 0,77 0,794 0,768 1343.01 seconds
TFIDF _trigram.arff 77.0427% 0,724 0,77 0,693 2352.92 seconds
TFIDF unigram.arff 82.5339% 0,814 0,825 0,816 525.22 seconds
TP bigram.arff 80.4499% 0,786 0,804 0,776 1329.51 seconds
TP_trigram.arff 78.2005% 0,758 0,782 0,72 2327.57 seconds
TP unigram.arff 83.3278% 0,822 0,833 0,821 523.04 seconds

Tablo4. Temel algoritmalarin Bagging siniflandirict topluluguna dayali analizleri

Algoritma Veri seti icin elde edilen sonuglar
meta.Bagging- Correctly Classified Instances | Precision | Recall | F-Measure Time taken to build
bayes.NaiveBayesMultinomial model:
TF_bigram.arff 80.5491% 0,788 0,805 | 0,774 0.1 seconds
TF _trigram.arff 78.2997% 0,778 0,783 | 0,711 0.02 seconds
TF_unigram.arff 83.2947% 0,822 0,833 | 0,823 0.02 seconds
TFIDF bigram.arff 76.4803% 0,76 0,765 | 0,762 0.02 seconds
TFIDF _trigram.arff 72.1469% 0,697 0,721 | 0,707 0.01 seconds
TFIDF_unigram.arff 80.6153% 0,806 0,806 | 0,806 0.03 seconds
TP_bigram.arff 80.0198% 0,781 0,8 0,783 0.01 seconds
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Tablo 4’ iin devami

TP_trigram.arff 76.9765% 0,727 0,77 0,724 0.02 seconds
TP unigram.arff 82.4677% 0,816 0,825 | 0,819 0.02 seconds
meta.Bagging- Correctly Classified Instances | Precision | Recall | F-Measure Time taken to build
Jfunctions.LibLINEAR model:
TF bigram.arff 76.5465% 0,735 0,765 | 0,741 0.3 seconds
TF_trigram.arff 76.1164% 0,701 0,761 0,701 0.14 seconds
TF _unigram.arff 78.7297% 0,776 0,787 | 0,781 0.65 seconds
TFIDF bigram.arff 73.0069% 0,719 0,73 0,724 1.35 seconds
TFIDF _trigram.arff 74.6279% 0,686 0,746 | 0,698 1.23 seconds
TFIDF_unigram.arff 74.1317% 0,751 0,741 0,746 1.56 seconds
TP_bigram.arff 75.2564% 0,726 0,753 | 0,735 0.22 seconds
TP_trigram.arff 75.5541% 0,697 0,756 | 0,703 0.17 seconds
TP _unigram.arff 77.2742% 0,768 0,773 | 0,77 0.82 seconds
meta.Bagging- Correctly Classified Instance | Precision | Recall | F-Measure Time taken to build
functions.Logistic model:
TF bigram.arff 70.3275% 0,711 0,703 | 0,707 472.89 seconds
TF_trigram.arff 74.0324% 0,692 0,74 0,705 248.9 seconds
TF unigram.arff 67.5157% 0,705 0,675 | 0,688 208.56 seconds
TFIDF bigram.arff 70.3936% 0,711 0,704 | 0,707 475.89 seconds
TFIDF _trigram.arff 74.1317% 0,693 0,741 0,706 246.83 seconds
TFIDF unigram.arff 67.0857% 0,699 0,671 | 0,683 208.5 seconds
TP_bigram.arff 70.0298% 0,711 0,7 0,705 452.7 seconds
TP_trigram.arff 73.9332% 0,692 0,739 | 0,705 238.57 seconds
TP_unigram.arff 66.9864% 0,698 0,67 0,682 204.44 seconds
meta.Bagging -lazy.IBk Correctly Classified Instances | Precision | Recall | F-Measure Time taken to build
model:
TF bigram.arff 73.2716% 0,687 0,733 | 0,701 0.05 seconds
TF_trigram.arff 75.7195% 0,686 0,757 | 0,69 0.01 seconds
TF unigram.arff 70.6583% 0,668 0,707 | 0,683 0.04 seconds
TFIDF bigram.arff 72.8746% 0,683 0,729 | 0,698 0.03 seconds
TFIDF _trigram.arff 75.7526% 0,687 0,758 | 0,691 0.02 seconds
TFIDF unigram.arff 71.5845% 0,662 0,716 | 0,681 0.03 seconds
TP_bigram.arff 75.2564% 0,697 0,753 | 0,705 0.04 seconds
TP_trigram.arff 75.7856% 0,686 0,758 | 0,69 0.02 seconds
TP_unigram.arff 71.5845% 0,662 0,716 | 0,681 0.03 seconds
meta.Bagging- Correctly Classified Instances | Precision | Recall | F-Measure Time taken to build
trees.RandomForest model:
TF bigram.arff 77.3073% 0,741 0,773 | 0,744 883.3 seconds
TF_trigram.arff 76.7450% 0,715 0,767 | 0,704 1085.66 second
TF unigram.arff 81.4092% 0,811 0,814 | 0,777 353.69 seconds
TFIDF_bigram.arff 77.2081% 0,739 0,772 | 0,743 914 seconds
TFIDF _trigram.arff 76.6126% 0,711 0,766 | 0,702 1577.89 seconds
TFIDF unigram.arff 81.5746% 0,816 0,816 | 0,777 334.85 seconds
TP_bigram.arff 77.4727% 0,743 0,775 | 0,746 899.55 seconds
TP_trigram.arff 76.7119% 0,714 0,767 | 0,703 1575.37 seconds
TP unigram.arff 81.5084% 0,818 0,815 | 0,775 339.37 seconds
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Tablo5. Temel algoritmalarin RandomSubSpace siniflandirici topluluguna dayali analizi
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Algoritma Veri seti icin elde edilen sonuglar

meta.RandomSubSpace- Correctly Classified Instances | Precision | Recall | F-Measure | Time taken to

functions.Logistic build model:

TF bigram.arff 77.7373% 0,747 0,777 0,749 425.04 seconds

TF _trigram.arff 75.5872% 0,702 0,756 0,708 60.93 seconds

TF unigram.arff 80.5491% 0,787 0,805 0,787 153.86 seconds

TFIDF_bigram.arff 77.5719% 0,744 0,776 0,746 426.64 seconds

TFIDF _trigram.arff 75.1571% 0,695 0,752 0,704 62.15 seconds

TFIDF unigram.arff 80.8138% 0,791 0,808 0,79 130.94 seconds

TP_bigram.arff 77.6712% 0,747 0,777 0,75 399.04 seconds

TP_trigram.arff 75.4548% 0,699 0,755 0,706 54.91 seconds

TP _unigram.arff 80.0860% 0,782 0,801 0,784 138.53 seconds

meta.RandomSubSpace- Correctly Classified Instances | Precision Recall | F-Measure | Time taken to

functions.LibLINEAR build model:

TF bigram.arff 78.8621% 0,762 0,789 0,751 0.36 seconds

TF _trigram.arff 76.2818% 0,7 0,763 0,695 0.3 seconds

TF unigram.arff 81.4423% 0,799 0,814 0,794 0.78 seconds

TFIDF_bigram.arff 77.4727% 0,744 0,775 0,747 1.47 seconds

TFIDF _trigram.arff 76.1826% 0,706 0,762 0,705 1.11 seconds

TFIDF_unigram.arff 80.4499% 0,788 0,804 0,791 2.1 seconds

TP _bigram.arff 78.2997% 0,753 0,783 0,75 0.44 seconds

TP_trigram.arff 76.2818% 0,707 0,763 0,704 0.35 seconds

TP_unigram.arff 81.1446% 0,795 0,811 0,795 0.94 seconds

meta.RandomSubSpace- Correctly Classified Instances | Precision Recall | F-Measure | Time taken to

RandomForest build model:

TF bigram.arff 78.6636% 0,758 0,787 0,749 531.26 seconds

TF _trigram.arff 76.9765% 0,72 0,77 0,697 1388 seconds

TF_unigram.arff 81.5415% 0,817 0,815 0,776 249.26 seconds

TFIDF bigram.arff 78.6636% 0,758 0,787 0,746 544.84 seconds

TFIDF _trigram.arff 77.2412% 0,73 0,772 0,701 1400.58 seconds

TFIDF unigram.arff 81.6077% 0,821 0,816 0,776 231.78 seconds

TP_bigram.arff 78.5643% 0,757 0,786 0,748 591.22 seconds

TP_trigram.arff 76.9765% 0,72 0,77 0,698 756.34 seconds

TP_unigram.arff 81.8062% 0,825 0,818 0,778 379.82 seconds

meta.RandomSubSpace- Correctly Classified Instances | Precision Recall | F-Measure | Time taken to

NaiveBayesMultinomial build model:

TF bigram.arff 79.4244% 0,785 0,794 0,741 0.27 seconds

TF_trigram.arff 77.4065% 0,798 0,774 0,683 0.69 seconds

TF_unigram.arff 82.8316% 0,819 0,828 0,807 0.66 seconds

TFIDF_bigram.arff 78.3989% 0,77 0,784 0,775 0.41 seconds

TFIDF _trigram.arff 74.4955% 0,706 0,745 0,717 0.32 seconds

TFIDF_unigram.arff 81.0453% 0,804 0,81 0,807 0.6 seconds

TP_bigram.arff 80.2514% 0,787 0,803 0,766 0.41 seconds

TP _trigram.arff 77.9027% 0,773 0,779 0,701 0.32 seconds

TP _unigram.arff 82.7985% 0,816 0,828 0,814 0.59 seconds

meta.RandomSubSpace- Correctly Classified Instances | Precision Recall | F-Measure | Time taken to

LazylBK build model:

TF bigram.arff 76.7450% 0,72 0,767 0,716 0.27 seconds
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Tablo 5 in devami

TF _trigram.arff 76.9434% 0,72 0,769 0,7 0.33 seconds
TF unigram.arff 77.2742% 0,73 0,773 0,712 0.58 seconds
TFIDF_bigram.arff 76.9765% 0,725 0,77 0,718 0.42 seconds
TFIDF _trigram.arff 76.8773% 0,717 0,769 0,699 0.35 seconds
TFIDF_unigram.arff 77.4727% 0,763 0,775 0,69 0.59 seconds
TP_bigram.arff 77.3404% 0,732 0,773 0,714 0.38 seconds
TP _trigram.arff 76.7780% 0,714 0,768 0,699 0.34 seconds
TP_unigram.arff 77.5389% 0,764 0,775 0,692 0.59 seconds

Tablo6.Vote simiflandirict topluluguna dayali analizler

Algoritma Veri seti icin elde edilen sonuclar

meta.Vote AVG Correctly Classified Instances | Precision Recall | F-Measure Time taken to
build model:

TF bigram.arff 78.7297% 0,759 0,787 0,749 105.46 seconds

TF trigram.arff 76.8111% 0.716 0.768 0.7 86 seconds

TF unigram.arff 81.7400% 0,803 0,817 0,797 43.74 seconds

TFIDF bigram.arff 76.6457% 0.743 0.766 0.75 47.93 seconds

TFIDF _trigram.arff 74.9587% 0,696 0,75 0,706 188.09 seconds

TFIDF unigram.arff 79.5237% 0.78 0.795 0.784 17.09 seconds

TP_bigram.arff 78.8621% 0,761 0,789 0,754 93.01 seconds

TP_trigram.arff 76.5134% 0.71 0.765 0.704 102 seconds

TP_unigram.arff 81.6408% 0,801 0,816 0,798 38.57 seconds

meta.Vote PROD Correctly Classified Instances | Precision Recall | F-Measure Time taken to
build model:

TF bigram.arff 73.2054% 0.789 0.806 0.755 45.31 seconds

TF_trigram.arff 73.6024 0.762 0.782 0.69 74.18 second

TF unigram.arff 74.4625% 0,823 0,836 0,817 57.11 seconds

TFIDF bigram.arff 69.2689% 0.742 0.77 0.75 44.56 seconds

TFIDF _trigram.arff 72.6100% 0,689 0,752 0,701 296.1 seconds

TFIDF unigram.arff 67.7804% 0.772 0.785 0.777 17.5 seconds

TP_bigram.arff 71.3199% 0,777 0,802 0,759 128.82 seconds

TP _trigram.arff 72.5438% 0.763 0.784 0.695 75.2 seconds

TP_unigram.arff 72.6761% 0.763 0.784 0.695 40.42 seconds

meta.Vote MAJORITY Correctly Classified Instances | Precision Recall | F-Measure Time taken to
build model:

TF_ bigram.arff 79.1598% 0,767 0,792 0,756 72.41 seconds

TF _trigram.arff 77.0096% 0,722 0,77 0,704 79.05 seconds

TF unigram.arff 82.4347% 0,813 0,824 0,802 44.61 seconds

TFIDF bigram.arff 76.9434% 0,744 0,769 0,75 75.48 seconds

TFIDF _trigram.arff 74.9587% 0,689 0,75 0,699 124.51 seconds

TFIDF _unigram.arff 80.5491% 0,788 0,805 0,788 27.98 seconds

TP_bigram.arff 78.7297% 0,76 0,787 0,755 74.97 seconds

TP _trigram.arff 76.4142% 0,711 0,764 0,708 132.91 seconds

TP_unigram.arff 82.0046% 0,807 0,82 0,798 29.42 seconds

meta.Vote MIN Correctly Classified Instances | Precision Recall | F-Measure Time taken to

build model:
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Tablo 6 'min devami

TF bigram.arff 73.2385% 0,789 0,806 0,755 135.3 seconds
TF_trigram.arff 73.6355% 0,763 0,782 0,69 230.42 seconds
TF unigram.arff 74.4625% 0,823 0,836 0,817 52.34 seconds
TFIDF bigram.arff 69.3351% 0,742 0,77 0,749 129.83 seconds
TFIDF _trigram.arff 72.6100% 0,689 0,752 0,701 227.61 seconds
TFIDF_unigram.arff 67.8465% 0,772 0,784 0,777 49.94 seconds
TP bigram.arff 71.3199% 0,777 0,802 0,759 71.51 seconds
TP_trigram.arff 72.5438% 0,763 0,784 0,695 129.84 seconds
TP unigram.arff 72.6761% 0,809 0,824 0,807 29.3 seconds
meta.Vote MAX Correctly Classified Instances | Precision Recall | F-Measure Time taken to
build model:
TF bigram.arff 76.8111 0,739 0,768 0,745 75.87 second
TF_trigram.arff 76.1495% 0,705 0,761 0,705 180.19 seconds
TF _unigram.arff 78.3328% 0,778 0,783 0,781 30.1 seconds
TFIDF_bigram.arff 72.3123% 0,721 0,723 0,722 105.75 seconds
TFIDF _trigram.arff 73.8339% 0,686 0,738 0,7 161.77 seconds
TFIDF_unigram.arff 72.5438% 0,753 0,725 0,736 32.15 seconds
TP_bigram.arff 75.1571% 0,73 0,752 0,737 103.44 seconds
TP_trigram.arff 75.5210% 0,7 0,755 0,707 124 seconds
TP _unigram.arff 76.3811% 0,766 0,764 0,765 29.55 seconds

Makine 6grenmesi teknikleri ile hizli ve giivenilir sekilde
tahminlemeler yapilabilmektedir. Makine 6grenmesine ait bircok
algoritma mevcut olup, problemin kaynagina ve veri sayisina gore
hangi algoritmanin kullanilacagina karar verilmektedir. Farkli
algoritmalar kullandigimiz verisetine gore 6zgiilliik, duyarlilik ve
F-0lgiitii degerleri liretmektedir. Kullandigimiz verisetine gore bu
degerler goz oniinde bulundurularak farkli algoritmalar arasindan
en iyi uyum saglayan algoritma tercih edilerek sonug iyilestirilir
ve zaman maliyeti azaltilir.

4. Sonuc¢

Is tatmini faktorlerini belirlemeye ve analiz etmeye yonelik
olarak calisanlarin g¢evrimi¢i degerlendirmelerinin  makine
o0grenmesine dayal1 analizini elde etmek amaciyla gergeklestirilen
caligmalar hakkinda bilgi vermektedir. Calisanlarin sirketleri
hakkinda yaptiklari yorumlardan 1 ve 2 puan olanlar negatif, 3,4
ve 5 puanlar pozitif olarak degerlendirilmis olup toplamda 18
firmadaki 2321 pozitif yorum ve 702 negatif yorum ele alinarak
analizleri gerceklestirilmistir.

Metin belgesindeki 6zniteliklerin belirlenmesinde terim
varligi, terim siklig1 gibi temel temsil yontemleri ve 1-gram, 2-
gram, 3-gram modelleri dikkate alinarak incelenen veri seti igin
farkli temsil yontemlerinin dogru siniflandirma basarimlari, F-
Olciitli, duyarlilik, hassasiyet Olgiitleri 5 temel smiflandirict
araciligryla karsilastirmali olarak degerlendirilmistir.

Yapilan bu analizler sonucunda en yiiksek basar1 oran1 Tablo
3'de goriilecegi tizere 83.6586% basar1 orani ile meta.Stacking
algoritmasinda TF unigram.arff komfigiirasyonu ile elde edilmis
olup deney sonucunun alinmasi 541.96 saniye siirmiistiir. Bu
deneyden elde edilen duyarlilik degeri 0,826; hassasiyet degeri
0,837 ve F-olgitii deger, 0,823 olup Terim siklig1 (Term
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Frequency) konfigiirasyonu ve 1-gram modeli ile en yiiksek
basarimi vermistir. Analizler sonucunda en diisiik basar1 orani ise
Tablo 4'te goriilen 66.9864% basar1 orani ile meta.Bagging -
functions.Logistic algoritmasindan elde edilerek deneyin
yapilmasi 204.44 saniye siirmiistiir. Analiz sonucu elde edilen bu
en diisiik basar1 oran1 TP_unigram.arff konfigiirasyonu ile yani
terim varligt (Term Present) ve 1-gram modeli kullanilarak elde
edilmis olup sirasiyla duyarlilik;hassasiyet ve F-ol¢iitii degerleri
0,698; 0,67 ve 0,682 olarak bulunmustur.
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