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Uzun Kisa Vadeli Bellek Yontemi ile Havayolu Yolcu Tahmini
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Ozet

Havayolu tagimaciliginda ucus operasyonlarinin planlanmasi 6nemlidir. Ugus operasyonlari planlanirken en dnemli unsur
yolcu sayisidir. Yolcu sayisini belirli bir zaman dilimi i¢in tahmin etmek, havayolu firmasmnin planlamalarini1 daha uygun
bir sekilde gergeklestirmelerine yardimet olabilecegi gibi maliyetten de tasarruf etmelerini saglayacaktir. Calismada, uzun
kisa vadeli bellek (LSTM) yontemi kullanilarak havayolu yolcu sayisi tahmin edilmistir. Elazig Havalimanina ait yolcu
sayis1 Vanilla LSTM yontemi kullanilarak tahminleme gergeklestirilmistir. Onerilen yontem ile Elazig Havalimanina ait
yolcu sayisi tahminlemesinde ortalama kare hata (MSE) sifira yakin ve karekok ortalama karesel hata (RMSE) 0.02 olarak
bulunmustur. Deneysel sonuglar 6nerilen yaklagimin havayolu yolcu tahminine katki saglayabilecegini gdstermistir.

Anahtar Kelimeler: Uzun kisa vadeli bellek, Havayolu yolcu tahmini, Tekrarlayan sinir aglari

Air Passenger Forecasting with Long Short Term Memory Method

Abstract

Flight operations planning is fundamental in air transport. The most important factor when flight operations planning is
the number of passengers. Estimating the number of passengers for a specific period can help the airline plan more
conveniently and save costs. In the study, the number of airline passengers is estimated using the long short-term memory
(LSTM) method. The passenger number dataset of Elazig Airport is predicted using the Vanilla LSTM method. In the
proposed method, Mean Square Error (MSE) is close to zero and Root Mean Square Error (RMSE) is found 0.02 in
estimating the number of passengers belonging to Elazig Airport. Experimental results showed that the proposed approach
could contribute to airline passenger estimation.
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1. Giris

Son zamanlarda Covid-19 pandemiden kaynakli
kiiresel salginin etkisiyle bircok sektdr olumsuz
olarak etkilenmistir. Salgindan en ¢ok etkilenen
sektorlerin basinda havacilik sektorii gelmektedir.
Salgindan kaynakli ulagim alanindaki kisitlamalar
kiiresel ekonomide bozulmalara yol agmis bu
durum havacilik sektoriinii durma noktasina
getirmistir. Ozellikle  havayolu  yolcu
tasimaciliginin durmast mali sektorel sikintilart
beraberinde getirmistir.

Havayolu tasimaciligi, ugaklari, havaalanlarini,
ucus rotalarin1 ve hava trafik yonetim sistemlerini
iceren karmasik  bir sistemdir.  Ulastirma
endiistrisindeki sosyo-ekonomik
kalkinma havaciligin en 6nemli rollerinden biridir.

gelisim  ve

Havayolu endiistrisinde, havayolu sirketlerinde
yolcu talebinin tahmin edilmesi hayati Onem
tasimaktadir [1, 2]. Ugus rotalarindaki sefer
sayisinin artirilmasi, havalimanlarinin
iyilestirilmesi, yeni hat agilmasi, bilet fiyatinin
degistirilmesi ~ gibi ~ operasyon
gelistirilmesi i¢in uzun vadeli talep tahmini
yapilmasi gerekmektedir. Ayrica, kisa vadeli talep

planlamasinda,

planlarinin

tahmini de havalimani
operasyonlarin diizenlenmesinde ve kisa vadeli
bakim i¢in 6nemli bir rol oynamaktadir [3]. Aynm
zamanda havaalani insaat1 i¢in yiiksek ekonomik
maliyet ve zaman tiiketimi hesaba katildiginda,
tahminin ve Ongoriiniin dogrulugunun ne derece
onemli oldugu goriilmektedir [4]. Yolcu talebini
ongdrmek, duragan olmama, yiiksek oynaklik ve
diizensizlik gibi siirecin ¢ok yo6nlii 6zelliklerinden
dolay1 oldukga zordur [5].

Makine Ogrenimi, karmagik verilerden anlamli
sonuglar ¢ikarmak icin kullanilmaktadir. Gelisen

Normalizasyon

Veriler

veri igleme sistemleri, bulut hizmetleri, cesitli
algoritmalarin uygulanmasinda kullanilan ¢ok
sayida arag¢ ve kiitiiphaneler sayesinde son birkag
yilda yeni tekniklerin uygulanmasi olduk¢a Gnem
kazanmistir. Bununla beraber, havacilik alani,
cogunlukla yliksek kaliteli verilere erigsimin zor
olmasi veya hi¢ olmamasi ayrica yeni karmasik
modellere kiyasla basit tahmin modellerine bagh
kalinmasi sebebiyle diger alanlara nazaran yeni
teknik ve yontemlerden yararlanamamistir [6].
Yang vd. kentsel rayli sistemler i¢in uzun-kisa
vadeli bellek agina dayanan tahminleme modeli
gelistirmiglerdir [7]. Kanavos vd. havayolu yolcu
tasitmacilifi  icin zaman serilerine dayanan
otoregresif hareketli ortalama (ARIMA) ve derin
o6grenmeye dayali model onermislerdir [2]. Tang
vd. kentsel tagima sistemi i¢in mekéansal-zamansal
grafik evrisimsel agma dayali olarak bolge
diizeyinde ¢ok topluluklu yolcu talebi tahmini
gergeklestirmigler [8]. Zhu ve Li derin 6grenme
yaklasimiyla yakit doldurma kararlar i¢in ugus
sliresi tahmini yapmiglardir [9].

Calismanin 2. boliimiinde veriler, uygulanan
Vanilla LSTM yontemi detayli olarak agiklanmustir.
Deneysel sonuglar ve tartigma 3. boliimde
sunulmustur. En son bolimde ise sonu¢ kismi
verilmistir.

2. Materyal ve Metot

Caligsmada, Elazig iline ait havayolu yolcu verileri
kullanilmigtir. Sonraki adimda elde edilen yolcu
verilerine normalizasyon islemi uygulanmistir.
Normalizasyon uygulanan veriler Vanilla LSTM ile
modellenerek yolcu tahmini gergeklestirilmistir.
Sekil 1°de, ¢alismanin akis semasi verilmistir.

Sekil 1. Caligmanin akis semast

2.1. Verilerin elde edilmesi

Elazig Havalimani’na ait 2007 Ocak — 2021
Agustos sonu yolcu verileri Devlet Hava
Meydanlar1 Isletmesi Genel Miidiirliigii'nden elde
edilmistir. Yolcu verileri yillara gore aylik olarak

alimmistir. Elazig Havalimani i¢in yillara gore aylik
olarak alman i¢ hat ve dis hat yolcu sayilarinin
toplamu, toplam yolcu say1s1 olarak

degerlendirilmistir [10]. Toplam 176 verinin %80’
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Vanilla LSTM modelinin egitimi i¢in geriye kalan
%20’si ise test edilmesi i¢in kullanilmistir [11, 12].

2.2. Normalizasyon

Normalizasyon, veri dagiliminin farkli oldugu
verileri tek bir diizen igerisinde ele almayi ve
karsilastirilabilmesini  saglamaktadir. Caligmada
min-max normalizasyon yontemi kullanilmistir.
Min-max normalizasyon yontemi ile orijinal veri
seti lizerinde dogrusal bir doniisiim yapilmaktadir.
Doniisiim  sonrasinda veri seti [0-1] araligina
indirgenmistir. Denklem I’de min-max
normalizasyon yOnteminin matematiksel ifadesi
goriilmektedir.

X' = Xt — Xmin (]_)
Xmax — Xmin
Burada, X normalize edilmis veriyi, X t

zamanindaki giris degerini, Xmax Veri setindeki en
biiylik sayiy1, Xmin veri setindeki en kiiglik sayiy1
ifade etmektedir [11].

2.3.LSTM

Uzun Kisa Vadeli Bellek (LSTM) mimarileri
genellikle zaman serisi tahmini ve Ongoriilerinde
kullanilmaktadir. Konugma tanima ve metin tanima
gibi genellikle dogal dil isleme problemleri igin
siklikla kullanilan tekrarlayan sinir aglarinin (RNN)
tizerine insa edilmektedir. RNN’lerde her bir zaman
adimindaki ¢iktt bir onceki hesaplamalara bagh
olarak islenmektedir. Bu sayede RNN’ler gecmis
bilgileri tasty1p ve onlar1 hafizasinda saklamaktadir.
Ancak RNN’ler kisa vadede gelecegi tahmin ve
Ongdrmeyi basarirken, uzun vadeli bagimli ve sirali
giris verisinde anlamli olabilecek bilgiyi ihmal
edebilmektedir. Bir bagka deyisle RNN’lerde dizi
ne kadar uzunsa, onceki zaman adimlarindan
sonraki zaman adimlarina bilginin taginmasi 0
oranda RNN’lerdeki diger bir
problemde sinir aglarinin agirliklarini giincellemek
icin kullanilan egim degerlerinin zaman igerisinde

zorlasacaktir.

kiigtilmesidir. RNN geriye yayilim yaptiginda egim
degeri kiigiilmektedir. Egim degeri ne derecede
kiigiiliirse 6grenme orani o oranda azalir. Kiiglik bir
egim degeri ile giincellenen katmanda &grenme
orant azalir ve bu durum uzun dizilerde RNN’nin
hafizaya sahip olmasina sebep
olmaktadir. Bahsedilen problemlerin  ortadan
kaldirilmasi i¢in LSTM mimarisi gelistirilmistir
[13].

kisa vadeli

LSTM, RNN’lerin performansini arttirmak, egim ve
uzun vadeli bagimlilik sorunlarmi ¢ézmek isin
tasarlanmistir. LSTM’ler yeni tip hiicre durumu
yontemiyle RNN’lerde ortaya ¢ikan sorunlari
gidermektedir. Bilgi her adimda hiicre durumundan
gecer ve gecisler sirasinda degistirilebilir. Boylece
bilgi pargalarinin unutulmasi veya hatirlanmasi
saglanir. LSTM’in  matematiksel  gdsterimi
Denklem 2-6’da gosterilmistir. Burada, X; giris
vektorlini, €1 Onceki hiicre hafizasini, hy; Onceki
hiicre ¢ikisini, b egim degerini, W her bir giris
degeri icin agirlik vektoriinii, o sigma aktivasyon
fonksiyonunu, tanh tanjant aktivasyon
fonksiyonunu ifade etmektedir. Sekil 2’de LSTM
modelinin blok diyagrami gorilmektedir. LSTM
mimarisi Sekil 2°de gdsterilen durumlar ve kapilar
araciligiyla tanimlanmaktadir.

Unutma kapisi; hangi bilgilerin atilacagina veya
hangi bilgilerin saklanacagina karar vermektedir.
Kap1 6nceki hiicrenin gizli durumu olan h., degerini
ve o zaman adimindaki X; giris degerini alir. Daha
sonra he1 ve X kodlanarak agirliklarla garpilir ve
egim degeri eklenir. Ardindan bu degere sigmoid
fonksiyonu uygulanarak 0 ve 1’lerden olusan bir
cikis vektorii elde edilir. Elde edilen vektoriin
degerleri 0’a yaklastikca bilgileri unutmasi 1’e
yaklastik¢a bilgileri tutmasi anlamina gelmektedir.
Vektor degerleri hiicre durumuna aktarilarak onceki
hiicre durumu olan Ct.1 ile ¢arpilir. Unutma kapisinin
fonksiyonu Denklem 2’de gosterilmistir.

Giris kapist; hiicre durumunu gilincellemek igin
kullanilmaktadr. ilk olarak énceki gizli durum he.
ve X giris bir sigmoid aktivasyon
fonksiyonundan gegirilir. Boylece 0 ile 1 arasinda
olan  degerlere

mevcut
dontstiiriilerek  bir  vektor
olusturulur. Bu vektdr ile hangi degerlerin
giincellenecegine karar verilir. Daha sonra ht.1 ve Xi,
tanh aktivasyon fonksiyonundan gegirilerek -1 ile 1
arasinda degerler veren bir vektor elde edilir.
Sigmoid ¢iktist tanh ¢iktisindaki hangi bilgilerin
saklanmasinin 6nemli olduguna karar verecektir.
Son olarak her iki vektor carpilarak hiicre durumuna
eklenir. Denklem 3’de giris kapisinin fonksiyonu
goriilmektedir.

Cikis kapisi; bir tanh aktivasyon fonksiyonu
kullanilarak hiicre durumunun degerleri -1 ile 1
arasinda degisen bir vektore dondstiiriiliir. Ardindan
unutma kapisina benzer bir sekilde hangi bilgilerin
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cikarilacagini veya tasmacagini se¢mek igin bir
sigmoid aktivasyon fonksiyonu kullanilir. Daha
sonra sigmoid ve tanh aktivasyon fonksiyonlarindan
elde edilen degerler ¢arpilarak bir sonraki zaman

olur. Denklem 5’te yeni hiicre durumu fonksiyonu,
Denklem 6°da ise gelecek gizli durum fonksiyonu
goriilmektedir.

hiicresinin gizli durumu h; elde edilir. Cikis kapisi ft = o(W[xt, he1, Cea] + by) 2
fonksiyonu Denklem 4’te goriilmektedir.
It = o(W[X, he1, Cr1] + bi) )
Hiicre durumu; onceki hiicre durumundan gelen
bilgilerle unutma vektorii noktasal olarak ¢arpilir. 0t = o(W[X:, he1, ¢] + bo) 4)
Daha sonra girig kapisindan gelen ek bilgi ile hiicre
durumunu  sinir aginin  uygun buldugu yeni Ct = f X Cr1 + e X tanh(W[Xy, het, Cea] +be)  (5)
degerlere giincelleyen noktasal bir ekleme yapilir.
Boylece gelecek yeni hiicre durumu bilgisi elde he = tanh(cy) x o (6)
edilirken h; gelecek gizli duruma katki saglanmis
Unutma kapisi Hiicre durumu
s T A”T T T T T T T T T T T T
e
Cr1 t t
\ |
- -+
Onceki hticre [ Mevcut hiicre
hafizast | hafizasi
|
|
|
|
|
|
|
|
|
B f
A Y
Onceki hiicre | Mevecut hiicre
ckist Giris kapist Cikis kapisi cikist
Xt
Giris vektorii
Sekil 2. LSTM modelinin blok diyagrami
2.4. Otoregresif model P
. . e Yo ;
Otoregresif model (AR), geriye doniik degerlerin e=ct - Pifle—i T & )
1=

zaman serileri arasindaki kolerasyonlarina bakarak
basit lineer regresyon ile ileriye yonelik olasiliksal
tahminleme yapilmasini saglayan bir modeldir.
Modelin matematiksel gosterimi Denklem 7°de
gosterilmistir.

Burada ¢, ¢ sabit sayi, € beyaz giiriiltii (rastgelelik)
olarak ifade edilmektedir [14].
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3. Deneysel Sonuclar ve Tartismalar

Bu boliimde, modele ait performans degerlendirme
kriterleri, Vanilla LSTM modelinin parametre
ayarlari, tahmin sonuglar degerlendirilmistir.

3.1. Performans degerlendirmesi

Onerilen calismada performans 6lciimii ortalama
karesel hata (MSE), karekdk ortalama karesel hata
(RMSE), R? kayip fonksiyonu (loss) olarak
yapilmis ve degerlendirilmistir. MSE, RMSE ve R?
performans 6lgiitlerine ait denklemler Denklem 8-
10°da goriilmektedir. MSE, modelin hata oranimi
ayn1 zamanda basarimini 6l¢en fonksiyondur. MSE,
modelin yapmis oldugu tahminin ger¢ek degerden
ne kadar farkli oldugunu hesaplamaktadir. Gergek
deger ile tahmin degeri arasindaki fark ne kadar az
ise 0 oranda iyi bir tahmin yapilmis olur. MSE

degeri 0’a yaklasirsa tahmin o oranda iyi
gerceklesmis demektir [13-16].
n
1
MSE = = (x, - %)? ®)
=i
RMSE = (9)
Tl_ Xy — X 2
R2—1— M (10)

n .2
t=1Xt

Burada, n 6rneklem sayisini, X;, t zaman dilimindeki
yolcu sayisini, X;, t zaman dilimindeki tahmin
edilen yolcu sayisini ifade etmektedir.

3.2. Parametre ayarlari

Vanilla LSTM
modelinde optimizasyon algoritmasi olarak Adam,
kay1p fonksiyonu olarak MSE kullanilmistir. Déngii
sayist olarak 50, 100, 200, 500, 1000 degerleri
denenmis en 1iyi sonu¢ 200 degerinde -elde
edilmistir. Modelde kiime boyutu 3, 4, 8 gibi
degerler denemis bunlar icerisinde en iyi sonug¢ 4
degerinde elde edilmistir. LSTM modelinde gizli

Yapilan ¢alismada Onerilen

katman sayis1 1 olarak girilmistir. Noron sayisi
olarak 8, 10, 16, 32, 50 degerleri modelde
uygulanmig en 1iyi sonu¢ 16 degerinde -elde
edilmistir. Modelde [107,...., 10%] araligindaki
degerler 6grenme oranmi olarak kullanilmig en iyi
sonug |r = 10?2 degerinde bulunmustur. Ogrenme

degeri 10 olarak alindiginda modelin ezberlemeye
basladig1 goriilmiistiir. Onerilen LSTM modeline ait
parametreler ve parametrelere ait en iyi degerler
Tablo 1°de gosterilmistir.

Tablo 1. Vanilla LSTM modelinde kullanilan
parametreler ve en iyi degerleri

Parametre Deger
Optimizasyon algoritmasi Adam
Kayip fonksiyonu MSE
Dongii sayist 2000
Kiime boyutu 4
Gizli katman 1
Noron sayisi 32
Ogrenme orani 0.001

3.3. Tahmin sonuglari ve tartisma

AR modelinin yolcu tahmininde MSE degeri 0.026,
RMSE degeri 0.161 ve R¥si 0.615 olarak
bulunmustur. Bunun yani sira Vanilla LSTM
modelinde MSE degeri 0’a ¢ok yakin RMSE degeri
0.02 ve R? ise 0.98 olarak elde edilmistir. Her iki
model MSE degerleri agisindan karsilastirildiginda
MSE degeri sifira yakin olan Vanilla LSTM modeli
AR modeline gore daha iyi tahminleme yapmustir.
Ayrica R? degerleri ele alindiginda Vanilla LSTM
modelinin R? degerinin AR modeline kiyasla daha
biiyiik ve bire yakin oldugu goriilmektedir. Bu
sebeple Vanilla LSTM modeli AR modeline gore
gercege yakin bir tahminleme yapmustir. Tablo 2°de
her iki modelin tahminlemesine ait performans
degerlendirmeleri goriilmektedir.

Tablo 2. Modellerin performans degerlendirmesi

AR Vanilla LSTM
MSE RMSE R? MSE RMSE R?
0.026 0.161 0.615 0.00 0.02 0.98

AR ve VanillaLSTM modellerine 2007-2021 yillar
arasindaki Elazig iline ait yolcu verilerinin %80’
egitim ve %20’si test verisi olarak verilmistir.
Egitim silirecinden sonra modeller test verileri ile
degerlendirilmistir. Model tahminleri ve gercek
degerler Tablo 3’de goriilmektedir. Tablo 3’iin ilk
satir1 dikkate alindiginda 34839 olan Elazig’a ait
gercek yolcu sayisi, AR modeli ile 318246.6,
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Vanilla LSTM modeli ile 40761.1 olarak
bulunmustur.

Tablo 3. Gergek ve tahmin sonuglari

Vanilla. LSTM  modelinin  kayip
fonksiyonunun dongii sayisina gore degisim grafigi
Sekil 3’te gosterilmistir. Sekil 3’teki grafik
incelendiginde hem egitim hem de test verilerinin
kayip degerinin iterasyonla azaldig1 goriilmektedir.
Kay1p fonksiyonu olarak MSE kullanilmigtir. MSE
degerinin kiigiik ¢ikmasi 6nerilen modelin iyi bir
tahminleme yaptigin1 gostermektedir. Egitim ve test
veri degerleri 6grenme siirecinde sifira yaklagmistir.
Sekil 3’deki kayip grafiginde gorildiigi gibi
modelde ezberleme durumu ger¢eklesmemistir.

Onerilen

Gergek Tahmin Degeri

Deger AR Vanilla LSTM

34839 318246.6 40761.1

73786 298141.4 73353.4

120072 282230.3 132883.3

155306 267544.9 170497.9

189327 268972.6 208610.9

252026 290549.8 286770.5

320601 327898.6 361530.7
0.14 A

Kayip fonksiyonu
°© © o o o o
o o o o = [
N N ()] o4 o N
1 1 1 1 1 1

0.00 A

e

— Egitim
Test

0 250 500 750

1000 1250 1500 1750 2000
Dongii

Sekil 3. Vanilla LSTM kayip fonksiyonu grafigi

Elazig iline ait havayolu i¢ hat ve dis hat toplam yolcu sayisinin 2007 — 2021 yillar1 arasindaki degisimi Sekil

4’de gosterilmistir.

1000000 - ™= Ham veri

800000 A

600000 A

Yolcu Sayisi

400000 A

200000 A

2006 2008 2010 2012

2014 2016 2018 2020

Sekil 4. 2007-2021 tarihleri arasindaki Elazig iline ait toplam yolcu sayisi
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Ayrica, hem AR hem de Vanilla LSTM
modellerinin test verisinin tahminleri, orijinal veri
ile karsilastirildiginda AR modelinin tahmininin
orijinal veriden uzak, Vanilla LSTM modelinin ise
orjinal veriye c¢cok yakin oldugu gorilmiistiir.
Vanilla LSTM ile yapilan Elazig iline ait yolcu

s Ham veri
Egitim verisi
Test verisi

—— Tahmin

1000000 A

800000 A

600000 -

Yolcu Sayisi

400000 -

200000 A

0

2012 2014 2016 2018

Yil

2006 2008 2010

a)

2020

tahminlemesinin AR modeli tahminlemesinden
daha iyi oldugu goriilmiistiir. Sekil 5 a ve b’de yolcu
verilerinin ham hali, egitim ve test veri kiimesine
ayrilmis hali verilmistir. Sekil 5a’da AR modelinin
tahminlemesi, Sekil 5 b’de ise Vanilla LSTM
modelinin tahminlemesi goriilmektedir.

mmmm Ham veri
Egitim verisi
Test verisi

—— Tahmin

1000000 -

800000 -

600000 -

Yolcu Sayisi

400000 -

200000 A

2006

04

2012 2014 2016 2018 2020

Yil

2008 2010

b)

Sekil 5. a) AR ve b) Vanilla LSTM modellerinin tahmini

4. Sonuc¢

Bu c¢alismada havayolu yolcu tahmini igin
geleneksel olarak kullanilan regresyon analizi,
zaman serileri, yapay sinir aglar1 gibi makine
O0grenme ve istatistiksel yOntemler yerine
tekrarlayan sinir aglarinin gelismis bir yapisi olan
Vanilla LSTM kullanilmustir.

Ozellikle tahminlemenin siklikla
havaciik alaninda, Onerilen Vanilla LSTM
modelinin  biliyiik bir eksikligi giderecegi
dngoriilmektedir. Onerilen model ile ugus aglarmin
operasyon verimliliginin artirilmasi ve etkili hava
trafik  kontrol  stratejilerinin  gelistirilmesi
hedeflenmektedir. Béylece havacilik otoritelerine
ve havayolu firmalarmma filo planlama, ekip
cizelgeleme, rota planlama ve biletleme iicretleri
konularinda onemli katki saglayacagi
diistiniilmektedir.
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