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Oz

Ogrencilerin akademik basarilarini tahmin etme ve eksik olduklari alanlar1 giderme anlaminda yapilan bu
calisma, Bilisim Sistemleri Miihendisligine Giris dersi alan 6grencilere uygulanmistir. Bu 6grencilerin donem
basi bilgisayar bilgi diizeylerinin, donem sonunda elde ettikleri basar1 notu tizerine etkisi makine 6grenmesi
yontemleri uygulanarak egitim kalitesinin arttirilmasi amaglanmistir. Calismaya katilan 6grencilere ait veriseti
egitim ve test verisi olmak iizere ayrildiginda veri yetersizliginden dolay1 anlamsiz sonuglar ortaya ¢ikmistir. Bu
nedenle makine &grenmesi algoritmalarinin basarimini arttirmak icin “Sentetik Azinlik Orneklem Arttirma
Yontemi (SMOTE)” ¢alismada veri ¢ogaltma teknigi olarak secilmistir. Veri ¢ogaltma islemi yapildiktan sonra,
veri seti lizerinde uygulanan K-en yakin komsu (KNN), Destek vektor makinesi (DVM), Lojistik Regresyon
(LR), Rasgele Orman (RF), Karar agaglar1 (DT) ve Naive Bayes makine 6grenmesi yontemlerine gore en iyi
sonucu en yakin komsuluk- KNN algoritmas: ile olusturulmus model vermistir. Bu model, egitim setinden
bagimsiz 300 dgrenciden olusan test verisinin siniflandirma islemini, %97.66 dogrulukla tahmin etmistir.

Anahtar Kelimeler: Makine égrenmesi, Siniflandirma, Bagar: tahmini, En yakin komsuluk algoritmasi, Sentetik
azinlik orneklem arttirma yontemi.

Classification of Students' Course Qualifications Using Machine
Learning Techniques

ABSTRACT

This study, which aims to predict the academic success of the students and to eliminate the missing areas, was
applied to the students who took the Introduction to Information Systems Engineering course. It is aimed to
increase the quality of education by applying machine learning methods to the effect of the computer knowledge
level of these students at the beginning of the semester on the success grade they get at the end of the semester.
When the dataset of the students participating in the study was separated as training and test data, meaningless
results emerged due to the lack of data. For this reason, "Synthetic Minority Sampling Method (SMOTE)" was
chosen as the data multiplication technique in the study to increase the performance of machine learning
algorithms. After the data replication process is done, according to the K-nearest neighbor (KNN), Support
vector machine (DVM), Logistic Regression (LR), Random Forest (RF), Decision trees (DT) and Naive Bayes
machine learning methods applied on the data set. The model created with the nearest neighbor-KNN algorithm
gave the best result. This model predicted the classification process of the test data consisting of 300 students
independent of the training set, with an accuracy of 97.66%.
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|. GIRIS

Lisans diizeyindeki dgrencilerin akademik performanslarinin makine 6grenmesi teknikleri kullanilarak
tahmin edilmesi ve bu tahminler 1s18inda ders ve konu temelli yonlendirmelerin yapilmasi ile ilgili
calismalar son yillarda oldukca gelisme gostermistir [1]. Ozellikle es-zamanli ve es-zamansiz egitim
yontemlerinde 6grencilerin takibi ve basar1 oranlarinin seviyelerinin istenilen diizeylere getirilebilmesi
acisindan bu tip calismalarin 6nemi olduk¢a fazladir. Bu alanda makine 6grenmesi algoritmalarindan
siiflandirma ve kiimeleme algoritmalari ile ¢ok sayida ¢alisma gergeklestirilmistir [2].

Ozellikle biiyiik verilerin siniflandirilmast ile ilgili yapilan galismalar, goriintii isleme, dogal dil
isleme, optimizasyon, risk analizi ve ekonomi alaninda tahminler gibi bir¢ok alana yayilmistir [3]. Bu
alanlarda yapilan calismalarin ¢ogunda var olan bir veri setindeki veriler kullanilarak makine
Ogrenmesi algoritmalart yardimiyla siniflandirma islemleri gergeklestirilmektedir. K-Nearest
Neighbors (KNN), Support Vector Machine (SVM), Logistic Regression (LR), Random Forest (RF),
Decision Tree (DT), Naive Bayes (NB) gibi algoritmalar makine 6grenmesi tabanli siniflandirma
algoritmalarinin en ¢ok tercih edilenleridir. Bu algoritmalarin farkli veri setleriyle elde edilmis
siiflandirma sonuglarinin basarili oldugunu gosteren ¢ok sayida 6rnek literatiirde yer almaktadir [4].

Smiflandirma islemi veri setinde yer alan verilerin, niteliklerine gore kategorilestirme islemidir
denilebilir. Makine 6grenmesi alaninda siniflandirma iglemi, 6rnek veri setindeki giris degerlerinin
siif etiketlerinin tahmin edilmesi problemine ¢6ziim olarak ortaya ¢ikan bir modeldir [5].
Siniflandirma islemi yapilirken belirtilen algoritmalar, istatistiksel hesaplamalar yardimiyla verileri
benzer Ozelliklere gbre veya birbirilerine olan yakinliklarina gore gruplama islemi yapmaktadir.
Belirtilen algoritmalar ile smiflandirma islemi yapilirken veri setindeki veriler siniflandirma
algoritmalar ile egitilmeden dnce veri hazirlama islemleri yapilir. Bu veri hazirlama islemi esnasinda
eldeki verilerin yeterli olup olmadigi belirlenen algoritmalarin verdigi sonuglara bakilarak ortaya
cikartilir [4].

Son yillarda dengesiz veri kiimelerinde, dengesiz veri gruplarimi artirmak ya da veri sayisi az olan ve
veri toplamanin zor oldugu konularda sentetik olarak veri iiretmek amaciyla kullanilan yontemlerden
birisi de SMOTE olmustur. Literatiirde yapilan ¢alismalar incelendiginde, Yavas ve arkadaglari [6]
Covid-19 hastaliginin teshisinde yapay sinir ag1 modelinin basarim oranini arttirmak i¢in SMOTE
yontemini Onermislerdir. Caligmada kullanilan model ile 0.86 olarak elde edilen dogruluk degeri,
SMOTE kullanilarak dengelenen veri kiimesinde 0.90’a ¢ikmustir. Turhan ve arkadaslari [7] tarafindan
gerceklestirilen bir diger calismada ise diyabet tanisinin smiflandirilmasinda simif dengesizliginin
gidermek amaciyla sentetik veri ornekleme metotlart basarili bir sekilde kullanilmigtir. Wang [8]
tarafindan gercgeklestirilen calismada da benzer sekilde kredi risk degerlendirmesinde, dengesiz veri
siniflarindan kaynaklanan bagsarim problemini ¢zmek icin SMOTE yontemi kullanilmistir. Calisma
sonucunda SMOTE yo6nteminin genel basarimi artirdigi belirtilmistir.

SMOTE yonteminin veri arttirma ve dengesiz veri siniflarin1 dengelemedeki basarimi gz oniinde
bulundurularak, veri sayisi az olan verisetleri ilizerinde ne Ol¢lide basarili olabilecegi Ggrenci
basarimini ortaya koyacak bir veriseti i¢in arastirilmistir. Bu amagla oncelikle 6rnek bir veri seti
hazirlanmigtir. Bu veri setinin hazirlanmasinda, “Bilisim Sistemleri Miihendisligine Giris” dersini alan
Ogrencilere, dersi almadan Once Ogrencilerin bilgisayar bilgi diizeylerini ortaya koyacak 68 soru
sorulmus ve 71 Ogrenciye ait veriler elde edilmistir. Bu verilere donem sonu basari puanlari da
eklenerek ogrenciler dort ayr1 kategoride (gok iyi, iyi, orta, zayif) siiflandirilmistir. Veri setindeki
verilerin %20’si test verisi olacak sekilde ayrilarak alt1 farkli makine Ogrenmesi algoritmasi ile
egitilmistir. Calisma sonuglart, SMOTE yontemi kullanilarak iiretilen sentetik verileri i¢eren veriseti
ve orijinal veriseti lizerinde gergeklestirilen makine Ogrenmesi siniflandirma islemleri Kesinlik,
dogruluk ve f1-skor sonuglarina gére incelenmistir.

Caligmanin boliimleri su sekilde diizenlenmistir; 2. Boliimde kullanilan veriseti, SMOTE yontemi ve
kullanilan makine 6grenmesi teknikleri detaylandirilmistir. 3. Boliimde ise veri ¢ogaltma siirecine ve
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yontemin basarimina yonelik elde edilen sonuglar paylagilmistir. Calisma sonuglari, Bolim 4'te
verilmistir.

II. MATERYAL VE METOD

A. VERI SETI

Gergeklestirilen ¢alismanin amaci Bilisim Sistemleri Mithendisligine Giris dersini secen dgrencilerin,
dénem baslangicinda ders igeriginde yer alan temel konularla ilgili 6zelliklerinin belirlenerek, mevcut
bilgi diizeyleri ile donem sonundaki basari durumunu tahmin etmektir.

Calisgmanin ilk asamasi Ogrencilerden veri toplama asamasidir. Bu asamada Bilisim Sistemleri
Miihendisligine Giris dersinin igeriginde yer alan haftalik kazanimlar ortaya cikartilmis ve konu
bagliklar1 dersin veren 6gretim gorevlisi tarafindan seyreltilerek 68 farkli kazanim ortaya ¢ikarilmigtir.
Ortaya cikarilan bu kazanimlarin her birisi igin, 6grencilerin kendilerini 1-5 puan arasinda
degerlendirmeleri istenmistir. 2020-2021 Giliz donemi basinda yapilan veri toplama islemine 71
ogrenci katilmis ve bu sekilde gergek verilerden olusan 71x68 boyutundaki ham veri seti ortaya
cikartilmustir.

B. SMOTE (SENTETIK AZINLIK ORNEKLEM ARTTIRMA YONTEMI)

Veri setinde yer alan verilerin yetersiz ve dengesiz olmasi durumlarinda SMOTE (Synthetic Minority
Oversampling Technique) olarak adlandirilan yeniden 6rnekleme yontemi kullanilmaktadir. 2002
yilinda gelistirilen bu algoritma bir¢ok dengesiz veri kiimesi problemine uygulanmistir [9]. SMOTE
teknigi, bu gibi durumlarda en yaygin kullanilan ve ¢ogu zaman en basarili 6rnekleme yontemi olarak
literatiirde yer almaktadir. Algoritmanin ¢alisma mantig1 Sekil 1’de gosterildigi gibidir [6]. Burada
oncelikle, azinlik sinifina ait her bir gozlemin en yakin k komsusu aranir. Bulunan fark, yeni bir
sentetik gozlem olusturmak icin (0,1) araliginda segilen rastgele bir say1 ile ¢arpilir. Bu islem, istenen
sayida sentetik gozlem iiretmek i¢in tekrarlanir.
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Sekil 1. SMOTE algoritmas: [6].

C. KNN (K-EN YAKIN KOMSU ALGORITMASI)

K-NN, smiflandirilmamis 6rnegin en yakin komsulariin bulunmasina ve benzerligi yiiksek siniflara
gore tahminlerde bulunulmasina dayanan bir siiflandirma yontemidir [10]. En yakin komsular
bulmak i¢in veri setini tek tek taramak algoritmanin performansimi diislirdiigii ig¢in tembel 6grenme
yontemi veya vaka tabanli 6grenme yontemi olarak adlandirilir [11]. Bu dezavantajdan dolayi, k-NN
algoritmasi, 6zellikle biiyiik hacimli verilerde yavas bir ¢alisma siiresine sahiptir [12].

K-NN algoritmasi, stniflandirilmamis bir 6rnegi énceden simiflandirilmis veri noktalarindan herhangi
birisine olan uzakligina gore ilgili simifa atama islemini yapar [13]. Sekil 2'de, bilinmeyen bir veri
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noktast olan P, belirlenen k komsuluk degerine gére veri noktasindan minimum uzakliga gore bir
sinifa dahil edilmistir [14].
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Sekil 2. K-en yakin komsu siniflandiricisina bir drnek.

KNN algoritmasinda, veri setindeki smiflar1 belli olan kiimelerden faydalanilarak, tahminde
bulunulacak veri setindeki yeni verilerin, mevcut verilere gore uzaklik degerleri hesaplanir ve k
sayidaki komsguluklarina bakilir. Komsuluklarin mesafeleri hesaplanirken siklikla kullanilan bir
fonksiyon olan Oklid uzaklig1 Denklem (1)’de verilmistir [2].

d(x,y) = 2 (x; — y)? (1)

Veri setinden yeni bir veriyi siniflandirmak amacglh olarak algoritmaya verdigimizde, egitilmis veri
setinde yer alan k adet en yakin komsularin sinif etiketleri alinir. Sonraki adimda, ortaya ¢ikan smif
etiketlerinden hangisi ¢ogunluktaysa isleme alinan veri o kiimeye dahil edilir [15].

C. SVM (DESTEK VEKTOR MAKINESI ALGORITMASI)

Destek Vektor Makinesi (SVM), smmiflandirma veya regresyon problemleri i¢in kullanilan bir
denetimli makine Ogrenmesi algoritmasidir. Eger c¢oziilmesi gereken sorun, denetlenen ikili
siiflandirmalardan biri ise SVM(Destek Vektor Makinesi) kullamilabilir [16]. Yani, kategorisi
bilinmeyen yeni nesneler, 6zelliklerine ve daha 6nceden kategorize edilmis bilinen 6rneklerine gore iki
ayr1 gruba ayirmak istendiginde SVM algoritmasi oldukca basarilidir [17].

D. LR (LOJISTIK REGRESYON ALGORITMASI)

Lojistik regresyon, ismine ragmen, regresyon modelinden ziyade bir siniflandirma modelidir. LR, ikili
ve dogrusal siniflandirma problemleri igin basit ve daha verimli bir yontemdir. Gergeklestirilmesi ¢ok
kolay olan ve lineer olarak ayrilabilir smiflarla ¢ok iyi performans gosteren bir siniflandirma
modelidir. Endiistride smiflandirma i¢in yaygm olarak kullanilan bir algoritmadir. Adaline ve
perceptron gibi lojistik regresyon modeli, ¢ok smifli smiflandirmaya genellestirilebilen ikili
smiflandirma igin istatistiksel bir yontemdir [18].

Lojistik regresyonda, bagimli degisken yalnizca 1 (DOGRU) veya 0 (YANLIS) seklinde kodlanmis
verileri igerir. LR nin amaci, bagimli degisken ile bagimsiz degisken arasindaki iligskiyi tanimlamak
icin en uygun modeli bulmaktir. Lojistik regresyon analizi temelde, bir olayin logaritmik oranim
tahmin eder. Matematiksel olarak, lojistik regresyon Denklem (2)’deki gibi tanimlanmis ¢oklu
dogrusal regresyon fonksiyonunu kullanir.

. =1
logiti=log (Z225) = Bo + BuXs + BoXo + BsXs + -+ BiXi 2)
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Bu denklemde p, karakteristik 6zelliginin var olma olasiligidir. Bir diger 6nemli deger de odds degeri
olarak adlandirilan degerdir. Denklem (3) ile verilen bu deger karakteristik ozelliginin var olma
olasiligr (p) degerinin, karakteristik &zelliginin var olmama olasilig1 (p-1) degerine boliinmesiyle
ortaya ¢ikan bir degerdir.

karakteristigin var olma olasiligt
odds=—- = 8 B (©)
p—1 karakteristigin var olmama olastligt

Burada yer alan odds degeri iki farkli durumun ger¢eklesme olasiligini ortaya ¢ikarir. Gergeklestirilen
caligmalarda ortaya ¢ikan bu degerlerin birbirlerine orani ise iki durumun birbirine gore gergeklesme
olasiliklarim géstermektedir. Ornegin bir hastalifa yakalanma riskinin yas gruplarma gore olasiliklart
hesaplanarak bu hesaplamalar sonucunda hangi yas araligindaki kisilerin daha riskli bir yas grubunda
olduklari1 bulunabilmektedir.

E. RF (RASTGELE ORMAN ALGORITMASI)

Rastgele ormanlar veya rastgele karar ormanlari, egitim zamaninda ¢ok sayida karar agaci olusturarak
calisan, siniflandirma, regresyon ve diger gorevler i¢in bir topluluk 6grenme yontemidir. Siniflandirma
gorevleri i¢in, rastgele ormanin ¢iktisi, cogu agac tarafindan secilen smiftir. Regresyon gorevleri igin,
tek tek agaclarin ortalama veya ortalama tahmini dondirilir [19]. Rastgele orman algoritmasi
genellikle karar agaglarindan daha iyi performans gosterir, ancak dogruluk degerleri gradyan destekli
agaglardan daha disiiktiir. Ancak, veri setinde yer alan verilerin o6zellikleri performanslarini
etkileyebilir [20].

Rastgele orman algoritmasinda yer alan agaglarin her birinin 6grenmesi agsamasinda kullanilan genel
teknik bootstrap veya bagging yontemidir. Bu yontemin isleyisinde, egitim sonrasi, goriinmeyen
ornekler x' i¢in tahminler, x' iizerindeki tiim bireysel regresyon agaglarindan gelen tahminlerin
ortalamas1 alinarak asagidaki formiil ile veya smiflandirma agaglari s6z konusu oldugunda oy
cogunluguna bakilarak yapilabilir [21].

f=238 0 fox) (@)

Bu bootstrap prosediirii, bias’1 artirmadan modelin varyansini azalttif1 i¢in daha iyi bir performans
elde edebilmeyi saglamaktadir [21].

F. DT (KARAR AGACLARI ALGORITMASI)

Karar agaclar1 algoritmasi, veri madenciliginde kullanilan ¢ok sayida smiflandirma algoritmasi
olmasina ragmen, uygulamasinin ve anlasilmasinin kolay olmasi sebebiyle literatiirde yaygin olarak
kullanilan bir siniflandirma algoritmasidir [22].

Karar agaci algoritmasi, veri setini kii¢iik ve hatta daha kii¢iik parcalara bolerek gelistirilir. Bir karar
diiglimii bir veya birden fazla dallanma icerebilir. Ik diigiime kok diigiim (root node) denir. Bir karar
agaci hem kategorik hem de sayisal verilerden olusabilmektedir [23].

Karar agaci algoritmasinin kullanildigi siniflandirma problemlerinde, diger birgok algoritmada oldugu
gibi kullanilacak veri seti iki ana parcaya (egitim-train ve test) ayrilir. Algoritma, egitim verilerini
kullanarak modeli olusturur. Olusturulan bu model de test verisi iizerinde uygulanarak modelin
problem ¢oziimiindeki basarist hesaplanir. Literatiirde en sik kullanilan karar agaci algoritmalar1 1D3,
C4.5, CHAID, CART algoritmalaridir.
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G. NB (NAIVE BAYES ALGORITMASI)

Istatistikte Naive Bayes simiflandiricilar, 6zellikler arasinda giiclii bagimsizlik varsayimlari ile Bayes
teoreminin uygulanmasina dayanan basit “olasilikli siniflandiricilar” ailesi olarak tanimlanirlar. En
basit Bayes ag modelleri arasindadirlar [24], fakat ¢ekirdek yogunlugu tahmini ile birlestiginde daha
yiksek dogruluk seviyelerine ulasabilirler [25] [26]. Naive Bayes siniflandiricilart oldukga
6lceklenebilirdir ve bir 6grenme problemindeki degiskenlerin (features/predictors) sayisinda dogrusal
bir dizi parametre gerektirir [27].

Istatistik ve bilgisayar bilimi literatiiriinde, Naive Bayes modelleri, Simple Bayes ve Independent
Bayes dahil olmak {izere cesitli isimler altinda bilinir ve biitiin bu isimler, siniflandiricinin karar

kuralinda Bayes teoreminin kullanimina atifta bulunur. Ancak Naive Bayes bir Bayes yontemi degildir
[27] [28].

I1l. VERI COGALTMA VE BASARI DURUMU TESPITi

Veriseti kullanilmadan 6nce 6n isleme adimindan gegirilerek veriler egitime hazir hale getirilmistir.
On isleme asamasinda dgrencilerin donem sonu basar1 puanlari, ilk adimda olusturulan veri setindeki
Ogrenci bilgileriyle eslestirilerek en son siituna eklenmistir. Ayrica, 6grencilerin basar1 puanlarina gore
simflandirilmasi islemi, istatiksel yontemler kullanilarak COK IYI-TYI-ORTA-ZAYIF seklinde dort
kategoriye ayrilmistir. Boylece her 6grencinin mevcut niteliklerine gore hangi basar1 durumu sinifinda
oldugu belirlenmistir. Ogrencilerden toplanan verilere gore olusturulan veri setinin ilk hali Sekil 3’te
verilmistir.

A C D E F G BQ BR BS BU
1 |C")§renciNo INitelik 1 Nitelik 2 Nitelik 3 Nitelik 4 Nitelik 5 Nitelik 67 Nitelik 68 BasariNol Durum
2 201601714 5 3 3 4 3 5 5 31,3 ZAYIF
3 (201601021 4 5 3 5 4 5 5 61,9 COK iYi
4 201601036 4 4 4 4 4 5 5 47,01 ORTA
5 201601065 5 5 4 4 5 5 4 61,08 COK iYi
6 201601602 3 5 5 5 5 5 5 56,11 Iyl
7 201601007 4 5 5 5 5 5 5 44 53 ORTA
8 201601013 4 4 4 5 3 4 4 55,29 Iyl
9 1201601059 5 4 4 5 4 5 4 51,98 Iyl
10 201601025 5 4 4 5 5 5 5 56,11 ivi
11 (201601603 5 5 5 5 5 5 5 47,01 ORTA
12 (201601035 5 5 4 5 5 5 5 47,01 ORTA
13 (201601061 5 5 5 5 5 5 5 53,63 ivi
14 201601011 4 5 5 5 5 5 3 54,46 ivi
15 201601062 3 3 4 2 2 4 3 44 53 ORTA
16 201601070 4 4 3 3 5 5 4 59,42 GOK IYI
17 201601018 5 5 5 5 5 5 5 61,08 GOK IYI
18 201601057 3 3 2 4 1 4 1 40,4 ZAYIF

Sekil 3. 71 Ogrencinin bilgilerine dayali veriseti.

Caligmanin ilk asamasinda, 71 satirlik veri setindeki veriler %20 test ve %80 egitim verisi olarak
ayrilarak, secilen alti1 makine dgrenmesi yontemi ile egitilmistir. Bu algoritmalara ait modellerin
dogruluk skorlart Sekil 4’te verilmistir.
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Algoritma Dogruluk

Lojistik Regresyon &0.000000
Destek Vektdr Makinesi 53.3333320
F-en yvakin komsu 40 000000
Rastgele Orman 40 000000

Karar Ajgact 33 333333

MNaive Bayes 13.333333

Sekil 4. Algoritmalarin veri setinin ilk hali ile egitilmesiyle ortaya ¢ikan dogruluk skor tablosu.

Sekil 4’de de verildigi gibi ortaya ¢ikan makine 6grenmesi dogruluk degerleri, eldeki veri seti ile ¢ok
bagarili bir smiflandirmanin yapilamayacagini ortaya koymustur. Bu nedenle 71 satirlik veri seti
icerisindeki veriler kullanilarak, “Sentetik Azinlik Orneklem Arttirma Yéntemi (SMOTE)” ile 640
satirlik egitim ve 300 satirhik test verisi tretilmistir. Egitim veri setindeki verilerin %20 lik bolimi
test verisi olarak ayrilmig ve bu veriler daha once belirtilen alti makine 6grenmesi siniflandirma
algoritmas ile egitilmistir. Egitim sonucunda elde edilen modellerin dogruluk tablosu ise Sekil 5°de
verilmistir.

Algoritma Deogruluk

K-en yakin komsu 96 87500
Destek Vektor Makinesi 96 09375
Lojistik Regresyon 92 963875
Karar Ajgaci 9062500

Rastgele Orman 89 84375

Maive Bayes 5937500

Sekil 5. Algoritmalarin Egitim veri setine gére dogruluk skor tablosu.

Calismada gerceklestirilen islem adimlar1 ve bu islemlere ait bilgiler Sekil 6’ da gosterilmistir. Sekil
6’ya gore birinci adimda veri setindeki Vverilerin yeterli olup olmadigi test edilmistir. Daha sonra
sentetik veri arttirma teknigi kullanilarak satir sayisi arttirilmig ve egitim ve test veri seti olarak
boliimlere ayrilmustir. Ikinci adimda ise hazirlanan veriler, belirlenen algoritmalar kullanilarak
egitilmistir. Ugiincii adimda algoritmalarin siiflandirma performanslari karsilastirilarak siralanmis ve
boylece son adimdaki test verileri ile siniflandirma tahmini yaparken bu tablodan faydalanilmustir.
Sekil 5’deki tabloda da goriildiigii gibi ilk iki sirada yer alan algoritmalar sirasiyla, KNN ve SVM
algoritmalar1 olmus test verileri ile siniflandirma tahmini adiminda bu iki algoritmanin siniflandirma
performansi incelenmistir.

Kullanilan ML Algoritmalari

o o * KNN (K-en yakin komsu) Algoritmalarin Siniflandirma Daha Once Kullanilmarmis Bir Veri
* Verilerin Etiketlendirilmesi  SVM (Destek Vektsr Makinesi) Parformanslannin

* SMOTE teknigi ile veri Setindeki Verilerin Siniflandiriimasive

cogaltma * > l[;:’((l.:jlslll;:egr)esyon) Karsilagtiriimas * Algoritma Performanslarinin Olgiimii
. arar act

* RF (Rastgele Orman)

" 2R 3-Uygulama 4-Test Verileriile Simiflandirma
1-VeriOnisleme Tahmini

2-Egitim

* Egitim ve Test verisinin
ayrilmasi

Sekil 6. Yapilan ¢alismaya ait iglem adimlart.
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A. KNN (K-EN YAKIN KOMSU ALGORITMASI)

KNN algoritmasinin verimliligi ve performansimi belirleyen en 6nemli faktér komsu sayisinin
belirlendigi k degeridir. Gergeklestirilen ¢aligmada cesitli k degerlerine gore performans Olgiimleri
yapilarak en uygun degerin 8 oldugu belirlenmisti. KNN modelinin optimizasyonu egitim veri
setindeki verilerle saglandiktan sonra, modelin dogrulugu 300 satirlik test verisi ile dlglilmiistiir. KNN
algoritmasiyla elde edilen sonuglara ait karigiklik matrisi Sekil 7°de verilmistir. Buna gore, KNN
algoritmas1 “1 - Cok Iyi” ve “2- Iyi” siniflarma ait olan dgrencileri hatasiz simiflandirirken, “3- Orta”
sinifina ait dgrencilerden 3 tanesini “lyi” olarak smiflandirilmustir. Ayrica, “4- Kotii” smifina ait
ogrencilerden de 4 tanesini “Iyi” sinifina dahil ederken 49 veri dogru simiflandirilmustir.

Karisiklik Matrisi
100
1 52 0 0 0
80
2 0 0 0
i 60
s
|
)
3 0 3 0
I 40
4 0 4 0 49 20
1 7 3 a
Tahmin LLlg

Sekil 7. KNN Algoritmasi Karigikitk Matrisi Tablosu.

KNN algoritmasinin siniflandirma performansini gésteren degerlendirme kriterleri ve degerleri Sekil
8'deki “Siniflandirma Raporu” ile verilmistir. Bu matriste yer alan f1-score puani, hangi modelin en iyi
smiflandirma performansina sahip olduguna karar vermek igin kullanilmistir. KNN modeli ile,
caligmadaki test veri setinde yer alan dort farkli sinifa ait siniflandirma sonuglarinin f1-score
degerlerinden %97.66’lik bir dogruluk degeri elde edilmistir. Ayrica matriste goriilen kesinlik ve
duyarlilik degerlerinin 1’e yakin olmasi modelin dogrulugunun ne derecede yiiksek oldugunu da
gostermektedir.

Kesinlik Duyarlilik fl-skor Destek

1 1.00 1.06 1.88 52

2 9.94 1.06 ©.97 1608

3 1.00 9.97 ©.98 87

4 1.0 9.92 ©.96 53

Dogruluk 0.98 108
macro avg 0.98 9.97 ©.98 288
weighted avg 0.98 0.93 ©.98 300

Sekil 8. KNN algoritmasina ait siniflandirma raporu matrisi.

1366



B. SVM (DESTEK VEKTOR MAKINESI)

Caligmanin uygulama adiminda elde edilen sonuglar 1s181nda %96.09’luk dogruluk oranina sahip olan
SVM algoritmasi, test verilerindeki sinifi belli olmayan satirlar1 Sekil 9°da verilen karisiklik matrisi
verilerine gore siiflandirmistir. Buna gére SVM algoritmas1 da KNN algoritmasi gibi “1 - Cok lyi” ve
“2 - lyi” simflarinda yer alan satirlar1 dogru siniflandirirken, “3 - Orta” siifinda yer alan 87 kisiden 6
kisiyi “lyi” sinifina dahil etmistir. Ayrica, “4 - Ko6tii” sinifinda yer alan 53 kisiden 1 tanesi benzer
sekilde “Iyi” siifinda tahmin edilmistir.

Karisiklik Matrisi
100
1 52 0 0 0
80
2 0 0 0
: 60
)
»
|
3 0 6 ]
40
4 0 1 0 52 20
1 2 3 4
Tahmin L0

Sekil 9. SVM algoritmasi karisikitk matrisi tablosu.

SVM algoritmasinin siniflandirma performansina ait bilgiler Sekil 10’daki Siniflandirma Raporu ile
verilmisgtir. KNN algoritmasi ile elde edilen sonuglar benzer sekilde SVM algoritmasi ile de elde
edilmigtir. SVM algoritmast da %97.66’lik bir dogrulukla siniflandirma islemini gergeklestirmistir.
Bununla birlikte, kesinlik ve duyarlilik degerlerinin KNN de oldugu gibi 1 degerine ¢ok yakin oldugu
gOrilmiistiir.

Kesinlik Duyarlilik fl-skor Destek

1 1.08 1.08 1.08 52

2 0.94 1.60 .97 188

3 1.08 6.93 2.96 87

4 1.06 8.98 .99 53

Dogruluk p.o8 300
macro avg 0.98 6.98 8.98 360
weighted avg 0.93 0,98 0.98 300

Sekil 10. SVM algoritmasina ait siniflandirma raporu matrisi.
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IV. SONUC

Yapilan c¢aligmada, egitim verisinden ayrilan %20°lik veri seti kullanilarak gergeklestirilen
siniflandirma yontemlerinin basarist ortaya konmustur. Egitim verisinden ayrilan bu verilerle elde
edilen sonuglar ile 300 satirlik test verisinden elde edilen sonuglar karsilastirildiginda en iyi sonuglart
veren algoritmalarin her iki asamada KNN ve SVM algoritmalari oldugu goriilmiistiir. Gergeklestirilen
calismada kullanilan algoritmalarin test veri seti kullanilarak elde edilmis simiflandirma dogruluk
skorlar1 Sekil 11°de verilmistir.

Algoritma Dofruluk

K-en yakin komsu 97 666667
Destek Vektor Makinesi 97 666667
Lojistik Regresyon  95.333330
Rastgele Orman 94 333330

Karar Ajaci 91 666667

Naive Bayes 68.333333

Sekil 11. Algoritmalarin Test veri setine gore dogruluk skor tablosu.

KNN ve SVM algoritmalarinin, test veri setine uygulanmasi sonucunda siniflandirma basarisini
gosteren dogruluk degerleri her iki algoritmada da %97.66 olarak ortaya ¢ikmistir. KNN ve SVM
algoritmalarinin test veri setine uygulanmasiyla elde edilen Karisiklik matrisleri incelendiginde, her iki
algoritma da “Cok Iyi” ve “Iyi” siniflarin1 %100 dogrulukla tahmin ederken, KNN algoritmasi “Orta”
siifindaki G6grencileri %96.55, SVM algoritmast %93.10 dogrulukla tahmin etmistir. “Koti”
smifindaki 6grencileri ise KNN algoritmasi %92.45, SVM algoritmas1 %98.11 dogrulukla tahmin
etmigtir.

Calismada kullanilan alt1 algoritmanin siniflandirma tahminlerinin gergekte olmasi gereken degerlerle
karsilastirildigr grafik Sekil 12°teki gibidir. Grafikte “Basar1 Notu” olarak tanimlanan gésterge, veri
setinde yer alan degerlerin gercekte olmasi gereken siniflarini temsil ederken diger gostergeler ise
algoritmalar1 temsil etmektedir. Sekilden de anlagildigi gibi “Basart Notu” smifindaki degerlerden
farkli olan siniflandirma sonuglari ilgili algoritma i¢in belirlenen renk ile gosterilmistir. Buna gore en
farkli siniflandirmay1 Naive Bayes algoritmasinin yaptigi grafikte de goriilmektedir. Bununla birlikte 3
ncii sinif olarak tanimlanan “Orta” sinifinda yer almasi gereken 6grenciler diger siiflarin tahminine
gore daha diisiik oranda tahmin edilmislerdir.
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Sekil 12. Siniflandirma tahminleri ve gercek degerlerin karsilastiriimast.

Caligmada kullanilan algoritmalarin siniflandirma tahminleri ile olmasi gereken siniflandirma
degerleri arasindaki regresyon sonuglari da Tablo 1’de gosterilmistir. Tabloya gore algoritmalarin 3
katsayilar1 ve 1’ degerleri incelendiginde SVM algoritmasmnim siniflandirma tahminlerinin, olmasi
gereken tahmin degerlerine en yakin sonuglari {ireten dogrusal regresyon modeline sahip oldugu
gOrlilmistiir. Ayrica her bir algoritmanin olasilik degerleri 0.05’in altinda oldugundan biitiin
algoritmalara ait regresyon modelleri anlamli bulunmustur.

Tablo 1. Algoritmalara ait basit dogrusal regresyon analizi sonuglari.

Algoritma Basit Dogrusal Regresyon

R2 Modelin Olasilik Degeri

X) Modeli (p)

KNN Y=0,079+0,983X 0,935 ,000
SVM Y=0,057+0,987X 0,983 ,000
LR Y=0,173+0,950X 0,934 ,000
RF Y=0,138+0,959X 0,944 ,000
DT Y=0,187+0,915X 0,928 ,000
NB Y=1,126+0,591X 0,663 ,000

Y': bagar1 notu, p<0,05

Elde edilen biitlin sonuglar karsilastirildiginda bu gibi veri setlerinde SVM algoritmasinin
siniflandirma basar1 oraninin oldukga yiiksek oldugu goriilmektedir.

Yapilan ¢alismanin ilerleyen asamalarinda Bilisim Sistemleri Miihendisligine Giris dersini ilk defa
alan dgrencilerin ders ile ilgili nitelikleri, ¢alismanin ¢ikis noktasinda oldugu gibi toplanacak, daha
sonra yapilan c¢alismada ortaya konulan en iyi algoritma ile Ogrencilerin niteliklerine gore
siiflandirma tahminleri yapilacaktir. Ortaya ¢ikan sonuglar incelenerek periyodik olarak takip
edilerek 6grencilere gerekli yonlendirmelerin yapilmasi planlanmaktadir.
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