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Meme Kanseri Teghisi, Meme kanseri kadinlarda en yaygin goriilen kanser tiirii ve en ¢ok dliime sebep olan
Doga [lhamli Optimizasyon, hastaliktir. Erken teshis ve tedavi edilirse iyilesme ve hayatta kalma olasilig
Ozellik Secimi, ylikselmektedir. Makine 6grenmesi, medikal alanda farkli uygulamalariyla kanser
Makine Ogrenmesi. tiirlerinin erken teshisinde uzmanlar i¢cin basarili bir karar destek sistemi roli

iistlenmektedir. Bir hastaligin tanisi i¢cin toplanan ¢ok sayida 6zelligin tiimiiniin
birlikte kullanimi analiz siireci ve basarisini olumsuz etkileyebilmektedir. Toplanan
verilerden en etkin 6zniteliklerin secilmesi ve bunlar1 kullanarak tahminlemeler
yapilmasi teshis basarisin1 artirabilmektedir. Bu ¢alismada meme kanseri
konusunda literatiirde yaygin kullanilan UCI WDBC veri seti tizerinde KNN, RO ve
DVM algoritmalari ile 6znitelik secimi olmadan ve 6znitelik secimi uygulanarak
siiflandirmalar gerceklestirilmistir. Oznitelik secimi konusunda bagarili sonuglar
saglayan doga ilhamh algoritmalardan Guguk Kusu Arama (GKA), Pargacik Siirt
Optimizasyonu (PSO), Balina Optimizasyon (BO) algoritmasi ve Kizil Geyik (KG)
algoritmasi kullanilarak ve bu algoritmalarin 25, 50 ve 75 pargacikl siiriileri ile 30
Oznitelikli orijinal WDBC veri seti lizerinde 6znitelik secimleri gerceklestirilmistir.
En yiliksek dogruluk 75 pargacikli GKA ile secilen 16 adet 0Oznitelik ile RO
smiflandirict kullanilarak %99.12 olarak elde edilmistir. Oznitelik secimi yapilarak
gerceklestirilen siniflandirmalardaki dogruluklarinin, secim yapilmadan elde edilen
sonuglardan yiiksek oldugu goriilmiistiir. Eldeki bulgular literatiirdeki ¢alismalar ile
karsilastirilmis ve daha yiiksek basari sagladig1 gézlenmistir.

BREAST CANCER DIAGNOSIS WITH FEATURE SELECTION USING NATURE-
INSPIRED OPTIMIZATION AND MACHINE LEARNING

Keywords Abstract

Breast Cancer Diagnosis, Breast cancer is the most common type of cancer in women and is the leading cause
Nature-Inspired Optimization, of death. If diagnosed and treated early, the rate of recovery and survival increases.
Feature Selection, Machine learning, with different applications in the medical field, plays a successful
Machine Learning. decision support role for experts in the early diagnosis of cancer types. Using all of

the many features collected to diagnose a disease can negatively affect the analysis
process and success. Selecting the most effective features from the collected data
and making predictions using them can increase the success of the diagnosis. In this
study, classifications were carried out on the UCI WDBC dataset, which is widely
used in the literature on breast cancer, with KNN, RF, and SVM, without feature
selection and by applying feature selection. Feature selection operations were
performed on the original WDBC dataset containing 30 features, using nature-
inspired algorithms Cuckoo Search (CS), Particle Swarm Optimization (PSO), Whale
Optimization (WOA), and Red Deer Algorithm (RDA) consisting of 25, 50, and 75
particles. The highest accuracy was obtained with the RO classifier as 99.12%, using
16 features selected with 75-particle CS. It was observed that the accuracy of the
classifications made by feature selection was higher than the results obtained
without feature selection. The findings were compared with the current studies in
the literature and it was observed that it provided higher success.
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1. Giris (Introduction)

Kanser, hiicrelerin biiyiimesini diizenlemekten sorumlu genlerdeki mutasyonlar veya anormal degisikliklerin
sonucu olarak ortaya ¢ikar. Normal sartlarda viicuttaki hiicreler diizenli hiicre béliinmeleri ile yenilenirler.
Yaslanan hiicreler oliirken yerlerini yeni hiicreler alir. Ancak olusan anormallikler sebebiyle degisen hiicre
kontrolsiiz ve diizensiz olarak boliinmeye devam ederek tiimor olusturma potansiyeli kazanir. Tiimorler iyi huylu
(benign) veya kotii huylu(malignant) olabilir. Iyi huylu tiimérler yavas biiyiirler, yakinindaki dokulart istila etmez
ve viicudun diger bolgelerine yayilmazlar. Bu nedenle iyi huylu tiimorler kanserli olarak kabul edilmezler. Kotii
huylu tiimorler ise kanserlidir ve kontrol altina alinmazlarsa hizla ¢ogalarak viicudun diger bolgelerine
yayilabilirler.

Meme tiimorleri, meme dokusunda 6zellikle siit kanallari ve bezlerindeki hiicrelerin olagandisi boliinmesi sonucu
biiyiiyen ve farklilasan kitleler seklinde kendini gosterir (Jerez-Aragonés vd., 2003). Kitlenin piiriizsiiz yapida
olmasi ve sinirlarinin belirli olmasi iyi huylu oldugunu, diizensiz sinirlara sahip olmasi ve piiriizlii olmasi ise koti
huylu oldugunu, yani kanser riski tasidigini gosterir (Papageorgiou vd., 2015). Meme kanseri kadinlarda en yaygin
goriilen kanser tiirii ve en yiiksek oranda 6liime sebep olan hastaliktir (Shrivastavat vd., 2013). Son dénemdeki
istatistikler meme kanserinin %11.7’lik gériilme oraniyla akciger kanserini geride biraktigini ve kanser kaynakl
6liimlerin genelinde %6.9'luk bir paya sahip oldugunu gostermektedir (Sung vd. 2021). Diger tiim kanser
tiirlerinde oldugu gibi meme kanserinin de erken dénemde teshis ve tedavi edilmesi, iyilesme ve hayatta kalma
olasiligini yiikseltir. Ancak diizenli ve periyodik kontrollerin yapilmamasi halinde ¢ogu hastaya ileri safhalarda
tan1 konulabilmektedir. Meme kanseri tanis1 uzmanlik gerektirmekte fakat uzmanlar tarafindan manuel olarak
gerceklestirilen testler bazen yanlis sonuclar verebilmektedir (Kumar & Bhargava, 2019). Bu durum uzmanlarin
saglikli kararlar vermelerine yardimci olacak otomatik karar destek sistemlerini giindeme getirmektedir (Sinha
vd., 2020).

Meme kanseri tanisinda konsiiltasyon raporlari, histopatolojik goriintiiler, kan testi sonuglari, mamografik
goruntiiler gibi cok sayida veri elde edilir. Bu veriler dogru kullanildiginda bir destek sistemi rolii iistlenecek gii¢lii
tahmin modelleri olusturulabilir. Yapay zekanin bir alt dali olan makine 68renmesi, verilerin analiz edilmesi ve en
iyi tanilama i¢in veriler arasindaki iliskilerin ortaya ¢ikarilmasini saglar (Bayrak vd. 2019). Makine 6grenmesi
alanindaki smiflandirma teknikleri, meme kanseri gibi kanser tiirlerinin nispeten erken asamada, kisa siirede ve
etkin sekilde tespitinde de kullanilabilmektedir.

Makine 6grenmesi teknikleri ile meme kanseri tespiti konusunda Wisconsin Breast Cancer Diagnostic (WDBC) veri
seti literatiirdeki ¢alismalarda yaygin olarak kullanilmaktadir. Bu veri seti meme dokusundaki kitleleri tespit
etmek icin ince igne aspirasyon (fine-needle aspiration / FNA) biyopsisi teknigi ile elde edilen goriintiilerin
sayisallastirilmis 6zelliklerinden olusmaktadir. Genel olarak bu veri seti iizerinde, farkli yéntemler kullanilarak
gerceklestirilen son donemdeki ¢alismalar su sekilde 6zetlenebilir:

Khorshid vd. (2021) Matlab kullanarak, 5 farkli makine 6grenmesi teknigi ile meme tiimori tespitine yonelik bir
calisma gergeklestirmislerdir. Destek Vektor Makinesi (DVM), Lojistik Regresyon (LR), K-En yakin Komsu (KNN),
Agirliklandirilmils  KNN(W-KNN) ve Gaussian Naive Bayes (Gaussian NB) algoritmalar1 kullanarak
gerceklestirdikleri siniflandirmalarda en ytksek dogrulugu %96.7 olarak W-KNN ile elde etmislerdir. Ahuja vd.
(2021) ise veri seti lizerinde PCA ile boyut indirgeme yapip daha sonra aykir1 degerlerin temizlenmesinin ardindan
gerceklestirdikleri siniflandirmalarda W-KNN yoéntemiyle %98.9 dogruluga ulagsmiglardir. Vijayakumar vd.
(2021) derin sinir aglar1 (DNN) ile farkl aktivasyon fonksiyonlar1 ve optimize ediciler kullanarak siniflandirma
calismalar1 gerceklestirmislerdir. ReLU aktivasyon fonksiyonu ve Adagrad optimize edici kullanarak
gerceklestirdikleri simiflandirma ¢alismasinda %97.94 dogruluk degerine ulagmislardir. Feroz vd. (2021) farkl
makine 6grenmesi algoritmalari kullanarak gerceklestirdikleri karsilastirmali siniflandirmalarda KNN ve Rastgele
Orman (RO) yontemleri ile %97.14 dogruluk degerine ulasmislardir. Muhammad Amin ve Inna (2021) ise Lojistik
Regresyon (LR) yontemi ile %93.9 dogruluk elde etmislerdir. Jabbar (2021) Bayes ag1 ve Radial Basis Function
(RBF) birlesimi ile olusturdugu kolektif 6grenme (ensemble learning) algoritmasini kullanarak %97 dogruluk
degerine ulasmistir.
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Assegie (2021) KNN algoritmasinin hiperparametrelerinin varsayilan degerlerini kullanarak ve ayrica
hiperparametre optimizasyonu yaparak gerceklestirdigi iki ayr1 smiflandirmada sirayla %90.10 ve %94.35
dogruluk elde etmistir. Gupta ve Kaushik (2021) KNN, LR, RO, DVM ve sinir aglar1 (NN) algoritmalarinin birlesimi
ile olusturduklar: kolektif 6grenme teknigi ile gerceklestirdikleri siniflandirmada %97.9 dogruluga ulasmislardir.
Ghosh vd. (2021) bir derin 6grenme teknigi olan Uzun Kisa Siireli Bellek (LSTM) modeli kullanarak
gerceklestirdikleri siniflandirmada %99.1 dogruluk elde etmislerdir. Lahoura vd. (2021) KNN, Naive Bayes (NB)
ve DVM algoritmalari kullanarak sirasi ile %90.64, %84.80, %92.98 siniflandirma dogruluguna ulagsmislardir.

Pravesjit vd. (2021) veri seti ilizerinde Parcacik Siirii Optimizasyon (PSO) algoritmasi ve NB siniflandirici
kullanarak gergeklestirdikleri siniflandirmada %97.27 dogruluk degerine ulasmislardir. Jijitha ve Amudha (2021)
ise Genetik Algoritmalar (GA) ile 0Oznitelik secimi yaparak ve 6znitelik secimi olmaksizin siniflandirmalar
gergeklestirmislerdir. Oznitelik secimi olmadan LR ile %96.5, KNN ile %79.02 dogruluk elde ederken, dznitelik
secimi uygulandigl durumda dogruluk degerleri %98.24 ve %95.1’e yiikselmistir. Devi vd. (2021) veri setinde
Oznitelik secimi uygulayarak elde ettikleri 16 elemanli alt set iizerinde LR ve NN’den olusan kolektif siniflandirma
algoritmasi kullanarak %98.5 dogruluk elde etmislerdir.

Parekh ve Dahiya (2021) DVM ve NN kullanarak gergeklestirdikleri karsilastirmali siniflandirma ¢alismasinda
%96.48 ve %96.04 dogruluk elde etmislerdir. Naji vd. (2021), veri setinden sectikleri 6zellikler iizerinde DVM, RO,
LR, Karar Agaci (KA) ve KNN kullanarak gerceklestirdikleri karsilastirmali siniflandirma ¢alismasinda %93.2 ile
%97.2 arasinda degisen dogruluk degerleri elde etmislerdir. %97.2 oranla en ytliksek sonucu DVM algoritmasi
saglamistir. Magboo ve Magboo (2021) veriler lizerinde 6lgekleme, PCA ve yeniden 6rnekleme yontemleri ile
birlikte LR, NB, KNN ve DVM algoritmalari kullanarak siniflandirmalar gergeklestirmislerdir. En yiiksek dogrulugu
%80 olarak LR siiflandirici ile birlikte PCA kullandiklar: durumda elde etmislerdir. Al-Azzam, ve Shatnawi (2021),
meme kanseri tespitinde danismanli ve yar1 danismanli makine 6grenmesi tekniklerinin performanslarini
karsilastiran bir ¢alisma gercgeklestirmislerdir. Danismanli 6grenmede KNN ve yar1 danismanl 6grenmede LR
modeli %98 ile en yiikksek dogrulugu saglamistir. Pawar vd. (2021) veri seti lizerinde o6zelliklerin
Olgeklendirilmesinin ardindan DVM, KNN, KA, RO, AdaBoost ve XGBoost olmak {izere alt1 farkli siiflandirici ile
karsilastirmali bir calisma gergeklestirmislerdir. En yiliksek dogruluk degeri %98.24 olarak XGBoost siniflandirici
ile elde edilmistir. Al-Yaseen vd. (2021) veri setini %75 egitim ve %25 test seti olarak ayirmiglar, egitim seti
iizerinde KMeans kullanarak gergeklestirdikleri kiimeleme ile 6zellikleri indirgeyerek egitim siiresini kisaltmay1
hedeflemislerdir. indirgenen veriler lizerinde DVM kullanarak gerceklestirdikleri siniflandirmada % 98.067
dogruluk elde etmislerdir. Ara vd. (2021) 6znitelik se¢iminin ardindan LR, KNN, KA, NB, RO ve DVM algoritmalari
kullanarak gerceklestirdikleri siniflandirmalarda en yiiksek dogrulugu %96.5 olarak DVM ile elde etmislerdir.

Bu calismada WDBC veri seti tizerinde farkl1 makine 6grenmesi teknikleri kullanilarak meme kanseri durumunun
tespitine yonelik siniflandirmalar gerceklestirilmistir. Orijinal veri seti lizerinde gerceklestirilen siniflandirmalar
yaninda siniflandirma oéncesinde 4 farkli Doga ilhamli Optimizasyon Algoritmasi (DOA) kullanilarak 6znitelik
secim islemi uygulanmistir. Her bir siiflandiricinin performansi 6znitelik secimi olmaksizin ve 6znitelik secimi
uygulanarak raporlanmistir. Elde edilen bulgular ayni veri setini kullanan ve son dénemde yapilan literatiirdeki
glncel calismalar ile karsilastirilmistir.

Devam eden boliimlerde kullanilan veri setinin 6zellikleri, kullanilan siniflandirma ve optimizasyon ydntemleri,
arastirma bulgulari ve karsilastirma ile sonug boliimleri yer almaktadir.

2. Materyal ve Yontem (Material and Method)
2.1. Veri Seti (Dataset)

Calismada kullanilan Wisconsin Breast Cancer Diagnostic (WDBC) veri seti, University of California Irvine (UCI)
veri deposundan elde edilmistir. Veriler Wisconsin Universite Hastanesi'nde Dr. Wolberg vd. tarafindan toplanmig
ve kamuya ac¢ik olarak paylasima sunulmustur (UCI, 2021).

Veri setindeki 6znitelikler, meme kitlelerinin FNA biyopsisi ile elde edilen goriintiilerin sayisallastirilmasi ile elde
edilmistir. Bu 6znitelikler goriintiideki hiicre ¢ekirdeginin morfometrik 6zellikleridir. 30 adet tanimlayici 6zellik
ve bir adet teghis parametresi olmak lizere toplam 31 adet dznitelik bulunmaktadir. Her bir hiicre ¢ekirdegi i¢in
10 ana dzelligin ortalama, standart hata ve en koétii (en biiyiik) degeri ile toplam 30 6znitelik tanimlanmistir. 10
ana 0Ozellik ve elde edilis bicimleri Tablo 1’de verilmistir. Bu 10 adet 6zelligin ortalama (mean), standart hata
(error) ve en kotii (worst) olmak iizere liger farkli degeri ile toplam 30 adet 6znitelik olusturulmustur. Bu
6lciimlere kitlenin iyi huylu (Benign) ya da koti huylu (Malignant) olma durumunu belirten Diagnosis isimli teshis
Ozniteligi eklenerek veri seti tanimlanmistir. Veri seti icerisinde toplam 569 adet drnek yer almaktadir. Bunlardan
357 adedi iyi huylu, 212 adedi ise kotii huylu yani kanserlidir.
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Tablo 1. Verinin ana 6zellikleri (Main features of the data)

OZELLIiK ADI ACIKLAMA ELDE EDILIS SEKLI
Radius Yarigap Sinirin kiitle merkezinden sinir noktalarinin her birine dogru olan radyal
dogru parcalarinin uzunlugunun ortalamasi seklinde hesaplanmistir.
Texture Doku Piksellerindeki gri yogunluklarinin varyansi alinarak elde edilmistir.
Perimeter Cevre Ardisik sinir noktalari arasindaki mesafelerin toplami ile hesaplanmistir.
Area Alan Sinirin i¢ kismindaki pikseller sayilarak elde edilmistir.
Smoothness Diizgiinliik, Her bir radyal ¢izginin uzunlugu ile onu ¢evreleyen iki radyal ¢izginin
pliriizsiizlik ortalama uzunlugu arasindaki fark élciilerek elde edilmistir.
Compactness Kompakthk Cevrenin karesinin alana béliimii ile hesaplanmistir
Concavity icbiikeylik Hiicre ¢ekirdeginin sinirindaki girintilerin boyutu dlciilerek elde edilmistir.
Concave points Icbiikey noktalar Sinirin i¢cbiikey bolgelerinde yer alan sinir noktalarinin sayisidir
Symmetry Simetri Hiicre ¢ekirdeginin ana eksenine dik ¢izgi ¢iftleri arasindaki orantili uzunluk
farki bulunarak 6l¢iilmiistiir.
Fractal dimension Fraktal boyut Cekirdegin cevresi giderek biiyiiyen cetveller ile 6l¢tilmiistiir. Degerlerin
log-log 6l¢eginde cizilmesi ve diisey egimin hesaplanmasi ile fraktal boyuta
bir yaklasik degerin negatifi elde edilir.

2.2. Simiflandirmada Kullanilan Makine Ogrenmesi Teknikleri (Machine Learning Techniques Used for
Classification)

Bu calismada smiflandirma icin literatiirde de yaygin olarak kullanilan 3 farkli makine 6grenmesi algoritmasi
kullanilmistir. Bunlar; K-En yakin Komsu (K-Nearest Neighbor / KNN), Rastgele Orman (RO) ve Destek Vektor
Makinesi (DVM)’ dir.

KNN algoritmasi, literatiire Fix ve Hodges (1952) tarafindan kazandirilan, siniflandirma ve regresyon problemleri
icin yaygin olarak kullanilan bir yontemidir. Sinifi belirlenmek istenen nokta K adet en yakin komsunun oyuyla en
yaygin olan sinifa atanir. KNN mesafeye dayali ve en temel makine 6grenmesi algoritmalarindan biridir. KNN ile
gerceklestirilen siniflandirmada ¢ikt, bir sinifin iiyeligidir.

RO algoritmasi, egitim esnasinda ¢ok sayida karar agaci olusturarak, her bir agacin tirettigi sonuclarin modu veya
ortalamasini alip ¢ikt1 siifin belirlenmesini saglayan kolektif bir 6grenme algoritmasidir. Ho (1995) tarafindan
olusturulan ydonteme dayanan RO, daha sonra Breiman (2001) tarafindan gelistirilerek literatiire kazandirilmistir.
RO, geleneksel karar agaglarinda yaygin problemlerden biri olan asir1 uydurma (overfitting) sorununa hem veri
seti, hem de 6znitelikleri ¢ok sayida parc¢aya boliip birden ¢ok agac lizerinde isleyerek ¢dziim getirir.

DVM algoritmasi, Vapnik vd. (1997) tarafindan literatiire kazandirilan, istatistiksel 6grenme teorisine dayali bir
yontemdir. DVM, her biri ayr1 kategorilere ait olarak isaretlenmis egitim setinden 6grenerek, yeni 6rnekleri bu
siniflardan birine olasilikli olmayacak sekilde atayan bir model olusturur. Veri 6rneklerinin yer aldig1 diizlemde,
siniflar1 birbirinden ayirmak icin, iki sinifin liyelerinden en uzak mesafede olacak sekilde bir karar sinirinin
¢izilmesi saglanir. DVM'nin, asir1 uydurma problemi karsisindaki hassasiyetinin diistik olmasi ve yiiksek dogruluk
saglamasi kullanim yayginligini arttirmaktadir.

2.3. Oznitelik Seciminde Kullanilan Optimizasyon Algoritmalar1 (Optimization Algorithms Used for
Feature Selection)

Doga ilhaml optimizasyon algoritmalari (DOA), bitki ve hayvan davranislarindan, siirii zekas, fiziksel, biyolojik,
kimyasal sistemler dahil olmak tizere dogadan ilham alan bir grup algoritma olarak tanimlanir (Fister Jr vd., 2013).
Bu algoritmalar global optimize edicilerdir ve optimal ¢éziimi bulmak i¢in dengeli global ve yerel arama
bilesenlerine sahiptirler (Dhal vd., 2019). Parcacik temelli olarak ¢alisan DOA’lar, ¢ok sayida parcacik ile ideal
sonucu arama ve hesaplama siireclerini yerine getirirler. Temel mantiklari: benzer olan DOA’larin genel isleyis
bigcimini gosterir akis diyagrami Sekil 1'de verilmistir.
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Al: Popiilasyon olugtur

Uygunluk degerlerini hesapla

A2 Sonland!
Disglulﬁma Evet Cozimler
saglandi m1 . —
A3 Popiilasyonu giincelle

Sekil 1. DOA genel isleyis diyagrami (General mechanism diagram of nature inspired optimization algorithms)

A1 olarak isaretlenmis adimda optimizasyon algoritmasinin baslangi¢ popiilasyonu miimkiin oldugu kadar genis
¢oziim alanini kapsayacak sekilde rastgele yontemlerle olusturulur. Popiilasyon biiyiikliigii gereksinimlere bagh
olarak ve elde edilen tecriibeler dogrultusunda secilir. DOA’larin ¢ogu iteratif yontemler kullanir ve maksimum
iterasyon sayisi, hassasiyet esigi gibi sonlandirma parametreleri de A1 adiminda belirlenir. A2 adiminda her bir
parcacigin uygunluk degerleri bir uygunluk fonksiyonuna bagh olarak hesaplanir. Uygunluk fonksiyonu, her bir
¢oziimiin performansini yansitan benzersiz bir gostergedir ve genellikle maksimum veya minimum degere sahip
olan hedef fonksiyona uygun sekilde tasarlanmistir. Genel olarak her bireyin kendi yerel optimal ¢6zlimii vardir
ve tlim popiilasyonun da global bir optimumu vardir. A2 adiminda, her iterasyonda popilasyonun uygunluk
degerleri hesaplanir ve global en iyi ¢dziim, sonlandirma kosullarini saghyorsa ¢ikis olarak verilir. Aksi halde i¢
etkilesimlerle popiilasyonu iyilestirmek icin gerekli islemlerin uygulandigi A3 adimina gegilir. Gilincellenen
popiilasyon sonraki iterasyonu gerceklestirmek iizere A2 adimina geri doner.

Gergek diinya problemlerinde mevcut olan biiyiik verilerin ¢ok sayida 6zellik ve/veya drnege sahip olmasi analiz
etme siirecini zorlastirmakta ve basarisi diisiik sonuglarin iiretilmesine neden olmaktadir. Oznitelik segimi
(feature selection), optimal ¢ozlimleri elde etmek icin bir veri kiimesi olusturan &6zelliklerin tiimiinden en uygun
ozellikleri belirleme ve segme islemidir. Oznitelik se¢iminin iki temel amaci simiflandirma dogrulugunu en iist
diizeye ¢ikarmak ve 6znitelik sayisini en aza indirgemektir (Arora & Anand, 2019). Bu iki amag¢ ¢ogu durumda
birbiriyle catissa da ikisi arasinda bir denge olusturup miimkiin oldugunca az ve etkin 6zelliklerle en yiiksek
dogruluga ulasmak hedeflenir.

DOA’lar veri setlerinden 6znitelik alt seti se¢cimi konusunda son dénemlerde yaygin olarak kullanilmaktadir. Bu
calismada oOznitelik se¢imi icin Guguk Kusu Arama (GKA) algoritmasi (Cuckoo search), Parcacik Siiri
Optimizasyonu (PSO) algotritmasi (Particle swarm optimization), Balina Optimizasyon (BO) algoritmasi (Whale
optimization) ve Kizil Geyik (KG) algoritmasi (Red deer algorithm) olmak iizere 4 farkli DOA kullanilmistir.

GKA algoritmasi, bazi guguk kusu tirlerinin yumurtalarini diger ev sahibi tiirlerin yuvalarina birakarak asalak
bicimde tireme davraniglarindan esinlenerek Yang ve Deb (2009) tarafindan formiilize edilen bir optimizasyon
algoritmasidir. Ev sahibi kus yumurtalarin kendine ait olmadigini kesfederse bu yumurtalar: yuvadan atabilir ya
da yuvasini terk ederek baska bir yerde yeni yuva kurabilir. Tapera gibi bazi guguk kusu tiirleri asalak iireme i¢in
evrimleserek yumurtalarini secilen ev sahibi tiiriin yumurtalarina benzer renk ve desende yapma konusunda
ustalasmislardir. GKA algoritmasinda, igerisinde yumurtalarin yer aldigi her bir yuva, ¢6ziim uzayinda bir
parcacigl temsil eder. Parcaciklar ¢6ziim uzayina Lévy Uguslari adli rastgele hareket desenine bagh olarak
konumlanir. Her bir pargacigin bulundugu konumda uygunluk degeri hesaplanir. Uygunluk fonksiyonunda iyi
degerler iireten yuvalar/yumurtalar bir sonraki nesle aktarilir. Yuvalarini baska kuslara kaptiran kuslar
(pargaciklar) ise yeni yuva arayisina girerek optimizasyon siirecini devam ettirirler.

PSO algoritmasi, balik ve kus gibi siiriiler halinde yasayan canlilarin yiyecek bulma gibi temel ihtiyaglarini
giderirken bireysel olarak gerceklestirdikleri davranislarin siirtideki diger bireyleri etkileyerek, siiriiniin amacina
daha kolay ulasmasini sagladiginin gézlenmesinden hareketle Kennedy ve Eberhart (1995) tarafindan gelistirilen
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bir optimizasyon algoritmasidir. PSO’da ¢6ziime ulasmaya ¢alisan her bir bireye parcacik, parcaciklardan olusan
popiilasyona ise siirii adi verilir. Her parcacigin ¢éziime ne kadar yaklastigi uygunluk fonksiyonu ile hesaplanir.
Pargacigin hareketi ve yeni durumu, parc¢acigin kendi en iyi ¢6ziimi ve tiim popiilasyondaki global en iyi ¢6ziim
temel alinarak, bir degisim hiz1 fonksiyonu ile belirlenir. Ardindan uygunluk fonksiyonu kullanilarak ¢éziime ne
kadar yaklasildig tekrar kontrol edilir. Bu déngti belirlenen iterasyon sartlari saglanana kadar devam eder.

BO algoritmasi, Mirjalili ve Lewis (2016) tarafindan gelistirilen, kambur balinalarin avlanma davranislarindan
esinlenen bir optimizasyon algoritmasidir. Kambur balinalar “kabarcik ag1 avlanma manevrasi” adi verilen bir
taktik kullanirlar. Yiizeye yakin kiiciik baliklar1 avlamay1 tercih eden kambur balinalar, yiyecek arama esnasinda
spiraller cizerek ve belirgin kabarciklar ¢ikararak hareket ederler. BO algoritmasinda avini arayan her bir balina
bir parcacigl, ¢ok sayida balinadan olusan popiilasyon ise siiriiyii olusturur. BO’da popiilasyon ¢ok boyutlu bir
uzayda arama yapar. Bir balina ile av1 arasindaki mesafe maliyet degerine karsilik gelir. Bu algoritmada balinalarin
konumu zamana bagh bir degerdir. Bireyin zamana bagli konumu {li¢ operasyonel siiregle 6l¢iimlenir: Kesif
agsamasl, avin ¢evrelendigi halkanin kiiciiltiilmesi ve kabarcik agi saldirisi. Kambur balina avin konumunu
belirleyip onu cevreler. Arama uzayindaki optimal ¢6ziimiin yeri 6nceden bilinmediginden BO mevcut en iyi
adayin hedef av oldugunu ve optimuma en yakin oldugunu varsayar. Algoritma en iyi arama ajanini belirlemeye
calisirken diger ajanlar da konumlarini en iyiye gore giinceller. Konumlarin belirlenmesi esnasinda kambur
balinalarin hareketlerini taklit eden spiral bir matematiksel fonksiyon kullanilir. Optimum ¢6ziime ulasana kadar
giincelleme siireci devam eder.

KG algoritmasi Iskoc kizil geyiginin (Cervus Elaphus Scoticus) iireme davranisindan esinlenerek Fathollahi-Fard
vd. (2020) tarafindan gelistirilen bir optimizasyon algoritmasidir. Popiilasyon erkek ve disi geyiklerden olusur.
Ureme sezonunda erkek geyikler sik sik kiikrerler. Yiiksek sesle kiikreyen erkek disiler tarafindan daha ¢ok tercih
edilir. Kiikreme orani hem lireme basarisi hem de savasma yetenegi ile pozitif iligkilidir. Kiilkreme orani yiiksek
erkekler hem diger erkekler iizerinde baski olusturma hem de disiler tarafindan daha ytiksek farkedilirlige sahip
olmalarindan dolayi tireme basarilari artar. Giigli kiikreyen erkekler grup icerisinde komutan roliine ytiikselir. Her
komutan kendine ait bolgelerde kendi ciftlesme alanlarini olusturur. Yakin ciftlesme alanlarindaki komutan
geyikler birbirleri ile savasir ve galip olan komutan digerinin ¢iftlesme alanina girer. KG algoritmasi rastgele bir
ilk popiilasyonla baslar. Her bir bireyin ¢éziime yakinlig1 bir uygunluk fonksiyonu ile belirlenir. En iyi ¢6ziimleri
temsil eden geyiklerin kiikreme oranlari yiiksektir. Yiiksek kiikreme oranina sahip belirli sayida geyik komutan
olarak kendi ciftlesme alanlarini olusturur. Her komutan kendi ¢iftlesme alaninda belirli bir ytizdelik dilimde disi
ile ciftlesir. Ayn1 zamanda komutanlar savasarak galip geldikleri diger komutanlarin ¢iftlesme alaninda da belirli
bir yiizdelik oranda disi geyik ile ¢iftlesir. Ayn1 zamanda erkek geyikler kendilerine en yakin disi ile de ¢iftlesir. Bu
sekilde olusturulan yeni popiilasyondan uygunluk fonksiyonuna gére yeni nesiller secilir. Optimum ¢6ziime
ulasana kadar siire¢ devam eder.

3. Deneysel Sonuclar (Experimental Results)

Bu calismada 30 adet giris 6zniteligi ve 1 adet hedef teshis parametresinden olusan WDBC veri seti iizerinde
siniflandirmalar gerceklestirilmistir. ilk asamada veri setindeki tiim 6znitelikler kullanilarak 3 farkli makine
O0grenmesi algoritmasinin siniflandirma basarilar test edilmistir. Ardindan veri setinin orijinal 6znitelikleri
icerisinden dort farkli DOA kullanarak 6znitelik alt setleri secilmis ve bu setler iizerinde ayni siniflandirma
algoritmalari kullanilarak islemler tekrarlanmistir. Orijinal veri setinde yer alan 30 adet giris 6zniteligi ve veri seti
icindeki sira numaralar: Tablo 2’de yer almaktadir.

Tablo 2. WDBC veri setinin dznitelikleri (Features of the WDBC dataset)

OZNITELIK NO OZNITELIK ADI OZNITELIK NO OZNITELIK ADI
1 mean radius 16 compactness error
2 mean texture 17 concavity error
3 mean perimeter 18 concave points error
4 mean area 19 symmetry error
5 mean smoothness 20 fractal dimension error
6 mean compactness 21 worst radius
7 mean concavity 22 worst texture
8 mean concave points 23 worst perimeter
9 mean symmetry 24 worst area
10 mean fractal dimension 25 worst smoothness
11 radius error 26 worst compactness
12 texture error 27 worst concavity
13 perimeter error 28 worst concave points
14 area error 29 worst symmetry
15 smoothness error 30 worst fractal dimension
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Siniflandirma islemlerinin basarisini raporlamak i¢in karmasiklik matrislerinden elde edilen degerler ile
hesaplanan metrikler kullanilmistir. Bir karmasiklik matrisinin genel yapis1 Sekil 2’'de verilmistir.

Gercek simf
Meme kanseri Kanser degil
Meme kanseri Dogru Pozitif (DP) Yanlig Pozitif (YP)
Tahmin edilen simf ] ] -
Kanser degil Yanlig Negatif (YN) | Dogru Negatif (DN)

Sekil 2. Karmasiklik matrisi (Confusion matrix)

Siniflandiricl tarafindan meme kanseri oldugu belirlenen 6rnegin gercgek sinifi da meme kanseri ise bu durum
Dogru Pozitif (DP), gercek smifi kanser degil ise Yanlis Pozitif (YP) olarak adlandirilir. Benzer sekilde
siniflandiricinin kanserli olmadigini belirledigi 6rnegin gercek sinifi da kanserli degil ise bu durum Dogru Negatif
(DN), gercek sinifi meme kanseri ise Yanlis Negatif (YN) olarak adlandirilir. Bu degerler kullanilarak hesaplanan
performans metrikleri ve formiilleri Tablo 3’te verilmistir.

Tablo 3. Model performans metrikleri (Model performance metrics)

METRIK MATEMATIKSEL IFADESI
Dogruluk (DP + DN) / (DP + YP + YN + DN)
Kesinlik DP / (DP +YP)
Duyarhilik DP / (DP + YN)
F1 Skoru 2 * kesinlik * duyarlilik / (kesinlik + duyarhlik)

ik etapta WDBC veri setinde yer alan ve Tablo 2’de belirtilen 30 6zniteligin tamami kullanilarak KNN, RO ve DVM
yontemleri ile simniflandirmalar gercgeklestirilmistir. Kullanilan siniflandirma yodntemlerinin parametreleri
iizerinde herhangi bir degisiklik yapilmamis olup varsayilan degerleriyle kullanilmistir. 5 kat ¢apraz dogrulama
kullanilarak gergeklestirilen siniflandirma islemlerinin sonuglari1 Tablo 3’te belirtilen metrikler ile raporlanmistir.
Oznitelik secimi uygulanmadan gerceklestirilen bu siniflandirmalar sonucunda elde edilen bulgular Tablo 4’te
verilmistir.

Tablo 4. Oznitelik secimi yapilmadan elde edilen sonuglar (Results without feature selection)

OZNITELIK SAYISI | SINIFLANDIRICI | DOGRULUK | KESINLIK | DUYARLILIK | F1SKORU
KNN 0929825 | 0,910256 0,986111 0,946667

30 (tamami) RO 0938596 | 0,933333 0,972222 0,952381
DVM 0,921053 0,909091 0,972222 0,939597

ikinci asamada WDBC veri setinde yer alan 6znitelikler tizerinde GKA, PSO, BO, KG olmak 4 farkli DOA ile, farkl
saylda parcaciklar kullanilarak 6znitelik alt seti secimleri gerceklestirilmistir. Her bir DOA i¢in 25, 50 ve 75 adet
parcacik kullanilarak, her biri 100’er iterasyon c¢alistirilmistir. Secilen 6znitelikler tizerinde KNN, RO ve DVM
yontemleri ile siniflandirmalar gergeklestirilmistir. Her bir durumda secilen 6znitelikler ve bunlar lizerinde
gerceklestirilen siniflandirmalara ait bulgular Tablo 5’te yer almaktadir.

Tablo 5’teki sonuclar incelendiginde her bir DOA i¢in parcacik sayisindaki artisin elde edilen siniflandirma
basarilarinda da artis sagladigi goriilmektedir. Ayrica parcgacik sayisindaki artis genel olarak daha ¢ok dzniteligin
secilmesini saglamistir. En yliksek dogruluk degeri GKA algoritmasi ile 75 pargacik kullanilarak secilen 16 adet
Oznitelik lizerinde RO siniflandirici ile %99.12 olarak elde edilmistir. Kesinlik ve duyarhlik metrikleri i¢cin %100
deger elde edilen farkli durumlar bulunmakla birlikte bu iki metrigin dengesini ifade eden F1 Skorunun en yiiksek
degeri yine ayni siniflandirma isleminde %99.30 olarak elde edilmistir. Farkli siniflandirmalarda segilen en az
Oznitelik sayis1 12 olup, bu sayida 6znitelikle elde edilen en yiiksek dogruluk %97.36 olarak RO algoritmasi ile 25
parcacikli PSO ve 50 parcacikli KG kullanilan durumlarda elde edilmistir. En az parcacikla, en az sayida 6znitelik
secilerek en iyi dogrulugu PSO ile birlikte RO kullanilan durum saglamistir. Gergeklestirilen siniflandirmalar
sonucunda, kullanilan DOA ve siniflandirici bazinda elde edilen en yiiksek dogruluk degerleri 6zet olarak Tablo
6’da verilmistir
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Tablo 5. Oznitelik secimi ile elde edilen sonuclar (Results with feature selection)
DOA | PARCACIK SECILEN OZNITELIK | SINIFLANDIRICI | DOGRULUK | KESINLIK | DUYARLILIK | F1SKORU
SAYISI OZNITELIKLER SAYISI
KNN 003850649 | 007101449 | 0,93055556 | 0,95035461
1-5-7-8-10-21-22- RO 006491228 | 004736842 1 0,97297297
25 23-29 9
DVM 096521739 | 097260274 | 097260274 | 0,97260274
KNN 097368421 | 098591549 | 097222222 | 0,97902098
1-3-6-11-13-19-20-
KA s 17923269728, s RO 0,08245614 1 007222222 | 0,98591549
29-30 DVM 007368421 | 007260274 | 098611111 | 0,97931034
KNN 008245614 | 098611111 | 098611111 | 098611111
2-3-5-6-8-9-10-11-
- T 18.19.20.29. 1 RO 0,99122807 1 098611111 | 0,09300699
23-26 DVM 007368421 | 007260274 | 098611111 | 0,97931034
KNN 0,05614035 | 005890411 | 0097222222 | 096551724
. 2-8-10-12-13-17-18- " RO 097368421 | 007260274 | 0,08611111 | 0,7931034
20-23-25-28-29
DVM 002982456 | 003243243 | 0,95833333 | 0,94520548
KNN 096491228 | 007222222 | 097222222 | 097222222
1.2-3-5.7-8-9-11-12-
PSO s 299326972825, 1 RO 096491228 | 0095945946 | 098611111 | 0,97260274
30 DVM 0,05614035 | 003506494 1 0,06644295
KNN 0,05614035 | 05890411 | 097222222 | 0,96551724
1-2-3-4-5-6-9-10-14-
- Tre o024 2 . RO 0,08245614 | 007297297 1 0,08630137
29-30 DVM 0,05614035 | 004666667 | 098611111 | 0,96598639
KNN 0,03850649 | 003333333 | 097222222 | 0,95238095
. 1-5-6-10-11-12-13- " RO 0,05614035 | 003506494 1 0,06644295
17-21-25-27-29-30
DVM 0,92982456 0,9 1 0,04736842
KNN 0,05614035 | 004666667 | 098611111 | 0,96598639
1-4-5-6-9-12-13-15-
8O 50 To120.29.2420. 17 RO 097368421 | 007260274 | 098611111 | 0,97931034
28-29-30 DVM 093859649 | 002207792 | 098611111 | 095302013
KNN 004736842 | 004594505 | 097222222 | 0,95890411
3-5.7-0-10-12-13-
- RS 18 RO 006491228 | 007222222 | 097222222 | 097222222
22-23-28-29-30 DVM 0,02982456 | 001025641 | 098611111 | 0,94666667
KNN 0,05614035 | 005890411 | 097222222 | 0,96551724
1-2-6-7-11-13-15-
- 61718205122, . RO 0,06491228 | 004736842 1 0,07297297
23-25-29-30 DVM 004736842 | 004594505 | 007222222 | 0,95890411
KNN 0,96491228 | 005945946 | 0,08611111 | 0,07260274
‘G " 5-8-9-12-15-17-19- " RO 007368421 | 008591549 | 097222222 | 0,97902098
20-21-22-26-27
DVM 094736842 | 004594595 | 097222222 | 0,95890411
KNN 095614035 | 093506494 1 0,06644295
2 2-3-6-8-11-12-16- 3 RO 0,07368421 0,96 1 0,07959184
18-21-22-23-28-29
DVM 0,03850649 | 001139241 1 0,05364238

Tablo 6. Elde edilen en iyi dogruluk degerleri (The best accuracy values obtained)

DOA KNN RO DVM Ortalama

- 0,929825 | 0,938596 | 0,921053 0,929825

GKA 0,982456 | 0991228 | 0,973684 0,982456

PSO 0,964912 | 0,982456 0,95614 0,967836

BO 0,95614 0,973684 0,95614 0,961988

KG 0,964912 0,973684 0,947368 0,961988
Ortalama 0,959649 0,97193 0,950877
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Tablo 6’daki degerler dogrultusunda 6znitelik secimi olmadan ve farkli DOA’lar ile 6znitelik se¢cimi yapilarak elde
edilen sonuglar Sekil 2’de grafik olarak da gosterilmistir.

1,000000

0,980000

0,960000
0,940000
0,920000
0,900000
0,880000
GKA PSO BO KG

EKNN mRO mDVM

Sekil 2. Ozellik secimi ile ve dzellik secimi olmadan elde edilen en iyi dogruluk degerleri (Best accuracy values obtained with
and without feature selection)

Sonuglar incelendiginde 06znitelik secimi yapilan tim durumlarda elde edilen basarinin 6znitelik segimi
yapilmadan gergeklestirilen siniflandirmalardan daha yiiksek oldugu gorilmektedir. Tiim siniflandiricilar icin en
yuksek dogruluk degerlerinin GKA algoritmasi kullanilarak 6znitelik secimi yapilan durumlarda elde edildigi
gorilmektedir. GKA kullanilarak elde edilen smiflandirma dogruluklarinin ortalamasi %98.24 iken, ikinci sirada
%96.78 ortalama ile PSO, ardindan %96.19 ile BO ve KG gelmektedir. Kullanilan 3 siniflandirici igerisinde en
yliksek basari RO ile elde edilmistir. RO kullanilarak elde edilen dogruluk degerlerinin ortalamasi %97.19 iken,
bunu %95.96 ile KNN ve %95.08 ile DVM takip etmektedir.

Bu calismada elde edilen bulgularin, ayni veri setini kullanilan literatiirdeki gilincel ¢alismalarin bulgular ile
karsilastirilmasi Tablo 7’de verilmistir.

Tablo 7. Bulgularin literatiirdeki ¢calismalar ile karsilastirilmasi (Comparison of the findings with the literature)

REFERANS YONTEM EN iYi DOGRULUK (%)
1 (Khorshid vd., 2021) W-KNN 96.7
2 (Ahuja vd., 2021) W-KNN + PCA 98.9
3 (Vijayakumar vd., 2021) ReLU DNN + 97.94
Adagrad
4 (Feroz vd., 2021) KNN ve RO 97.14
5 (Muhammad Amin & Inna, 2021) LR 93.9
6 (Jabbar, 2021) Bayes + RBF 97
7 (Assegie, 2021) Optimized KNN 94.35
8 (Gupta & Kaushik, 2021) Ensemble learning 97.9
9 (Ghosh vd., 2021) LSTM 99.10
10 (Lahoura vd., 2021) DVM 92.98
11 (Pravesjit vd., 2021) NB+PSO 97.27
12 (Jijitha & Amudha, 2021) LR+GA 98.24
13 (Devi vd., 2021) LR+NN 98.5
14 (Parekh vd., 2021) DVM 96.48
15 (Naji vd,, 2021) DVM 97.2
16 (Magboo & Magboo, 2021) LR+PCA 80
17 (Al-Azzam & Shatnawi, 2021) KNN ve LR 98
18 (Pawar vd., 2021) XGBoost 98.24
19 (Al-Yaseen vd., 2021) KMeans + DVM 98.067
20 (Aravd, 2021) DVM 96.5
Bu calisma RO+GKA 99.122

Tablo 7’de yer alan ¢alismalar ile karsilastirildiginda bu c¢alismada GKA algoritmasi ve RO siniflandirici
kullanilarak elde edilen %99.12’lik dogruluk oraninin diger ¢alismalardan daha yiiksek oldugu gortilmektedir.
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DOA kullanan diger iki ¢calismada Pravesjit vd. (2021) PSO ve NB ile %97.27, Jijitha ve Amudha (2021) GA ve LR
kullanarak %98.24 ile bu calismadan daha diisiik bir dogruluk elde etmislerdir. Devi vd. (2021) simiflandirma
oncesinden gerceklestirdikleri 6znitelik seciminde bu ¢alismaya benzer sekilde 16 elemanl bir 6znitelik alt seti
elde etmisler, bunun tizerinde LR ve NN’den olusan kolektif bir yéntemle %98.5 oranla bu ¢calismadan daha diisiik
bir dogruluga ulasmislardir. Bu ¢alisma ile benzer RO siniflandirici kullanan Feroz vd. (2021) tarafindan yiiriitiilen
diger calismada elde edilen dogruluk ise %97.14’tlir. Bu ¢alismaya en yakin dogruluk ise %99.1 olarak Ghosh vd.
(2021) tarafindan daha kompleks bir derin 6grenme yontemi ile elde edilmistir.

4. Sonug (Conclusion)

Bu ¢alismada meme kanseri tespitinde literatiirde yaygin kullanilan WDBC veri seti lizerinde 6znitelik secimi ve
farkli siniflandiricilarin performanslari iizerine test élgiimleri gerceklestirilmistir. Oznitelik secimi icin farkli doga
ilhaml optimizasyon algoritmalar: kullanilarak basarilar1 karsilastirilmistir. 30 6znitelikten olusan orijinal veri
seti tizerinde KNN, RO ve DVM algoritmalari ile gerceklestirilen siniflandirmalarda en yiiksek dogruluk %93.85
olarak RO smiflandirici ile elde edilmistir. Veri setindeki tiim o6zniteliklerin kullanilmasi analiz siirecini
zorlastirmakta ve basarisi diisiik sonuglarin liretilmesine neden olabilmektedir. Bunu test etmek amaciyla orijinal
veri seti lizerinde GKA, PSO, BO ve KG olmak iizere 4 ayr1 optimizasyon algoritmasi ile 6znitelik secim islemleri
gerceklestirilmistir. Ardindan secilen o6znitelik alt setleri lizerinde ayni simiflandiricilarla gergeklestirilen
siniflandirma islemlerinde %10’a varan basar1 artisi oldugu gézlenmistir. Optimizasyon algoritmalarinin pargacik
sayilar1 degistirilerek performans degisimleri izlenmis, genel anlamda pargacik sayisinin artmasi ile secilen
ozniteliklerdeki degisimin basariy1 arttirdig1 goriilmiistiir. Oznitelik se¢imi ile gerceklestirilen siniflandirmalarda
en basarili sonu¢ 75 parcacikli GKA algoritmast ve RO siiflandirici kullanilan durumda %99.12 olarak elde
edilmistir. Elde edilen bulgular literatiirde ayni veri setini kullanan giincel calismalarin bulgular ile
karsilastirilmis ve genelinden daha yiiksek sonug elde edildigi goriilmistiir. Gegeklestirilen bu ¢alisma meme
kanseri tespiti konusunda uzman bir karar destek sisteminin olusturulmasinda basar1 ile kullanilabilecek
niteliktedir.
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