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Surface defects detection in manufacturing systems is very important for product quality. Early detection of 
surface defects with high accuracy can prevent waste of sources and time. Manual controls, which are widely 
used today, are less efficient in terms of time and accuracy. In this study, InceptionV3 based Enriched 
Feature Integration Network (Figure A) architecture with high performance has been developed for 
automatic surface defect detection at pixel level.  
 

 
 

Figure A. Framework of the proposed model 
 

Purpose: The main purpose of this study is to develop a novel deep architecture based on extracting powerful 
and effective features for automatic surface defect detection at pixel level. 
 
Theory and Methods: In the proposed InceptionV3 based Enriched Feature Integration Network (Inc-
EFIN), low-level and high-level features are taken from each level of the InceptionV3 network. Features 
with the same height and width are merged. As a result of merging, 5 feature maps of different sizes were 
obtained. Channel-based Squeeze and Excitation (CSE) block has been applied to reveal important details 
in these feature maps. Then, information from high-level feature maps containing semantic information was 
transferred to low-level feature maps containing spatial information such as edge color and texture with the 
Feature Pyramid Network module. Then, for the final feature map in the proposed architecture, the output 
feature maps of the FPN module were combined in the Feature Integration and Signification module. The 
combined feature map is passed through the Spatial and Channel based Squeeze and Excitation (SCSE) 
block to best strengthen the spatial and semantic information that may be important for defect detection. The 
defect detection result is obtained by applying convolution and sigmoid layers to the feature map 
strengthened in the last layer of the Inc-EFIN architecture. 
 
Results: Experimental studies were carried out on MT, MVTec-Texture, and DAGM datasets to measure 
the pixel-level defect detection success of the Inc-EFIN. In experimental studies, Inc-EFIN provided the 
highest performances with 77.44% mIoU, 81.2% mIoU, and 79.46% mIoU in MT, MVTec-Texture, and 
DAGM datasets, respectively.  
 
Conclusion: Experimental results showed that the proposed model outperformed the state-of-the-art 
approaches. In addition, Squeeze and Excitation models have been found to be effective in enhancing 
features. This study will guide the development of effective deep models for automatic surface defect 
detection in manufacturing systems. 
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Ö  N  E  Ç  I  K  A  N  L  A  R  
 Yüzey hata tespiti için InceptionV3 mimarisinden güçlü özniteliklerin çıkarımı 
 ÖPA modülü ile düşük seviyeli ve yüksek seviyeli özniteliklerin birleştirilmesi 
 Sıkıştırma ve uydurma blokları ile öznitelik haritalarından önemli ayrıntıları güçlendirilmesi 
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 Bu çalışmada, otomatik yüzey hata tespiti için InceptionV3 tabanlı Zenginleştirilmiş Öznitelik Entegrasyon
Ağ (Inc-ZÖEA) mimarisi geliştirilmiştir. Önerilen mimaride, InceptionV3 mimarisinin her seviyesindeki
öznitelikler çıkartılmış ve aynı yükseklik ve genişliğe sahip öznitelikler birleştirilmiştir. Birleştirme 
sonucunda 5 öznitelik haritası elde edilmiştir. Bu öznitelik haritalarındaki önemli detayları ortaya çıkartmak
için Kanal Bazlı Sıkma ve Uyarlama bloğu uygulanmıştır. Öznitelik Piramit Ağ (ÖPA) modülünde mekânsal
detayları içeren düşük seviyeli öznitelik haritalarındaki bilgiler, anlamsal detayları içeren yüksek seviyeli
öznitelik haritalarına aktarılmıştır. Daha sonra önerilen mimaride nihai öznitelik haritası için Öznitelik
Entegrasyon ve Anlamlandırma (ÖEA) modülü kullanılarak öznitelik haritaları birleştirilmiştir. ÖEA
modülünde birleştirilen öznitelik haritası, Mekânsal ve Kanal Bazlı Sıkma ve Uyarlama bloğundan
geçirilmiştir. Inc-ZÖEA mimarisinin son katmanında evrişim ve sigmoid katmanları kullanılarak hata tespit
sonucu elde edilmiştir. Inc-ZÖEA mimarisinin piksel seviyesinde hata tespit başarısını ölçmek için MT,
MVTec-Doku ve DAGM veri setleri kullanılmıştır. Deneysel çalışmalarda, MT, MVTec-Doku ve DAGM 
veri setlerinde sırası ile Inc-ZÖEA mimarisi %77,44 mIoU, %81,2 mIoU ve %79,46 mIoU başarım sonuçları
ile literatürde yer alan son teknolojilere göre daha yüksek başarımlar sağlamıştır. 
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 In this study, InceptionV3 based Enriched Feature Integration Network (Inc-EFIN) architecture was 
developed for automatic detection of surface defects. In the proposed architecture, features of all levels of
the InceptionV3 architecture are extracted and the features with the same height and width are combined. As
a result of merging, 5 feature maps were obtained. Channel-Based Squeeze and Excitation block has been
applied to reveal important details in these feature maps. In Feature Pyramid Network module, information 
from low-level feature maps containing spatial details were transferred to high-level feature maps containing 
semantic details. Then, for the final feature map, features were combined using the Feature Integration and
Signification (FIS) module. The feature map combined in the FIS module was passed through the Spatial
and Channel-based Squeeze and Excitation block. Defect detection results were obtained by using
convolution and sigmoid layers in the last layer of the Inc-EFIN architecture. MT, MVTec-Texture, and 
DAGM datasets were used to calculate the pixel-level defect detection success of the Inc-EFIN architecture. 
In experimental studies, Inc-EFIN architecture achieved higher performance than the latest technologies in
the literature with 77.44% mIoU, 81.2% mIoU and 79.46% mIoU performance results in MT, MVTec-
Texture and DAGM datasets, respectively. 
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1. Giriş (Introduction) 
 
İmalat sistemlerinde yüzey hatalarının tespit edilmesi, maddi kayıpları 
önleyerek yüksek kalite ürün sağlanması açısından oldukça önemlidir. 
Yüzey hataları yalnızca ürünün görünümünü etkilemekle kalmaz, aynı 
zamanda üretim performansını ve ürün güvenliği üzerinde uzun vadeli 
olumsuz etkilere de sebep olur. Manuel denetimlerin uzun vadede 
yüksek doğruluk sağlamadığı görülmüştür [1]. Gelişen teknolojiyle 
beraber bilgisayarlı görü ve makine öğrenme tabanlı otomatik yüzey 
hata tespiti, manuel denetimlere göre yüksek doğruluk, devamlılık ve 
güvenirlilik açısından daha etkili olduğu ispatlanmıştır [1, 2]. 
 
Otomatik yüzey hata tespiti için görüntü işleme ve makine öğrenme 
yöntemleri kullanılarak birçok yöntem geliştirilmiştir. Bu yöntemler 
geleneksel hata tespit yöntemleri ve derin öğrenme tabanlı yöntemler 
olarak ikiye ayrılmaktadır. Geleneksel hata tespit yöntemlerinde 
eşikleme, morfolojik işlemler ve Fourier Dönüşüm gibi görüntü 
işleme yöntemleri kullanılarak hata tespiti yapılmıştır [1]. Bunun 
yanında, gelişmiş birçok yöntem, görüntü işleme yöntemleri ile 
Destek Vektör Makineleri (DVM), k-En Yakın Komşu (k-EYK) ve 
Yapay Sinir Ağları (YSA) gibi geleneksel makine öğrenme 
yöntemlerini birleştirerek güçlü bir yapı oluşturmuşlardır [3]. 
Aghdam vd. [4] çelik yüzeyindeki hataları tespit etmek için Karar 
Ağaçları ve Yerel İkili Örüntü (YİÖ) yöntemlerini kullanmışlardır. 
Önerilen modelde performansı artırmak için özniteliklere Temel 
Bileşen Analizi (TBA) ve Bootstrap Aggregation yöntemleri 
uygulanmıştır. Tsanakas vd. [5] fotovoltaik yüzeydeki kusurları tespit 
etmek için termal görüntülere filtreleme işlemleri ve Canny kenar 
algılama yöntemlerini kullanmışlardır [6]. Mik vd. Gabor dalgacık 
dönüşümü kullanarak kumaşın doku özelliklerini çıkarmışlardır. 
Önerilen modelde elde edilen doku öznitelikleri morfolojik işlemler 
ve eşikleme uygulanarak kumaş hata tespiti yapılmıştır. Bai vd. [7] 
elektronik çiplerdeki hataları bulmak için Fourier dönüşümü ve yerel 
uyarlamalı eşik kullanmışlardır. Liu ve Zheng [8], iki boyutlu entropi 
ve hiper-karmaşık Fourier dönüşümüne dayalı denetimsiz bir kumaş 
hata tespit yöntemi önermişlerdir. Önerilen modelde temel olarak 
hatasız kumaş yüzeyinin düzgün dağılımı elde edilmiştir. Bunun yanı 
sıra kumaş hatası içeren görüntülerde bu dağılıma uygun olmayan 
bölgeler hatalı bölge olarak kabul edilmiştir. Dong vd. [9] X-ışını 
görüntülerindeki hataları tespit etmek için görüntü işleme tekniklerini 
kullanan Rastgele Orman tabanlı bir şema önermişlerdir. Bu modelde 
öncelikle görüntüdeki her pikselin hatalı olup olmadığına karar 
verilmiştir. Ardından, kusurlu pikseller birleştirilerek hatanın tam 
konumu tespit edilmiştir. Geleneksel hata tespit yöntemlerinde 
genellikle temel görüntü işleme, yönlendirilmiş gardiyan histogramı 
(histogram of oriented gradient), ölçek bağımsız öznitelik dönüşümü 
(scale-invariant feature transform) ve YİÖ gibi manuel öznitelik 
çıkartma yöntemleri kullanılmıştır. Ayrıca, bu yöntemler genellikle 
desensiz ve belirli bir yüzey için uygulanmıştır. Bu yöntemlerin temel 
parametreleri, yüzey görüntüsüne bağlı olarak manuel 
ayarlandığından, farklı desenli yüzeylere uygulanması maliyetlidir. 
Buna kıyasla, günümüzde gelişen teknolojiyle beraber derin öğrenme 
tabanlı yüzey hata tespit yöntemleri, farklı yüzey ve desenlerde daha 
yüksek başarımlar sağlamıştır [2, 10, 11]. 
 
 Derin öğrenme tabanlı yüzey hata tespit yöntemleri görüntü 
seviyesinde hata tespiti, bölge seviyesinde hata tespiti ve piksel 
seviyesinde hata tespiti olarak ayrılmaktadır. Görüntü seviyesinde 
hata tespit yöntemleri, yüzey görüntüsünde hata olup olmama 
durumuna göre görüntüleri sınıflandırmaktadır. Yi vd. [12] çelik 
yüzey kusurlarını sınıflandırmak için, uçtan uca bir Evrişimsel Sinir 
Ağ (ESA) mimarisi geliştirmişlerdir. Önerilen mimaride, evrişim ve 
havuzlama katmanlarından sonra tam bağlı katmanlar uygulanmıştır. 
Ağ mimarisinin çıktısı, 7 farklı görüntü hatasını kategorize edecek 
şekilde ayarlatılmıştır. Jain vd. [13] hatalı görüntüleri sınıflandırmak 

için bir ESA mimarisi tasarlamışlardır. Bu mimaride yüksek 
performans sağlamak için veri setindeki görüntüler Çekişmeli 
Üretken Ağ (Generative Adversarial Networks) mimarisi ile 
çoğaltılmıştır. Bölge seviyesinde hata tespiti, görüntülerdeki hata 
konumunu kabaca dikdörtgen bir bölge ile gösteren yöntemlerdir. Bu 
yöntemlerde genellikle R-CNN [14], Faster R-CNN [15], SSD [16] ve 
YOLO [17] gibi yöntemlerin temelleri kullanılmıştır. He vd. [18], 
çelik kusur tespiti için Bölge Teklif Ağı kullanarak uçtan uca bir ESA 
mimarisi tasarlamışlardır. Bu tasarımda ESA'nin farklı 
katmanlarından gelen öznitelikleri birleştirmek için çok düzeyli bir 
öznitelik füzyon ağı kullanılmıştır. Yanan vd. [19], ray yüzeyindeki 
hatalarının tespiti için YOLOv3 [20] modeli ile görüntünün S×S 
boyutundaki parçalarının hatalı olup olmadığı tahmin edilmiştir. 
Tahmin puanını elde etmek için lojistik regresyon kullanılmıştır. 
Yuan vd. [21], MobileNetV2 [22] ve YOLOv3 ağ mimarilerini 
birleştirerek MOLO ağ mimarisini önermişlerdir. Önerilen modelde, 
Omurga (Backbone) ağı olan MobileNetV2 ağ mimarisinden alınan 
öznitelik haritaları YOLOv3 ağ yapısı ile birleştirilmiştir.  
 
Piksel seviyesinde hata tespiti için geliştirilen yöntemler arasında en 
popüler ve seçkin hata tespit yapan yöntemlerdir. Bu yöntemlerde, 
görüntüdeki hata konumu piksel seviyesinde (segmentasyon) tespit 
edilmektedir. Piksel seviyesinde yüzey hata tespiti yapan yöntemlerde 
genellikle, LinkNet [23], Öznitelik Piramit Ağı (ÖPA, Feature 
Pyramid Networks) [24] ve U-net [25] gibi Kodlayıcı-Kod çözücü 
(Encoder-Decoder) segmentasyon ağları kullanılmıştır. Bu ağ 
mimarilerinin içerdiği ara bağlantılar kenar, renk ve doku gibi 
mekânsal (spatial) bilgiler içeren düşük seviyeli öznitelikleri, 
anlamsal (semantic) bilgiler içeren yüksek seviyeli öznitelikler ile 
birleştirmiştir. Bu sayede arka plan ile aşırı uyum gösteren hataları ve 
küçük hataları daha iyi tespit edebilmiştir. Benzer şekilde dinamik 
(karmaşık veya kompleks) arka plana sahip görüntülerde mekânsal 
bilgiler son katmana taşındığı için piksel seviyesinde hata tespiti daha 
iyi yapılmıştır. Huang vd. [26], manyetik karo yüzey hatalarının 
tespiti için U-net tabanlı MCuePush U-Net mimarisini 
tasarlamışlardır. Önerilen mimari MCue, U-Net ve Push ağ 
bileşenlerinden oluşmaktadır. Geleneksel görüntü işleme yöntemi 
olan MCue, giriş görüntüsünün hata konumlarını kabaca belirlemek 
için kullanılmıştır. Daha sonra, piksel seviyesinde hata konumu için 
U-Net mimarisi uygulanılmıştır. U-net çıktısını desteklemek için tam 
bağlı iki katmandan oluşan bir Push ağı oluşturulmuştur. Benzer bir 
çalışmada [27], ray yüzeyindeki kusurların tespiti için SCueU-Net 
mimarisi önerilmiştir. U-net ağ mimarisi kullanılarak yapılan başka 
bir çalışmada [28], hatalı görüntüleri sınıflandırmak için U-net’in 
kodlayıcı bölümünden alınan özniteliklere DVM sınıflandırıcısı 
uygulanmıştır. Dong vd. [2], piksel düzeyinde yüzey kusurlarının 
tespiti için VGG16 ağ mimarisinin katmanlarından beslenen bir 
piramit özellik füzyonu ve küresel bağlam dikkat ağı önermişlerdir. 
VGG16'dan elde edilen özellikleri birleştirmek için piramit özellik 
füzyon modülü kullanılmıştır. Küresel bağlam dikkat modülü, farklı 
seviyelerden alınan düşük ve yüksek seviyeli öznitelikleri etkili bir 
şekilde birleştirilmesini sağlamıştır. Başka bir çalışmada ise [10] 
önceden eğitilmiş Resnet50 ağ mimarisi kullanılmıştır. Bu yöntemlere 
ek olarak literatürde Auto-Encoder (Oto-Kodlayıcı) tabanlı 
denetimsiz yüzey hatası algılama yöntemleri geliştirilmiştir. 
DifferNet [29] modelinde, önceden eğitilmiş AlexNet mimarisinden 
çok ölçekli bir özellik çıkarıcı modülü ile anlamlı öznitelikler 
çıkarılmıştır. Tahmini bir hata konumu elde etmek için bu özelliklere 
Normalleştirme Akışı yöntemi kullanılmıştır. Liu vd. [30] 2 kodlayıcı 
ve bir kod çözücü yapısı olan bir Oto-kodlayıcı mimarisi tasarlamıştır. 
Önerilen modelde giriş görüntüsü sırasıyla kodlayıcı-1, kod-çözücü 
ve kodlayıcı-2 yapılarından geçirilmiştir. Her kodlayıcı çıkışında elde 
edilen latent (gizli) vektörler karşılaştırılarak hata tespit sonucu elde 
edilmiştir. Defard vd. [31] denetimsiz hata tespiti için PaDiM 
modelini önermişlerdir. Önerilen modelde, yüzey hatası bulunan 
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görüntüler ile hatasız görüntüleri ayırt etmek için önceden eğitilmiş 
ESA mimarisinden öznitelikler çıkarılmıştır. Görüntünün her bir 
pikseli için alınan öznitelikten gömme (embedding) vektörleri elde 
edilmiştir. Gömme vektörlerinin boyutu Temel Bileşen Analizi 
kullanılarak küçültülmüştür. Son olarak, bir anormallik(anomaly) 
skoru atamak için Mahalanobis mesafesi kullanılmıştır. Tan vd. [32], 
Oto-kodlayıcı’nın aşırı genellemesini önlemek için bellek güncelleme 
modeli önermişlerdir. Bu yapı, görüntülerin kod çözü ile yeniden 
oluşturmayı daha güvenilir hale getirmiştir. Önerilen modelde, 
görüntüler arasındaki farkı belirlemek için Mekânsal Algısal Mesafe 
(MAM) modeli kullanılmıştır. Wang vd. [33], sınırlı öznitelik, 
dinamik arka plan ve gürültü içeren görüntülerde yüzey hata tespiti 
için Dışbükey Olmayan Toplam Varyasyon Düzenliliğine (Non-
convex Total Variation Regularized) dayalı KRPCA-NTV modeli 
önermiştir. Önerilen modelde, Çekirdek Kanonik Korelasyon Analizi 
(Kernel Canonical Correlation Analysis) ile öznitelikler çıkartılmıştır. 
Daha sonra Konveks Olmayan Toplam Varyasyon (Nonconvex Total 
Variation) ile arka plan ve hatalı bölge ayrılmıştır. Son olarak, 
Belirginlik Atama (Saliency Assignment) modeli ile hatalı bölgeler 
gürbüz bir şekilde tespit edilmiştir.  
 
Derin öğrenme yöntemlerinin geleneksel yöntemlere göre birçok 
güçlü yönleri vardır [34]. Fakat az sayıda örnek içeren problemlerde 
bu yöntemler zayıf kalabilmektedir. Birçok araştırmacı, bu problem 
ile başa çıkmak için veri çoğaltma ve Transfer Öğrenme (TÖ, Transfer 
Learning) yöntemleri kullanmışlardır. Yüzey hata tespit için TÖ 
modelini kullanan kodlayıcı-kod çözücü tabanlı yöntemlerde [2, 35, 
36] önceden eğitilmiş ağ mimarisinin genellikle boyut düşürme 
katmanından önce gelen belirli katmanlarını kullanmışlardır. Bu 
çalışmalarda geliştirdikleri kodlayıcı-kod çözücü ağ mimarilerine 
“Ön işlemden geçirilmiş görüntü verme” [26, 37], “Ağ çıkışının 
güçlendirilmesi (Multi-Output)” [38, 39], “Dikkat Kapıları (Attention 
Gates)” [2, 10] ve “Sıkıştırma-Uyarlama (Squeeze and Excitation)” 
[40–42] gibi modeller ekleyerek hata tespit başarısı artırılmıştır.  
 
Bu çalışmada, piksel seviyesinde yüzey hata tespiti için önceden 
eğitilmiş InceptionV3 tabanlı Zenginleştirilmiş Öznitelik Entegrasyon 
Ağ (Inc-ZÖEA) mimarisi geliştirilmiştir. Önerilen bu mimarinin 
temel amacı, önceden eğitilmiş ağ mimarisinden olabildiğince fazla 
öznitelik çıkartılması ve bu özniteliklerden anlamlı bilgilerin 
güçlendirilmesidir. Önerilen Inc-ZÖEA mimarisi, Çok Seviyeli 
Öznitelik Çıkartma (ÇSÖÇ), Öznitelik Piramit Ağ (ÖPA), Öznitelik 
Entegrasyon ve Anlamlandırma (ÖEA) modüllerinden oluşmaktadır. 
ÇSÖÇ modülü InceptionV3 ağ mimarisi ve KSU (Kanal bazlı Sıkma 
ve Uyarma, Channel based Squeeze and Excitation) bloğundan 
oluşmaktadır [41]. Öncelikle, ÇSÖÇ modülünde InceptionV3 ağ 
mimarisinin her seviyesindeki öznitelikler çıkartılmıştır. Daha sonra 
bu öznitelikler aynı yükseklik ve genişliğe sahip özniteliklerle 
birleştirilmiştir. Birleştirme sırasında önemli verileri ortaya çıkarmak 
için KSU bloğu uygulanmıştır. Bu sayede InceptionV3 mimarisinden 
alınmış öznitelikler arasında hata tespiti için önemli detaylar ortaya 
çıkartılmıştır. Inc-ZÖEA mimarinsin ikinci bölümünde elde edilen 
öznitelik haritalarına ÖPA modülü uygulanmıştır. Bu modül 
sonucunda, farklı boyutlara sahip olan 4 öznitelik haritası elde 
edilmiştir. Bu öznitelik haritalarını için Öznitelik Entegrasyon ve 
Anlamlandırma (ÖEA) modülünde birleştirilmiştir. Birleştirilmiş 
öznitelik haritalarından kanal bazlı bilgilerin yanında mekânsal 
bilgileri de en iyi şekilde çıkartılması ve güçlendirilmesi için KSU 
yerine Mekânsal ve Kanal bazlı Sıkma ve Uyarlama (MKSU, Spatial 
and Channel based Squeeze and Excitation) [41] bloğu uygulanmıştır. 
MKSU bloğunun sonunda hata tespit sonucu için nihai öznitelik 
haritası elde edilmiştir. Son olarak, 1x1 evrişim katmanı ve sigmoid 
işlemi kullanılarak hata tespit sonucu elde edilmiştir. Deneysel 
çalışmalarda, MT, MVTec-Doku ve DAGM veri setleri kullanılmıştır. 
Sonuç olarak, önerilen Inc-ZÖEA mimarisi var olan çalışmalara ve 
son teknoloji modellerine göre daha yüksek performans sağlamıştır.  

Bu çalışma beş bölüm halinde detaylandırılmaktadır. Önerilen model 
Bölüm 2'de bahsedilmiştir; Bölüm 3'te yapılan deneysel çalışmalar, 
karşılaştırmaları ve doğruluk sonuçları verilmiştir. Bölüm 4’te 
tartışmalar ve Bölüm 5’te sonuç kısmı yer almaktadır. 
 
2. Önerilen Yöntem (Proposed Method) 
 
Yüzey hata tespiti için önerilen Inc-ZÖEA mimarisi Şekil 1’de 
verilmiştir. Önerilen model, Çok Seviyeli Öznitelik Çıkartma 
(ÇSÖÇ), ÖPA ve Öznitelik Entegrasyon ve Anlamlandırma (ÖEA) 
olmak üzere 3 modülden oluşmaktadır. Önerilen Inc-ZÖEA 
mimarisinin akışı aşağıda verilmiştir:  
 
 ÇSÖÇ modülü, InceptionV3 mimarisinin katmanlarından çok 

seviyeli öznitelik haritaları çıkartılmasına dayalıdır. Mevcut 
çalışmada, bu mimarinin her seviyesindeki öznitelik haritaları 
(𝐼଴ିଵଽ) kullanılmıştır. 

 ÇSÖÇ modülünden elde edilen aynı yükseklik ve genişliğe sahip 
öznitelik haritaları birleştirilmiştir. Daha sonra birleştirilen 
öznitelik haritalarına KSU bloğu uygulanmıştır. Böylece, hata 
tespiti için önemli olabilecek öznitelikler kanal bazında 
güçlendirilmiştir. Bu işlem sonucunda, 5 farklı öznitelik haritası 
(𝐹ଵ,ଶ,ଷ,ସ,ହ) elde edilmiştir.  

 ÇSÖÇ modülünde elde edilen 5 farklı öznitelik haritası (𝐹ଵ,ଶ,ଷ,ସ,ହ) 
derinlik olarak yeniden boyutlandırılmak ve ilişkilendirilmek için 
ÖPA modülü kullanılmıştır. ÖPA modülünde öznitelik haritaları bir 
evrişim katmanından geçirilerek derinlik olarak yeniden 
boyutlandırılmıştır. Daha sonra mekânsal bilgilere sahip olan 
öznitelik haritalarına ekleme stratejisi uygulanarak anlamsal 
bilgiler eklenmiştir. Bu işlem sonucunda 4 farklı öznitelik haritası 
(𝐻௟ୀଵ,ଶ,ଷ,ସ) elde edilmiştir.  

 ÖEA modülünde, nihai öznitelik haritası elde etmek için derinlik 
olarak aynı boyutta olan 𝐻௟ୀଵ,ଶ,ଷ,ସ öznitelik haritaları Yukarı 
Örnekleme (YÖ, Upsampling) katmanı ile aynı yüksekliğe ve 
genişliğe getirilmiş ve ardından birleştirilmiştir. Daha sonra, bu 
öznitelik haritasında en yüksek hata tespit başarısını yakalamak için 
MKSU bloğu uygulanmıştır. MKSU bloğu, mekânsal ve kanal 
olarak giriş öznitelik haritalarında bir sıkıştırma ve uyarlama 
işlemini gerçekleştirir. Bu sayede, KSU bloğundan farklı olarak 
hata tespiti için önemli olabilecek öznitelikler hem kanal hem de 
mekânsal olarak güçlendirildi. Bu işlem sonucunda güçlü bilgilere 
sahip 𝑀ଽ଺ൈଽ଺ൈହଵଶ öznitelik haritası elde edilir.  

 ZÖEA ağ mimarisinin son katmanında elde edilen 𝑀 öznitelik 
haritasının ardından bir evrişim katmanı ve bir sigmoid aktivasyon 
katmanı uygulanarak hata tespit tahmin haritası elde edilmiştir.  

 
Önerilen Inc-ZÖEA mimarisinin içerdiği modüllerin teorik 
yapısı alt başlıklar halinde detaylandırılmıştır.  
 
2.1. Çok Seviyeli Öznitelik Çıkartma Modülü  
(Multi-Level Feature Extraction Module) 
 
Önerilen ağ mimarisinin ÇSÖÇ modülünde, omurga ağı olarak 
InceptionV3 [43] ağ mimarisi kullanarak detaylı bir öznitelik haritası 
elde edilmesi amaçlanmıştır. InceptionV3 ağ mimarisi, hiyerarşik 
olarak arka arkaya gelen evrişim katman yapısı kullanmak yerine 
Inception Bloklarına (IB) dayalıdır. AlexNet veya VGG16 gibi ağlar 
ile kıyaslandığında kullandıkları Inception blokları hem parametre 
sayısını düşürmüş hem de işlem maliyetini önemli derecede 
azaltmıştır.  
 
InceptionV3 ağ modeli 3 farklı IB türünden oluşmaktadır. Bu bloklar 
Şekil 2’de verilmiştir. Şekil 2.b’de verilen IB Model 1’de (IB M1), ilk 
önerilen Inception bloklarında (Şekil 2.a) kullanılan 5 ൈ 5 evrişim 
katmanı yerine arka arkaya gelen 3 ൈ 3 çekirdek boyutuna sahip iki 
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evrişim katmanı kullanılmıştır. Şekil 2.c’deki IB M2 ‘de 𝑛 ൈ 𝑛 
çekirdek boyutunda bir evrişim için arka arkaya gelen 𝑛 ൈ 1 ve 1ൈ 𝑛 
çekirdek boyutundaki evrişim katmanları uygulanmıştır. Son olarak 
Şekil 2.d’deki IB M3’te 𝑛 ൈ 1 ve 1ൈ 𝑛 çekirdek boyutuna sahip 
evrişim çıktılarını arka arkaya eklemek yerine çıktılar birleştirilmiştir. 
InceptionV3 ağ mimarisinin içerdiği katmanların detayları Tablo 1’de 
verilmiştir. 
 
Tablo 1’de görüleceği üzere InceptionV3 ağ mimarisinde bulunan 
(𝐼଴ିଵଽ) öznitelik haritaları 96 ൈ 96, 48ൈ 48, 24 ൈ 24, 12 ൈ 12 ve 

6 ൈ 6 olmak üzere 5 farklı yükseklik ve genişlik boyutlarındadır. 
Önerilen Inc-ZÖEA mimarisinde bulunan ÇSÖÇ modülünde omurga 
ağının her bir seviyesindeki (𝐼଴ିଵଽ) öznitelik haritaları kullanılmıştır. 
ÇSÖÇ modülünde, Tablo 2’de verildiği gibi bu öznitelik haritalarında 
yükseklik ve genişlik değerleri aynı olanlar birleştirilerek 5 farklı 
öznitelik haritası elde edilmiştir.  
 
Tablo 2’de gösterildiği gibi birleştirilen öznitelik haritalarında hata 
tespit başarısını artıracak özniteliklerin ortaya çıkartılması için KSU 
[41] bloğu uygulanmıştır. KSU orijinal adıyla “Spatial Squeeze and 

 
 

Şekil 1. Önerilen Inc-ZÖEA mimarisi (Proposed Inc-ZOEA architecture) 
 

 
 

Şekil 2. İnception blok yapıları, a) Orijinal IB, b) İB M1, c) İB M2, d) İB M3 [43]  
(Inception block structures, a) Original IB, b) IB M1, c) IB M2, d) IB M3) 
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Channel Excitation” [41] blok detayları Şekil 3’te verilmiştir. Şekil 
3’ten anlaşılacağı üzere, giriş öznitelik haritasından (𝐺௑ൈ௒ൈௌ) sonra, 
sırasıyla   Global Ortalama Havuzlama (GOH, Global Average 
Pooling) katmanı, TB (Tam Bağlı) katmanı, ReLU katmanı, TB 
katmanı ve sigmoid fonksiyonu uygulanmıştır. Bu sayede, öznitelik 
haritasının her bir kanalı için bir ağırlık katsayısı elde edilmiştir. Son 
olarak bu ağırlık değerleri giriş öznitelik haritası ile eleman bazlı 
çarpma işlemi uygulanarak 𝐹 öznitelik haritası elde edilmiştir. ÇSÖÇ 
modülünde 5 farklı öznitelik haritası için aynı işlemler tekrarlanarak 
𝐹ଵ,ଶ,ଷ,ସ,ହ öznitelik haritaları elde edilmiştir.  
 
2.2. Öznitelik Piramit Ağı (Feature Pyramid Network) 
 
Önerilen Inc-ZÖEA mimarisinde ÇSÖÇ modülünden sonra 5 farklı 
güçlü öznitelik haritaları elde edilmiştir. Bu öznitelik haritalarının 
arasında hata tespiti için önemli kenar, renk ve doku gibi mekânsal 
bilgileri taşıyan düşük seviyeli öznitelik haritaları (𝐹ଵ,ଶ,… ) ve önemli 
anlamsal bilgiler içeren yüksek seviyeli öznitelik haritaları (𝐹…,ସ,ହ) 

vardır. Bu çalışma, ÖPA [24] modülü kullanılarak yüksek seviyeli 
özniteliklere düşük seviyeli öznitelikler eklenmiştir. ÖPA modülünde, 

𝐹௟ ve 𝐹௟ାଵ özellik haritalarına (𝑁𝐸𝐵𝑅 ç௘௞௜௥ௗ௘௞ ௕௢௬௨௧௨ୀଵൈଵ
௙௜௟௧௥௘ ௦௔௬ప௦పୀଶହ଺ ሺ. ሻ) işlemi 

uygulanmıştır. Bu işlem sırasıyla, bir noktasal evrişim katmanı, batch 
normalizasyon katmanı ve ReLU aktivasyon katmanlarını 
içermektedir. Daha sonra, 𝑁𝐸𝐵𝑅 ଵൈଵ

ଶହ଺ ሺ𝐹௟ାଵሻ öznitelik haritasına 
yukarı örnekleme (𝑌Öሺ. ሻ, UPSeampling) katmanı uygulanarak 
yükseklik ve genişlik olarak 𝑁𝐸𝐵𝑅 ଵൈଵ

ଶହ଺ ሺ𝐹௟ሻ ile aynı boyuta 
getirilmiştir. Son olarak bu öznitelik haritalarına eleman bazlı toplama 
işlemi uygulanmıştır. Bu işlemler şekil 4’te gösterilmiştir.  
 
Şekil 4’te verilen 𝐻௟ , 𝑙’ninci seviyedeki ÖPA çıktısını ve 𝑁𝐸𝐵𝑅 sırası 
ile noktasal evrişim, batch normalizasyon ve ReLU katmanlarını 
göstermiştir. 𝑓𝑠 ve çb ise sırası ile filtre sayısını ve çekirdek boyutunu 
temsil etmiştir. ÇSÖÇ modelinde 𝑙 değeri sırasıyla 4, 3, 2 ve 1 olarak 
ele alınarak 𝐹௟  öznitelik haritalarından 4 farklı 𝐻௟  öznitelik haritası 
elde edilmiştir. 

Tablo 1. InceptionV3 katman detayları (EBR: Evrişim, Batch normalizasyon, ReLU aktivasyon katmanını temsil eder)  
(ETR: Represents Convolution, Batch normalization, ReLU activation layer) 

 

Katman Katman işlemi Filtre sayısı Adım genişliği Çekirdek boyutu Çıkış öznitelik boyutu 
I0 EBR 32 2 3x3 96 ൈ 96 ൈ 32 
I1 EBR 32 1 3x3 96 ൈ 96 ൈ 32 
I2 EBR 64 1 3x3 48 ൈ 48 ൈ 64 
I3 Havuzlama - 2 3x3 48 ൈ 48 ൈ 64 
I4 EBR 80 1 1x1 48 ൈ 48 ൈ 80 
I5 EBR 192 1 3x3 48 ൈ 48 ൈ 192 
I6 Havuzlama - 2 3x3 24 ൈ 24 ൈ 192 
I7 Mixed0 IB M1 24 ൈ 24 ൈ 256 
I8 Mixed1 IB M1 24 ൈ 24 ൈ 288 
I9 Mixed2 IB M1 24 ൈ 24 ൈ 192 
I10 Mixed3 IB M1 12 ൈ 12 ൈ 768 
I11 Mixed4 IB M2 12 ൈ 12 ൈ 768 
I12 Mixed5 IB M2 12 ൈ 12 ൈ 768 
I13 Mixed6 IB M2 12 ൈ 12 ൈ 768 
I14 Mixed7 IB M2 12 ൈ 12 ൈ 768 
I15 Mixed8 IB M2 6 ൈ 6 ൈ 1280 
I16 Mixed9_0 

IB M3 
6 ൈ 6 ൈ 768 

I17 Mixed9_1 6 ൈ 6 ൈ 2048 
I18 Mixed10_0 

IB M3 6 ൈ 6 ൈ 768 
I19 Mixed10_1 6 ൈ 6 ൈ 2048 

 
Tablo 2. ÇSÖÇ modülün elde edilen 5 farklı öznitelik haritası ve çıkış boyutu  

(5 different feature maps and output size obtained from the ÇSÖÇ module) 
 

Çıkış Öznitelik haritası KSU blok girişi öznitelik haritaları Çıkış öznitelik harita boyutu 
F1 KSU(I0,I1) 96×96×192 
F2 KSU(I2, I3,I4, I5) 48×48×560 
F3 KSU(I6, I7,I8, I9) 24×24×1408 
F4 KSU(I10, I11,I12, I13, I14) 12×12×7104 
F5 KSU(I15, I16,I17, I18, I19) 6×6×9792 

 

 
 

Şekil 3. Kanal bazlı sıkma ve uyarlama bloğu (Channel based squeeze and excitation block) 
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Şekil 4. ÖPA modülünde kullanılan öznitelik aktarma işlemi  
(Feature transfer process used in the OPA module) 
 
2.3. Öznitelik Entegrasyon ve Anlamlandırma  
(Feature Integration and Signification) 
 
Önerilen Inc-ZÖEA ağının ÖPA çıktısında 4 farklı 𝐻௟ୀଵ,ଶ,ଷ,ସ öznitelik 
haritası elde edilmiştir. Bu öznitelik haritaları her biri hata tespit 
işlemi için güçlü bilgiler içermektedir. Bu öznitelik haritalarını 
birleştirmek için önemli ayrıntıların ortaya çıkartılmasına dayalı 
geliştirilen ÖEA modülü kullanılmıştır. Önerilen ÖEA modülünde, 
öncelikle farklı boyutlara sahip olan 𝐻௟ୀଵ,ଶ,ଷ,ସ  öznitelik haritaları için 

(𝐸𝐵𝑅 ç௘௞௜௥ௗ௘௞ ௕௢௬௨௧௨ୀଷൈଷ
௙௜௟௧௥௘ ௦௔௬ప௦పୀଶହ଺ ሺ. ሻ) işlemi uygulanmıştır. Bu işlem 

sırasıyla, evrişim, batch normalizasyon ve ReLU katmanlarından 
oluşmaktadır. Daha sonra, yükseklik ve genişlik olarak boyutları 
farklı olan 𝐻௟ୀଵ,ଶ,ଷ,ସ öznitelik haritaları atlama değeri sırası ile 2,4 ve 
8 olan bir yukarı örnekleme katmanından geçirilerek tüm öznitelik 

haritaları 
ௐ

ଶ
ൈ ு

ଶ
ൈ 128 boyutuna getirilmiştir. Son olarak Eş. 1’de 

gösterildiği gibi aynı boyuta getirilmiş 𝑃𝐹௟  öznitelik haritaları kanal 
boyutundan (axis =3) birleştirilmiştir.  
 

𝐾 ൌ

⎣
⎢
⎢
⎢
⎢
⎡ 𝐸𝐵𝑅 ଷ௫ଷ

௙௦ୀଵଶ଼ሺ𝑃𝐹ଵሻ

𝑌Ö௔ௗୀଶ൫ 𝐸𝐵𝑅 ଷ௫ଷ
௙௦ୀଵଶ଼ሺ𝑃𝐹ଶሻ ൯

𝑌Ö௔ௗୀସ൫ 𝐸𝐵𝑅 ଷ௫ଷ
௙௦ୀଵଶ଼ሺ𝑃𝐹ଷሻ ൯

 𝑌Ö௔ௗୀ଼൫ 𝐸𝐵𝑅 ଷ௫ଷ
௙௦ୀଵଶ଼ሺ𝑃𝐹ସሻ ൯⎦

⎥
⎥
⎥
⎥
⎤

 (1) 

 
Burada 𝐾 ve 𝑌Ö௔ௗ sırası ile birleştirilmiş öznitelik haritasını ve atlama 
değeri 𝑎𝑑 olan yukarı örnekleme katmanını göstermiştir. 
𝐸𝐵𝑅 ଷ௫ଷ

௙௦ୀଵଶ଼ሺ∙ሻ fonksiyonu ise girdiye sırası ile 3 ൈ 3 çekirdek 
boyutuna ve 𝑓𝑠=128 filtre sayısına sahip evrişim, batch 
normalizasyon ve ReLU katmanlarının uygulamasını gösterir. 
 

Birleştirme işlemi sonunda 𝐾 öznitelik haritası boyutu 
ௐ

ଶ
ൈ ு

ଶ
ൈ 512 

şeklindedir. Bu öznitelik haritasında InceptionV3 ağ mimarisinden 
gelen mekânsal ve anlamsal bilgileri açısından zengin bir öznitelik 

haritasıdır. Bu öznitelik haritasında hata tespiti için önemli bilgileri 
vurgulamak ve güçlendirmek için MKSU [41] uygulanmıştır. MKSU 
(Şekil 5) bloğun kullanılmasındaki temel amaç Inc-ZÖEA ağ mimari 
son katmanlarına doğru ilerlerken hem mekânsal hem de kanal bazlı 
önemli detayları içeren öznitelikleri kaybetmeden güçlendirmektir.  
 
Şekil 5’de gösterildiği gibi, MKSU da birleştirilen öznitelik 
haritalarına (𝐺௑ൈ௒ൈௌ) KSU ile paralel olarak Mekânsal bazlı Sıkma 
ve Uyarma (MSU, Spatial based Squeeze and Excitation) yöntemi 
uygulanır. KSU’da global average pooling katmanı uygulandığı için 
öznitelik haritasının her bir kanalındaki mekânsal bilgiler (kenar ve 
renk vb.) tek bir noktada toplar (𝐺𝟏ൈ𝟏ൈ𝑺). Bu da önemli kanalların 
seçimi sırasında hata tespiti için küçük fakat önemli mekânsal 
bilgilerin kaybolmasına sebep olabilmektedir [41]. Bunun tersine, 
MSU’da noktasal evrişim kullanarak sıkıştırma işlemini yaptığı için 
mekânsal detayları kaybetmez. Fakat MSU’da bir pikselin kanal 
boyunca bilgileri özetlediği (𝐺𝑿ൈ𝒀ൈ𝟏) için kanal boyunca önemli 
bilgiler kaybolmaktadır. MKSU bloğu Şekil 5’te gösterildiği gibi 
MSU ve KSU yöntemlerini paralel olarak uyguladığı için hem 
mekânsal hem de kanal boyunca önemli detayları kaybetmesini 
önlemektedir. MKSU sonunda elde edilen MSU ve KSU çıktıların 
noktasal 𝑀𝑎𝑥ሺ. ሻ operatörü uygulanarak çıktı öznitelik haritası elde 
edilir [41]. Guha vd. yaptıkları çalışmada [41] belirtildiği gibi 𝑀𝑎𝑥ሺ. ሻ 
operatörün uygulanması MSU ve KSU arasında rekabeti artırır. Bu 
sayede en yüksek hata tespit sonucu verecek şekilde önemli 
özniteliklerin güçlendirilmesi sağlanılmıştır. 
 
2.4. Inc-ZÖEA Eğitimi (Training of Inc-ZÖEA) 
 
Inc-ZÖEA mimarisinin son katmanında hata tespit sonucunu elde 
etmek için MKSU’nun çıktı öznitelik haritası, sırası ile 128 filtreye 
sahip evrişim işlemi, batch normalizasyon ve ReLU katmanından 
geçirilmiştir. Daha sonra öznitelik haritası görüntü ile aynı boyuta 
getirilmesi için atlama değeri 2 olan yukarı örnekleme katmanından 
geçirilmiştir. Bu sayede 𝑊 ൈ 𝐻 ൈ 128 boyutundaki nihai öznitelik 
haritası elde edilmiştir. Son olarak hata tespit sonucunu elde etmek 
için çekirdek boyutu 3 ൈ 3 olan ve filtre sayısı 1 olan bir evrişim 
katmanı ve sigmoid aktivasyon fonksiyonu uygulanmıştır. Yukardaki 
işlemler Eş. 2’de ifade edilmiştir. 
 
𝑃 ൌ 𝜎ሺ𝐸ଷൈଷ

௙௦ୀଵሺ𝑌Ö௦ୀଶሺ𝐸𝐵𝑅ଷൈଷ
௙௦ୀଵଶ଼ሺ𝑀ሻሻ (2) 

 
Burada 𝑃௠௫௡ hata tespit tahmini; 𝑀 MKSU’nun çıktı öznitelik 
haritası; 𝜎 sigmoid aktivasyon fonksyonu; 𝐸ଷ௫ଷ

௙௦ୀଵ, 3 ൈ 3 çekirdek 
boyutuna sahip ve filtre sayısı 𝑓𝑠 ൌ 1 olan evrişim işlemi; 𝑌Ö yukarı 

 
 

Şekil 5. Mekânsal ve kanal bazlı sıkma ve uyarlama bloğu (Spatial and channel based squeeze and excitation block) 
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örnekleme katmanı; 𝐸𝐵𝑅ଷൈଷ
௙௦ୀଵଶ଼, 3 ൈ 3 çekirdek boyutuna sahip ve 

fs=128 olan evrişim, batch normalizasyon ve ReLU katmanını 
gösterir.  
 
Inc-ZÖEA ağ mimarisinin eğitiminde The Binary Cross-Entropy loss 
function kullanılmıştır. The Binary Cross-Entropy kayıp fonksiyonu 
Eş. 3’te verilmiştir.  
 
𝐿 ൌ െ ∑ 𝑦௜ൈ௝𝑙𝑜𝑔൫𝑃௜ൈ௝൯ ൅ ൫1 െ 𝑦௜ൈ௝൯𝑙𝑜𝑔൫1 െ 𝑃௜ൈ௝൯ெ

௜,௝  (3) 
 
Burada 𝐿, ortalama hata değerini; 𝑦௜ൈ௝ ve 𝑃௜ൈ௝, sırası ile sonuç 
haritasındaki 𝑖 ൈ 𝑗 konumundaki pikselin gerçek değeri ve tahmin 
değerini göstermektedir.  
 
Inc-ZÖEA ağ mimarisinde omurga ağının başlangıç parametreleri için 
InceptionV3 ağın ImageNet veri seti ile önceden eğitilmiş 
parametreleri kullanılmıştır. Inc-ZÖEA mimarisinin diğer 
katmanlarına rastgele değerler atanmıştır. Eğitim boyunca transfer 
öğrenme modeli uygulanarak Inc-ZÖEA mimarisinin tüm 
parametreleri güncellenmiştir.  
 
3. Deneysel Çalışmalar (Experimental Studies) 
 
Önerilen Inc-ZÖEA yönteminin 3 farklı veri seti üzerindeki 
performansı değerlendirilmiştir. Inc-ZÖEA mimarisinin kodu; 
https://github.com/mturkoglu23/Inc-ZOEA’dan paylaşılmıştır. 
Deneysel çalışmalarda, literatürde segmentasyon ve piksel 
seviyesinde hata tespiti için son teknolojik yöntemler olan Unet [25], 
PSPNet [44], LinkNet [23] ve Öznitelik Piramit Ağ (FPNet, Feature 
Pyramid Networks) [24] mimarileriyle aynı deneysel çalışmalar 
uygulanmış ve sonuçlar karşılaştırılmıştır. Bu bölüm devamında 
öncelikle veri setleri ve uygulama detayları sunulmuştur. Daha sonra 
her veri seti için sayısal ve görsel sonuçlar ile yöntemlerin analizlerine 
yer verilmiştir. 
 
3.1. Veri Setleri (Datasets) 
 
Önerilen Inc-ZÖEA modelin performansını etkili bir şekilde 
değerlendirmek için MT, DAGM ve MVTec-Doku veri setleri 
kullanılmıştır. Bu veri setleri, literatürde paylaşılan ve yaygın 
kullanılan veri setleridir. Magnetic Tile (MT, manyetik karo) [26] veri 
seti motorlarda bulunan mıknatısların yüzey görüntülerini içeren bir 
veri setidir. Bu veri seti ezilme, yıpranma, çatlak, hava deliği ve 
kırılma gibi yüzey hataları içermektedir. Veri seti farklı çözünürlükte 
alınmış görüntüler içerdiğinden zorlu bir veri setidir. Deneysel 
çalışmalar için MT veri setinde bulunan tüm hatalı görüntüler 
kullanılmıştır. Bu veri seti için %75 eğitim ve geri kalanı test olarak 

ayrılmıştır. MVTec Anomaly Detection [45] veri seti 15 farklı 
yüzeyden alınmış (10 nesne ve 5 doku sınıfı) gerçek görüntülerden 
oluşmaktadır. Her bir sınıf, yaklaşık 250 görüntü içermektedir. Yüzey 
hata tespiti için MVTec veri setindeki halı, tel levha, deri, fayans, 
odun olmak üzere 5 yüzey doku (MVTec-Doku) sınıfı alınmıştır. 
MVTec-Doku veri seti deneysel çalışmalar için %75 eğitim ve %25 
test olacak şeklide ayrılmıştır. DAGM 2007 [46] DAGM veri seti 10 
farklı yüzey görüntüsünden oluşan yapay bir veri setidir. Bu veri seti 
gerçek doku yüzey görüntülerinden esinlenerek oluşturulmuş olup 
gerçeğe oldukça yakındır. DAGM veri setinde her bir yüzey sınıfı için 
eğitim ve test veri setleri ayrılmıştır. Deneysel çalışmalarda [2] nolu 
çalışma ile benzer olacak şekilde DAGM veri setinden 6 sınıf 
kullanılmıştır. DAGM veri seti piksel-seviyesinde hata tespiti genel 
bir elipsle etiketlendiği için piksel seviyesinde bir etiketleme yoktur. 
Buna rağmen diğer yöntemler ile adil kıyaslama için [2] nolu 
çalışmadaki gibi etiketler değiştirilmeden orijinal hali ile 
kullanılmıştır. Bunun yanında, DAGM veri setinde Eğitim ve Test 
olarak ayrıldığı için burada orijinal hali ile kullanılmıştır. Deneysel 
çalışmalarda kullanılan MT, DAGM ve MVTec-Doku veri setlerin 
örnek sayıları Tablo 3‘de verilmiştir.  
 
3.2. Uygulama Detayları (Implementation Details) 
 
Tüm deneysel çalışmalar, i9-9900KF işlemci, 32 GB Ram ve 11 GB- 
RTX 2080 ti GPU donanıma sahip Ubuntu 20,04 işletim sistemi 
üzerinden gerçekleştirilmiştir. Deneysel çalışmalarda adım (epoch) 
sayısı 100 ve yığın boyutu (batch size) 16 olarak ayarlanmıştır. 
Uygulamalarda etkili bir öğrenme oranı kullanmak için keras 
kütüphanesinde bulunan ReduceLROnPlateau modeli kullanılmıştır. 
Bu model eğitim boyunca kayıp (loss) değerini kontrol eder. Belirli 
adım sayısı kadar (𝑝𝑎𝑡𝑖𝑒𝑛𝑐𝑒) kayıp değerinde bir düşme olmadığında 
öğrenme oranını bir faktor (𝑓𝑎𝑐𝑡𝑜𝑟) değeri ile çarparak küçültür. Bu 
sayede yeni öğrenme oranı (𝑙𝑟௡௘௪ ൌ 𝑙𝑟௢௟ௗ ∗ 𝑓𝑎𝑐𝑡𝑜𝑟) elde edilir. 
Uygulamalarda 𝑓𝑎𝑐𝑡𝑜𝑟 ൌ 0,1 ve 𝑝𝑎𝑡𝑖𝑒𝑛𝑐𝑒 ൌ 8 olarak ayarlanmıştır. 
Başlangıç öğrenme oranı 0,001 ve olabilecek minimum öğrenme 
oranı ise 0,00001 olarak ayarlanmıştır. Eğitim için Adam 
optimizasyonu yöntemi kullanılmıştır. Deneysel çalışmalarda 
kıyaslamalar F1-Skor ve mIoU (kesişimlerinin tüm alana oranın 
ortalaması, Mean intersection over union) metrikleri kullanılmıştır.  
 
3.3. Deneysel Sonuçlar (Experimental Results)  
 
MT, MVTec-Doku ve DAGM veri seti kullanılarak yapılan uygulama 
sonuçları Tablo 4’te verilmiştir. Verilen sonuçlara göre 3 veri setinde, 
önerilen Inc-ZÖEA mimarisi diğer yöntemlere göre daha iyi sonuçlar 
vermiştir. Tablo 4’teki MT veri seti sonuçlarında, Inc-ZÖEA mimarisi 
%77,44 mIoU ve %87,28 F1-skor ile en yüksek başarıyı sağlarken 
ikinci en yüksek başarıyı %68,27 mIoU başarı ile LinkNet mimarisi 

Tablo 3. Deneysel çalışmalarda kullanılan veri setleri ve örnek sayıları (Datasets and sample numbers used in experimental studies) 
 

Veri Seti 
Eğitim Örnek Sayısı Test Örnek Sayısı 
Hatalı Hatasız Toplam Hatalı Hatasız Toplam 

MT 289 289 578 97 97 194 
DAGM 598 598 1196 602 602 1204 
MVTec-Doku 285 1047 1332 97 352 449 

 
Tablo 4. Performans sonuçları (Performance results) 

 

 MT MVTec-Doku DAGM 
mIoU F1-skor mIoU F1-skor mIoU F1-skor 

LinkNet 68,27 81,10 71,84 83,61 76,48 86,67 
PSPNet 59,37 74,50 68,24 81,12 76,19 86,48 
Unet 60,55 75,43 73,47 84,70 76,86 86,92 
FPNet 65,87 79,42 65,70 79,30 75,43 85,99 
Önerilen Inc-ZÖEA 77,44 87,28 81,20 89,62 79,46 88,55 
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elde etmiştir. Öznitelik piramit ağ modelini kullanan Inc-ZÖEA ve 
FPNet ağlarının sonuçları kıyaslandığında %11,57 mIoU ve 7,86 F1-
skor farkı, Inc-ZÖEA mimarisinde bulunan ÇSÖÇ, KSU, MKSU ve 
ÖEA bloklarının katkıları açık şekilde göstermektedir. Bu modüller, 
tespit edilmesi zor olan yüzey hatalarını içeren görüntülerde, 
öznitelikler arasında ince ayrıntıları taşıyan önemli bilgileri 
güçlendirmiştir. Atlama bağlantıları kullanan LinkNet ve Unet 
yapıları kıyaslandığında MT veri setinde LinkNet %7,72 mIoU skor 
farkı ile daha yüksek başarı sağlamıştır. PSPNet mimarileri Unet 
mimarisine benzer bir yapıdadır. Deneysel çalışmalarda PSPNet en 
düşük sonuçları vermiştir. Bunun temel sebebi PSPNet mimarisi, Unet 
ve FPNet ağlarına göre Mekânsal ayrıntıları başarılı bir şekilde 
koruyamamalarıdır. Tablo 4’te verilen MVTec veri setinin 
sonuçlarında MT veri setinde olduğu gibi Inc-ZÖEA mimarisi %81.2 
mIoU ve %89,62 F1-skoru ile en yüksek başarıyı sağlamıştır. İkinci 
en yüksek Unet ağı sağlamıştır. Bunların yanı sıra LinkNet, PSPNet 
ve FPNe ağları sırasıyla %71,84 ve %68 mIoU skoru ile Inc-ZÖEA 
modelinden ortalama %10 skor daha düşük sonuçlar vermiştir. 
MVTec veri setinde en düşük sonuçları FPNet modeli vermiştir. Tablo 
4’te verilen DAGM veri setinin sonuçlarında LinkNet, PSPNet, Unet 
ve FPNet ağları %75,43-%76,86 arasında yakın mIoU sonuçları 
alırken Inc-ZÖEA modeli yaklaşık %3’lik bir fark ile daha yüksek 
mIoU sonuçları almıştır.  
 
Şekil 6’da MT veri setinden alınan örnek görüntüler ve tahmin 
sonuçları verilmiştir. Örnek 1 ve 2’de küçük boyutta ve ince çizik 
şeklinde hatalar bulunmaktadır. Bu örneklerde Inc-ZÖEA modeli en 
yüksek başarı ile yüzey hatalarını tespit edebilmiştir. Örnek 1 ve 2’de 
Unet modeli kısmen başarılı olmuşken diğer yöntemler ise yüzey 
hatalarını tespit edememiştir. Örnek 3, 4, 5 ve 6’da arka plan ile aşırı 
uyum gösteren hata tipleri vardır. Bu hata tipine karşı Inc-ZÖEA 
mimarisi yüksek doğruluk ile hata tespiti yaparken Unet mimarisi 

daha düşük sonuçlar vermiştir. LinkNet, PSPNet ve FPNet yöntemleri 
ise bu örneklerdeki hataları tespitinde zayıf kalmışlardır. Şekil 7’da 
MVTec veri setinden alınan örnek görüntüler ve tahmin sonuçları 
verilmiştir. Verilen örnekler incelendiğinde, MVTec veri setinin 
içerdiği hatalar genellikle küçük boyutta ve ince çizik şeklindedir. 
Bunun yanı sıra, Örnek 2, 3 ve 5 incelendiğinde dinamik (kompleks) 
arka plana sahip görüntülerdir. Bu görüntülerde en yüksek başarıyı 
Inc-ZÖEA mimarisi vermiştir. Diğer yöntemler ise kısmen hata 
konumunu bularak düşük sonuçlar vermiştir. Örnek 3’te verilen 
görüntüde yüzey hatası arka plan ile aynı doku özeliğine sahiptir. 
Bundan dolayı yöntemler genel olarak düşük performans sağlamıştır. 
Bunun yanı sıra yöntemlerin başarıları kıyaslandığında önerilen Inc-
ZÖEA modeli en yüksek sonuçları vermiştir. Örnek 5’te verilen 
görüntüde neredeyse görülmeyecek boyutta bir yüzey hatası vardır. 
PSPNet, LinkNet ve FPNet bu yüzey hatasını tespit edememiştir. 
Bunun yanı sıra Unet ağı %12,56 IoU ile hatayı kısmen tespit 
etmişken önerilen Inc-ZÖEA model ise %45,45 ile daha yüksek bir 
doğrulukla hatayı tespit edebilmiştir. Şekil 8’da DAGM veri setinden 
alınan örnek görüntüler ve tahmin sonuçları verilmiştir. DAGM veri 
seti yapay görüntüler olmasına rağmen yaygın kullanılan bir doku veri 
setidir. Bu veri seti elips şeklinde hatalı bölgeler gösterilmesine 
rağmen uygulamalarda kullanılan segmentasyon yöntemleri genel bir 
başarım sağlamıştır. Şekil 8’da verilen örnekler arasında gerçek etiket 
değerlerini en iyi şekilde modelleyerek en yüksek başarımı Inc-ZÖEA 
mimarisi sağlamıştır. Diğer yöntemler ise verilen hatalı bölgeyi Inc-
ZÖEA modeline göre daha düşük bir başarıyla tespit etmiştir.  
 
4. Tartışma (Discussion) 
 
Hata tespiti için var olan çalışmalar ile önerilen Inc-ZÖEA mimarisi 
performans sonuçları Tablo 5’te verilmiştir. DAGM, MVTec-Doku 
ve MT veri setlerinde Inc-ZÖEA mimarisi diğer yöntemlere göre daha 

 
 

Şekil 6. MT veri setine dayalı görsel sonuçlar (Visual results based on the MT dataset) 
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yüksek başarım sağlamıştır. VGG16 eğitilmiş parametreleri, ÖPA ve 
dikkat kapılarını birleştirilerek geliştirilen PGA-Net [2] modeli, MT 
ve DAGM veri setlerinde sırası ile %71,31 ve %74,78 mIoU 
performansı elde etmiştir. Buna karşı, Inc-ZÖEA benimsediği 
güçlendirilmiş öznitelik modeli sayesinde (MT ‘de %77,44 mIoU ve 

DAGM’da %79,46 mIoU) daha yüksek performans elde etmiştir. 
PGA-Net ile benzer bir yöntem olan DDF [10] ağında Resnet50 ağ 
mimarisi kullanılmıştır. Önerilen Inc-ZÖEA mimarisi MT veri 
setinde bu modelden %3,74 daha yüksek başarı sağlamıştır. KRPCA-
NTV [33] ve DPAE [30] mimarileri denetimsiz öğrenmeye dayalı 

 
 

Şekil 7. MVTec-Doku veri setine dayalı görsel sonuçlar (Visual results based on the MVTec-texture dataset)  
 

 
 

Şekil 8. DAGM veri setine dayalı görsel sonuçlar (Visual results based on the DAGM dataset)  



Üzen ve ark. / Journal of the Faculty of Engineering and Architecture of Gazi University 38:2 (2023) 721-732 

731 

gelişmiş güçlü modellerdir. Bu modeller genelleme yeteneği Inc-
ZÖEA mimarisine göre daha güçlüdür. Fakat, denetimsiz öğrenme 
küçük ve arka plan ile ayırması zor olan görüntülerde zayıf 
kalabilmektedir. Bundan dolayı önerilen Inc-ZÖEA mimarisi 
KRPCA-NTV [33] ve DPAE [30] mimarilerinden sırası ile %26,91 
ve %9,28 performans farkı ile daha yüksek başarı sağlamıştır.  
 
Önerilen Inc-ZÖEA modelinin avantajları ve 
kısıtlamaları/dezavantajları aşağıda maddeler halinde özetlenmiştir.  
 
Avantajlar: 
 
 Önerilen mimarinin yapısında kullanılan ÇSÖÇ modeli, 

InceptionV3 ağ mimarisinden güçlü özniteliklerin çıkartılmasını 
sağlamıştır. 

 ÖPA modülü InceptionV3 ağ mimarilerinden alınan farklı 
seviyedeki öznitelik haritalarını ekleme stratejisi ile kenar, renk ve 
doku gibi mekânsal (spatial) bilgiler içeren düşük seviyeli 
öznitelikler, anlamsal (semantatic) bilgiler içeren yüksek seviyeli 
özniteliklere aktarılmıştır. 

 KSU bloğunda öznitelik haritalarından hata tespiti için önemli 
ayrıntıları en iyi şekilde güçlendirilmiştir. Özelikle kullanılan 
MKSU bloğu ile nihai öznitelik haritası için hem mekânsal (spatial) 
hem de kanal (channel) bazında ince ayrıntıları kaybetmeden 
öznitelikler güçlendirilmiştir.  

 MT, MVTec-Doku ve DAGM veri setlerinde, önerilen Inc-ZÖEA 
mimarisi diğer son teknoloji modellere göre en yüksek başarıyı 
sağlamıştır. 

 Zayıflıkları: 
 Önerilen Inc-ZÖEA mimarisinin genelleme yeteneği kısıtlıdır. 

Bundan dolayı eğitim veri setinde görmediği hata tiplerinde zayıf 
kalabilir.  

 
5. Sonuçlar (Conclusions) 
 
Bu çalışmada, piksel seviyesinde yüzey hata tespiti için InceptionV3 
tabanlı Zenginleştirilmiş Öznitelik Entegrasyon ve Anlamlandırma 
Ağ (Inc-ZÖEA) mimarisi geliştirilmiştir. Önerilen mimaride omurga 
ağı olarak InceptionV3 ağı kullanmıştır. Bunun yanı sıra önerilen 
modelinin ÇSÖÇ, KSU, ÖPA, ÖEA ve MKSU bileşenleri, öznitelik 
haritalarından önemli detayları ortaya çıkartmak için kullanılmıştır. 
Inc-ZÖEA’de bulunan ÇSÖÇ modülü InceptionV3 ağ mimarisinin 
her seviyesindeki öznitelikleri almıştır. Alınan özniteliklerden aynı 
yükseklik ve genişlikteki öznitelik haritaları birleştirilmiştir. 
Birleştirilen öznitelik haritaları arasında önemli detayları 
güçlendirmek için KSU bloğundan geçirilmiştir. Daha sonra ÖPA 
modülünde farklı genişlik ve yükseklikteki anlamsal öznitelikler 
mekânsal özniteliklere eklenerek öznitelikler arasında bilgi akışı 
sağlanmıştır. ÖEA modülünde, ÖPA çıkışındaki 4 farklı seviyedeki 
öznitelik haritaları birleştirilerek mekânsal ve anlamsal açıdan zengin 
bir öznitelik haritası elde edilmiştir. Bu öznitelik haritasında hata 
tespitinde en önemli bilgileri ortaya çıkarmak/güçlendirmek için 
MKSU bloğu uygulanmıştır. MKSU blok çıkışında nihai öznitelik 

haritası elde edilmiştir. Son olarak Inc-ZÖEA mimarisinin çıktısında 
sigmoid fonksiyonu ile piksel seviyesinde hata tespiti yapılmıştır. 
MVTec-Doku, DAGM ve MT veri setleri kullanılarak yapılan 
deneysel çalışmalarda Inc-ZÖEA yöntemi ile son teknoloji yöntemler 
arasında detaylı kıyaslama ve analizler yapılmıştır. Yapılan deneysel 
çalışmalarda MT, MVTec-Doku ve DAGM veri setlerinde sırası ile 
Inc-ZÖEA mimarisi %77,44 mIoU, %81,2 mIoU ve %79,46 mIoU ile 
en yüksek başarımları sağlamıştır. İleriki çalışmalarda piksel 
seviyesinde hata tespit performansın yükseltilmesi için öznitelik 
entegrasyon ağ modülünde Transformer yapıları kullanılması 
planlanmaktadır. Bunun yanı sıra hata tespiti için gerçek zamanlı 
uygulamalar gerçekleştirilecektir.  
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