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Veri Madenciligi ile Ozel Ogrenme Giicliigiiniin Tahmini*
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Oz
Ozel 6grenme giicliigii (OOG), bireyin zekasi ve yagi ile iliskili olmayan gelisimsel bir problemdir. Ogrenme

gicliginiin hangi sebeplerle oldugu net ifade edilmemekle birlikte kalitsal ve gevresel etkilerle ortaya ciktig:
diigiiniilmektedir. Ozel 6grenme giicliigii olan bireylere tan1 konulmasi tan1 sonrasi egitim siireci kadar énemlidir.

Bu caligmanin amaci 6zel 6grenme giigliigli olan bireylere tani konulmasinda veri madenciligi tekniklerinden
yararlanilarak uygun simflandirma yéntemini belirlemektir. Bu kapsamda Ozel 6grenme Giicliigii olan 392 ve dzel
ogrenme giicliigii olmayan 107 6grenci olmak tizere toplamda 499 6grenciden egitsel tan1 formu, veli bilgi formu ve
6zel 6grenme giicliigii performans belirleme formu ile veriler toplanmigtir. Bu veriler veri seti haline getirilerek gerekli
hesaplamalar1 ve modelleri elde etmek i¢in DecisionTable, RandomForest, NaiveBayes, JRip, DecisionStump, One R,
RandomTree, REP Tree Part simiflandirma algoritmalar;; WEKA programinda uygulanarak dogru siniflama orani,
kappa istatistigi, ortalama mutlak hata degerleri, ROC egrisi degerleri sonuglar: karsilagtirilmigtar.

Uygulamanin sonucu olarak ozel ogrenme giigliigli tespitinde en iyi sonucu veren algoritma tespit edilmeye
caligilmistir. Bu kapsamda 9 farkhi siniflandirma yonteminden dogru simiflama orami, kappa istatistigi ve ortalama
mutlak hata degerleri bakimindan en iyi sonuglar Random Forest yontemiyle elde edilmigtir. Kiyaslama sonucunda
Random Forest algoritmasindan %90.18 basar1 elde edilmistir.

Anahtar Kelimeler: Veri madenciligi, Ozel Ogrenme Giigliigii, WEKA

Prediction of Specific Learning Difficulties with Data Mining *

Abstract

Special learning disability (SLD) is a developmental problem that is not related to the intelligence and age of the
individual. Although the reasons for the learning disability are not clearly stated, it is thought that it arises with
hereditary and environmental effects. Diagnosing individuals with special learning disabilities is as important as the
post-diagnosis education process.

The aim of this study is to determine the appropriate classification method by using data mining techniques in
diagnosing individuals with special learning disabilities. In this context, data were collected from a total of 499 students,
392 students with special learning difficulties and 107 students without special learning difficulties, with educational
diagnosis form, parent information form and special learning disability performance determination form. The results
of correct classification rate, kappa statistics, mean absolute error values, ROC curve values were compared by
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applying DecisionTable, RandomForest, NaiveBayes, JRip, DecisionStump, One R, RandomTree, REP Tree Part
classification algorithms

in the WEKA program to obtain the necessary calculations and models by converting this data into a data set. As a
result of the application, it was tried to determine the algorithm that gave the best result in determining the specific
learning disability. In this context, the best results in terms of correct classification rate, kappa statistics and mean
absolute error values from 9 different classification methods were obtained with Random Forest method. As a result of
the comparison, 90.18% success was obtained from the Random Forest algorithm.

Key Words: Data Mining, Specific Learning Difficulties, WEKA

Giris
Ozel 6grenme giicliigii; yazili ya da sozlii olarak anlamak ve kullanabilmek icin gerekli olan bilgi
alma siireclerinin birinde veya birka¢inda ortaya cikan dinleme, konusma, okuma, yazma,

heceleme, dikkat yogunlastirma ya da matematiksel islemleri yapma gii¢liigii olarak a¢iklanmaktadir
(MEB, 2006).

OOG bireyin yas1, zayif kiiltiir ve kisith egitim imkéanlar ile iligkili olmayan gelisimsel bir
problemdir. Ogrenme giicliigiinii nelerin etkiledigi net ifade edilmemekle birlikte kalitsal ve
cevresel etkilerle ortaya ¢iktig1 diisiiniilmektedir (Tucker vd., 2003). Pekel (2010) ve Sakiz (2011)
yaptig1 aragtirmaya gére OOG tanisi almig cocuklarin iist bilis bilgisi, bilme hissi ve dgrenme
kararlarinin bu taniy1 almamis yasitlarina gore daha diisiik oldugu goriilmiistiir.

Rehberlik ve Arastirma Merkezlerinde (RAM), Ozel Egitim Hizmetleri Yonetmeligi ve Ozel Egitim
Hakkinda Kanun Hiikmiinde Kararname (573 sayih KHK, 1997) kapsaminda islemler
yiritiilmektedir (Milli Egitim Bakanligi [MEB], 2020). Rehberlik ve Arastirma merkezlerinden 6zel
egitim boliimiinde OOG ceken cocuklara tani konulurken bircok kisisel bilgi alinmaktadir.
Toplanan bilgiler arasinda egitsel tan1 formu verileri, veliden alinan veli bilgi formu ve performans
belirleme formlar1 bulunmaktadir. Yapilan testler sonucunda ¢ocuklarin akademik becerileri
degerlendirilmektedir (MEB, 2020).

Veri yiginlar arasinda gizli kalmis, bir kisim analizler sonucu gecerli ve ise yarar bilgi elde
edilmesine veri madenciligi denir (Aydemir, 2017). Veri madenciligi biiyiikk miktardaki verilerden
onceden bilinmeyen ancak potansiyel olarak kullanigh bilginin ¢ikarilmasi olup; bu da kiimeleme,
veri 6zetleme, degisikliklerin analizi, sapmalarin tespiti gibi belirli sayida teknik yaklagimlari icerir
(Isikl1, 2009). Veri madenciligi; istatiksel ve matematiksel yontemlerin kullanilarak, anlamli yeni
korelasyonlarin, oriintiilerin ve trendlerin biiyiik miktarlardaki mevcut olan verilerden analiz
edilerek sorunlarin ¢oziilmesi ve yeni anlaml bilgilerin kesfedilmesi siirecidir (Frank, 2009; Group,
2013). Veri madenciliginin asil amaci bir veri setinden bilgiyi iiretmek ve onu daha ileri kullanimlar
i¢in anlagilir net bir veriye doniistiirmektir (Baker vd, 2012).

Veri madenciligi teknikleri, biiyiik veriler arasindan bilinmeyen bilgiyi kesfetmek i¢in karmagik
algoritmalar kullanarak verileri analiz etmek ve ayiklamak i¢in kullanilir. (Hong ve Wu, 2011). Bu
teknoloji birgok alanda kullanilmaktadir. Hizla gelisen teknoloji, bir¢ok alanda hayati 6nem tastyan
erken tanilamaya katki saglamaktadir. Teknolojinin siirekli gelismesi bir¢ok alanda oldugu gibi
saghik alaninda da teshis ve tedavilerin daha profesyonel sekilde uygulanmasina olanak
saglamaktadir (Tsumoto vd., 2017).
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Materyal ve Yontemler

Calisgmanin bu kisminda simiflandirma yontemleri, verilerin elde edilmesi ve modelin olusturulma
asamalarindan bahsedilmistir.

Simiflandirma Yoéntemleri

Veri madenciligi bircok farkli uygulamasi bulunmakla beraber farkli amaglarda da
kullanilabilmektedir. Veri madenciligi; kiimeleme, veri tanimlama, iliskilendirme, tahmin etme ve
siniflandirma gibi bazi temel uygulamalar yaygin olarak kullanildig: goriilmektedir (Larose, 2005).
Bu c¢alismada kullanilan veri madenciligi bir siniflandirma uygulamasidir.

Siniflandirma ve kategori {iyeligi makine 6grenimi ve istatistiklerinde bilinen gézlemleri (veya
ornekleri) iceren bir veri seti temelinde yeni bir gozlemin kategorilerden hangisine ait oldugunu
belirleme sorunudur (Rana, 2015). Veri setine uygulanan siniflandirma yontemleri kisaca
agiklanmigtir.

Random Forest, Random Forest, agac tipi siniflandiricilar toplulugu olarak tanimlanabilir. Igerisinde
oylama metodunu barindan bir siniflama yontemidir. Torbala yontemine ek olarak Rastgelelik
ozelligi eklenerek torbalama yontemlerinin gelistirilmis bir versiyonudur. Bir¢ok karar agacinin bir
araya gelmesiyle olusmaktadir. Rastgele Orman algoritmasinda kullanicidan agag sayisi ve agag
yapisinin olusturulmasi i¢in her diigiimde kullanilmak iizere iki degisken istenir. Her bir karar agac1
tarafindan oylanarak simif belirlenir. Karar agaclari, birbirinden bagimsizdir (Breiman 2001).

Decision Table, Karar tablosu algoritmasinda, bir aga¢ yapisi olusturulduktan sonra agacin
yapraklari seviyesinde sinif etiketleri bulunmakta ve bu yapraklara giden ve kok diigiimden ¢ikan
dallar ile 6zniteliklere ait islemler gerceklestirilmektedir (Da Silva, 2017; Chandrasekar, 2017). Her
Ozniteligin birbirinden kosulsal bagimsiz oldugu ve Ogrenilmek istenen kavramin tiim bu
ozniteliklere kosulsal bagh oldugu bir Bayes ag1 olarak diisiiniilmektedir (Domingos & Pazzani,
1997; Hand & Yu, 2007).

Naive Bayes, Naive Bayes Siniflandiric1 adin1 Ingiliz matematik¢i Thomas Bayes’ten alir. Bu yéntem
niteliklerin hangi sinifa hangi olasilikla ait oldugunu degerlendirir ve tespit eder. Niteliklerin hepsi
ayn1 derecede 6nemli ve birbirinden bagimsizdir (Lantz, 2013). Niteliklerin bagimsiz olarak ele
alinmasi daha iyi sonug alinmasini saglamaktadir. (Dougherty vd.,1995).

Jrip, JRip algoritmasi karar agac1 algoritmalarindan olup ¢ok yaygin ve etkili bir tekniktir. IREP'in
optimize edilmis bir versiyonu olarak Cohen tarafindan gelistirilmistir. JRip, egitim verilerindeki
orneklerin belirli yargilarini bir simif olarak ele almaktadir. Bu simifin tiim {yelerini kapsayan
kurallar kiimesini bularak asagidan yukariya kurallar1 6grenen bir yontemdir (Sonawani vd., 2013).
Kural tabanli olup azaltilmig hata budama ile birliktelik kurallarina dayanir (Wikibooks, 2021).
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One R, One R yontemi, Holte (1993) tarafindan gelistirilmigtir. Bu yontem hata tabanl kural
¢ikarim anlayisina dayanmaktadir. Siniflandirmanin daha iyi sonuglanmasi icin iyilestirmeler
yapmaktadir. Siniflandirmada en iyi sonucu veren ve hata orani en az olan en iyi kriteri
secmektedir. Ancak tek nitelige odaklandig i¢cin One R ytizeysel bir yontem olarak goriilmektedir
(Uzun, 2005).

RandomTree, Random Tree, her diigiimde K rasgele 6znitelige sahip bir dizi olas1 agagtan rasgele
olusturulmus bir agactir. Bu baglamda rastgele, agac kiimesindeki her agacin esit 6rnekleme sansina
sahip oldugu anlamina gelir. Rastgele agaclar, verimli bir sekilde olusturulabilir ve biiyiik rastgele
aga¢c kiimelerinin kombinasyonu genellikle dogru modellere yol agar. Son yillarda makine
ogrenmesi alaninda Rastgele agaclar iizerinde kapsaml bir aragtirma yapilmistir (Ali vd.,2012).

REP Tree, REP Tree, REP Tree'de, bolme kriteri olarak bilgi kazanc ile karar agac: olusturulur ve
budamak i¢in azaltilmig hata budama kullanilir. Hiz i¢in optimize edilmistir. Yalmizca sayisal
oznitelikler i¢in degerleri bir kez siralar. Karar agaci algoritmalarindan olan C45’in yaptig: gibi eksik
degerleri islemek i¢in kullamilir (Ali vd.,2012).

Part, Part, PART algoritmasi kural tabanli sinirlayici olarak gegmektedir. Dogru kurallar olusturmak
icin global optimizasyonu yiiriitmeyen, ancak ayr1 ayr1 uygulanan ve fethet stratejisi olan nispeten
basit bir algoritmadir. Ornegin bir kural olusturur, kapsadigi érnekleri kaldirir ve artik érnekler
kalmayana kadar dinlenme Ornekleri icin o6zyinelemeli bir kural olusturmaya devam eder
(Mohamed, 2017).

Veri Seti

Galismada OOG’li grencilerden RAM’larda toplanan egitsel degerlendirme istek formu (EDIF), veli
goriisme formu (VGF) ve OOG performans belirleme formu (OOGPBF) verileri kullanilmistir. OOG
olmayan Ogrencilerden de yine aym formlar ile veri elde edilmistir. Toplamda 260 6znitelik
degerlendirmeye alinmistir. OOG olan 392 ve olmayan 107 égrenciden EDIF, VGF ve OOGBF
verileri alinmistir. Bu kapsamda her bir 6grenciden 260 o6znitelik olmak iizere toplam 499
6grencinin verisi Microsoft Exel ortaminda toplanmistir. Toplanan veriler WEKA 3.8.5 programina
ytiklenmek tizere “.Arff” dosyasina donistiirilmisgtiir.

Tablo 1 Veri seti cinsiyet dagilimi

Cinsiyet 00G Normal Toplam
Erkek 258 59 317
Kadin 134 48 182
Toplam 392 107 499

Veri seti igerisinden 6zel 6grenme gii¢liigii olan ve olmayan 6grencilerin cinsiyet dagilimi tablo 1’de
verilmistir.
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Tablo 2 Veri seti sinifa gore dagilimi

Siif 000G Normal Toplam
1. Siaf 69 22 91
2. Simf 82 24 106
3. Sinif 84 23 107
4. Simf 34 38 72
5. Simif 23 - 23
6. Suif 55 - 55
7. Sinif 26 - 26
8. Siif 9 - 9
9. Suf 5 - 5
10. Sinif 5 - 5
Toplam 392 107 499

Veri seti igerisinde 6zel 6grenme giicliigii ve normal 6grencilerin siniflara gére dagilimi tablo 2’de
verilmisgtir.

Bulgular

OOG verileri 6grencinin 6zel dgrenme giicliigiinii tahmin etmek amaciyla bir veri madenciligi
programi olan WEKA 9.8.5 ile birden fazla siniflandirma algoritmasi kullanilmigtir. Bu amagla dogru
siniflama orani, ortalama mutlak hata, kappa istatistigi ve ROC egrisi degerleri karsilastirilarak tablo
3’de verilmigtir.

Tablo 3 Siniflama Algoritmalar: ve Sonuglar1

Algoritma Dogru Simiflama Kappa Ortalama Mutlak  ROC Egrisi
Orani Istatistigi Hata Degerleri Altindaki
Alan
RandomForest 90.18 0.74 0.18 0.84
DecisionStump 88.57 0.69 0.19 0.80
OneR 88.57 0.69 0.11 0.81
REPTree 88.37 0.69 0.19 0.80
DecisionTable 87.37 0.66 0.21 0.82
NaiveBayes 86.17 0.64 0.13 0.81
Part 81.36 0.55 0.19 0.78
RandomTree 80.36 0.53 0.19 0.77
JRip 78.55 0.00 0.33 0.48
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Tablo 3 incelendiginde dogruluk orani en yiiksek algoritmanin Random Forest oldugu goriilecektir.
Tkinci yiiksek orana ise Decision Stump algoritmasi oldugu gériilmektedir. Ardindan One R ve REP
Tree algoritmalar1 gelmektedir. Bu bilgilerden yola cikarak ozel 6grenme giicligiini en iyi
tahminleyen algoritmanin Random Forest algoritmasidir.

Kappa istatistigi -1 ile 1 arasinda deger alabilen beklenen ve gozlenen degerlerin karsilastirildig:
sayisal bir degerdir. 0’dan kii¢iik olmasi durumunda uyum olmadig 1’e yaklastik¢a ise tam bir
uyumun oldugunu gosterir. 0 ile 0.20 aras: diisiik; 0.20 ile 0.40 aras1 ortalamanin alti; 0.40 ile 0.60
arasi ortalama; 0.60 ile 0.80 aras: giiclii; 0.80 ve {izeri miikemmel olarak tanimlanmaktadir (Viera ve
Garrett, 2005). Bu kapsamda Tablo 3’'te smiflandirma algoritmalarimin kappa istatistigi
incelendiginde tam uyuma en yakin degerin Random Forest algoritmasinin aldig1 goriilmektedir.
Buna gore RandomForest algoritmasinin kappa istatistik degeri .74 degeri alarak giicli uyum
oldugunu belirtebiliriz. Giiglii olarak siniflandirabilecegimiz diger algoritmalar ise sirasiyla Decision
Stump, One R, REP Tree, Decision Table, Naive Bayes, Part, Random Tree,JRip algoritmalaridir.

Ortalama mutlak hata degeri, tahmin edilen veri sayisi ile gercekte o degere sahip olan veri sayis1
arasindaki farkin mutlak degerlerinin ortalamasidir. Bu degerin sifira yakin olmasi tahmin edilen ve
gercekte olmasi gereken verinin o kadar birbirine yakin olmasi anlamina gelmektedir. Bundan
dolay1 bu hata degerinin kiicitk olmas: daha iyi bir anlama gelmektedir. Bu kapsamda Tablo 3’e
bakildiginda ortalama mutlak hata degerinin One R algoritmasinda en kii¢iik oldugu goriilmektedir.
One R algoritmas: hata tabanh kural ¢ikarim anlayisina dayanmakta olup hata orani en az olan en
iyi kriteri segmesinden dolay1 bu degerin en kii¢iik ¢ikmasi beklenebilir.

ROC egrileri simiflandiricinin performansini hatanin tiiriine ve simif dagilimina bakmaksizin
betimlemeye calismaktadir. ROC egrisi altindaki alan bir parametrenin iki grubun ne kadar iyi ayirt
edilebildiginin bir 6l¢iisiidiir (Sinha ve May, 2005). Grafigin altindaki alan ne kadar biiyiik ve 1’e
yaklagiyor ise o kadar basarili bir siniflandirma oldugu séylenir. Tablo 3'de agikga goriildiigi iizere
ROC egrisi altindaki alana gore siniflandirma basarimi en yiiksek olan algoritma Random Forest
algoritmasidir.

Tartigma ve Sonuglar

Galisma kapsaminda OOG tanilamasinda kullanilabilecek uygun bir siniflandirma algoritmast
gelistirilmesi amaglanmigtir. Boylece bu algoritma kullanilarak gelistirilen yazilim ile 6grencileri
ozellikle ilkokula basladiginda 6zel 6grenme giicliigii olup olmadig1 tahmin edilerek RAM’lara
yonlendirilmesi daha sistematik olacaktir. Béylece erken tam1 konularak egitim siirecinde gerekli
tedbirlerin alinmas: saglanacaktir.

Veri madenciligi uygulamalarinda yaygin olarak kullanilan WEKA 9.8.5 programi araciligiyla
veriler 9 farkli yontem ile analiz edilmis ve tahmin basar1 oranlar karsilastirilmistir. Kargilagtirma
sonucu en yiksek dogruluk orani Random Forest ile elde edilmistir. Yine kappa istatistik
sonuglarina da bakildiginda random forest algoritmasinin 0.60 ile 0.80 arasinda degeri ile bu
calismada en giiglii algoritma olmustur.

Alan yazin incelendiginde PISA bagarisini tahmin etmede, hastaliklarin tahmin edilmesinde ve Tam
Kan Sayimi Sonuglarindan Covid-19 Test Sonuglarinin Tahmin edilmesinde Random Forest
algoritmasinin dogruluk orani ile en yiiksek basar elde edilmistir (Aksu, 2018; Sitki, 2020; Bozkurt,
2021). Aydemir’de (2017) 6grencilerin not ortalamalarina gore yaptig: tahmin algoritmalarinda,
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SMO; mezuniyet yilina gore yaptig1 tahminlerde ise J4.8 ve NaiveBayes algoritmalarinin en yiiksek
dogruluk orami verdigi sonucuna varmistir. Baser, Hokelekli ve Adem (2020) ise ortaggretimde
ogrenci tahmin etmede en basarili yontem olarak One R’yi bulmustur. Tam bu bilgiler 151831ndan
ilerde gelistirilecek olan OOG tahmin sisteminde kullanilacak siniflandirma algoritmasinin Random
Forest olmas1 en iyi sonug almayi saglayacaktir.
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