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0z

Covid-19 virtisii diinya lizerinde biiyiik bir etki birakmistir ve
yayilmaya devam etmektedir. Daha fazla yayilmasini
engellemek icin koronaviriis hastalarina erken tani koymak
oldukgca énemlidir. Her ne kadar akciger X-Isini gériintiisii
tanisi ile ¢6ziim en hizli ve en kolay yéntem olsa da ortalama
bir radyologun X-Isini verilerini kullanarak tani koymadaki
dogrulugu tamamen mesleki deneyimine dayanmaktadir.
Yani, daha deneyimsiz radyologlarin hata yapma olasiligi
daha fazladir. Bu nedenle tutarl sonuglar verebilen bir yapay
zekd modeli liretilmesi istenmektedir. Calismamizda gdgiis X-
Isini gériintiileri ve siradan kan él¢iim verileri kullanilarak
siniflandirma yapilmis ve sonuglari karsilastirilmistir. X-Isini
verileri hem ag¢ik kaynak ¢alismalardan hem de yerel bir
hastaneden anonim olarak toplanmistir ve yaklasik 7200
goriintliye sahiptir. Kan élgciimii sonuglari da yine ayni yerel
hastaneden toplanmistir. Gégiis X-Isini verilerinin tanisi icin
yaygin olarak kullanilan evrisimsel sinir agi algoritmalarindan
ResNet, SqueezeNet, DenseNet ve VGG kullaniimistir.

Gonderme, duzeltme ve kabul tarihi: 28.12.2021 - 28.05.2022 - 21.06.2022
Makale tird: Arastirma

Sonuclar, SqueezeNet modelinin daha yliksek AUC degeri
vermesiyle birlikte, diger algoritmalarin da %85 (stiinde bul-
ma ve tutturma dederi sagladigini géstermektedir. Covid-
19’un kan élgiimlerinden tanisi icin ise ¢cok katmanli yapay
sinir agi ve destek vektér makinasi kullanilmistir. Kan 6l¢iim
verileri kullanarak siniflandirma kisitl bir veri kiimesi (izerinde
yapilmis olsa da yapay sinir agi ve destek vektér makinasi icin
dogruluk oranlari sirasiyla %76 ve %82 olarak bulunmustur.
Genelleme yapilirsa X-Isini yoluyla taninin kan 6lgiimii yoluyla
yapilan tanidan daha uygulanabilir oldugu ve Covid tanisinda
yapay zekdnin insanlardan daha dogru sonug cikardigi
sonucuna ulasiimistir.

Anahtar Sozciikler: Covid-19, tani, gozetimli 68renme, derin
0grenme, gogis X-lIsini, kan 6lgiimi, aktarmali 6grenme]

Abstract

The Covid-19 virus has made a major impact on the world and
is still spreading rapidly. A reliable solution to prevent further
damage, early diagnosis of coronavirus patients is incredibly
important. Although the diagnosis with lung X-Ray image is
the fastest and easiest method, the accuracy of an average
radiologist in diagnosing using X-Ray data is completely based
on his/her professional experience. That is, less experienced
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radiologists are more likely to make mistakes. Thus, it is
desirable to achieve an accurate artificial intelligence model
for this. Throughout this study, chest X-Ray data and blood
routine test data are utilized and compared. X-Ray data was
collected anonymously from both open-source studies and a
local hospital and has approximately 7200 images. The results
of the blood test were also collected from the same local
hospital. Popular convolutional neural network algorithms
ResNet, SqueezeNet, DenseNet, and VGG were used for the
diagnosis of chest X-Ray data. The results show that while the
SqueezeNet model gives a higher AUC value, other algorithms
also provide sensitivity and specificity above 85%. A multilayer
artificial neural network and support vector machine was
used for the diagnosis of Covid-19 from blood test data.
Although classification using blood test data was done on a
limited data set, an accuracy rates for ANN and SVM are
respectively %76 and %82. If generalization is made, it has
been concluded that diagnosis via X-Ray is more applicable
than diagnosis via blood test, and artificial intelligence is more
accurate than humans in diagnosing Covid-19.

Keywords:Covid-19, diagnosis, supervized learning, deep
learning, chest X-Ray, blood test, transfer learning

1. Giris

2019 yilinda korona viriislin ortaya ¢ikmasi ve tim dinyaya
hizli bicimde yayilmasi ile higbir Glkenin saglik kurumunun bu
dizeydeki bir salgin icin hazir olmadig gorilmuistir. Bu
makalenin yazildig tarihe kadar salgin nedeni ile 269 milyon
olay yasanip 5,29 milyon insan hayatini kaybetmistir. Her ne
kadar bazi Ulkeler bu duruma karsi daha kati ve dikkatli
onlemler alip salgindan dolayl artan olay sayisinda daha
blylk bir kontrole sahip olsa da nifusu cok olan veya
gelismemis Ulkelerde saglik cahisanlari sirekli olarak fazla
cahstirlmaktadir. Dahasi, Covid-19 vakalarinin sayisi arttikca
Olgiimlerin maliyeti hem hikimetlere hem de vatandaslarina
agir bir yik olmaktadir.

Su asamada, 6lglimler X-Isini taramalari, bilgisayarli tomografi
ve PCR-ICT 6lglimleri ile yapilmaktadir. Bu élgim yontemleri
arasinda PCR-ICT olgmesi basitliginden, hizindan ve
dogrulugundan dolayr en fazla kullanilandir. Ancak, bu
Olgmenin tutturma degeri %95 ila %99,7 arasinda, duyarlg

ise %70 ila %98 arasinda sinama araglarina gore
degismektedir. DSO’ye gore, bulma degeri %80 ve
tutturma %90 olan Olgimler kabul edilebilir; bulma

degeri %90 ve 0Ozgllligl %99 olan Olgimler ise istenilen
seviyede olarak belirlenmistir [5].

Dahasi, gergek diinyadaki radyologlarin deneyimleri ile ilgili
yanilma payi goz online alindiginda, tomografi ile yapilan
tanilar dogruluk orani daha yiiksek oldugu icin, hastalari X-
Isini 8lcimlerine gore daha yiiksek oranda radyasyona maruz
birakmasina karsin tercih edilmektedir. Sadece X-Isini gogus
taramalari géz oniine alindiginda, deneyimi 10 yildan fazla
olan radyologlarin 10 vyildan az olan radyologlarla
karsilastirilmasi  hastaligi  dogru okuma  oranlarinin
siraslyla %83,7 ve %76 oldugunu gostermektedir [2].

Sonug¢ olarak, glinimiizde ¢ogu arastirmaci hem saghk
calisanlarinin is yukini azaltmak amaci ile hem de tam

anlamda bir kontrol mekanizmasina gereksinim duymadan
hastalari dogru tanilayabilmek icin bir derin 6grenme agi
tasarlamaya ¢alismaktadir.

Covid19’u tanilayabilmek amaciile derin 6grenme iceren tibbi
goriantu isleme teknikleri kullanilmistir. Genel olarak, derin
o0grenme ile gorintl isleme uygulamalari igin veri kiimesi
oldukga buyik bir sorundur. Bu sorunu ¢6zebilmek amaciyla
aktarimh 6grenme ve 6nceden egitilmis CNN modelleri siklikla
kullanilir. Yakin zamandaki arastirmacilar da bu yontemleri
kullanmis ve asagida Ozetlenen umut verici sonuglarla
karsilagsmislardir.

Abbas ve ark. 6nceden egitilmis CNN modelleri kullanarak
“Decompose (Ayristir), Transfer (Aktar), Compose (Birlestir)”
(DeTraC) adi verilen, gorinti isleme igin kullanilan bir CNN
modeli gelistirmislerdir. Bu modelin kullanilmasinin nedeni
homojen olmayan ve diizensiz verilerin deneme ve egitim
islemlerinin daha dogru bir sekilde gergeklestiriimesini
saglamaktir. Kullandiklari modeller arasinda, en iyi sonucu
VGG19 modeli ile elde etmislerdir (%93,1 dogruluk, %100
duyarlik ve %85,18 tutturma). Ancak, kullandiklari veri kiimesi
cok kiicik oldugu icin, (105 Covid | 80 Covid olmayan | 11
SARS) sonuglarin asiri uyumlu olma olasihgi vardir [1].

Wang ve ark. yaptiklari arastirmada kendi gelistirdikleri agik
kaynakli derin 6grenme sinir ag1 tasarimi ile iyi bir dogruluk
oranina sahip sonuglar elde etmislerdir [16].

Narin ve ark. onceden egitilmis 5 farkli CNN modelini
kullanmig ve en iyi sonucu ResNet50 ile elde etmislerdir.
Arastirmalarinda, 3 farkli veri kiimesi igin 3 farkh model
kullanmiglardir. Kullandiklari modeller Covid olan hastalar ile
Covid olmayan hastalar arasinda bir ayrim yapmamaktadir.
Bir baska deyisle, yaptiklari arastirma kullandiklari modellerin
ikili siniflandirma yapmasindan dolayi tibbi taniya uygun
degildir. Ayrica, kullandiklari modellerden bazilari %100
duyarlik ve/veya 6zgulliige sahiptir. Bu durum asiri uyumlu
olma olasiligini disindirmektedir [13].

Alazab ve ark. X-Isini tanisi igcin VGG16 modelini kullanmiglar
ve %99 F degeri elde etmiglerdir [3].

Minaee ve ark. onceden egitilmis 4 farki CNN modeli
kullanmislar ve en dogru sonuglari ResNet18 ve SqueezeNet
modellerinden elde etmislerdir. Ayrica, olasi bulas bolgelerini
saptayan Isi haritalarini da g¢alismalarinda Uretmislerdir.
Yaptiklar ¢alismadaki eksiklik, Covid hastalari igin toplamis
oluklari verileri tek bir kaynaktan almig olmalaridir. Bu durum
genellestirme yapmayi engeller. Kendi ¢alismamizda Minaee
ve ark. yaptig calismadaki yaklasimi temel aldik. Bunun
nedeni 6bir calismalar ile karsilastirildiginda yénteminin basit
olmasi ve oldukga iyi dogruluk oranlari saglamasidir [12].

Ayrica siradan kan o6lgimleri Covid-19'un ilk tanisi igin bir
yontem olarak kullanilabilir. PCR olgiimleri, sonuglarinin
alinmasinin 3-4 saat sirdigld ve daha pahali oldugu igin
hemogramlara oranla zaman agisindan verimsizdir. Ayrica
gelismis  donanima ve belirli  malzemelere sahip
laboratuvarlarda, nitelikli personele gerek duyulmaktadir [17].
Ote yandan, siradan kan 8lciimleri bir hematoloji analizéri ile
30 dakika ile 2 saat arasinda hizli bir sekilde iletilir [25].
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Bu nedenle bazi arastirmacilar, Covid-19 tanisi igin siradan
kan olciimlerinin uygulanabilirligi Gizerine calisiyor.

Brinati ve ark. dogruluklari %82-86 ve duyarlliklari %92-95
arasinda olan iki farkl model gelistirdi [17].

Banerjee ve ark. hastane servislerindeki hastalar ve
hastaneye kabul edilmeyen hastalari karsilastiran aglar
modellediler. ilk model icin yaklasik %90 kesinlik ve %82
ile %92 arasinda duyarlik elde ettiler. ikinci model ise
kesinlikleri %82-87 ve duyarliliklari %43-65 olarak tahmin etti
[18].

Kullandiklari Albert Einstein Hastanesinden alinan veri

kiimesinde ¢ok fazla eksik deger olmasina karsin Aljame ve ark.

topluluk modelleri (ensemble model) ile %99,88 kesinlik elde
etmiglerdir. Dolayisiyla bu modellerin gilivenilirliklerinin
dogrulanmasi agisindan yeterli boyutta bir veri kiimesi ile
sinanmasinin gerekli oldugu diistintilmektedir [19].

Bu calismanin dért temel katkisindan s6z edebiliriz. Oncelikle,
bu ¢alisma Covid tahmini icin X-Isini verileri ya da kan 6lglim
verilerini kullanan siniflandiricilarin basarim karsilastirmasini
gdstermektedir. ikinci olarak, kan tanisi igin yeni bir model
gelistirilmis ve mevcut modeller diizenlenerek daha iyi
sonuclar elde edilmistir. Dahasi, veri kimesi farkh
kaynaklardan veri toplanarak olusturulmus, sonuglarin daha
genel ve glvenli olmasi saglanmistir. Son olarak, X-Isini
gorantaleri 2 farkli veri kimesine ayrilarak iki sinif igin de ayri
evrisimsel sinir agi modelleri egitilmistir. ilk veri kiimesi sinifi
Covid olan hastalar ile hem tamamen saglikh hem de Covid

disinda baska hastaliklari da olan hastalari siniflandirmaktadir.

Kullanilan ikinci veri kiimesi sinifi ise sadece tamamen saglikli
olan insanlar ile sadece Covid hastalarini siniflandirmaktadir.

Bu makale asagidaki gibi diizenlenmistir. Veri igerikleri ve
verinin hazirlanmasi 2. Bélimde agiklanmistir. Kullandigimiz
yontemlerin anlasiimasi icin gerekli olan teorik bilgi 3. kisimda

actklanmistir. Deneysel sonuglar ile degerlendirme sonuglari 4.

kisimda gosterilmis ve yorumlanmistir. 5. kisim makaleyi
sonuclandirmaktadir.

2. Veri Kiimesi

2.1 Gogiis X-Isini Veri Kiimesi

X-Isini gorselleri icin Kaggle platformunda acik kaynak olarak
paylasilan 3616 Covidli X-lsini akciger gorseli iceren veri
kiimesi kullanilmistir [20, 21]. Covidli olmayanlar igin Shervin
Minaee’nin  kullanmis oldugu Chex-Pert veri kiimesi
kullanilmigtir [12]. Bu veri kiimesinde hem tamamen saglikh
insanlar hem de 13 sinifa bolinmiis olmak lizere ¢esitli
hastaliklari olan insanlarin X-Isini gorintiileri mevcuttur.
Toplamda bu veri kiimesinde Covidli olmayan 5000 X-Isini
gorintusi mevcuttur. Sekil-1 sirasiyla Covid hastasina ve
saglikli bir insana ait olan X-Isini gérintdlerini géstermektedir.
Veri kiimesinde dengeyi saglamak amaciyla bunlardan 3600
tanesi rastgele segilerek kullanilmistir. Ayrica, kisilerin bilgileri
tamamen anonim olmak Uzere Canakkale Onsekiz Mart
Universitesinden 151 Covidli ve 35 Covidsiz X-Isini gériintiisi
elde edilmistir. Cizelge-1 elde edilen verilerin egitim, deneme
ve dogrulama amagli ayrilan miktarlarini belirtmektedir.

Cizelge-1: X-Isininda kullanilan hastalarin saglik durumunu
ve verilerin ne amagla kullanildigini belirten gizelge

Deneme | Egitim | Dogrulama
Covid 753 2636 377
Covid Olmayan 757 2649 379
Tamamen Saglikli 720 2520 360

Sekil-1: Soldaki bir Covid hastasina sagdaki saglkli bir insana
ait olmak tzere iki X-lsini gérintisa

Verilerimiz iki farkli kaynaktan elde edildiginden dolayi, veri
formatlari ve boyutlar farkliydi. Daha tutarli bir egitim
asamasi icin verilerin on islemeden gecirilmesi gerekliydi. Bu
nedenden dolayi, 6ncelikle tim goérselleri gériinti isleme
araglan kullanarak 224x224 beneklik bir boyuta getirdik.
224x224 boyutunun secilme nedeni kullanilan derin 6grenme
modellerinin 224x224 boyutunda girdi kabul etmesidir. Ozgiin
resimlerdeki en boy oranlari resimden resime degistigi icin en
boy orani korunmamistir. Ayrica, bazi resimler bazi belirtegler
ve saghk terimleri igeriyordu. Yanhs siniflandirmayi
engellemek i¢in bunlar kaldirldi. Son olarak, topladigimiz
butiin Covidli ve Covidsiz hastalarin veri kiimesini birlestirdik
ve yazdigimiz Python kodu yardimiyla %70 egitim, %20
test, %10 dogrulama kiimesi olmak Uizere rastgele bolimlere
ayirdik.

2.2 Kan Testi Veri Kiimesi

Siradan kan Ol¢iim verileri {izerinden Covid tanisinin
uygulanabilirlik arastirmasini ve de gogus X-Isini tanisi ile
karsilastiriimasini yapabilmek igin, Canakkale Onsekiz Mart
Universitesi Gégiis Hastaliklari Bélimi’nden etiketlenmis bir
veri kimesi alinmistir. Veri kimesi koronavirlis ol¢cimui
yaptirmis olan hastalarin siradan kan ol¢cimi verilerini
icermektedir. Veri kiUmesi hastalarin kisisel verilerini
icermemektedir. Kan 6lglimleri Gzerinden koronaviris tanisi
yapabilmek i¢in, bu veri kimesinden gereksiz olan
parametreler ve hatali hasta verileri gikarilmistir. Cizelge-2
veri kiimesinin son halini modellemektedir.

Cizelge-2: Kan testi veri kiimesi

Covid Covid Toplam
Hastasi Olmayan
Hasta sayisi 53 78 131
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Hastaneye basvuru aninda hastalarin genel durumu hastaligin
gelisimi ile ilgili bilge verebilmektedir. Normalde dakikada 16-
20 olan solunum sayisinin bu hastalarda artmasi hastaliktan
etkilenmenin fazla oldugunu gostermektedir.

Hastaligin  gelisimini izleyebilmek ve uygun tedaviyi
uygulayabilmek icin bazi kan degerleri bakilmaktadir.
Lokositler  kanin  enfeksiyonla  savasan hicreleridir.

Lokositlerin alt gruplari olan nétrofileozinofil ve lenfositler
enfeksiyonun nedenine ve yogunluguna goére farkli sayi ve
oranlarda gorilebilirler. Bu degerler hastaligin agirhg ve
kaynagi ile ilgili 6nemli bilgiler vermektedir. Lenfositler
genellikle virls kaynakh enfeksiyonlarla savasta énemli rol
oynamaktadir. Viral enfeksiyonlarda artmasi beklenen
lenfosit sayilarinin diisiik olmasi Covid enfeksiyonuna 6zel gibi
gorinmekle beraber hastaligin agirhgr ile yakin iliskili
bulunmustur. Sedimantasyon, crp ve Idh gibi degerler
pnémonide mikrobik enfeksiyonun yogunlugunu goésteren
degerlerdir. Bakteriyel pnomonilerde arttigi gibi Covid
pnoémonisinde de artis gorilebilir [19].

Trombositler kanin pihtilasmasini  saglayan hicrelerdir.
Fibrinojen ve ddimer ise kanin pihtilasmaya yatkinhgini
gosteren degerlerdir. Sarscov2 virlstinin pthtilagma sistemini
bozarak pihtilagmaya yatkinlik yaptigi ¢alismalarla gosterilmis
olup bu degerlerin yiiksek olmasi halinde kan sulandiric
tedaviler ile beyin, akciger gibi 6nemli organlara pihti atmasi
onlenmeye calisilir. Ayrica bu degerlerdeki artislar hastaligin
kotilestigini de gostermektedir [19].

Sarscov2 virlisi solunum yolu ile akciger tutulumu yaparak
pndémoniye neden olmaktadir. Pnémoniye neden olan diger
nedenlerden farkli olarak akciger disinda bobrek kalp
karaciger bagirsaklar damar duvari gibi birgok organa ve
hlicreye de tutunarak bozukluklar yapabilir. Alt ast karaciger
hiicre hasarinda artis gdsteren enzimlerdir. Ure kreatinin
bobreklerin fonksiyonunu gostermede 6nemli degerlerdir.
Troponin kalp dokusu hasarlandigi zaman artan bir enzimdir.
Bu degerlerdeki artislar ilgili organin Covid ile iliskili hasari
hakkinda bilgi verebilir. Tim bu organlari etkileyerek viicudun
mineral dengesini bozabilmektedir. O ylizden kan sodyum ve
potasyum degerleri hastanin gelisinde ve takibinde kontrol
edilir [19].

Anlatilan bilgiler dogrultusunda kan 6lgme modelini egitmek
icin 24 parametre sectik. Bunlardan bazilari dakikadaki
solunum sayisi ile nétrofil, eozinofil, lenfosit, fibrinojen, d-
dimer, ALT, AST, d{re, kreatin, sodyum ve potasyum
degerleridir.

2.2.1 k-NN Veri Atamasi

Hastaneden alinan veri kiimesinin ilk halinde bazi hastalarda
eksik veriler oldugundan, bunu gidermek icin k-NN (k-Nearest
Neighbours) algoritmasini kullandik. k-NN genellikle érnekler
arasindaki iliskileri bulmak icin hizli ve kolay bir yaklasim
saglar. Her 6rnegin eksik verileri, o belirli noktanin Oklid
uzakligi ile hesaplanan en yakin k tane komsusunu bularak ve
ortalamalarini alarak olusturulur. Bu algoritmanin bir
dezavantaji, k komsulari icin tiim veri kiimesini aramasi ve
daha buyik veri kiimeleri i¢in uygun olmamasidir [16]. Sekil-
2’de bu algoritmanin ¢alismasi gorsellestirilmistir.

Sekil-2: k-NN algoritmasi

d(p,q) = Xi=1(q; — p)*? (1)

Veri kiimesindeki 131 6rnek igin, bazi 6znitelikler 20'den fazla
eksik hiicreye sahipti ve modelin genel davranisini
bozmayacak yeni veriler olusturmak igin kNN eksik veri
atamasini kullandik. Sekil-3, ilk kayip degerleri ile 6érnekler
Uzerinde cizilen ve daha sonra k=5 ve k=10 oldugunda kNN
yontemiyle olusturulan D-Dimer Ozniteligi  verilerini
gostermektedir. Cogu model igin genellikle iyi bir deger olarak
kabul edildiginden galismamiza k=10 ile devam etmeyi segtik
ve bizim durumumuzda da daha iyi ¢calistigini goézlemledik. Ug
degerlerin lretilen verileri etkilemedigi de gorulebilir.
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Sekil-3: k-NN ile eksik deger atamasi
3. Onerilen Modeller ve Egitim
3.1 Go6giis X-Ray Tanisi Modelleri

Kullanilabilecek modeller hakkinda kaynak taramasi
yapildiktan sonra, daha 6nceki calismalarda en iyi sonug veren
modellerden ResNet18, Resnet50, SqueezeNet, DenseNet ve
VGG modellerin kullanilmasi kararlastiriimistir. Egitim igin
aktarmal egitim modeli kullanilmistir. Bu yaklasim ile daha
once ImageNet veri kiimesinde On egitimden geg¢mis olan
modellerin agirlik ve egilim parametreleri ince ayardan
gecirilmistir.

3.1.1 ResNet

ResNet algoritmasi icin biz hem ResNet18 hem de ResNet50
kullandik. Bu modeller glinimiizde “residual” adi verilen
onceki katmanlardan kisa yol baglanti iceren modellerden en
bilineni olan 18 ve 50 katmanli uyarlamalaridir. Bu model
kaybolan gradyanlar problemine bir ¢6zim getirmektedir.
Derin 6grenme algoritmalarinda agirligi glincelleme yontemi
gradyan indirgeme yontemi olarak adlandirilir. Bu yontem
zincir  kuralini  kullanarak hata fonksiyonun model
parametrelerine gore kismi tlrevini alarak parametreleri
giinceller. Bazi durumlarda aktivasyon fonksiyonun tiirevi -1
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ile 1 arasinda olmaktadir. Bu nedenden dolay zincir kurah
kullanimi ile tlrevlerin garpilmasi giderek orani azaltir ve
sonunda parametreler hi¢ glincellenemez ve model egitimi
durur. Bu kaybolan gradyenler problemi olarak adlandirilir.
ResNet algoritmasi bu problemi ¢6zmek igin baslangi¢
katmanlarindan daha sonraki katmanlara baglanan bir
kestirme baglanti olusturan 6zel bir ydntem kullanir. Bu yapi,
gradyenlerin asiri artmasini veya kaybolmasini engelleyerek
o6grenme sirecine katkida bulunur. Bu kestirme yollara
“Identity Mapping” adi verilmistir. Sekil-4'te bu islem
gosterilmistir. ResNet50 ve ResNet101 de ayni yontemi daha
fazla katman kullanarak uygular [10].

agirlik katmani

Hx) "
F(x)+x

Sekil-4: ResNet18’in kimlik esleme katmanlari
3.1.2 SqueezeNet

SqueezeNet, modelin boyutunu kigilltmek amaciyla girdi
degerlerini  sikistiran  bir algoritmadir. SqueezeNet’in
makalesinde yazilan bilgiler, bu sikistirma islemine ragmen
dogruluk oraninin korundugu ve AlexNet ile yaklasik olarak
ayni degerde oldugunu belirtmektedir. Bu dogruluk orani
AlexNet’'e gore 50 kat daha az parametre ile
gercgeklestirilmistir ve SqueezeNet’in toplam boyutu 0,5
MB’den kiiglktir. SqueezeNet sikistirma igin 3 ana yéntem
kullanmaktadir. Oncelikle 3x3’liik konvoliisyon cercevelerini
1x1 olanlarla degistirir. Daha sonra, girdi kanallarinin sayisini
dusdrar. En son olarak, daha genis aktivasyon haritalar elde
etmek icin alt drnekleme yéntemlerini kullanir. Bu islemler
“Fire Module” adi verilen bir kapsilde gerceklesir. Asagidaki
sekil “Fire Module”nin ¢alisma yontemini goéstermektedir.
Sekil-5 SqueezeNet’in genel gdsterimi icerir [9].
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Sekil-5: SqueezeNet model mimarisi
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3.1.3 DenseNet

DenseNet giris ve ¢ikis katmanlarina yakin olan katmanlar
arasina kisa yollar ekleyerek evrisimsel sinir aglarinin daha
derin, tutarh ve verimli olacagini gostermistir. Bunu basarmak
icin L katmanli bir agda her katman ile ileriki katmanlar
arasinda Sekil-6’da gosterildigi gibi toplamda C(L,2) tane

dogrudan baglanti kurulmustur. Sonug olarak her katman ¢ikis
Gretmek icin kendi girisiyle birlikte onceki katmanlardan
cikarilan 6znitelik haritasini kullanir. DenseNet’in avantajlari
kisa yol baglantiicerdiginden kaybolan gradyanlar problemine
dayanikli olmasi, gicli 6znitelik yayilimi, 6zniteliklerin tekrar
kullanilmasi ve parametre sayisinin azaltiimasidir.

", Dense Blofu | { . Dense Begu 3 | Tabevin
"g‘j} T e é ot i e e = i S B

Sekil-6: DenseNet model mimarisi

Derse Blodu 2
s Y i

3.1.4 VGG

Klasik evrisimsel sinir ag1 modellerinden biri olan VGG, derin
bir yapiya sahiptir. Bu agda, 3x3 liik, goreceli olarak kiigiik bir
evrisim filtresi kullanildigi igin 16-19 derinligine kadar
ulagilabilmistir. Biz ¢alismamizda 16 katmanh olan tirinu
kullandik.

3.1.5 Model Egitimi ve Parametreler

Kullandigimiz aglarin ¢ikti katmanlarinda ciktilari olasiliksal
degerlere donistiiren (2)'de verilen “Softmax Regression”
yontemi kullaniimistir. Bu nedenden dolayi egitim esnasinda
hedef olasilik degerleri ile hesaplanan olasilik degerleri
arasindaki hatayl hesaplayan (3)’de verilen “Cross Entropy
Loss Function” kullanildi. Bu hata fonksiyonunu en kiglk
degere ulastirmak icin (4)'de verilen Stokastik Gradyan inisi
optimizasyon algoritmasi kullanilmistir. Bu algoritma, agirhk
ve egilimleri hata fonksiyonun kendilerine gore kismi tirevini
alarak giinceller. Bu giincelleme degeri “Ogrenme hizi”
denilen bir parametreye baghdir. Daha 6nceki calismalarda bu
hiz 0,001 olarak belirlendigi icin bu deger bizim ¢alismamizda
da kullanilmistir.

F) = 56 )
CE = = %{ t;logf(s); ®)
0= 6 — aaiej](e) (4)

Gradyan inisi yonteminde en disuk olan kayba yakinsarken,
hata fonksiyonunu ekstremum noktasindan uzaklastiracak
glincelleme degerleri ile karsilasabiliriz. Bu problemi ¢6zmek
icin, Sekil-7’de gosterildigi gibi daha oOnceki agirlik ve
egilimlerin gilincelleme degerlerini de gdz 6nlne aliyoruz.
Bunu yapmak icin SGD’nin her bir asamasinda, daha 6nceki
gradyan inis degerini, “momentum katsayisi” adli bir katsayi
ile garpip su anki deger ile topladigimizda elde edilen sonuca
goére model parametrelerini giincelliyoruz. Ogrenme
oranindaki sebeplere benzer olarak, momentum katsayisi 0,9
olarak alinmistir.

Yakmsamaya kadar tekrar {

m

v —aV,, Z L (w)
1

Wy . f/_’ Wy

}

Sekil-7: SGD’de momentum kullanimini gdsteren gorsel

Bilgisayar Bilimleri ve Muhendisligi Dergisi (2022 Cilt:15 - Sayi:2) - 99



Modelimizi 20 yigin (batch) ve 100 devir (epoch) olacak
sekilde egittik. Modeller Google Colab platformunda Tesla
K80 GPU kullanilarak CUDA teknolojisi ile egitildi ve test edildi.
Egitim esnasinda dogrulugu tespit etmek igcin modelin egitim
esnasinda kullanmadigi dogrulama kiumesindeki gorseller
kullanilarak dogrulama yapildi.

3.2 Kan Olgiimleri ile Tani
3.2.1 Yapay Sinir Ag1 (ANN)

Halihazirda sayisal olan veri yontemi ve gerekli islem glicinin
dusik miktar goz o©ndne alindiginda, bu siniflandirma

problemi icin cok katmanli yapay sinir agi modeli kullanilmistir.

Modelin olusturulma asamasinda, aykiri degerlerin 6grenme
surecini etkilemesini engellemek ve de asiri 6grenme
sorunundan kaginmak igin gizli katmanlar 8 ve 4 birim
icerecek sekilde belirlenmistir. Hedef ve tahmin edilen
sonuglar arasindaki hatanin hesaplanmasi icin, daha 6nce
aciklanan capraz entropi kaybi fonksiyonu kullanildi. Buna ek
olarak, geri yayihm asamasinda agirliklarin giincellenmesi igin
disik dereceli momentlerin tahminlerini olusturan bir
algoritma olan Adam optimizer kullaniimistir. Sekil-8'de
actkca  gorilmektedir ki Adam  algoritmasi  diger
algoritmalardan daha etkilidir [11].

MNIST Logistic Regression

0.7
— AdaGrad
— SGDNesterov
— Adam
0.6}
| :
22 05 : ]
8 | ;
@ : x‘\_m\_
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g
= pat L y
L\t
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D3 NI
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0 5 10 15 20 25 30 35 40 45

iterations over entire dataset
Sekil-8: Adam iyilestirici (optimizer) karsilastirmasi [11]
3.2.2 Destek Vekt6r Makinesi (SVM)

iki gruba siniflandirma problemlerinde kullanilabilecek olan
Destek Vektér Makinesi makine 6grenmesi yontemi, giris
verilerini ¢ok buyik boyutlu 6znitelik uzayina esler [25]. Bir
DVM, bir veya daha fazla hiper-ylzey olusturur. Destek
vektorleri hiper-ylizeye daha yakin olan veri noktalari olup,
hiper-ylizeyin oryantasyonunu ve konumu belirler. Gamma
parametresi bir egitim dérneginin etkisinin ne uzaga ulastigini
ters orantili olarak belirler. [26] Problemde dogrusal bir ayrim
yapilamayacagi icin RBF (Radial Basis Function) c¢ekirdegi
(kernel), dagihmini etkileyecek olan y degeri 0,02 alinarak
siniflandirmada kullanildi.

K(x,y) = eYyI? ®)

4. Deneysel Sonuclar
4.1 Gogis X-lsini

Calismamizin bu kismini iki pargaya ayirdik. ilk kisim Covid
olan hastalar ile hicbir hastaliga sahip olmayan insanlarin X-
Isini  gorlntdlerinin - tahminlerinin karsilastiriimasini
icermektedir. ikinci kisim ise Covid olan hastalar ile Covid dis
hastaliklart ~ olan  hastalarin ~ X-Isini  goruntdlerinin
tahminlerinin karsilastirilmasini icermektedir. Bu ayrimin
yapilmasinin sebebi Covid disindaki diger hastaliklarin X-Isini
gorantilerinin, Covid olan hastalarin X-lsini gorintilerine
oldukg¢a benzemesi ve bu durumun yapay sinir aginin yanhs
sonuglar Giretmesine neden olmasidir.

Degerlendirme olgliti olarak bulma, tutturma ve Egrinin
Altindaki Alan (AUC) degerlerini kullandik.

Dogru tahmin edilen Covid—19 vakalart

Bulma =

(6)

Biitiin Covid—19 vakalari

Dogru tahmin edilen Covid—19 olmayan 6rnekler
Tutturma = —= 4

(7)

Biitiin Covid—19 olmayan 6rnekler

Oncelikle Covid hastalarinin ve Covid bakimindan saglikli
olasilik degerlerinin histogramlarini elde ettik. Sekil-9’deki
histogramlardan gorilebilecegi gibi kullanmis oldugumuz
modeller Covid olan ve Covid olmayanlarin X-lsini
gorintilerini ayirt edebilmektedir.

10.0
I Covid olan érneklerin olasiliklan
7.5 1
5.0 1
25 1
0.0 -
0.0 0.2 04 0.6 0.8 10
400 4 B Covid olmayan 8rneklerin olasiliklan
200 A
0 = L} T T L} _l
0.0 02 04 06 08 10

Sekil-9: Covid-Covid degil siniflandirmasinda SqueezeNet
modelinin olasiliksal ¢iktisinin histogram degeri

Histogramin sol tarafinda Covid olmayan o&rneklerin sag
tarafinda ise Covid olan Orneklerin varligi modelin ayrim
yapabildigini gostermektedir. Her bir modelin her bir veri
kiimesi icin en uygun olan esik degeri bulunmus ve bu deger
icin bulma ve tutturma degerleri elde edilmistir. Cizelge-3'te
bu sonuglar gorulebilir.

Modellerin test sonuglarina gore 1. veri kiimesi icin ResNet50,
SqueezeNet ve DenseNet %91 civari bulma ve tutturma
sergileyerek en basarili sonucu vermislerdir. 2. veri kiimesi
icin SqueezeNet %91,6 bulma ve %91,8 tutturma ile en
basarili sonucu vermistir.
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Cizelge-3:Siniflandirma modellerinin bulma ve tutturma

degerleri
Siniflandirma Model Bulma Tutturma
Covid / Saghkh | ResNet18 %86,2 %86,9
ResNet50 %88,3 %87,6
DenseNet %88,2 %88,6
SqueezeNet %91,6 %91,8
VGG %88,8 %88,6
Covid / Covid | ResNet18 %85,4 %85,7
olmayan ResNet50 %91,8 %91,8
DenseNet %91,5 %91,4
SqueezeNet %91,1 %91,4
VGG %89,8 %90

Daha onceki ¢calismamizda hem daha az veri kiimesi hem de
sadece ResNetl8 ve SqueezeNet modelleri kullaniimig
oldugundan dolayi tamamen saglikh insanlar ile Covid
siniflandirmasi daha basarili ¢ikmisti. Bu ¢alismamizda yeni
veriler ile yeni modeller eklenmis ve yapilan ayrimin yeterince
blylik bir fark Uretmedigi gozlenmistir. Ayrica O6nceki
sonuglarla uyumlu bir sekilde ResNetl8 ve SqueezeNet
modelleri saglikh insanlar ile Covid hastalari arasindaki
siniflandirmada daha iyi sonug verdi.

Bir modelin performansini sadece bulma ve tutturma
degerlerine gore o6lcmek yeterince dogru degildir. Farkh esik
degerlerine gore bu sonuglar farklihk gosterebilir. Bu
sebepten dolayr dogrulugu esik degerinden bagimsiz bir
bicimde 6lgmek gerekmektedir. Bu problemi ¢ozmek igin
cesitli yontemler bulunmakla beraber, bu makalede “Receiver
Operating Curves” (ROC) kullanilmistir. Bu egri, dogru pozitif
orneklerin (True Positive) hatali negatif orneklere (False
Positive) oraninin degisimini gostermektedir ve tim esik
degerleriicin modelin performansini degerlendirdiginden esik
degerinden bagimsiz bir performans 6lglstdir. ROC egrisinin
sol alt kosesi 6zgiillugin 1, bulma degerinin 0 oldugu noktadir.
Sag Ust kosesi ise bulma degerinin 1, 6zgilligin 0 oldugu
noktadir. ROC egrilerinde egrinin xy dizleminin sol Ust
bolgesine yakinhgi yliksek bulma ve yiksek tutturmanin bir
arada oldugunu gosterir, basaril modeller bu tiir egrilere
sahiptir. Bazi ROC egrileri birbirleriyle kesismektedir ve
hangisinin daha iyi oldugunu egrilere bakarak séylemek
yanilgiya sebep olmaktadir. Bu nedenle egrinin altindaki alani
ifade eden AUC metrigine bakilmaktadir ve AUC degeri 1'e
yakin olan modeller daha basarilidir. Bu olgiite gore Sekil-
10'da gorildigi Uzere Covid ile Covid olmayan insanlar
arasindaki siniflandirmada en yiksek basariyi 0,966 AUC
degeriyle SqueezeNet ve DenseNet modelleri gosterdi. Covid
ve saglikli insanlar arasindaki siniflandirmada ise en yiksek
basariy1 0,975 ile SqueezeNet gosterdi. Bu sonuglara gore
SqueezeNet iki siniflandirma icin de en yiksek basarim
gosteren modeldir.

4.2 Kan Olgiimii

Veri kiimemiz sadece 131 kisinin kan testi verisini icerdiginden,
modelin daha iyi Ogrenebilmesi icin egitim asamasi icin
mimkiin oldugunca ¢ok o6rnek kaydetmemiz gerekiyordu,
ayni zamanda modelimizin kesinligini dogru bir sekilde
degerlendirebilmemiz igin sinama kismina yeterince 6rnek
birakmamiz gerekiyordu. Rastgele dagitarak verilerimizin
%'Un0 egitim icin ve %'Un0 test icin kullandik. Veri kiimemiz
¢ogunlukla Covid olmayan vakalardan olustugu icin bu
dengesizlik, egitim ve sinama veri kiimeleri arasinda esit
olmayan bir sekilde bolinirse modelin giktisini da etkiler. Bu
nedenle orta derecede ayrilmis bir veri kiimesini kullandik.
Sekil-9’daki ROC grafiginde de gorilecegi lizere kullandigimiz
ANN modeli ile 0.76 AUC ve de SVM modeli ile 0.82 AUC
degerine ulastik. AUC degerine gore SVM daha iyi sonug
vermistir ancak bunun nedeni egrinin sag st kdsesinde esik
degeri 0’a yakin oldugunda modelin bulma degerinin ANN
modeline gore daha cok artmasidir. Pratikte secilen esik
degeri egrinin orta bolgesine denk gelecektir ve ANN bu
bolgelerde bulma degerinin ve tutturma olarak SVM'den daha
iyidir. Bu sebeple AUC degeri daha disiik olmasina ragmen
ANN daha basarilidir.
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Sekil-10: Covid - Covid olmayan ve Covid - Saglikh
siniflandirmalarinin ROC grafikleri
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Sekil-11: Kan testi modelinin ROC grafigi

Bir diger yaklasim ise, medikal veriler ile ugrastigimiz iin eksik
verileri k-NN ile olusturmak yerine direkt silmek olacaktir. Bu
durumda veri kiimesindeki hasta sayisi ve de Oznitelik uzayi
kiicilmekle birlikte, ayni modelleri denedigimizde sonuglarda
dramatik bir degisiklik gbzlenmedi ancak daha kot sonuglar
elde edildi.

5. Sonug

X-Isini sonuglari g6z oniine alindiginda, SqueezeNet diger
modellere gére belirli bir miktar daha iyi calismaktadir. Onceki
¢alismamizda, Covid hastasi olan hasta miktarinin tiim veri
kiimesi karsilasgtirildiginda sinirl - olmasi  siniflandirmayi
dengesiz hale getirmekteydi. Bu galismada X-Isini veri kiimesi
dengelenip daha ¢ok 6rnek ile modeller egitildigi igin daha
giivenilir bir sonug elde edilmistir. Onceki calismamizda
SqueezeNet ve ResNetl8 modellerinin Covid-Saghkli
siniflandirmasi icin daha iyi sonu¢ vermesi bize diger
hastaliklarin modelin dogru karar vermesini engelledigini
disindirtmusti. Ancak bu galisma yeterli veri, dengeli veri
kiimesi ve gesitli modeller ile egitim yapildiginda sonucun
siniflandirma tiirinden gok etkilenmedigini gosterdi. Kan testi
modelinde ise kullanilan SVM ve ANN modellerinin birbirine
karsi dramatik bir baskinligi goézlenmemistir ancak ANN
modeli ROC egrisine gore daha iyi sonug vermistir.

iki farkhi yaklasiminin sonuclan karsilastirildiginda, gégis X-
Isinlari Gzerine g¢alismamizin sonuglarinin, rutin kan testi
verileri ile g¢alismamizin sonuglarina kiyasla ¢ok daha
kullanilabilir oldugu gorildi. Bu proje yiksek dogruluk
gerektiren medikal ¢alismalarda kullanilmasi amaciyla
gelistirildiginden, 6zellikle kan testi modelinin sonuglarinin
medikal alan icin yeterli olmadigi da sdylenebilir. Dahasi, tam
ayrintili bir calisma yapmak icin kan verisi yetersiz olsa da X-
Isini Gzerine tercih edilebilir bir yontem olmadigi, ancak yine
de arastirmacilara fikir vermesi agisindan denenebilir oldugu
sonucu cikarilabilir. Sonug olarak gesitli makine 6grenmesi
yontemleri kullanilarak Covid-19 tanisi yapilmasi olasidir ve
modern tip uygulamalarinda deneysel olarak kullanilabilir.

6. Gelecek Calismalar

Calismamizda, hastalarin Covid olup olmadigini X-Isini verileri
ya da kan verilerini kullanarak siniflandirma yapan modeller
ile tespit ettik. X-lsini sonuglari ve kan sonuglari ayni

hastalardan gelmediginden dolayr kullanilan modeller ve
veriler her iki veri kimesini birden tahmin eden bir model
Gzerinde birlestirilemedi. Ayrica, [12,16] da kullaniimis olan isi
haritasi yontemi projemizin zaman kisitlamalarindan dolayi
kullanilamadi. Eger bu gelistirmeler gelecek c¢alismalarda
kullanilabilir ise  makine 6grenmesi modelleri saglik
¢alisanlarinin bilgisini ve bakis agilarini son derece yuksek bir
oranda gelistirebilir.

7. Bilgilendirme

GOgus X-Isini ve kan testi sonuglari, Canakkale Onsekiz Mart
Universi'nden  etik  komitesinin  2011-KAEK-27/2020-
E.2000063714 izin numarasi ile elde edilmistir. Arastirma
sirasinda hastalar anonim birakilmis ve kisisel bilgiler
kullanilmamistir.

Bu calisma 6. Uluslararasi Bilgisayar Bilimleri ve Mihendisligi
Konferansinda (UBMK 2021) sunulan [27] numarah
¢alismanin genisletilmis halidir.
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