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Derin Ogrenme
Dogal Dil Isleme
Metin Siniflandirma
Yardim Masasi

Yardim masasi, bir organizasyonun c¢alisanlarina veya miisterilerine merkezi bilgi ve
destek yénetimi hizmeti saglayan iletisim noktasidir. Organizasyonun verimliligi
agisindan, yardim masasina gelen taleplerin dogru kategorilere ayrilarak, dogru kisilere
ve zamaninda yénlendirilmesi biiyiik 6nem arz etmektedir. Bu sebeple, bu ¢alisma
kapsaminda, derin égrenmeye dayali otomatik bir yardim sistemi 6nerilmistir. Onerilen
sistem, talepleri, bagsliklarinda yer alan ciimlelere gére otomatik olarak uygun
kategorilere ayirmaktadir. Bu islem icin kelime gémme (ing. word embedding) y6ntemi
kullamlmistir. Metin 6n isleme adimlarindan sonra, gomme, diizlestirme (ing. flatten) ve
yogundan (ing. dense) olusan tlic katmanda égrenme gergeklestirilerek, yardim masasi
taleplerinin ait oldugu kategori belirlenmektedir. Bu amacla, kurumsal bir sirkete ait BT
yardim masasi talepleri kullanilmistir. Dokuz farkli kategoride toplam 28.104 talepten
olusan veri kiimesi, %60 egitim, %20 dogrulama ve %20 test kiimesine ayrilmistir.
Yapilan deneyler sonucunda %98’e ulasan siniflandirma dogrulugu, onerilen modelin
otomatik bir yardim masasi sistemi icin iyi bir aday oldugunu ortaya koymustur.
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A help desk is an organization's point of contact that provides a centralized information
and support management service to its employees or customers. For the efficiency of the
organization, it is of great importance that the queries coming to the help desk are
grouped into the correct categories and directed to the right people on time. Therefore,
in this study, an automatic help desk system based on deep learning is proposed. The
proposed system automatically categorizes queries according to the sentences in their
titles. Word embedding method was used for this process. After the text preprocessing
steps, learning is performed in three layers (embedding, flatten, and dense) and the
category to which the help desk queries belong is determined. For this purpose, IT help
desk queries belonging to a corporate company were used. The dataset, consisting of a
total of 28.104 requests in nine different categories, is divided into 60% training, 20%
validation, and 20% test set. As a result of the experiments, the classification accuracy
reaching 98% revealed that the proposed model is a good candidate for an automated
help desk system.
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1. Giris

Glnlimiizde, i¢ ve dis birimlere hizmet veren kurumlar
biinyesinde, yardim masas1 uygulamalar1 {lizerinden
gelen talepleri degerlendirmek ve ilgili birimlere
aktarmak, sorunlarin hizli giderilmesi agisindan biiyiik
onem tasimaktadir. Ozellikle, bilisim teknolojileri gibi
farkl alanlara hizmet veren birimlerde, taleplerin hizl
cozillerek zaman kaybini en aza indirmek
gerekmektedir. Gelen talebin dogru kategoriye
ayrilarak, dogru kisiye zamaninda yonlendirilmesi
o6nem arz etmektedir. Bu islem genel olarak, talepleri
okuyarak ilgili birime y6nlendiren birinci seviye destek
hizmetinden sorumlu bir personel tarafindan veya
metin icerigini analiz edebilen yonlendirme yazilim
uygulamasi ile gerceklestirilir.

Yardim masasi1 uygulamasinin atama islemini otomatik
olarak yapabilmesi ic¢in, talebi acan kullanicinin talep
sablonunu dogru belirleyerek, ilgili tiim alanlar
doldurmas1 gerekmektedir. Ancak, talep agan
kullanicilarin bu konuda ihmalkar davrandigi ya da
talebinin tam olarak hangi sablona ait oldugunu
bilmedigi durumlar ¢ikabilmektedir. Bu sebeple, giris
yapan Kkisinin, en yakin gérdiigi bir sablondan talebi
acarak, ilgili alanlari da bos biraktig1 ya da doldurulmasi
zorunlu alanlar1 rastgele karakterler ile doldurdugu
gorilmektedir. Talepleri kategorize etmek icin, bir
personel gorevlendirme konusunda ise; eger gorevli kisi
destek personeli ise ve tiim birinci seviye destekten o
kisi sorumlu ise problem yasanmamaktadir. Bu sekilde,
kiicik  oOlgekli isletmelerde sorunun {istesinden
gelinebilmektedir. Ancak, ¢ok farkl alanlara hizmet
verilen daha biiylik isletmelerde, gérevli personel kendi
alam1 disinda bir taleple Kkarsilastiginda, talebin
kategorisini belirlemekte gii¢cliik ¢ektiginde problemin
¢oziimiinde zaman kayb1 yasanmaktadir. Bu durum,
ayni zamanda, isyeri verimliliginin ve i¢ misteri
memnuniyetinin de azalmasina sebep olmaktadir. Bu
nedenle, yardim masasi taleplerinin siniflandirilmasinin
makine 6grenmesi destekli metin analizi yontemleri ile
yapilmasi, insan kaynakli sorunlara da ¢6zim
getirecektir. Bu calisma kapsaminda, yukarida ifade
edilen soruna bir ¢6ziim sunmak ic¢in, hicbir alan
doldurulmasa dahi, sadece baslik metni kullanilarak,
kurum biinyesinde 6nceden a¢ilmis taleplerin tiirleri ile
egitilmis model kullanilarak, kategorilere ayirma
hedeflenmistir. Bu islem i¢in, derin 6grenme teknikleri
kullanilarak metin siniflama gergeklestirilmistir.

Metin siniflandirmanin temel amaci, verilen metni
denetimli 6grenme algoritmalar1 kullanarak 6nceden
tanimlanmis kategoriler halinde siniflandirmaktadir.
Son yillarda, makine 6grenmesinin bir yan kolu olarak
siklikla  kullanilmaya baslayan derin 6grenme
algoritmalari, bir veri setinden alinan o6rnekler
kullanilarak, metinler ve kategoriler arasinda iligkiyi
belirtmek icin egitilebilir. Egitilen model yardimiyla,
verilen metnin kategorisi tahmin edilebilir. Bir metin
siniflandirma  gorevi, belgelerin  ayristirilmasi,
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belirteclere ayirma, kék olusturma, durak kelimelerin
kaldirilmasi, metin terim matrisinin temsil edilmesi,
oznitelik se¢imiyle birlikte, egitim ve test yoluyla, en iyi
siniflandirici modellerinin se¢ilmesinden olusur (Borko
ve Bernick, 1963).

Son zamanlarda, metin siniflandirma (kategorizasyon),
farkl dijital platformlarda bulunan ¢ok sayida belge ve
metin nedeniyle bir¢ok arastirmacinin dikkatini
¢cekmistir. Kilimci ve Akyokus (2018), ¢alismalarinda,
kelime yerlestirmeleri ve metin siniflandirmasi igin
temel siiflandiricilar toplulugu yararina farkli belge
gosterimleri kullanmistir. Sekiz farkli veri kiimesinde,
tic farkli belge gosterimi yontemi kullanarak, bes
heterojen temel Ogrenme ve iki entegrasyon
yonteminden olusan bir toplulugun performansini
degerlendirilmistir. Siniflandiricilarin tekli kullanimda
ortalama siniflandirma dogruluk sirasi su sekilde
bulunmustur: random forest (RF) > convolutional
neural network (CNN) > multinomial naive Bayes (MNB)
> support vector machine (SVM) > multivariate
Bernoulli naive Bayes (MVNB). CNN'in temel 6grenme
setine dahil edilmesiyle, Tiirk¢ce Hiirriyet ve AHaber veri
kiimeleri icin sirasiyla %89,55 ve %92,70 ile daha iyi
dogruluk oranlar1 elde edilmektedir. Kowsari ve dig.
(2017) c¢alismalarinda, belge siniflamasi problemini,
mevcut belge siniflandirma yontemlerinden farkli bir
sekilde ele alinmistir. Metin siniflandirmada, Hiyerarsik
Derin Ogrenme (ing. Hierarchical Deep Learning for
Text classification - HDLTex) adinda bir yaklasim
kullanarak hiyerarsik siniflandirma
gerceklestirmektedir. HDLTex, belge hiyerarsisinin her
seviyesinde derin 6grenme mimarileri y1ginlar1 kullanir.
Bu yaklasim, geleneksel belge smiflandirma
yontemlerine gore gelismis dogruluk sergilemektedir.

Metin siniflandirmada, son yillarda siklikla kullanilan,
etkili yontemlerden biri olan kelime gomme ise,
anlamsal olarak benzer olan kelimelerin, birbirine daha
yakin vektorler halinde temsil edilmesidir (Jurafsky ve
Martin, 2000). (Li, Hu, Cui ve Hu, 2018), patent
siniflandirma problemini ¢dzmede, evrisimsel sinir
aglann (ing. Convolutional Neural Networks - CNN)
otomatik hiyerarsik 6znitelik ¢ikarimi ile derin sinir
aglarinin gl¢gli modelleme giiclinden yararlanarak,
kelime vektor gommeye dayali DeepPatent algoritmasi
kullanilmistir. ilk olarak, sézciik belirteglerini etkili bir
sekilde 6znitelik vektorlerine donistiiriir. Daha sonra,
sozclik diizeyi vektorleri metin diizeyi yogun matrisini
olusturmak icin birlestirilmistir. Deneysel sonuglar, 6zet
bolimiin patent siniflandirmasinda, anahtar bilgilere
sahip oldugu sonucu elde edilmis olup, 6zet boliimiine
ilave olarak baslik boliimiiniin birlikte kullanimai ile daha
yliksek basarim elde edilebilecegi dogrulanmistir.
ALRashdi ve O'Keefe (2019), ¢alismalarinda farkl sinir
agl mimarileri ve farkli genel amagh kelime
yerlestirmeleri kullanmistir. Tweet siniflandirma
modellerinin performansini iyilestirme yeteneklerini
arastirmak igin, farkli sinir aglarinin genel amach ve
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alana 6zgi kelime diigiimleriyle birlikte uygulanmasi
incelenmistir. Calismada kullanilan CrisisNLP veri
setinde, dort tweet smiflandirma modelini
degerlendirip, karsilastirilabilir sonuglar elde edilmistir.
Sonuglar, GloVe gibi genel amacli kelime gdmme teknigi,
ozellikle ¢ift yonlii uzun 6miirli kisa-dénem bellegi (ing.
Bidirectional Long Short-Term Memory - Bi-LSTM) ile,
sonuglarin %62,04 F1-skoru ile en yiiksek performansi
bildirdigi alana 06zgii kelime gomme yerine
kullanilabilecegini gostermistir.

GloVe yonteminin yani sira, giiniimiizde Mikolov, Chen,
Corrado ve Dean (2013) tarafindan 6nerilen Word2Vec,
en popiler kelime géomme teknigidir. Kocmi ve Bojar
(2017), ¢alismasinda, derin aglarda kullanilan kelime
gommeler icin cesitli rastgele ve o6nceden egitilmis
aglarla, bunlarin hem tekrarlayan hem de evrisimsel
mimarilerle dért dogal dil isleme (DDI) gérevi
tizerindeki performans etkilerini incelemislerdir.
Onceden egitilmis kelime gémmelerin, 6zellikle
O6grenme hizi g6z oOniine alindiginda, rastgele
baslatmadan biraz daha iyi oldugunu gozlemlenmistir.
Biiylik bir veri iizerinde egitilen "Word2Vec" kelime
gomme, vektor uzayindaki sozciiksel iliskiler ve
aritmetik islemler arasinda uyusma gostermektedir.
Zhang ve dig. (2018), calismalarinda, bibliyometrik
verilerden konular etkili bir sekilde ayiklayan bir
¢6ziim olusturmak icin, bir kelime gomme modeliyle bir
araya gelen yeni bir c¢ekirdek K-means kiimeleme
yontemi 6nermektedir. Bu yontemin iki bibliyometrik
veri kiimesindeki dort kiimeleme taban ¢izgisi (6rnegin,
k-means, bulanik c-means, ana bilesen analizi ve konu
modelleri) ile karsilastirilmasimnin deneysel sonuglari,
nispeten genis bir disiplin yelpazesinde veya belirli bir
etki alaninda etkinligini gostermektedir.
Yapilandirilmamis metin verilerinden, konular etkili bir
sekilde ayiklamada bir ¢6ziim olusturmak icin, kelime
gommelerini iceren bir ¢ekirdek k-means kiimeleme
metodolojisi 6nerilmektedir. Word2Vec yodntemini
derin 68renmenin temsili bir teknigi olarak
kullanilmistir.  Word2Vec yonteminin hesaplama
verimliligini artirmak i¢in sinir aglarinin kullanimini
basitlestirmeye ¢alismistir.

Metin siniflandirmanin kullanildig: bir baska calismada
ise, bir kuruma ait sahadaki anomali iceren ariza ya da
sel gibi olaganiistii durumlarda, gelen metin verilerinin
icerikleri hizli bir sekilde analiz edilerek, dogru ¢6zim
liretebilen kararlar alinmasi saglanmistir. Bu ortamda,
gelen alarmlar ger¢ekten olusmadan once dogru bir
sekilde tahmin edilebilirse, operatoérler zamaninda
diizeltici eylemlerde bulunan anormal davraniglari ele
alma ve muhtemelen kaginma sansina sahip olabilir. Cai,
Palazoglu, Zhang ve Hu (2019), calismalarinda, dogal dil
islemede derin 6grenme uzun Omirli kisa-donem
bellegi (ing. Long Short-Term Memory - LSTM)
uygulamasindan esinlenilerek, bir siire¢ ayarindaki bir
sonraki uyari tahmin etmede, kelime gémme ve
tekrarlayan sinir aglarina dayali bir uyar1 tahmin
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yontemi sunmaktadir. Bu, hem alarm y6netimine yeni
bir yaklasimi hem de bu soruna dogal dil isleme ve derin
ogrenme tekniklerinin yeni bir uygulamasinm temsil
eder. Metin madenciligi, biyomedikal arastirmalar i¢in
de dnemli bir ara¢ haline gelmistir. En temel metin
madenciligi gorevi, genler, kimyasallar ve hastaliklar
gibi biyomedikal adlandirilmis varliklarin Varhik ismi
Tanima (ing. Named Entity Recognition - NER)
taninmasidir. Gegerli NER yontemleri, varlik turlerinin
belirli ylizey oOzelliklerini, tipik yerel baglamin
ozelliklerini, arka plan bilgisini ve dil bilgilerini
yakalamaya c¢alisan 6nceden tanimlanmis o6zelliklere
dayanir. Habibi, Weber, Neves, Wiegandt ve Leser
(2017), calismasinda, derin 6grenme ve istatistiksel
kelime gommelere dayanan tamamen genel bir
yontemin (ing. long short-term memory network-
conditional random field, LSTM-CRF) son teknoloji
varliga 6zgi NER araglarindan ve genellikle biytik bir
farkla daha iyi performans géstermektedir. Bu amagla,
LSTM-CRF y6nteminin beg farkli varlik sinifin1 kapsayan
33 adet veri kiimesindeki performansini, sinifinin en
iyisi NER araglari CRF uygulamasiyla
karsilastirmiglardir.

Duygu siniflandirma teknikleri, kullanici goriislerini
analiz etmek icin, yaygin olarak kullanilmaktadir.
Geleneksel denetimli 6grenme yodntemlerinde, alanin
tam olarak anlagilmasini gerektiren 6zniteliklere ihtiyag
vardir. Sosyal medya paylasimlar1 genellikle ¢ok kisa
oldugundan, etkili siniflandirma i¢in 6znitelik eksikligi
vardir. Boylece, kelime gomme modelleri, cesitli
baglamlarda farkli  kelimeleri 6grenmek igin
kullanilabilir. Kisa metinlerden duygu kutuplulugunu
(ing. sentiment polarity) tespit etmede, derin 6grenme
yontemlerini kullanarak kelimelerin daha derin anlam
bilimlerini kesfetmek gerekir. Wang, Liu, Luo ve Wang
(2018), calismasinda, sosyal medyada duygu
siniflandirmasi igin kelime gémme ve LSTM etkilerini
arastirmaktadir. Ilk olarak, yazilardaki kelimeler, kelime
gomme modelleri kullanilarak vektorlere dontstiiriiliir.
Daha sonra, cumleler arasindaki uzun mesafeli
baglamsal bagimliligi 6grenmek icin, ciimlelerdeki
kelime dizisi LSTM modeline verilir. Deneysel sonuglar,
derin 6grenme yontemlerinin yeterli egitim verisi
verildiginde, sosyal medya baglaminda kelime
kullanimini  etkili bir gsekilde 6grenebilecegini
gostermistir. ilk olarak, kisa metinlerdeki kelimeleri
vektor olarak temsil etmek icin Word2Vec tabanli bir
kelime gémme modeli kullanilir. ikincisi, LSTM, kisa
metinlerdeki kelime dizisi arasindaki uzun mesafeli
bagimlhiligi 6grenmek icin kullanilir. Son zaman
noktasindan elde edilen nihai ¢ikti, tahmin sonucu
olarak kullanilir. Birkag sosyal veri kiimesinde duygu
siiflandirmas1  deneylerinde, LSTM  yo6nteminin
performansini naive Bayes (NB) ve Extreme Learning
Machine (ELM) ile karsilastirilmistir. Deneysel
sonuclarina bakildiginda, dnerilen yontem geleneksel
olasilik modeline ve daha fazla egitim verisine sahip
sinir aglarina gore daha iyi performans saglayabilir.
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Semberecki ve Maciejewski (2017), calismasinda, LSTM
birimleriyle derin sinir ag1 kullanarak metin belgelerini
siniflandirma  yontemini sunar. Siniflandirilacak
belgeleri temsil eden 6znitelik vektorleri olusturmada
farkli yaklasimlar test edilip; Word2Vec aracinm
kullanarak soézciikleri vektor gosterimlerine ve bu
vektor gosterimlerinin dizilerini belgelerin 6znitelikleri
olarak kullanilmistir. Oznitelik vektorii belgeleri temsil
etmek ve siiflandiricilari egitmek i¢in kavramsal olarak
farkl bir yaklasim sunulmustur. Temel fark, sozciiklerin
frekanslarina dayanan 6znitelik vektorlerini kullanmak
yerine, belgelerdeki sozciik dizilerine dayanan 6znitelik
vektorleri kullanmaktir. Bunun bir sonucu olarak,
kullanilan siniflandiric tiiriinii de degistirmek gerekir:
LSTM agin1 egitmek icin sozciik dizilerini temsil etmenin
iki farkli yolu, kelimelerin basit kodlamasiyla ve vektor
uzayindaki kelimeleri temsil eden Word2Vec yontemi
kullanilmaktadir. Teknik olarak, simiflandirmaya
sunulan yaklasimda, GPU f{izerinde egitilen modellerle
derin sinir aglar1 i¢in Tensorflow kiitiiphanesine sahip
Keras kullanilmistir. Keras, modelin olustugu
katmanlar1 tanimlayan sinir aglari1 katmanlarini sadece
birka¢ kod satirinda olusturma yetenegi veren
Tensorflow'a ait bir kiitiiphanedir.

Giincel literatiirden bir baska ornekte, Ibrahim, Khan,
Mehmood, Asim ve Mahmood (2021), Yinelemeli sinir
ag1 (ing. Recurrent Neural Network - RNN), LSTM ve
Kap1 Ozyinelemeli Gegitler (ing. Gated Recurrent Unit -
GRU) ile 3 farkl sekilde egitilmis sinir aglar1 kullanarak,
klinik veri seti tizerinde metin siniflandirma yapan GHS-
NET uygulamasi gelistirmistir. Bir diger calismada,
Liang ve Yi (2021a) ii¢ yontemli kararlar (ing. three-way
decisions - 3WD) ile politik metin siniflamasi yapmistir.
Bu yontemde, simiflandirma igin 3WD-AdaCNN-SVM
(3WD-AdaCNN modeli 3WD ve CNN modelini taban
almaktadir) modelinin kombinasyonu kullanilmistir.
Liang ve dig. (2021b) ise Uzamsal Goris Dikkati
Evrisimsel Sinir Ag1 (ing. Spatial View Attention
Convolutional Neural Network SVA-CNN) yontemini
kullanmistir. Arastirmacilar, bu modeli kullanarak belge
siniflandirmasi, duygu siniflandirmasi ve tematik
siniflandirma dahil olmak tizere ii¢ siniflandirma gorevi
icin bes veri kiimesi (AG News Corpus (NEWS-4), Hate
Speech (HATE-3), Amazon Review (AMZ-5), Movie
Review (IMDB-2), Emotion Text (TWT-13)) iizerinde
deney yapmuistir.

Calismamizda ise kelime gomme yontemi tabanli,
yardim masasindan alinan talep bagliklarinin
siniflandirilmasinda, son yillarda literatiirde siklikla
tercih edilen kelime gomme teknigi temelli model
egitimi kullanilarak, talepler kategorilere ayrilmistir.
Kurumsal bir sirketin 2019-2020 yillarina ait yardim
masas1 verileri kullanilarak, taleplerin kategorilere
ayrilmasinda %89,22 F1-skor degerinde basarim
saglanmistir. Veri setinin daha az sayida kategori
seklinde ele alinmasiyla yapilan deneysel ¢alismalarda
ise %91,31 ve %93,42 F1-skor degerlerine ulasiimistir.
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Calismanin bir sonraki bélimii olan ydntem baslig
altinda, algoritmanin sunumu ve kullanilan tekniklerin
aciklamasi yer alirken, deneysel ¢alisma baslig altinda,
olusturulan veri seti hakkinda bilgi verilerek, egitim ve
test sonucu elde edilen tahmin sonuglari karsilagtirmali
tablolar ile sunulmustur. Tartisma bolimiinde ise
onerilen yontemin sonuglari degerlendirilmistir.

2. Yontem

Bu ¢alisma kapsaminda, ele alinan yardim masasi talep
iceriklerinin siniflandirilmasi, derin 6grenme temelli
standart bir LSTM agj, kelime gdmme yontemi ile metin
siniflandirma problemi olarak ele alinmistir. Sekil 1'de
LSTM model mimarisi goriinmektedir. Metin vektor
donlisimii igin word2vec yaklasimi kullanilmistir.
Metin analizi islemleri icin, Python dilinde Dogal Dil
Isleme (DDI, ing-Natural Language Processing, NLP)
kitiiphaneleri (Loper ve Bird, 2002) kullanilmistir.
Calismamizda, arastirma ve yayin etigine uyulmustur.

gomme_1 giris: Girig Katmamni L
cikig

gémme_1: Gimme glrts

cikis

Istm_1: LSTM gty

- cikis
yogunluk_1: Yogunluk Elr
cikis

Sekil 1. LSTM model mimarisi

2.1. Veri Seti Hazirlama

Yontemde kullanilan Tiirkge dilindeki veri seti, bir
isyerine ait bilisim teknolojileri biriminin kendisine
gelen talepleri almak i¢in kullandigl yardim masasi
uygulamasi verileridir. 2019 ve 2020 yilina ait veriler 9
kategoride, 28.104 adet talepten olusmaktadir. Talepler
basliklar iizerinden degerlendirilmis, cilimleler ve
kategorileri kontrol edilerek dizenlenmistir. Veri
setindeki kategori dagilimi Tablo 1’de verilmistir.

Yardim masasindan alinan metin verileri, manuel
incelenerek, kategorileri dogrulanmistir. Gereksiz ve
hatali agilan talepler veri setinden cikarilmistir.
Taleplerin kategorilerinin etiketlenmesi esnasinda,
kontrol edilerek, icerigi net olmayan metinler iptal
edilmistir. Boylece, modelin egitiminde kullanilacak
temiz bir veri seti olusturulmustur. Hazirlanan veri
setinden alinan veriler, %60 egitim, %20 dogrulama ve
%20 test olmak iizere béliimlenmistir.
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Tablo 1
Talep kategori dagilimi

Kategori Talep Sayisi
Donanim 5.037
E-posta 2.505
Kullanici Islemleri 4.432
Kurumsal Uygulamalar 1.827
SAP 2.317
Sunucu 1.077
Veri Islemleri 3.067
Yazici 1.104
Yazilim 6.738

2.2. On islem Asamalar

Siniflandirma 6ncesinde, 6n isleme asamalarinda
kullanilan durak sézciik ¢ikarma ve kok bulma igin, bir
Python kiitiiphanesi olan Natural Language Toolkit
(NLTK) kullanilmistir. NLTK, insan dili verileriyle
calismak icin Python programlama dili ile gelistirilmis
ve gelistirilmekte olan 50'nin ilizerinde derlem (ing.
corpus) ve sozclik kaynagi (ing. lexical resources) ile
olusturulmus acik kaynakl bir kiitiiphanedir (Loper ve
Bird, 2002).

Bu kiitliphanede, ©n isleme, makine 6grenmesi
algoritmalari, Twitter API ile islemlerinin yapilabildigi
modiiller mevcuttur. Ornek olarak; bir ciimledeki
kelimeleri ayirma (ing. tokenization), kelimenin kokiini
bulma (ing. stemming) islemleridir (Loper ve Bird,
2002). Sekil 2’de 6n islem asamalari gériinmektedir.

. Kategori
Veri Sefi Oku Ozniteliklerive | Eslemelerini (e | Durak Kelimesiz
Hedefleri Al Efiketler Kelimeleri Ayir
Ozel Karaklerleri| [w | Kategoriler icin | A |t Test ve Egitim
Cikar ve Kok Bul Hedef Belirle Hedefleri Birlegir Verilerini Tamimla

Sekil 2. On islem asamalari

2.3. Metinden Oznitelik Cikarilmasi

Oznitelik olusturma adiminda ise; 6n islemden
gecirilmis olan, egitim ve test verileri alinir. Girdi
verilerinin tamsay1 olarak kodlanmasini gerektirir,
boylece her kelime benzersiz bir tamsay: ile temsil
edilir. Bu adim, Keras ile birlikte saglanan Tokenizer API
kullanilarak gergeklestirilir. Test ve egitim verilerindeki
metinleri dizi (ing. Sequence) vektoriine ¢evrilir. Bu dizi
vektorleri diziye ¢evrilir. Olusan vektor dizisi kategori
etiketleri ile esleserek kategorilendirilmis vektorler
egitim ve test verisi icin hazir hale gelir. Sekil 3’te
oznitelik ¢ikarimi asamalari goriinmektedir.
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EZitim ve Test Tokenizer ile Metni Vektdre
Verilerini Al P | EBitim Verisini | Cevir
Sigchr

Veri
Egitim ve Test Esleme Etiket Kategorisel
Vektdrana > Listesini Al » | Egitim ve Test
Birlestir Verilerini Al

Sekil 3. Oznitelik ¢cikarimi asamalari

2.4. Siiflandirma

Bu calismada derin 6grenme temelli, Keras Embedding
Layer kullanilarak egitilen kategori belirlemek icin
metin siniflama kullanilmistir. Keras Embedding Layer
temelde ii¢ katmandan olusmaktadir:

i) Gomme

ii) Diizlestirme

iii) Yogun
Keras, metin verilerindeki sinir aglar1 igin
kullanilabilecek bir gémme katmani sunar (Keras,
2021). Girdi verilerinin tamsay1 olarak kodlanmasini
gerektirir, boylece her kelime benzersiz bir tamsayi ile
temsil edilir. Gomme katmani rastgele agirliklarla
baslatilarak, egitim, veri setindeki tiim kelimeler icin bir
yerlestirme o6grenir. Gommenin modelin kendisiyle
birlikte 68renildigi bir derin 6grenme modelinin parcasi
olarak kullanilabilir. Bir tiir aktarim 6grenme tiirii olan
onceden egitilmis bir kelime gdmme modelini yiiklemek
icin kullanilabilir. Gdmme katmani, bir agin ilk gizli
katmani olarak tamimlamir. 3 bagimsiz degisken
belirtmelidir (Brownlee, 2017):
. input_dim: metin verisindeki kelime
dagarciginin boyutudur. Ornegin, veri 0-10 arasindaki
degerlere kodlanmis tamsay1 ise, kelime haznesinin
boyutu 11 kelime olacaktir.
. output_dim: kelimelerin goémiilecegi vektor
uzayinin boyutudur. Her kelime icin bu katmandan ¢ikt1
vektérlerinin boyutunu tanimlar. Ornegin, 32 veya 100
veya daha biiyiik olabilir.
. input_length: bir Keras modelinin herhangi bir
girdi katmani i¢in tamimlanabilecegi gibi, girdi
dizilerinin uzunlugudur. Ornegin, tim girdi metinleri
1.000 kelimeden olusuyorsa, input length 1.000 olur.

Metin siniflandirma icin Kelime Gomme ydntemi test
edilmistir. U¢ katmanh bir yapr ile kelime gomme islemi
gerceklestiren Tensorflow Keras Layer kiitiiphanesi
(REF) kullanilmistir. Egitim modeli olarak “Sequential
Model” kullanilmistir. Sequential Model (Sirali model),
her katmanin tam olarak bir giris vektoriine ve bir ¢ikis
vektoriine sahip oldugu diiz bir katman yigim icin
uygundur. Son olarak test verileri ilgili kategorilere
tahmin edilmesi denenmistir. Modelin egitim asamalari
Sekil 4’te gosterilmistir.
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Dizi Modelini Gomme
Katn;alrslara Eal Dizlegtirme > Modsli Derle
Y Yogunluk

Veri

'

Modeli Cagir

@ | Modeli Esitle | p» Modeli Kaydet

Sekil 4. Model egitim asamalari

Siiflandirma  igin, oOncelikle Sequential model
katmanlarina ayrilir. Kelime gomme igin kullanilan
katmanlar; Embedding katmani, 6grenilen agirliklara
sahiptir. Modeli kaydedilirken buna Embedding
katmani agirliklar1 da dahil edilecektir. Embedding
katmani ¢iktisi, sézctiklerin giris sirasindaki her sézctik
icin bir gdmme igeren bir 2B vektordiir. Flatten katmani
kullanarak 2B ¢ikti matrisi 1B vektoriine diizlestirilir.
Boylece Dense katmani dogrudan Embedding
katmanina baglanir. Gomme islemi sonrasinda model
derlenip, egitime saglanir. Egitim sonunda belirtilen
adrese model dosyasi kaydedilmis olur.

Egitilmis model tahmine hazir hale gelmistir. Secilen
test verileri tahmin icin yonlendirilerek calismaya
baslanir. Belirlenen vektérler model Kkullanilarak
tahmin edilmesi saglanir. Tahmin sonucunda bulunan
deger ters esleme ile hangi kategoriye ait oldugu
belirlenmis olur. Tahmin asamalar1 Sekil 5’te
gosterilmistir.

Ciimle Ozel Karakter | | Tc(:;ﬁl;llz;;rlile
Temizle Vektdre Cevir

¥

—»

Vektarleri Birlestir Model Tahmini Ters Esleme

Sekil 5. Tahmin asamalari

2.5. Basarim Metrikleri

Calismanin TP (dogru pozitif, ing. True Positive), FP
(vanlis pozitif, ing. False Positive), TN (dogru negatif,
ing. True Negative), FN (yanlis negatif, ing. False
Negative) degerinden yola ¢ikilarak kesinlik, hassasiyet,
F-Skor ve dogruluk hesaplamalar1 yapilmaktadir.

2.5.1 Kesinlik ve Hassasiyet (ing. Precision & Recall)

Kesinlik, bir 6l¢me aletinin aymi fiziksel boyuta ait
tekrarlanan cesitli 6l¢iimlerde ayni degeri verebilme
Olciisiidiir (Powers, 2020). Yapilan calismada dogru
kategoride bulunan sonuglarin yiizde ka¢inin gergekten
de dogru kategoride oldugudur. Esitlik (1)’de Kesinlik
formiilii goriinmektedir. Hassasiyet, yapilan bir
Olciimde getirilen dogru bilginin, yapilan c¢esitli
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Olctimlerle getirilmesi gereken dogru sonuglara oranini
olemektedir (Powers, 2020). Yani; yapilan ¢alismada
dogru kategoride bulunan sonuglarin yiizde kaginin
pozitif dogru oldugudur. Esitlik (2)’'de Hassasiyet
formiilii gériinmektedir.

Kesinlik = TP (1)
S = TP Y EP

H . _ TP
ASSASE = TP EN )

Bu denklemlerde goriinen ifadeler, donanim ve diger
kategoriler olarak ele alinan bir modelin basarimini
O0lgmede;

TP: Gergekte “donanim” kategorisinde olup, “donanim”
olarak tahmin edilen;

FP: Gergekte “donanim” kategorisinde olmayip,
“donanmim” olarak tahmin edilen;

FN: Gergekte “donanim” kategorisinde olup, “donanim”
olarak tahmin edilmeyen;

TN: Gergekte “donanim” disindaki
kategori/kategorilerde olup, “donanim” disindaki
kategori/kategorilerde tahmin edilmesidir.

2.5.2 F-Skoru (ing. F-Score)

F-Skoru, hassasiyet ve kesinlik degerlerinin harmonik
ortalamasidir. Esitlik (3)'te F-Skoru formilii ve
¢alismanin F-skoru gértinmektedir (Powers, 2020).

Kesinlik X Hassasiyet
F —Skoru =2 X — - (3)
Kesinlik + Hassasiyet

2.5.3 Dogruluk (ing. Accuracy)

Dogruluk degeri, Esitlik (4)’te goriinen, dogru tahmin
edilen kategorilerin toplam veri kiimesine oranidir
(Powers, 2020).

S TP + TN "
0BT = b Y TN + FN + FP

Kullanilan deneyde birden fazla kategori olmasi
durumda; TP, TN, FP ve FN sonuglari farklilasir ve
yorumlamak zorlasir. Bu sebeple karisiklik matrisini
(ing. confusion matrix) yorumlamak i¢in her bir kategori
degeri ayr1 hesaplanarak ortalamalarinin alinmasi
gerekmektedir. Ornegin Tablo 2’de goriildiigii gibi
Donanim kategorisini tek basina ele alip, donanim ve
diger kategoriler olarak islem yapilmaktadir.
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Tablo 2
Donanim karisiklik matrisi
Gergek Kategoriler
Donanim Diger
Tahmin Donanim 208 50
Edilen .
Kategoriler Diger 157 32

3. Deneysel Calisma

Python 3.8 kullanilarak Spyder IDE’si ile gelistirme
ortaminda, veri seti lizerinde, 6n isleme ve model egitim
adimlari gergeklestirilmistir.

Uygulama, 9 kategoriye sahip veri seti icin, egitim ve
tahmin olmak tzere ayrilmistir. Egitim bdliimiinde
model egitimi gerceklestirilmistir. 28.104 adet veri,
%60 egitim, %20 dogrulama ve %20 test kiimesi olarak
ayrilarak, 6n isleme adimlarinda, kék bulma ve durak
kelimelerin atilmasi saglanmistir. Elde edilen veriler dizi
vektoriine donustirilir. Burada, word2vec vektor
uzayinin boyutsallig1 100'e esit olan egitim kiimesinden
hesaplanmistir. Gdmme Katmani i¢in LSTM ag1 degerleri
Tablo 3’te verildigi sekilde belirlenmistir.

Tablo 3

Cok terimli smiflandirma icin vektorlestirici ile
kullanilan LSTM ag1
input_dim: MAX_WORDS(28.104)
output_dim: OUTPUT_DIM(50)
input_length: MAX_SEQUENCE_LENGTH(100)

Model ¢ katmandan olugmaktadir. Sonuglar
Tensorflow paketi ile Keras framework kullanilarak
elde edilmistir. Tim deneyler 16GB RAM ile NVIDIA
GeForce GTX 1650 Ti GPU fizerinde yapilmistir.
Egitimde kullanilan maksimum doénem sayisi (ing.
epochs) 5 ve parti boyutu (ing. batch_size) 200’dir. ikili
simiflandirma igin  ikili ¢apraz entropi (ing.
Crosstentropy) ve bir kayip (ing. loss) fonksiyonu olarak
cok terimli seyrek kategorisel c¢apraz entropi (ing.
categorial crossentropy) ve optimize edici, varsayilan
parametrelere sahip Adam fonksiyonu kullanilmistir
Aktivasyon fonksiyonu olarak geleneksel olarak
kullanilan softmax tercih edilmistir.

Veri seti lizerinde gergeklestirilen deneysel ¢alismalar,
farkli kategori ayrimlar1 gergeklestirilerek, ti¢ farklh
yapida ele alinmistir. Boylece, kategoriye bagl basarim
analizi de saglanmistir. Dérdiincii deneyde ise, modelin
egitiminde basarimin epoch sayisina  baglilig
incelenmistir.
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3.1. Deney 1: Genel Calisma Sonug¢lar1

Dokuz kategoriden olusan veri seti, Keras Gomme
katmani kullanilarak egitilmis olup, derin 6grenme
tabanl bir kategori siniflandirma deneyi yapilmistir.
Elde edilen tahminlerin kategori bazli dagilimina gore
hesaplanan Karisiklik Matrisi Tablo 4’te, Basarim
Metrikleri ise Tablo 5’'te gériinmektedir.

Tablo 4’te algoritmanin dogru ve hatali siniflandirma
sonuglarinin kategorilere gore dagilimi
gosterilmektedir. Bu matristen yola ¢ikilarak, donanim
ve kullanici kategorilerinin birbirlerine fazlasiyla
karistigt goézlenmekte olup, birbirinin yerine karar
verildigi gozlemlenmektedir.

Veriler incelendiginde, taleplerin kullanici
yetkilendirmelerinin ve donanim isteklerinin benzer
ifadelerle anlatildig1 ya da kullanici yetkilendirme talebi
olan birinin donanim ihtiyact varmis gibi belirttigi ve
donanim ihtiyaci olan birinin ise kullanic1 yetkilendirme
gibi ifadeler kullandig1 gorinmektedir.

Problem dokuz sinifli olarak ele alindiginda %97,60'lik
genel dogruluk oranina ulasilirken, hassasiyet ve
kesinlik oranlar1 %89,22 olarak elde edilmektedir. F-
skor degeri ise %89,22"dir.

Tablo 5’teki basarim metriklerinden goriilecegi iizere,
elde edilen siniflandirma modeli ile %89,22'lik genel F1-
skoru elde edilmistir. Sonuclar degerlendirildiginde
%94,95 basarim ile “E-Posta” kategorisindeki tahminler
en yiiksek degeri elde etmistir. Bunun sebebi olarak “E-
Posta” kategorisinde acilan taleplerin, daha anlasilir ve
tek bir konuya hizmet edecek sekilde ifade edildigi
goriilmektedir. Yaklasik %83’liik oranla, diger
kategorilere oranla daha diisiik basarima sahip “Yazic1”
kategorisindeki talepler incelendiginde ise, bu alandaki
ifadelerin ¢ok farkl bir bigimde yazildig, kullanicilarin
yazicl sorunlarini aktarma bigimlerinin ¢ok farkli oldugu
gozlemlenmektedir. En diisiik basarima sahip “Sunucu”
kategorisinin ise teknik anlamda kullanicilarin
isteklerini tam olarak ifade edemedigi gozlemlenmistir.

3.2. Deney 2: Yiiksek Basarimli Kategoriler

Kategori azaltilarak, Donanim, E-Posta, Kullanici, Sap,
Yazilim kategorileri kullanilarak model egitilerek, test
sonuglart alimmistir. Alinan sonuglarin  basarim
metrikleri ise Tablo 6’da goériinmektedir.

Buna gore 6 kategori iizerinden ¢alisma yapilmis ve
basarim oranlarinin belli kategorilerde azalsa da
toplamda genel F-Skor degerinin %91’e kadar arttig:
gozlemlenmektedir.
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Tablo 4
Karisiklik matrisi
Donanim E-Posta  Kullanic Kurumsal SAP Sunucu Veri Yazici Yazilim

Donanim 942 14 58 24 18 18 36 34 57
E-Posta 2 470 3 1 3 2 2 0 5
Kullanici 21 4 788 14 15 8 28 8 19
Kurumsal 4 4 3 291 4 1 1 2 2
SAP 4 2 1 4 409 1 2 1 0
Sunucu 4 1 3 7 3 168 8 2 7
Veri 9 2 24 8 6 12 529 1 10
Yazici 8 1 0 3 3 0 3 170 1
Yazilim 13 4 7 10 3 6 5 2 1.247

Tablo 5 Tablo 7

Basarim metrikleri (%)
Dogruluk  Kesinlik  Hassasiyet F-skor

Donanim 94,23 78,43 93,55 85,33
E Posta 99,11 96,31 93,63 94,95
Kullanici 96,16 87,07 88,84 87,95
Kurumsal 98,36 93,27 80,39 86,35
SAP 98,75 96,46 88,15 92,12
Sunucu 98,52 82,76 77,78 80,19
Veri 97,21 88,02 86,16 87,08
Yazicl 98,77 89,95 77,27 83,13
Yazilim 97,31 96,14 92,51 94,29
Toplam 97,60 89,22 89,22 89,22
Tablo 6

Azaltilmis kategori ¢iktilar1 basarim metrikleri (%)
Kategori  Dogruluk Kesinlik Hassasiyet F-skor

Donanim 91,46 83,42 91,63 87,34
E-posta 98,76 94,79 95,59 95,19
Kullanict 95,94 90,47 90,97 90,72
Sap 98,06 94,96 85,33 89,89
Yazilim 94,57 95,69 92,08 93,85
Toplam 95,95 91,07 91,54 91,31

3.3. Deney 3: Ekip Bazli Dagilim

I1gili kategorileri BT de sorumlu ekiplere gidecek sekilde
giincelleyerek, 9 kategori toplamda 3 ekibe dagilacak
sekilde dagitilarak, veri seti buna gore giincellenmistir.
Model, ilgili 3 ekibe gore egitilerek sonuglar alinmistir.
Buna gore; Donanim, Yazilim ve Yazici Destek; E- Posta,

Sunucu ve Kullanici Sistem; Kurumsal, SAP ve Veri
Mimari ekiplerine dagitilmis ve olusan tahmin
sonuglarina goére Basarim Metrikleri de Tablo 7’de
gosterilmistir. Ekip bazli dagilimda tahmin oraninin
%93’e kadar ¢iktig1 g6zlemlenmektedir.

Ekip bazli kategori ¢iktilar1 basarim metrikleri (%)

Kategori Dogruluk Kesinlik Hassasiyet F-Skor

Destek 91,31 93,87 96,33 95,08

Mimari 93,91 92,07 94,09 93,07
Sistem 93,02 90,16 91,85 91,00
Toplam 92,88 92,36 94,49 93,42

3.4. Deney 4: Parametrik Giincellemeler

Kategori dilizenlemelerinden sonra, model tlzerindeki
parametre degerleri ile sistem kararliliinin degisimini
gozlemlemek i¢in epochs (donem sayisi) degerini 5 ile
120 arasinda degistirerek, her bir deney tekrarlanarak
ilgili sonuglar alinmistir. Sekil 6’daki epochs dagilim
grafigine bakildiginda, epochs sayisinin en yiiksek
oldugu deger 5 olarak gortlmiis, epochs degeri arttik¢a
basarimin ortalama olarak diistiigii gozlemlenmistir.

100

80

60
Deney 1

40
B Deney 2

20
W Deney 3

0

5 15 50 120

Epochs

F-Skoru

Sekil 6. Epochs dagilimi

3.5. Deney 5: Karsilastirmali Sonuclar

Veri seti, Bi-LSTM algoritmasi ile test edilmis ve mevcut
LSTM algoritmasi ile karsilastirilmistir. Tablo 8'de tiim
kategoriler siniflandirilmis ve karsilastirilmistir. Tablo
9da ise ekip bazli  dagilim  kategorileri
karsilastirilmistir. Her iki tabloda gorildigi tzere,
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LSTM algoritmasi, Bi-LSTM algoritmasina gére mevcut
veri setinde daha iyi sonuglar vermektedir.

Tablo 8

Basarim metrikleri (%) karsilagtirmasi
Algoritma  F-Skor
LSTM 89,22
Bi-LSTM 50,26

Tablo 9

Ekip bazhi kategori basarim metrikleri (%)
karsilastirmasi

Algoritma  F-Skor

LSTM 93,08

Bi-LSTM 83,04

4. Tartisma

Yazili olarak iletilen yardim masasi talep iceriklerinin
belirlenmesi probleminin metin madenciligi teknikleri
ile ele alindig1 yaklasimda, GPU iizerinde egitilen
modellerle derin sinir aglar1 i¢in Tensorflow
kiitiphanesine sahip Keras kullanilmistir. Kelime
dizileriyle temsil edilen talep basliklar1 LSTM sinir agini
egitmek icin kullanilmistir. Dizi vektor donlistimii
kelimeleri kodlamanin siniflandirma sonuglarinin
word2vec vektor uzayinda temsil ile elde edilmistir. Bu
calisma performansi, word2vec kodlu kelime dizileriyle
egitilmis LSTM modelleri ile gerceklestirilmistir. Derin
sinir aglarinin egitimi genel olarak yiliksek kaynak
gerektiren aglar olarak kabul edilse de bu calismada
sunulan derin LSTM sinir modellerinin egitiminin
Tensorflow'lu Keras gibi saglam kiitiiphane ve orta
o6lcekli GPU cihaz1 (16 GB RAM) kullanilarak miimkiin
oldugu gorilmiistiir. Deney sonuglari
degerlendirildiginde, tiim kategoriler icin yapilan Deney
1T’de %89’luk bir F-skor ile kayda deger basarim
saglanmistir. Buna ilave olarak Deney 2 ¢alismasi ile
kategoriler azaltilarak, F-skoru artmis, daha az kategori
siniflandirmasinda sistemin daha yiiksek basarimla
calistigl gozlemlenmistir. Kurum igerisindeki ekiplere
gore dagitim da ise (Deney 3) bu oran %93’e ¢ikarak
Kurum igerisinde saglikli bir sekilde kullanilabildigi
gozlemlenmistir. Hazir veri setlerinden farkl olarak, is
yeri ortamindan alinan veriler kullanilmis olup, gercek
hayatta bir problemin ¢oéziimiine katki saglanmistir.
Gelistirilen yardim masasi talep siniflandirma modeli
ile, kurum biinyesinde sorun ¢6ziimiinde zaman ve is
gicii kaybmin azaltilmasina katkida bulunacaktir.
Makine oOgrenmesi ve derin Ogrenme temelli
uygulamalarin is odakli olarak kullanilmasi, is
diinyasindaki verimlilik artisini hedeflemektedir. Bu
yetkinlik 6nerilen yaklasima esnek gelistirme imkani
sunmaktadir. Birbirleri ile karisan simflardaki egitim
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verileri, modelde uyarlanabilir olarak siirekli
giincellenerek veya taleplerin basliklarn ile birlikte,
iceriginde yer alan metinler de analize dahil edilen yeni
modeller ile basarim orani arttirilabilir.

Tesekkiir

Gergek diinya uyarlamasina katkilarindan dolay1 TEI -
TUSAS Motor Sanayii A.S.'ye tesekkiir ederiz.

Cikar Catismasi

Yazarlar tarafindan herhangi bir ¢ikar catismasi beyan
edilmemistir.

Yazarlarin Katkisi

Bu arastirmada; Metin YILMAZ, c¢alismanin tasarimi,
uygulanmasi, bilgisayara ortamina aktarilmasi, bilimsel
yaylin arastirmasi, makalenin olusturulmasi; Efnan
SORA GUNAL, bilimsel yayin arastirmasi, makalenin
olusturulmasi, istatistiki analizler, sonuglarin elde
edilmesi konularinda katki saglamistir.
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