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Oz

Kalp hastaliklar1 diinya genelinde yaygin olarak goriilmekte ve kiiresel Oliimlerin iigte birlik kismma neden olmaktadir. Kalp
hastaliginin semptomlarini ayirt etmedeki zorluk ve ¢ogu kalp hastasinin kriz anina kadar semptomlarin farkinda olmamasi, hastaligin
tanisin1 zorlagtirmaktadir. Bir yapay zeka disiplini olan makine dgrenmesi bilinen verilerden yola ¢ikarak, yeni vakalarin teshisi
konusunda uzmanlar i¢in bagarili karar destek ¢oziimleri sunmaktadir. Bu ¢alismada kalp hastaliklariin erken teshisine yonelik ¢esitli
makine Ogrenmesi teknikleri kullanarak smiflamalar gergeklestirilmistir. Calisma literatiirde yaygin olarak kullanilan UCI kalp
hastalig1 veri seti lizerinde gergeklestirilmistir. Siniflandirma bagarisini arttirmak igin, eldeki veri setinin sinif dengesini saglamaya
yonelik olarak yeniden drnekleme teknikleri kullanilmistir. Naive Bayes, Karar Agaglari, Destek Vektor Makinesi, K En yakin Komsu,
Lojistik Regresyon, Rastgele Orman, AdaBoost ve CatBoost olmak iizere 8 farkli makine 6grenmesi tekniginin her biri igin
orneklemesiz siniflama yaninda fazla 6rnekleme ve az 6rnekleme tekniklerinden 8 farkli yontem kullanilarak toplam 72 siniflandirma
islemi gergeklestirilmistir. Her bir siniflandirma isleminin sonucu dogruluk, kesinlik, duyarlilik, F1 skoru ve AUC olmak iizere 5 farkli
parametre ile raporlanmistir. En yiiksek dogruluk degeri Rastgele Orman ve InstanceHardnessThreshold az 6rnekleme tekniginin
kullanildig1 siniflamada %98.46 olarak elde edilmistir. Elde edilen ol¢limlerin literatiirde son yillarda yapilan benzer calismalarda
ulasilan sonuglardan daha yiiksek oldugu goriilmiistiir.

Anahtar kelimeler: Kalp hastalig: teshisi, Makine 6grenmesi, Yeniden 6rnekleme

A Comparative Study of Heart Disease Diagnosis using Various Classifiers and

Resampling Techniques

Abstract

Heart diseases are common worldwide and cause one-third of global deaths. The difficulty in distinguishing the symptoms of heart
disease and the fact that most heart patients are not aware of the symptoms until the moment of crisis make the diagnosis of the disease
difficult. Machine learning, an artificial intelligence discipline, provides experts with successful decision support solutions in
diagnosing new cases based on known data. In this study, classifications were made using various machine learning techniques for the
early diagnosis of heart diseases. The study was carried out on the UCI heart disease dataset, which is widely used in the literature. In
order to increase the classification success, resampling techniques were used to ensure the class balance of the dataset. For each of 8
different machine learning techniques, namely Naive Bayes, Decision Trees, Support Vector Machine, K Nearest Neighbor, Logistic
Regression, Random Forest, AdaBoost, and CatBoost, in addition to no-sampling classification, 8 different methods from oversampling
and undersampling techniques were used to make a total of 72 classification processes were carried out. The result of each classification
process is reported with 5 different parameters: accuracy, precision, recall, F1 score, and AUC. The highest accuracy value was obtained
as 98.46% in the classification using Random Forest and InstanceHardnessThreshold undersampling technique. It was observed that
the measurements obtained were higher than the results obtained in similar studies conducted in the literature in recent years.
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1. Giris (Introduction)

Kalp saghgmin korunmasi yasam igin son derece
kritik bir 6neme sahiptir. Kalp, yasamin temeli olan kan
tedarik sistemini yonetme, kan basincini saglama, tek
yonlii kan akisimi giivence altina alma ve oksijence
zengin kanin dokulara, dokulardaki kirli kanin
akcigerlere akigini saglama gibi hayati fonksiyonlari
yerine getirir. Kasli bir yapiya sahip olan kalp dakikada
ortalama 70 kez kasilip gevseyerek, viicuda dakikada
yaklagik 5, saatte 300 ve giinde 7200 litre kan pompalar.

Kalp sagligi ii¢ temel sistemin birbiri ile uyum i¢inde
calismasi ile miimkiindiir. Bunlar kardiyovaskiiler
sistem, koroner arterler ve sinir agidir. Kardiyovaskiiler
sistem, kanin tek yonde akisim1 saglayan valflerle
donatilmig kasli bir pompalama sistemi ve viicudun en
ince noktalarina kadar uzanan bir damar agidan olusur.
Kalp odaciklart siirekli kanla dolu olmasina ragmen kalp
dokusu bu kanla beslenemez. Koroner arterler kalp
ylizeyi boyunca yayilarak kalp kaslarina oksijence
zengin kanin tasinmasini ve kalp dokusunun beslenerek
diizenli sekilde c¢aligmasini saglar. Kalbin kasilip
gevsemesi ise elektriksel sinyaller ve bu sinyalleri
yOneten bir sinir ag1 ile saglanir.

Farkli saglik problemleri bu sitemlerin ¢alismasini
olumsuz etkileyerek yasami tehdit eden kalp
rahatsizliklarin olusmasima sebep olur. Kalp saghigini
riske atan durumlarin ve belirtilerin erken tespiti hayati
onem tasimaktadir. Kalp hastaliklar1 genetik etkenlere
bagli olabilecegi gibi; sagliksiz yasam, sigara kullanima,
diyabet, obezite, enfeksiyonlar, hipertansiyon gibi farkli
sebeplerle kalp damar hastaliklari, kalp ritim
bozukluklari, kalp yetmezligi ve kalp krizleri meydana
gelebilir. Koroner arterlerdeki tikaniklik veya daralma
sonucu kalp kasini besleyen kan akiginda kesilme
meydana gelir. Bu durum kalp kasmm yeterince
oksijenlenmesine engel olarak kalp dokusunda hasar
meydana getirebilir. Kalbi besleyen damarlarin
duvarlarinda biriken kolesterol gibi maddeler plaklar
olugturur. Zaman iginde c¢ogalan plaklar damarlar
tikayarak kalp krizinin olusumuna neden olur.
Zamaninda ve dogru miidahale ile tikanan damarlar
acilmazsa kalpte doku kayb1 meydana gelir. Bu durum,
kalbin pompalama giiciinii azaltir ve kalp yetmezligine
sebep olur. Kalp dokusunun yeterince kanlanamadigi
her an, kalic1 hasar olusma riski artar.

Cagimizin en biiyiik sorunlarindan biri olan stres,
diger tim rahatsizliklarda da oldugu gibi kalp
hastaliklar1 ve krizlerinde tetikleyici bir role sahiptir.
Ayrica Kaliforniya merkezli Ailesel Hiperkolesterolemi
Vakfi (FH Fountation) arastirmacilart tarafindan
yuriitiillen bir aragtirmada, COVID-19'un genetik olarak
yiiksek kolesterol, kalp hastalig1 veya her ikisi igin risk
tastyanlarda kalp krizi oranini artirdigimi  ortaya
konmustur (Myers vd., 2021). Diinya Saglik Orgiitii’niin
verilerine goére kalp hastaliklarinin kiiresel 0Olcekte
goriilme oran1 giderek artmakta olup, bulasici olmayan
hastaliklara bagli oliimlerin  %46’s1  kalp damar
hastaliklarindan kaynaklanmaktadir. Kardiyovaskiiler

hastaliklar son 15 yilin en yaygin saglik sorunlari olup,
kiiresel 6liimlerin tamammin %31°1lik bolimii kalp ile
ilgili hastaliklardan kaynaklanmaktadir (WHO, 2021).
Tiirkiye Istatistik Kurumu verilerine gore ise son on
yildaki &liimlerin %40 orani ile biiyiik cogunlugunu kalp
damar hastaliklar1 olugturmaktadir (TUIK, 2021).

Kalp hastaliklar1 gogiiste agr1 ve sikisma, kisa
aktiviteler sonrasi nefes darligi, bas donmesi ve
bayilmalar, kalbin cok sert ya da yavas atmasi, kalp
damarlarinin sertlesmesine bagli olarak bacak ve
kollarda uyusma, ani soguk terlemeler, bulant1 ve kusma
gibi Dbelirtiler verebilir. Bazi hastalarda belirgin
sikayetler goriilmeden de kalp krizi olusabilir. Kalp
hastaliklarinda erken miidahale son derece onemlidir.
Erken miidahale can kaybi riskini ve kalp kasinin zarar
gorme olasiligin azaltir.

Kalp hastaliklarmin  tanisi  uzman hekimler
tarafindan yapilir. Tani i¢in fiziksel muayene, hastaligin
durumuna baglh olarak yapilacak tetkikler yaninda
elektrokardiyografi (EKG) ol¢timleri kullanilir. EKG
viicuda yapistirilan elektrotlar ile kalbin elektriksel
aktivitesini  kaydeder. EKG  kayitlar1  olan
elektrokardiyogramlarda kalp atimlari P,Q,R,S,T,U
dalgalarindan olusan sinyaller seklinde yorumlanir
(Sekil 1). EKG dalgalarindaki degisimler, dalga
diizeninin farklilagmasi, dalgalar arasindaki siirelerde
farkliliklar uzmanlara kalp hastaligi konusunda fikir
verir (Kartal ve Koksal, 2020).

PR ar

Sekil 1. EKG dalgasi (ECG wave)

Kalp hastaligina sebep olan pek ¢ok etken
olmasindan, belirtilerin bazen belirgin olmamasi veya
diger hastaliklarla karistirilabilmesinden dolayi teshisi
komplikedir. Pek ¢ok kalp hastasinda gogiis agris1 ve
yorgunluk gibi belirtiler goriiliirken, %50 gibi biiyiik bir
bolimii kalp krizi gegirene kadar belirtilerin farkina
varamamaktadir (Das vd., 2009). Bu durumda hastaligin
erken tespiti uzmanlar i¢in de zorlagsmaktadir. Cok
sayida degigken verinin yorumlanarak hastalik teshisin
zamaninda ve dogru sekilde yapilabilmesi hayati 6neme
sahiptir. Bu konuda uzmanlarin dogru kararlar
vermelerine yardimei olacak destek sistemlere ihtiyag
duyulmaktadir.

Son yillarda yapay zeka teknolojisindeki gelismeler
saglik alaninda da alternatif ¢oziimler sunmaktadir.
Mevcut verilerden Ogrenerek yeni vakalar hakkinda
saglikli tahminler {iretmeyi saglayan makine 6grenmesi,
son zamanlarda popiilerligi hizla artan bir teknolojidir.
Makine ogrenmesinde belirli bir sonuca etki eden
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parametreler iizerinden, daha 6nceki mevcut verilerden
yola ¢ikilarak, yeni vakalar hakkinda istikrarli tahminler
tiretilebilmektedir.

Literatiirde, kalp hastaliklarinin teshisine ydnelik
farkli makine Ogrenmesi teknikleri kullanilarak
gergeklestirilen galigmalar mevcuttur. Bu ¢aligmalarda
Naive Bayes(NB), Destek Vektér Makinesi (DVM),
Karar Agaclar1 (KA), K En yakin Komguluk (KNN),
Rastgele Orman (RO) ve Yapay Sinir Aglar1 (YSA) gibi
algoritmalar yaygin olarak kullanilmaktadir. Literatiirde
son yillardaki benzer ¢aligmalar kronolojik sirada
asagida o6zetlenmistir.

Miranda vd. (2016) kalp hastaligi riskini tahminleme
icin agik uclu sorulardan olusan goriismeler yapmislar
ve elde ettikleri 60589 kayit ve 38 dzellikten olusan veri
seti lzerinde gerceklestirdikleri ¢ seviyeli risk
siiflamasinda NB yontemi ile en yiiksek %387.98
dogruluk degerine ulagmiglardir. Wiharto vd. (2016), 14
ozellik ve 303 ornekten olusan UCI veri seti lizerinde
SMOTE asir1  oOrnekleme ve C4.5 teknigi ile
gerceklestirdikleri kalp hastaligi diizeyi siniflamasinda
%84.2 AUC degeri elde etmislerdir. Jabbar vd. (2016)
ise RO yontemi kullanarak gergeklestirdikleri kalp
hastalig1 tahminleme ¢aliymasinda %83.70 dogruluga
ulasmis ve KA yontemine gore daha yiiksek bir basari
saglandigini ortaya koymuslardir.

Kim ve Kang (2017), Koreli 4146 adet bireyden elde
edilen veriler lizerinde dnce birbiriyle iliskili nitelikleri
tespit etmisler ve ardindan YSA  kullanarak
gerceklestirdikleri kalp hastaligt riski tahminleme
calismasinda %74.9 AUC degerine ulasmislardir.
Arabasadi vd. (2017) sinir aglar1 kullanarak 303 6rnek
ve 54 ozellikten olugan Z-Alizadeh Sani kalp hastaligt
veri seti Tlzerinde gerceklestirdikleri siniflama
calismasinda, ag parametrelerinin genetik algoritmalar
kullanilarak optimize edilmesi ile model basarisinin
artti@im ortaya koymuslardir. Liu vd. (2017) 202 6rnek
ve 2 smiftan olugsan Statlog kalp hastaligi veri seti
tizerinde ReliefF and Rough Set (RFRS) 6zellik seg¢im
yontemi ve C4.5 smiflayici kullanarak
gergeklestirdikleri ¢alismada en yiiksek  %92.59
dogruluga ulagmislardir.

David ve Belcy (2018), RO, KA ve NB siniflayicilar
kullanarak UCI veri seti iizerinde gerceklestirdikleri
smiflamada en yiiksek dogrulugu %81 ile RO
kullaniminda elde etmislerdir. Haq vd. (2018), ayn1 veri
seti izerinde farkli 6zellik se¢im teknikleri ve yedi farkli
makine O0grenmesi algoritmast kullanarak
gerceklestirdikleri smiflama c¢alismasinda en yiiksek
dogrulugu %86 ile DVM kullanarak elde etmislerdir.
Malav ve Kadam (2018), yine ayn1 veri seti lizerinde ilk
olarak K-means uygulayarak elde ettikleri kiimeleme
sonucunu YSA’ya girdi olarak verip gergeklestirdikleri
smiflamada %93.52 dogruluga ulasmislardir. Poornima
ve Gladis (2018), boyut indirgeme ve YSA kullanarak
gerceklestirdikleri  smiflama  ¢alismasinda %94
dogruluk saglamiglardir.

Ali vd. (2019b), UCI veri seti lizerinde istatistiksel
ozellik secimi ve optimize edilmis YSA kullanarak

gerceklestirdikleri siniflamada %93.33 dogruluk elde
etmiglerdir. Mohan vd. (2019), ayn1 veri seti {izerinde
lineer model ile hibrit sekilde RO yodntemi kullanarak
gercgeklestirdikleri siniflandirma ¢alismasinda %88.7
dogruluga ulasmislardir. Ayni veri seti lizerinde Ali vd.
(2019a), bir yigin halinde iki ayrt DVM modelini
kullanarak, lineer ¢ekirdekli ilk model ile 6zellik se¢imi
gerceklestirmig, RBF c¢ekirdekli model ile siniflama
gerceklestirmigler ve %91.11 elde etmisledir. Latha ve
Jeeva (2019) UCI veri seti lizerinde kolektif 6grenme
algoritmalar1  ile  gergeklestirdikleri  siniflama
calismasinda zayif siniflayicilara oranla maksimum %7
dogruluk artig1 saglandigini raporlamislardir.

Mienye vd. (2020); Framingham, Massachusetts
sakinlerinden toplanan 4238 adet drnekten olusan kalp
hastaligt  veri seti ilizerinde YSA kullanarak
gergeklestirdikleri  simmiflama  ¢alisgmasinda %90
dogruluga ulagmiglardir. Terrada vd. (2020), Z-Alizadeh
Sani kalp hastalig1 veri seti lizerinde YSA kullanarak
gerceklestirdikleri  simiflama  calismasinda %94
dogruluk elde etmislerdir. Tama vd. (2020), UCI veri
seti  iizerinde kolektif Ogrenme yontemi ile
gerceklestirdikleri  siniflama  c¢aligmasinda  %85.71
dogruluk elde etmislerdir. Akalin vd. (2020), ayn1 veri
seti lizerinde KNN, Gaussian Bayes ve RO olmak iizere
ti¢ farkli yontem ile gergeklestirdikleri siniflamada %80,
%80 ve %82 dogruluga ulagmislardir.

Elhoseny vd. (2021), 13 adet 6zellik ve 270 6rnekten
olusan kalp hastaligi veri seti tizerinde farkli makine
O6grenmesi teknikleri kullanarak gergeklestirdikleri
siniflama ¢aligmasinda en yiiksek dogruluk degerlerini
%82.5, %81.5 ve %80.8 ile AdaBoost, LogitBoost ve
NB yontemleri ile elde etmislerdir. Rani vd. (2021), yine
ayni1 veri seti tizerinde SMOTE asir1 6rnekleme yontemi
ve NB teknigi ile gergeklestirdikleri siniflamada %85.07
dogruluk degerine ulagmiglardir. Ayn1 teknik ile asiri
ornekleme kullanmadan elde ettikleri dogruluk ise
%84.79°dur. Katarya ve Meena (2021), farkli makine
6grenmesi teknikleri kullanarak UCI veri seti lizerinde
gerceklestirdikleri siniflama ¢aligmasinda RO yontemi
ile %95.60 dogruluga ulagsmislardir. Bharti vd. (2021)
ise aynmi veri seti iizerinde derin 6grenme yontemi
kullanarak %94.2 siniflama dogrulugu saglamisladir.
Kavitha vd. (2021), KA ve RO yontemlerini kapsayan
hibrit bir model kullanarak UCI veri seti iizerinde
gerceklestirdikleri smmiflamada en yiiksek %88.7
dogruluk elde etmiglerdir. Rajendran ve Vincent (2021),
KA, DVM, KNN gibi farkli algoritmalarin, RO meta
siniflayicis1  ile bir araya getirilmesi yoluyla
gergeklestirdikleri  smiflamada  %87.64 dogruluga
ulasmiglardir. Asif vd. (2021), UCI veri seti lizerinde
kolektif 6grenme yontemi kullanarak gerceklestirdikleri
siniflamada en yiiksek %92 dogruluk elde etmiglerdir.
Maini vd. (2021), Giiney Hindistan’da bir hastaneden
elde edilen, 14 6zellik 501 adet 6rnekten olusan veri seti
iizerinde RO yontemi ile gergeklestirdikleri kalp
hastaligi tahminleme ¢alismasinda %93.8 dogruluga
ulagsmiglardir.
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Bu caligmada literatiirde yaygin olarak kullanilan
UCI veri seti lizerinde, yeniden 6rnekleme olmaksizin
ve 8 farkli yeniden 6rnekleme teknigi ile kullanilarak, 8
farklt makine O6grenmesi yontemi ile bireyin temel
ozellikleri ve klinik 6l¢iimlere dayanarak, kalp hastaligi
durumunun teshisine yonelik siniflandirma galismalari
gerceklestirilmistir. Smiflandirma iglemlerinin sonuglar
dogruluk, kesinlik, duyarlilik, F1 skoru ve AUC olmak
iizere 5 farkli parametre ile raporlanmis ve elde edilen
360 adet dl¢limiin sonuglar1 yorumlanmustir.

2. Materyal ve Metot (Material and Method)

Bu caligma, bireylerin kalp hastalig: riskini kisisel
ozellikler ve klinik Olgiimlere bagli  olarak
degerlendirmeyi amaglamakta ve bu dogrultuda UCI
kalp hastalig1 veri seti iizerinde farkli makine 6grenmesi
algoritmalar1 ile kalp hastaliginin erken teshisine
yonelik  smiflandirma  ¢aligmalarini  igermektedir.
Siniflandirma i¢in Naive Bayes, Karar Agaglari, Destek
Vektor Makinesi, K En yakin Komsuluk, Lojistik
Regresyon, Rastgele Orman, AdaBoost ve CatBoost
olmak tizere 8 farkli yontem kullamilmistir. Smiflama
¢aligmalarindaki ana amaclardan biri tahmin basarisini

Tablo 1. Veri setine ait 6zellikler (Features of the dataset)

yiikseltmektir. Bu amagla, calismada kullanilan sekiz
farkli  simiflandiricinin =~ varsayilan  durumundaki
basarilar1 yaninda, her biri i¢in 8 ayr1 yeniden 6rnekleme
yontemi bagimsiz olarak uygulanmig ve o6lgiimleri
raporlanmistr.

2.1. Veri seti (Dataset)

Kalp hastaliginin erken teshisine yonelik bir ¢6ziim
sunmay1 hedefleyen bu caligmada, literatiirde yaygin
olarak kullanilan UCI kalp hastaligt veri seti ile
gerceklestirilmigtir. Kamuya agik olarak paylasilan veri
seti University of California Irvine gevrimigi veri
deposundan elde edilmistir (“Heart Disease Data Set,
UCI Machine Learning Repository,” 1988). Macar ve
Isve¢ bilim insanlar1 tarafindan derlenen veri seti 13
farkli tan1 parametresi ile birlikte bireyin kalp hastaligi
durumuna iligkin bir adet tan1 olmak {izere 14 adet
ozellik icermekte ve 303 Ornekten olusmaktadir. Veri
seti igerisinde yer alan 6zellikler ve a¢iklamalar1 Tablo
1’de 6zet olarak verilmistir. Veri setinde yer alan sayisal
Ozelliklerin tanimlayici istatistikleri ise Tablo 2’de
verilmigtir.

Ozellik adi Tiirii Aciklama
age Sayisal - siirekli ~ Hastanin yil olarak yas1
sex Kategorik Hastanin cinsiyeti (0 = kadin, 1 = erkek)

cp (chest pain) Kategorik

Hastanin yasadig1 gogiis agrisi tiirii (0 = tipik anjina, 1 = atipik anjina, 2

= anjinal olmayan agr1, 3 = asemptomatik)

trestbps (resting blood pressure)  Sayisal - siirekli
chol (cholestrol) Sayisal - siirekli

Dinlenme durumundaki kan basinct (mm Hg)
Serumdaki kolesterol degeri (mg/dl)

fbs (fasting blood sugar) Kategorik Aclik kan gekeri
fbs>120 ml/dl ise 1 (true) degilse 0 (false)

restecg Kategorik Dinlenme durumundaki elektrokardiyografik 6l¢iim (0 = normal, 1 =ST
dalga anormalligi, 2 = olast1 sol ventrikiil hipertrofisi)

thalach Sayisal - siirekli Ulagilan maksimum kalp atig sayisi

exang Kategorik Egzersiz kaynakli gogiis agrisi (0 = yok, 1 = var)

oldpeak Sayisal - siirekli Egzersize bagl dinlenmenin neden oldugu ST depresyonu (EKG’deki
ST araligi igin)

slope Kategorik Egzersizin tepe noktasinda ST segmentinin egimi (0 = yukar1 egimli, 1
= diiz, 2 = asag1 egimli)

ca Kategorik Florosopi ile renklendirilen ana damarlarin sayisi (0-3)

thal Kategorik Talasemi durumu (1 = normal, 2 = sabit kusur, 3 = tersinir kusur)

target Kategorik Kalp hastaligi durumu (0 = saglikli, 1 = hasta)

Tablo 2. Veri setinin istatistiki karakteristigi (Statistical characteristic of the dataset)

Ozellik Minimum Maksimum Ortalama Standart sapma
age 29 77 54.36 9.08

trestbps 94 200 131.62 17.53

chol 126 564 246.26 51.83

thalach 71 202 149.64 22.90

oldpeak 0 6.2 1.03 1.16
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Veri setini olusturan sayisal ozellikler ve hedef
degisken arasindaki korelasyonu gdsteren matris Sekil

2’de verilmistir.

Hedef 6zellik ile arasinda 0.5 iizerinden korelasyon
olan herhangi bir 6zellik bulunmadigindan, tek bagina
hedefi tahminleme konusunda baskin deger yoktur.
Hedef ile en yiiksek korelasyona sahip 6zellik, 6lgiilen
maksimum kalp atig hiz1 (thalac) degeridir. Matristeki
her bir giris 6zelliginin, hedef degiskene gore dagilimini
gosteren grafikler Tablo 3’te yer almaktadir.

thalach chal trestbps age

oldpeak

target

0.28

-0.4

-0.23

age

0.047

trestbps

-0.25

-0.00

0.0099
--025
0.054 -0.34
- -0.50
-0.085 0.42 -0.43
0.75
chal thalach oldpeak target - -1.00

Sekil 2. Korelasyon matrisi (Correlation matrix)

Tablo 3. Veri setindeki sayisal 6zelliklerinin hedef degiskene gore dagilimlari (Distribution of numerical features in the dataset according to

the target variable)
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2.2. Kullamilan sumflandirma yontemleri
(Classification methods used)

Bu calismada literatiirde siklikla tercih edilen Naive
Bayes, Karar Agaclar1 (Decision Trees), Destek Vektor
Makinesi (Support Vector Machine), K En yakin
Komsuluk (K-Nearest Neighbor), Lojistik Regresyon
(Logistic Regression), Rastgele Orman (Random
Forest), AdaBoost (Adaptive Boosting) ve CatBoost
(Categorical Boosting) smniflandirma algoritmalari
kullanilmisgtir.

Naive Bayes (NB) algoritmasi, adin1 matematik¢i
Thomas  Bayes’den alan  bir  smiflandirma
algoritmasidir. NB simiflandirici, olasilik ilkelerine gore
tanimlanmis bir dizi hesaplama ile sinifi bilinmeyen
verilerin smifin1 tespit etmeyi amaclar. Algoritma her
durumun olasiligini hesaplar ve olasilik degeri en
yliksek olana gore siniflandirir.

Karar agaclart (KA), siniflama ve regresyon
problemlerinden siklikla kullanilan ve karmagik veri
setleri ile ¢alisabilen, agag tabanli bir algoritmadir. KA,
ozellikler ve hedefe bagli olarak karar diigiimleri ve
yaprak diigiimlerden olusan bir aga¢ yapisi formiile
ederek bir siniflandirma modeli olusturur.

Destek vektér makinesi (DVM), Vapnik vd. (1997)
tarafindan literatiire kazandirilan, istatistiksel 6grenme
teorisine dayali, siniflandirma ve regresyon analizi i¢in
kullanilan gozetimli bir makine dgrenmesi teknigidir.
DVM, her biri iki kategoriden birine ait olarak
isaretlenmis egitim veri setinden Ogrenerek, yeni
ornekleri bu iki smiftan birine olasilikli olmayacak
sekilde atayan bir model olusturur. Veri 6rneklerinin yer
aldig1 diizlemde, siniflar1 birbirinden ayirmak igin, iki
siifin liyelerinden en uzak mesafede olacak sekilde bir
karar sinirinin  gizilmesi saglanir. DVM’nin, asir1
uydurma problemi karsisindaki hassasiyetinin diisiik
olmasi ve yiiksek dogruluk saglamasi kullanim
yayginligini arttirmaktadir.

K En Yakim Komsuluk (KNN) algoritmas, literatiire
Fix ve Hodges (1952) tarafindan kazandirilan, siniflama
ve regresyonda yaygin olarak kullanilan, parametrik
olmayan bir yontemidir. En temel makine &grenmesi
tekniklerinden biri olan KNN algoritmasindaki K degeri
en yakin dzellikleri segmek amaciyla kullanilir (Bilgin,
2021). Smufi belirlenmek istenen nokta, K adet en yakin
komsusuna bakilarak en yaygin olan sinifa atanir. Sinifi
tahmin edilecek her bir 6rnek igin, veri setindeki tiim
ornekler arasinda en yakin komsulugun aranmasi
nedeniyle veri setinin biiylimesi durumunda islem yiikii
artar. KNN algoritmas1 mesafeye dayali oldugundan,
egitim verilerinin normalizasyonu siniflandiricinin
dogrulugunu 6nemli 6l¢iide yiikseltebilir.

Lojistik Regresyon (LR) bagmmli degiskenin
sireksiz  oldugu ikili smiflama problemlerinde
kullanilan istatistiksel bir modeldir. Bilgisayar bilimi,
pek c¢ok uygulamali bilim ve gergek diinya
problemlerinde yaygin olarak kullanilmaktadir. Lojistik
regresyon ikili bagimli degigken ile bir dizi bagimsiz
degisken arasindaki iligkiyi aciklamaya yonelik

tahminleyici bir analizdir. Bu isi yerine getirmek i¢in bir
lojistik fonksiyon (logit fonksiyonu) kullanir. Bir olayimn
gerceklesme olasiligr Esitlik 1°deki formiil ile ifade
edilir. Olayim ger¢eklesmeme olasilig1 1-p olmak iizere
logit fonksiyonu ise Esitlik 2’ye gore hesaplanir.
Logistik regresyon logit doniisiimiini tahminlemek igin

bir formiiliin katsayilarini iiretir.
ea+bx

P= oobx M

logit(p) = In(;%)  (2)

Rastgele orman (RO), egitim esnasinda ¢ok sayida
karar agaci olusturarak, her bir agacin iirettigi sonuglarin
modu veya ortalamasini alarak ¢ikti sinifi belirleyen bir
kolektif 6grenme algoritmasidir. Ho (1995) tarafindan
olusturulan yonteme dayanan RO, daha sonra Breiman
(2001) tarafindan gelistirilerek literatiire
kazandirilmigtir. RO, geleneksel karar agaglarinda
yaygin olan problemlerden biri olan asir1 uydurma
(overfitting) sorununa hem veri seti, hem O6znitelikleri
cok sayida parcaya bolip birden ¢ok afac iizerinde
isleyerek ¢coziim getirir.

AdaBoost(AB), Freund ve Schapire (1996)
tarafindan formiile edilen adaptif bir meta algoritmadir.
Bireysel ogrenicilerin ve kararlarinin birlestirilmesi
mantigima dayanan kolektif bir dgrenme yontemidir.
Egitim siirecinde bireysel Ogrenicilerin  durumlari
agirliklandirilarak, yapilan giincellemelerle nihai
modelin giiclii bir 6grenmeye yakinsamasi saglanir.
AB, kaynak tiiketiminin etkin ve tahmin hizinin yiiksek
olmast nedeni ile kolektif modeller igerisinde yaygin
olarak tercih edilir.

CatBoost(CB), Yandex miihendisleri Dorogush vd.
(2018) tarafindan formiile edilen agik kaynak kodlu bir
algoritmadir. CB, klasik yonteme kiyasla kategorik
Ozellikleri basarili bir sekilde ele almak igin
permutasyona dayali alternatif bir ¢oziim sunan yeni bir
gradyan arttirma algoritmasidir. Algoritmanin bir diger
avantaji, aga¢ yapisini segerken yaprak degerlerini
hesaplamak i¢in asir1 uydurmayi azaltmaya yardimct
olan yeni bir sema kullanmasidir.

3. Kalp Hastah@1 Teshisine Yonelik

Siniflandirma (Classification for Diagnosis of
Heart Disease)

Calismada kullanilan UCI kalp hastalig1 veri seti 13
ozellik ve 1 smif degeri ile tanimlanan, 303 6rnekten
olugsmaktadir. 13 adet girdi dzelligin 5 adedi sayisal,
geriye kalan 8 adedi ise kategoriktir. Hedef sinif degeri
ise saglikli (0) ve kalp hastasi (1) olmak iizere kategorik
tirdedir. Veri setinde igerisinde 165 adet hasta, 138
hasta olmayan birey kaydi yer almaktadir.

Simiflandirma iglemi 6ncesinde veri seti iizerinde
tahmin bagarisin1  arttirmaya yonelik  Onislemler
uygulanmigtir. Kayip veriler ilgili siitunun ortalama
degeri ile doldurulmustur. Ardindan 6zelliklerin aykir
degerleri (outlier) tespit edilmistir. Verilerin ilk ve
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iiclincii ¢eyregi arasindaki farkin 1.5 katinin alt sinirdan
¢ikartilmasi ve st sinira eklenmesi ile elde edilen aralik
disindaki degerler aykir1 deger olarak kabul edilmis ve
bu degerleri igeren Ornekler veri  setinden
temizlenmistir. Daha sonra sayisal girdi 6zelliklerin
timii 0-1 araligma Olgeklenmistir. Son durumda veri
setinde 159 adet hasta ve 125 adet saglikli birey verisi
olmak iizere toplam 284 adet 6rnek yer almaktadir. Son
durumda veri setindeki kalp hastas1 ve saglikli bireylerin
dagilimlarin1 gdsterir grafik Sekil 3°te yer almaktadir.

Sekil 3. Veri setinin siif dagilimi (Class distribution of the
dataset)

Veri setindeki hasta ve saglikli bireylerin
dagiliminda kismi bir dengesizlik s6z konusudur.
Dengesizlik durumunda, kullanilan siniflama modeli
baskin olan veriyi 6grenmeye yatkinlasir. Veri setini
daha dengeli hale getirerek bu soruna ¢dziim iiretmek
icin yeniden Ornekleme (resampling) tekniklerinden
yararlanilir. Yeniden 6rnekleme, istatistiki yontemlere
dayanarak baskin olan sinif verilerinin azaltilmasi ya da
verinin istatistiki karakteristigine uygun sekilde azinlik
smif verilerinin ¢ogaltilmasi ile gergeklestirilir.

Yeniden ornekleme, az drnekleme (undersampling)
ve fazla ornekleme (oversampling) olmak tizere iki
farkli yolla uygulanir. Baskin sinifa ait olan verilerin
azaltilmas1 yoluyla dengeyi saglamaya yonelik yaklagim
az Ornekleme olarak adlandirilir. Fazla ornekleme
yonteminde ise azinlik smifa ait veriler g¢esitli
tekniklerle arttirtlir. Bu is i¢in, az olan veriyi rastgele
olarak secip kopyalama veya interpolasyon yontemleri
ile sentetik veri liretme yaklagimlart uygulanmaktadir.
Bu calismada kullanilan veri setindeki dengesizlik
biliyilk oranda olmasa da model basarisi {izerindeki
etkisini ortaya koymak icin varsayilan siniflamaya ek
olarak 8 farkli yeniden 6rnekleme teknigi kullanilmigtir.
Calismada kullanilan fazla 6rnekleme ve az drnekleme
teknikleri Tablo 4’te verilmistir.

Tablo 4. Kullanilan yeniden 6rnekleme teknikleri (Resampling
techniques used)

Fazla 6rnekleme Az Ornekleme

SMOTE AIIKNN

KMeansSMOTE InstanceHardnessThreshold
ADASYN NeighbourhoodCleaningRule
SVMSMOTE OneSidedSelection

Tablo 4’te yer alan fazla 6rnekleme tekniklerinden
SMOTE, Chawla vd. tarafindan gelistirilen azinlik
verilerden sentetik {iretim yapan bir yaklasimdir
(Chawla vd., 2002). KMeansSMOTE, SMOTE teknigi
tizerine, girilti olusumunu azaltmak i¢in K-means
kiimeleme uygulayan bir tekniktir (Last vd., 2017).
Benzer sekilde SVMSMOTE teknigi, SMOTE ile
Destek Vektér Makinesini (SVM) birlestirir (Nguyen
vd., 2011). ADASYN teknigi SMOTE teknigine
benzeyen ancak verideki sinif dagilimlarina bagli olarak
degisen sayida Ornek iireten adaptif, sentetik bir fazla
ornekleme teknigidir (He vd., 2008).

Az ornekleme tekniklerinden AIIKNN, en yakin
komsuluk yontemine gore karar sinirina yakin érnekleri
kaldirmak suretiyle baskin sinifi azaltma islemini,
komsulari ¢esitlendirecek sekilde gerceklestirir (Tomek,
1976a). InstanceHardnessThreshold veri setindeki
orneklerin simiflandirilma zorlugunun esik degerlerine
bagli olarak gerceklestirilen bir az 6rnekleme teknigidir
(Smith vd., 2014). NeighbourhoodCleaningRule, KNN
ve genisletilmis en yakin komsuluk (ENN) yontemlerini
kullanarak veri setindeki giiriiltiileri ortadan kaldirir
(Laurikkala, 2001). Bir 6zellik uzayinda, farkl siniflara
ait 6rneklerden birbirine en yakin Oklid mesafesine
sahip olanlar, bu prosediirii ortaya koyan Ivan Tomek’e
atfen Tomek’s Link olarak adlandirilir. TomekLinks az
ornekleme teknigi, veri seti icerisindeki Tomek’s
linkleri kaldirma tizerine kuruludur (Tomek, 1976b).
OneSidedSelection teknigi, TomekLinks ve Yogun En
Yakin Komsuluk (CNN) kurallarini birlestiren bir az
ornekleme teknigidir (Kubat vd., 1997).

Veri seti iizerinde farkli siiflandiricilarin her biri
icin yukarida bahsi gecen yeniden drnekleme yontemleri
ayrt ayrt uygulanarak  performans  Ol¢limleri
gerceklestirilmistir.

3.1. Performans Metrikleri (Performance Metrics)

Bir smiflandiricinin  basarisini  dlgmek  igin
karmagiklik matrislerinden degerlerden yararlanilir.
Karmagiklik matrisleri simiflandirma islemi sonunda
hangi siniflarin birbirinden ne diizeyde ayirt edilebildigi
ile ilgili detayl bilgiler saglar. Gergekte kalp hastasi
olan bir kayit, siiflandirict tarafindan da hasta olarak
dogru smiflanmigsa Dogru Pozitif (DP), hastaligi yok
seklinde yanlis smiflandirilmigsa Yanlis Negatif (YN)
olarak adlandirilir. Benzer sekilde gercekte kalp hastasi
olmayan kayit, hastaligt yok seklinde dogru
siniflandirilirsa Dogru Negatif (DN), hastaligi var
seklinde yanlig siniflanirsa ise Yanlig Pozitif (YP) olarak
adlandirilir. Karmagiklik matrisinden elde edilen
degerler kullanilarak farkli performans metrikleri
iiretilir. Bu calismada kullanilan metrikler Tablo 5’te
verilmistir.

Dogruluk metrigi modelin genel basarisini ifade
etmek i¢in kullanilir. Dogruluk degeri, dogru
siniflanmis 6rnek sayisinin, tiim 6rnek sayisina boliimii
ile elde edilir. Kesinlik, pozitif olarak tahmin edilen
degerlerin gercekten ne kadarmin pozitif oldugunu
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gosteren metriktir. Ayni zamanda kesinlik metrigi
smiflandiricinin yanlis pozitifleri eleme kabiliyetinin de
gostergesidir. Duyarlilik, pozitif olarak tahmin edilmesi
gereken degerlerin ne kadarinin pozitif olarak tahmin
edildigini  gdsteren  bir  metriktir.  Duyarlilik,
smiflandiricinin - dogru pozitifleri tahmin etmedeki
kabiliyetinin ~ olgiitiidiir.  Kesinlik ve  duyarlilik
arasindaki dengeyi ifade etmek i¢in F1 skoru kullanilir.
F1 skoru, hesaplanan kesinlik ve duyarlilik degerlerinin
harmonik  ortalamasidir. Harmonik  ortalama
kullanilmasinin nedeni u¢ durumlarin da goz ardi
edilmemesinin gerekliligidir. F1 skoru [0, 1] araliinda
deger alir. Alict islem karakteristigi (ROC) egrileri,
farkli siniflar i¢in bir olasilik egrisidir. X ekseninde
yanlis pozitif orani, Y ekseninde ise dogru pozitif oranin
yer aldigi bu egri, kullanilan siniflandiricinin tahminde
ne kadar iyi oldugunu agiklar. Egrinin altinda kalan alan
(AUC) [0,1] araliginda deger alir ve model
performansinin bir 6zeti kabul edilir. AUC degerinin 1’e
yaklagmasi veri setindeki siniflarin daha basarili gsekilde
ayirt edilebildigini gosterir.

Tablo 5. Performans metrikleri (Performance metrics)

Metrik Matematiksel ifadesi

Dogruluk (DP + DN)/ (DP + YP + YN + DN)

Kesinlik DP / (DP + YP)

Duyarhilik DP/(DP + YN)

F1 Skoru 2 * kesinlik * duyarlilik / (kesinlik +
duyarlilik)

ROC egrisi

ve AUC

Dogru pozitif orani

v

Yanhs pozitif orani

4. Bulgular ve Tartisma (Findings and
Discussion)

Calismada kullanilan veri seti {izerinde NB, KA,
DVM, KNN, LR, RO, AB ve CB simiflandiricilar1 ve her
bir smiflandiric1 igin Tablo 4’te yer alan yeniden
ornekleme teknikleri uygulanarak performans 6l¢iimleri
gerceklestirilmigtir. Siniflandiricinin hiperparametreleri
1zgara arama yontemi ile belirlenmigtir. Her bir yontem
icin kullanilan parametreler Tablo 6’da verilmistir.

Tablo 6. Smiflandiricilarin parametreleri (Parameters of the
classifiers)

Siniflandirict Kullanilan parametre ve degeri

NB var_smoothing=1e-09

KA min_samples_split=2,
min_samples_leaf=1,

DVM kernel='linear', C=3

KNN n_neighbors=3

LR C=0.1, penalty="12", max_iter=250

RO n_estimators =200

AB n_estimators=100, learning_rate=0.01

CB verbose=0, n_estimators=100,

learning_rate=0.001

Yeniden ornekleme yapilarak ve yapilmadan
gerceklestirilen her bir siniflama isleminin sonucu,
Tablo 5’te verilen metrikler ile raporlanmustir. Yeniden
ornekleme orant, azinlik ve baskin sinif 6rnek sayilarimi
birbirine yaklastiracak sekilde fazla 6rneklemede %30,
az Orneklemede %20 oraninda uygulanmistir. Fazla
ornekleme sonucu veri seti drneklem biiytikligi 321, az
ornekleme sonucu 252°dir. Siniflama islemlerinde 10
kat ¢apraz dogrulama uygulanmigtir. Her bir asamada
%90 egitim, %10 test seti olmak iizere, capraz
dogrulama iglemlerinden elde edilen sonuglarin
ortalamalar1 raporlanmistir. Ornekleme tekniklerinin
siniflandiricilar iizerindeki etkisini gosteren Olgiimler
NB igin Tablo 7°de, KA i¢in Tablo 8’de, DVM igin
Tablo 9°da, KNN i¢in Tablo 10’da, LR i¢in Tablo 11°de,
RO igin Tablo 12’de, AB i¢in Tablo 13’te ve CB i¢in
Tablo 14’te verilmistir.

Tablo 7. Naive Bayes (NB) siniflandiriciya ait 6l¢iimler (Measurements of the Naive Bayes classifier)

Ornekleme Kullanilan teknik Dogruluk Kesinlik Duyarlilik  F1 Skoru AUC
Orneklemesiz - 0.912281 0.935484 0.906250 0.920635 0.913125
Fazla 6rnekleme =~ SMOTE 0.904762 0.931034 0.870968 0.900000 0.904234
KMeansSMOTE 0.890625 0.875000 0.903226 0.888889 0.891007
ADASYN 0.901639 0.933333 0.875000 0.903226 0.903017
SVMSMOTE 0.904762 0.931034 0.870968 0.900000 0.904234
Az 6rnekleme AIIKNN 0.934783 0.950000 0.904762 0.926829 0.932381
InstanceHardnessThreshold 0.960000  0.958333 0.920000 0.938776 0.940000
NeighbourhoodCleaningRule  0.934783 0.950000 0.904762 0.926829 0.932381
OneSidedSelection 0.927273 0.933333 0.933333 0.933333 0.926667
Tablo 8. Karar Agaci (KA) siniflandiriciya ait 6l¢iimler (Measurements of the Decision Tree classifier)
Ornekleme Kullanilan teknik Dogruluk Kesinlik Duyarlilik F1 Skoru AUC
Orneklemesiz - 0.842105 0.870968  0.843750 0.857143 0.841875
Fazla 6rnekleme = SMOTE 0.936508 0.965517  0.903226 0.933333 0.935988
KMeansSMOTE 0.937500 1.000 0.870968 0.931034  0.935484
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ADASYN

SVMSMOTE

AlIKNN
InstanceHardnessThreshold
NeighbourhoodCleaningRule
OneSidedSelection

Az 6rnekleme

0.868852
0.888889
0.891304
0.92

0.888889
0.925926

0.900000
0.928571
0.900000
0.956522
0.894737
0.931034

0.843750
0.838710
0.857143
0.88

0.850000
0.931034

0.870968
0.881356
0.878049
0.916667
0.871795
0.931034

0.870151
0.888105
0.888571
0.92

0.885000
0.925517

Tablo 9. Destek Vektor Makinesi (DVM) simiflandiriciya ile ait 6lgtimler (Measurements of the Support Vector Machine classifier)

Ornekleme Kullanilan teknik Dogruluk Kesinlik Duyarhilik  F1 Skoru AUC
Orneklemesiz - 0.929825 0.937500 0.937500 0.937500 0.928750
Fazla 6rnekleme SMOTE 0.936508 0.965517 0.903226 0.933333 0.935988
KMeansSMOTE 0.920635 0.933333 0.903226 0.918033 0.920363
ADASYN 0.885246 0.878788 0.906250 0.892308 0.884159
SVMSMOTE 0.906250 0.882353 0.937500 0.909091 0.906250
Az 6rnekleme AIIKNN 0.913043 0.904762 0.904762 0.904762 0.912381
InstanceHardnessThreshold 0.961460 0.925926 1.000 0.961538 0.961460
NeighbourhoodCleaningRule 0.934783 0.950000 0.904762 0.926829 0.932381
OneSidedSelection 0.909091 0.931034 0.900000 0.915254 0.910000

Tablo 10. K En yakin Komguluk (KNN) siniflandirict ile elde edilen 6lglimler (Measurements of the K Nearest Neighbor classifier)

Ornekleme Kullanilan teknik Dogruluk Kesinlik Duyarlilk ~ F1 Skoru AUC
Orneklemesiz - 0.912281 0.935484 0.906250 0.920635 0.913125
Fazla 6rnekleme =~ SMOTE 0.888889 0.961538 0.806452 0.877193 0.887601
KMeansSMOTE 0.904762 1.000 0.806452 0.892857 0.903226
ADASYN 0.900000 0.906250 0.906250 0.906250 0.899554
SVMSMOTE 0.890625 0.878788 0.906250 0.892308 0.890625
Az 6rnekleme AIIKNN 0.891304 0.833333 0.952381 0.888889 0.896190
InstanceHardnessThreshold 0.940000 0.958333 0.920000 0.938776 0.940000
NeighbourhoodCleaningRule 0.913043 0.947368 0.857143 0.900000 0.908571
OneSidedSelection 0.909091 0.962963 0.866667 0.912281 0.913333

Tablo 11. Lojistik Regresyon (LR) siniflandirici ile elde edilen dlgiimler (Measurements of the Logistic Regression classifier)

Ornekleme Kullanilan teknik Dogruluk Kesinlik Duyarhilik  F1 Skoru AUC
Orneklemesiz - 0.894737 0.861111  0.968750 0.911765 0.884375
Fazla 6rnekleme SMOTE 0.890625 0.878788  0.906250 0.892308 0.890625
KMeansSMOTE 0.890625 0.878788  0.906250 0.892308 0.890625
ADASYN 0.885246 0.878788  0.906250 0.892308 0.884159
SVMSMOTE 0.888889 0.961538  0.806452 0.877193 0.887601
Az 6rnekleme AIIKNN 0.891304 0.900000  0.857143 0.878049 0.888571
InstanceHardnessThreshold 0.961688 0.925926  1.000 0.961538 0.961688
NeighbourhoodCleaningRule 0.911111 0.863636  0.950000 0.904762 0.915000
OneSidedSelection 0.942308 0.900000  1.000 0.947368 0.940000
Tablo 12. Rastgele Orman (RO) siniflandirici ile elde edilen dlgiimler (Measurements of the Random Forest classifier)
Ornekleme Kullanilan teknik Dogruluk Kesinlik Duyarlililk ~ F1 Skoru AUC
Orneklemesiz - 0.894737 0.933333 0.875000 0.852941 0.813125
Fazla 6rnekleme SMOTE 0.920635 1.000 0.83871 0.912281 0.919355
KMeansSMOTE 0.921875 1.000 0.83871 0.912281 0.919355
ADASYN 0.885246 0.931034 0.84375 0.885246 0.887392
SVMSMOTE 0.904762 1.000 0.806452 0.892857 0.903226
Az 6rnekleme AIIKNN 0.956522 1.000 0.904762 0.950000 0.952381
InstanceHardnessThreshold 0.984600 0.961538 1.000 0.980392 0.984600
NeighbourhoodCleaningRule 0.933333 0.904762 0.950000 0.926829 0.935000
OneSidedSelection 0.927273 0.933333 0.933333 0.933333 0.926667
Tablo 13. AdaBoost (AB) siniflandirici ile elde edilen dlgiimler (Measurements of the AdaBoost classifier)

Ornekleme Kullanilan teknik Dogruluk Kesinlik Duyarlilik  F1 Skoru AUC
Orneklemesiz - 0.929825 0.937500 0.937500 0.937500 0.928750
Fazla 6rnekleme SMOTE 0.921875 0.909091 0.93750 0.923077 0.921875

KMeansSMOTE 0.875000 0.900000 0.84375 0.870968 0.87500
ADASYN 0.918033 0.909091 0.93750 0.923077 0.917026
SVMSMOTE 0.921875 0.909091 0.93750 0.923077 0.921875
Az ornekleme AIIKNN 0.891304 0.833333 0.952381 0.888889 0.896190
InstanceHardnessThreshold 0.960784 0.928571  1.000 0.962963 0.960000
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NeighbourhoodCleaningRule 0.844444 0.809524 0.850000 0.829268 0.845000
OneSidedSelection 0.963636 0.937500 1.000 0.967742 0.960000
Tablo 14. CatBoost (CB) siniflandirici ile elde edilen 6l¢iimler (Measurements of the CatBoost classifier)

Ornekleme Kullanilan teknik Dogruluk Kesinlik Duyarhilik  F1 Skoru AUC
Orneklemesiz - 0.929825 0.937500 0.937500 0.937500 0.928750
Fazla 6rnekleme =~ SMOTE 0.921875 0.909091 0.937500 0.923077 0.921875
KMeansSMOTE 0.920635 0.933333 0.903226 0.918033 0.920363
ADASYN 0.934426 0.937500  0.937500 0.937500 0.934267
SVMSMOTE 0.920635 0.964286 0.870968 0.915254 0.919859
Az 6rnekleme AIIKNN 0.913043 0.869565 0.952381 0.909091 0.916190
InstanceHardnessThreshold 0.960784 0.928571 1.000 0.962963 0.960000
NeighbourhoodCleaningRule 0.913043 0.904762 0.904762 0.904762 0.912381
OneSidedSelection 0.945455 0.935484 0.966667 0.950820 0.943333

Elde edilen dlgiimler degerlendirildiginde, yeniden artisin ~ emsallerinden  yiiksek oldugu sonucuna

orneklemenin bazi durumlarda belirli siniflandiricilarin
basarisini 6rnekleme olmayan duruma gore diislirdiigii

goriilse de genel anlamda yeniden Ornekleme
tekniklerinin smiflama basarisini arttirdig
gozlemlenmistir. Performans metrikleri agisindan

yeniden 6rnekleme teknikleri kullanilarak %10’a varan
performans artigt saglandigi goriilmiistiir. Yeniden
ornekleme ile elde edilen bu artig literatiirdeki benzer
calismalar1 destekler nitelikte olup, bu calismadaki

varilmistir. Az ve fazla drnekleme tekniklerinin basari
durumlart  degiskenlik gdstermekle birlikte, bu
calismada az 6rneklemenin daha basarili sonug verdigi
ve InstanceHardnessThreshold tekniginin  genel
anlamda daha yiiksek Dbasar1 artist sagladig
goriilmiigtiir. Kullanilan tiim  smiflandiricilar  ve
ornekleme yontemlerinin en iyi sonuglari 6zet olarak
Tablo 15°te verilmistir.

Tablo 15. Siniflandiricilarin en iyi sonuglari (Best results of the classifiers)

Smiflandirict  Ornekleme Yontemi En Iyi Dogruluk En lyi En lyi En Iyi F1 En lyi
Kesinlik Duyarlilik Skoru AUC

Ornekleme olmadan 0.912281 0935484  0.906250  0.920635  0.913125

Naive Bayes  Fazla Ornekleme 0.904762 0.933333  0.903226  0.903226  0.904234

Az Ornekleme 0.960000 0958333  0.933333  0.938776  0.940000

Karar Ornekleme olmadan 0.842105 0.870968  0.843750  0.857143  0.841875

Agaglan Fazla Ornekleme 0.937500 1.000 0.903226  0.933333  0.935988

Az Ornekleme 0.925926 0956522  0.931034 0931034  0.925517

Sslitti': Ornekleme olmadan 0.929825 0937500  0.937500  0.937500  0.928750

Makinesi Fazla Ornekleme 0.936508 0.965517 0.937500 0.933333 0.935988

Az Ornekleme 0.961460 0.950000  1.000 0961538  0.961460

EE“ y*;klkn Ornekleme olmadan 0.912281 0935484  0.906250  0.920635  0.913125

omsulu .

Fazla Ornekleme 0.904762 1.000 0906250  0.906250  0.903226

Az Ornekleme 0.940000 0962963  0.952381  0.938776  0.940000

R'e-;g;;'gn Ornekleme olmadan 0.894737 0861111  0.968750  0.911765  0.884375

Fazla Ornekleme 0.890625 0961538  0.906250  0.892308  0.890625

Az Ornekleme 0.961688 0925926  1.000 0961538  0.961688

Fgfrt]?aer']e Ornekleme olmadan 0.894737 0933333  0.875000  0.852941  0.813125

Fazla Ornekleme 0.921875 1.000 083871 0912281  0.919355

Az Ornekleme 0.984600 1.000 1.000 0980392  0.984600

AdaBoost  Ornekleme olmadan 0.929825 0937500  0.937500  0.937500  0.928750

Fazla Ornekleme 0.921875 0909091  0.93750 0923077  0.921875

Az Ornekleme 0.963636 0.937500  1.000 0967742  0.960000

CatBoost ~ Ornekleme olmadan 0.929825 0937500  0.937500  0.937500  0.928750

Fazla Ornekleme 0.934426 0964286  0.937500  0.937500  0.934267

Az Ornekleme 0.960784 0.935484  1.000 0962963  0.960000
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Tablo 15°teki sonuglar incelendiginde, tiim
parametreler agisindan en yiiksek Olgiimlerin Rastgele
Orman siniflandiric ile elde edildigi goriilmektedir. Bu
siiflandirici ile ulasilan en yiiksek dogruluk degeri ise
InstanceHardnessThreshold az 6rnekleme tekniginin
kullanildigi durumda elde edilmistir. Rastgele Orman ile
tiim siniflamalarda elde edilen en iyi sonuglar dogruluk
icin %98.46, kesinlik i¢in %100, duyarlilik i¢in %100,
F1 Skoru i¢in %98.03 ve AUC i¢in %98.46 olmustur.
Rastgele Orman modelinden sonra, en yiiksek basari
AdaBoost ile elde edilmis ve bu siniflandirici ulasilan en
yiiksek %96.36 dogruluk degeri yine bir az ornekleme
teknigi olan OneSidedSelection ile saglanmistir.

Yeniden 6rnekleme ile birlikte yapilan siniflandirmalar
igerisinde elde edilen en iyi dogruluk degerlerinin en
diisiigii %93.75 ile Karar Agaglari ile elde edilmistir.
Tim smiflandiricilar i¢in en iyi kesinlik degerleri
993.75 ile %100 arasinda degisim gostermektedir. Elde
edilen en iyi duyarlilik degerlerinin en diisiigii %93.10
olup geneli ise %100 seviyesindedir. Bu durum tiim
siiflandiricilarin dogru pozitifleri tespit ve yanlislari
eleme kabiliyetlerinin yliksek oldugunu gostermektedir.
Bu calismada elde edilen en iyi sonuglar ile
literatiirde son donemdeki benzer ¢alismalarin sonuglari
karsilastirilmali olarak Tablo 16’da verilmistir.

Tablo 16. Elde edilen bulgularm literatiirdeki galigmalar ile karsilagtirilmasi (Comparison of the obtained findings with the studies in the

literatiire)
Referans Veri seti Kullanilan Yéntem En iyi dogruluk (%)
Liuvd., 2017 Statlog C45 92.59
David ve Belcy, 2018 UClI RO 81
Haq vd., 2018 UCl DVM 86
Malav ve Kadam, 2018 UCI K-Means & YSA 93.52
Poornima ve Gladis, 2018 UCI YSA 94
Alivd., 2019b UCI YSA 93.33
Mohan vd., 2019 UCI Hibrit RO 88.7
Alivd., 2019a UCI Yiginlanmig DVM 91.11
Mienye vd., 2020 Framingham YSA 90
Terrada vd., 2020 Z-Alizadeh Sani YSA 94
Tama vd., 2020 UCl Kolektif 6grenme 85.71
Akalin vd., 2020 UCI RO 82
Elhoseny vd., 2021 UCI AdaBoost 82.5
Rani vd., 2021 UCI SMOTE & NB 85.07
Katarya ve Meena, 2021 UCI RO 95.60
Bharti vd., 2021 UClI Derin 6grenme 94.2
Kavitha vd., 2021 UCI Hibrit model 88.7
Asif vd., 2021 UCl Kolektif 6grenme 92
Maini vd., 2021 14 dzellik, 501 6rnek RO 93.8
Literatiir ortalamas1  89.67
Bu calisma ucCl Onerilen NB 96
Onerilen KA 93.75
Onerilen DVM 96.15
Onerilen KNN 94
Onerilen LR 96.17
Onerilen RO 98.46
Onerilen AB 96.36
Onerilen CB 96.08
Onerilen yontemlerin ortalamast  95.87

Bu caligmada, uygulanan yeniden &rnekleme
yontemleri ile birlikte kullanilan siniflandiricilarin
literatiirdeki benzer c¢alismalarin genelinden daha
yiiksek basar1 gosterdigi goriilmektedir. Calismada
kullanilan Rastgele Orman modelinin az 6rnekleme
teknigi ile birlikte, %98.46 dogrulukla Tablo 16’da yer
alan son bes yildaki benzer ¢aligmalarin tlimiinden daha
yiiksek dogruluk sagladigi goriilmektedir. Tabloda yer
alan benzer 19 ¢alismada elde edilen en yiiksek dogruluk
degeri %95.60, en diisiik dogruluk ise %81°dir.
Literatiirdeki c¢aligmalarda ulagilan ortalama dogruluk
degeri ise %89.67°dir. Bu calismada elde edilen en
diisiik dogruluk degeri %93.75, 6nerilen sekiz modelin
ortalama dogrulugu ise %95.87’dir. Bu ¢alismada

uygulanan modeller ile elde edilen dogruluk
degerlerinin geneli, literatiirdeki diger ¢aligsmalarda elde
edilen dogruluk degerlerinden daha yiiksektir.
Literatiirdeki c¢aligmalarda en yiiksek dogrulugun
Rastgele Orman modeli ve benzer kolektif 6grenme
yontemleri ile elde edildigi goriilmektedir. Bu ¢alismada
da en yiiksek dogruluk degeri Rastgele Orman ve bunu
takiben AdaBoost ve CatBoost kolektif 6grenme
yontemleri ile birlikte az Ornekleme yaklagimi
kullanilarak saglanmistir. Az 6rnekleme tekniklerinden
InstanceHardnessThreshold ydnteminin diger yeniden
ornekleme yontemlerine nazaran daha basarili oldugu
goriilmektedir. Kolektif 6grenme algoritmalar1 asir
uydurma (overfitting) problemlerine karsi daha az
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hassastir. Yeniden ornekleme yoluyla veri setinin
dengelenmesi de belirli bir smifi asir1 6grenmeye olan
yatkinligt  azaltmaktadir. Bu anlamda yeniden
orneklemenin kolektif 6grenme ile birlesiminin asir
uydurma probleminin ¢6ziimiinde daha giiglii bir etki
olugturdugu ve bu yolla modelin genellenebilir
basarisin1  arttirdigi elde edilen sonuglardan yola
cikilarak soylenebilir.

Bunun yaninda c¢aligmada kullanilan veri seti
dengesiz yapida olmasmna ragmen smf dagilimlart
arasindaki farklilik yiiksek oranda degildir. Normal
seviyede dengesiz kabul edilebilecek bir veri seti ile
gergeklestirilen bu ¢alismada elde edilen bulgular, asir
dengesiz veri setlerinde farklilik gdsterebilir. Calismada
kullanilan veri setinin dengesizliginin yiiksek olmamasi
calismanin bir smirliligi olarak belirtilebilir.

5. Sonuclar (Conclusions)

Bu calismada diinya genelinde yaygin goriilen saglik
sorunlarindan biri olan ve baslica 6lim nedenleri
icerisinde yer alan kalp hastaliginin erken teshisine
yonelik  farkli makine Ogrenmesi algoritmalar
kullanilarak alternatif bir ¢oziim Onerilmistir. Kalp
hastalig1 teshisinin komplike olmasi ve hastalarin pek
¢ogunun kriz anina kadar belirtilerin  farkina
varamamasi, durumu uzmanlar igin de
zorlastirabilmektedir. Bu anlamda hastaya ait temel
bilgiler ve klinik 6l¢iimlerden yola ¢ikarak 13 farkl: tan1
parametresi ile kalp hastaligi durumunu tahminlemeye
yonelik 303 ornekten olugan UCI veri seti iizerinde
calistlmistir. 8 farkli makine 6grenmesi algoritmasi ve
veri setini dengeleyerek tahmin dogrulugunu arttirmaya
yonelik 8 farkli yeniden drnekleme yontemi kullanilarak
kalp  hastaligt  tahminlemesi  igin  Olgiimler
gergeklestirilmistir. 72 ayr1 siniflama ve dogruluk,
kesinlik, duyarlilik, F1 skoru ve AUC olmak {izere 5 ayr1
parametre ile karakterize edilen 360 o6l¢iimiin
sonuglara gore en yiliksek dogruluk %98.46 olarak
InstanceHardnessThreshold az ornekleme teknigi ile
birlikte Rastgele Orman siniflandiricisinin kullanildigt
durumda elde edilmistir.  Calismada  Onerilen
yontemlerin tiimii literatiirdeki, ¢ogunlugu bu calisma
ile aynt veri setini kullanan, son bes yildaki benzer
calismalarin  genelinden daha  yiikksek  basart
gostermistir. Bu caligmada ulasilan en yiiksek dogruluk
degeri ise sozii gegen calismalarin tiimiinden daha
yiksektir. Veriden 0Ogrenen makine 0grenmesi
algoritmalarinin basarilarmi1 belirleyen temel etken
tizerinde calisilan veri setidir. Veri setindeki siif
dengesizlikleri ~ modelin  basarisini,  sonuglarin
genellenebilirligini olumsuz etkiler. Eldeki veri setinin
uygun Ornekleme teknikleri kullanilarak dengeli hale
getirilmesi kullanilan modelin daha basarili siniflamalar
yapmasina olanak tanimaktadir. Bu calismada elde
edilen sonuglar yeninden Ornekleme tekniklerinin
performanslar1 hakkinda bir gorlis olusturmustur.
Ayrica farkli makine O6grenmesi modellerinin
basarilarini karsilastirma olanagi tanimigtir. Bu ¢aligma

ile kullanilan kismi dengesiz veri seti {izerinde yapilan
siniflamalarda yeniden oOrneklemenin %10’a varan
basar artis1 sagladigi gorilmiistiir.
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