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Gecgmiste oldugu gibi giiniimiizde de yatirimcilar igin finansal verilerin trendinin tahmin edilebilmesi ve bu bilgi
kullanilarak bir finansal strateji olusturulmasi olduk¢a 6nemlidir. Fakat giiniimiizde hizli internet baglantilari ile
finansal verilerin hizli ulasmasi ve bilisim ve bulut sistemlerindeki gelismeler, finansal tahminlemek i¢in yapay
zeka algoritmalarinin kullanilmasi bu alanda rekabeti artirmaktadir. Fintech iginde portfoy yonetimi gibi alanlarda
yapay zeka uygulamalarinin kullanim payi gittikge artmaktadir. Bu ¢aligmanin amaci finansal zaman serisi verileri
tahminlemek i¢in yapilan daha onceki akademik ¢aligmalari derlemek, zaman serilerinin tahmin etmek igin
kullanilan yapay zeka algoritmalarini agiklamak ve tahmin edilen bazi finansal veri tiplerini ve bagimliliklarin
irdelemektir. Caligma sonunda incelenen makalelerde kullanilan tekniklerin yeterlilikleri ve hangi veri tipi i¢in
hangi metodun daha basarili sonuglar verebilecegi gibi ¢ikarimlar yapilmistir.
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ABSTRACT

As in the past, it is very important for investors to be able to predict the trend of financial data and to create a
financial strategy using this information. However, nowadays, rapid access to financial data with fast Internet
connections, developments in informatics, and cloud systems, the use of artificial intelligence algorithms for
financial forecasting increase competition in this field. The share of artificial intelligence applications in areas
such as portfolio management in Fintech is increasing. The aim of this study is to compile previous academic
studies to predict financial time series data, to explain artificial intelligence algorithms used to predict time series,
and to examine some predicted financial data types and their dependencies. At the end of the study, inferences
were made such as the adequacy of the techniques used in the articles examined and which method could yield
more successful results for which data type.
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I. GIRIS

Finansal verilerin analiz edilip kisa veya uzun vadeli olmak iizere tahminleme ¢alismalar1 uzun zamandir
yapilmaktadir. Finans alaninda temel ve teknik analizler bir isletmenin hisse senedi, bir emtianin degeri ve bir
miktar metallerin ve dovizin karsiliginin tahmin edilmesinde sik¢a kullanilmaktadir.

Finansal sistemde temel analiz, ekonomik ve finansal faktorleri inceleyerek bir menkul kiymetin degerini
6lgme yontemidir[1]. Temel analistler, sirketin borsadaki finansal durumunu ve performansini anlamaya calisir,
ekonominin durumu ve endiistri kosullar1 gibi makro ekonomik faktdrlerden sirketin yonetiminin etkinligi gibi
mikro ekonomik faktorlere kadar giivenligin degerini etkileyebilecek her seyi inceler. Temel analistlerin
caligmalari sirketin finansal oranlarina dayandirir. Bulunan degerler ile sirketin finansal durumunu sektordeki
rakipleri ile karsilagtirmak i¢in kullanilir. Bu degerler arasinda isletme sermayesi orani, 6z kaynak karlilig1 ve hisse
basina kazang gibi metrikler vardir.

Sirketin degerini belirlemek i¢in temel analiz ile dikkate alinmasi gereken farkli faktorler de vardir. Bu
faktorlerden bazilari hiikiimet politikalart ve haber biiltenleridir. Temel analiz ile incelenen tiim faktorler,
yatirimcilarin sirketin hisse senedi fiyatinin degeri ile ilgili yorum yapmasina yardime1 olur.

Teknik analiz, piyasa yapilarint belirlemek ve gelecekteki fiyat hareketlerini tahmin etmek i¢in gegmis
fiyat verilerini kullanan bir finansal analitik uygulamadir [2]. Teknik analiz yontemleri temelde hisse senetlerinin
fiyati ile bu senetlerin hacmine dayanmaktadir. Teknik analistler, teknik gostergeleri kullanarak gegmis verilerden
motifler ¢ikartmaktadirlar. Teknik gostergelerden bazilari hacim, momentum, oynaklik ve egilim grafiklerdir. Bu
hesaplamalar ve gizelgeler, yatirimcilarin alim satim sinyallerini tanimasini saglar.

Teknik Analizler yalnizca gegmis piyasa verilerine (fiyat ve hacim) dayanan nesnel metodolojilerdir.
Uzmanlarin bir degerlendirmeye varmak igin bir sirketin operasyonlarini, yonetimini ve gelecekteki beklentilerini
dikkate alinmas1 gerekir. Baslangigta Dow Teorisi! yoluyla gelistirilen gogu teknik analizin temeli, hisse senedi
piyasasi fiyatlarinin yonlii (yukari, asagi veya yana) hareket edecegi ve bu egilimleri belirlemek i¢in gegmis
hareketlerin kullanilabilecegi teorisidir [3].

Finansal deger tahmin yaklasimlari, iki ayr1 ana baslikta incelenir. Bunlarin her biri farkl bilgi tiirlerine
dayanir. Temel analizde yatirimcilar, bir sirkete ait finansal verileri, drnegin sirketin satislarini, karlarini, borglarini
ve temettiilerini inceleyerek hisse senedinin gergek degerini tahmin eder. Temel gostergeler analiz i¢in kullanilir.
Buna karsin temel gostergeleri kullanarak fiyat hareketlerini anlayan modeller olusturmak daha zor oldugundan,
temel analize dayali modeller literatiirde daha az bulunur[5]. Teknik analiz ise hisse senetlerini, piyasa faaliyeti
tarafindan olusturulan fiyat egilimlerini analiz eder ve degerlendirir. Teknik analiz i¢in gereken bilgiler diizenli
olarak yayinlanir. Bu sebeple kisa vadeli tahminler i¢in yaygin olarak kullanilir ve modelleme yapilabilir.

Finansal teknoloji (FinTech), finansal hizmetlerin sunumunu ve kullanimini iyilestirmeyi ve
otomatiklestirmeyi amaglayan yeni teknolojiyi tammlamak i¢in kullanilir[6]. FinTech, bilgisayarlarda ve giderek
artan bir sekilde akilli telefonlarda kullanilan 6zel finansal yazilim ve algoritmalardir. Kullanicilar bu yazilimlar
ile sirketlerin ve tiiketicilerin finansal operasyonlarini, siireglerini yakindan takip eder. FinTech, kelime olarak
"finansal teknolojinin" bir birlesimidir[6]. Son yillarda makine dgrenmesi, derin 6grenme gibi konular finansal
teknolojiler igerisinde daha sik kullanilmistir. Mediant’a gore FinTech'teki yapay zeka (Al) uygulamalarinin 2022
yilina kadar 7 milyar dolara kadar ¢ikacag: tahmin ediliyor [7].Yine Globennewswire’da yer alan bir habere gore
ESOMAR tarafindan paylasilan verilerde 2021 yilinda FinTech marketi icinde Al uygulamalariin yaklasik 10,1
milyar dolara ve 2022 tahmininin 11,76 milyar dolar olacag: tahmin ediliyor. FinTech pazar iginde yapay zeka
uygulamalar1 tahmin edilenden ¢ok daha hizli biiylidiigii sOylenebilir. Ayn1 rapora gére 2022-2032 10 yillik
periyodunda 54 milyar dolara ulasacagi ve marketin %16.5 ‘lik bir boliimiinii olusturacagi tahmin ediliyor[8].

Trend terimi finansal veriler igin siklikla kullanilir ve serinin uzun vadedeki yoniinii belirtir[9]. Zaman
serileri zamana baglh olarak yukari veya agagi yonlii olabilen degisime ugrayan veri tipleridir. Bu veriler trend
etkisi, konjonktiirel hareketler, mevsimsel hareketler, rassal etki ve duraganlik bilesenlerinden olusurlar. Seri uzun
vadede artma veya azalma egilimine sahip olabilir. Konjonktiirel (diizensiz) hareketler zaman serisinin trend
cizgisi etrafindaki dalgalanmalarin1 ifade eder. Mevsim etkisi veya mevsimsel hareketler belirli zaman
araliklarinda seri trendinin degismesi, birbirini izleyen donemlerde serinin benzer sekilde davranmasi olarak ifade

!Dow Teorisi, Charles Dow tarafindan agiklanan en eski ve en bilinen teknik analiz teorilerinden biridir. Teoriye gore ortalamalar her seyi
hesaba katar ve piyasa hareketi ana(major) trend, ikincil trend ve mindr trend olmak tizere ti¢ sekildedir [3], [4].
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edilebilir. Rassal veya diizensiz etkiler belli olmayan bazi durumlarin seri iizerindeki dnceden tahmin edilemeyen
degisimler yaratmasina denir. Duraganlik ise zaman serilerinde zaman iginde varyans degerinin sabit olmasi
gerektigini ifade eder. Buna gore zaman iginde duragan olan zaman serilerinin analizi edilmesi ve tahminlenmesi
miimkiindiir. Belirli bir zaman icerisinde duragan olmayan seriler i¢cin matematiksel bir formiil yazilmas1 miimkiin
degildir.
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Sekil 1. Zaman serisi bilesenleri [10] Sekil 2. Zaman serisi bilesenleri [11]
Bu ¢alisma;

o Finansal zaman serisi verileri ve dzellikleri,

¢ Finansal zaman serisi tahminlemede kullanilan yapay zeka metotlarinin tipleri ve 6zellikleri,

¢ Finansal zaman serisi tahminlemek i¢in 6nceden hazirlanmis ¢aligmalarda hangi tip veriler iizerinde
hangi teknikler kullanildig1 ve basari oranlari,

o Konu ile ilgili yapilacak ¢alismalarda bu tekniklerin uygulanmasi ile ilgili tavsiyeler icerir.

Bu calismada bu konuda yapilan caligmalarda kullanilan zaman serisi verileri iizerinde, uygulanan
tekniklerin basarimi ve performans kriterlerine bakilmistir. Bu ¢aligmanin amact bu konuyla ilgili gelecek
calismalarda kullanilmak tizere gegmis ¢aligmalarda kullanilan tekniklerin bagsarim ve kullanilan verinin hangi
finansal zaman serisi veri tipinden oldugu gibi parametrelere gore degerlendirilip eslestirilerek bir siniflandirma
yapmaktir. Bu baglamda makalenin ikinci bdliimiinde bazi finansal zaman serisi verilerine deginip bu veriler
hakkinda temel ve teknik anlamda genel bilgi verilmesi amaglandi. Ugiincii boliimde finansal zaman serisi
tahminlemek i¢in kullanilan yapay zeka metotlar teknik agidan ele alind1 ve bu yontemlerin hangi problem tipinde
siklikla tercih edildigi gibi konular lizerinde duruldu. Dérdiincii béliimde literatiirde yapilan galismalar {izerine
genis bir perspektifle bakilarak bu konuda yapilan ¢alismalar incelendi. Ozellikle dikkat cekici sonuglar1 olan
basarili ¢caligmalar okuyucu i¢in detayli bi¢cimde incelenip ve detaylart verilmistir. Son bdliimde bu ¢alismadan
¢ikarimlar ve bunlar {izerinde degerlendirme yapildi. Bu g¢aligma gelecek caligsmalar i¢in 6nemli bir basucu
kaynag1 olmasi i¢in hazirlanmistir.

11. FINANSAL ZAMAN SERILERI VE BAGIMLIKLARI

Finansal zaman serileri giin, saat ve yillara gore bir finansal degerin degisimini gdsteren verilerdir. Bunlar
bir hisse senedinin, devlet tahvilinin veya bir emtianin zamana bagli yukar1 veya agagi yonlii trend ¢izgilerini takip
eden verileri olabilecegi gibi itibari paralar diginda Web 3.0 ile gelen kripto degerlerin zaman igindeki
degisimlerini de ifade edebilir. Ayrica iilkelerin ekonomik gostergeleri de global pazar etkiler. Bu tip verilerin
onceden tahmin edilebilmesi hem bireysel hem kurumsal olarak finansal strateji belirlemek i¢in oldukc¢a dnemli
bir yetenektir ve bu anlamda yetenekli kurum veya bireyler finansal agidan daha basarili olabilir. Temel ve teknik
analiz gibi finansal analizlerin yaninda makine ve derin 6grenme gibi girdi ve ¢ikt1 degerleri lizerinde ¢aligsarak
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uygun matematiksel modeli hazirlayan algoritmalar bu problemin ¢6ziimii i¢in kullanilabilir. Bu bélimde
kullanilacak algoritmalara verilen girdiler lizerinde durulmasi amaglanmaktadir. Kullanilacak girdi verileri ve
aralarindaki iligkiler modelin 6grenme ve test metriklerine gore performansini dogrudan etkiledigi icin bu boliimde
bu veriler ve bagimliliklar1 incelenmistir [12].

A. Hisse Senedi Verileri

Hisse senedi verileri bir sirketin piyasadaki degerini ifade eden verilerdir ve bu veriler zaman iginde
degisik trendlere gore harekete edebilir[13]. Diinyanin bir¢ok borsasinda insanlar hisse senedi alip satarak kéar pay1
kazanmak i¢in gesitli yontemlere basvurmaktadir. Hisse senetleri sirketin biiyiikligiine veya kiigiikliigiine bagh
olmaksizin farkli sayida veya farkli degerlere sahip olabilir. Borsalarda hisse senetleri satin almak girkete finansal
ortak olmak anlamina gelir. Eger hisse temettii dagitan bir hisse ise yil sonunda sirket elde ettigi kari ortaklar
arasinda hisse bityiikliiklerine yani girketteki pay oranlarina gore dagitilir[14]. Temettii hissesi degil ise kar payi
dagitilmaz. Eger sirket faaliyetleri iyiye gidiyorsa sirket hisselerine olan talep artar ve hisseler degerlenir. Veya
tam tersi olabilir. Bu veriler aslinda sirketin kamuoyundaki itibari, finansal istikrar, ekonomik yapi, muhasebe
yapist, hiikiimet politikalar1 veya tiim diinyada sirketin faaliyet gosterdigi sektordeki duraganlik veya volatilite
gibi bagimliliklara gore artar veya azalir. Bu veriler dogrusal olmayan verilere drnektir ve bu tip veriler 6nceden
olusan kosullara duyarlilik gosterirler, yani sinirsiz hafizaya sahiptirler. Eger bir hisse senedi serisinde uzun
hafizadan kaynaklanan bir siireklilik varsa eski ve yeni veriler arasinda bir korelasyon iligkisi vardir[15]. Yapilan
bir calismada Avrupa borsalarinin bagimliliklart ¢ok yiiksek oranda degistigindeki davranislari incelenmis ve bazi
borsa hareketleri arasinda korelasyon oldugu kesfedilmistir [16]. Calismada Almanya, Birlesik Krallik, Fransa,
Hollanda, italya borsalarina ait 1973-2001 aras1 veriler kullamlmstir ve bir borsada ortaya ¢ikan asir1 biiyiik bir
hareketin (asag1 veya yukari) diger borsalar ile ne kadar giiglii bir baglantiya sahip oldugu ortaya ¢ikarilmistr.
Ayni sekilde bu makalenin konusu olan yapay zeka yontemleri ile zaman serisi tahmin eden bir diger ¢caligmada
ayni borsada islem goren 3 hisse i¢in bir CNN modeli olusturulup ilk hisse ile degeri verisiyle egitilen modelin
diger iki hisse verisi lizerinde test edildiginde oldukga iyi bir performans ile gelecek verileri tahmin ettigi
goriilebilmistir. Literatiire yapilan c¢aligmalar ¢ogunlukla hisse senedi verilerinin tahmin edilmesi iizerine
yogunlagmustir. Sezer ve arkadaslarinin yaptig1 sistematik inceleme ¢alismasinda 2005-2019 yillari arasinda derin
o0grenme metotlar: ile tahmin etme g¢aligmalart incelenmis ve arxiv.org’dan alinan istatistiklerde hisse senedi
verilerin tahmin edilmesi isimli konunun bilimsel arastirma konusu olarak olduk¢a popiiler oldugu
gorilmiistiir[17]. Bu tip ¢alismalar giiniimiizde de popiilerligini siirdiirmektedir. Sonug olarak hisse senetleri
fiyatlarinin birgok enstriimana bagimli oldugu goriilebilmektedir ve bunlar1 dogru ve etkili kullanmak tahmin eden
modelin basarimini dogrudan olumlu yonde etkileyecektir.

B. Forex Verileri

Forex borsalari, yabanci iilke paralarinin veya cesitli degerli metal ve emtialarin islem gordigi
borsalardir. Forex piyasalari diinyanin islem hacmi en yiiksek ve en likit piyasasidir ve menkul kiymetler haftada
5 giin 24 saat islem goriir [18]. Giinliik islem hacmi trilyonlarca dolardir. Bu kadar yiiksek hacimde verilerin tek
bir piyasada olmasi bir¢ok yatirimcilara birgok firsat sunmaktadir ve sonug¢ alarak yatirnmcilar agisindan iyi
stratejiler belirlemek yiiksek kar elde etmek i¢in son derece 6nemlidir[17]. Yatirimcilar i¢in birgok online platform
bulunmaktadir. Bu servisler i¢inde portfoy yonetiminde yapay zeka algoritmalar1 siklikla kullanilir. Forex itibari
paralar, emtialar, degerli metallerin fiyatlandig1 bir piyasa oldugu i¢in bagimliliklara sahiptir. Forex piyasasinda
islem goren itibari paralar, degerli metaller veya emtialar hiikiimet politikalari, ekonomik yapi, muhasebe yapisi,
ekonomik veriler gibi hisse senedi ile benzer bagimliliklara sahip olmakla birlikte yine hisse senetleri gibi borsa
ici dinamiklere de bagimlilik gosterirler. Bu sebeple bu tipte finansal verilerin tahmin edilebilmesi i¢in genis
yelpazede finansal degerlendirme yapilmali, i¢ ve dis dinamikler bu tip verilerin tahmin edilebilmesi i¢in
kullanilmalidir.

C. Endeks Verileri

Endeksler bir hisse, bir tahvil, emtia veya bir pazarin gibi finansal varliklarin inis ve ¢ikislarini izler ve
bu piyasanin sagligini belirlemek igin hizli ve etkili bir yoldur[19]. Ornegin borsa endeksleri i¢inde hisse senedi
bulunduran ve bunlarin farkli agirliklar ile hesaplanmasi sonucunda bulunan degerlerdir. Bu agirliklar her hisse
senedi i¢in farklilik gosterebilir. En bilinen borsa endeksleri S&P 500, Dow Jones, Nasdaq 100, Russel 200 veya
Tiirkiye’de Borsa Istanbul iginde BIST100, BIST30 gibi borsa endeksleri mevcuttur. Endeks agirliklandirma igin
farkli modeller mevcuttur fakat en yaygin kullanilan ii¢ model sunlardir[20]:
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e Piyasa Degeri Agirlikli
o Esit agirlikli
o Fiyat agirlikli

Piyasa degeri agirlikli bir endeks yiiksek degerli sirketler endeksin performansina digerlerinden daha fazla
etki eder. Esit agirlikli modelde tiim hisseler ayni sekilde incelenir ve endeks performansina etkileri aynidir. Fiyat
agirlikli ise sirket hisselerinin fiyatlarina gore sirketler agirliklandirilir ve hisse fiyati fazla olan sirketler endeks
iizerinde daha etkilidir.

Bu baglamda endeksler yatirimeilar i¢in borsa endeksleri ve kiiresel korku endeksi olarak tanimlanan VIX
endeksi piyasay1 analiz edebilmek, yatirim i¢in uygun zemin olup olmadigini anlayabilmek i¢in son derece 6nemli
gostergelerdir[21].

Endeks degerleri i¢in zaman serisi gosterimi oldukga fikir vericidir ve bu ¢aligmanin ana konusu olan
zaman serisi ongérme acisindan bu verilerde incelenebilir. Her endeksin farkli agirliklandirma metotlart olmasi bu
endekslerin her birinin kendine has bagimliliklara sahip oldugunu gdsterebilir. Ayrica endeks tiirline gore
degismekle birlikte endekste izlenen finansal degerlerin bagimliliklart endekslerin de bagimliliklar1 oldugu
sonucuna varilabilir.

111. ZAMAN SERiSIi TAHMINLEMEDE KULLANILAN YAPAY ZEKA METOTLARI
A. ARIMA(AR-1-MA)

Dogrusal duragan stokastik tahmin modelleri otoregresif (AR) modeller, hareketli ortalama(MA) ve
ikisinin birlegmesi ile olugan biitiinlesik otoregresif hareketli ortalama(ARIMA) modelleridir[22]. ARIMA modeli
duragan olmayan zaman serilerinin tahmininde kullanilan bir modeldir. Finansal veriler duragan olmayan zaman
serilerine 6rnektir. Bu serilerin duraganligi trend, mevsimsel ve konjonktiirel dalgalanmalar ve tesadiifi sebepler
gibi etkenler tarafindan bozulur. Zaman serilerini modellemek i¢in hareketli ortalama, iistel yumusatma ve
ARIMA dahil olmak geleneksel istatistiksel modeller kullanilabilir. Gelecekteki degerler ge¢mis verilerin dogrusal
fonksiyonlar1 olarak ifade edildiginden bu modeller dogrusaldir.

Zaman serisi tahmin modelleri literatiirde siklikla gelecekteki talebi tahmin edebilmek amactyla kullanilir. Bu
modellerin gegmisine ve dogusuna baktigimizda Miller ve Williams [23], tahmin dogrulugunu artirmak igin
modellerinde mevsimsel faktorleri karigtirmis, mevsimsel faktorler ¢arpimsal modelden hesaplanmistir ve
Hyndman, [24] mevsimsel ARIMA hipotezi altinda trend ve mevsimsellik arasinda farkl iligkiler uygulayarak
Miller ve Williams'in ¢aligmalarini genisletmistir.

Bir ARIMA modeli, ARIMA(p,d,q) olarak ifade edilir. Bu gosterimdeki:
e p, otoregresif terimlerin sayisidir;

e d farklarin sayisidir; ve

® g hareketli ortalamalarin sayisidir.

1) Otoregresif Siireg(AR): Otoregresif modeller, Y; 'nin 6nceki degerlerin dogrusal bir fonksiyonu
oldugunu varsayar[25]. Bu, esitlik (1)’de su sekilde ifade edilmistir. ARIMA (1,0,0) olarak da ifade edilebilir.

Yt = alYt_l + E¢ (1)

Her gozlem rastgele bir degiskenden olusmaktadir ( €, bunun ifade eder. Her gbzlem bir 6nceki gozlemin
dogrusal bir kombinasyonundan olusmaktadir. Ayrica a, ile ifade edilen deger 6z regresyon katsayisidir.

2) Entegrasyon Siireci(I): Zaman serilerinin davranisi, bazi siireglerin ortaklasa etkisinden etkilenebilir.
Ornegin hisse senetlerinin ortalama seviyesi, hisse senetleri arasindaki siire boyunca anlik degisikliklerin ortak
etkisine baglidir. Kisa vadeli hisse senedi degerleri, bu ortalama deger etrafinda biiyiik beklenmedik durumlarla
dalgalanabilse de uzun vadede serinin seviyesi degismeyecektir. Faaliyetin kiimiilatif etkisi tarafindan belirlenen
bir zaman serisi, biitiinlesmis siire¢ler sinifina aittir. Bir serinin davranigi diizensiz olsa bile, bir gézlemden digerine
farklar nispeten diisiik olabilir. Farkli zaman araliklarinda gozlemlenen bir siireg igin sabit bir deger etrafinda
salinim hareketi yapabilir. Biitiinlesmis bir siire¢ igin farkliliklar serisinin duraganligi, zaman serisinin istatistiksel
analiz yoniinden bakildiginda ¢ok 6nemli bir 6zelliktir[25].
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Biitiinlesmis siiregler, duragan olmayan serilerin ilk drnegidir. 1. dereceden bir tiirev, Y 'nin iki ardigik
degeri arasindaki farkin sabit oldugunu varsayar. Biitiinlesmis bir siire¢ esitlik (2) ile su sekilde tanimlanabilir.
g rastgele pertiirbasyonu simgeler. ARIMA (0,1,0) olarak da ifade edilebilir[25].

Y =Yio1 T & 2

3) Hareketli Ortalamalar (MA): Hareketli bir ortalama alma isleminin mevcut degeri, bir veya daha fazla
onceki bozulma ile mevcut bozulmanin dogrusal bir birlesimidir[25]. Hareketli ortalama sayisi, mevcut degere
gomiilii olan dnceki donemlerin sayisint géstermektedir. Boylece, hareketli bir ortalama esitlik (3) ile tanimlanir.
ARIMA (0,0,1) olarak da ifade edilebilir.

Yi= & — Py84 ©))
Bu durumda p. mertebeden otoregresif siire. ARIMA(p,0,0) formiilii esitlik (4)’teki gibi ifade edilebilir.
Yo = B1Yeor + BoYez + o+ BpYip + & (4)

ARIMA(p,d,q) formiilii ise esitlik (5)’de goriilebilir. Alfa(a) terimi modelin tahmin ettigi kesme terimini
ifade eder.

Yt = + BlYt—l + BZYt—Z + B3Yt—3+ ....... +Bth—p€t + CI)lSt_l + CDZSt_2+. - chst_q (5)
B. Ustel Yumusatma

Ustel yumusatma teknigi oldukca sik kullamlan ve iyi sonuclar veren zaman serisi tahminleme
metotlarindan biridir. Metot verideki son degisimleri ve trendleri ele alarak Ongdriilerin siirekli olarak
giincellestirildigi dinamik ¢alisan bir modeldir[26]. Bu modele gore ileri yonlii olarak olusan yeni hareketlere
uyum saglayabilmek amaciyla modele tistel olarak azalan agirliklar verilir ve bir ¢esit agirlikli ortalama alinir [27].
Ciinkii bu yontemin ¢alisma prensibine gore daha yeni veriler eski verilere oranla veriyle ve tahmin ile daha
alakalidir. Bu sebeple daha yiiksek agirhklar verilir. Ustel yumusatma yontemi bir regresyon dogrusu ile
aciklanamayan, zaman i¢inde degisen deterministik ve stokastik trende sahip zaman serileri ile kullanilir. Bu
yontem dogasi itibari ile yakin donemli degisimlere daha ¢ok dncelik verdigi i¢in ¢ok uzun dénemli tahminler i¢in
uygun olmayabilir.

C. Yapay Sinir Aglar

Yapay Sinir Aglar1 (YSA) insan beyni esas alinarak gelistirilmis, birbirleri ile agirlik baglanti iligkisi
bulunan elemanlarin bir araya gelmesiyle olusturulmus paralel ve karmasik bilgi isleme yapilari olarak
adlandirilmaktadir[28]. Ag yapisinin en ayirict dzelligi, tecriibbe odakli 6grenebilme yetenegine sahip olmasidir.
Yildiran ve arkadaslar1 6nceki verilerden hareketle bunu basarabilen agin 6grenme yolu ile yeni bilgiler elde etme
ve olusturabilme gibi fonksiyonel 6zellikleri sayesinde tahmin modellemelerinde siklikla kullanilan bir yap1 haline
geldigini yaptiklar1 calismada ortaya koymuslardir[29].

Bir sinir ag1, orijinal olarak beyindeki ndronlarin biyolojik mekanizmalarindan esinlenen bir 6grenme
modelidir. Yapi, esasen baglantili diigiimler ve kenarlar veya "noronlar" ve "agirliklar" ile bir ag sisteminin
yapisidir. Noronlar, girdi birikiminin ¢iktinin "ateslenmesi" ile sonuclandigi beyinde goriilen sinapslarla ayni fikre
dayanir. Buradaki girdi, modelin girdisi (tipik olarak gergek sayilar) tarafindan belirlenir ve néronun agirliklar: ve
aktivasyon fonksiyonlar1 araciligiyla islenir. Aktivasyon fonksiyonu daha sonra ya orta seviyede ya da modelin
nihai ¢iktist olarak bir ¢ikt1 degeri ile sonuglanir. Sistem, girdi 6rneklerini sirayla dikkate alarak ve daha dogru
ciktilar elde etmek igin kenarlar arasindaki agirliklar1 ayarlayarak ogrenir. Cikti tiirleri, siniflandirma veya
regresyon degerleri olabilir.
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j Isleme Birimi
an
—_\n
Sj = Li=o Wi

1
a;, = —m—mm
I: 7 1+exp (—sj)

Sekil 3. Algilayicit modeli [30]

1) Cok katmanli algilayict: Cok katmanli algilayici aglar veya Multilayer Perceptron(MLP),girdi katmani,
gizli katmanlar ve ¢ikt1 katman1 olmak iizere ¢ok sayida katmandan olusan bir yapay sinir agi tipidir[31]. Bu tip
aglarda en uygun gizli katman sayisi ve bulundurdugu ndron sayilarinin belirlenmesi i¢in bir metodoloji yoktur.
Arastirmaci kendi metodu ile bu parametreleri belirleyebilir. Sekil 3’te girdi ve ¢ikt1 ndronlari arasindaki gizli
katmanlar ve aralarinda baglantilar goriilebilmektedir. Her baglanti bir agirliga sahiptir. Sekil 4’te bir ileri
beslemeli birgok katmanli algilayict ag1 goriilebilmektedir. Agirliklar ve degerler carpilarak toplam fonksiyonu ile
toplanir, sonrasinda segilen aktivasyon fonksiyonu uygulanarak bir sonraki katmandaki néronlara girdi olarak
tekrar verilir.

ileri beslemeli gok katmanli algilayici

Y

Yapay Sinir Agi

ozellik 1
ozellik 2
ozellik 3 Gt
®
]
[ ]
®
®
)
ozellik n
—_—
M gizli katman
N girdi 6zellik néronu 1 gikti néronu

Sekil 4. Cok katmanli Algilayici modellemesi [32]

fleri beslemeli algoritmada agirliklarin her iterasyonda giincellenmesi igin geri yayilim algoritmasi
kullanilir. Agm her bir igslem elemani, transfer fonksiyonu tiirevinin tiim gizli katmanlardan ilk katmana geriye
dogru yayilmasi yoluyla uygulanan uyumsuzluklar i¢in bir cezalandirma uygulanir. Bu ancak geri yayilim
algoritmas ile miimkiin olabilir. Geri yayilim algoritmas1 hatay1 geriye dogru dagitarak modelin agirliklarini
giincellemeye ve daha hizli ve etkin bir egitim i¢in kullanilan bir algoritmadir[33]. Maliyet fonksiyonu ise ger¢ek
ve agin tahmin ettigi degerleri 6l¢mek i¢in kullanilir. Bu sekilde maliyet fonksiyonunu degerini azaltmak i¢in tim
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agirliklar giincellenir. Agin tahmin edilen ve gergek ¢iktilar: arasindaki ortalama kare hatasi (MSE) genellikle bir
maliyet fonksiyonu olarak secilir. Fakat bircok maliyet fonksiyonu bu is i¢in kullanilabilmektedir.

Geri yayilimda, maliyet fonksiyonu genellikle tiirevsel inis (gradientdescent) teknigi kullanilarak
minimize edilir. Mevcut noktada maliyet fonksiyonunun negatif tiirevi boyunca yonii takip etmeye dayanir. Ancak,
bazi dezavantajlar vardir[34]:

1. Maliyet fonksiyonunun yerel minimumu, yanliglikla istenen global minimum igin alinabilir ve bu
nedenle MLP'nin yanlis performansina neden olabilir.

2. llgili hesaplamalar 6nemli zaman harcamalar1 gerektirir ve MLP'nin yakinsama hizini olumsuz
etkileyebilir MLP'nin performans kalitesi de i¢ mimarisine baghdir.

Belirli miktarda diigiim ve katman, aktivasyon fonksiyonlarinin tipi ve parametreleri, MLPnin verilen
problemi ne kadar iyi ¢dzdiigiinii 6nemli 6l¢iide etkileyebilir.

Bu tip ag yapisinda islemler ileri yonlii olarak gerceklesir ve son katmandaki néronun ¢iktis1 modelin

tahmin ettigi degeri verir. Ag yapisinda Wh ile gosterilen degerler agirliklara karsilik gelir. Bu degerler ile girdi
degerleri esitlik (6)’da gosterilen toplam fonksiyonunda igleme tabi tutulur.

Net:Zin:l Xj * Wi (6)

“ {3

Esitlik (6) *da ki x degerleri girdi degerlerini, ile gosterilen degerler ise agirliklar: simgeler. Toplam
isleminin sonucu “Net” toplam aktivasyon fonksiyonuna girdi olarak verilen degerdir. Her diiglim icin ayr1 ayri
hesaplanir. Bu islemden den sonra aktivasyon fonksiyonu uygulanir. Ornek bir aktivasyon fonksiyonu olarak sik
kullanilan Sigmoid aktivasyon fonksiyonu Sekil 4’te verilmistir. Goriildiigii gibi -2 ve 2 arasinda degisken degerler
almasi -2 ve 2 veya 0-1 arasinda deger alan girdiler iizerinde iyi bir 6grenme saglayabilecegini gostermektedir.
Ayrica aktivasyon fonksiyonunun tiirevlenebilir ve tiirevinin sabit olmamasi da gerekmektedir.

i

1.07 JPPOTPPPEPY

— #*

Sekil 5. Sigmoid aktivasyon fonksiyonu ve tiirevi [35]

f(x) = o(x) = (7

1+e_x

“ 2

Esitlik (7) sigmoid aktivasyon fonksiyonunun matematiksel gésterimidir.
sabitidir.

D. Yinelemeli Sinir Aglari (RNN)

ile ifade edilen deger Euler

Yinelemeli sinir aglar1 veya RNN (Recurrent Neural Network) bir derin 6grenme modelidir. Derin
O6grenme yontemleri, zaman serisi tahmininde dogrusal olmama ve karmasiklik gibi verilerin yapisin1 ve modelini

belirleme yetenegine sahiptir[36].
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ileri beslemeli ag Yinelemeli ag
Ciktr katmani
Gizli katman
Yinelemeli sinir ag ileri beslemeli sinir agt
Girdi katmani
Sekil 6. RNN ve ileri beslemeli yapay sinir aglarinin ndronlari Sekil 7. RNN ve ileri beslemeli yapay sinir aglarinin
arasinda baglantilarin karsilastirilmasi[37] noronlar arasinda baglantilarin karsilagtirilmasi[38]

Sekil 6 ve Sekil 7°de goriildiigii gibi tekrarlayan sinir ag1 modeli her iterasyonda bir 6nceki iterasyona ait
gizli katman veya ¢ikt1 degerlerini yeniden gizli katman néronlarina besler ve bu sekilde iteratif olarak devam eden
stirecte Onceki iterasyonlarda kullanilan ve ¢ikt1 alinan veriler ile sonraki iterasyon verileri arasindaki iliskinin
ogrenilmesi saglanir. Bu 6zellikle dogal dil igleme ve zaman serisi verileri gibi bir dnceki verinin bir sonraki veri
hakkinda bilgi sagladig: veri tiplerinde kullanilabilecek bir yontemdir. Sekil 8’de bu iligki matematiksel ve sematik

olarak gosterilmistir.
& ) )
NGZEANGVAING
n -

\Z

T
SIS

e
OENOIONS

N
Matematiksel olarak ifade edilis sekli asagidaki esitlik (8)’de [38] goriildiigii gibidir. “f” fonksiyonu
burada herhangi bir aktivasyon fonksiyonu olarak diigiiniilebilir. t zamaninda h degeri bir t-1 zamaninda h degeri
ve t zamaninda x degerinin aktivasyon fonksiyon ¢ikisina esittir. “h”, hiicre ¢ikt1 degeridir.
hy = f(he_q,%¢) (3)

Esitlik (9)’daki [40] t zamaninda h degeri elde edilebilmesi i¢in eski gizli katman agirlik degeri ile bir
onceki iterasyondaki h degeri tanjant aktivasyon fonksiyonuna yeni iterasyonda eklenir.

—

s

Sekil 8. RNN hiyerarsisi [39]

hy = tan(Wpphe_q + wynXe) ©)

Esitlik (10)’da [40] gortildigii gibi t zamaninda iterasyon ¢ikti degeri y ise t zamanindaki h degeri ile
¢ikt1 katmani agirlik degeri ¢arpimi ile bulunur.

Yo = Whyht (10)
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1) Uzun-Kisa Siireli Bellek(LSTM):LSTM (Long-ShortTerm Memory)metodu tipki GRU (Gated
Recurrent Unit) gibi yinelemeli sinir ag1 yonteminin gelistirilmis bir versiyonudur [41]. Uzun kisa vadeli bellek
modeli, 1997°de Hochreiter ve Schmidhuber tarafindan ortaya atilan bir tekrarlayan RNN sinir agi modelidir[42].
Finansal zaman serilerinin ileri adim tahmini, yalnizca en son verileri degil, ayn1 zamanda onceki verilerinde
bilinmesini gerektirir. Gizli katmanin kendi kendine geri bildirim mekanizmasindan yararlanan RNN modeli, uzun
vadeli bagimlilik problemleriyle basa ¢ikmada bir avantaja sahiptir, ancak pratik uygulamada zorluklar vardir.
RNN'ningradyan kaybolmasi problemini ¢ézmek i¢in Sepp Hochreiter ve Jurgen Schmidhuber 1997'de LSTM
modelini 6nerdi [42].

¢

Sekil 9. LSTM blok mimarisi[43]

Sekil 9’da bir LSTM hiicre modeli goriilebilmektedir. Bu hiicre modelinde kullanilan girdi, ¢ikt1 ve
unutma kapilari hiicreyi klasik bir RNN modelinden ayiran en 6nemli farklardan biridir. Bu kapilar sayesinde
hiicre bir 6nceki verinin dnemli olup olmadigint ayirt edebilir. Burada unutma kapisinda yapilan islem esitlik
(11)’de [43]verilmistir.

fi = o(We[he_q,x¢] + bp) (11)

Bu fonksiyon girdilerinden biri t-1 zamaninda h degeri t zamanindaki x degeridir. Sigmoid fonksiyonu 0
veya 1 sonucu iiretecektir. Eger 1 sonucu iiretilirse sonucu depolayacaktir.

DenkImelerde (12) (13) [43] girdi kapisinda yapilan islemleri gosterilmektedir.
i* = o(Wilhe—1, %] + by) (12)

Ceg = tanh(W,[he_y, %] +bc) (13)

Hiicrenin t zamaninda girig kapisindan ¢ikan sonug¢ C vektdriidiir. Daha sonra hiicre durumunu
belirlemek i¢in elde edilen degerlerin ¢arpimlari mantiksal olarak toplanir. Bu, asagidaki esitlik (14)’te [43]
ifade edilmistir.

Co="fi*xCoq +ip* Ctg (14)
Cikt1 katmaninda yapilan islemler esitliklerde (15) (16) [43] ifade edilmistir.

0r = 6(Wy[he_q, he] + b, ) (15)
h; = o * tanh(C,) (16)

Cikt1 katmaninda tanjant fonksiyonu, -1 ile 1 arasinda deger alir ve bu islem ile saklanan bilginin ne
kadarinin kullanilacagi hesaplanmaktadir. Sigmoid fonksiyonun giktis1 ise O ile 1 arasinda deger alir ve yeni
gelen bilginin, kullanilip kullanilmayacagina karar verir.

E. Evrisimli Sinir Aglart (CNN)

Bir CNN (Convolutional Neural Network), evrisim katmanlari, havuzlama katmanlari ve tamamen bagl
katmanlardan olusan ¢oklu katmanlardan olusur[44]. Evrisimli bir katmanda, her néron bir 6nceki katmanin alt
alanindan girdi alirve bir 6nceki katmanin alt alanina “alict alan” ad1 verilir. Her noron bir 6nceki katmanin alict
alanindan gelen girdi degerlerine belirli bir fonksiyon uygular ve bir sonraki nérona iletmek i¢in bir ¢ikti degeri
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hesaplar. Uygulanan fonksiyon, agirliklar ve sapma ile belirlenir. Agirliklarin vektorii ve yanlilik filtreler olarak
adlandirilir. Agirliklar ve biaslar, sinir agiin egitilebilir parametreleridir ve 6grenme siireci bu agirliklar1 ve
biaslar1 yinelemeli olarak ayarlar. Evrisim katmaninin filtre boyutu, beklenen ¢iktinin boyutu ile ayni olmalhidir.
Evrisim katmaninin ¢ekirdek boyutu, evrisim penceresinin genislik ve ylikseklik parametrelerini gosterir.
Havuzlama katman, alt 6rnekleme yoluyla parametre sayisini ve hesaplamay1 azaltmak icin bir islev kullanir.

Bir evrigimli sinir ag1 6zellik ¢ikarma ve problem ¢o6ziicli olmak izere bir sinir ag1 olan iki par¢adan
olusur. Sinir aginin 6zellik ¢ikarma ile boliimi evrisim (konvoliisyon), aktivasyon ve havuzlama katmanlarindan
olugur [45]. Bu katmanlarin gérevi aslinda makine 6grenmesinde bulunmayan 6znitelik ¢ikarma agamasimin da
model tarafindan yapabilmesidir. Model verinin ayirt edilebilir 6zniteliklerini anlamlandirmaya galisir ve sonraki
asamada bir tam bagl bir sinir agi ile tahminleme, siniflandirma gibi denetimli 6grenme problemlerinin ¢6ziimi
yapilir.

BwTisim
hawvuzlama . . bagh bagh
katman diizlegtirme katman -1 katman -2
- - - - - - - -
r 1 F arF N F 1 F il

=

O

girdi ;erl si
d
d
d
U
Q000000

Sekil 10. Zaman serisi tahmin analizi ¢alismasinda kullanilan CNN modelinde konvoliisyon, havuzlama ve diizeltme katmanlarina sahip 6zellik
¢ikarimi bolimii ve ardindan tam bagimli sinir agi modellemesi [46]

Sekil 10°daki gibi bir modelde konvoliisyon isleminde bir maske ile verinin filtrelenmesi saglanir ve
verinin tiirevleri elde edilir. Formiilasyon gosterimi agsagidaki gibi olabilir[17]. Burada (17) iki boyutlu gorseller
icin konvoliisyon islemi yapiliyor. T input gorselleri, K ¢ekirdegi, m ve n boyutlari, i ve j degiskenleri ifade
eder[17].

S =U*K)(0)) = XmXn I(m,m)K (i —m,j —m) (A7)

Konvoliisyondan sonra aktivasyon islemi gelir ve aktivasyon islemi i¢in genelde 0’dan kiiglik degerler
icin 0 degeri iireten reLU aktivasyon fonksiyonu (18) tercih edilir[45].

y = max(0,x) (18)

Havuzlama igleminde katman ve boyut azaltilir. Diizeltme asamasinda matrisler dizilere sikistirilir ve tam
bagli sinir ag1 ile denetimli 6grenme islemi yapilir. Bu yontemler 6zellikle 6znitelik ¢ikarmanin zor oldugu gorsel
veriler lizerinde ¢ok daha anlamlidir.

Derin 6grenme alaninda en ¢ok kullanilan yontemlerden biri olan evrisimli sinir aglari, birgok alanda,
ozellikle 6znitelik ¢ikariminin oldukea zor oldugu problemlerde son derece faydalidir[44]. Bir ¢ok problem
cesidinde, 6zellikle goriintii isleme problemlerinde[44], [47]-[49] 6znitelik ¢ikarma agamasinin zor olmasi
sebebi ile tercih edilen bu yontem, zaman serisi analizinde de oldukga sik kullanilmaktadir. T1ip alaninda tiimor
siniflandirma gibi problemlerde de faydali olan bir siniflandiricidir[50].
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F. Facebook Prophet Algoritmasi

Prophet algoritmasi Facebook tarafindan gelistirilen zaman serisi tahmin etmek i¢in kullanilan basarili
algoritmalardan biridir. Prophet algoritmasi R ve python paketi olarak kullanima sunulmustur. Prophet
algoritmasi 6zellikle su veri kiimeleri i¢in yararlidir:

e Ayrintili tarihsel gdzlemlerin (saatlik, giinliik veya haftalik) uzun bir siiresini (ay veya yil) iceren
e Birden fazla giiclii mevsimsellige sahip

e Onceden bilinen énemli, ancak diizensiz olaylar

o Eksik veri noktalarina veya biiyiik aykiriliklara sahip

e Bir sinira yaklasan dogrusal olmayan biiylime egilimlerine sahip Zaman serisi verileri i¢in kullanimi
uygundur.

Model python, R gibi agik kaynak yazilim dagitimlarinda kolaylikla entegre edilip kullanilabilir [51].

Prophet, pargasal dogrusal veya lojistik biiyiime egrisi egilimine sahip bir katki regresyon modelidir ve
Fourier serisi kullanilarak modellenen yillik mevsimsel bir bilesen ve sahte degiskenler kullanilarak modellenen
haftalik bir mevsimsel bilesen igerir [52].

IV. LITERATURDEKI CALISMALARA GENEL BiR BAKIS

Bu boliimde literatiirde son yillarda yapilan finansal zaman serisi tahminleme c¢alismalarindan
modelleme, kullanilan veri, uygulama yontemi, basarisi, degerlendirme kriterleri ve benzer diger faktorler
acisindan dikkat ¢ekici olan bazi ¢aligmalar detayli bir sekilde kullanilan ydontem baglig1 altinda agiklanmustir.

A. ARIMA veya ARIMA Tabanli Modeller

ARMA veya ARIMA, diger adiyla Box-Jenkins metodu kullanilan bu ¢alisma kapsaminda incelenen
calismalardan ilk olarak Mondal ve arkadaslari tarafindan hazirlanan ¢alismada, ARIMA modelinin hisse senedi
verileri tlizerinde performansinin etkisi 6l¢iilmistiir [53].Calismada 56 adet farkli sektorlerde bulunan(9 farkli
sektor) firmalarin hisse senetleri iizerinde farkli ARIMA modelleri uygulanmis ve performans kriteri olarak AIC
ve AICc kullanilmistir. AIC, “Akaike Information Criterion”’nin kisaltma kullanimidir. Bu zaman serileri ile
modelin {irettigi zaman serisinin uyumunu 6lgen bir performans 6lgme yontemidir. AICc “Akaike Information
Criterioncorrected”’m kisaltma kullanimidir. ”’c¢” harfi degerin kii¢iik 6rnek boyutlari igin diizeltilmis AIC
testinden hesaplandigini gosterir. AIC veya AlCc igin diisiik degerler gelmesi modelin iyi uyum sagladigini
gosterir. En iyi uyum saglayan model secilip MAE ile modelin basarimi 6,12,18 ve 23 aylik periyotlarda
Olciilmiistiir. 9 farkli sektdr ve 56 farkli hisse senedi iizerinde model bagarimlarinin performansi sektorel bazda
incelenmis ve otomobil, celik ve bankacilik sektdrlerinde standart sapmanin yiiksek oldugu goriilerek bu
sektorlerde verinin yayildigi ve bazi hisse verilerinde iyi sonu¢ vermedigi goriilmiistiir. IT sektoriinde standart
sapmanin ¢ok yiiksek veya ¢ok diisiik olmadig1 ve bu sebeple %90 lizeri basarima ulastigi gdzlemlenmistir.

ARIMA,LSTM ve GRU ile gelistirilen modellerin karsilagtirildigi ¢aligmada Bitcoin fiyatlart zaman
serisi verisi kullanilmustir [54]. 1647 satirdan olusan veri seti 70:30 olarak boliinerek egitim ve test veri seti
olusturulmus, 6zellikler arasinda korelasyon ¢oziilmeye calisilmis ancak sadece kapanis fiyatlar1 kullanilarak
model olusturulmustur.  %2,76 ve 302,53 MAPE (Mean absolute persentage error) ve RMSE
(rootmeansquarederror) degerleri ile en iyi modelin ARIMA oldugu goriilmiistiir.

B. Ustel Yumusatma Tabanl Modeller

Ustel Yumusatma ydntemi ve tiirevleri kullanilan modeller yine sik kullanilan modellerdir ve literatiirde
stk karsilagilir.

Lai ve arkadaglarna[55] ait ¢calismada istel yumusatma ve yapay sinir aglar1 modelleri kullanilarak bir
hibrit model olusturulmus ve finansal zaman serisi tahmini i¢in 6nerilmistir. Caliymada geri yayiliml1 yapay sinir
ag1 ve iistel yumugatma teknigi kullanan iki ayri model daha ayni veri iizerinde kullanilmugtir. iki ayri modelin
irettigi tahminler sinerji yakalayarak hibrit bir model olusturmustur. Burada {istel yumusatma modelinin zaman
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serilerindeki dogrusal karakteristigi, yapay sinir aginin ise dogrusal olmayan karakteristigini yakalayabilme
yeteneginden faydalanilmis ve iki model birlestirilerek iki farkli karakteristik i¢in tek model ¢oziimii getirmeye
caligilmigtir. Veri olarak 1 Ocak 2000- 31 Aralik 2002 periyodundaki USD/EUR ve JPY/USD kur verileri
kullanilmustir.1 Ocak 2000- 31 Eyliil 2002°ye kadar egitim verisi olarak kullanilmis ve sonraki ii¢ ay bu modellerle
tahmin edilmistir. RMSE ve S istatistiksel olarak dogrulanma yontemleri kullanilmis ve hibrit model iki veri
iizerinde de RMSE 6lgiitiinde 0,0035ve ile diger modellerden daha basarili sonug vermistir. Ayrica Ds gore de en
yiikksek yiizde degerine yine hibrit model ulagsmuistir. Ciinkii iki ayri1 modelin basarili bir sinerjisini
yakalayabilmistir.

C. Yapay Sinir Ag1 Tabanli Modeller

Yapay sinir aglart bircok amagla kullamlan geleneksel-koklii yapay zekd ve makine 6grenmesi
metotlarindan biridir ve metodun basarisi hala siklikla tercih edilmesinin en bilyiik sebeplerindendir. Bu kapsamda
Yapay sinir aglari kullanilan modeller veya yapay sinir ag1 ile hibrit kullanilan diger modellere literatiirde olduk¢a
stk karsilastigimizi sdyleyebiliriz. Hibrit kullanim model basarina ¢ogu zaman olumlu yonde etmektedir ve
ozellikle farkli verilere uyum saglama konusunda oldukga basarili istatistikler vermektedir. Ornegin Khashei ve
arkadaslarinin calismasinda farkli tipte zaman serisi verileri iizerinde ayni model uygulanmis ve model uyumu
konusunda hibrit olmayan modellere daha iyi oldugu goriilmiistiir[56]. Calismada giines 15181 verisi, Kanada
vagaklar1 sayisinin yillar icinde degisimi ve sterlin-dolar fiyat degisimi zaman serisi verileri arasindaki iliski
ARIMA, ANN (Artificial Neural Network) ve ARIMA-ANN hibrit modeli kullanilarak tahmin edilmisidir. Her
veri igin ¢alismada Onerilen model diger modeller ve Zhang’inhibrit modelinden[57] daha iyi performans
gosterdigi sonucuna varilmistir. Hibrit bir model olan Zhang’in modeli de sadece ARIMA ve ANN modellerinden
daha diisiik hata oranina ve daha iyi uyuma sahiptir.

Bagka bir ¢alismada Babu ve arkadaslar1 zaman serisi tahmini i¢in yine ARIMA-ANN hibrit bir model
kullanmustir[58]. Bu ¢alismada onceki ¢alismada kullanilan “sunspotdataset”, elektrik fiyat1 zaman serisi verileri
ve L&T ye ait hisse senedi fiyat verileri ile 4 farkli model denenmistir. Bu denemeler sonucunda ARIMA ve ANN
modellerinin tek baslarina zaman serisi tahminleme konusunda yetersiz oldugu, fakat hibrit modeller
gelistirildiginde her iki yontemin yetersiz kaldig: veri tiplerinde basarili olduklar tespit edilmistir. Babu ve Reddy
calisma sonunda cesitli uygulamalardan kaynaklanan zaman serisi verileri genel olarak hem dogrusal hem de
dogrusal olmayan varyasyonlar1 i¢erdigi, dogrusal ARIMA modelleri ve dogrusal olmayan YSA modelleri, bu tiir
verileri tek tek dogru sekilde modelleyemeyecegi. ARIMA ve ANN modellerinin gii¢lii yanlarini birlestiren hibrit
modeller, her iki model tiiriiniin avantajlarindan ayni1 anda yararlanabildikleri i¢in, bireysel model tiirlerinden daha
iyi oldugu ¢ikarimini yapmustir. Bu ¢alismada, ARIMA dizilerinin istatistiksel 6zelliklerine dayali olarak yeni bir
hibrit ARIMA-ANN tabanli tahmin modeli 6nerilmektedir. Onerilen model, verilen zaman serisini iki veri
kiimesine ayrigtirmak i¢in bir MA filtresi kullanir. Daha sonra yazarlar bu ayristirmalara uygun olarak ARIMA ve
ANN modellerini uygulamistir. Hibrit modelden alinan tahminler, iki ayrt modelden tahminlerin birlestirilmesi ile
elde edilir. Bu hibrit model hem bir adim ileri hem de ¢ok adim ileri tahmin yetenegine sahiptir. Onerilen model,
zaman serisi verilerine ve giines lekesi verileri, elektrik fiyat verileri ve finansal veriler olmak tizere farkli tiirden
iic mevcut veri kiimesi iizerinde test edilmistir. Hem tek adimli hem de ¢ok adimli tahmin i¢in, dnerilen hibrit
model, MAE ve MSE agisindan ARIMA ve ANN modelleri ve bazi mevcut hibrit ARIMA-ANN modelleri gibi
diger birkag modelden daha yiiksek tahmin dogruluguna sahiptir. Bu durumda ANN-ARIMA hibrit modelinin
basit ve kolay uygulanabilen basarili bir model oldugu goriilmiistiir. Bu iki ¢aligma hibrit modellerin ARIMA ve
ANN modellerinin avantajli 6zelliklerini birlestirdigini gostermektedir.

Adhikari ve arkadaslarina ait calismada RandomWalk (RW), ileri beslemeli yapay sinir ag1, elman ag1 ve
RW-ANN hibrit modelleri kullamilarak Biiyiik Britanya Pound ve Hindistan Rupi ’si (GBP-INR) parite degisim
orani, S&P endesk verisi ve IBM ‘e ait hisse senedi verileri {izerinde tahmin ¢alismasi yapilmustir [59]. Calismada
Randomwalk ve ANN algoritmalarinin dezavantajlarini ortadan kaldirarak lineer ve lineer olmayan zaman serileri
icin etkili bir sekilde modelleme yapabilecek hibrit bir model olusturulmustur. Uygulama sonunda MAE, MSE
ve simetrik MAPE ile degerlendirilen modellerden hibrit modelin diger modellerden daha etkili oldugu
goriilmiistiir.

D. RNN-LSTM Tabanli Modeller

Onceki béliimde bahsedilen yinelemeli sinir aglar1 ve LSTM bir hafizaya sahip olmasi sayesinde zaman
serisi tahminleme metotlar1 arasinda en iyilerinden biridir. Literatiirde yapilan ¢alismalardan Sima ve Akbar’a ait
calisgmada LSTM metodu kullamilmis ve yiiksek basarim oranlar1 saglanmigtir[60]. LSTM’ deki hata oranindaki
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azalma miktarlarinin %84-87 arasinda oldugudur. Ayrica, calismadan elde edilen diger bir sonug¢ goére derin
o6grenmede “epoch” olarak bilinen egitim zamanlarinin sayisinin, egitilen tahmin modelinin performansi {izerinde
higbir etkisi olmadigi ve gergekten rastgele bir davranis sergiledigidir[60].

Bir finansal zaman serisi ¢aligmasi olmasa bile Sagher ve Kotb’a ait petrol iiretim verilerinin incelendigi
“Time series forecasting of petroleum production using deep LSTM recurrentnetworks” isimli ¢aligma kullandig
yontemler ve veri kullanim yontemi agisindan oldukea dikkat ¢ekiciydi ve bu ¢alisma i¢inde incelenmesi gereken
bir ¢alisma oldugunu diisiindiik [61]. Calismada iki senaryo, iki veri seti ve ¢ok sayida yapay zekd metodu
kullanilmistir. Caligmada Cin Huabei Petrol sahast Blok-1 ‘den toplanan 227 birim veriden olusuyor. Bu
verilerin %801 egitim veri seti ve %20’si test veri seti olarak kullanilmigtir. Bu senaryoda Derin LSTM modelinin
statik ve dinamik olarak iki senaryo ile, single-RNN, multi-RNN ve Derin GRU modelleri kullanilmstir.

Fang ve arkadaslarina ait [62] bir diger ¢alismada Morgan Tayvan endeks verileri kullanilmistir.
Calismada Facebook prophet algoritmas: ve LSTM modelleri birlestirilip bir yapay sinir ag1 modeli 6nerilmistir.
Kullanilan veriler 2014 ve 2018 arasinda paylasilan MSF verileri olup “Taiwan Economics News Database
TEJ” *den toplanmustir. {1k 5 y1l egitim verisi olarak kullanip 60 giinliik trend tahmini yapilmis ve RMSE’ye gére
model performans: degerlendirilmistir. Sonug olarak birlestirilmis yapay sinir ag1 modelinde 0,04464 RMSE
degerine ulasilabilmistir.

E. CNN Tabanli Modeller

Evrisimli sinir ag1 kullanilan modellerden biri olan Livieris ve arkadaglarina ait ¢galismada LSTM-CNN
hibrit modeli altin fiyatlar1 zaman serisi izerinde kullanilmigtir [63]. Yazarlar bu ¢alismada CNN’in yararh bilgiyi
¢ikarma yeteneginden ve LSTM agmin uzun ve kisa donem etkinlikleri LSTM katmanlariyla tanimlayabilme
yeteneginden yararlanmislardir. Son durumda hibrit modelin sadece LSTM kullanilan modellerden daha iyi bir
performans sergiledigi sonucu elde edilmistir. Calismada yazarlar kisa ve uzun vadeli bagimliliklarin
belirlenmesinin zaman serisi dogru tahmin saglayacagi ¢ikariminda bulunmuslardir.

Li[64]ye ait ¢alismada kullanilan “Shanghai Stock Exchange Index (Shanghai Stock Exchange Index)”
ve “Shenzhen Stock Exchange Index (Shenzhen Component Index)” iizerinde yatirimeilar icin CNN ile kisa vadeli
bir model olusturulmustur. Kullanilan veri seti boliinerek 3 farkli boyutta veri seti olusturulmustur. Onceki
caligmalarda “radial bases function tabanli yapay sinir agi” ve “Kalman filtered neural network” ile CNN
arasindaki hata orani bir grafik ile ortaya konmus ve CNN’in iistiinliigli goriilmektedir. Makalede zaman serisi
temel alan modellerin yatirimer duyarliligini dikkate almadig i¢in bir evrigimli sinir aglar1 ve ag giivenlik modeli
olusturulmustur. Cesitli giin araliklarina ve ardisik giinlere gore model performansi degerlendirilmistir. Caligma
sonucunda alinan sonuglara gére zaman serisi modeline bagl olarak olusturulan derin duygusal bilgileri temel
duygusal 6zelliklerle degistirmek i¢gin CNN kullanilmasi dnerilmektedir.

Selvin ve arkadaglarina ait ¢aligmada LSTM,RNN,CNN-sliding window (kayan pencere yaklagimi)ile
ilag sektoriinde faaliyet gosteren {i¢ firmaya ait hisse senedi verilerini tahminlemek {izere sadece bir tanesi egitim
veri seti olarak kullanilarak bir tahmin modeli gelistirilmistir[12]. Egitim veri seti 1 Haziran 2014’ten 14 Ekim
2014’e kadar olan sadece INFOSY'S hisse senedi verilerini igerirken test veri seti ise 16 Ekim 2014’ten 28 Kasim
2014 ‘e kadar olan INFOSYS, TSC ve CIPLA hisse senedi fiyatlarini igermektedir. Veri setleri {izerinde
normalizasyon islemi yapilmis ve ARIMA ve diger modellerin hata yiizdeleri arasinda karsilastirma yapilmistir.
CNN ile kurulan modelin sirasiyla 2,36, 8,96 ve 3,63’likk hata yiizdeleri verdigi goriilmiistiir. Burada en diisiik
hata orani egitim veri seti olarak kullanilan sirketin hisse senedi verilerine aittir fakat diger veriler ile de oldukga
iyi performans gosterdigi soylenebilir. Calismada derin sinir ag1 mimarilerinin gizli dinamikleri yakalayabildigi
ve tahminlerde bulunabildigi goriilmektedir. Bu, Onerilen sistemin verilerdeki bazi karsilikli iliskileri
tanimlayabildigini gdstermektedir. Ayrica, CNN mimarisinin trendlerdeki degisiklikleri belirleyebildigi ¢ikarim
yapilmustir. Onerilen metodoloji igin CNN en iyi model olarak belirlenmistir. Tahmin igin belirli bir anda verilen
bilgileri kullanir. Yazarlar borsada meydana gelen degisimler her zaman diizenli bir seyir izlemeyebilecegini veya
her zaman ayn1 dongiiyii takip etmeyebilecegini bu sebeple CNN gibi aglarin iliski tespit yeteneginin kullaniminin
daha fazla kazang saglayabilecegi ¢ikarimini1 yapmislardir.

F. Facebook Prophet Algoritmast Tabanl Modeller

Ibrahim ve arkadaslarina [51] ait ¢alismada bitcoin fiyatlar1 iizerinde bir trend tahmini calismasi
yapilmustir. Calismada oldukga 5 dakikalik zaman dilimlerinde veri ¢ekilerek “day-trading” olarak bilinen giin
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icinde yapilan alim satim iglemleri i¢in trend yonii tespit etmek i¢in prophet algoritmasi ile BTC-USD fiyat tahmini
yapilmistir. Prophet, Rastgele Orman, gecikmeli otoregresif rastgele orman, ¢ok katmanli algilayict modelleri
calismada kullanilmistir. 2014°e ve 2017 ye uzanan iki ayr1 borsadan 5 dakikalik tick-data formatinda bitcoin/usd
verileri kullanilmistir. Ayrica Apple, Facebook, Google, Microsoft gibi hisse verileri de yine ayni format ile
toplanmustir. “Naive Guessing” ve “Momentum strategy” iki ayr1 degerlendirme stratejisidir. Cok kullanilan bazi
indikatorler veri iizerinde 6zellik miihendisligi asamasinda kullanimmus ve veri trend yonii ve momentum tahmin
edilebilecek sekilde model girdisi olmak igin hazirlanmistir. Son durumda ¢ok katmanli algilayict en yiiksek
basarim oranini yakalamis ve ikinci sirada prophet algoritmasi basarili sonuglar vermistir.

Yusof ve arkadaglarina ait[65] ¢alismada Standard &Poor’s 500 endeksi (SP500), Dow Jones Endiistriyel
Ortalama endeksi (DJIA), Cin Giivenlik endeksi (CSI300), Kuala Lumpur Kompositendesi (KLCI), Hong Kong
HangSeng 300 endeksi (HS300) ve Nihon Keizai Shinbun endeks (Nikkei) verileri facebook prophet algoritmasi
ile tahmin edilmistir. Sonugcta ortalama mutlak yiizde hatasi en fazla %6’ya ulasabilmis ve verilere iyi uyum
saglayan bir model gelistirilmistir.

Incelenen c¢alismalarda &zet bilgi niteligindeki veriler Tablo 1°de ozetlenmistir. Ozet bilgi olarak
kullanilan yontemlerin hangi yontemlerle beraber veya karsilagtirmali olarak kullanildigina, ¢aligma periyoduna
ve basarim oranlarina yer verildi.

Tablo 1. Facebook Prophet algoritmast ile olusturulan modelleri kullanan ¢aligmalarin 6zeti

Yazarlar Kullamlan Periyot Kullamlan Performans Basarim oram
veriler yontemler Olgiitleri
[53] Hisse senedi Nisan 2012-Subat ARIMA AlCc, ve MAE,std >%90
2014 of acc,paired t-test
[54] Kripto varlik Kasim 2014- Haziran ARIMA, LSTM, MAPE, RMSE %2,76, 302,53
2019 GRU
[55] Forex verileri Ocak 2000 -Aralik ES, BPNN,hibrit RMSE, Dyat RMSE-0,0035
2002 model USD/EUR
RMSE-0,6571
JPY/USD
[56] Forex ve digerleri 1980-1993(forex) ANN, ARIMA, MAE, MSE -
ANN-ARIMA hibrit
model
[58] Hisse senedi 2013- ANN, ARIMA, MAE, MSE -
2013(200giinliik) ANN-ARIMA hibrit
model
[59] Forex, endeks, 2009-11 ve 1980- RandomWalk, MAE, MSE, -
hisse senedi 93,2004-07, 1965- ANN,Elman ANN, SMAPE
2011 Hibrit
[60] Endeks ve 1985-2018 ARIMA, LSTM RMSE %85>ARIMA
ekonomik veriler
[61] Petrol iiretim ARIMA, Derin RMSE, RMSPE, -
verileri LSTM MAPE
[63] Altin fiyati 2014-2018 LSTM-CNN hibrit MAE, RMSE -
ACC, AUC, SEN
SPE
[64] Endeks 2015-2019 CNN AAPE, -
RMSE,Acurracy
[12] Hisse senedi Haziran 2014-Kasim  CNN-slidingwindow, ErrorPersantage 2,36, 8,96,
2014 RNN, LSTM, 3,63(CNN)
ARIMA
[62] Endeks verileri 2014-2018 Prophet, LSTM- RMSE 0.04464(LSTM-
BPNN BPNN)
[65] Endeks verileri - Prophet MAPE %6

V.SONUCLAR VE TARTISMA

Bu ¢alismada bir¢ok zaman serisi tahmin metodu incelenmis ve her birinin kullanildig1 veri {izerinde
goreceli olarak basarili performans sergiledigi goriilmiistiir. Bazi ¢aligmalarda klasik tahmin metotlar1 ve diger
yapay zeka algoritmalari ile veri lizerinde performans karsilastirmas: yapilmistir. Bazi ¢alismalarda ise veriyi
tahminlemedeki hata pay1 lizerinden model degerlendirilmistir. Baz1 ¢alismalarda uzun vadeli veri tahmini igin
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modeller olusturulmus, bazi calismalarda kisa vadeli veya her iki durumu ayni1 anda saglayan hibrit modeller
kullanilmistir.

Calismada veri tiplerinin bagimliliklar1 ve kendilerine has 6zellikleri geregi tahminlemeye uygunlugu
arastirildi. Bunlardan hisse senedi verileri ayni veya farkli borsalar igindeki farkli hisse senetleriyle bagimli
oldugu, bir hisse senedi verisi ile egitilen bir modelin farkli hisse senedi verilerinin fiyatlarini oldukga iyi tahmin
edebildigi goriildii. Veri seti olarak endeksler birden fazla hisse senedini i¢erdigi i¢in hisse senetlerinde oldugu
gibi ani inis ve ¢ikiglara hisse senedi verileri kadar tepki vermezler bu acgidan volatilitesi diisiik olan endeks
verilerinin tahmin edilmesi diger menkul kiymetlere gore daha kolaydir. Forex verileri ¢ok sayida veriye
bagimlilik gosterdigi i¢in oldukga yiiksek volatiliteye sahip olabilir. Ayni sekilde kripto paralara ait verileri de
spekiilatif bir finans araci olarak nitelenebilir. Bu sebeple tahmin modeli olusturmak endeks verilerine gére daha
zordur. Bu agidan endeksler gibi birden ¢ok verinin agirliklandirilmasti ile elde edilen veriler, ayni1 veya farkli
pazarlar i¢indeki hisse senetleri veya Forex piyasasi gibi biiyiik, zamana ve birbirine bagimli hareket eden bir ¢ok
veri, bu iligkileri tespit edebilecek zekaya sahip algoritmalar ile tahminlenebilir. Nitekim incelenen ¢aligmalar da
bunu kanitlar niteliktedir.

Zaman serisi tahminlemede kullanilan metotlar kapsaminda incelenen ve geleneksel bir yontem olan
ARIMA veya diger adiyla Box-Jenkins metodu siklikla kullanilan yontemlerden biridir. incelenen ¢alismalarda
bu metodun basarili oldugu goriilmiistiir. ARIMA duragan olmayan zaman serileri iizerinde ¢alisan kolay anlasilan
bir metot oldugu i¢in geleneksel bir model olmasina kargin ¢alismalarda gérebiliyoruz. Fakat yeni ¢alismalarda
iliski kesfi ozelliginden yararlanmak igin yapay sinir agi tabanli modellerden siklikla yararlanildigini
gorebiliyoruz. Nitekim incelenen g¢alismalar sadece ARIMA ve bir digeri ARIMA ile sinir ag1 modellerin
karsilagtirmasinmi igeriyor. ARIMA standart sapmasi ¢ok yiksek veya diisiik olmayan verilere iyi uyum
saglamistir.Baz1 ¢aligmalarda veriye sinir ag1 tabanli modellerden bile daha iyi uyum saglamistir. Ustel
yumusatma yontemi kullanilan modeller kisa donemde modelin iyi tahminler yapabilecegini ortaya koymustur.
Dolayistyla kisa dénemli ve ¢ok biiyiik diizensiz hareketlerin olmadig1 verilerde bu yontem veya bu yontemle
hibritlenmis bagka bir yontem kullanilabilir. Yapay sinir aglari ve sinir ag1 tabanli algoritmalar ARIMA ve iistel
yumusatma ile hibritlendiginde tek basina kullanildigindan daha iyi performans sergiledigi goriilmiistiir. Ayrica
incelenen calismalarda farkli tipte finansal veriler ile farkli metotlar ve hibrit modeller kullanilmistir. Bunlardan
ARIMA-ANN, ES-BPNN hibrit modeli kisa-orta donem Forex verileri {izerinde basarili olmusgtur. Ayrica ANN
ile Randomwalkhibrit modeli de kendi basina kullanilan yontemlerden daha basarilidir. Buradan ANN diger
modelleri destekleyici niteliktedir. RNN-LSTM veya CNN modelleri ile yapilan ¢alismalarda farkli egitim
verileriyle egitilen modellerin farkli test verilerine uyum saglayabildigi, derin 6grenmenin &zellik ¢ikarimi 6zelligi
sayesinde modelin farkli tipte zaman serisi verileriyle de iyi performans gosterdigi goriilmiistiir. Caligmalardan
birinde finansal veri olmayan petrol iiretim verileri lizerinde bile CNN modelinin basarili oldugu goriildi. Bu
nedenle ¢ok sayida veri seti ile derin 6grenme modelleri kullanildiginda aralarindaki iliskiyi tespit ederek iyi bir
ongorii modeli olusturulabilecegi diisiiniilmektedir. LSTM ve CNN hibrit modelinin hem 6riintii tanima hem de
farkli veriler arasindaki iliskiyi tespit ederek diizensiz sapmalar1 tahmin edebilecegi diisiiniilmektedir. Bu agidan
bu model geleneksel metotlar ile tahmin edilmesi zor olan kisa, orta veya uzun vadeli veriler igin tercih edilebilir.
Incelenen calismalar arasinda Facebook Prophet algoritmasi kullanilan calismalarda tek basina veya baska
modellerle hibrit olarak kullanildiginda hisse senedi, endeks ve kripto para-rezerv para parite tanminlemelerinde
basarili sonuglar verdigi goriilmiistiir. Modeller ¢ok farkli degerlendirme kriterlerine gore degerlendirilmistir fakat
en fazla kullanilan yontemler RMSE ve MSE/MAPE’dir. Uzun vadeli finansal seri tahminlerinde bu metrikler
oldukga biiyiiyebilir. Bu nedenle R2 metrigi kullanilmasi 6nerilebilir

Yapilan bu inceleme ¢aligmasi hangi tip verilerle hangi modellerin kullanilabilecegi hakkinda faydali
bilgiler sunmaktadir. fleride yapilacak ¢alismalarda bu derleme kapsaminda incelenen yontemlerin kullanilmasi
Onerilebilir, bu caligmalar yapilacak olan ¢aligmaya referans olarak kullanilabilir.
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