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Oz: 7 asmmaz degerinin giincel teknolojik yaklasimlarla objektif olarak belirlenmesi, etkin ve siirdiiriilebilir tasinmaz yonetim planlamast
kapsaminda onemli bir role sahiptir. Toplu tasinmaz degerleme, tasinmazlarin tekil olarak degerlendirilmesi yerine zaman ve maliyet
anlaminda kayplarum azaltarak ¢ok sayida tasinmazi eg zamanly olarak degerlendirerek deger tespitlerinin yapilmasi islemidir. Toplu
tasinmaz degerlemede objektif, dogru ve hizli sonuglar elde i¢in gelismis tahmin yaklasimlari olarak bilinen makine 6grenme tekniklerinin
kullanimina basvurulmaktadir. Bu yontemlerle gelistirilen modeller hem yiiksek performans hem de degerleme siirecinde objektiflik
saglamaktadir. Ayrica bu yontemler ile degeri etkileyen kriterlerin ve kriterlerin nem diizeylerinin biitiinciil bi¢imde degerlendirilmesi
miimkiin olmaktadir. Bu ¢alismada Coklu Dogrusal Regresyon (CDR), Genellestirilmis Dogrusal Model (GDM), Destek Vektor Makineleri
(DVM), Karar Agaglari (KA) ve Rastgele Orman (RO) algoritmalar: kullanilarak toplu tasinmaz degerlemedeki model basarilar:
irdelenmigtir. Veri setleri Konumsal (K), Konumsal Olmayan (KO) ve Konumsal ve Konumsal Olmayan (KKO) olarak 3 gruba ayrilarak
modelleme i¢in ayrt ayri uygulanmigtir. Model performans élgiitleri olarak Ortalama Mutlak Hata (Mean Absolute Error, MAE), Karesel
Ortalama Hata (Root Mean Squared Error, RMSE), Ortalama Karesel Hata (Mean Squared Error, MSE) ve R? hesaplanmistir. Uygulama
alani olarak secilen Istanbul ili Pendik ilcesi i¢in ornek tagimmaz satis degerlerini temsil eden 1475 Grnekleme noktast kullanilarak, 3 farkl
veri seti (K, KO, KKO) ve farkli metotlar ile kurulan modellerin performanslari irdelenmistir. Buna gére en yiiksek dogruluktaki yontemin
RO, en disiik dogruluktaki yontemlerin ise KA ve GDM oldugu gérilmiistiir. Farkli veri setlerinin model dogruluguna etkileri
irdelendiginde tek basina K veri seti ile KKO veri setinin kullanumi arasinda biiyiik bir fark goriilmemistir.

Anahtar Sozciikler: Toplu tasinmaz degerleme, Makine 6grenme algoritmalari, Kriter analizi, Model tahmin dogrulugu

Using machine learning algorithms in mass valuation and comparing the effects of geographical/non-
geographical features on prediction accuracy

Abstract: The objective determination of real estate values with current technological approaches has an important role in effective and
sustainable real estate management plans. Mass appraisal is the process of valuing a large number of real estate simultaneously instead
of evaluating the real estate individually for reducing the loss in terms of time and cost. Machine learning methods, known as advanced
estimation approaches, are used to obtain more objective, accurate and fast results in mass valuation processes. In addition, besides
sufficient objectivity and accuracy in value determination, these methods can evaluate the relations between the value and the criteria
affecting the value holistically. In this context, model successes in mass valuation were examined using Multiple Linear Regression (MLR),
Generalized Linear Model (GLM), Support Vector Machines (SVM), Decision Trees (DT) and Random Forest (RF) algorithms. The
datasets were divided into 3 groups as Geographic (G), Non-Geographic (NG) and Geographic + Non-Geographic (GNG) and applied
separately for modeling with different methods. Mean Absolute Error (MAE), Root Mean Squared Error (RMSE), Mean Squared Error
(MSE) and R? were calculated for determining the model measures. Pendik district of Istanbul province was chosen as the application
area. By applying different methods with 1475 sampling points representing the real estate sales values for the application area, the
performances of the models established were examined with 3 different data sets (G, NG, GNG). Accordingly, RF is the method that gives
the highest accuracy while DT and GLM were found as the methods with the lowest accuracy. When the effects of different datasets on the
model accuracy were examined, big difference was not observed between the use of the G and the GNG datasets.
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MToplu tasinmaz degerlemede makine 6grenme algoritmalarinin kullanimi ve ...

1. Giris

Siirdiiriilebilir kalkinma ve gelisimin saglanmasinda, akilli sehirlesme faaliyetleri ile tasinmaz ve iligkili tiim bilginin etkin
sekilde yonetimi oldukg¢a dnemlidir. Taginmaz mal degerlemesi, akilli sehirler kapsaminda planli sehirlesmenin yiirtitiilmesi,
yerlesme bolgelerinin se¢imi, bu bolgeler arasinda baglanti giderlerinin karsilastirilmasi, imar planlarinin ekonomik olarak
degerlendirilebilmesi, yapi iyilestirilmesi, arsa ve arazi diizenlemesi agisindan biiyiik 6nem tasimaktadir (Karapinar vd.,
2008). Tagmmmaz degeri i¢in standartlagmis bir yaklasim bulunmamakla birlikte, kullanma amaci, piyasa kosullari, faiz ve
beklenen yarar gibi faktdrlerle degerlendirilerek goreceli bir yaklasim uygulanabilir. 35 nolu Sermaye Piyasast Mevzuati’na
gore taginmaz degerleme bir taginmazin, taginmaz projesinin veya bir tasinmaza bagl hak ve faydalarin, belli bir tarihteki
muhtemel degerinin bagimsiz ve tarafsiz olarak takdirini ifade eder (Resmi Gazete, 2001). Degerlemeye konu olan taginmaza
iligkin nitelik, fayda, ¢evre, kullanim kosullar1 gibi faktorler degerlendirilerek s6z konusu tagimmazin degeri tespit edilir.
Vergilendirme, kamulastirma, ozellestirme, devletlestirme, sigortacilik ve bankacilik gibi uygulamalarda aktif olarak
kullanilmakta olan taginmaz degerlemesi, iilkemizde ve diinyada son zamanlarda ciddi bir 6nem arz etmeye baslamigtir

(Bovkir & Aydinoglu, 2018; Demetriou, 2016; Giines & Yildiz, 2015, 2016; Yalpir, 2007).

Tasinmaz degerinin saptanmasi i¢in matematiksel olarak objektif ve standartlagmis bir teknik olmadigindan deger; kullanma
amaci, piyasa kosullari, faiz ve beklenen yarar gibi faktorlerle degerlendirilerek olusturulur (Aydinoglu, Colkesen, Senbil,
Bovkir, & Yomralioglu, 2020; Giingor, 1999; Karapar vd., 2008; Sisman, 2021; Yalpir, 2007). S6z konusu nedenlerden
otiirii deger goreceli bir kavramdir. Degerlemeye konu toprak ise iistiindeki tasinmaz (bina) ve topragin konumu ile degisen
imar kosullart; eger degerleme konusu bina ise kurulu oldugu topragin durumu ile binanin 6zellikleri bu degerde rol
oynamaktadir (Arslan, 1997). Tagsinmazlarin degerlemesi i¢in birgok yontem kullanilsa da karsilagtirma (emsal), gelir ve
maliyet yontemleri en ¢ok bilinen ve kullanilan yontemlerdir. Bu yontemlerin disinda stokastik yontemler olarak adlandirilan
ve genel anlamda olasilik ve istatistiksel yontemlere dayanan nominal degerlendirme yontemi, yapay zekd ve makine
ogrenme tekniklerine dayanan bulanik mantik, yapay sinir aglari, karar agaglari (KA) ve rastgele orman (RO) gibi gelismis
tahmin yontemleri de kullanilabilmektedir (Aydinoglu vd., 2020; Candas, 2012; Sisman, 2021; Unel & Yalpir, 2019; Yalpr,
2007).

Toplu degerleme, birden fazla tasinmazin grup halinde es zamanli olarak istatistiksel yontemler ve testler kullanilarak
degerleme siireci olarak tanimlanabilir (IAAQO, 2013). Taginmazlarin toplu olarak hizli, objektif ve dogru olarak degerlemesi,
kentsel doniisiim, vergilendirme, kamulagtirma, imar uygulamalari, kredilendirme, sigortacilik ve arazi kullanim planlama
gibi birgok uygulama igin olduk¢a 6nem arz etmektedir (Aydinoglu vd., 2020; Dawidowicz & Zrébek, 2017). Bu nedenle
toplu tasinmaz degerlemede ileri istatistiksel yontemler ve makine 6grenmesi yontemleri kullanilarak tagimmazlara ait tim
bilgiler, daha dogru ve seffaf sonuclar elde etmek igin biitiinlesik olarak hizli bir sekilde analiz edilip yorumlanabilir (Giines
& Yildiz, 2015; Hong, Choi, & Kim, 2020). Toplu tasinmaz degerleme konusunun éneminin artmasi ile Tapu ve Kadastro
Genel Miidirliigli (TKGM), Tapu ve Kadastro Modernizasyonu Projesi kapsaminda Diinya Bankasi’nin (World Bank)
destegi ile pilot projeler baslatmistir (Giines & Yildiz, 2015, 2016). 2018 yilinda TKGM biinyesinde Taginmaz Degerleme
Dairesi Bagkanligi, tasinmaz degerleme isinin iilke genelinde standartlastirilmas: ve ulusal deger veri tabani olusturulmasi
kapsaminda “Toplu Degerleme Sistemi” kurularak degerlemeye ait bilgi ve islemleri tek bir merkezden ydnetmeyi

amaglamistir (Resmi Gazete, 2018).

Degerleme siirecinde taginmazin fiziksel ve yasal 6zelliklerinin yani sira, bulundugu b6lgenin egimi ve bakisi gibi topografik
ozellikleri, cazibe merkezlerine ve kamu hizmeti alinabilecek merkezlere olan mesafeleri, tasinmazin bulundugu ¢evredeki

niifus yogunlugu ve mevcut sosyo-Kkiiltiirel yapilar bir arada analiz edilip degerlendirilerek deger tespitinin yapilmasi bityiik
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6nem arz etmektedir (Kara, van Oosterom, Cagdas, Isikdag, & Lemmen, 2020; Sisman, 2021; The Apppraisal Institute, 2001;
Yazici, 1997). Bu kapsamda ele alindiginda tasinmaz degerleme isleminin basarisi, s6z konusu faktorlerin objektif bir sekilde
degerlendirilmesi ile dogrudan iligkilidir. Bu amaca yonelik olarak geleneksel degerlendirme yaklagimlari (6rnegin, emsal
yontemi, gelir yontemi ve maliyet yontemi) yerine son yillarda gelismis tahmin yaklagimlar1 olarak bilinen ve makine
Ogrenmesi esasina dayanan destek vektor makineleri (DVM), KA, hibrit siniflandirma modelleri (6rnegin, fonksiyonel model
agaclar ve lojistik model agaclar) ve toplu 6grenme algoritmalar1 (6rnegin, RO ve rotasyon orman) kullanilmaktadir
(Aydmoglu vd., 2020; Ceh, Kilibarda, Lisec, & Bajat, 2018; Dimopoulos & Moulas, 2016; Manasa, Gupta, & Narahari, 2020;
Mayer, Bourassa, Hoesli, & Scognamiglio, 2019; Wang X., Wen, Zhang, & Wang Y., 2014; Yalpir, 2018). Bu algoritmalarin
genel caligma prensibi, bilinen 6rnek veriler ile karmasik veri setlerinin modellenerek tahmin modeli olusturularak
tahminlerin yapilmasidir. Ozellikle toplu tasinmaz degerlemesinde birden fazla taginmazin grup halinde es zamanl olarak
irdelenmesi igin ileri istatistiksel ve makine 6grenmesi yontemleri kullanarak taginmazlara ait tiim bilgiler daha dogru ve

seffaf sonuglarla elde edilebilir.

Bu calismada, toplu taginmaz degerlemede farkli makine dgrenme algoritmalarmin kullanimi ve tahmin dogruluklarimin
incelenerek uygulamalara entegre edilebilir en basarili yontemin belirlenmesi amaglanmaktadir. Ayrica tasinmaz deger
tespitinde konumsal ve konumsal olmayan 6zniteliklerin tahmin dogruluguna olan etkileri de analiz edilecektir. Bu kapsamda
ikinci béliimde ¢aligmada kullanilacak tasmmaz deger kriterleri ve makine dgrenme algoritmalar1 agiklanmistir. Ugiincii
boliimde galisma alani ve veri setleri, performans ve dogruluk oSlgiitleri agiklanarak 5 farkli makine 6grenmesi algoritma

modeline ait hata 6lgiitleri listelenmistir. Son béliimde ise bulgular ve degerlendirmelere yer verilmistir.

2. Yontem
2.1 Tasinmaz Kriterlerinin Belirlenmesi

Basarili bir toplu tasinmaz degerleme islemi i¢in degere etki eden tiim yasal ve tematik faktorlerin belirlenmesi ve degerleme
siirecine dahil edilmesi gerekmektedir. Bir tagmmmazin degeri yerel veya iilke diizeyinde yasal faktdrlerden, fiziksel
faktorlerden, ekonomik ve sosyal faktorlerden etkilenebilmektedir (Candas, 2012). Bu kapsamda taginmaz degerine etki eden
en 6nemli ve uygulamalarda en sik kullanilan faktorleri belirlemek amaciyla konu ile ilgili yayinlanmig ulusal ve uluslararasi
standart dokiimanlari olan Avrupa Degerleme Standartlart (TEGOVA, 2016), Uluslararast Degerleme Standartlar1 (1\V/SC,
2020), Tasinmaz Degerleme — Evrensel Standartlar1 (RICS, 2017), Toplu Degerleme Standardi (IAAO, 2013), Tirkiye
Degerleme Standardi (TDUB, 2017) ve konu ile ilgili mevzuat (SPK, 2006; TKGM, 2011) ile birlikte yaymlanmig akademik
caligmalar ve projeler incelenmistir (Antipov & Pokryshevskaya, 2012; Candas, 2012; Chen, Ong, Zheng, & Hsu, 2017;
Dimopoulos & Bakas, 2019; Unel & Yalpir, 2019; Yalpir & Biinyan Unel, 2016; Yilmazer & Kocaman, 2020; Yomralioglu,
1993). Literatlir aragtirmasina gore erigilebilir veriler dikkate alinarak belirlenen kriterler Tablo 1°de gruplanarak

listelenmistir.
2.2 lleri istatistik ve Makine Ogrenme Algoritmalari ile Taginmaz Degerlemesi

Toplu taginmaz degerlemesi kapsaminda literatiir incelendiginde degerlemede birgok istatistik tabanli yontemler ve makine
ogrenmesi tekniginin kullanildig1 goriilmektedir. Bunlar arasinda, Coklu Dogrusal Regresyon (CDR) analizleri (Bozic,
Miliéevié, Peji¢, & Marosan, 2013; Giines & Yildiz, 2015; Sisman, Akar, & Yalpir, 2021; Yalpir & Ozkan, 2008; Yalpir,
Durduran, Biinyan Unel, & Yolcu, 2014; Yalpir, Sisman, Akar, & Biinyan Unel, 2021), DVM (Bulut Nas, 2011; Kontrimas
& Verikas, 2011), KA (Reyes-Bueno, Garcia-Samaniego, & Sanchez-Rodriguez, 2018) ve RO (Aydinoglu, Bovkir, &
Colkesen, 2021; Lasota, fuczak, Niemczyk, Olszewski, & Trawinski, 2013, Sisman, 2021) algoritmalarinin regresyon

analizlerinde siklikla kullanildig1 goriilmektedir. Bu kapsamda calismada CDR, Genellestirilmis Dogrusal Model (GDM),
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DVM, KA ve RO algoritmalari kullanilarak toplu tasinmaz degerlemedeki model basarilari irdelenmistir.

Tablo 1: Tasinmaz deger kriterleri

Parsel Ozellikleri Cevresel Ozellikler Bagimsiz Boliim Ozellikleri
eAlan e Kamu Hizmetlerine (egitim, saglik, resmi ve e Yasam Alani
e Pozisyon (Kose, Orta, On) idari tesisler vb.) Mesafeler eYapim Y1ili
e imar Durumu eilgi Noktalarina (AVM, cars1, kiiltiir ve spor eKat Sayis1
ePlanlama tesisleri vb.) Mesafeler ¢Oda Sayist
e Yasal Hak/ Kisitlama/ o Zararli Alanlara (sanayi, aritma, atik, akaryakit  e[sitma Sistemi
Sorumluluklar tesisleri vb.) Mesafeler e Kullanim Tiirii
e Miilkiyet Durumu *Yesil Alanlara Mesafeler e Yap1 Tiirii/Malzemesi
e Topografik Ozellikler o Ulagim/Toplu Tagima [mkanlari eMevcut Araglar (balkon, asansor,
e \ergi © Sosyo-Ekonomik (niifus yogunlugu, egitim garaj, havuz vb.)

durumu, gelir vb.) Ozellikler eManzara

o Glrilti Durumu

2.2.1 Goklu Dogrusal Regresyon

Bir hedef degiskenle o degiskeni tanimlayan diger degiskenler arasindaki iliskinin modellenmesi, tiim istatistiksel teknikler
icerisinde kullanilan en yaygin tekniktir. Regresyon analizi genel olarak, bagimsiz degisken veya degiskenler (x) ile bagimli
degisken (y) arasindaki iliskinin matematiksel bir fonksiyonu seklinde tanimlanmaktadir. Regresyon modeli, kullaniciya
bagimli degisken ve bu degiskeni aciklayan bagimsiz degiskenlerden hangisinin hedef degisken iizerinde bir etkiye sahip
oldugunu belirlemesine izin veren fonksiyonel bir iliski kurmaktadir (Ott & Longnecker, 2010). Diger bir ifadeyle, regresyon
analizine konu olan bagimsiz degiskenlerin bagimli degisken ile birlikte ele alindig1 model olarak ifade edilebilir. CDR analizi
iki ya da daha fazla sayidaki bagimsiz degisken ile bagimli degiskenin varyansinin agiklanmasini esas alan istatistiksel bir

yontemdir. Matematiksel olarak CDR denklemi asagida verilen Esitlik 1 ile ifade edilebilir.

Y =PBo+ Bixy+ Baxs + o+ Prxy + € 1)

Bu esitlikte, n bagimsiz degisken sayisini, y bagiml degiskeni, 5, sabit degeri, x bagimsiz degiskeni, ; bagimsiz

degiskenlerin regresyon katsayilarini ve € regresyon modelindeki hata varyansini ifade etmektedir.
2.2.2 Genellestirilmis Dogrusal Modeller

GDM klasik dogrusal regresyon modelinin gelismis bir hali olarak ifade edilebilir. Klasik dogrusal regresyon modeli, bagimli
degiskenin bagimsiz degiskenlerin dogrusal bir fonksiyonu oldugunu ve bagimli degiskenin siirekli ve sabit varyansa sahip
normal dagilimda oldugu kabuliine dayanmaktadir (Dobson & Barnett, 2008). Ancak uygulamalarin birgogunda bagimli
degiskenler normal dagilimda olmayip, varyanslar1 da degiskenlik gosterebilmektedir. Bu problemin {istesinden gelebilmek
icin Nelder ve Wedderburn (1972), bagimli degiskenlerin normal dagilimda olmadigi regresyon modelleri i¢in GDM’yi
ortaya atmislardir. GDM, lojistik ve poisson regresyon modelleri kullanildiginda, olasilik dagilimi ile ortalama ve varyans
arasindaki iligkiyi ve regresyon parametrelerinin tahmin edilmesini esas almaktadir (Dobson & Barnett, 2008). GDM, bir
bagimli degiskenin kosullu ortalamasinin bir fonksiyonunu, bir bagimsiz degiskenler dizisinin dogrusal bir fonksiyonu olarak
tahmin etmeyi icerir. Bu nedenle genellestirilmis modeller bagimli degiskenin ortalamasinin regresyon parametrelerinin
dogrusal olmayan bir fonksiyonu oldugu ve normal dagilim gdstermedigi veri setleri ile ¢alisilmasina imkan saglamaktadir.

[liski fonksiyonu ve hata dagilimi, GDM ile regresyon modeli olusumunda iki temel bilesendir. iliski fonksiyonu, bagimli
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degiskenin ortalamasini regresyon parametrelerinin dogrusal bir fonksiyonu olacak sekilde doniisiimiine imkan
saglamaktadir. Diger taraftan, hata dagilimi bagimli degiskenin varyansiin kendi ortalamasiin bir fonksiyonu olmasim

saglar.

2.2.3 Destek Vektor Makineleri

DVM algoritmasi, istatistiksel 6grenme teorisine dayali bir kontrollii siniflandirma ve regresyon algoritmasidir (Boser,
Guyon, & Vapnik, 1992; Cortes & Vapnik, 1995; Vapnik, 1982). DVM’nin sahip oldugu matematiksel algoritmalar
baslangigta iki sinifli dogrusal verilerin siniflandirilmasi problemi i¢in tasarlanmig daha sonra kullanilan algoritmalar
dogrusal olmayan verilerin ve ¢ok sinifli verilerin siiflandirilmast problemlerinin ¢6ziimii i¢in genellestirilmistir. Veri
setindeki benzer ozellikteki 6rnekler sonsuz sayida diizlem ile birbirinden ayrilabilir. DVM’deki amag ise Sekil la’da
gosterildigi gibi veri kiimelerini ayiran diizlemlerden Esitlik 2’deki formiilii kullanarak maksimum sinira sahip olan hiper

diizlemi bulmaktir.

fG) =(w,x)+b 2

Esitlik 2’de x € RN olup N-boyutlu bir uzayi, w agirlik vektdriinii (hiper diizlemin normali) ve b egilim degerini
gostermektedir (Kavzoglu & Colkesen, 2010; Osuna, Freund, & Girosi, 1997). Veri setinin en u¢ kisminda yer alan ve hiper
diizlemi belirleyen ornekler destek vektorleri olarak adlandirilmaktadir. Destek vektorlerinin belirlenmesi igin karar
sinirlarimin olusturulmasi yeterli oldugundan, veri setindeki 6rnek sayisinin az olmasi durumunda da DVM algoritmasi

basarili sonuglar verebilmektedir.

Giinliik hayatta kullanilan veriler genellikle dogrusal olmadig1 i¢in bu tip verilerde DVM smiflandiricisinin kullanilabilmesi
icin kernel (¢ekirdek) fonksiyonlarina ihtiya¢ duyulmaktadir. Dogrusal 6zellik gostermeyen veriler kernel fonksiyonlari
kullanilarak yiiksek boyutlu 6zellik uzayina doniistiiriiliir (Sekil 1b). Literatiirde kernel fonksiyonu olarak dogrusal (linear),
polinom (polynomial), radyal tabanli (RBF) ve sigmoid kernelleri yaygin sekilde uygulanmaktadir (Kavzoglu & Colkesen,
2010).

Destek Vektorleri

®) @) o \“ Optimum Hiper-Diizlem
y vrh=0 Girdi Uzay Ozellik Uzay!

() (b)

Sekil 1: Destek vektorleri algoritmasinin temel ¢alisma prensibi (a) dogrusal olarak ayrilabilen veri setleri igin hiper-diizlemin belirlenmesi ve (b)

dogrusal olmayan veri setleri igin kernel fonksiyonu ile hiper-diizlemin belirlenmesi (Kavzoglu & Célkesen, 2010)

2.2.4 Karar Agaglar

KA, yaygmn kullanim1 olan siniflandirma ve regresyon algoritmalarindan birisidir. Bu yontemin yaygin olarak kullaniminin
nedeni, agag¢ yapilarinin olusturulmasinda kullanilan kurallarin anlagilabilir ve sade olmasidir. Bir agag yapisi diigiim, dal ve
yaprak olarak adlandirilan i¢ temel kisimdan olusur (Sekil 2). Bu agag yapisinda her bir 6znitelik bir diigiim tarafindan temsil
edilir. Dallar ve yapraklar agac yapisinin diger elemanlaridir. Agagta en son kisim yaprak, en iist kisim kok ve bu kisimlar

arasinda kalan kisimlar ise dal olarak ifade edilir (Quinlan & Cameron-Jones, 1995). Karar agacindaki her bir diigiim sadece
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bir ana diigiime ve iki veya daha fazla alt diiglime sahiptir. Karar agaclari ile siniflandirma problemlerinde veri setine ait sinif
sayisi iki oldugunda ikili siniflandiricilar, sinif sayisi ikiden fazla olmasi durumunda ise ¢oklu siniflandiricilar s6z konusudur.
Coklu smiflandiricilar arasinda CART (Classification and Regression Tree) (Breiman, Friedman, Olshen, & Stone, 1984;
Breiman, 1996, Colkesen & Kavzoglu, 2017) algoritmasi 6rnek olarak verilebilir ve bu algoritma hem siniflandirma hem de

regresyon amacli kullanilabilmektedir.

Kok dagam 4= ()
\

Dal\ \—/\
Ara digam 0-( ‘

Sekil 2: Karar agaci algoritmasinin temel yapisi (Célkesen & Kavzoglu, 2017)

2.2.5 Rastgele Orman

RO algoritmasi, temel siiflandirict olarak egitim asamasinda birden ¢ok karar agacini kullanmakta ve bu yapisiyla karar
ormani olarak tanimlanabilmektedir (Breiman, 2001). Temel ¢alisma prensibi Sekil 3’te ifade edilen RO algoritmast,
ormandaki her bir karar agacinin egitimi i¢in orijinal egitim veri seti igerisinden rastgele alt kiimeler olusturur. S6z konusu
alt kiimelerin 2/3’1 karar agac1 yapisini olusturmak i¢in kullanilirken, diger kismi out-of-bag (OOB) olarak bilinen veri setidir
ve agag yapisinin tahmin gegerliligini test etmek i¢in kullanilir. Ormandaki her bir karar agaci siniflandirma sonucu bir oy
alir ve orman igerisindeki tiim agaglardan en ¢ok oy alan (en diisiik hata oranina sahip) belirlenerek simiflandirmaya esas agag
yapisi tespit edilir. Sinif etiketi bilinmeyen herhangi bir 6rnek, tiim aga¢ tahminlerinde en fazla oy alan sinifa atanmasi

suretiyle siniflandirtlir.

RO algoritmasi, karar agaci olusumunda dallanma igin 6zniteliklerin se¢iminde Gini indeksi yontemini kullanir. RO
algoritmasi ile toplu 6grenme modeli olusumunda kullanici tarafindan belirlenen iki temel parametre mevcuttur. Bunlar her
bir diigiimde kullanilacak &rneklerin sayisi (t) ve olusturulacak agag sayisidir (n). RO algoritmasi, her bir diigiimde en iyi
dallanma i¢in sadece segilen dzellikleri dikkate alir. RO siniflandiricist bu n sayida agactan elde edilen n sayida oy arasindan
en fazla oya sahip olan sinifi seger ve bu sekilde yeni veri setine ait sinif etiketini belirler (Kavzoglu & Colkesen, 2013; Pal,
2005).

2.3 Korelasyon Katsayisi

Korelasyon katsayisi (CorC), ornekler i¢in bilinen tasinmaz degerleri ile tahmin edilen tasinmaz degerleri arasindaki
istatistiksel korelasyonu dlger, diger bir ifadeyle degerler arasinda dogrusal bir iligkinin olup olmadiginin bir gostergesidir.
CorC, Esitlik 3 yardimi ile hesaplanmaktadir.
(P = P)(A — A)
CorC = n—1

J( n (P, —P)Z)( (A, —A)Z) @)
n—1 n—1

Esitlik 3’te, A; 6rnek tasinmaza ait bilinen degeri, A bilinen degerlerin ortalamasini, P; rnek tasinmaza iliskin tahmin edilen
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degeri, P tahmin edilen degerlerin ortalamasini ve n drnek sayisini ifade etmektedir. Hesaplanan deger tam bir korelasyon
oldugunda yani dogrusal bir iliski oldugunda 1 degerini alirken, korelasyon olmadiginda ise 0 degerini almaktadir. Katsay1
degerinin -1 ile 0 arasinda deger almasi, model tahmin degerleri ile gercek satig degerleri arasinda negatif yonde iliski
oldugunu gostermektedir. Bu 6l¢iit taginmazlarin deger tahmininin mahalle bazinda degerlendirilmesi asamasinda

kullanilmustir.

Orulnal veri setl

Rastgele veri seti 1 Rastgele veri seti 2 Rastgele veri seti n
=20 b

Karar A gaci =12k

PAC/V)
jal £

PC/V)
[

Oylama
ZP‘(C/V)

Smiflandirma Sonucu

PIC/VY

Sekil 3: RO algoritmasinin temel ¢alisma prensibi (Célkesen 2015)

2.4 Performans Analizi ve Dogruluk Olgiitleri

Calisma kapsaminda toplu taginmaz degerlerinin tespitinde kullanilan tahmin algoritmalarinin performans analizi ve tahmin
dogrulugunun degerlendirilmesinde Tablo 2’de temel esitlikleri verilen ortalama mutlak hata (Mean Absolute Error, MAE),
karesel ortalama hata (Root Mean Squared Error, RMSE), ortalama karesel hata (Mean Squared Error, MSE) ve R? &lgiitleri
degerlendirmeye almmuistir. Tablodaki esitliklerde n 6rnek sayisini, y tahmin edilen degeri ve y bilinen degeri ifade
etmektedir. MAE, bilinen tasinmaz degerleri ile tahmin edilen degerlerin farklarinin dikkate alindigr bir hata metrigidir.
MAE’nin sifira yakin deger almasi tahmin edilen ve ger¢cek degerlerin birbirine ¢ok yakin oldugunu, yani regresyon
modelinin basarilt oldugunun bir gostergesidir. RMSE 6l¢iitii ise tahmin ve bilinen degerler arasindaki farklarin karelerinin
ortalamasinin karekokii alinarak hesaplanmaktadir. Diger bir ifadeyle, RMSE tahmin hatalarinin standart sapmasidir. RMSE
hatasinin sifira yakin ¢ikmasi modelin tahmin giicliniin yiiksek oldugunu gostermektedir. MSE, regresyon egrisinin bir dizi
noktaya ne kadar yakin oldugunu belirten bu dogruluk 6lgiitii olup, algoritmanin performansini 6lger ve her zaman pozitif
deger alir. Aldig1 degerin sifira yakin olmasi algoritmanin iyi performans sergilediginin bir gostergesidir. R?, agiklanabilen
varyasyonun toplam varyasyona orani seklinde ifade edilen bir 6lgiit olup, 0 ile 1 arasinda deger almaktadir. Hesaplanan
degerin yiiksek olmasi regresyon modelinin performansinin iyi oldugu anlamina gelmektedir. Veri sayisi arttikga R?’nin

giivenilirligi artmaktadir.
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Tablo 2: Performans analizinde kullanilan éiglitler ve temel egitlikleri

Dogruluk Olgiitii Temel Esitlik
1 n
Ortalama Mutlak Hata (MAE) MAE = —Zlyi =3l
n i=1
1 n
Karesel Ortalama Hata (RMSE) RMSE = —Z(y,- —9:)?
n i=1
1 n
Ortalama Karesel Hata (MSE) MSE = ZZ(% - 9)?
i=1

« Y@= y)?
R? Olgiitii Rz =222 T
¢ 2ie i — yi)?

3. Uygulama: Galisma Alani ve Veri Setleri

Calisma alan1 olarak Istanbul ilinin Pendik ilgesi secilmistir. Pendik ilgesi doguda Tuzla, batida Kartal ve Sultanbeyli,
kuzeyde Sile, giineyde Marmara Denizi'ne komsudur (Sekil 4). 7.5 km’lik kiy1 seridine ve 190 km? yiizélgliimiine sahiptir.
Bolgenin genis yilizél¢iimii ve kentsel-kirsal farkliliklara sahip olmasi uygulama alani olarak se¢ilmesinin en biiyiik nedenidir.
Calisma kapsaminda ilge sinirlart igerisindeki 36 mahalle kontrol noktasi olarak kullanilabilecek taginmazlar agisindan analiz
edilmistir. Caligma alaninda E-80 otoyolunun kuzeyinde bazi mahallelerde kullanilabilecek uygun tasinmaz

bulunamadigindan galigma alani kapsamina alinmamustir (Sekil 4).

4536000 4540000
L

4532000

4528000

[ Havaalam

Mahalie Orneklem Yoguniugu

. Yoksek

oupn
T T T T T T
434000 436000 438000 440000 442000 444000

Sekil 4: Calisma alani (sol) ve 6rneklem dagihimi (sag)

Calismada toplu taginmaz degerlemede farkli algoritma dogruluklarinin incelenmesinin yaninda, deger tespitinde konumsal
ve konumsal olmayan 6zniteliklerin tahmin dogruluguna etkilerinin incelenmesi amaciyla 3 farkli veri seti olusturulmustur.
116Y204 nolu TUBITAK arastirma projesi kapsaminda Tablo 3’teki CBS analizleriyle olusturulan 21 6znitelikten olusan

konumsal (K), 13 oznitelikten olusan konumsal olmayan (KO) ve biitiin 6zniteliklerin kullanildigi ve toplamda 34
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Oznitelikten olusan konumsal ve konumsal olmayan (KKO) 6znitelik veri setleri modelleme i¢in kullanilmistir. Konumsal

Oznitelikler, kriterleri temsil eden ve ulasim, sosyo-kiiltiirel, kamu hizmetleri ve kullanim kosullarini temsil eden cografi veri

altliklarmin cografi analizi sonucu elde edilmistir:

¢ llgi noktalarmn (POI) olusturulmasi: Cokgen (polygon) geometride tanimlanan egitim, saglik, kiiltiirel, dini,

idari, aligveris, altyap1 tesisleri; otopark, sanayi, mezarlik, yesil alanlar ve niifus yogunlugu ve egitim diizeyi

verilerinin nokta (point) geometrisindeki ilgi noktalarina (POI) doniistiiriilmesi ile olusturulur.

e Tematik yiizeylerin elde edilmesi: Tematik yiizeylerin olusturulmasi i¢in Sayisal Arazi Modeli (SAM) kullanilarak

egim ve baki analizleri; niifus ve egitim diizeyini temsil eden ylizeylerin olusturulabilmesi i¢in yogunluk analizi ve

diger tiim tematik yiizeylerin olusturulabilmesi icin de Oklid Mesafe analizi (Euclidean Distance) kullanilmistir.

Konumesal olmayan 6znitelik bilgileri, Pendik ilge genelinde satista olan ve giincel satis degerleri mevcut konutlardan elimine

edilerek olusturulan 1475 6rnekleme noktasi igin mevcuttur. Tespit edilen 6rnek noktalar, Sekil 4’te goriilecegi iizere ilge

genelinde tahmin modelinin beklenen dogrulugunun arttirilmasi amaciyla tiim g¢alisma alanina dagilacak sekilde tespit

edilmistir. 1475 adet 6rnekten 1032 tanesi tekrarlama olmaksizin rastgele segilerek egitim verisi olarak kullanilmis ve 3 ayri

tahmin modeli olusturulmustur. Geriye kalan 443 tane Ornek ise olusturulan tahmin modellerinin performanslarinin

degerlendirilmesi amaciyla dogrulama verisi olarak kullanilmigtir. Veri setlerinin igerdikleri dznitelikler Tablo 3’te yer

almaktadir.
Tablo 3: Tasinmaz degerleme modellerinde kullanilan 6zellikler
K KO KKO Ozellik K KO KKO Ozellik
o ° ° Cephe Yonii o o o Dini Tesislere Uzaklik
o ° ) Isitma ° o ° Egim
o ° ) Otopark Alan ° o ° Egitim Durumu
o ° ° Manzara o o o Havaalania Uzaklik
o ° e  Sitelci ° o e  Idari Tesislere Uzaklik
o ° ° Toplam Kat ° o ° Kiiltiirel Tesislere Uzaklik
o ° ° Bulundugu Kat ° o ° Metroya Uzaklik
o ° ° Banyo Sayist o o o Mezarliga Uzaklik
o ° e Yas ° o ° Niifus Yogunlugu
o ° e  (Oda Sayisi ° o ) Okuma Yazma Orani
o ° ° Durum ° o ° Otobiis Duragma Uzaklik
o ° ° Asansor ° o ) Otoparka Uzaklik
o ° ° Tasinmaz Alani ° o ° Otoyola Uzaklik
° o ° Aligveris Merkezine Uzaklik ° o ° Saglik Tesislerine Uzaklik
° o ° Altyapi Tesislerine Uzaklik ° o ° Sanayiye Uzaklik
. o e Baki . o e  Universite Mezunu Yogunlugu
° o ° Caddeye Uzaklik ° o ° Yesil Alanlara Uzaklik
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4. Bulgular ve irdeleme
4.1 Toplu Tasinmaz Degerlerinin Tespiti
4.1.1 GDR Algoritmasi

Tasinmaz degerlemede CDR modeli R yaziliminda “Im” fonksiyonu kullanilarak kurulmustur. CDR modeline iliskin sabit
(intercept) ve Oznitelik katsayilar1 (coefficient), standart hatalar, student-t istatistik degerleri ve bu istatistik degerlere karsilik
gelen p degerleri hesaplanmistir. Ele alian 3 egitim veri seti ile olusturulan CDR modelleri test veri setine uygulandiginda,
degerlendirmeye alinan farkli hata Olciitleri i¢in hesaplanan istatistiki degerler Tablo 4’te verilmistir. K veri setinin
kullanilmast durumunda, diger veri setleri ile olusturulan modellere gére daha diisiik hata degerlerinin elde edildigi ve en
yliksek dogruluga ulasildig goriilmiistiir. KKO veri seti ile R? 6lgiitii en yiiksek degerler alirken, bu degerler K veri seti ile
olusturulan modele oldukga yakindir. Elde edilen sonuglar bir arada ele alindiginda, konumsal 6zelliklerin yaninda konumsal
olmayan &zelliklerin kullanilmasi ¢oklu dogrusal regresyon algoritmasinin performansinda 6nemli derecede bir iyilesme
ortaya ¢ikarmamistir. CDR algoritmasinda modelin kurulmasi ve test tahmin siiresi karsilastirildiginda K ve KO veri seti i¢in
0.01 saniye, KKO veri seti igin 0.03 saniye oldugu goriilmiistiir. Bu yaklasim CDR algoritmasinin islem siiresi a¢isindan

kullanighiligini destekler niteliktedir.

Tablo 4: CDR algoritmastyla elde edilen hata élgtitleri

Veri MAE RMSE MSE R?

K 0.1012  0.1300 0.0169  0.2151
KO 0.1105 0.1422  0.0202 0.0116
KKO 0.1029  0.1317 0.0173  0.2344

4.1.2 GDM Algoritmasi

R programlama yaziliminda GDM yardimiyla taginmaz deger tespitinde genellestirilmis lineer model “glm” fonksiyonu
kullanilmistir.  S6z konusu fonksiyonun uygulanmasinda ve model olusumunda bagimsiz degiskenin dagilimi
“quasibinomial” ve iligki fonksiyonu olarak “logit” fonksiyonu kullanilmigtir. Logit fonksiyonunu iliski fonksiyonu olarak
kullanan binomial dagilimda bagimsiz degisken 0 ve 1 degerleri alirken, quasibinomial dagilimda 0 ile 1 araliginda degerler
alir. Binom ve quasibinomial modeller arasindaki temel farklardan en 6nemlisi, quasibinominal dagilim bagimsiz degiskende
varyansin ¢ok farkli oldugu durumlarda tercih edilmesidir (Plant, 2012). GDM ile model olusumunda tiim degiskenler modele
dahil edilmistir. GDM modeline iliskin sabit ve 6znitelik katsayilari, standart hatalar, student-t istatistik degerleri ve bu

istatistik degerlere karsilik gelen p degerleri hesaplanmustir.

Ele alinan 3 egitim veri seti ile olusturulan GDM regresyon modelleri test veri setine uygulandiginda, degerlendirmeye alinan
hata 6lgiitleri i¢in hesaplanan sonuglar Tablo 5’te verilmistir. K veri setinin kullanilmasi durumunda, hesaplanan 6lgiitlerde
olusturulan modelle diger veri setleri ile olusturulan modellere gore daha diisiik hata degerlerinin elde edildigi ve en yiiksek
dogrulugu verdigi goriilmiistiir. KKO veri seti ile R? 6lg¢iitii en yiiksek degerler alirken, bu degerler K veri seti ile olusturulan
modele olduk¢a yakindir. Elde edilen sonuglar bir arada ele alindiginda, CDR ile elde edilen sonuglara paralel olarak,
konumsal ozelliklerin yaninda konumsal olmayan 6zelliklerin kullanilmasi GDM algoritmasinin performansinda 6nemli
derecede bir iyilesme ortaya ¢ikarmamistir. GDM algoritmasinda modelin kurulmasi ve test tahmin siiresi karsilagtirildiginda
K ve KKO veri seti i¢in 0.05 saniye; KO veri seti igin 0.03 saniye oldugu goriilmiistiir. Bu yaklagim GDM algoritmasinin

islem siiresi agisindan kullanigliligini destekler niteliktedir.
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Tablo 5: GDM algoritmasiyla elde edilen hata élgditleri

Veri MAE RMSE MSE R?

K 0.1013  0.1300 0.0169  0.2152
KO 0.1104  0.1422  0.0202  0.0116
KKO 0.1028  0.1316  0.0173  0.2349

4.1.3 DVM Algoritmasi

Tasinmaz degerlemede DVM modellerinin R yaziliminda kurulmasinda “LibSVM” tabanli “e1071” kiitiiphanesi ve “epsilon
regression” modeli kullanilmistir. Parametrelerin optimizasyonu islemi yine ayni kiitiiphane dahilinde bulunan optimizasyon
(tune) fonksiyonu kullanilmistir. Dogrusal, polinom ve radyal tabanli kerneller kullanilarak DVM modelleri kurulmus ve
parametre optimizasyonu gerceklestirilmistir. Tablo 6’da farkli kernel fonksiyonlar1 ile kurulmus DVM modellerinin hata
Ol¢iitleri verilmistir. Kernel fonksiyonu se¢imine gore degerlendirmeye alinan {i¢ veri seti igerisinde en diisiik hata diizeyine
ulagilan sonuglar ise Tablo 7’de listelenmistir. Karsilastirilan kernel fonksiyonlarinda veri setlerinde yalnizca konumsal
verilerin kullanildigt durumda, veri setinde konumsal ve konumsal olmayan verilerin birlikte kullanildig1 durumdan daha
diisiik hata degerleri elde edilmistir. K veri setini kullanan kernel fonksiyonlarindan radyal tabanli fonksiyonun en diisiik hata
degerlerine sahip oldugu gozlenmistir. Polinom kernelinin parametre sayisinin fazla olmasi, parametrelerin
optimizasyonunun diger kernel fonksiyonlarina gore ¢ok uzun siirmesi, polinom derecesi parametresinin arttikga model
kurulumunu karmasiklastirmasi ve tasinmaz degerlemede kullanilan veri setlerinde daha biiyiik hata degerlerine sahip olmasi
sebebiyle taginmaz degerlemede kullanilmasinin uygun olmayacagi tespit edilmistir. Radyal tabanli fonksiyon ele
alindiginda, diger kernel fonksiyonlarina gore daha diigiilk hata degerlerine sahip olmasi, daha gii¢lii bir tahmin modeli
olusturmasi ve islem siiresinin diger kernel fonksiyonlarina gore énemli 6l¢iide kisa siirmesi bu fonksiyonlart diger kernel
fonksiyonlarindan daha {istiin kilmaktadir. Boylelikle tasinmaz deger haritasi iiretiminde DVM algoritmasinin en uygun

kernel fonksiyonunun radyal tabanli kernel olduguna karar verilmistir.

Tablo 6: Farkli kernel fonksiyonlari ile kurulmus DVM algoritmalari ile elde edilen hata élgiitleri

DVM LINEER KERNEL MAE RMSE MSE R?

K 0.10135 0.13198 0.01742 0.13274
KO 0.10935 0.14227 0.02024 0.00195
KKO 0.10197 0.13264 0.01759 0.14119
DVM POLINOM KERNEL

K 0.10078 0.13209 0.01745 0.16531
KO 0.10835 0.14140 0.01999 0.01691
KKO 0.10177 0.13360 0.01785 0.16907
DVM RADYAL KERNEL

K 0.09890 0.13036 0.01699 0.18779
KO 0.10914 0.14206 0.02018 0.00429
KKO 0.10949 0.14178 0.02010 0.00133

Tablo 7: DVM algoritmasinda en diisiik hata degerlerine sahip kernellerin karsilastiriimasi

V+KERNEL MAE RMSE MSE R?

K, LINEER 0.10135 0.13198 0.01742 0.13274
K, POLINOM 0.10078 0.13209 0.01745 0.16531
K, RADYAL 0.09890 0.13036 0.01699 0.18779
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4.1.4 KA Algoritmasi

Tasinmaz degerleme haritasinin iiretimi icin KA modelinin kurulmasinda R yazilimindaki “rpart” kiitiiphanesi kullanilmistir.
3 veri seti i¢in de olusturulan modellere budama islemi uygulanmamistir. KA deger tahminleri ile test verilerinin giincel
piyasa degerleri kullanilarak hesaplanan hata 6lgiitleri Tablo 8’de yer almaktadir. Hata miktarlar1 incelendiginde KKO veri
seti kullanilan KA modelinin biitiin hata &lgiitlerinde en diisiik hata miktarlarina sahip oldugu tespit edilmistir. KA
modellerinin olusturulmasi ve test veri setinin tahmin siireleri K veri i¢in 0.31 saniye, KO veri seti i¢in 0.03 saniye ve KKO
veri i¢in 0.07 saniye olarak tespit edilmistir. Karar agaci modellerinin olusturulma siirelerinin ¢aligma kapsaminda incelenen

algoritmalar arasinda en hizlis1 oldugu tespit edilmistir.

Tablo 8: KA algoritmasinda en diigiik hata degerlerine sahip kernellerin karsilastiriimasi

Veri MAE RMSE MSE R?
K 0.10130 0.13018 0.01695 0.18907
KO 0.11185 0.14525 0.02110 0.03692

KKO 0.09707 0.12499 0.01562 0.18907

4.1.5 RO Algoritmasi

RO algoritmasi ile tahmin modelinin R yaziliminda olusturulmasi i¢in “randomForest” kiitiiphanesi kullanilmistir. Modeller
kurulurken basta 500 aga¢ ile olusturulan modellerin hata grafikleri (Sekil 5) incelenerek tiim modeller i¢in 150 agag
kullanilmasmin uygun oldugu belirlenmistir. Diigiimlerde kullanilacak ornek sayisini belirleyen t parametresi ise veri
setlerinde kullanilan 6znitelik sayisinin karekdkiiniin tam sayiya yuvarlanmasi suretiyle K veri seti i¢in 5, KO veri seti i¢in 4

ve KKO veri seti igin 6 olarak secilmistir.
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o
o 8
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Sekil 5: RO algoritmasinda K (a), KO (b) ve KKO (c) veri setlerine ait MSE hata grafikleri

K veri seti icin dnemlilik diizeyleri (Sekil 6a) incelendiginde alinan konumsal 6znitelikler icerisinde niifus yogunlugu,

aligveris merkezlerine olan uzaklik ve havaalanima olan uzaklik 6znitelikleri RO algoritmasi tarafindan 6nemlilik derecesi en
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yiiksek ilk ti¢ konumsal 6znitelik olarak belirlenmistir. Diger taraftan ornek noktalarin bulundugu konumlara iligkin
topografik 6zelliklerden baki ve egim algoritma tarafindan 6nemlilik derecesi en diisiik olan konumsal 6zniteliklerdir.
Boylelikle topografik faktorlerden ziyade, tasinmazin bulundugu bélgedeki niifus yogunlugu, tasinmazin havaalani ve
aligveris merkezlerine olan uzakligi basta olmak {izere, otopark alanlarina yakinlik, altyapn tesislerine yakinlik, dini tesislere
yakinlik ve kiiltiirel tesislere yakinliklar gibi degerlendirmeye alinan diger 6zniteliklerin de taginmaz deger tespitinde etkili

oldugu ifade edilebilir.

KO veri seti i¢in onemlilik diizeyleri (Sekil 6b) incelendiginde; manzara, tasinmazin bulundugu kat, 1sitma durumu, sahip
oldugu oda sayis1 ve taginmazin yasi RO algoritmasi tarafindan 6nemlilik derecesi en yiiksek 6znitelikler arasindadir. Diger
taraftan, taginmazin site i¢inde olusu ve asansdr durumu algoritma tarafindan en diigsilk 6nemlilik derecesine sahip olan
Oznitelikler olarak tespit edilmistir. KKO veri seti i¢in 6nemlilik diizeyleri (Sekil 6c¢) incelendiginde, dnemlilik derecesi
yiiksek bulunan ilk 10 6znitelik icerisinde tasinmazin konumsal 6zniteliklerinden aligveris merkezlerine olan uzaklik, niifus
yogunlugu ve havaalanina olan uzakliklar yer almaktadir. Konumsal olmayan 6zniteliklerden ise taginmazin bulundugu kat,
taginmazin yasi, bulundugu cephe, 1sitma sistemi, toplam kat sayisi, manzarast ve otopark durumu ilk 10 6znitelik
icerisindedir. Sekil incelendiginde, otobiis duragina olan uzaklik, tasinmazin site i¢inde olusu, yesil alana ve saglik
merkezlerine olan uzakliklar 6nem derecesi en diisiik 6znitelikler olarak tespit edilmistir. Onemlilik derecesine iliskin
sonuclar, konumsal ve konumsal olmayan Ozelliklerin aga¢ olugumunda etkili oldugu, dolayisiyla deger tahmininde

tasinmaza iligkin her iki 6znitelik grubunun da etkili olabilecegini gosterir niteliktedir.
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Sekil 6: RO algoritmasinda K (a), KO (b) ve KKO (c) veri setleri igin ézniteliklerin katsayilar

RO algoritmasi igin veri setlerine gore hesaplanan hata degerleri Tablo 9°da yer almaktadir. Tablo incelendiginde biitiin
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oOzniteliklerin yer aldigi KKO veri setinin en diisiik hata degerlerini aldig1 gézlenmistir. K veri setinin aldig1 hata degerleri de
KKO veri setinin hata degerlerine yakinlik gostermektedir. RO algoritmasinda modelin kurulmasi ve test tahmin siiresi
kargilagtirildiginda, K veri seti igin 4.61 saniye, KO veri seti i¢in 2.56 saniye ve KKO veri seti i¢in 6.15 saniye oldugu
goriilmiistiir. Veri setlerinin boyutu arttik¢a, islem siiresinin dogru orantili olarak artti1 sdylenebilir. Islem siireleri diger
algoritmalar ile karsilastirildiginda, algoritmanin isleyis siirecindeki islemlere gore (egitim ve test verilerinin ayrilmasi, OOB

hatalarinin hesaplanmasi vb.) kisa bir stirede gerceklestigi kabul edilebilir.

Tablo 9: RO algoritmasi ile elde edilen hata digtitleri

Veri MAE RMSE MSE R2
K 0.09842 0.12694 0.01611 0.34226
KO 0.11156 0.14391 0.02071 0.08789

KKO 0.09786 0.12633 0.01596 0.28448

4.2 Mahalle Bazinda Tasinmaz Piyasa ve Hesap Degerleri Arasindaki Hatalar ve iligkiler

Calisma kapsaminda kullanilan algoritmalarin en yiiksek dogrulugu veren veri setleriyle olugturduklari modellerin mahalle
bazinda hata ve iligkileri incelenmistir. Pendik il¢esindeki her mahalle i¢in taginmazlarin piyasa degerleri ile tahmin modelleri
arasindaki RMSE ve MAE hatalar1 hesaplanmistir. Ayrica her mahalledeki tagimmazin piyasa degerleri ile model

tahminlerinin arasinda iliski bulunup bulunmadig1 da korelasyon katsay1 hesaplanarak belirlenmistir.

Tasinmaz deger haritalarinin RMSE ve MAE hatalarinin mahalle bazinda gosterildigi grafikler Sekil 7°de verilmistir. CDR
algoritmasi ile kurulan modelin hata degerleri incelendiginde, mahalle bazinda hata degerlerinin genellikle birbirine yakin
oldugu goriiliirken Dogu, Harmandere ve Orta Mahalleleri’nin hata degerlerinin yiiksek oldugu goriilmiistiir. Ahmet Yesevi,
Ertugrul Gazi ve Sapan Baglart Mahalleleri’nde ise en diigiik hata degerleri elde edilmigtir. GDM tahmin modelinde CDR
algoritmasinin hata degerlerine benzerlik gostermektedir. DVM algoritmast ile kurulan model incelendiginde 6zellikle

Cinardere, Dogu ve Esenyali Mahalleleri’nde hata degerlerinin diger mahallelere gore daha fazla ¢iktig1 gériilmiistiir.

Mabhalleler arasindaki hata degerlerinin degisken oldugu gézlenen DVM modelinde Ahmet Yesevi, Camlik ve Ertugrul Gazi
Mahalleleri’nin hata degerlerinin disiik; dolayisiyla tahmin performansinin yiiksek oldugu goériilmiistiir. KA algoritmasi ile
kurulan model incelendiginde hata miktarlarinin genellikle birbirlerine yakin olarak seyrettikleri goriiliirken Dogu,
Harmandere ve Orta Mahalleleri’'nde hata miktarlarinin diger mahallelere gore daha biiyiik miktarda oldugu gozlenmistir.
RO algoritmasi ile kurulan modelin mahalle bazli hata miktarlarinin diger modellerdeki hatalar kadar esit dagilim
gostermedigi goriilmektedir. Bahgelievler, Dogu ve Harmandere Mahalleleri’nin hata miktarlarinin yiiksek oldugu
goriilirken Ahmet Yesevi, Camlik, Cinardere, Fatih ve Giillibaglar Mahalleleri’nde tahmin performansinin daha yiiksek

oldugu gdzlenmistir.

Tasinmaz degerlemede kullanilan algoritmalarin tahmin modellerinin giincel piyasa satig degerleri ile aralarindaki iligkiyi
incelemek amaciyla hesaplanan korelasyon katsayilar1 Sekil 8’deki grafiklerde gosterilmistir. CDR algoritmasinin K veri seti
kullanarak olusturdugu tahmin modelinde taginmazlara ait piyasa degerleri ile tahmin edilen degerler arasindaki korelasyonun
genellikle diisik oldugu gozlenmistir. Orta, Ramazanoglu ve Sanayi Mahalleleri’nde korelasyon katsayilarinin %40’
iizerinde c¢iktig1 gorilirken Camlik, Esenler ve Bati Mabhalleleri’nde korelasyonun negatif yonde yiiksek ¢iktig
belirlenmistir. Mahallelere ait korelasyon katsayilar1 genel olarak incelediginde ise korelasyon katsayilarinin genellikle diisiik
oldugu gozlenmistir. GDM algoritmasinin K veri seti ile olusturdugu tahmin modeli incelendiginde Camcesme, Fevzi
Cakmak ve Ramazanoglu Mahalleleri’nde korelasyon degerinin %35’in iizerinde ¢iktig1 goriilmektedir. Camlik, Esenler ve

Kavakpinar Mahalleleri’nde negatif yonde korelasyon oldugu goriiliirken, diger mahallelerin korelasyon degerlerinin %25’in
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altinda oldugu goriilmiistiir. Bu bilgilere dayanarak GDM algoritmasinin tahmin modelinin taginmaz degerleme probleminde

basarili olmadig1 sdylenebilir.
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DVM’nin radyal tabanli kerneli ve K veri seti kullanilarak olusturulan tahmin modelinde, mahalle bazinda hesaplanan
korelasyon katsayilar1 incelendiginde, korelasyon katsayilarmin tamaminin pozitif deger aldigi, Cinardere, Giilliibaglar ve
Orta Mahalleleri’nin tasginmaz tahmin degerlerinin giincel piyasa satis degerleriyle aralarinda pozitif yonde yiiksek
korelasyon oldugu gozlenmistir. Dumlupmar ve Esenyalt Mahalleleri’nin korelasyon katsayilari diger mahallelerin
korelasyon katsayilarina oranla daha diisiik ¢ikmigtir. Mahalleler icin hesaplanan korelasyon katsayilar1 genel olarak
degerlendirildiginde, ortalama korelasyonun %71.5 oldugu goriilmiistiir ve DVM regresyon modelinin tahmin giiciliniin iyi
oldugu soylenebilir. KA algoritmasi ve KKO veri seti kullanilarak olusturulan tahmin modelinde mahalle bazinda hesaplanan
korelasyon katsayilar1 incelendiginde, mahallelerin biiyiik cogunlugu i¢in tahmin modelinin buldugu degerler ile piyasa
degerleri arasindaki korelasyonun diisiik oldugu goriilmektedir. Pendik’in Cinardere, Fevzi Cakmak ve Yenisehir
Mabhalleleri’nde pozitif yonde yiiksek korelasyon oldugu, Ertugrul Gazi, Giilliilbaglar ve Sanayi Mahalleleri’nde korelasyonun
negatif yonde yiiksek oldugu gdzlenmistir. Ilgenin Bahgelievler, Bati, Harmandere, Sapan Baglar1 ve Yeni Mahalle
Mahalleleri’nde korelasyon Katsayisinin sifir ¢iktigi tespit edilmistir. Bu mahallelerin korelasyon katsayilarmin sifir veya
sifira ¢ok yakin ¢ikmasinin sebebi, modelin mahalledeki biitiin tasinmazlarin degerini birbirine ¢ok yakin olarak tahmin
etmesi sebebiyle varyansin diisiik olmasidir. Tahmin modelinde 31 mahallenin 23 tanesinin korelasyon katsayisinin %25’in
altinda ¢ikmasi, KA regresyon modelinin tasinmaz degerleme probleminde yeterli performanst gosteremediginin

gostergesidir.

RO algoritmas1 ve KKO veri seti kullanilarak olusturulan tahmin modelinde mahalle bazinda hesaplanan korelasyon
katsayilar1 incelendiginde Ciardere, Fatih ve Orta Mahalleleri’nin korelasyonunun %90’in {izerinde oldugu goriilirken
yalnizca Ertugrul Gazi Mahallesi’nin %50’nin altinda korelasyona sahip oldugu goriilmiistiir. Mahallelerin korelasyon
katsayilarinin ortalamasi %78 standart sapmasi ise %12 olarak hesaplanmigtir. Ayrica grafik gorsel olarak yorumlandiginda
korelasyon katsayilariin birbirlerine yakin degerlerde oldugu ve negatif yonde korelasyon bulunmadigt goriilmiistiir. Bu
¢ikarimlara dayanarak RO regresyon modelinin tasinmaz degerleme problemi i¢in iyi bir performans sagladigi sonucuna

varilabilir.

5. Sonuglar

Son yillarda gelismis tahmin yaklagimlari olarak bilinen ve makine 6grenme/veri madenciligine dayanan DVM, KA ve toplu
O0grenme algoritmalari toplu taginmaz degerlemede siklikla kullanilmaktadir. Ancak bu ¢ok farkli modellerin toplu taginmaz
degerlemede optimal kullanimlar1 ve elde edilen dogruluklarmin incelenmesi gerekmektedir. Ayrica taginmaz deger
tespitinde konumsal ve konumsal olmayan kriterlerin tahmin dogruluguna etkilerinin incelenmesi, optimal yaklagimlarin
belirlenmesinde 6nemlidir. Calismada CDR, GDM, DVM, KA ve RO algoritmalar1 kullanilarak toplu taginmaz
degerlemedeki model basarilar1 irdelenmistir. Uygulama alam olarak secilen Istanbul ili Pendik ilcesi i¢in giincel tasinmaz
satig degerlerini temsil eden 1475 6rnekleme noktasi ile 3 farkli veri seti (K, KO, KKO) ile farkli metotlar ile kurulan
modellerin performanslar1 irdelenmistir. Buna gore en yiikksek dogruluk veren yontem RO; en diisiik dogruluk veren

yontemlerin ise KA ve GDM oldugu goriilmiistiir.
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RO algoritmast i¢in biitlin dzniteliklerin yer aldigi KKO veri setinin en diisiik hata degerlerini aldig1 ancak K veri setinin
aldig1 hata degerleri ile de KKO veri setinin hata degerlerinin olduk¢a yakin oldugu gézlenmistir. RO algoritmasi ve KKO
veri seti kullanilarak olusturulan tahmin ¢ogu mahallenin korelasyonunun %90 civarinda ve ortalamanin %78 oldugu;
ortalama standart sapmanin ise %12 oldugu goriilmiistiir. Bu ¢ikarimlara dayanarak RO modelinin taginmaz degerleme
problemi i¢in iyi bir performans sagladig1 goriilmektedir. KA ve GDM modelleri siire bakimindan en hizli modeller olsalar
da tasinmaz degerleme probleminde diger yontemlere kiyasla basarili olmadiklari sdylenebilir. KA algoritmasi ve KKO veri
seti kullanilarak olusturulan tahmin modelinde mahalle bazinda hesaplanan korelasyon katsayilari incelendiginde
mabhallelerin biiyilk ¢ogunlugu icin tahmin degerleri ile giincel piyasa degerleri arasindaki korelasyonun diisiik oldugu
gorillmiistiir. 31 mahallenin 23 tanesinin korelasyon katsayisinin %25’in altinda; bazi mahallelerin ise sifir olarak
hesaplandigi tespit edilmistir. GDM algoritmasmin K veri seti ile olusturdugu tahmin modeli incelendiginde birkag
mabhallenin korelasyon degerinin %35’in lizerinde ¢iktig1 diger mahallelerin korelasyon degerlerinin ise %25’in altinda
oldugu goriilmistiir. Korelasyon katsayilarinin sifir veya sifira ¢ok yakin ¢ikmasinin, modelin biitiin taginmazlarin degerini

birbirine ¢ok yakin olarak tahmin etmesi sebebiyle varyanslarin diisiik olmasidir.

Uretilen modellerin tiimiinde konutlarin toplu tasinmaz degerleme siirecinde RO modelleri diger modellere kiyasla daha
basarili sonuglar vermistir. Bu anlamda RO algoritmasinin gelistirilecek vergilendirme, bankacilik, sigortalama,
kamulastirma gibi uygulamalara entegre edilebilir en basarili yontem oldugu belirlenmistir. Degeri etkileyen konumsal ve
konumsal olmayan kriterlerin genel anlamda model performansinda biiyiik fark yaratmadigi goriildiigiinden toplu taginmaz
degerleme siirecinde one ¢ikan yapisal ve konumsal kriterlerin tiim c¢alisma alani i¢in ayri ayri kriter dnem diizeyleri
hesaplanmustir. {lgili degerlendirme ile ileride kurulacak uygulama modelleri i¢in ayirt edici kriterlerin belirlenerek model
performanslarinin arttirilmas: hedeflenmektedir. Kriter 6nem diizeyleri irdelendiginde K veri seti i¢in niifus yogunlugu,
aligveris merkezlerine olan uzaklik ve havaalanina olan uzaklik; KO veri seti i¢in ise manzara, taginmazin bulundugu kat ve
oda sayist ile bina yas1 6nemlilik derecesi en yiiksek dznitelikler olarak belirlenmistir. flgili 6znitelikler KKO veri seti iginde
biitiinciil olarak irdelendiginde de yiiksek Onemlilik derecesine sahiptirler. Ancak konumsal ve konumsal olmayan
Oznitelikler biitiinciil degerlendirildiginde tasinmazin oda sayist ve bulundugu kat ile bina yas1 gibi tasinmaza ait yapisal
kriterlerin 6nemlilik derecesi konumsal kriterlere oranla biraz daha yiliksek ¢iktigi goriilmistiir. Biitiinciil olarak
degerlendirildiginde 6nemlilik derecesine iligkin sonuglar, konumsal ve konumsal olmayan 6zelliklerin agag olusumunda
etkili oldugu, dolayisiyla deger tahmininde tasinmaza iliskin her iki 6znitelik grubunun da etkili olabilecegini gosterir

niteliktedir.

Tesekkiir

Bu galisma TUBITAK tarafindan desteklenen 116Y204 nolu 1001 projesi kapsaminda gergeklestirilmistir.
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