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Oz

Lityum-iyon silikat katotlarin fiziksel ve kimyasal 6zelliklerinin kristal yapi sisteminden 6nemli 6lglide
etkilendigi yaygin olarak kabul edilmektedir. Bu nedenle, kristal yapilarinin kestirimi, batarya
uygulamalarinda katotlarin diger birgok 6zelligini tahmin etmek igin hayati 6neme sahiptir. Li-Si-
(Mn,Fe,Co)-O bilesik yapilarina sahip silikat bazli katotlarin ¢ ana kristal sistemi (monoklinik,
ortorombik ve triklinik) makine 6grenimi yontemlerinden ¢esitli siniflandirma teknikleri kullanilarak
tahmin edilmistir. Hesaplamalar, Malzeme Projesi'nden elde edilen yogunluk fonksiyonel teorisi
hesaplamalarinin sonuglarina dayanmaktadir. Kristal sistemi ile katotlarin diger fiziksel ozellikleri
arasindaki glclu korelasyon, istatistiksel modellerdeki 6zellik degerlendirmesine dayali olarak
dogrulanmistir. Ayrica, en iyi tahmin dogrulugunu elde etmek igin gesitli siniflandirma yontemlerinin
parametreleri optimize edilmistir. XGBoost ve Destek Vektor Siniflandirici algoritmalarinin ¢apraz
dogrulama testlerinde ¢alismada kullanilan diger siniflandirma yontemleri arasinda en yiiksek tahmin
dogrulugunu saglamistir.
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Implementation of Machine Learning Approaches for Crystal Structure
Estimation in Lithium-ion Battery Cathode Materials

Abstract

It has commonly been assumed that the physical and chemical characteristics of lithium-ion silicate
cathodes are influenced significantly by the crystal structure system. Because of this, crystal structure
estimation has played a vital role in bringing about forecasting many other features of cathodes in
battery applications. Using a variety of classification techniques in machine learning which three

Keywords

Lithium-ion batteries;
primary crystal structure (monoclinic, orthorhombic, and triclinic) of silicate-based cathode materials

Machine learning;
with compound systems of Li-Si-(Mn,Fe,Co)-0O has been estimated. The computations are based on the

Optimization;
. Materials Project's density functional theory computations. In this study, it has been explained that
Crystal structure;

I based on property evaluation in statistical models, the considerable correlation between the crystal
Classification

techniques system and other physical characteristics of the cathodes was validated. Furthermore, the parameters
of several categorization techniques have been tuned in order to achieve maximum prediction
accuracy. This case has shown that the XGBoost and Support Vector Classifier algorithms carried out in
this study the highest forecasting accuracy in this study along with many other classification methods

in cross-validation tests.
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1. Giris

Cok gesitli, yeni ve karmagik malzemelerin fiziksel ve
kimyasal Ozelliklerinin hesaplanmasi, malzemelerin

elektronik yapisini sayisal yontemlerdeki

gelismelerin yani sira hesaplama gicindeki hizh
gelismeler sayesinde mimkilin olmustur. Bu sayede,
tahmin  edilen

arastirmacilar  malzemelerin

niteliklerine iliskin  blylk miktarda veriye
erisebilmektedir. Ornek olarak Malzeme Projesi
2013),

fonksiyonel teorisinde (DFT, Density Functional

(Jain et al. elektronik yapr yogunlugu
Theory) malzemelerin belirlenen fiziksel ve kimyasal

Ozellikleri halka acik veri seti arsivlerine
sunulmustur. DFT hesaplamalari, malzemelerdeki
elektron yogunlugunu ve bant yapisini kestirmek
icin etkili araglardir. Li-iyon bataryalar da dahil
olmak Uzere bircok farkli malzeme tiri igin fiziksel
ozelliklerin kesin hesaplamalari, degisim-korelasyon
potansiyelinin  gelistiriimesindeki  ilerlemeden

kaynaklanmistir (Yan et al. 2014).

Malzemelerin oOzellikleri hakkinda daha fazla bilgi
sahibi olabilmek icin malzemelerle ilgili biliylk
miktardaki verinin analiz edilmesi gerekmektedir.
Genel olarak, geleneksel istatistiksel modeller ile
cesitli fiziksel dzellikler arasindaki karmasik iliskileri
ortaya c¢ikarmak zor olmaktadir. Gelismis makine
o6grenimi (ML, Machine Learning) algoritmalari ise
kristal yapi ile diger fiziksel ve kimyasal 6zellikler
arasindaki  karmasik iliskiyi cikarma
sahiptir. ML,
siniflandirma ve regresyon problemini ¢ozmek icin

ortaya

yetenegine bircok  karmasik

kullanilmistir.  Bu alanlardan biri de Li-iyon
bataryalardir.
Li-Si-(Mn,Fe,Co)-O  bilesimlerine  sahip  katot

malzemeleri, Li-iyon bataryalardaki uygulamalari
nedeniyle arastirmalar tarafindan baylik ilgi
gormektedir (Askanazi et al. 2021; Pan et al. 2021;
Bartel et al. 2020; Park and Wolverton 2020; Cubuk
et al. 2019). Shandiz ve Gauvin (2016), Malzeme
Projesi veri setini ile ML yontemleri olan lineer,
kuadratik ve daralan diskriminant analizi, sinir aglari,
destek vektér makineleri, k-en yakin komsular,
rastgele ormanlar ve asiri derecede rastgele agaclari

modelleri olusturmada kullanmiglardir. Rastgele

ormanlar ve asiri derecede rastgele agaclar, kristal
sistemin siniflandiriimasi igin topluluk yéntemlerinin
diger
siniflandiricilar arasinda en yiliksek genel ortalama

gicuinid  ve  esnekligini kanitlayan

dogrulugu verdigini belirtilmistir. Asiri  derece
rasgele agaclarda oOzellik 6nem degerlendirmesine
dayali olarak, kristal hacmi ve site sayisi, veri
setindeki kristal sistem tipini belirlemek icin en
ylksek etkileri gostermistir. Ancak, silikat katotlarin
olusum enerijisi, govde Uzerindeki enerji ve bant
araligr gibi diger Ozellikleri de kristal sisteminin
belirlenmesi icin 6nemli oldugu gosterilmistir.
Maphanga vd. (2020), Malzeme Projesi veri setini
kullanarak girdi verisi DFT’den hesaplanan malzeme
Ozellikleri ile batarya malzemesindeki gerilimleri
etmede ML

arastirmislardir. Onerilen model ile iyi bir dogruluk

tahmin regresyon yodntemlerini
performansi elde edilmistir. Jha vd. (2018), temel

bilesiklerden malzeme 6zelliklerini  kestirmeye
yonelik derin sinir agi modelinin tasarimini ve
uygulamasini gergeklestirmistir. ElemNet, malzeme
ozelliklerini daha iyi dogruluk ve hizla tahmin
etmesine olanak taniyan yapay zeka kullanarak farkh
arasindaki  fiziksel ve

elementler kimyasal

etkilesimleri ve benzerlikleri otomatik olarak
yakalamaktadir. Katotlarin kristal yapisi, Lityum-iyon
bataryalarin 6zellikleri (izerinde 6nemli bir etkiye
sahiptir (Longo et al. 2014). Katodun fiziksel ve
kimyasal o©zelliklerinin daha iyi belirlenmesi igin,
tanimlama dogru hesaplamalari ve deneysel
metodolojilerin arastirimasi ve gelistirilmesi kritik

oneme sahiptir.

Gergeklestirilen Li-Si-(Mn,Fe,Co)-O

bilesikleri ile katot malzemelerinin Gg¢ ana kristal

¢alismada;

sistemi (CS, Crystal System) tiirlinii tahmin etmede
Malzeme Projeleri’'nden (Jain et al. 2013) elde edilen
veriler ile c¢esitli  siniflandirma  yontemleri
incelenmistir. Tahmin edilen veya bilinen katotlar
icin DFT ¢ogu g

ortorombik ve triklinik) sinif icin mevcuttur.

sonuglarinin (monoklinik,
Modelleri olusturmak icin kullanilan siniflandirma
yontemleri; Derin Sinir Aglari (DNN, Deep Neural
Networks), Destek Vektor (SvC,
Support Vector Classifier), XGBoost Siniflandirici

Siniflandirici

(XGBoost, eXtreme Gradient Boosting Classifier) ve
Karar Agaclari (DT, Decision Tree) Algoritmalaridir.
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Cizelge 1. Veri setinden segilen bazi silikat katotlar (Shandiz and Gauvin 2016).

Uzay

Formiil Grubu Ej(eV) Ey (eV) E4 (eV) N, plg/cm?) V(A3) Kristal Sistemi
Li,MnSiO, Pc -2.699 0.006 3.462 16 2.993 178.513 Monoklinik
Li,Mn, (Si05)5 P21/c -2.769 0.077 3.188 64 2517 929.064 Monoklinik
Li,C0,(Si05)s P21/c -2.598 0.069 2727 64 2739 872.856 Monoklinik
Li,FeSi;Og P21 -2.84 0.069 3.081 28 2.665 351.384 Monoklinik
LiMn(SiO53), Pbca -2.824 0.036 0.037 80 3.343 850.626 Ortorombik
LiFeSiO, Pn21a -2.604 0.018 2.961 28 2.89 355.979 Ortorombik
Li,Co,Si,0, C2em -2.453 0.072 2.84 26 3.579 278.304 Ortorombik
Li;Mny, (Siz01¢), P1 -2.439 0.092 03611 56 3.909 566.407 Triklinik
LiFeSi,0g P1 -2.896 0.032 3.342 26 2.76 330.953 Triklinik
LiCo4(Si0,), P1 -2.25 0.076 0.005 42 3.318 552.402 Triklinik

2. Materyal ve Metot

Veri seti, Malzeme Projesi'nden (Jain et al. 2013)
kullanarak Li-Si-(Mn, Co)-0
bilesimlerine sahip 339 katot malzemesi igin DFT

alinan verileri Fe,

hesaplamalarinin sonuglarini icermektedir.
surece
DFT

hesaplamalarinda kullanilan kristal yapilarin ¢ogu,

Malzeme Projesi, ylksek verimli bir

dayanmaktadir. Malzeme Projesi’nin
atom konumlarini ve kristal kafes 6zelliklerini iceren
inorganik kristal yapisal veri tabanindan (ICSD,
Database)

optimizasyonu,

inorganic  Crystal Structural elde

edilmistir. Atomik konumlarin

mevcut veya olusturulan yapilar (zerinde de
gercgeklestirilir. Hesaplamalarin detaylan hakkinda
(2013) makalesinde

daha fazla bilgi Jain vd.

bulunabilir.

Veri seti, her katodun kristal sisteminde kimyasal
formill, uzay grubunu, olusum enerijisini (Eg), govde
uzerindeki enerjiyi (Ey), bant araligini (Eg), alan
sayisini (Ng), yogunlugunu (p) ve birim hiicrenin
hacmini (V) icermektedir. Veri setinde belirtilen
ozellikler Malzeme Projesi sozlligline gére Ng ve p
sirastyla kristalin birim hiicresindeki atom sayilari ve
toplu kristal malzemelerin yogunlugudur. Makine
O6grenimi ve derin 6grenme modellerini olusturmak
icinnV =M/p (M atomik kitledir) verildiginde
yalnizca V degiskeni kullaniimaktadir. Ayrica Ejy,
malzemenin en kararli olanlara ayrisma enerjisi
olarak tanimlanir. Olusum enerjisinin ve diger
ozelliklerin hesaplanmasinin OK sicaklikta ve ortam
basincindadir. Cizelge 1, veri setinden secilen bazi
silikat katotlari igin verileri gostermektedir.

Veri seti, ¢ok cesitli karmasik yapilar ve cesitli
Sekil
silikat katotlarin 6zelliklerinin es
Capraz
katotlarin her bir 6zelliginin dagilimi icin histogram

kimyasal bilesimler igermektedir. 1, veri
kiimesindeki
gizimlerini  gostermektedir. grafikler,
grafikleridir. Gorlebilecegi gibi, genellikle 6zellikler
ile kristal sistemi arasinda belirgin bir iliski yoktur. Bu
karmasikhk, siniflandirma probleminin geleneksel
yontemlerle ¢Ozilmesini zorlastirmaktadir.
Malzeme Projesi’ndeki hesaplama sonuglarinin, yeni
optimizasyonlar yapilmasi veya yeni potansiyellerin
kullanilmasi nedeniyle degismeye egilimli oldugu

gorilmektedir.
2.1 Makine Odgrenimi igin Siniflandirma Yéntemleri

Siniflandirma, veri setini belirli siniflara bolmek icin
makine 6grenmesinde kullanilan bir yontemdir. Bu

kristal
triklinik)
6grenme yontemleri

cahismadaki siniflandirma  probleminde

sistemi  (monoklinik, ortorombik ve
belirtildigi

secilmistir.

icin denetimli

Ayrica, siniflandirmanin  dogrulugu,

siniflarin  dogru tahmin edilen kismi olarak

tanimlanmaktadir.

Denetimli siniflandirma igin, nxm boyutlu o6zellik
matrisi X ve farkli siniflarda n ve K uzunluklarina
sahip tek boyutlu bir matris olarak cevap matrisi Y
kullanilmistir. Burada n, gézlem (6rnek) sayisi ve m,
oznitelik sayisidir. Bu galisma icin n, m ve K sirasiyla
339, 5 ve 3'tir.
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Olugum Enerjisi (eV)

GGvde Usty Enerjisi (eV] -

Bant Aralifi (ev] -

Alan Sayisi

Yogunluk (gm/fcc) -

Hacim

Bant Yapisina Sahiplik -

Bant Araligi (V)

Olugum Enerjisi [eV]
Gavde Ustd Enerjisi (8V)

Alan Sayisi

Hacim

Yogunluk (gm/cc)
Bant Yapisina Sahiplik

Sekil 1. Malzeme Projesi’nden alinan verilere ait Li- (Mn, Fe,Co)-Si-O katotlarinin farkli 6zelliklerinin korelasyon (sayisal)

grafigi.

Kristal sistemi, diger degiskenlere bagli bir fonksiyon
CS = f(V,Eg N, Ef, E).
Buradaki, olusum enerjisini (Ef), gévde Uzerindeki

olarak tanimlanabilir:

enerjiyi (Ey), bant araligini (Eg), alan sayisini (Ng),
yogunlugunu (p) ve birim hicrenin hacmi (V)

Cizelge 2. Kullanilan yontemlere ait temel ifadeler.

degiskenlerine dayanarak kristal sinifi, makine
6grenimi yontemleri ile tahmin edilebilmektedir. Bu
bélimde, modelleri olusturmak icin veri kiimesi
Uzerinde uygulanan siniflandirma yéntemleri kisaca

tanitilmaktadir (Cizelge 2).

Yéntem ifade Agiklama
Destek Vektor 1 N1
; ZwT
Siniflandirici min(w, b, §): Sww +C Z $i ywWTop(x) +b)=(1-¢§);&=0
i=0
¥, =0;0<x,<C,i=0,..,N—
max: ¥; o; — %Zi,j o o y; y; K(x:, %)) Z %y =0,0=0qsCi=0, N1
13
fG) =sgn (TS yi % K(x;,%) + b) 2
’ c ‘ K(xi,xj)=9XP(—V||xi—xj|| )
Karar Agaglari ) p,basart; q, basarisizlik
Gini indeksi,G =1 — Z (P>
i=1 P* +q»
XGBoost h;, agirliklar;

Zzh (fe (x) —& 2+ Q(f,) + sabit

%, etiketlerle tam adirlikli kare kaybi

Derin Sinir
Aglari W;EJZ)

%=1, Z fl(Zw“)

+bM| +

fi, f>: Aktivasyon fonksiyonu;
@
by,

wy;: ABirliklar; x;: Girdiler; by: Bias

792



Lityum-iyon Bataryalarin Katot Malzemelerindeki Kristal Yapinin Kestirimi icin Makine Ogrenimi Yéntemlerinin..., Siipiirtiilii vd.

2.1.1 Destek Vektor Makineleri

Destek vektor makineleri (SVM, Support Vector
Machine)
problemlerinde

yontemi, genellikle  siniflandirma

kullanilan  denetimli  6grenme
yontemlerinden biridir. Bir dogru yardimi ile bir
dizlem Uzerine yerlestirilen noktalari ayirmaktadir.
Bu dogrunun, iki sinifin noktalari icin de maksimum
marjl hiper diizlemleri bulmaya dayali olarak egitim
verilerini  bolme fikri lizerinde ¢alismaktadir.
Karmasik ancak kiiglik ve orta olgekteki veri setleri
icin uygundur. Hiper diizlem, w'¢(x;) + b sekilde
tanimlanmaktadir. w hiper  dizlemin normal
vektérudir, x; egitim veri kimesidir ve ¢ (x;) egitim
verilerini oOzellik uzayiyla eslestirir. Maksimum
marjin optimal ¢dzimiini bulmak icin optimizasyon

problemi ¢ézllmelidir (Chang 2011, Int Kyn. 1).
2.1.2 Karar Agaglari Algoritmalari

Karar agacl algoritmalari, siniflandirma
algoritmalarindan biridir. Genellikle 6l¢ceklendirme
ve c¢ok fazla On isleme sireclerine gerek
duymamaktadir. Bir karar agaci, ¢ok sayida kayit
iceren bir veri kiimesini, bir dizi karar kurallari
uygulayarak daha kigik kimelere bolmek igin
kullanilan bir yapidir. Onceden tanimlanmis bir

hedef degiskene sahiptirler.

Calisma prensibi, yapilari itibariyle en tepeden asagi
inen bir strateji ile verileri ayn siniflara bolerek ile
“En lyi” olup olmadigini belirlemek icin herhangi bir
digimde test edilecek Oznitelikleri ayirmak igin
kullanilmaktadir. Her dalda elde edilen ayrim
mimkin oldugu kadar saf olmalidir, ¢ciinkii bolme
kriterlerinin ayni olmasi gerekmektedir. Veriyi iyi bir
sekilde agiklamayan asiri  karmasik agaclar
Uretilebilir. Bu durumda aga¢ dallanmasi takip
edilememektedir. Ezbere 06grenme, asiri uyum
(overfitting) veya 6grenememe (underfitting) gibi
sorunlarla  karsilasildiginda  hiper  parametre
degerlerinin degistirilmesi gerekmektedir (Jandav

and Channe 2016, Int Kyn. 2).

Karar agaclari, bir digima iki veya daha fazla alt
digime bolinmesine karar vermesinde birden fazla
kullanmaktadir. Alt

algoritma digiimlerin

olusturulmasi, alt diglimlerin  homojenligini
Baska bir

safliginin  hedef degiskenlere goére artmasidir.

arttirmaktadir. ifadeyle, digimiin
Algoritma secimi, hedef degiskenin tipine baghdir.
Karar agaclarinda en sik kullanilan algoritmalar;
Entropi, Gini,

Siniflandirma Hatasi; strekli degiskenler igin ise En

kategorik  degiskenler igin
Kiguk Kareler yontemi seklindedir. Bu galismada
Gini indeksi kullanilmistir. Entropi, verilerimizle ilgili
belirsizligin bir 6l¢tstdir. Sezgisel olarak, bir veri
kiimesinin yalnizca bir etiketi varsa, daha disuk bir
entropiye sahiptir. Dolayisiyla verilerdeki entropiyi
indirecek  bir bolinmesi

en aza sekilde

gerekmektedir (Int Kyn. 2).

2.1.3 XGBoost Algoritmalari

Olgeklenebilir bir aga¢ arttirma sistemi olan Asiri
Gradyan Arttirma (XGBoost, eXtreme Gradient
Boosting) algoritmalan, “zayif” tahminleyicileri
olarak karar agaclarini kullanan bir gradyan artirma
algoritmasidir. Ayrica, yontem en iyi performans ve
XGBoost,

kullanim kolayligi ve tahmin glcl 6zellikleriyle

hiz igin 06zel olarak tasarlanmistir.
regresyon ve siniflandirma gorevleri icin kullanilan
denetimli 6grenme algoritmasidir. Seyrek verileri
islemek icin seyreklige duyarli yeni bir algoritma ve
yaklasik 6grenme icin teorik olarak dogrulanmis
agirhkli bir nicel ¢izim olan yéntem, énbellek erisim
kahplarinin, veri sikistirmanin ve parcalamanin,
karar agaclarinin giiclendirilmesinde olgeklenebilir
bir uctan uca sistem olusturmak icin temel unsurlar
oldugunu gostermektedir. i¢ gorileri birlestirerek
XGBoost, minimum miktarda kaynak kullanilarak
gercek diinya 6lcegindeki sorunlari ¢ozebilmektedir.
(Chen and Guestrin 2016, Int Kyn. 3).

2.1.4 Derin Sinir Aglari

Yapay Sinir Aglari (ANN, Artificial Neural Network),
siniflandirma ve regresyon problemleri icin makine
o6grenimindeki ¢ok yonlu ve etkili yontemlerden
biridir (Ripley, 1996). Ancak, ylksek derecede
esneklik 6zelligi, parametrelerin optimal degerlerini
bulma stirecini zorlastirabilir.

Derin sinir aglari (DNN, Deep Neural Network)
algoritmalari ise yapay sinir aglarinin ¢ok katmanh
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bicimidir. Bu calismada ¢ok katmanl algilayicilar
(multi-layer perceptron) kullanilmistir. DNN, girdi
katmani (input layer), gizli katman (hidden layer) ve
(output
katmandan olusmaktadir. Aktivasyon fonksiyonu,

ctkti  katmani layer) olmak (izere (g

dogrultulmus dogrusal (RELU, Rectified Linear Unit)
fonksiyonu ile uygunluk kriteri olarak maksimum
kosullu olabilirlik kullaniimistir (Venables and Ripley,
2002).

* Veri kalitesi,

* Eksik degerleri
Malzeme * Bos degirler,
Projesi * Aykir degerler

+ &

Oznitelikler
1 Olusum Enerjisi (Ef),
2 Gévdedeki Enerji (EH),
3 Bant Araligi (Eg).
4_Alan sayisi (Ng),
5 Yogunluk
6.Hacim

i Oznitellik
Veri Verinin ice Verinin Cikarimi ve
Kaynag aktariimasi incelenmesi Segimi

Egitim
Veii | _’ seti I

Test seti

—’ Dénistiriiciler —’ Tahminciler

Makine 6grenimi ardigik dizeni

Verinin bolinmesi

Degerlendirme

Sekil 2. Malzeme Projesi'nden alinan verilerin makine 6grenimi yontemleri ile analiz edilmesine iliskin ardisil diizeni.

3. Bulgular

Calismada, veri setine makine Ogrenimi
siniflandirma yontemlerinden olan Destek Vektor
Siniflandirici (SVC, Support Vector Classifier), Karar
Agaclar (DC, Decision Tree), XGBoost ve Derin Sinir
Aglari (DNN, Deep Neural Network) uygulanmistir.
Tim bu yontemler Kaggle (Int Kyn. 5) ve Google

Colab (Int Kyn. 4) ortaminda hazirlanmistir.

Ayrica, ham verilerin alinmasindan makine 6grenimi
yontemlerinin uygulanip degerlendiriimesine kadar
gerceklestirilen sireg, Sekil 2’de yer almaktadir.

Calismada kullanilan veri seti, sinirh sayida veri
icerdiginden makine 6grenimi ve derin 6grenme
algoritmalarinin performansinin daha verimli olarak
Olgulebilmesi igin veri setinin %80’i egitim ve %20'si
test icin kullanilmistir. Dogrulama icin k-kath ¢apraz
(k-fold
uygulanmistir. k=1 ve bolitleme degeri (fold) 10

dogrulama cross-validation)  yontemi

olarak secilmistir.

Derin 6grenmede iki veya daha fazla siniflandirma
modellerinin performansinin élcimiinde genellikler
hata matrisi kullanilarak dogruluk (accuracy),
kesinlik (precision), geri ¢agirma (recall) ve F1-puani
(F-1 score) gibi parametreler hesaplanmaktadir.
Hata matrisi, gercek ve tahmin sinifinin dort farkl
durumunu iceren bir tablodur. Dogru pozitif ve
negatif, yanhs pozitif ve negatif gibi dort farkli hasta
matrisi durumlari Cizelge 4’te gosterilmistir. Hata
matrisi durumlarina gore dogruluk Esitlik (1),
kesinlik Esitlik (2), geri cagirma Esitlik (3) ve F1-puani
Esitlik (4) ile hesaplanmaktadir (Demirezen, 2021).

DP+DN

Dogruluk = m (1)
Kesinlik = — (2)
DP+YP
Geri Cagirma =— (3)
eri Cagirma = SPITN
Fl—puam _ 2 x (Geri Cagirma x Kesinlik) (4)

Geri Gagirma + Kesinlik
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Cizelge 3. Hata matrisi durumlari

Tanim Aciklama Literatiirdeki Karsiligi (ing)
Dogru Pozitif (DP) Dogru olarak belirlenen pozitif tahmin sayisi TP, True Positive
Dogru Negatif (DN) Dogru olarak belirlenen negatif tahmin sayisi TN, True Negative
Yanlis Pozitif (YP) Yanlis olarak belirlenen pozitif tahmin sayisi FP, False Positive
Yanls Negatif (YN) Yanlis olarak belirlenen negatif tahmin sayisi FN, False Negative

3.1 Hiper Parametre Se¢imi

Hiper parametre optimizasyonu icin, her modelde
optimal parametreleri se¢mek Uzere bir 1zgara
arama capraz dogrulamasi gerceklestirilmistir. Her
model, Python Scikit-Learn kitaphg kullanilarak
egitilmistir. Cizelge 4 ile listelenenler disinda ¢ogu
hiper konfiglirasyonda
tutulmustur.

parametre varsayilan

Siniflandirmayontemlerinden ilk olarak Destek
Vektor
Olusturulan model {izerinde en biiylk etkiye sahip

Siniflandiricisi  algoritmasi  segilmistir.

olan parametreler 1zgara aramasi ile bulunmustur.

Dogrusal destek vektdér makinesi
algoritmasi kernel yontemlerinden radyal tabanli
fonksiyon ve C=10000 parametre degerleri ile
cahsiimis ve en yiiksek basari oranina ulasiimistir.

Kriteri,

olmayan

Karar agaci parametreleri; Gini Bilgi
maksimum derinlik 3, ve karmasiklik parametresi 0,0
Asin Gradyan

sinif  problemi

olarak  secilmistir. Arttirma

algoritmasi; ¢oklu oldugundan
softmax, maksimum derinlik 5, 6grenme orani (eta)
0,15 ile en yilksek basarim oranina ulasiimistir. Bu
¢alismada onerilen derin 68§renme mimarisi Cizelge

4’te yer almaktadir.

Cizelge 4. Hiper-parametre segimi

Y6éntem Hiper Parametreler Agiklama
Destek Vekt6r Siniflandirici {'C': 10000, 'gamma': 0.0001, 'kernel": 'rbf'} Izgara Arama
Karar Adaglari {max_depth=3, random_state=0} Gini indeksi
XGBoost {objective="'multi:softmax’, n_estimators=200, seed=123, Varsayilan ayarlar

max_depth=5, learning_rate=0.15, colsample_bytree=1, subsample=1}

Derin Sinir Aglari

1024, activation='"relu', kernel_regularizer=regularizers. 12(0.001)

Keras paketleri

512, activation='relu’, kernel_regularizer=regularizers. 12(0.001)
256, activation="relu’, kernel_regularizer=regularizers. 12(0.001)
128, activation="softsign’, kernel_regularizer=regularizers.12(0.001)

4, Tartisma ve Sonug

Gergeklestirilen ¢alismada; Li-Si- (Mn, Fe, Co)-O
bilesikleri ile silikat katotlarin ¢ ana kristal yapi
ortorombik ve triklinik)

sistemini  (monoklinik,

belirlemek icin ¢ok cesitli makine o6grenimi

siniflandirma yontemleri basariyla kullanilmistir.

Shandiz ve Gauvin (2016), Materyal Projesi’'nden
alinan verileri sinir aglari, destek vektér makineleri,
k-en yakin komsular, rastgele ormanlar ve asir
derecede rastgele agaclari yontemlerinin
optimizasyon parametrelerini degistirerek etkilerini
dogruluk Olclimii metrigi kullanilarak
gerceklestirmislerdir. Bu ¢alismada ol¢ciim sonuglari

F-1 skoru kullanilarak hesaplanmistir. Calismada

kullanilan yoéntemlere ait sonuglar karmasiklik

matrisi ile olusturulmustur (Cizelge 5).

Dogrulama asamasinda, k-kath ¢capraz dogrulama (k-
fold cross-validation) yontemi uygulanmistir. k=1 ve
bolutleme degeri (fold) 10 olarak secilmistir. Her

siniflandirma yonteminin parametrelerinin
optimizasyonunun, genel ortalama dogruluk
Uzerinde o6nemli bir etkiye sahip oldugu

dogrulanmistir.

Materyal Projesi’nde alinan veri seti 339 satirlik veri
icerdiginden makine 6grenimi modelleri olusturmak
icin egitim verilerinin ylzdesini artirmak, genel
ortalama tahmin dogrulugunun strekli olarak artisa
neden oldugu gézlenmistir.
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Cizelge 5. Makine Ogrenimi Yéntemleri ile kristal sinifinin belirlenmesine dair kestirim sonuglari

Yontem XGBoost Sinif Dogruluk Kesinlik Geri F-1Puani  F1 Puani Sonucu (%)
Cagirma
Monoklinik 0.955882 0.942857 0.970588 0.956522 95.6522
Ortorombik 0.955882 0.941176 0.888889 0.914286 91.4286
Triklinik 0.955882 0.941176 0.888889 0.914286 91.4286
Ortalama 0.955882  0.941737 0.916122  0.914286 92.8364
Yoéntem Destek Vektor Sinif Dogruluk Kesinlik Geri F-1Puani  F1 Puani Sonucu (%)
Siniflandirici Cagirma
Monoklinik 0.911765  0.870968  0.931034  0.900000 90.0000
Ortorombik 0.911765  0.809524  0.894737  0.850000 85.0000
Triklinik 0.911765  0.818182  0.900000  0.857143 85.7143
Ortalama 0.911765  0.832891  0.908590  0.869048 86.9048
Yontem Karar Agaci Sinif Dogruluk Kesinlik Geri F-1Puani  F1 Puani Sonucu (%)
Cagirma
Monoklinik 0.794118  1.000000  0.658537  0.794118 79.4118
Ortorombik 0.794118  1.000000 0.517241  0.681818 68.1818
Triklinik 0.794118  1.000000  0.461538  0.631579 63.1579
Ortalama 0.794118  1.000000  0.545772  0.702505 70.2505
Yontem Derin Sinir Agi Sinif Dogruluk Kesinlik Geri F-1Puani  F1 Puani Sonucu (%)
Cagirma
Monoklinik 0.720588  0.758621  0.647059  0.698413 69.8413
Ortorombik 0.720588  0.708333  0.586207  0.641509 64.1509
Triklinik 0.720588  0.588235  0.454545  0.512821 51.2821
Ortalama 0.720588  0.685063  0.562604  0.617581 61.7581
Asirt  Gradyan Arttirma ve Destek Vektor Cikar Catismasi

Siniflandirici, kristal sistemlerin siniflandiriimasi igin
diger siniflandiricilar arasinda en ylksek genel
ortalama basarima ulasmistir. Ayrica, siniflarin
olarak kestirilmesine dayanan
Oznitelik

onem degerlendirmesine bagl olarak Asir Gradyan

bireysel
degerlendirme de gerceklestirilmistir.

Arttirma yontemi, kristal hacmi ve site sayisi, veri
setindeki kristal sistem tipini belirlemek icin en
ylksek etkileri gostermistir. Ancak, kristal sistemin
belirlenmesi icin silikat katotlarin olusum enerjisi,
govde Uzerindeki enerji ve bant araligi gibi diger
ozellikleri de dikkate alinarak hesaplanmaktadir.

Yazarlar, bilinen herhangi bir ¢ikar ¢atismasi veya
herhangi bir kurum/kurulus ya da kisi ile ortak ¢ikar
bulunmadigini onaylamaktadirlar.
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