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ABSTRACT

As a result of the developments in smart sensor technologies and the decrease in price of wearable devices,
internet-based studies for the recognition of daily human activities by using sensor data obtained from these
devices is an important research topic today. The recognition of human activities can contribute to the solution
of activity-related problems in areas such as health, patient follow-up and safety. This study aims to recognize
human activities using machine learning methods on data obtained from smart sensors. In this study, models
were created with Decision Tree, OneVsOne and Multilayer Perceptron classifiers, and training and testing stages
were carried out with the data set containing the activities. When 75% and 90% of the data set were separated
as training data, the results obtained in the applications were compared and it was seen that the best result was
achieved with 90% training data using the Multi-Layer Perceptron model. With the Multilayer Perceptron Model,
100% classification success was achieved in walking, walking downstairs and laying activities, 95% in standing
activity, 89% in walking upstairs activity and 83% in sitting activity.
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Akilli sensér teknolojilerindeki gelismeler ve giyilebilir cihazlarin maliyetlerinin diismesi sonucunda bu cihazlardan
elde edilen sensér verileri kullanilarak gtinliik insan aktivitelerinin tanimlanmasina yénelik nesnelerin interneti
tabanli ¢alismalar giiniimiizde énemli bir arastirma konusudur. insan aktivitelerinin tanimlanmasi saglik, hasta
takibi ve giivenlik gibi alanlarda aktiviteye bagl sorunlarin ¢éziimiine katki saglayabilmektedir. Bu ¢alisma, akilli
sensérlerden elde edilen veriler lizerinde makine dgrenmesi yéntemlerini kullanarak insan aktivitelerinin
tanimlanmasini amaglamaktadir. Calismada Karar Agaci, OneVsOne ve Cok Katmanli Algilayici siniflandiricilar
ile modeller olusturulmus ve aktiviteleri iceren veri seti ile egitim ve test asamalari gerceklestirilmistir. Veri setinin
%75’i ve %90’1 egitim verisi olarak ayrildiginda yapilan uygulamalarda elde edilen sonuglar karsilastiriimis ve en
iyi sonuca Cok Katmanli Algilayici modeli kullanilarak %90 editim verisiyle ulasildigi gérilmdistir. Cok katmanli
algilayici modeliyle yiiriime, inme, uzanma aktivitelerinde %100, bekleme aktivitesinde %95, tirmanma
aktivitesinde %89 ve oturma aktivitesinde %83 siniflandirma basarisi elde edilmistir.
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Giris

Glinimuzde nesnelerin interneti (1oT), bilgi teknolojileri
alaninda ¢ok genis ve farklh alanlarda uygulamalar
gelistirilebilmesinin  yolunu agmistir. Gegmiste yapilan
calismalar incelendiginde saglik (Kaur, Kumar, & Kumar,
2019), cevre (Ma, ve digerleri, 2020), glvenlik (Sakaci,
2018), akilli sehirler (Abaklioglu, 2019) gibi bircok alanda loT
uygulamalarinin yer aldigi goriilmektedir.

loT teknolojileri akilli ortamlar yaratarak diinyamizi
etkilemeye devam ederken, gliciini sensorlerden aldig
soylenebilir. (Sehrawat & Gill, 2019). Akill ve duyusal
sistemlerin gelistiriimesinde rol alan sensorlerle ve mobil
cihazlarla  blylk miktarlarda IoT verileri elde
edilebilmektedir (Mourtzis, Vlachou, & Milas, 2016)

Mobil veya giyilebilir cihazlarda bulunan sensorlerin
sagladigi verilerle, insan aktivitelerini taniyan sistemler,
yash bakim destegi, fitness izleme ve bilissel yardim gibi
saghk uygulamalari genisletilebilmektedir (Choudhury, ve
digerleri, 2008). insan motor aktivitelerinin izlenmesi,
hastalik  takibi, klinik teshise yardimci sistemler
gelistirilirken ivmedlger, jiroskop gibi mobil sistemler
Uzerinde bulunan sensorlerden yararlanilabilmektedir
(Muscillo, Conforto, Schmid, Caselli, & D'Alessio, 2007). (Su
& Ji, 2014) e gore sensorler guinliik yasamin gesitli yonlerini
Olgmek igin zengin bir veri kaynagl oldugundan, insan
aktivitelerini tanima isleminin bu uygulamalarin arkasindaki
temel yapi taslarindan biri oldugu soylenebilir.

Bir baska calismada (Ferrari, Micucci, Mobilio, &
Napoletano, 2021), son yillarda aktivite tanimaya yonelik
arastirmalarin artmasinin en 6nemli nedenlerinin, hareket
algilayan  sensorlerle  donatiimis  mobil  cihazlarin
yayginlasmasi ve daha disik donanim maliyetleri oldugu
belirtilerek, akilli telefonlarin kullanilmasinin gozetim, saghk
ve iletim gibi cesitli uygulama baglamlarinda firsatlar
yarattigl vurgulanmistir.

Bu ¢alismada, makine 6grenmesi yontemleri kullanarak
akilli  telefon sensor verileri ile aktivite taninmasi
arastinlmistir.  Calismada iki farklh makine 06grenmesi
siniflandirma algoritmasi ve bir yapay sinir agi modeli
kullanilmigtir. Calismanin 2.bélimiinde materyal ve metot,
3.boliimde ise bulgular ve tartismaya yer verilmistir.

Materyal ve Metot

Veri Seti

Calismada UCI  Machine Learning Repository
sayfasindan indirilen Human Activity Recognition veri seti
kullanilmistir (Ortiz, Anguita, Ghio, Oneto, & Parra, 2012).
Veri seti igerisinde ylrime, tirmanma, inme, oturma,
bekleme ve uzanma aktivitelerine ait 7352 adet kayit
bulunmaktadir. Her bir aktivite bir sinif olarak
etiketlenmistir. Sensor verileri belirli zaman dilimlerinde 50
HZ'lik sabit hizda yakalanmistir. Verilerde giiriiltl gidermek
amaclyla medyan filtre ve kose frekansi 20 Hz olan
3.dereceden diistik gecisli Butterworth filtresi kullaniimistir.
Jiroskop ve ivmeolger sensorlerinden gelen (g acili sinyaller
Tablo 1'de  gosterilen  fonksiyonlarla  6zelliklere
donlstlrtlmistir. Sinyallerin  ortalamasi hesaplanarak
elde edilen ek vektorler 6zelliklere eklenmistir.
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Tablo 1. Ozellik cikarmada kullanilan fonksiyonlar
Table 1. Functions used in feature extraction

Mean Std Mad Max
Min Sma Energy Igr
Entropy arCoeff Correlation  maxInds
meanFreq Skewness  Kurtosis bandsEnergy
Angle

Dosya.xlsx formatindadir ve sensor verilerinden

olusturulmus, o6zellik olarak kullanilabilecek 561 siitun
bulunmaktadir.

Veri On isleme

Veri seti icinde eksik deger bulunmamaktadir. Siniflar
‘Yirime-1’, ‘Tirmanma-2’, ‘inme-3’, ‘Oturma-4’, ‘Bekleme-
5, ‘Uzanma-6’ olmak Uzere etiketlenmistir. Veri seti icinde
ozellik degerleri numeriktir. Uygulamalar yapilirken 6zellik
degerlerini [0,1] araligina olgeklendirmek igin sklearn
kitiphanesinde bulunan MinMaxScaler ydnteminden
yararlanilmistir (sklearn, 2021). Olceklendirmenin amaci
daha dogru sonuglart daha hizh bir sekilde elde
edebilmektir. Sonraki asamada Ozellik se¢im islemi
gergeklestiriimis ve Ozelliklerden siniflandirma isleminde
agirlik degeri yiiksek olanlar secilmistir. Ozellik seciminde
esik degeri 0,001 degeri secilmis ve bu degeri asamayan
ozellikler egitim ve test surecglerinde kullanilmamistir.

Siniflandirma
Bu bolimde vyapilan uygulamalarda kullanilan
OneVsOne, Karar Agaci ve Cok Katmanl Algilayici

siniflandiricilari ile ilgili bilgiler verilmistir.

OneVsOne Siniflandirici

Sinif ¢ifti basina bir siniflandirici olusturarak, tahmin
zamaninda en ¢ok oyu alan sinifi segerek ikili siniflandiricilar
tarafindan hesaplanan ikili siniflandirma given duzeylerini
toplama yoluyla en yiiksek toplam siniflandirma giivenine
sahip sinifi segen bir algoritma oldugu soylenebilir (scikit-
learn, 2020). Algoritmanin ikili siniflandiricilarin  goklu
siniflandiricilar olarak ¢alismasini saglayan bir yontem oldugu
belirtiimektedir (Verma, 2022). OneVsOne siniflandiricinin
ikili siniflandirma yapisi Sekil 1’de gosterilmistir.

OneVsOne Siniflandiricisinda karsilasilan problemin, ikili
siniflandiricilarin optimal olmasina ragmen, elde edilen
kombinasyonun global olarak optimum olmasinin
gerekmedigi One surilmistir (Galar, Barrenechea,
Fernandez, & Herrera, 2014).

Karar Agaci

Agac tabanli algoritmalarin hem siniflandirma hem de
regresyon icin ilgili parametrik olmayan ve denetimli
yontemlerin O6ne ¢ikan bir Gyesi oldugu soylenebilir
(Kurama, 2020). Bir karar agacinin, kok digimden baslayan
herhangi bir yolun, yaprak diigimde bir boolean sonug elde
edilene kadar bir veri ayirma dizisi ile tanimlandigi agac
tabanl bir teknik oldugu belirtilmistir (Jijo & Abdulazeez,
2021). Verilerin koék dugimden baslayarak yaprak
digimlerde ayristiriima sireci Sekil 2’de gosterilmistir.
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Figure 1. OneVsOne classifier Figure 2.Decision Tree
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Figure 3. Multi-layer Perceptron Figure 4. OneVsOne classifier cross validation results
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Sekil 5 Karar Agaci siniflandirici gapraz dogrulama
sonuglari
Figure 5. Decision Tree classifier cross validation results

Her yapragin, en uygun hedef degeri temsil eden bir
sinifa atanabildigi ve alternatif olarak yapragin, hedef
ozelligin belirli bir degere sahip olma olasiligini gdsteren bir
olasilik vektoriu tutabildigi vurgulanmistir  (Rokach &
Maimon, 2005).

Cok Katmanli Algilayici

(Noriega, 2005)" e gore ¢ok katmanli algilayici, 6riinti
tanima ve enterpolasyon dahil olmak Uzere bir dizi farkli
sorunun ¢dzimd igin yaygin olarak kullanilan bir yapay sinir
agl 6rnegi olarak kabul edilebilir. Cok katmanli yapay sinir
aglarinin, derin 6grenmenin ayrilmaz bir parcasi olarak
temellerini olusturdugu o6ne sirilmektedir (Simplilearn,
2022). Sekil 3’'te Ug¢ giristen olusan giris katmani, doért
norondan olusan bir gizli katman ve bir ¢ikistan olusan
ornek ¢ok katmanli algilayici modeli gosterilmistir.

Sekil 6 Cok katmanli algilayici gapraz dogrulama sonuglari
Figure 6. Multi-layer Perceptron cross validation results

Siniflandirma problemlerinin ¢6ziimiinde kullanilabilen
¢ok katmanli algilayicilar, giris ve ¢ikis katmanlari ile birlikte
istenilen sayida nérondan olusan birden ¢ok gizli katmanlari
da igerebilmektedirler (Chai, ve digerleri, 2021).

Bulgular ve Tartisma

Calismada aktivite taninmasi amaciyla OneVsOne, karar
agact ve ¢ok katmanli algilayici  siniflandiricilan
kullanilmistir. Cok katmanl algilayici modelinde iterasyon
sayisi 1000, solver parametresi ‘sgd’ ve aktivasyon
fonksiyonu ‘relu’ olarak secilmistir. Her siniflandirici modeli
icin iki farkli uygulama yapilmis, ilk uygulamada veri setinin
%90’1 model egitimi %10’u test verisi, ikinci uygulamada ise
%75’'i model egitimi %25’ i test verisi olarak ayrilmistir.
Siniflandirict  modellerin  performanslarinin  izlenmesi
amaclyla ¢apraz dogrulama yontemi uygulanarak veri seti
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10 parcaya bolinmiis ve modellerden elde edilen
dogrulama sonuglari izlenmistir.

Tablo 2 OneVsOne siniflandirici test sonuclari

Table 2. OneVsOne classifier test results

%75 Egitim %25 Test verisi
%75 Train %25 Test Data

%90 Egitim %10 Test verisi
%90 Train %10 Test Data

1 0,88 0,0 0,12 0,0 0,0 0,0 1 1,0 0,0 0,0 0,0 0,0 0,0
2 0,15 0,51 0,31 0,0 0,0 0,034 2 0,13 0,83 0,032 0,0 0,0 0,0
3 0,0 0,0 1,0 0,0 0,0 0,0 3 0,0 0,0 1,0 0,0 0,0 0,0
4 0,0 0,006 0,003 0,95 0,02 0,017 4 0,0 0,014 0,0 0,71 0,28 0,0
5 0,0 0,0 0,0 0,51 0,49 0,0 5 0,006 0,0 0,0 0,045 0,95 0,0
6 0,0 0,0 0,0 0,0 0,0 1,0 6 0,0 0,0 0,0 0,0 0,0 1,0
1 2 3 4 5 6 1 2 3 4 5 6
Tablo 3 Karar Agaci siniflandirici test sonuglari
Table 3. Decision Tree classifier test results
%75 Egitim %25 Test verisi %90 Egitim %10 Test verisi
%75 Train %25 Test Data %90 Train %10 Test Data
1 0,74 0,066 0,19 0,0 0,0 0,0 1 0,54 0,41 0,048 0,0 0,0 0,0
2 0,14 0,52 0,34 0,0 0,0 0,0 2 0,11 0,76 0,13 0,0 0,0 0,0
3 0,05 0,05 0,9 0,0 0,0 0,0 3 0,069 0,2 0,74 0,0 0,0 0,0
4 0,003 0,003 0,0 0,85 0,14 0,0 4 0,0 0,0 0,0 0,66 0,34 0,0
5 0,003 0,0 0,0 0,71 0,28 0,0 5 0,007 0,0 0,0 0,35 0,64 0,0
6 0,0 0,0 0,0 0,0 0,0 1,0 6 0,0 0,0 0,0 0,0 0,0 1,0
1 2 3 4 5 6 1 2 3 4 5 6
Tablo 4 Cok katmanl algilayici siniflandirici test sonuglari
Table 4. Multi-layer perceptron classifier test results
%75 Egitim %25 Test verisi %90 Egitim %10 Test verisi
%75 Train %25 Test Data %90 Train %10 Test Data
1 0,9 0,0 0,097 0,0 0,0 0,0 1 1,0 0,0 0,0 0,0 0,0 0,0
2 0,03 0,83 0,14 0,0 0,0 0,0 2 0,11 0,89 0,0 0,0 0,0 0,0
3 0,0 0,0 1,0 0,0 0,0 0,0 3 0,0 0,0 1,0 0,0 0,0 0,0
4 0,0 0,006 0,0 0,98 0,0 0,01 4 0,0 0,0 0,0 0,83 0,17 0,0
5 0,0 0,0 0,0 0,79 0,21 0,0 5 0,0 0,0 0,0 0,046 0,95 0,0
6 0,0 0,0 0,0 0,0 0,0 1,0 6 0,0 0,0 0,0 0,0 0,0 1,0
1 2 3 4 5 6 1 2 3 4 5 6

Sekil 4’e gbére OneVsOne siniflandiricisi ile yapilan
uygulamada ¢apraz dogrulama ile en yiiksek dogruluk orani
%10 test verisi ile %98,6 ile elde edilmistir. Model egitimi
sirasinda en disik dogruluk orani %96,8 ile %10 test
verisiyle elde edilmistir. Sekil 5’de karar agaci siniflandiricisi
ile elde edilen ¢apraz dogrulama sonuglarina gére en yiiksek
dogruluk degeri %96,8 ile %25 test verisinde elde edilmistir.
Sekil 6’te ¢ok katmanh algilayicc modeli ile ¢apraz
dogrulama sonucu elde edilen dogruluk degerlerinde %10
test verisi ile en yiksek %97,4’lik dogruluk orani ile
gorilmektedir.

Elde edilen dogrulama oranlarinin birbirine yakin
degerler olmasi, modeller ile elde edilen aktivite tanima
sonuglarinin tutarh oldugunu gostermektedir.

Tablo 2’ e gbre en iyi sonuglarin veri seti %90 egitim
%10 test olarak bolindiginde elde edildigi
gorilmektedir. Bu durumda ylrime, inme ve uzanma
aktivitelerinin tamaminin model tarafindan dogru tahmin
edildigi gérilmistir. Tirmanma aktivitesinin %83’ dogru
tahmin edilirken aktivitenin %13’G ylriime aktivitesi
olarak siniflandiriimistir.

Tablo 3’de goruldigi lizere karar agaci ile olusturulan
modelde, veri setinin %75 ve %90 egitim amacgl
boélinmesiyle ortaya ¢ikan sonuglarda yalnizca uzanma
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aktivitesinin tamami dogru siniflandiriimistir. iki farkh
uygulama yapilirken model her bir uygulamada farkli
siniflarda  basari  saglamistir.  Ornegin yapilan ilk
uygulamada yirime aktivitesini %74 dogru tahmin
ederken ikinci uygulamada %54 dogruluk orani elde
edildigi gorUlmektedir. En disik basari oraninin %75
egitim verisi ile bekleme aktivitesinde elde edildigi,
aktivitenin %71’inin oturma aktivitesi olarak tahmin
edildigi gorilmektedir. iki aktivitenin viicut pozisyonu
degismeksizin benzer sekilde hareketsizlik icermesi bu
duruma neden olmus olabilir.

Tablo 4’e gore ¢ok katmanl algilayici ile olusturulan
model, yapilan ikinci uygulamada veri setinin %90’1 ile
egitildiginde aktivite tanimada daha basarili oldugu
gorilmektedir. Bunun nedeninin modelin daha fazla
ornekle egitilmesi oldugu séylenebilir. Bu durumda model
ylirime, inme, uzanma aktivitelerinin tamamini dogru
tahmin etmistir.

iki farkhh makine &grenmesi modeli ve bir derin
ogrenme modeli ile vyapilan uygulamalarda en iyi
sonuglarin ¢cok katmanl algilayici algoritmasi kullanilarak
olusturulan modelde %90 egitim verisi ile elde edildigi
gorilmektedir. Yontemlerin bir veri setiyle kullaniimasi
¢alismanin sinirliliklarindandir. (Anguita, Ghio, Oneto,
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Parra, & Ortiz, 2012) ayni veri setini kullanarak yaptiklari
aktivite tanimaya yonelik ¢alismada, Multi Class Support
Vector Machine (MC-SVM) ve Multi Class Hardware
Friendly Support Vector Machine (MC-HF-SVM)
modellerini kullanarak, yalnizca uzanma aktivitesinde
%100’liik basari orani elde ederken, en diisik basari
oranini tirmanma aktivitesinde %69,8 oraniyla elde
etmislerdir.

(Abidine & Fergani, 2021) akilli telefon sensor verileri
ile aktivite tanimaya yonelik yaptiklari ¢calismada yontem
onerisinde bulunmuslar ve farkh veri setleri Gzerinde test
etmislerdir. Aktivite tanimada en yiiksek dogruluk oranini
%99 ile uzanma aktivitesinde, en distk dogruluk oranini
%66,1 ile tirmanma aktivitesinde elde etmislerdir.

Sonug

Akilli cihazlarin giiniimiizde kolay ulasilabilir olmasi ve
tasidiklari sensorlerden anlik veri akisinin saglanabilmesi
aktivite tanima calismalarina olanak saglamaktadir. insan
aktivitelerinin gercek zamanlh olarak tanimlanmasi,
aktiviteleri takip edilmesi gereken hastalarin izlenmesi,
guvenlik vb. alanlarda giinlik problemlerin ¢dziimine
katki saglayabilecektir.

Bu calismada akilli telefon sensor verilerini kullanarak 6
farkli insan aktivitesinin siniflandirilmasi  konusunda,
makine 6grenmesi yontemlerini kullanarak farkli egitim ve
test veri oranlariyla uygulamalar yaptik. En iyi capraz
dogruluk orani %97,4’ile %90’k egitim %10’luk test verisi
kullanilarak gok katmanli algilayici modeliyle elde edilmistir.
Farkli katman ve noéron sayisina sahip gelistirilebilir derin
0grenme modelleri, daha fazla veriyle egitildiginde daha
yuksek basari oranlarinin elde edilebilecegi
distnilmektedir. Gelecekte yapilacak ¢alismalarda hareket
algilayan sensorlerin viicuttaki pozisyonlar degistirilerek
daha fazla veriyle farkli makine 6grenmesi modelleriyle
arastirma calismalarn gergeklestirilebilir.
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