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Batarya sağlık durumunun makine öğrenmesi ile kestirimi  
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Öz  Abstract  

Bu çalışmada batarya sağlık durumunun belirlenmesi için 

makine öğrenmesi yöntemi kullanılmıştır. Bu amaçla 

bataryanın deşarj olması esnasında elde edilen akım, 

kapasite azalması, gerilim gibi değerler kullanılmıştır. 

Literatürdeki diğer yöntemlerden farklı olarak, deşarj 

gerilim grafiğindeki diz-dirsek noktaları belirlenerek 

gerilimdeki değişimler daha ayrıntılı olarak dikkate 

alınmıştır. Belirlenen giriş verileri kullanılarak batarya 

sağlık durumunun belirlenebilmesi için k-En Yakın Komşu 

yöntemi ve Rastgele Orman Regresyon yöntemi olmak 

üzere iki farklı makine öğrenmesi algoritması 

oluşturulmuştur. Gerçekleştirilen sağlık durumu belirleme 

yazılımı için PYHTON dili kullanılmıştır. Batarya sağlık 

durumunun belirlenmesi için kullanılan yöntemlerin 

başarısı iki farklı senaryo ile değerlendirilmiştir. İlk 

senaryo tüm batarya verilerinin karışık olarak 

değerlendirilip, tüm bataryalara ait verilerden oluşan eğitim 

ve test verilerinin oluşturulması ile gerçekleştirilmiştir. 

Diğer senaryo ise elde bulunan 12 bataryadan 11’ini eğitim 

verisini kalan 1 bataryanın ise test verisini oluşturduğu 

durumdur. Burada 12 bataryanın her biri ayrı ayrı test verisi 

olarak değerlendirilmiştir. 

 In this study, machine learning method was used to 

determine the battery health. For this purpose, values such 

as current, capacity decrease, voltage obtained during the 

discharge of the battery were used. Unlike other methods in 

the literature, the knee-elbow points in the discharge 

voltage graph are determined and the changes in voltage are 

taken into account in more detail. Two different machine 

learning algorithms, namely the k-Nearest Neighbor 

method and the Random Forest Regression method, were 

used in order to determine the battery health status by using 

the specified input data. PYHTON was used for the 

implemented health status determination software. The 

success of the methods used to determine the battery health 

status was evaluated with two different scenarios. The first 

scenario was carried out by evaluating all battery data in a 

mixed manner and creating training and test data consisting 

of data for all batteries. The other scenario is where 11 of 

the 12 batteries are the training data and the remaining 1 

battery is the test data. Here, each of the 12 batteries is 

evaluated separately as test data. 

Anahtar kelimeler: Batarya sağlığı, k-En yakın komşu 

yöntemi, Rastgele orman regresyon yöntemi 

 Keywords: Battery health, k-Nearest neighbor method, 

Random forest method regression method 

1 Giriş 

Lityum-iyon bataryalar, elektriksel enerjinin kimyasal 

tepkimeler ile depo edilmesi ve depo edilen enerjinin yine 

kimyasal tepkimeler ile elektrik enerjisine dönüşmesi için 

kullanılan enerji depolama birimleridir. Bir batarya hücresi 

temel olarak anot, katot ve elektrolit olmak üzere 3 

bölümden oluşur [1]. Anot negatif elektrottur, dış devreye 

elektron verir ve burada oksidasyon tepkimesi oluşur. Katot 

pozitif elektrottur, dış devreden elektron alır ve burada 

redüksiyon tepkimesi oluşur. Elektrolit ise batarya içinde 

iyon iletimini sağlayan bölümdür. Lityum-iyon bataryalar 

cep telefonları, dizüstü bilgisayarlar, askeri ve havacılık 

elektroniği gibi birçok alanda yaygın olarak kullanılmaktadır 

[2-4]. Ayrıca elektrikli araçlar ve yenilenebilir enerji 

kaynaklarının yaygınlaşması da enerjinin depolanmasını 

zorunlu kılmaktadır [5, 6]. Yüksek enerji yoğunluğu, yüksek 

güç yoğunluğu, güvenli olması, uzun ömürlü olması ve 

düşük kendi kendine deşarj, Lityum-iyon bataryayı kurşun 

asit, Sodyum Sülfür ve diğer batarya türlerinden üstün kılan 

ana özellikleridir [7]. Belirtilen avantajların yanında fosil 

yakıtların yakın zamanda tükenecek olmasından dolayı, 

Lityum-iyon bataryalar fazlaca ihtiyaç duyulacak olan enerji 

depolama için de gelecek vaat eden elemanlardır [8].  

Lityum-iyon bataryaların elektriksel özellikleri, doğrusal 

ve düzgün olmayan şarj kapasitesi vb. rağmen önemli ölçüde 

iyileştirilmiştir [9]. Lityum-iyon bataryaların daha güvenli 

çalışabilmesi, tüm sistemi korumak ve enerjinin optimum 

kullanımını izlemek için batarya yönetim sistemi gereklidir 

[10]. Batarya yönetim sistemlerinin, batarya performansını 

ve ömrünü optimize edebilmesi için sağlık durumu (SOH) ve 

şarj durumu (SOC) gibi bataryaların önemli parametrelerinin 

takip edilmesi gerekmektedir [11-13]. Bataryaların aşırı şarj, 

deşarj, ısınma gibi nedenlerden dolayı kimyasal yapısı 

bozulmakta, sağlık durumları olumsuz etkilenmekte ve 

enerji depolama işlevini yitirmektedir. 

Batarya sağlık durumunu belirlemek için literatürdeki 

yöntemler üç grup altında toplanabilir; doğrudan ölçüm 

yöntemi, model tabanlı yöntem ve veri tabanlı yöntemler 
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[14-16]. Doğrudan ölçüm yöntemini kullanarak batarya 

sağlığını belirlemek için literatürde çalışmalar yapılmıştır 

[17-20]. Doğrudan ölçüm yönteminde bataryanın tamamen 

şarj ve deşarj esnasında batarya kapasitesi ölçülür [15]. 

Ayrıca sağlık durumunun belirlenebilmesi için batarya 

direncinin ölçülmesi gerekmektedir [21]. Temelinde basit 

olan bu yöntem özel laboratuvar şartları gerektirmesi gibi 

durumlardan dolayı uygulanabilirliği düşüktür. Model 

tabanlı yöntemini kullanarak batarya sağlığını belirlemek 

için literatürde birçok çalışma yapılmıştır [22-25]. Model 

tabanlı yöntemde, deşarj sırasında elde edilen bataryanın 

akım, gerilim vb. sinyalleri kullanılır [26]. Ayrıca ölçülen 

sinyallerin dışında sağlık durumunun belirlenmesi için 

batarya modeline (elektro-kimyasal ve elektriksel model)  de 

ihtiyaç vardır. Ancak kullanılan batarya modellerinde 

bulunan kısmi diferansiyel denklemlerin çözümünün zor 

olması nedeniyle uygulanması zordur [27]. Veri tabanlı 

yöntemler, yalnızca bataryanın ne kadar ömrünün kaldığı ile 

değil ne kadar süre kullanıldığı ile ilgilenir. Sağlık durumunu 

belirlemek için kullanılan veri tabanlı yöntemler arasında; 

bulanık mantık [28], uzay vektör makinesi [29-31], zaman 

serisi [32], akıllı algoritmalar (genetik algoritma, yapay sinir 

ağları, en küçük kare polinom regresyonu ve parçacık 

filtreleri) [33-39] sayılabilir. Bu yöntemlerde ölçüm sonucu 

elde edilen veriler ile sistem sağlığı arasında karmaşık 

bağlantılar oluşturulur. Bu şekilde batarya ömründeki 

değişiklikler tespit edilir [18, 40, 41]. Bu yöntemin 

doğruluğu, veri kümesinin boyutuna bağlıdır, veri kümesi ne 

kadar büyük olursa sağlık kestirim işlemi o kadar başarılı 

olur [42]. Bahsedilen yöntemler yüksek verimlilik 

sağlamasına rağmen, hesaplama sürecinde ön işleme 

aşamaları bakımından oldukça masraflıdır. Bataryaya ait 

farklı ölçümlerde oluşan belirsizliklerin birleşmesi, dikkatli 

bir şekilde düzenlenmezse, tahmin işlemi oldukça başarısız 

olur.  

Bu çalışmada veri tabanlı batarya sağlık durumu 

belirlemesi makine öğrenmesi ile gerçekleştirilmiştir. Bu 

amaçla bataryanın deşarj olması durumunda elde edilen 

akım, kapasite azalması, gerilim gibi değerler kullanılmıştır. 

Batarya sağlık durumu belirleme sürecinde deşarj esnasında 

elde edilen gerilim değerleri doğrudan kullanılmıştır. Bu 

çalışmada ise diğer çalışmalardan farklı olarak, deşarj 

gerilim grafiğindeki diz-dirsek noktaları belirlenerek 

gerilimdeki değişimler daha ayrıntılı olarak ele alınmıştır. 

Bunun yanı sıra diz-dirsek noktalarındaki değişimlerin 

zaman farkı, deşarj eğrisi üzerindeki en yüksek ve en düşük 

gerilim değerleri ve aralarındaki zaman farkı da hesaba 

katılmıştır. Belirlenen giriş verileri kullanılarak batarya 

sağlık durumunun belirlenebilmesi için iki farklı makine 

öğrenmesi algoritması oluşturulmuştur. Tasarlanan ilk 

algoritma k-En Yakın Komşu yöntemi kullanılarak 

gerçekleştirilmiştir. Kullanılan diğer yöntem ise Rastgele 

Orman regresyon yöntemidir. Bu çalışmada CALCE’nin 

internet ortamında açık olarak yayınladığı batarya 

verilerinden yararlanılmıştır [43]. CALCE’den alınan 12 

adet bataryaya ait veriler (her bir bataryaya ait 50 şarj-deşarj 

döngüsü), çalışma hedefleri doğrultusunda düzenlenmiştir. 

Burada, tasarlanan sistemin başarısını değerlendirebilmek 

için iki farklı çalışma gerçekleştirilmiştir. 

 12 batarya (her bir bataryaya ait 50 şarj-deşarj döngüsü) 

eğitim-test verisi olarak rastgele bölündü. 

 12 bataryadan 11 bataryaya ait veri eğitim girişi, kalan 1 

batarya test verisi olarak bölündü.  

Her iki değerlendirme sonucunda da tasarlanan sistemin 

başarılı olduğu görüldü. İki yöntem birbiri ile karşılaştırıldığı 

zaman K-En Yakın Komşu yöntemi, Rastgele Orman 

Regresyon yönteminin gerisinde kalmıştır. 

2 Materyal ve metot  

2.1 Diz-dirsek noktalarının belirlenmesi 

Batarya sağlığının makine öğrenmesi vb. yöntemlerle 

sağlıklı bir şekilde belirlenebilmesi için bataryaya ait 

verilerden, batarya sağlığını temsil edecek özelliklerin 

çıkartılması önemlidir [44]. Bu amaçla kullanılabilecek en 

önemli verilerden birisi batarya deşarj sürecine ait gerilim 

verileridir [45]. Bu çalışmada, kullanılan bataryaların sağlık 

durumunu belirlemek için deşarj eğrilerinin diz-dirsek 

noktalarından faydalanılmıştır. Diz (M) ve dirsek (L) 

noktaları dışında deşarj eğrisi üzerindeki en düşük (N) ve en 

yüksek (K) gerilim değeri noktaları da kullanılmıştır. Bir 

bataryaya ait genel deşarj eğrisi ve eğri üstündeki 

maksimum, minimum ve diz-dirsek noktaları Şekil 1’de 

görülmektedir. Şekil 1’de deşarj sürecinde bataryanın en 

yüksek ve en düşük gerilime sahip olduğu noktalar sırasıyla 

K ve N’dir. Ayrıca Dirsek noktası L, diz noktası ise M noktası 

olarak gösterilmiştir. 

 

 

Şekil 1. Batarya deşarj eğrisi 
 

Şekil 1’de verilen diz-dirsek noktalarının hesabı iki 

aşamadan oluşmaktadır [45].  

1. K ve N arasındaki eğrinin matematiksel eşitliği ifade 

edilir.  

2. Belirlenen K-N eğrisi ile deşarj eğrisi arasındaki en uzak 

ilk nokta diz (M),  K noktası ile iki eğrinin kesişim 

noktası arasındaki bölümde, iki eğri arasındaki en uzak 

nokta ise dirsek (L) olarak belirlenir.  

L ve M noktalarını belirlemek için gerekli olan iki eğri 

arası en uzak noktayı belirlemek amacıyla Şekil 1’de 

görüldüğü gibi, K-N arasındaki doğru A ve K noktası ile 

deşarj eğrisi üzerindeki herhangi bir noktaya doğru olan 

doğru ise B ile ifade edilebilir. Bu durumda, n adet noktadan 

oluşan deşarj eğrisi üzerindeki her bir nokta için aşağıdaki 

eşitlik elde edilir. 
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𝐵𝑖
𝑑𝑖𝑘 = 𝐵𝑖 sin 𝜃 (1) 

 

θ değeri ise aşağıda verildiği gibi skaler çarpım yoluyla 

bulunabilir. 

 

𝜃𝑖 = 𝑐𝑜𝑠−1(
𝐴. 𝐵𝑖
|𝐴||𝐵𝑖|

) (2) 

 

Bu durumda M noktası ise aşağıdaki gibi bulunabilir. 

 

𝑀 = max⁡(𝐵1
𝑑𝑖𝑘 , 𝐵2

𝑑𝑖𝑘 , 𝐵3
𝑑𝑖𝑘 …𝐵𝑛

𝑑𝑖𝑘) (3) 

 

Şekil 1’de verilen noktalar belirlendikten sonra, noktalar 

arası ilişkiler bataryanın sağlık durumunu ile 

ilişkilendirilebilir. Bu nedenle makine öğrenmesi 

yönteminde kullanılmak üzere gerekli olan özellik çıkartma 

işleminde K-L, L-M ve M-N noktaları arasındaki öklit 

uzunlukları göz önüne alınmıştır. Belirtilen üç öklit 

uzunluğunun batarya sağlığı ile ilişkisi incelendiği zaman, 

diz-dirsek noktaları (L-M noktaları) arası öklit uzaklığı 

sağlıkla doğrudan ilişkilidir [45]. Bu uzunluk değeri ne kadar 

yüksek ise batarya o kadar sağlıklıdır. Diğer iki öklit 

uzunluğunun (K-L ve M-N arası) batarya sağlığına etkisi 

incelendiği zaman, M-N arası öklit uzunluğunun batarya 

sağlığına etkisi L-M uzunluğu ile paralel olduğu 

görülmektedir. Bu nedenle gereksiz veri karmaşasından 

kurtulmak için M-N uzunluğu göz ardı edilmiştir ve L-M 

öklit uzunluğu ile beraber K-L öklit uzunluğu sağlık durumu 

belirlemek için özellik olarak seçilmiştir.  

2.2 k-En yakın komşu yöntemi 

k-En Yakın Komşu yöntemi, ilk olarak 1951 yılında Fix 

ve Hodges tarafından örüntü (model) tanımada kullanılmak 

üzere önerilmiş ve daha sonra 1967 yılında Cover ve Hart 

tarafından geliştirilmiştir [46]. Bu yöntem hem sınıflandırma 

hem de regresyon problemlerinde kullanılabilir. Ayrıca bu 

yöntem gözlemlerin yapılacağı sınıfı ve en yakın komşuyu 

belirlemek için k komşu değerini kullanan bir Denetimli 

Makine Öğrenimi Algoritmasıdır. Diğer Denetimli Öğrenme 

Algoritmalarından farklı olarak geleneksel eğitim aşaması 

ile öğrenme işlemi yerine eğitim verilerini ezberlemesidir. 

Bu özelliği de tembel bir öğrenme türü olduğunu 

göstermektedir. Karmaşık hedef fonksiyonlarını bilgi 

kaybetmeden hızlı bir şekilde öğrenebilen en basit ve en çok 

kullanılan yöntemlerden biridir [47].  

k-En Yakın Komşular yönteminin amacı, sınıfı belli 

olmayan bir verinin diğer verilere uzaklığının hesaplanarak 

hangi veriye/sınıfa yakın olduğunu belirlemektir. 

Sınıflandırma problemlerinde bu tahmin en yakın komşular 

arasında çoğunluğa bakılarak belirlenirken, regresyon 

problemlerinde en yakın 40 komşunun hesaplanan yakınlık 

derecelerinin sayısal değerlerinin ortalamasıdır. Bu şekilde 

yeni örneğin sınıfı belirlenir [48]. 

k-En Yakın Komşular yönteminin başarısı modele ait üç 

parametrenin doğru belirlenmesine bağlıdır. Bu parametreler 

en yakın komşu sayısı, ağırlık vektörü α ve uzaklık ölçüsüdür 

[49].  

Bu yöntemin uygulanmasının ilk aşaması en yakın 

komşu sayısı k değerinin belirlenmesidir. k değerinin 

belirlenmesi aşamasında eşdeğer bias ve varyans ile 

belirlenir. k-En Yakın Komşular yönteminde en uygun k 

değerini belirlemek için çapraz doğrulama yöntemi oldukça 

başarılıdır. Çapraz doğrulama ile bağımsız bir veri kümesi 

geriye dönük kullanarak en uygun k değeri belirlenir. k 

değeri çoğunlukla 3 ile 10 arasında seçilebilir [50, 51]. 

Yöntemin ikinci aşaması, örnek veri setine eklenecek yeni 

gözlemin belirlenmesi ve mevcut veriler ile yeni gözlem 

arasındaki tüm mesafelerin hesaplanmasıdır. Komşular arası 

mesafeleri hesaplamak için kullanılabilen birçok yöntem 

vardır. Bu yöntemler içinde en çok kullanılanlar, Öklid 

uzaklığı ve Manhattan, Minowski ve Hamming yöntemleri 

sayılabilir. Sınıflandırılabilen değişkenler söz konusu olduğu 

zaman Hamming, sürekli değişkenler söz konusu olduğunda 

ise diğer üç fonksiyon kullanılır [52]. Son aşamada ise 

yönteme ait değişkenler belirlendikten sonra, tahmin 

edilecek değer olan x değeri k ve en yakın komşular kümesi 

Ni’nin fonksiyonu olarak aşağıdaki gibi yazılabilir (James ve 

diğerleri, 2013).  

 

𝑓(𝑥) =
1

𝑘
∑𝑁𝑖

𝑖

 (4) 

 

2.3 Rastgele orman regresyon yöntemi 

Rastgele Orman Regresyonu, uyarlama (regresyon) için 

kolektif öğrenme yöntemini kullanan denetimli bir öğrenme 

algoritmasıdır. Kolektif öğrenme yöntemi, birden fazla 

makine öğrenmesi algoritmasından gelen tahminleri 

birleştirerek çoklu karar verme algoritmasına sahip orman 

oluşturan, tek bir modele dayalı herhangi bir yönteme göre 

doğruluğu daha yüksek bir tahmin etme yöntemdir. Rastgele 

Orman Regresyonu hem sınıflandırma hem de uyarlama 

problemleri için kullanılabilir. Bu yöntem ile yüksek boyutlu 

verilerin işlenebilmesinin yanında eksik değer ve aşırı 

öğrenme gibi problemlere çözüm üretir [53]. Şekil 2 

Rastgele Orman Regresyonu çalışma biçimini göstermek 

için örnek olarak verilebilir.  

 

 

Şekil 2. Rastgele Orman Regresyonu örnek akış şeması 
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Rastgele Orman Regresyon akış şeması incelendiği 

zaman, ağaç sayısı (Nağaç) ve her bir ağaca ait düğüm sayısı 

(Ndüğüm) olmak üzere, yönteme ait iki parametrenin 

belirlenmesi gerekmektedir. Karar verme ormanı 

oluşturulurken, kullanılacak veri setinden elde edilen eğitim 

veri setinin %70’i karar ağacını oluşturmak için kullanılır. 

Eğitim veri setinden kalan %30’luk bölümü ise geliştirilen 

yöntemin hata oranını hesaplamak için kullanılır [54].  

Geleneksel bir karar ağacı yöntemi olan Sınıflandırma ve 

Regresyon Ağacı (SVRA) Algoritması kuralları, belirlenen 

değişkenin hangi değerine bağlı olarak ağacın dallanması 

gerektiğini belirlemek için kullanılır [55]. Bu kurallar, 

sınıflandırma ağaçları için gini indeksi olarak adlandırılır. 

Ancak bu işlem Rastgele Orman Regresyon yönteminde, 

gini indeks kriterine göre değil, elde edilen iki düğüm için 

tahmin edilen toplam varyansın minimize eden ‘karesel 

artıkları azaltma algoritması’na göre yapılmaktadır [56]. Her 

düğümde en iyi dallanmayı sağlayacak değişken rastgele 

seçilir. Rastgele seçimin amacı, ağaçlar arasındaki 

korelasyonu en aza indirmek ve hata oranını azaltmaktır. 

Hata oranındaki azalma, algoritmanın etkinliğini arttırır ve 

geliştirilen algoritmayı aşırı öğrenme durumuna karşı korur. 

Karar verme ormanında oluşturulan her bir ağaç için, veri 

kümesinde bulunan farklı veri kümeleri kullanılır. Her 

ağacın eğitilmesinde kullanılan veri kümeleri birbirinden 

farklıdır. Böylece karar verme ormanında ağaç oluşturma 

sürecinde, her ağaç bağımsız olarak diğerlerinden 

etkilenmeden oluşturulur [57]. Oluşturulan tüm ağaçlar, ayrı 

ayrı test işlemine tabi tutulur ve her bir ağaç için hata oranı 

hesaplanır. Hesaplanan hata oranlarının ortalaması alınarak 

ortalama hata oranı hesaplanır [54]. Bu hata, her ağacın 

bireysel gücünün yanı sıra (her ağacın kendi hata oranı) ve 

ormandaki ağaçların aralarındaki uyuma da bağlıdır. 

Rastgele Orman Regresyon yönteminin en önemli 

özelliklerinden biri de kendi hata oranını 

hesaplayabilmesidir [55]. 

3 Batarya sağlık durumunun kestirilmesi 

Bataryaların sağlık durumu kestirimi için veri tabanlı 

yöntemler, karmaşıklıktan uzak bir yapısının olması, 

deneysel çalışmalara uygulanabilir olması ve yüksek 

doğruluklu sonuçlar vermeleri nedeniyle son zamanlarda 

oldukça fazla kullanılmaktadır. Uygulamalı çalışmalarda 

bataryaların akım, gerilim, kapasite ve kapasite azalması gibi 

veriler doğrudan elde edilebilmektedir. Bu nedenle doğrudan 

elde edilebilen bu veriler ile veri tabanlı yöntemler 

kullanılarak batarya sağlık durumu kestirimi yapılması 

mümkündür [58]. 

Bu çalışmada veri tabanlı batarya sağlık durumu 

belirlemesi makine öğrenmesi ile gerçekleştirilmiştir. Bu 

amaçla öncelikle makine öğrenmesi algoritmasında 

kullanılmak üzere giriş verileri belirlenmiştir. Çalışmada 

gerekli olan batarya verileri, CALCE’nin internet ortamında 

açık olarak yayınladığı verilerinden elde edilmiştir. 

CALCE’den alınan 12 adet farklı batarya verisi 

kullanılmıştır. Her bir bataryaya ait alınan veriler toplam 50 

şarj-deşarj döngüsünden oluşmaktadır. Kullanılan bataryalar 

ve özellikleri Tablo 1’de verilmiştir.  

Bataryaların kapasite azalma grafikleri incelendiği 

zaman bazı verilerde bozukluk olduğu görülmüştür. Ölçüm 

işleminden kaynaklanan ve normalde mevcut olması 

imkansız olan bu durumların gerçekleştirilecek çalışmanın 

başarısını olumsuz etkilememesi için, bataryaların kapasite 

azalma verileri filtre kullanılarak düzenlenmiştir. Filtreleme 

işlemi sadece hatalı olan bölümlere uygulanmıştır. Bunun 

için öncelikle tüm veri yazılımsal analiz edilmiş ve anormal 

değerler belirlenmiştir. Filtreleme işleminde her bir 

adımdaki kapasite azalımı bir önceki durumdaki kapasite 

değeri ile karşılaştırılmıştır. Eğer iki kapasite azalma miktarı 

arasındaki değişim eşik değerin üstünde ise filtreleme 

gerçekleştirilmiş ve bir önceki kapasite azalma miktarının 

%95’i kadar azalma olduğu varsayılmıştır.  

Sağlık durumu kestiriminde bataryanın deşarj olması 

durumunda elde edilen akım, kapasite azalması, gerilim gibi 

değerler kullanılmıştır. Batarya sağlık durumu belirleme 

sürecinde deşarj esnasında elde edilen gerilim değerleri 

doğrudan kullanılmıştır. Bu çalışmada ise diğer 

çalışmalardan farklı olarak, deşarj gerilim grafiğindeki diz-

dirsek noktaları belirlenerek gerilimdeki değişimler daha 

ayrıntılı olarak ele alınmıştır. Bunun yanı sıra diz-dirsek 

noktalarındaki değişimlerin zaman farkı, deşarj eğrisi 

üzerindeki en yüksek ve en düşük gerilim değerleri ve 

aralarındaki zaman farkı da hesaba katılmıştır.  

 

Tablo 1. Kullanılan bataryalar ve özellikleri 

Batarya İsmi Akım (A) Kapasite (Ah) 

CS2 33 0.55 1.1 

CS2 34 0.55 1.1 

CS2 35 1.1 1.1 

CS2 36 1.1 1.1 

CS2 37 1.1 1.1 

CS2 38 1.1 1.1 

CX2 33 0.675 1.35 

CX2 34 1.35 1.35 

CX2 35 0.675 1.35 

CX2 36 1.35 1.35 

CX2 37 1.35 1.35 

CX2 38 1.35 1.35 

 

Belirlenen giriş verileri (batarya deşarj sürecinden elde 

edilen akım, gerilim, kapasite azalımı, gerilim eğrisi diz-

dirsek noktaları ve eğrileri) kullanılarak batarya sağlık 

durumunun belirlenebilmesi için iki farklı makine öğrenmesi 

algoritması oluşturulmuştur. Kullanılan ilk algoritma k-En 

Yakın Komşu algoritması diğer yöntem ise Rastgele Orman 

Regresyon yöntemidir. Verilerin düzenlenmesi, işlenmesi, 

makine öğrenmesi algoritması vb. tüm işlemler PYTHON 

programlama dili kullanılarak gerçekleştirilmiştir. PYTHON 

programlama dilinde hazırlanan algoritmanın tüm 

çalışmasını anlatan blok şema Şekil 3’te verilmiştir. 
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Şekil 3. Batarya sağlık durumu belirleme akış şeması 

 

4 Sonuçlar  

Şekil 3’te verilen akış şemasına uygun olarak batarya 

sağlık durumu belirleme yazılımı hem k-En Yakın Komşu 

hem de Rastgele Orman Regresyonu yöntemi için PYTHON 

programlama dili kullanılarak hazırlanmıştır. Program 

çıkışında, herhangi bir bataryaya ait giriş verilerine karşılık, 

bu verilerin bataryanın hangi çevriminde elde edildiği 

tahmin edilmektedir. Tasarlanan algoritmaların başarısı iki 

farklı senaryo ile test edilmiştir. Gerçekleştirilen senaryolar 

aşağıdaki gibidir. 

 12 batarya (her bir bataryaya ait 50 şarj-deşarj döngüsü) 

eğitim-test verisi (sırasıyla %70-%30) olarak rastgele 

bölündü. 

 12 bataryadan 11 bataryaya ait veri eğitim girişi, kalan 

1 batarya test verisi olarak bölündü.  

İlk senaryo ile eğitilen sistem, tüm bataryalara ait bazı 

verilere sahip olmuştur. Böylece test edilecek bataryalara ait 

güçlü bir eğitim ağı oluşturulabilmiştir. Eğitim verileri ile 

eğitilen sisteme test verileri uygulanmış. k-En Yakın Komşu 

ve Rastgele Orman Regresyon yöntemleri için elde edilen 

sonuçlar Şekil 4’te verilmiştir. Şekil 4’te mavi sütunlar 

hesaplanması gereken batarya çevrim sayısı, kırmızı sütunlar 

ise hesaplanan çevrim sayısıdır.  

Gerçekleştirilen sistemin toplam başarısı ortalama 

mutlak hata (MAE) hesabı kullanılarak değerlendirilmiştir. 

MAE hesabı aşağıda verilmiştir, burada Ç𝑔𝑒𝑟ç𝑒𝑘  gerçek 

çevrim sayısı, Çℎ𝑒𝑠𝑎𝑝 hesaplanan çevrim sayısıdır. İlk 

senaryoya ait MAE değeri ve sistemin doğruluk değeri Tablo 

2’de verilmiştir. 

 

𝑀𝐴𝐸 =
1

𝑛
∑|Ç𝑔𝑒𝑟ç𝑒𝑘 − Çℎ𝑒𝑠𝑎𝑝|

𝑛

𝑖=1

. %100 (5) 

 

İkinci senaryoda 12 bataryadan 11 tanesi eğitim amacıyla 

kullanılmıştır. 1 batarya ise test amacıyla kullanılmıştır. 

Burada 12 bataryanın hepsi için bu durum tekrarlanmıştır. 

Bu şekilde, tasarlanan sağlık durumu belirleme algoritması, 

hiçbir verisine sahip olmadığı bir bataryanın sağlık 

durumunu belirlemesi istenmiştir. Böylece oluşturulan 

algoritmaların,  hiçbir bilgisi olmadığı (eğitim verilerinde 

bulunmayan) bir batarya için tahmin performansı 

değerlendirilmiştir. 12 bataryanın her birinin test grubu 

olduğu (dolayısıyla kalan 11 batarya eğitim verisi olarak 

kullanılmıştır) durum için elde edilen sonuçlar k-En Yakın 

Komşu ve Rastgele Orman Regresyon yöntemleri için 

sırasıyla Şekil 5 ve 6’da verilmiştir.  

 

 
(a) 

 
(b) 

Şekil 4. Senaryo 1 için test ve tahmin edilen değerleri (a) 

k-En Yakın Komşu yöntemi (b) Rastgele Orman 

Regresyon yöntemi 

 

Tablo 2. Senaryo 1 için bataryalara ait MAE ve doğruluk 

oranları 

Yöntem MAE Doğruluk 

k-En Yakın Komşu 5.2 94.8 

Rastgele Orman Regresyon 3.87 96.13 

 

Tablo 3. Senaryo 2 için bataryalara ait MAE ve doğruluk 

oranları 

 k-En Yakın Komşu Rastgele Orman Regresyon 

Batarta 

İsmi 
MAE Doğruluk MAE Doğruluk 

CS2 33 7.72 92.28 1.83 98.17 

CS2 34 12.76 87.24 2.24 97.76 

CS2 35 7.44 92.56 1.31 98.69 

CS2 36 3.84 96.16 1.3 98.7 

CS2 37 5.12 94.88 1.36 98.74 

CS2 38 2.56 97.44 1.34 98.76 

CX2 33 5 95 2.18 97.81 

CX2 34 3.6 96.4 2.23 98.77 

CX2 35 8.04 91.96 1.1 98.9 

CX2 36 8.04 91.96 1.17 98.83 

CX2 37 3.16 96.84 1.08 98.92 

CX2 38 0.48 99.52 1.2 98.8 
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(a) (b) 

(c) (d) 

(e) (f) 

(g) (h) 

(ı) (i) 

(j) (k) 

Şekil 5. k- En Yakın Komşu yöntemi için test ve tahmin değerleri (a) CS2 33 (b) CS2 34 (c) CS2 35 (d) CS2 36 (e) CS2 37 

(f) CS2 38 (g) CX2 33 (h) CX2 34 (ı) CX2 35 (i) CX2 36 (j) CX2 37 (k) CX2 38 
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 (a)  (b) 

 (c)  (d) 

 (e)  (f) 

 (g)  (h) 

 (ı)  (i) 

 (j)  (k) 

Şekil 6. Rastgele Orman Regresyon yöntemi için test ve tahmin değerleri (a) CS2 33 (b) CS2 34 (c) CS2 35 (d) CS2 36 (e) 

CS2 37 (f) CS2 38 (g) CX2 33 (h) CX2 34 (ı) CX2 35 (i) CX2 36 (j) CX2 37 (k) CX2 38 
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Gerçekleştirilen sistemin toplam başarısı ortalama 

mutlak hata (MAE) hesabı kullanılarak değerlendirilmiştir. 

Her bir bataryaya ait MAE hesabı sonucu ve doğruluk oranı 

Tablo 3’te verilmiştir.  

5 Değerlendirmeler 

Bu çalışmada batarya sağlık durumunun belirlenmesi için 

makine öğrenmesi yöntemi kullanılmıştır. Bu amaçla 

bataryanın deşarj olması durumunda elde edilen akım, 

kapasite azalması, gerilim gibi değerler kullanılmıştır. 

Literatürdeki diğer yöntemlerden farklı olarak, deşarj gerilim 

grafiğindeki diz-dirsek noktaları belirlenerek gerilimdeki 

değişimler daha ayrıntılı olarak dikkate alınmıştır. Belirlenen 

giriş verileri kullanılarak batarya sağlık durumunun 

belirlenebilmesi için iki farklı makine öğrenmesi algoritması 

(k-En Yakın Komşu yöntemi ve Rastgele Orman Regresyon 

yöntemi) oluşturulmuştur. Bu çalışmada CALCE’nin 

internet ortamında açık olarak yayınladığı batarya 

verilerinden yararlanılmıştır. CALCE’den alınan 12 adet 

bataryaya ait veriler (her bir bataryaya ait 50 şarj-deşarj 

döngüsü), çalışma hedefleri doğrultusunda düzenlenmiştir. 

Gerçekleştirilen sağlık durumu belirleme yazılımı için 

PYHTON dili kullanılmıştır. Batarya sağlık durumunun 

belirlenmesi için kullanılan yöntemlerin başarısı iki farklı 

senaryo ile değerlendirilmiştir. İlk senaryo tüm batarya 

verilerinin karışık olarak değelendirilip, tüm bataryalara ait 

verilerden oluşan eğitim ve test verilerinin oluşturulması ile 

gerçekleştirilmiştir. Şekil 4 ve Tablo 2’den anlaşıldığı üzere 

kullanılan her iki yöntem de ilk senaryoda başarılı olmuştur. 

Ancak iki yöntem birbiri ile karşılaştırıldığı zaman Rastgele 

Orman Regresyon yönteminin daha başarılı olduğu 

görülmüştür. Diğer senaryo ise elde bulunan 12 bataryadan 

11’ini eğitim verisini kalan 1 bataryanın ise test verisini 

oluşturduğu durumdur. Burada 12 bataryanın her biri ayrı 

ayrı test verisi olarak değerlendirilmiştir. Şekil 5, 6 ve Tablo 

3 değerlendirildiği zaman k-En Yakın Komşu yönteminin 

sadece bir batarya için daha başarılı olmuştur. Diğer 

bataryalarda ise Rastgele Orman Regresyon yöntemi daha 

başarılı olmuştur.  
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