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Derleme Makalesi

Saghik Hizmetlerinde Giincel Makine Ogrenmesi Algoritmalar
Liitviye Ozge POLATLI %, Melis Almula KARADAY| 2

Oz

Son yillarda arastirmacilar tarafindan makine Ogrenmesi algoritmalarini kullanarak saglik
stireglerinin 1iyilestirilmesi konusu biiylik bir trend haline gelmistir. Makine 6grenmesi, saglik
hizmetlerinde kaliteyi yiikseltmek, hastalik yayilimlarin1 6nlemek, hastaliklari erken teshis etmek,
hastane operasyon maliyetlerini azaltmak, hiikiimete saglik hizmetleri politikalarinda yardimci
olmak ve saglik hizmetinin verimliligini artirmak icin kullanilan popiiler ve etkili bir yontem
haline gelmistir. Bu derleme calismasinda, saglik alaninda gergeklestirilen makine 6grenmesi
caligmalar1 6zetlenmis ve siiflandiriimistir. Ozellikle halk sagligini tehdit eden ve diinyada &liim
nedenleri listesinde ilk siralarda yer alan, bulasici olmayan hastalik ¢alismalarina odaklanilmistir.
Ayrica diinyanin en biiyiik 6liimciil hastaliklar listesinde yer alan ve son yillarda halk saglig1 i¢in
acil durum ilan edilen COVID-19 hastaligina da yer verilmistir. Bu ¢alismanin amaci, saglik
alaninda calisma yapan arastirmacilara uygun algoritmalarini segmesinde yardimci olmaktir.
Derleme calismasinin sonucunda saglik hizmetlerinde en iyi performans gosteren siniflandirma
algoritmas1 ortalama %100 dogruluk basarisiyla Decision Tree (DT), Random Forest (RF),
Gaussian Naive Bayes (GNB) olmustur.
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Review Article

A Review on Machine Learning Algorithms in Healthcare
Liitviye Ozge POLATLI *, Melis Almula KARADAYI 2

Abstract

In recent years, the issue of improving health processes by using machine learning algorithms by
researchers has become a big trend. Machine learning has become a popular and effective method
used to improve the quality of healthcare services, prevent disease outbreaks, diagnose diseases
early, reduce hospital operating costs, assist the government in healthcare policies, and increase
healthcare efficiency. In this review, machine learning studies carried out in the field of health are
summarized and classified. In particular, the focus is on studies of non-communicable diseases,
which threaten public health and are at the top of the list of causes of death in the world. In
addition, the COVID-19 disease, which is on the list of the world's largest deadly diseases and has
been declared a public health emergency in recent years, is also included. The purpose of this
study is to assist researchers working in the field of health in choosing appropriate algorithms. As
a result of the compilation studies, the best performing classification algorithm in healthcare
services was Decision Tree(DT), Random Forest (RF), Gaussian Naive Bayes (GNB) with an
average accuracy of 100%.
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1. Giris

Son yillarda gelisen teknolojiyle beraber saglik sektorinde de Onemli degisimler
gozlemlenmektedir. Teknolojik ilerleme, mevcut saglik teknolojilerini gelistirmis ve yeni saglik
teknolojilerini de sektore kazandirmistir (Karaday1 vd, 2020). Veri setleri ile ¢alisilan ve olaylara
gergekei bir yaklagim sunan makine 6grenmesi algoritmalari, arastirmacilar tarafindan ¢ok fazla
ilgi gdrmeye baglamistir.

Saglik hizmeti sunuculari, iyi ve kabul edilebilir bir bakim kalitesine yonelik artan talebe yanit
vermek zorundadir (Kalender vd., 2020). Saglik kurumlarinda yapilan siire¢ iyilestirmeleri
sayesinde kurumlarin maliyetlerinde diisiis saglanirken hasta memnuniyeti ve hizmet Kalitesi
artirilabilmektedir. Bu dogrultuda, literatiirde saglik siireclerinin 1iyilestirilmesi konusuna
odaklanan bir¢ok uluslararasi ¢alisma mevcuttur (Karadayi vd., 2019). Hastaliklar1 siniflandirma,
ongdrme, teshis etme gibi calismalar saglik sektoriinde arastirmacilarin ilgi odagir olmustur.
Hastaliklarin uyarilarin1 erken fark etmek, erken tani ve hastalik smiflandirmasi hastaligin
yonetimi i¢in en 6nemli unsur olmasiyla beraber hastalik bulgularini arastirmak ve ileri tetkik i¢in
hastalarin sevk edilmesi hastalarin 6liim riskini azaltmaktadir. Ayrica tetkiklere bagli olarak
hastalig1 siniflandirmak ve hizli bir sekilde teshis koymak hastanin yasam kalitesini artirmaktadir.

Saglik hizmetlerinde karar verme, ¢esitli yonleri bir araya getirmesi ve farkli paydaslar icermesi
nedeniyle karmasik bir siiregtir (Oztiirk vd., 2020). Hastalik tahmin ¢alismalarinda en c¢ok
kullanilan yontemlerden biri olan makine 6grenmesi algoritmalari ise ¢ok hizli sonug vermektedir.
Bununla birlikte bir¢ok algoritmaya sahip olan makine 6grenmesi elde edilen ¢iktinin sonunda
algoritmanin performans yiizdesini de gostermektedir. Diger yandan arastirmacilar veri igin hangi
algoritmay1 uygulama konusunda karisikliklar yasarken bazen de sectikleri algoritmada zaman
kaybettikleri de goriilmektedir.

Diinya Saglik Orgiitii 2018 istatistiklerine gore; trakea, brons ve akciger kanserlerinden &liimler
1,2 milyondan 1,8 milyona yiikselmis ve su anda 6nde gelen 6liim nedenleri arasinda 6. sirada yer
almigtir. 2019'da Alzheimer hastaligi ve diger bunama tiirleri 7. 6nde gelen &liim nedeni
siralamasinda yerini almistir. Diyabet, 2000 yi1lindan bu yana %70'lik 6nemli bir artigin ardindan,
ilk 10 6liim nedeni arasina girmis olup ayni zamanda diyabet, 2000 yilindan bu yana %380'lik bir
artisla ilk 10 neden arasinda erkek dliimlerindeki en biiylik artistan da sorumlu olmustur. Bébrek
hastaliklar1 tiim diinyada, 6nde gelen 6liim nedenleri arasinda 13. siradan 10. siraya yiikselmis ve
oliim sayis1 2000'de 813.000'den 2019'da 1,3 milyona ¢ikmistir (WHO, 2018).

Bulasici olmayan hastaliklar, makine 6grenmesi arastirmalari alaninda 6nemli oranda yer almakla
birlikte arastirmacilar makine 6grenmesi algoritmalarini secerken bazi karmasikliklar yasadiklari
gozlemlenmektedir. Bu amagla, bu ¢alisma ile genel olarak halk sagligini tehdit eden ve diinyada
olim nedenleri listesinde ilk siralarda yer alan bulasici1 olmayan hastaliklardan olusan galigmalarda
en iyi performans gosteren (dogruluk yilizdelik oranlar yiiksek olan) algoritmalar 6zetlenmistir.
Bu kapsamda erken teshis, hastalik smiflandirmasi, ilag siniflandirmasi, hastalik tahmin
caligmalar1 gibi bircok makine 6grenmesi ¢alismalar1 ayrintili bir sekilde siniflandirilmistir. Ek
olarak bulasici olan ve son yillarda halk sagligi i¢in acil durum ilan edilen COVID-19 hastaligina
da yer verilmistir. Saglik alaninda arastirilan makine 6grenmesi ¢alismalar1 hastalik bazinda
incelenmistir. Onerilen makine 6grenmesi siniflandirma semada gosterilmektedir (Sekil 1).
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Sekil 1: Makine Ogrenmesi Calismalarinin Simiflandiriimas:.

Bu literatiir ¢aligmasinin temel amaci ise saglik alaninda c¢alisma yapan arastirmacilara, uygun
algoritmalar1 se¢mesinde yardimci olmaktir. Bu ¢alismada, algoritma se¢cme de yasanilan
karmagiklik ve zaman kaybinin Onlenmesi adina saglik hizmetlerinde uygulanan makine
ogrenmesi algoritma c¢alismalar1 siniflandirilmistir. Ayrica uygulanan algoritma sonucunda
algoritma performans oranlart gibi bir¢ok bilginin yer aldig1 giincel ¢alismalarin toplandig bir
derleme calismasidir. Ayrica halk sagligini tehdit eden ve diinya da 6liim nedenleri listesinde ilk
siralarda yer alan hastaliklar i¢in ayr1 tablolar olusturulmus ve algoritmanin performans sonuglari
hakkinda bilgilere de yer verilmistir. Calismada toplam 10 hastalik ve 24 farkli algoritma yer
almaktadir.

2. Saghk Sektoriinde Makine Ogrenimi Calismalari

2.1 COVID-19 Hastaligina Ait Calismalar

Diinya Saglik Orgiitii, Subat 2020'de SARS-CoV-2 viriisiiniin yol a¢t1g1 bulasic1 hastaliga Covid-
19 adim1 vermistir. Diinya Saglik Orgiitii, bu salgini 30 Ocak 2020'de Uluslararas1 Oneme Sahip
Halk Sagligi Acil Durumu olarak ilan etti (Sun vd.,2020). Baslangigta, ciddi bir vaka olarak
goriilmemis ancak, enfeksiyonunun yayilma hizi ve yiiksek 6liim orani kisa siirede tiim diinyada
saglik sistemlerinde bir¢ok sorun yasanmasina neden olmustur.

Ortaya konulan derleme g¢aligmas1 kapsaminda saglik hizmetlerinde 2020-2021 yillar1 arasinda
gergeklestirilmis olan makine 6grenmesi g¢alismalarinin analizini gergeklestirmek amaciyla,
arastirmalarin sistematik bir incelemesi yapilmistir. Tiirkge ve ingilizce olarak “saglik”,"Covid-
19" ve “bulasict hastalilar” ve "saglik hizmetleri", veya "makine 6grenmesi" veya “algoritma
performans analizi” veya "algoritma” anahtar kelimeleri kullanilarak DergiPark, Google
Akademik, Science Direct ve Web of Science veri tabanlar1 taranmigtir. Makaleler g6zden
gecirilirken, uygun literatiir se¢imi igin salginla ilgili farkli bakis agilar1 ve yontemler temel
alinarak anahtar kelimelerle kapsam daraltilmstir.

Bu calisma kapsaminda taranan, COVID-19 hastaligi i¢in farkli algoritmalarin bir araya geldigi
makine 6grenmesi c¢alismalari, dogruluk orani en yiliksek olan algoritma, ele alinan problem,
karsilastirma yapilan algoritmalar ve sonuglar bilgileriyle birlikte Tablo 1°de 6zetlenmistir.
Tarama sonucunda, RF (Random Forest), SVM (Support Vector Machine), DT (Decision Tree),
ANN (Artifical Neural Network), LR (Logistic Regression), K Nearest Neighbor (K-NN), PR
(Polynomial Regression) algoritmalari ile yapilan ¢aligmalara ulagilmistir.

Gambhir vd., (2020) Hindistan'daki COVID-19 hastaliginin bulagma egilimini analiz etmislerdir.
Hindistan Saglik ve Aile Refah1 Bakanligina ait veri seti ve toplam 154 giin olan 22 Ocak 2020-
24 Haziran 2020 arasi elde edilen veriler kullanilmistir. Polynomial Regression ve Support VVector
Machine (SVM) algoritmalarimi karsilastirmislardir. Temmuz ve agustos aylari i¢in vakalardaki
artis tahmin edilmis ve yaklagik %93 dogruluk gdstermistir.
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Bayat vd., (2020) SARS-CoV-2 hastaligiin teshisi i¢in test sayisi yeterli olmadigi durumda
hastalig1 tanimlamak i¢in baska yontemler denenmektedir. SARS-CoV-2 test sonuglari ile SARS-
CoV-2 test tarihi civarinda 2 giinliik siire i¢cinde toplanan 20 rutin laboratuvar testi arasindaki
iliskiyi analiz etmek i¢in bir makine 6grenmesi modeli kullanmislardir. Toplam yatarak ve ayakta
tedavi goren 75 991 hastadan olugan bir veri seti kullanmiglardir. Sonucu pozitif ve negatif olan
hastalar1 karsilastirmiglardir. Calisma sonucunda (CI %95) %82,4 duyarlilik ve %86,4 genel
dogruluk [%86,0-%86,9] ¢ikmustir.

Saha vd., (2021) hastalarin gogiis rontgen goriintiilerini inceleyerek COVID-19’u teshis etmeyi
amaclamiglardir. EMCNet adl1 otomatik tespit semas1 6nermisler ve evrisimli sinir ag1 kullanarak
modeli gelistirmislerdir. Veri seti, egitim ve test analizi olmak tizere ikiye ayirmislardir. Veri seti
toplam da 4600 hastadan olusmaktadir. Veriye 6n islem ve veri bolme asamalarindan sonra
evrisimli sinir ag modelini tamamlamislardir. Elde edilen ¢iktilari siniflandirmak i¢in makine
ogrenmesi algoritmalarini kullanmislardir. Evrisimsel sinir agi algoritmast %96,52 dogruluk
oranina ulagsmistir. Calismada Random Forest (RF), Support Vector Machine (SVM), Decision
Tree (DT) ve AdaBoost makine 6grenmesi algoritmalarini kullanmislardir. Bu algoritmalarin
ciktilari iyi sonuglar saglamistir. Bu siniflandirmada en iyi performans saglayan makine 6grenmesi
algoritmasi1 Support Vector Machine (SVM) olmus ve %96,96 dogruluk oraninda ¢ikmustir.

Pourhomayoun vd., (2021) ¢aligmalarinda, 307.382 hasta 6rnegi ve diinyanin da 146 iilkesinden
2.670.000'den fazla laboratuvar onayli COVID-19 hastasindan olusan bir veri seti kullanmiglardir.
Calismada, hastaneler ve tibbi tesisler i¢in kimin 6nce ilgilenilmesi gerektigi, kimin hastaneye
kaldirilmada daha yiiksek oncelige sahip oldugunun tanimlanmasi amag¢lanmistir. Ayni zaman da
sistemde asir1 kalabaligin 6nlenmesi ve gerekli bakimin saglanmasindaki gecikmelerin ortadan
kaldirilmasma yardimer olacak bir yapay zeka modeli dnermislerdir. Sonuglar, 6liim oranini
tahmin etmede %89,98 oraninda genel dogruluk gostermektedir. COVID-19 hastalarinda 6liim
oranini tahmin etmek i¢in Support Vector Machine (SVM), Artificial Neural Networks (ANN),
Random Forest (RF), Decision Tree (DT), Logistic Regression (LR) ve K Nearest Neighbor (K-
NN) dahil olmak iizere birka¢ makine 6grenmesi algoritmasi kullanmiglardir. En iyi performans
gosteren algoritma Artificial Neural Networks (ANN) olmus ve %89,98 dogruluk oraninda
cikmustir.

Alves vd., (2021) genel kullanima agik anonim bir veri seti kullanilarak, rutin kan testleri sonuglari
tizerinden COVID-19 tanisinin makine 6grenmesi algoritmalari yardimiyla tahmin edilmesine
yonelik model gelistirilmesi amaglanmaktadir. Ham veri seti, 5644 ornek ve 111 ozellik
icermektedir. Kriter grafigi kullanarak modele karar vermek i¢in Decision Tree (DT) ve Random
Forest (RF) algoritmalarini kullanmislardir. Calisma sonucunda en yiiksek dogruluk oranina sahip
algoritma Random Forest (RF) algoritmasi olmus ve %88 dogruluguna sahip ¢ikmustir.
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Tablo 1. COVID-19 Hastalig1 Alaninda Yapilan Makine Ogrenmesi Calismalari.
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Yazar ‘}fei Yaym Karsilastirma Dogruluk
w Algoritma Ele Ahnan Problem Yapilan Sonuglar (%)
Algoritmalar
Saha vd.(2021) Hindistan'daki COVID-19 - . %93
SVM hastalidinm bulasma eilimini PR RF Temmuz ve Agustos aylar1 i¢in vakalardak
& a\ali;et?”nek g ' artis1 tahmin edilmistir.
Pourhomayoun vd - . COVID-19 enfeksiyon durumunu
(2021) XGBoost SARi;(S:;\IQf tzolzlzgztvnierl]fgam belirlemeye yonelik tamamlayici bir
s yontem saglayabilir.
Garmonir vd. Gogiis rontgeni gorintilerini | o\ %96,96
( ) SVM Inceleyerek COVID-19 teshisi ' d s SVM en iyi tahmincidir.
tanimlamak AdaBoost
Bayat vd. (2020) . . o . %89,98
ANN COVID-19 hastaliginin 6liim SVM, ANN, RF,DT, Oliim oranmi tahmin etmede ANN
riskini belirlemek LR, K-NN algoritmasi en iyi tahmincidir.
Alves vd. (2021) : - %88
Brezilya hastane verisine . L
RE bakarak COVID-19 hastaligini DT, RF Random Foresth(R_F) algoritmas en iyi
teshis etmek tahmincidir.

2.2. Bulasict Olmayan Hastaliklarla ilgili Calismalar

2.2.1. Kalp Hastahgma Iliskin Cahsmalar

Ortaya konulan derleme g¢aligmasi kapsaminda saglik hizmetlerinde 2016-2021 yillar1 arasinda
gerceklestirilmis olan makine 6grenmesi ¢aligmalarinin analizini gergeklestirmek amaciyla,
aragtirmalarin sistematik bir incelemesi yapilmistir. Tiirkge ve ingilizce olarak “saglik”,"bulasici
olmaya hastaliklar" ve "saglik hizmetleri", veya "makine 6grenmesi" veya “performans analizi”
veya "Algoritma" anahtar kelimeleri kullanilarak DergiPark, Google Akademik, Science Direct ve
Web of Science veri tabanlar1 taranmistir.

Oliimciil hastaliklar listesinin basinda kalp hastaliklar1 gelmektedir. Kiiresel olarak énemli bir
6liim nedeni olarak kabul edilen kalp hastaligi, Diinya Saglhk Orgiitii (2016) istatistiklerine gore,
2016 yilinda yaklasik 17,9 milyon kisinin 6liimiine yol agmistir. Bu nedenle kalp hastaliginin
siniflandirilmasi, erken teshisi, kalp hastalig: riski gibi ¢alismalar 6nemli yer tutmaktadir. Derleme
calismast kapsaminda taranan, kalp hastalig1 i¢in farkli algoritmalarin bir araya geldigi makine
ogrenmesi ¢aligmalari, dogruluk orani en yiiksek olan algoritma, ele alinan problem, karsilastirma
yapilan algoritmalar ve sonuglar bilgileriyle birlikte Tablo 2’de 6zetlenmistir. Tarama sonucunda
NB (Naive Bayes), RF (Random Forest), SVM (Support Vector Machine), DT (Decision Tree),
ANN (Artifical Neurol Network), LR (Logistic Regression), K-NN (K Nearest Neighbor), PR
(Polynomial Regression), Hybrid Neural Network (HNN), RDNN (Recurrent Deep Neural
Network) algoritmalarina ulagilmistir.

Mung vd., (2020) akciger kanseri, kalp hastaligi, diyabet hastaligi, rahim agz1 kanseri
hastaliklarindan olusan veri setlerine ayri ayr1 4 algoritma uygulamislardir. UCI makine 6grenmesi
veri kiimelerini kullanmiglardir. Veri setini incelemek icin, Naive Bayes (NB), Decision Tree
(DT), K Nearest Neighbor (K-NN), Ensemble Learning (EL) algoritmalari ile karsilastirma
yapmuglardir. Veri setini test ve egitim seti olarak incelemislerdir. Smif etiketleri, siniflandirict
icin tahmin edilen olasiliklar p'ye dayali olarak tahmin edilebilir bir model olusturmuslardir. Kalp
hastalig1 verisinde 370 hasta, 14 6znitelik kayd1 olusturmuslardir. Kalp hastaligiyla birlikte diger
hastaliklarda da dogruluk sonucu en yiiksek Ensemble Learning algoritmasi vermistir.

Ahmed vd., (2020) 2016 yil1 i¢in Clevland’a ait kalp hastalarinin yas, cinsiyet, kan seker degerleri,
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kolesterol degerleri, maksimum kalp atis1 gibi birgok veriden olusan bir veri seti kullanmigslardir.
Veri setine 4 algoritma uygulamislardir. Tweet akislarindan “hrtdis” baslikli kelimeleri ayirt
ederek Kafka’da depolanmasini saglamislardir. Cevrimigi tahmin, egitim veri kiimesindeki sira ile
ayni sirada bir 6zellik vektorii olarak 6znitelikleri almiglardir. Bir tweetin kalp hastaligi belirtileri
igerip icermedigini tahmin etmeyi hedeflemislerdir. Random Forest (RF) siniflandiricisinin %94,9
ile en yiikksek dogrulugu elde ederek diger modellerden daha iyi performans gosterdigini
sunmuglardir.

Livd., (2020) kalp hastalig1 hastalarini teshis etmek i¢in 297 hasta ve 13 6znitelik verilerine sahip
kalp hastalarina ait bir veri seti kullanmislardir. Kalp hastaligi tahmini i¢in birgok algoritma
denemislerdir. Makine 6grenmesi siniflandiricilart olarak Logistic Regression (LR), K Nearest
Neighbor (K-NN) Artificial Neural Networks (ANN), Support Vector Machine (SVM), Naive
Bayes (NB) ve Decision Tree (DT) algoritmalarini kullanmiglardir. Model degerlendirmesinin en
Iyi uygulamalarmi 6grenmek ve hiperparametre ayarlamasi i¢in ¢apraz dogrulama yontemi
kullanmiglardir. Smiflandiricilarin  performanslari, 6znitelik se¢im algoritmalari ile segilen
Oznitelikler tizerinde kontrol etmislerdir. FCMIM, MRMR, LASSO, LLBFS'yi igeren dort standart
ozellik se¢im algoritmasini veri setine uygulamiglardir. Dogruluk orani en yiiksek olan algoritmayi
tanimlamiglardir. Features Selected By Proposed Fs algoritmasiyla (FCMIM) birlikte Support
Vector Machine (SVM) algoritmasinin dogruluk oranlarin1 yiiksek sonug¢ elde ettigini
gozlemlemislerdir.

Balaji vd., (2020) kardiyovaskiiler hastalik olarak bilinen kalp hastaligi teshisini tahmin etmek

icin en iyi smiflandiriciyr bulmayr amacglamislardir. UCI veri tabanindan alinan kalp hastalig
verisine; Naive Bayes (, Decision Tree (DT), K Nearest Neighbor (K-NN) ve Random Forest (RF)
algoritmasi gibi denetimli 6grenme algoritmalarin1 uygulamislardir. Kalp hastaligi hastalarinin
veri setinde 303 hasta ve 76 Oznitelik igerir. Bu 76 Oznitelikten yalnizca 14 6zniteligi test i¢in
dikkate almislardir. Calismada, makine 6grenmesi algoritmalarinda en yiiksek dogruluk oranina
sahip algoritmay1 tanimladiktan sonra hastalarda kalp hastaligina yakalanma olasiligin1 tahmin
etmiglerdir. Kardiyovaskiiler hastalik olarak bilinen kalp hastalig1 teshisini tahmin etmek icin en
iyl siiflandiriciyr sonug olarak ele almislardir. K Nearest Neighbor (K-NN) algoritmasi basarilt
bir sonug vermistir.

Sridhar vd., (2021) kalp hastalig1 hastalarinin teshisini tahmin etmek i¢in en iyi siniflandiriciy1
bulmak amaciyla Kaliforniya Universitesine ait (UCI veri tabani) Clevland kalp hastalar1 veri
kiimesi tizerine ¢alismislardir. 297 hastalar arasindan 252 tanesini kullanarak analiz etmislerdir.
Recurrent Deep Neural Network (RDNN) ve Hybrid Neural Network (HNN) algoritmalarini kalp
hastalig1 verisine uygulamislardir. RDNN algoritmasinin dogruluk sonucu ise %97,78 oraninda
cikmustir.

Jothi vd., (2021) kalp hastaliginin risk diizeyini tahmin etmek i¢in K Nearest Neighbor (K-NN) ve
Decision Tree (DT) algoritmast kullanmislardir. Makine 6grenmesi kullanilarak bir kalp hastaligi
riskini belirlenmis ve kalp hastaligina sahip olabilecek bireyler tahmin edilmistir. Kalp hastaligi
verisi yas, cinsiyet, hizli kan sekeri, gogiis agris1 vb. 13 tibbi parametre icermektedir.Sonuglar
Python programlama kullanilarak iiretilmistir. iki algoritma sonucunda dogruluk yiizdesien yiiksek
cikan algoritma, Decision Tree (DT) modelinin verdigini gozlemlemislerdir. Bualgoritmanin
dogruluk oran1 %81 ¢ikmustir.

Waris vd., (2021) calismalarinda kalp hastaligin1 erken teshis/ tahmin etmeyi hedeflemislerdir.
Kalp hastalar1 verisinde sigara igme, beslenme aliskanliklari, diyabet, tansiyon gibi birgok bilgiler
yer almaktadir. Bu bilgiler dogrultusunda senaryolarla dogruluk, hassasiyet ve 6zgiinliik testleri
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olusturmuslardir. Bes adimdan olusan bu ¢alismada ilk adim, veri 6n isleme, ikinci adim verinin
hesaplanmasi, li¢lincii adim K-NN algoritmasinin uygulanmasi, dordiincii adim smif tahmini
asamasinin tamamlanmasi ve son adim ise algoritma dogrulugunu olusturmaktir. Girdiler i¢in
diyagramlar ¢izmislerdir. En iyi sonucu Novel K Nearest Neighbor (Novel K-NN) algoritmasinin
verdigini gozlemlemisler ve bu algoritmanin dogruluk orani %93 ¢ikmustir.

Tablo 2. Kalp Hastalig: Alaninda Yapilan Makine Ogrenmesi Calismalari.

Yazar ve
Yaymn Yil . KarsilastirmaYapilan| Dogruluk
Algoritma Ele Alinan Problem Sonugclar Algoritmalar (%)
dM(gr(])gO) Akciger kanseri, Kalp hastaligi, Tiim veriler icin en iyi
vd., diyabet hastaligi, Rahim ag umv Y
Ensemble tyabe aska 8L agzt algoritmanin Ensemble NB, DT, K-NN,
Learning ansen Learning algoritmasi oldug Ensemle Learnin 99,93
hastaliklarinin analizi igin eniyi & algoritmasi &Y g
. karar1 verilmistir.
algoritmay1 bulmak
Ahmed ve ‘
dig.(2019) Kalp hastalig1 tahmini iginyiiksek RF a}ggrltr{lasmin tam
dosruluk sasl optimum 6zellikli dogrulugunun,
RF ogruluk saglayanopt rekabetci caligmaya kiyaslal DT, RF, SVM, LR 94,9
makine dgrenmealgoritmasini dosruluzu %11 i
bulmak ogrulugu %1 lartirdigini
kanitlamiglardir.
Shah ve 5 o . .
dig.(2021) Kalp hagtallgl_ t?shlSIIll tahmin En Iyl sonucun K-NN
K-NN etmek i¢in en iyisiniflandirictyr | algoritmasi oldugu karar1 | NB, DT, K-NN, RF 90,8
bulmak verilmistir.
G.M. Sridha .
ve dig.(2021 Kalp he_lst_alarln_lg teshisinitahmin| Kalp hastalig1 tamsinda
RDNN etmek i¢in en iyi siniflandiriciy: [farkli siniflandiricr teknikle RDNN, HNN 97,78
bulmak uygulamglardir.
dtl?t(gio\;el) Hastanm kalp hastaligina
12 Kalp hastaliginin risk diizeyini |  yakalanma ihtimalini
DT tahmin etmek hesaplayan bir sistem K-NN, DT 81
kurmak hedeflenmistir.
Waris ve o
dgord e imn | iy s
Novel KNN shisinde yardimel farkli stniflandirici tekniklel Novel K-NN, K-NN 93
¢esitli makine 6grenme uveulanmislardir
tekniklerini test etmek Ve 3 ’
wl-i ve Kalp hastaligini teshis
dig.(2020) SUM Kalp hastaligini zamanindave |etmek igin verimli ve dogry R, K-NN, ANN,SVM, | o o
verimli bir sekilde tanimlamak bir sistem 6nermek NB, DT !
hedeflenmektedir.

2.2.2. Diyabet Hastahg I¢in Ulasilan Cahsmalar

Diyabet hastalig1 olan hasta sayis1 2015 yilinda 415 milyon hastaya ulasmis ve 2040 yilinda bu
saymin yaklasik 642 milyon hastaya ¢ikmasi beklenmektedir (Kafes vd.,2018). Diyabet tedavisi
yetersiz kalmasiyla beraber ¢cok maliyetlidir. Bu nedenle diyabet hastalik sebeplerini bulmak,
hastalig1 erken teshis etmek ve onlem almak ¢ok Onemlidir. Derleme ¢alismasi kapsaminda
taranan, diyabet hastaligi igin farkli algoritmalarin bir araya geldigi makine 6grenmesi ¢aligmalari,
dogruluk orani en yiiksek olan algoritma, ele alinan problem, karsilastirma yapilan algoritmalar ve
sonuglar bilgileriyle birlikte Tablo 3’ te 6zetlenmistir. Ekler kisminda algoritma dogruluk oranlari
ayrica gosterilmistir. Tarama sonucunda NB (Naive Bayes), RF (Random Forest), SVM (Suppor
Vector Machine), DT (Decision Tree), LR (Logistic Regression), K-NN (K Nearest Neighbor),
LDA (Linear Discriminant Analysis) algoritmalarina ulasilmistir.
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Lukmanto vd., (2019) diyabet hastaliginin siniflandirilmasi ve tespitinde F-Skor 6zellik se¢imi ve
bulanik Support Vector Machine ‘den (SVM) yararlanmislardir. Pima Indian Diabetes (PID) veri
setine uygulama yapmislardir. Veri seti igerisinde glukoz degerleri, kan basinci, insiilin degeri,
viicut kitle endeksi gibi bir¢ok veri yer almaktadir. Sonug olarak Support Vector Machine (SVM)
algoritma dogrulugu %89,02 ¢ikmistir.

Mujumdar vd., (2019) Pima Indian Veri setini kullanarak glukoz, VKI, yas, insiilin vb. faktorleri
iceren Veri setin de diyabet siniflandirmasi igin bir diyabet tahmin modeli 6nermislerdir. Diyabet
hastaligini smiflandirmayr hedeflemislerdir. Logistic Regression (LR) %96'lik en yiiksek
dogrulugu verdigini ve ek olarak ardisik diizen sonuglar1 (Pipelining Results) %98,8 dogruluk
oranityla en iyi model olarak AdaBoost siniflandiricist oldugunu bulmuslardir. AdaBoost, Gradient
Boosting, Random Forest (RF), Logistic Regression, Extra Trees Classifier, Linear Discriminant
Analysis, algoritmalar1 kullanilmstir.

Nguyen vd., (2019) c¢alismalarinda, tip 2 diyabet hastaligi baslangicinin tahminini
hedeflemislerdir. Amerika Birlesik Devletleri niifusu igin devlet hastanesi kayit verilerini
kullanarak diyabet baslangici olan hastalar1 tahmin etmeyi amaglamisladir. Veri seti, 2009-2011
yillar1 arasinda, 1904'0 tip 2 diyabet olan 9948 hasta verisinden olugsmustur. %80 egitim seti olarak
kullanilan veri kiimesi ornekleri ve verilerin %20'si test seti olarak ayarlamiglardir. SMOTE
(Synthetic Minority Oversampling Technique) algoritmasi kullanarak %82,12 dogruluk sonucuna
ulasmislardir.

Tigga vd., (2020) Hindistan’da, diyabet hastalig1 riskini 6grenmek i¢in 952 6rnek ve 18 soru igeren
anket ile verileri online sistem {izerinden toplamiglardir. Veri seti igerisinde; yas, cinsiyet,sigara
icme durumu, viicut kiitle endeksi, alkol aligkanligi, uyku diizeni gibi bircok Oznitelik
bulunmaktadir. Logistic Regression (LR), Support Vector Machine (SVM), K Nearest Neighbor
(K-NN), Naive Bayes (NB), Decision Tree (DT), Random Forest (RF) algoritmalarini kullanarak
dogruluk orani en yiiksek olan algoritmay1 bulmay1 hedeflemislerdir. Dogruluk orani en yiiksek
olan algoritmanin Random Forest (RF) algoritmasi oldugunu ve dogrulugunun %94,10 oldugunu
belirlemislerdir.

Viloria vd., (2020) Kolombiya hasta veri seti kullanmiglardir. Hastalarin diyabet hastasi olma
ihtimalini Support Vector Machine (SVM) algoritmasini kullanarak tahmin etmeye ¢alismiglardir.
Elde edilen sonuglarda diyabet hastasidir, diyabet hastaligina yatkinlig1 var, diyabet hastalig1 yok
gibi sonuglar elde etmisler. Support Vector Machine (SVM) algoritmas1 %99,2 gibi iyi bir
dogruluk yiizdeligine sahip ¢ikmustir.

Kumar vd., (2020) Pima Indian Diabetes veri kiimesini (PID), UCI deposundan almiglardir.
Calisma ile diyabet hastalarina dogru ilacin verilmesi amaglanmistir. Veri setinde toplam 9
Oznitelik, 768 hasta bulunmaktadir. Diyabet tip 2'yi tahmin etmek icin, diyabet hastalig1 verisinde
Random Forest (RF) ve Decision Tree (DT) ve Deep Neural Network (DNN) algoritmalar
kullanmiglardir.Veriyi 60 6grenme, 40 test seklinde ayirarak analiz ettiklerinde dogrulugu %96,77,
70 6grenme 30 test seklinde ayirarak analiz ettiklerinde dogrulugu %97,54, 80 6grenme 20 test
seklinde ayirarak analiz ettiklerinde dogrulugu %98,16 elde etmislerdir. Bu ¢alisma sonucunda
Deep Neural Network (DNN) ile %98,16 dogruluk hesaplamiglardir.

Reddy vd., (2020) ¢alismada Support Vector Machine (SVM), K Nearest Neighbor (K-NN),
Logistic Regression (LR) Naive Bayes (NB) gibi birgok makine &6grenmesi algoritmasi
kullanmislardir. Pima Indian Veri setini kullanmislar. Glukoz, VKI, yas, insiilin vb. faktorleri
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iceren veri setine diyabet siniflandirmasi igin bir diyabet tahmin modeli 6nermislerdir. Bu
calismanin temel amaci, insandaki diyabeti maksimum dogrulukla ongéren bir model
tasarlamaktir. En iyi yliksek performansa sahip olan algoritmanin %98,48 dogruluk yiizdesi ile
Random Forest (RF) algoritmasi oldugunu bulmuslardir.

Daniyal Baig vd., (2020) diyabet hastaligin1 erken teshis etmeyi amaglamislardir. Once veriler
toplanmis, veri analizi, veri On isleme, analiz gibi calismalardan sonra makine &grenmesi
algoritmalarimi uygulamislardir. Calisma, Linear Regression, Decision Tree (DT), K Nearest
Neighbor (K-NN) ve Random Forest (RF) gibi algoritmalar1 ve bunlarin hastalik tahmini ve erken
tedavide erken teshis i¢in faydalarini tartismislardir. En iyi performans gosteren algoritma ise %99
dogruluk orani ile Random Forest (RF) olmustur.

Tablo 3. Diyabet hastaligi Alaninda Yapilan Makine Ogrenmesi Calismalari.

Yazar ve Karsilastirma Do‘rululJ
Algoritma Ele Alinan Problem Sonuglar Yapilan g
Yaym Yili : (%)
Algoritmalar
. Makine 6grenmesi
Nguyen vd. Diyabet baslangici olan .
(2019) SMOTE hastalar tahmin etmek modelleriyle Iyi sqnuglar elde 82,12
etmiglerdir. -
Tiggaa vd. RE Diyabet riskini Random Forest (RF) eniyi | LR, K-NN, SVM, 941
(2020) tahmin etmek tahmincidir. NB, DT,RF '
. g Diyabet hastalar1 tahmin
Lukmanto | o, 4 Diyabet hastaligins etmede %89,02 dogruluk 89,02
vd. (2019) siiflandirmak . ; -
gostermektedir.
o . En iyi sonucu Support Vector
Viloria vd. Hastalarin diyabet hastasi : .
2020) | SYM | oima intimali tahmin etmek | ™Machine (SVM) algoritmas: : 9.2
vermistir.
. g DNN hastalara dogru ilaci
Kumar vd.| b | Divabet hastalarina dogru |- % . otmeye yardimer K-NN,DT | 98,16
(2020) ilac1 6nermek
olmaktadir.
Insandaki diyabeti Random Forest diger
Reddy vd. RE maksimum dogrulukla smiflandiricilara kiyaslaen | SVM, K-NN,LR, 98.48
(2020) Ongoren bir model yiiksek performansi NB '
tasarlamak gOstermistir
Muiumdar Diyabet siniflandirmasiigin alE(r)lrilt};;gglzr?ﬁ d\glel?fzr(;st AdaBoost, Gradient
y AdaBoost| bir diyabet tahmin modeli gort 9 Boost, RF, LR, DT,| 98,8
vd. (2019) . algoritmasi oldugunu
Onermek LDA
bulmuslardir.
Makine 6grenmesi En iyi ¢6ziim veren
Baig vd. RE algoritmalari kullanarak | algoritmanin Random Forest | Linear Regression, 99
(2020) diyabet hastaligini erken algoritmasi oldugunu DT,K-NN, RF
teshis etmek bulmuslardir.

2.2.3. Karaciger Hastahg i¢in Ulasilan Cahsmalar

Viicutta en 6nemli organlardan biri olan karaciger karin boslugunun sol iist kdsesin de yer alir.
Yaygin karaciger hastalik problemleri, karaciger yaglanmasi, karaciger kanser, hepatit gibi birgok
hastalik vardir. Kronik hastaliklarin yayginliginin artmasi, yasam siiresinin uzamasi, bilim ve
miihendislikteki gelismeler saglik teknolojisindeki yenilikleri hizlandirmaktadir (Oztiirk vd.,
2016). Derleme c¢aligmas1 kapsaminda taranan, karaciger hastalig1 icin farkli algoritmalarin bir
araya geldigi makine 6grenmesi ¢alismalar1 dogruluk orani en yiiksek olan algoritma, ele alinan
problem, karsilagtirma yapilan algoritmalar ve sonuglar Tablo 4°te 6zetlenmistir. Calismalarda,NB
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(Naive Bayes), RF (Random Forest), SVM (Support Vector Machine), DT (Decision Tree), LR
(Logistic Regression), K Nearest Neighbor (K-NN) LDA (Linear Discriminant Analysis), ANN
(Artifical Neurol Network) algoritmalarinin uygulandigr goriilmektedir.

Gatos vd., (2017) makine 6grenme algoritmasi ile ultrason kayma dalgasi elastografi (ultrasound
shear wave elastography/SWE) goriintiilemesini  kullanarak kronik karaciger hastaligini
smiflandirmislardirr. Veri seti i¢in, 126 kisiden alinan karaciger goriintiisiinii kullanmislardir. 126
hastadan olusan bir Klinik veri setine, ilk olarak, bir RGB-to-stiffness ters esleme teknigi
kullanildiktan sonra karsilik gelen farkli renk bolgelerini, SWE {ireticisi tarafindan saglanan renk
cubugundan elde edilen belirli sertlik degeri araliklariyla iliskilendiren bes kiimeli bir ayrim
yapmuglardir. Support Vector Machine (SVM) modeli ile kronik karaciger hasta denek
ayrimciligina gore siniflandirilmasinda en yiiksek dogruluk ile (%93,5) en iyi deger elde
edilmistir.

Gogi vd., (2018) karaciger hastalarinin siniflandirmasi/tahminlemesi amaci ile siniflandirma igin
makine 6grenmesi algoritmalarindan yararlanmislardir. Karigiklik matrisi, siniflandiricinin gergek
pozitif ve yanlis pozitif oranlarin1 vermistir. Egri Altinda Kalan Alan (AUC) neredeyse 1’e esit
bulunmustur. Test veri kiimesindeki smiflandirma modeli performansini gosteren karigiklik
matrisi 572 hasta test etmislerdir. Bunlardan 394’ “Evet” ve 178’1 “Hayir” ile tahmin sonucu
bulmuslardir. Decision Tree (DT), Support Vector Machine (SVM), Dogrusal Ayrimci ve Logistic
Regression (LR) algoritmalarini uygulamiglardir. Veri seti hastalarin laboratuvar parametrelerini
icermektedir. Matlab yazilimini kullanarak en iyi algoritmanin %95,8 dogruluk orani ile Logistic
Regression oldugunu kanitlamiglardir.

Thaiparnit vd., (2018) karaciger hastaligini siniflandirmak amaciyla 7 tip karaciger hastalig1 i¢in
siiflandirma yapmaislar ve 359 hasta verisi kullanmiglardir. Smiflandirmay degerlendirmek igin,
testin hipotezi, kurallar1 kullanarak 5 katli ¢apraz dogrulama ayarlamislardir. Veri Kurallar
Boliimii, OneR kurali, Tree Decision Stump technique, Tree REPTreeve Random Forest (RF),
tekniklerini kullanmislardir. Random Forest (RF) algoritmasi, diger siniflandirma modellerinden
daha yiiksek performans gdstermistir.

Wu vd., (2019) yagh karaciger hastaligini (FLD) tahmin etmek ve erken teshisi saglamak amaci
ile Random Forest (RF), Naive Bayes (NB), Artificial Neural Networks (ANN), Logistic
Regression (LR) kullanarak karaciger hastaligini erken teshis etmek i¢in model olusturmuslardir.
Random Forest (RF), modeli, %87,47 dogruluk orani ile diger siniflandirma modellerinden daha
yiiksek performans gostermistir. Klinik ortamda Random Forest (RF), modelinin uygulanmasi,
doktorlarin yagh karaciger hastalarini birincil koruma, gozetim, erken tedavi ve yonetim i¢in
siniflandirmasina yardimci olabilecegi belirtilmistir.

Srivenkatesh (2019) farkli makine dgrenmesi ile karaciger enfeksiyonunu 6ngérmek ve en verimli
algoritmay1 se¢mek amaciyla karaciger enfeksiyon tahmin smiflamasi yapmistir. Karaciger
hastaligina sahip, on 6znitelikten olusan 583 hastanin verilerini kaggle veri setiden almiglardir. Bu
arastirmada, karaciger hastaliginin incelenmesi i¢in Naive Bayes, Logistic Regression Support
Vector Machine (SVM), Random Forest (RF), K Nearest Neighbor (K-NN) olmak iizere bes gesit
simiflandirict uygulamiglardir. Calismanin sonucunda Logistic Regression (LR) modeli, diger
siniflandirma modellerinden daha yiiksek performans gostermistir.

Shi vd., (2021) Ocak 2013’ten Mayis 2017’ye kadar olan karaciger hasta verilerinden olusan
geriye dontik bir incelemedir. Calisma, arkus aort ameliyati gecirmis 672 ardisik hastadan olusan
bu veri setine Logistic Regression Support Vector Machine (SVM), Random Forest (RF), Naive
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Bayses algoritmasi ile smiflandirma yapmislardir. Bu ¢alismanin sonucu Logistic Regression
modeli, diger siniflandirma modellerinden daha yiiksek performans gostermistir.

Tablo 4. Karaciger Hastalig1 Alaninda Yapilan Makine Ogrenmesi Calismalari.

Yazar ve Karsilastirma Dogruluk
Algoritmg  Ele Alinan Problem Sonugclar Yapilan ogrutu
Yaym Yih i (%)
Algoritmalar
Support Vector Machine
Gatos vd. SVM Kronik karaciger (SVM)algoritmasinin 935
(2017) hastaligini siniflandirmak dogruluk oranini - '
%93,5 bulmuslardir.
. . En iyi algoritmanin Logistic
Gogi vd. LR Karaciger hastalarin Regression oldugunu | SVM, LR, LDADT| 95,8
(2018) siiflandirmak
kanitlamiglardir.
Yagli karaciger hastaligini Random Forest (RF), modeli
Wuvd. (2019) RF & '8 & eniyi sonug veren RF, NB, ANN, LR | 87,47
tahmin etmek .
algoritmadir.

Random Forest (RF), modeli Veri Kurallari, OneR,

Thaiparnit vd. Karaciger hastalarimi - Tree REPTree, Tree

(2018) RF smiflandirmak eniyl sonug veren Decision Stump 75,76

algoritmadir. technique
Arkus aort ameliyati
Shi vd. (2021) LR gecirmis karaciger Logistic Regression daha iyi LR SVM RE 77
' hastalarinin veri seti performans géstermistir. ' '
incelenmek

Srivenkatesh LR Karaciger enfeksiyon | Logistic Regression daha iyi|NB, LR, SVM, RF,K- 76.97

(2019) tahmin simiflandirmak performans géstermistir. NN '

2.2.4. Meme Kanseri Hastahg I¢in Ulagilan Cahsmalar

Kadin hastaliklarinin en basinda gelen hastaliklarindan biri olan meme kanseri &liimciil
hastaliklardan biri olmasina ragmen erken teshis de 6liim riskini azaltmaktadir. Bu nedenle bu
alanda yapilan galismalar ¢ok 6nem arz etmektedir. Derleme c¢alismasi kapsaminda taranan, meme
kanseri icin farkli algoritmalarin bir araya geldigi makine 6grenmesi ¢aligmalari, dogruluk orani
en yliksek orana sahip olan algoritma, ele alinan problem, karsilastirma yapilan algoritmalar ve
sonuglar bilgileriyle birlikte Tablo 5’te 6zetlenmistir. Calismalarda, NB (Naive Bayes), RF
(Random Forest), SVM (Suppor Vector Machine), DT (Decision Tree), LR Logistic Regression),
K Nearest Neighbor (K-NN), LDA (Linear Discriminant Analysis), ANN (Artifical Neurol
Network) MLP (Multiple Linear Perceptron)), RBF SVM (Radial basis function kernel Support
Vector Machine), DNNS (Deep Neural Network with Support Value) algoritmalarinin uyguladigi
gorilmiistiir.

Asri vd., (2016) Wisconsin Meme Kanseri veri setini kullanarak bu veri setine dort ana algoritma
uygulamig ve en iyi makine 6grenmesi algoritmasini se¢gmeyi hedeflemislerdir. Meme kanseri
hastaligina sahip hastalarin siniflandirmasinin analizi i¢in Support Vector Machine (SVM), Naive
Bayes (NB), K Nearest Neighbor (K-NN) ve C4.5 algoritmalarini kullanmiglardir. En iyi
siiflandirma dogrulugunu bulmak icin bu algoritmalarin verimliligini ve etkililigini dogruluk,
kesinlik, duyarlilik ve 0Ozgiillik agisindan karsilastirma yapmiglar ve sonug olarak SVM
algoritmasinin %97,13 dogrulugu elde ederek diger makine 6grenmesi algoritmalarina gére en iyi
performans gosteren algoritma olmustur.

Karthikeyan vd., (2020). Wisconsin Meme Kanseri veri setini kullanarak {i¢ ana algoritma
kullanmig ve en iyi makine &grenmesi algoritmasini segmeyi hedeflemislerdir. K Nearest
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Neighbor (K-NN), Naive Bayes (NB), ve Random Forest (RF) algoritmalarini kullanmiglardir. En
iyi siniflandirma dogrulugunu bulmak igin bu algoritmalarin verimliligini ve etkililigini dogruluk,
kesinlik, duyarlilik ve ozgiilliik agisindan karsilagtirma yapmislar ve sonug¢ olarak %95,90
dogruluk orani ile K-NN algoritmasinin diger algoritmalara gore en iyi performans gosteren
algoritma oldugunu belirlemislerdir.

Vaka vd., (2020) makine 6grenmesi tekniklerini kullanarak meme kanserini tespit etmek icin yeni
bir yontem sunmay1 amaglamislardir. Onerilen ydntem, mevcut yontemlerle karsilastirildiginda
olduk¢a dogru ve verimli sonuglar tiretmislerdir. Deep Neural Network with Support Value
(DNNS) yontemi, Onerilen yontem derin bir sinir agindaki destek degerine dayanmaktadir.
Karsilastirma yapmak igin Support Vector Machine (SVM), Naive Bayes (NB) gibi makine
O0grenmesi algoritmalarini kullanmislardir. Deneysel sonuglar, Onerilen DNNS'min mevcut
yontemlerden oldukg¢a daha iyi performans gosterdigini kanitlamislardir.

Sarkar vd., (2021) meme kanserini siiflandirmak i¢in MikroRNA analizini yapmiglardir. Meme
kanserinde tiimor baskilayict mikroRNA'lar, asagi akim sinyal yollar1 ve bunlar timoérden
sorumludur. Bu mikroRNA listesini elde etmek igin makine O6grenmesi algoritmalarini
kullanmislardir. Calisma 2 asamadan olusmaktadir. Ilk asamada, veri setini siniflandirma
dogruluguna bakarak. Support Vector Machine (SVM), K Nearest Neighbor (K-NN), Artificial
Neural Networks (ANN), Decision Tree (DT), Random Forest (RF), Naive Bayes (NB), DISCR
algoritmalarini kullanarak en iyi dogruluga sahip olani se¢mislerdir. Ikinci asamada ise meme
kanseri alt tiplerinin siiflandirilmasini yapmislardir. Random Forest (RF) algoritmasinin diger
alt1 teknikten nispeten daha iyi dogruluk (%95 giiven araliginda %76.5761 + 0,33) sagladigini
gozlemlemislerdir.

Gopal vd., (2021) galismada nesnelerin interneti cihazlariyla meme kanserini tahmin etme
amaciyla makine 6grenmesi algoritmalarini kullanmiglardir. Wisconsin Meme kanseri Veri
Kiimesini (WBCD) kullanmiglardir. Veri setinde 32 6znitelik ve 569 6rnek bulunmaktadir. Elde
edilen sonuglar iyi huylu ve kotii huylu tiimor olarak ayirmiglardir. Multiple Linear Perceptron
(MLP), Logistic Regression (LR) ve Random Forest (RF), smiflandiricilarint kullanmiglar ve
dogruluk orani en yiiksek gdsteren algoritmanin MLP oldugunu bulmuslardir.

Wu vd., (2021) Wisconsin Meme Kanseri veri kiimelerinde, iki ana makine 6grenmesi algoritmasi
kullanmislardir. Igerisinde 32 6znitelik ve 569 &rnek bulunmaktadir. Meme kanseri hastaligin
siniflandirmay1 hedeflemislerdir. Naive Bayes (NB) algoritmast ve K Nearest Neighbor (K-NN)
algoritmasi1 arasinda bir karsilastirma Onermisler ve c¢apraz dogrulama kullanarak bunlarin
dogrulugunu degerlendirmislerdir. Algoritmalar arasinda dogru bir karsilastirma yaptiktan sonra,
K-NN algoritmasimnin %97,51 gibi daha yiiksek bir verimlilik elde ettigini gozlemlemislerdir.

Al-Azzam vd. (2021) meme kanseri tahmini igin temel denetimli ve yari denetimli makine
o0grenme algoritmalarinin performansint ve dogrulugunu karsilastirmayr ve degerlendirmeyi
amaclamiglardir. Denetimli ve yar1 denetimli 6grenme olmak iizeri dokuz makine 6grenmesi
simiflandirma algoritmasi kullanmiglardir, Bunlar; Logistic Regression (LR), Gauss Naive Bayes
(GNB), Linear Support Vector Machine (LSVM), Radial basis function kernel Support Vector
Machine (RBFSVM), Decision Tree (DT), Random Forest (RF), Xgboost, Gradient Boosting son
K Nearest Neighbor (K-NN) Wisconsin Tan1 Kanser veri kiimesi kullanmiglardir. Modelin
giivenirliligini saglamak icin, K-kat capraz dogrulama uygulamis ve hiperparametreleri optimize
etmislerdir.
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Denetimli makine 6grenmesi algoritmasi olan i¢cin KNN modeli ve yar1 denetimli makine
Ogrenmesi algoritmasi olarak Logistic Regression %98'lik en yliksek dogrulugu elde etmistir.

Tablo 5. Meme Kanseri Alaninda Yapilan Makine Ogrenmesi Calismalari.

Yazar ve Karsilastirma DogruluIJ
Algoritma| Ele Alinan Problem Sonuclar Yapilan
Yayimn Yih - (%)
Algoritmalar
Sarkar vd. RE Meme kanseri alt tipini RF'nin diger alt1 teknikten nispeten  |[SVM, ANN, KN-NN 76.58
(2021) tahmin etmek daha iyi olan dogruluk saglamsgtir. DT, RF, NB, DISCR '
. En iyi performans gosteren
Gopalvd. |, p | Meme kanserinin erken algoritmanin MLP oldugunu MLP, LR, RF 98
(2021) teshisi saglamak
bulmuslardir.
- En iyi performans gdsteren
Wuvd. (2021]  K-NN Meme kanserini algoritmanin K-NN oldugunu NB, K-NN,RF | 97,51
siiflandirmak
bulmuglardir.
Asri vd. Meme kanserini SVM algoritmast iyi bir sonug )
(2016) SVM siniflandirmak vermistir. NB, K-NN, C4.5 97,13
Karthikeyan ) Meme kanserini SVM algoritmast iyi bir sonug )
vd. (2020) K-NN smiflandirmak vermistir. NB, K-NN, RF 95,90
Meme kanseri tahmini | Denetimli makine 6grenmesi algoritmasi| LR, Gauss Naive
Al-Azzam vd icin makine 6grenme olan i¢in KNN modeli ve yar1 denetimli | Bayes, SVM, RBF
(2021) 1K-NN veLR| algoritmalarinin makine 6grenmesi algoritmasi olarak da SVM, DT, RF, 98
performansini Logistic Regression’un en yiiksek Xgboost, Gradient
karsilastirmak dogrulugu verdigini bulmuslardir. Boosting, K-NN
Vaka vd. DNNS Meme Kapselilnln erken DNNS algorltm'c.lSI.Iyl bir sonug SVM. NB 97.21
(2020) teshisi saglamak vermistir.

2.2.5. Orak Hiicre Anemi Hastahgi Icin Ulasilan Calismalar

Orak hiicre anemi hastaliina sahip kisiler kirmizi kan hiicreleri hasarli iiretirler. Bu hiicreler kan
damarinda sikisir ve kan akisini engeller. Kan akisin1 engellemesinden dolay1 viicut, organlar ve
doku oksijen ihtiyacini karsilayamaz. Orak hiicreli anemiye sahip hastalarin ¢ogunda hastaligin
bir tedavisi yoktur ancak mevcut tedaviler ile agrilar hafifletilebilir ve hastaligin yol agabilecegi
sorunlar onlenir. Bu nedenle bu alanda yapilan ¢alismalar ¢ok 6nem arz etmektedir. Derleme
caligmas1 kapsaminda taranan, Orak hiicreli anemi i¢in farkli algoritmalarin bir araya geldigi
makine 6grenmesi ¢alismalari, dogruluk orani en yiiksek olan algoritma, ele alinan problem,
karsilastirma yapilan algoritmalar ve sonuglar bilgileriyle birlikte Tablo 6’da 6zetlenmistir. Tablo
6’da NB (Naive Bayes), RF (Random Forest), SVM (Support Vector Machine), DT (Decision
Tree), LR (Logistic Regression), K-NN (K Nearest Neighbor), LDA (Linear Discriminant
Analysis), ANN (Artifical Neurol Network), SMO (Sequential Minimal Optimization), ASC
(Attribute selected classifier) algoritmalart bulunmaktadir.

Khalae vd., (2016) ¢alisma da orak hiicreli anemi hastaliginin tedavisi i¢in ilag dozaj seviyelerinin
smiflandirilmasini amaglamislardir. Kullanilan veri setinde 12 6znitelik bulunmaktadir. Veri
setinde agirlik, hemoglobin degeri, nétrofiller (beyaz kan hiicre) degeri gibi veriler bulunmaktadir.
H1, H2, LEVNN ve RFC gibi yaklasimlarla dogruluk ve performansi en iist diizeye ¢ikarmak i¢in
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makine 6grenmesi algoritmalari kullanmistir. En iyi performans gosteren algoritma, %98,2
dogruluk payi ile Random Forest (RF) olmustur.

Abd vd., (2017a) ¢alismada orak hiicreli anemi hastaliginin test edilmesi, takip edilmesi ve
izlenmesi hizmetlerini sunan bir model olusturmay1 amaglamuslardir. Ingiltere’de bir hastaneye ait
veri seti kullanmislardir. Toplanan verileri orak hiicre anemisine sahip olanlar ve olmayanlar
olarak 2 gruba ayirmislardir. Veri setinin i¢inde yas, cinsiyet, hemoglobin degerleri gibi birgok
veri yer almasiyla beraber 250 hasta ve toplam 12 6znitelik bulunmaktadir. Onerilen model igin
makine Ogrenmesi algoritmalari uygulamislardir. Smiflandirma i¢in Support Vector Machine
(SVM), Sequential Minimal Optimization (SMO), Naive bayes (NB), Decision Tree (DT) gibi
algoritmalar uygulamiglardir. En iyi performans gdsteren makine 6grenmesi algoritmasit SMO
olmustur.

Chen vd., (2017) ¢alismada orak hiicreli anemi hastaligi olan ve ayn1 zamanda inme riski diisiik
olan ¢ocuklar i¢in yapisal manyetik rezonans (MR) goriintiileme analizi yapmay1 hedeflemislerdir.
Veri i¢in; inme gegirme Oykiisli olmayan ¢ocuklara 2-4 y1l aralik boyunca Kaufman kisa zeka (K-
BIT) testi uygulamislardir. Test sonrasinda MR goriintiiler incelenmis ve test sonucu diisiis grubu
ve test sonucu diislis olmayan grup olarak 2 grup olusturmuslar. Daha sonra, yapisal MR
gorlintiilerinden hesaplanan bolgesel gri madde (GM) hacimlerine dayali olarak K-BIT diisiis /
diistis olmadigini tahmin etmek i¢in 6ngoriicti modeller olusturmuslardir. GM hacmine ve temel
K BIT'e dayanarak, K* algoritmasini kullanarak bir prognostik model olusturmuslardir. Dogruluk,
duyarlilik ve 6zgiilliik oranlarini sirastyla %84, %78 ve %86 olarak tespit etmislerdir.

Abd vd., (2017b) ¢alismada akill telefona yiiklenen uygulamaya dayali olarak hastayi izleyebilen
sistem Onermeyi amaglamiglardir. Sistemi, orak hiicre anemi hastalarinin kan testi sonucuna gore
kritik olup olmadigi kararini verecek sekilde uygulama planlamiglardir. Orak hiicre anemi
hastalarinin siniflandirilmasini bu sistem sayesinde tamamlamislardir. Jrip Kurallari, 6znitelik
secili siniflandirici, Voted Perceptron, Bayes Net, AdaboostM1, Attribute selected classifier
LogitBoost algoritmalar1 kullanmislardir. En iyi performans gosteren algoritma %98,2 dogruluk
payi ile LogitBoost olmustur.

Tablo 6. Orak hiicre anemi Alaninda Yapilan Makine Ogrenmesi Calismalari.

Yazar ve KarsilastirmaY apilaf Dogrul IJ
Y il . tlagtir 1 ulu
aym Yili | Algoritma Ele Aliman Problem Sonuglar Algoritmalar %)

Abd vd Orak hiicreli i hastaligi i¢iy  Orak hiicreli i hastalig
(2017a) SMO rak hiicreli anemi hastahigr igix rak hilcreli anemi hastaligint | \/\1 Mo NB, DT 99
ilag tahmin etmek tahmin etmislerdir.
Chen vd. Orak hiicreli anemi hastaliginin|
(2017) olan ve ayn1 zamanda inme risk K BIT'e dayanarak, K*
K* diisiik olan ¢ocuklar igin MR algoritmasini kullanarak bir 84
goriintiileme analizi prognostik model olusturulmustur. -
saglamak
Abd vd. .
(2017h) Jrip Kurallari,ASC,
Hastavi izlevebilen sistemi En iyi performans gosteren Voted Perceptron,
LogitBoost Y 6nzrmek algoritma LogitBoost olarak BayesNet, 98,2
belirlenmistir. AdaboostM1,
LogitBoost
Khalae vd. Orak hiicreli anemi hastaliginin| En iyi performans gosteren
(2016) - L ane ; . HI, H2, LEVNN ve
RF tedavisi i¢in ilag tzaj algoritmanin RF RE. TREEC 98,2
seviyelerini siniflandirmak oldugu belirlenmistir. !
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2.2.6. Kalp Durmasi Alaninda Yapilan Makine Ogrenmesi Calismalari

Kalbin pompa gorevini yerine getirmemesine kalp durmasi denir. Kalp durmasi kalp krizinden
farklidir. Kalp krizi genellikle kalp damalarinda biriken yag sonucunda gosterdigi tepkidir. Kalp
durmasi ani bir sekilde olur ve beklenmedik anda gergeklesir. Bu nedenle bu alanda yapilan
caligmalar ¢ok onem arz etmektedir. Derleme ¢alismasi kapsaminda taranan, Kalp durmasi igin
farkli algoritmalarin bir araya geldigi makine 6grenmesi ¢alismalari, dogruluk orani en yiiksek
olan algoritma, ele alinan problem, karsilastirma yapilan algoritmalar ve sonuglar bilgileriyle
birlikte Tablo 7°de 6zetlenmistir. Tablo 7°de NB (Naive Bayes), RF (Random Forest)), SVM
(Support Vector Machine), DT (Decision Tree), LR (Logistic Regression), K- NN (K Nearest
Neighbo), ANN (Artifical Neurol Network), GNB (Gaussian Naive Bayes) algoritmalari
bulunmaktadir.

Chauhan vd., (2019) kalp durmasi ihtimalini 6ngérmek i¢in ve farkli makine o6grenme
algoritmalarini incelemeyi amaglamislardir. Support Vector Machine (SVM), Random Forest
(RF), Decision Tree (DT), Logistic Regression ve Artificial Neural Networks (ANN),
algoritmalarini hastalarda kalp durmasi olusumunu tahmin etmek i¢in veri setine uyguladiktan
sonra en iyl performans gosteren algoritmanin Artificial Neural Networks (ANN) oldugu ve
dogrulugunun en yiiksek %85 oldugunu bulmuslardir.

Chang vd., (2019) calismada, kalp durmasini tespit etmek igin 2 gorev olusturmuslardir. Birinci
gorev de alici caligma karakteristiginin altindaki alan (AUROC) egrisini kullanmislardir, ikincinde
ise kesinlik geri ¢agirma egrisi altindaki alan i¢in makine 6grenmesi algoritmalar1 kullanilmistir.
Statik veriler yas, cinsiyet, boy, kilo, ates gibi degerler yer alirken, dinamik verilerde ortalama arter
basinci, sistolik kan basinci, nabiz, solunumhizi, viicut 1sis1 vb. hayati belirtiler yer almaktadir.
Naive Bayes (NB), Support Vector Machine (SVM), Random Forest (RF) algoritmalarini
kullanmiglardir. En iyi performans gosteren algoritmanin Random Forest (RF) oldugunu
bulmuslardir.

Kwon vd., (2019) ¢alismada, kalp durmasi yasayan hastalarin taburcu olduktan sonra sagkalim
analizini yapmislardir. Hastaliktan iyilesmeyi ve taburculuk i¢in sagkalimi tahmin etmek igin derin
ogrenmeye dayali hastane dis1 kardiyak arest prognostik sistemi (DCAPS) gelistirmeyi ve
onaylamayl amaglamistir. Dogrulama verilerinde norolojik iyilesmeyi tahmin etmek igin
DCAPS'nin alici ¢aligma karakteristik egrisinin (AUROC) altindaki alan %95,3, Logistic
Regression %94,7, Random Forest (RF) %94,3, Support Vector Machine (SVM) %93,0 ve 6nceki
bir ¢caligmanin geleneksel yontemlerinden %81,7 dogruluk oranina ulagilmistir. DCAPS, OHCA
hastalarinin dogru bir sekilde taburcu edilmesi i¢in nérolojik iyilesme ve sagkalimi 6ngérmiislerdir
ve geleneksel yontem ve diger makine 6grenme yontemlerinden daha iyi performans gosterdigini
belirlemislerdir.

Javan vd., (2019) calisma da yetiskin hastalar icin enfeksiyona bagli olarak yasanan kalp
durmalarmi1 tahmin etmeyi amaglamiglardir. Ek olarak yasamsal belirtilerin zaman serisi
dinamiklerinin kalp durmanin 6ngériilmesine etkisini arastirmislardir. Kullanilan makine
ogrenmesi modelleri Support Vector Machine (SVM), Decision Tree (DT), Logistic Regression K
Nearest Neighbor (K-NN), Gaussian Naive Bayes, Multilayer Perceptron Classifiers, XGBoost,
Random Forest (RF) gibi siniflandiricilar igermektedir. En iyi performans gosteren algoritmanin
Random Forest (RF) oldugunu bulmuslardir.

Hirano vd., (2021) c¢alismada hastanin kalp durmasii tahmin modeli gelistirmeyi
hedeflemislerdir. Japonya’da hastane disi 43,350 kalbi duran hasta verisi toplanmis olup 18
yasindan kiiciik hastalar veya bir etkene bagli kalbi duran hastalar dahil edilmemistir. Logistic
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Regression, Support Vector Machine (SVM), Random Forest (RF), ve Multilayer Perceptron
Classifiers algoritmalarinin sonuglar1 karsilastirilmistir. Sonuglar, %95 giiven araliginda olup %5
hata payi ile degerlendirilmistir. Dogrulama analizlerinde, Support VectorMachine (SVM) igin
%86,6, Random Forest (RF) i¢in %87,7 ve Multiple Linear Perceptron (MLP) siniflandiricilar i¢in
%88,8 dogruluk pay1 belirlenmistir. En iyi tahmincinin Multilayer Perceptron Classifiers oldugu
belirlenmistir.

Safa vd., (2021) ¢alisma sicaklik, kan basinci, nabiz ve strese bagl kalp hastalarinin verilerinden
olugmaktadir. Kalp hastalarinin stres analizini hesaplamay1 hedeflemislerdir. Stres analizi i¢in
tahmin modeli, Decision Tree (DT), K Nearest Neighbor (K-NN) ve Support Vector Machine
(SVM) algoritmalarini egitmislerdir. Hastalarinin verilerine 6n isleme i¢cin SQL kullanmislardir.
Kalp hastalig1 veri seti tizerinde algoritmalari test etmislerdir. Sonug, K Nearest Neighbor (K-NN)
siniflandirmasmin etkinliginin SVM ve DT yontemlerine kiyasla ¢ok daha iyi oldugunu
gostermektedir.

Tablo 7. Kalp Durmasi Alaninda Yapilan Makine Ogrenmesi Calismalari.

Yazar ve Karsilastirma Dogruluk
Algoritma | Ele Alinan Problem Sonuglar Yapilan &
Yaym Yili - (%)
Algoritmalar
En iyi performans gdsteren
Chauhan vd. ANN Kalp durmasi olasiligini |algoritmanin Artificial Neural SVM, RF, DT,LR, 85
(2019) tahmin etmek Networks (ANN), oldugunu ANN
bulmuslardir.
o En iyi performans gosteren
Chang vd. re | Kalp durmastolasthgmu| -~y S0 RF oldugunu | NB, SVM, RF 88
(2019) tahmin etmek
bulmuslardir.
. - En iyi performans gosteren
Hiranovd. | =\, p | Kalp durmasi olasthgint | 0 oriima MIUP algoritmast LR, SYM, REMLA 88
(2021) tahmin etmek
bulmuslardir.
En iyi performans gdsteren
Safa vd. K-NN Kalp hasta_larlnln stresini algo?ltmanm K-HNN K-NN, SVM, DT 85.08
(2021) analiz etmek algoritmasi oldugunu
bulmuslardir.
Kalp durmasi vasavan Hastalarinin dogru bir sekilde
Kwon vd hsstalarln ta}t;usrcﬁ taburcu edilmesi igin
' DCAPS » norolojik LR, RF, SVM 97,6
(2019) olduktan sonra sagkalim . N
- iyilesme ve sagkalimi
analizi yapmak v .
Ongormiiglerdir.
Enfeksiyona bagli olarak| En iyi performans gosteren SVM, DT, LR, K-
Javan vd. . 9 NN, GNB,
RF yaganan kalp durmalarini| ~ algoritma RF oldugunu - . 95
(2019) . Gradient boosting,
tahmin etmek bulmuslardir.
XGBoost, RF

2.2.7. Tiroid Hastahig Alaninda Yapilan Makine Ogrenmesi Calismalar

Tiroid bezi boynun 6n boliimiinde yer alan kelebek seklinde bir organdir. Tiroid bezinin sahip
oldugu hormonlar, kan dolasimina girerek metobolizmay1 diizenler, hizin1 kontrol eder. Tiroid
hastalig1 insan hayatinda biiyiik risk olusturmaktadir. Bu nedenle bu alanda yapilan ¢alismalar ¢ok
onem arz etmektedir. Derleme calismasi kapsaminda taranan, Tiroid hastaligi igin farkl
algoritmalarin bir araya geldigi makine 6grenmesi ¢aligmalari, dogruluk orani en yiiksek olan
algoritma, ele alinan problem, karsilagtirma yapilan algoritmalar ve sonuglar bilgileriyle birlikte
Tablo 8’de Gzetlenmistir. Tablo 8’de NB (Naive Bayes), RF (Random Forest), SVM (Support
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Vector Machine), DT (Decision Tree), K-NN (K-En Yakin Komsu), ANN (Artifical Neurol
Network), ELM (Extreme Learning Machine), BPNN (Back Propagation Neural Network), MLP
(Multiple Linear Perceptron) algoritmalar1 bulunmaktadir.

Pavya vd., (2017) tiroid hastaliginin erken teshisini tanimini1 yapmak i¢in makine 6grenmesi
algoritmalarindan yararlanmislardir. Filtre tabanli (F-Skoru) ve sarmalayici tabanlt (Yinelemeli
Ozellik Eliminasyonu) o6zellik se¢im algoritmalarinin hastalik tanimlama ve smiflandirma
tizerindeki etkisini analiz etmeyi amaclamislardir. Performans degerlendirmesi dogruluk,
duyarlilik ve 6zgiilliik olmak tizere {i¢ 6lgii ile yapmislardir. Deneysel sonuglar, hem F-Skoru hem
de Yinelemeli Ozellik Eliminasyonunun tiroid hastalig1 teshisinin performansini iyilestirirken,
sarmalayic1 tabanli algoritmanin EXxtreme Learning Machine smiflandirici ile maksimum
verimlilik tirettigini ve maksimum %98,14 dogruluk tirettigini gostermistir.

Duggal vd., (2018) tiroid bezinin iki yaygin hastaligi olan hipertiodizm ve hipotiroidizm
hastaliklarin1 ele almislardir. Tiroid hastaliklarin1 dort sinifa ayirmiglardir. Bunlar; hiportiroid
bezi, hipertiroid bezi, hasta 6tiroid, 6tiroid. Bu dort hastaligini siniflandirmay1 hedeflemislerdir.
Veri Kiimesi UCI makine 6grenmesi tabanli olup 7200 hasta ve 27 6znitelik bulunmaktadir. Naive
bayes (NB), Support Vector Machine (SVM), Random Forest (RF), algoritmalarini egitmislerdir.
Bu teknikler arasindan en iyi performans dogruluguna sahip olan Support Vector Machine (SVM)
sonug¢ vermistir.

Tyagi vd., (2018) tiroid hastaliginin erken teshisini tanimini1 yapmak i¢in makine dgrenmesi
algoritmalarindan yararlanmislardir. Tiroid hasta bilgilerinin yer aldig: veri setini kullanmislardir.
Veri setinde yas, cinsiyet, tiroid hormon degerleri gibi degerler bulunmaktadir. Support Vector
Machine (SVM), K Nearest Neighbor (K-NN) Decision Tree (DT) gibi birgok makine 6grenmesi
algoritmalarini, tiroid hastaligina yakalanma riski olanlar1 tahmin etmek i¢in kullanmiglardir. En
iyi sonug veren algoritma SVM olup %99,63 dogruluguna sahiptir.

Olatunji vd., (2021) tiroid hastaliginin ¢ok erken asamalarda (pre-semptomatik asama) hastalig
tespit edecek bir sistem kurmayi planlamiglardir. Suudi Arabistan King Fahad hastanesinden
alian veri icerisinde kan hastaliklar1 olanlar dahil olmak iizere tiroid hastalar1 bulunmaktadir. Veri
setinde normal hasta ve tiroid hastalar1 olmak tizere 2 sinif bulunmaktadir. 14 nitelik igeren bu
veride toplam 109 tiroid hastas1 109 normal hasta bulunmaktadir. Bu ¢alismada Random Forest
(RF), Artificial Neural Networks (ANN), Support Vector Machine (SVM) ve Naive Bayes (NB)
algoritmalar kullanilmistir. Elde edilen en yiiksek dogruluk oran1 RF teknigi ile %90,91 olurken,
SVM, YSA ve NB sirasiyla %84,09, %88,64 ve%81,82 dogruluk elde etmistir.

Tablo 8. Tiroid Hastalig1 Alaninda Yapilan Makine Ogrenmesi Calismalari.

Yazar ve - Karsilastirma Yapilan DogruluIJ
Yaymn Yil Algoritma Ele Alinan Problem Sonuclar Algoritmalar (%)
- . En iyi sonug veren
Duggal vd. Tiroid bezinde yaygin olan .
(2018) SVM hastaligi simiflandirmak algoritma NB, SVM, RF 92,92
SVM olmustur.
. - . . En iyi sonug veren
T{Sgig’)d' sym | Tiroid haztt?#eglim tahmin algoritma SVM, K-NN, DT 99,63
SVM olmustur.
- . . En iyi sonug veren
P?‘z’é’i;’)d' ELm | Tiroid hasett?};eg&“‘ tahmin algoritma MLP, SVM, BPNN,ELM | 98,14
ELM olmustur.
i, - . . En iyi sonug veren
O'?;%”Zji)"d' rRe | Tioid haztt?::egll“‘ tahmin algoritma RF, ANN, SVM, NB | 90,91
RF olmustur.
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2.2.8. Alzheimer Hastahig1 Alaninda Yapilan Makine Ogrenmesi Calismalari

Alzheimer hastalig1 ileri yasi hastaligidir. Beynin bazi boliimleri zaman iginde giderek hasar
gormeye baslar bunun sonucunda basta bellek olmak iizere tiim gilinliik faaliyetleri ve davranig
bozuklugu gosteren bir hastaliktir. Derleme galismasi kapsaminda taranan, Alzheimer hastalig
icin farkli algoritmalarin bir araya geldigi makine 6grenmesi ¢alismalar1, dogruluk orani en yiiksek
olan algoritma, ele alinan problem, karsilastirma yapilan algoritmalar ve sonuclar bilgileriyle
birlikte Tablo 9°da 6zetlenmistir. Tablo 9° da NB (Naive Bayes), RF (Random Fotest), SVM
(Support Vector Machine), DT (Decision Tree), K-NN (K Nearest Neighbor) ANN (Artifical
Neurol Network), MLP (Multilayer Perceptron Classifiers), ELM (Extreme Learning Machine),
GPR (Extreme Learning Machine), PLS (partial least squares), SVM-DA (Support Vector Machine
Discriminant Analysis) algoritmalar bulunmaktadir.

Lodha vd., (2018) Alzheimer hastalarinin beyin goriintiilerini analiz etmeyi amaglamislardir.
Noropsikolojik ve objektif degerlendirmelerinin aralarinda iliski olup olmadigimiarastirmiglardir.
Hastaligi erken teshis etmek icin makine ogrenmesi algoritmalarindan yararlanmislardir.
Vishwakarma Teknoloji Enstitilisii ait veri tabanindaki Alzheimer hasta verilerikullanmislardir.
Artificial Neural Networks (ANN), Support Vector Machine (SVM), Random Forest (RF)
algoritmalarimi kullanmislardir. En yiiksek dogruluk oranina sahip algoritma Artificial Neural
Networks (ANN) algoritmasi olmustur ve dogrulugu %98,36 bulmuslardir.

Zhang vd., (2019) Alzheimer olan hastalarin erken teshisini tanimlamay1 amaglamiglardir. Makine
ogrenmesi algoritmalarindan yararlanmiglardir. Extreme Learning Machine (ELM), Support
Vector Machine (SVM), Extreme Learning Machine (GPR) ve partial least squares (PLS)
modellerinin performansini degerlendirmek i¢in 10 kat ¢apraz dogrulama kullanmislardir. Noro
gorlintiileme girisimi'ndeki Alzheimer hastaligi verileri igerisinde klinik bilgilerin yani sira
Voksel-Bazli Morfometri (VBM) parametreleri ve doku parametreleri kullanmislardir. Onerilen
yontemleri Alzheimer 'li 58 hastadan ve 94 normal kontrollii verilere uygulamislar ve ELM
modelinin tiim siniflandirma 6zellikleriyle %96'ya varan bir siniflandirma dogrulugu elde ederken,
diger ii¢ modelin sonuglar1 %82 (PLS), %79 (GPR) ve %75 (SVM). Alzheimer hastalar1 normal
kontrollii hastalarla ayirmada optimal sonug elde etmisler ve bu nedenle bu ¢aligma Alzheimer 'nin
teshisi i¢in faydali olabilir.

Neelavani vd., (2020) Alzheimer hastalarinin yas, ziyaret sayisi, MMSE (Mini Mental Test) ve
egitim gibi psikolojik parametreleri kullanarak Alzheimer hastaligin1 erken teshis etmek igin
makine 6grenmesi algoritmalarini segmislerdir. MMSE skoru, yas, ziyaret sayisi ve hastalarin
egitimi gibi hastaligi tahmin etmede biiyiikk O6l¢lide yardimci olan onemli parametreler
kullanmiglardir. SVM ve DT algoritmalarin1 %70 egitim %30 test veri kiimesiyle test etmislerdir.
En iyi performans gosteren algoritma SVM algoritmasi olmustur ve dogrulugu %85 bulmuslardir.

Khan vd., (2020) analiz i¢in MRI (Manyetik Rezonans Goriintiileme) beyin goriintiilerinin Agik
Erisim Goriintiilleme Calismalar1 Serisi (OASIS) veri tabanina ait verileri kullanmiglardir. Veri
seti, 150 denek igeren 343 MRI seansindan olugsmaktadir. Alzheimer teshisi i¢in boylamsal beyin
MRG verilerini kategorize etmek i¢in demansli ve demansiz olmak {izere iki sinifa ayirmayi
amaglamiglardir Analizde MMSE (Mini Mental Test), CDR (Clinical Dementia Rating) ve ASF
(Atlas Scaling Factor) olmak iizere ii¢ farkli skor kullanilmistir. Onerilen makine dgrenmesi
ardisik diizeni, deneysel ve veri analizi tasarimina gomiilii olan veri doniistiirme ve 6zellik se¢gme
teknikleriyle birlikte bir siniflandirici sistemi olusturmuslardir. En iyi performans gosteren
algoritmanin Random Forest (RF), aginin dogrulugunun en yiiksek %86,84 oldugunu
bulmuslardir.

135



Eurasian Journal of Health Technology Assessment (EHTA) 2022; 6(2); 117-143

Rangaswamy vd., (2020) Alzheimer hastaligini teshis etmek bunun igin iyi makine 6grenmesi
algoritmasin1 bulmayr amacglamiglardir. Genom capinda iliskilendirme calismalari (GWAS) ve
Genotip-Doku Ifadesi (GTEX) veri tabanlarindan 20,401 zararlhh ve 37,452 kontrol seti
olusturmuslardir. Onemli 6zellikleri segmek icin ¢apraz dogrulama (RFECV) kullanilarak 6zellik
elemis ve ardindan ileri 6zellik segme yontemi kullanilmis ve zararli ve notr varyantlari ayirt etmek
icin Random Forest (RF), siniflandiricist kullanilmistir. Random Forest (RF), algoritmasinin
dogrulugunu %81,21 bulmuslardir.

Uysal vd., (2020) Alzheimer hastalig1 (AD), hafif bilissel bozukluk (MCI) ve biligsel normal (CN)
hastalarin1 birbirinden ayirt etmek igin kullanilabilecegi sistem 6nermislerdir. Kurulan modeligin
482 hasta igin veri 160 test set ve 322 egitim set olarak ayirmiglardir. Tahmin performanslar,tim
tan1 gruplar1 arasinda siniflandirma yapilarak degerlendirmisler. Her modelde sol hipokampus
hacim degeri sag hipokampustan daha basarili tahmin sonuglar1 verdiginden, sag hipokampus
degerinin dahil edilmedigi yas ve cinsiyet parametreleri eklenerek yeni bir alan incelemisler ve bu
durum da basar1 oraninin arttigini kanitlamislardir. %80 dogrulukla KNN iyi bir performans
gostermis ve sag hipokampus hacim degeri dahil edilmediginde ise %82 dogrulukla GNB iyi
performans goOsteren algoritma arasinda yer almis. Yas ve cinsiyet her algoritma i¢in olumlu
etkilere sahip bir sonug ¢ikmistir. Tiim bulgular degerlendirildiginde hipokampus hacim bilgisi ile
anlamli tan1 konulabilecegi, yas ve cinsiyet arasindaki hipokampal hacim farkliliklariin tani
kararinda etkili oldugu sonucuna varmisglardir.

Ryzhikova vd., (2021) makine 6grenmesi algoritmalari beyin omurilik sivisina dayali Alzheimer
Hastaligini teshis etmek i¢in yeni bir yontem gelistirmislerdir. Alzheimer Hastalig1 teshisi konmus
hastalarin veri setini kullanmiglardir. Bu veri seti i¢in 21 hastadan ve 16 saglikli denekten beyin
omurilik sivist almislardir. Artificial Neural Networks (ANN), ve Support Vector Machine
Discriminant Analysis, (SVM-DA) istatistiksel yontemleri farklilastirma amaglari i¢in kullanildi
ve en basarili sonuglar %84 duyarlilik ve 6zgiilliik ile Alzheimer Hastaligi ve saglikli kontrol
denekler konularinin farklilagmasini gézlemlemislerdir.

Tablo 9. Alzheimer Hastalig1 Alaninda Yapilan Makine Ogrenmesi Calismalar.

Yazar ve . Karsilagtirma Dogruluk
Yayim Yil Algoritma Ele Alinan Problem Sonuclar YapilanAlgoritmalar (%)
. . En iyi performans gdsteren
Lf(’ggi‘g‘;d' ANN Ag'jff;’g‘iff?;gﬂg‘;ﬁg&” algoritma ANN olmustur. SVM, RF 98,36
. . o En iyi performans gosteren
\'?' dee(';ggg; SVM AIZhe”‘;‘ee;hhig‘sgfrﬁf‘k“‘ erken |, goritma SVM olmustur. DT 85
. . En iyi performans gosteren
Zf(];iggg\;d. ELM AIZhe'Tee;illil:Ztt?#glimerken algoritma ELM olmustur. SVM, GPR, PLS 96

Alzheimer teshisi igin ExtraTree, DT,

beyin MRG verilerini En iyi performans gosteren
Khan vd. RF kategorize etmek ve demansli algoritma RF olmustur. NUSV.C' Adch.)OSt' 86,84
(2020) . o GradientBoosting,
ve demansizolmak tizere iki .
GNB, Ridge, K-NN
sinifa ayirmak
Rangaswamy RE Alzheimer hastaligini teshis Egllyéﬁter;f:g::agls rfostterren XgBoost, AdaBoost, 8121
vd. (2020) etmek g ustur. ANN, '
Uysal ve Alzheimer Hastaligi,
Outiirk GNB ve K- Hafif B.11.1$Sel Bozukluk ve AIZhelmer hgs?al'lglnm bilgisayar K-NN. LR,
(2020) NN Biligsel Normal destekli teshisinin performansini SVM. DT RE. GNB 80/82
hastalarini birbirinden ayirt artirdigini ortaya koymustur. T
etmek
. Alzheimer Hastaligini teshis| Alzheimer Hastalig1 ve saglikli kontrol
Ryzhlkova SVM-DA etmek igin yeni bir denekler konularinin farklilagsmasini ANN. SVM-DA 84
vd. (2021) ve ANN . 2 . . . '
yontem gelistirmek gozlemlemislerdir.
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2.2.9. Kronik Bébrek Hastaligi Alaninda Yapilan Makine Ogrenmesi Calismalari

Bobrek zaman igerisinde islevini ve fonksiyonlarini kaybetmesine kronik bobrek yetmezligi veya
kronik bobrek hastaligi denmektedir. Bobregin islevlerini zaman igerisinde kaybetmesi insan
yasamint riske sokmaktadir. Bu alanda yapilan ¢alismalar ¢cok fazla 6nem arz etmektedir. Derleme
calismasi kapsaminda taranan, kronik bobrek hastaligi i¢in farkli algoritmalarin bir araya geldigi
makine Ogrenmesi ¢aligmalar1 dogruluk orani en yiiksek olan algoritma, ele alinan problem,
karsilastirma yapilan algoritmalar ve sonuglar bilgileriyle birlikte Tablo 10°da 6zetlenmistir. Tablo
10’da RF (Random Forest), SVM (Support Vector Machine), DT (Decision Tree), Logistic
Regression ANN (Artifical Neurol Network), MLP (Multilayer Perceptron Classifiers), Gaussian
NB (Gaussian Naive Bayes), K Nearest Neighbor (K-NN), LD (Linear Discriminant Analysis
algoritmalar bulunmaktadir.

Rabby vd., (2019) kronik bobrek hastaligini teshis edebilmek igin makine 6grenimi algoritmalarini
kullanmiglardir. Bir bolimde egitim ve test olarak veri setini bolmislerdir. Birgok makine
ogrenmesi algoritmalarini kullanmislardir. Yiiksek dogruluk oranina sahip algoritma Decision
Tree (DT), Random Forest (RF), GNB algoritmasi olmustur. %100 dogruluk gosteren bu
algoritmalar ¢alismadaki kronik bobrek hastalarini siniflandirabilmektedir.

Almansour vd., (2019) ¢alismanin amaci kronik bobrek hastalarini erken teshis etmektir. 400
hastadan olusan bir veri kiimesine ve kronik bobrek hastaliginin teshisi ile ilgili 24 6zellige makine
Ogrenmesi algoritmalar1 uygulayarak karsilastirma yapmuslardir. Artificial Neural Networks
(ANN) ve Support Vector Machine (SVM) algoritmalariyla analizi tamamlamiglardir.
Uygulamalardan elde edilen ampirik sonuglara gore ANN algoritmasinin dogrulugu %99,75 ve
SVM algoritmasinin dogrulugu %97,75 ¢ikmustir. Her iki algoritmanin sonuglar1 iyi olmasina
ragmen yiiksek dogruluk oranina sahip algoritma Artificial Neural Networks (ANN) algoritmasi
olmustur.

Yashf vd., (2020) kronik bobrek hastaligi erken teshisini arastirmislardir. Kronik bobrek
hastaligina yakalanma riski olan hastalari belirlenebilecegi bir sistem olusturmuslardir. 445 kronik
bobrek hastasi verilerini kullanmiglardir. UCI makine 6grenmesi veri tabanindan erigilen bu veri
gergek zamanli bir veridir. Random Forest (RF), %97,12 dogruluna sahip, Artificial Neural
Networks (ANN) %94,5 dogruluga sahip ¢ikmustir. Bu ¢alismanin sonucunda yiiksek dogruluk
olasiligina sahip algoritma Random Forest (RF) algoritmasi olmustur.

He vd., (2021) bobrek hasari, karaciger transplantasyonundan sonra sik goriilen komplikasyondur
ve kotli prognoz gostergesidir. Beyin 6liim sonrasi karaciger transplantasyonu (DCDLT) yapilan
toplam 493 hasta verisi kullanmiglardir. Akut bobrek hasari olan hastalar ile olmayan hastalari
karsilastirmiglardir. Decision Tree (DT), Logistic Regression, Random Forest (RF), Support
Vector Machine (SVM) algoritmalari ile analiz etmislerdir. Yiiksek dogruluk oranina sahip
algoritma Random Forest (RF) olarak belirlenmistir.
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Tablo 10. Kronik Bébrek Hastaligi Alaninda Yapilan Makine Ogrenmesi Calismalari.

Karsilastirma -
Yazar ve Algoritma| Ele Alinan Problem Sonuglar Yapilan Dog;'uluk
Yayimn Yili - (%)
Algoritmalar
A o En iyi performans gosteren
Yashf vd. Re  |Kronikbobrek hastahigierken| ) o RE algoritmast RF, ANN 97,12
(2020) teshis etmek olmust
stur.
Kronik bobrek hastaliginin En iyi performans gésteren
(Hz‘f);’f) RF d”gg}‘j;‘;gﬁ'\'/‘ﬁghﬁ#de algoritma RF algoritmast LR, RF, SVM, DT 79
edebilen sistem olusturmak olmustur.
DT, GNB, RF, SVM,
S 1 - En iyi performans gosteren RF, K-NN,
Rabby vd. |y g, g |ronik bobrek hastaligr erken| - 75, 10 DT, RF, GNB AdaBoost, 100
(2019) teshis etmek - .
algoritmasi olmustur. LD, Gradient boosting,
ANN, LR
—_— o En iyi performans gésteren
Almansour ANN Kronik bobre?k hastaligi erken algoritma ANN algoritmast ANN, SVM 99
vd. (2019) teshis etmek
olmustur.
3. Sonug¢

Bu calismanin amaci, saglik arastirmalarinda kullanilan makine 6grenimi algoritmalarini
karsilagtirarak en iyi performans gosteren algoritmayr kesfetmektir. Bu kapsamda son 10 yil
icerisinde saglik alaninda gerceklestirilen makine Ogrenmesi c¢alismalart 6zetlenmis ve
siiflandirilmistir. Yapilan ayrintili literatiir ¢aligmasi ile halk sagligini tehdit eden ve diinyada
olim nedenleri listesinde ilk siralarda yer alan hastaliklar i¢in uygulanan makine 6grenmesi
calismalaria odaklanilmistir.

Ayrica diinyanin en 6liimciil hastaliklar listesinde yer alan ve son yillarda halk saglig: i¢in acil
durum ilan edilen COVID-19 hastaligina da yer verilmistir. Hastaliklar i¢in yapilan ¢alismalarda
erken teshis, hastalik siniflandirma, ilag siniflandirma, salgin1 6nleme gibi ¢alismalarin saglik
sektoriine biiyiik katkilar sagladigi agiktir. Bu ¢aligsmalar hastalarin 6liim riskini azaltmakla birlikte
yasam kalitesini artirmaktadir.

Ancak, faaliyet alan1 ve mimarisi nedeniyle, sistemin karmagikligina uygun bir tahmin ve talep
karar modeli segmek zordur (Tozan vd., 2018). Caligmanin, bu alanda ¢alisan arastirmacilara g1k
tutarak ilgili literatiire 6nemli katkisi olacagi diigiiniilmektedir. Calisgma kapsaminda makine
ogrenmesi algoritmalarinin performans sonuglar1 farkli hastaliklar tizerinde 6zetlenmistir (Sekil
2).
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Cesitli Hastaliklarda Makine Ogrenimi Algoritmalarinin Performans Oranlari
100,00%

00,00%
80,00%
70,00%
£0,005%
50,005%
20,00%
30,00%
20,00%
10,00%

0,00%

Covid-19 Kalp Hastahé Seker Hastalig Karaciger Hastahgy Meme Kansen Om.kHucre Kalp Dusmass Alrheimer Hastaligs Kronik
Hastahgi Bibrek
| B BANN 5 XGBoost HRF HALGORITMA lEnsembELEarmrg HRF BE-NN BRONN Hastalig
nlT mNovel K-NN WM malgorima WSMOTE mRF s msWM mDNN mRF
B AdaBoost RF ALGORITMA SWM uLR BRF BFRF HLR R ALGORITMA
RF mMLP NN [ B K-NN mi-NNveLR BONNS ALGORTMA o [
LogitBoost HRF W Algoritma BANN HRF mMLP BHE-NN WDCAPS HRF B Algoritma
s [ B mELM mRF mAlgoritma ANN S\ ELM RF RF
BGNE BE-NN BSVM-DAvEANN B Algoritma RF RF or ANN

Sekil 2: Farkli Hastaliklarda Makine Ogrenmesi Algoritmalarinin Performansi

Saglik hizmetlerinde en iyi performans gosteren smiflandirma algoritmasi ortalama %2100
dogruluk basarisiyla Decision Tree (DT), Random Forest (RF), Gaussian Naive Bayes (GNB)
olmustur.

Calisma sonucunda, makine Ogrenmesi algoritmalarinin en c¢ok hastaliklart teshis etme ve
hastaliklar1 siniflandirma konularinda yaygin kullanildigi gériilmektedir.
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