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ÖZ 
Derin öğrenme tabanlı görüntü sınıflandırma çalışmalarının en önemli aşamalarından biri veri elde etme 

aşamasıdır. Modeli eğitecek veri setinin göreve özgü ve uygun kalitede olması gerekmektedir. Bu nedenle veri 

setinin oluşturulma süreci araştırmacılar için zahmetli ve yorucu bir süreç olabilmektedir. Web kazıma teknikleri 

çalışmalarda kullanılabilecek uygun veri setlerinin oluşturulmasında araştırmacılara çözümler sunmaktadır. 

Özellikle derin öğrenme gibi çok sayıda veri ihtiyacı bulunan görevlerde bu tekniklerin kullanılması süreci ciddi 

anlamda hızlandırabilmektedir. Bu bağlamda bu çalışma, örnek bir görüntü sınıflandırma görevi için görsel 

kazıma teknolojisi ile oluşturulan veri setinin sınıflandırmaya başarısını araştırmaktadır. Çalışmada farklı CNN 

modelleri kullanılarak, oluşturulan örnek veri seti eğitilmiştir. Test veri seti doğruluk değeri (%98,8) ve diğer 

performans ölçütleri görsel kazıma yoluyla elde edilen veri setinin görüntü sınıflandırma görevleri için 

kullanılabileceğini desteklemektedir. 

 

Anahtar Kelimeler: Görsel kazıma, Web kazıma, Evrişimsel Sinir Ağı, Derin Öğrenme, Görüntü sınıflandırma 

 

An investigation of the Effect of Dataset Sample Created via Image 

Scraping on Convolutional Neural Network Based Image 

Classification 
 

ABSTRACT 
Data acquisition is one of the most important stage of deep learning based image classification studies. The 

training dataset of the model should be task-specific and qualified. Therefore, the dataset creating can be 

exhausting and laborious process for researchers. Web scraping method offer solutions to researchers in creating 

suitable data sets that can be used in studies. The use of these techniques can accelerate the process, especially in 

tasks that require more data, such as deep learning. In this context, this study investigates the classification 

success of the data set created via image scraping for image classification tasks. In the study, the dataset was 

trained by using different Convolutional Neural Network models. Test accuracy (98,8%) and other performance 

metrics support that the dataset created via image scraping can be used for image classification tasks. 
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I. GİRİŞ 
 

Veri, makine öğrenimi, örüntü tanıma, veri madenciliği gibi yapay zekaya dayalı birçok disiplin için 

araştırmanın önemli bir parçasıdır. Makine öğrenimi alanında daha fazla veriyi bulundurmak, bir 

makine öğrenimi modelinin bunu anlaması ve karılaştığı yeni bir veri için doğru tahminler 

yapabilmesi için yüksek bir şans sağlamaktadır. Bununla birlikte veri sayısına paralel olarak güvenilir 

ve kaliteli verilerle çalışılması modeli daha sağlam hale getirmektedir. Veri oluşturmak ya da verinin 

elde edilmesi aşaması, modele sunulacak veri setinin ilk hazırlık aşamasını oluşturmaktadır. Doğru 

veri setinin elde edilmesi, verinin hazırlanması, verilerin temizliği vb. gibi problemlerden daha 

öncelikli bir konumdadır.  

 

Web teknolojisi, birçok disiplinde araştırmacılar için önemli bir bilgi kaynağıdır. Web, farklı 

formatlarda çeşitli kaynaklardan yararlı ya da yararsız yapılandırılmış ve yapılandırılmamış bilgiler 

içermektedir [1]. Kaggle, UCI Machine Learning Repository gibi paylaşıma açık sistemler veri 

toplamak için araştırmacılara alternatif çözümler üretse de araştırmacılar birden fazla web sitesinden 

veri toplamak ve verileri analiz etmek isteyebilir. Bu durumda araştırmacıların karşısına farklı 

problemler çıkmaktadır. Elde edilecek veriler tek bir web sitesinde de bulunsa örneğin aynı sayfada 

yer almayabilir ya da veriler araştırmacının beklediği kalitede ve formda olmayabilir. Ek olarak, 

Birçok web sitesi verileri bir buton ya da araç vasıtası ile araştırmacının kendi bilgisayarına 

depolamasına ya da indirmesine izin vermez [2]. Araştırmacı bu durumda verileri manuel olarak 

kopyalayıp kendi bilgisayarına indirmektedir. Bu işlem, özellikle derin öğrenme gibi algoritmalar için 

fazla veri gerekeceğinden dolayı çok maliyetli, yorucu ve zaman alıcı bir iştir. 

 

Otomatik web kazıma, web sitesi ortamlarından yapılandırılmamış ya da işlenmemiş verileri otomatik 

olarak elde etmek için (çıkarmak) kullanılan bir tekniktir. Çıkarılacak verinin türü yapılacak çalışmaya 

göre görsel, işitsel, metin ya da sayısal olabilir. Web kazımada genel olarak bir web sitesinden veri 

çıkarmak ve bu veriyi yapılandırarak kullanılabilir ya da anlaşılabilir bir formata dönüştürmektir 

(Şekil 1). 

 

 
 

Şekil 1. Web kazıma genel yapısı 

 

Web kazıma teknikleri, klasik olarak kopyala-yapıştır gibi insan çabası gerektiren maliyetli ve zaman 

alıcı geleneksel çözümlerden verileri yapılandırarak indirebilen tam otomatik sistemlere kadar geniş 

bir yelpazeye sahiptir [3]. Bunların içerisinde makine öğrenimi ve özellikle bilgisayarlı görü 

alanlarında web sayfalarını bir insanın yapabileceği gibi görsel açıdan yorumlayarak sayfalardan 

verileri çıkarmaya çalışan uygulamalar da bulunmaktadır [4]. Bu uygulamalar “Görsel Kazıyıcı” 

olarak adlandırılmaktadır.  

 

Görsel Kazıyıcı uygulamalarının kullanılması, etik açıdan bazı tartışmaları da beraberinde getirmiştir. 

Elde edilen verilerin gelişi güzel sergilenmesi telif açısından sıkıntı doğurabilmektedir. Google, 

Yandex, Bing vb. arama motorlarının görsel arama tarafı, görsel web kazıma uygulama örneklerinin 

başında gelmektedir. Bu uygulamalardan özellikle Google Görseller için sonuçlanan geçmişe dönük 

emsal davalar Google Görsellerin resimleri sergilemesinin “Adil Kullanım” bağlamında sorun teşkil 

etmediği yönünde sonuçlanmıştır [5-8]. Bununla birlikte Google Görseller uygulaması, ilgili web 

kaynaklarındaki resimleri birebir olmadan; boyutları ve kalitesini düşürerek yayınlamakta ve ilgili 

resim üzerinden resmin bağlı bulunduğu web kaynağına yönlendirmektedir. Resimleri belirli bir ücret 

karşılığı satan ortamların ön izlemeleri “filigran” kullanılarak Google Görsellerde sergilenmektedir. 

Resimler üzerinden ilgili siteye yönlendirme yapılması da bu firmaların lehine bir durumdur. 
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Hangi web kazıma tekniği kullanılırsa kullanılsın, yaklaşımların ana hedefi web sitelerinden verileri 

otomatik olarak yakalayarak daha yapılandırılmış bir halde kullanılmasını sağlamaktır [9]. Literatürde 

istatistik [10,11], tıp [12-16], gıda [17,18] ve tekstil [19] gibi çeşitli alanların yanı sıra veri madenciliği 

ve makine öğrenimi alanlarında son dönemde yapılan çalışmalar [20-24], veri kazıma tekniklerinin 

başarısını ortaya koymaktadır. 

 

Diğer yandan, son zamanlarda, insan beynini temel alan derin öğrenme yaklaşımları kullanılarak 

görüntü sınıflandırma ve görüntü tanıma görevlerinde inanılmaz ilerlemeler kaydedilmiştir [25-31]. 

Bir derin öğrenme modeli olan Derin Evrişimsel Sinir Ağları (CNNs: Convolutional Neural Networks) 

[32], ham verilerle eğitilerek özellikle görüntü sınıflandırma ve nesne tespit görevleri için son 

teknoloji bir model haline ulaşmıştır. CNN’ler etiketlendirilmiş renkli ham verileri ön işlemeye gerek 

kalmadan başarılı bir şekilde sınıflandırabilmektedir [33]. Bununla birlikte CNN’ler bazı kısıtlamaları 

beraberinde getirmektedir. Görsel verilerin eğitimi için sayıca oldukça fazla ve kaliteli veriye ihtiyaç 

duyulmaktadır. 

 

Bu çalışmada otomatik görsel web kazıma tekniği kullanılarak elde edilen veri setinin CNN tabanlı 

görüntü sınıflandırma modellerine etkisi incelenmiştir. Veriler dört farklı hayvan kategorisinde Google 

Görseller üzerinden otomatik olarak indirilerek oluşturulmuştur. Veri setinin eğitimi için görüntü 

sınıflandırma kategorisinde başarısı kanıtlanmış üç farklı CNN ağı işe koşulmuştur. Makalenin geri 

kalanı şu şekilde organize edilmiştir: sonraki bölümde veri seti, CNN ağları ve metodoloji, üçüncü 

bölümde elde edilen bulgularla birlikte karşılaştırmalı performans analiz sonuçları ve son bölümde de 

çalışmanın genel sonuçları sunulmuştur. 

 

II. MATERYAL VE METOT 
 

A. VERİ SETİ 

 
Bir bilgisayarlı görü projesinin temel adımlarından biri veri elde etme ve etiketleme adımlarıdır. Veri 

seti oluşturma bu aşamanın en zahmetli ve zor kısmını oluşturmaktadır. Özellikle derin öğrenmeye 

dayalı bir görüntü sınıflama sistemi tasarlanıyorsa çok fazla etiketlendirilmiş veriye ihtiyaç 

bulunmaktadır. Çalışmanın bu aşamasında web kazıma tekniği kullanılarak, Google Görseller görsel 

arama motoru üzerinden veri seti oluşturulmuştur. Google Görseller, çevrimiçi görsel aramak için 

Google'ın sunduğu herkese açık web tabanlı son teknoloji bir ara yüzdür. Google Görsellere alternatif 

farklı ara yüzler de bulunmaktadır (Bing görseller, yandex görseller vb.). Hem bu alanda öncü olması 

bakımından hem de dünyada en çok kullanılan arama motoru olması bakımından veri seti oluşturmada 

Google Görseller kullanılmıştır. Google görseller üzerinden normal bir insanın manuel olarak 

resimleri indirip kaydetmesi oldukça zahmet gerektiren bir iştir. Bu nedenle bu işi bir insan yerine 

otomatik olarak yapabilecek bir ön sistem geliştirilmiştir. 

 

Google görseller üzerinden görselleri otomatik ve hızlı bir şekilde indirebilmek için Python kodlama 

ile Selenium paketi kullanılmıştır. Selenium, web tarayıcılarının otomasyonunu sağlayan ve 

destekleyen bir dizi araç ve eklenti içeren; tarayıcı yazılımlarda kullanıcı etkileşimlerini taklit etmek 

için kod yazmaya izin veren ve altyapı sağlayan bir çatıdır [34]. Selenium, tarayıcı sürücüleri (web 

driver) üzerinden ara yüzlerine erişerek gerçek bir kullanıcının yeteneklerini simule etmektedir. 

Chrome sürücüsü (ChromeDriver) Selenium gibi uygulamaların tarayıcılar üzerinde işlem yapmasını 

sağlayan açık kaynaklı bir araçtır [35]. Web sayfalarında gezinme, form girişleri, JavaScript çalıştırma 

gibi birçok aktivite için olanaklar sunmaktadır. Chrome sürücüsü W3C standartlarını uygulayan 

bağımsız bir sürücüdür. Mac, Linux, Windows ve ChromeOS gibi farklı birçok işletim sistemi için 

kullanılabilmektedir. Python+Selenium ile Chrome sürücüsü kullanılarak toplamda dört kategoride 

(kedi, köpek, at ve inek) görsel verileri otomatik olarak indirilmiştir. Eğitim aşamasında sorun 

olmaması açısından indirilen veriler nihai olarak gerçek bir kullanıcı tarafından kontrol edilmiştir. 

Çalışmanın veri seti oluşturma iş akışı Şekil 2 üzerinde gösterilmiştir. 
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Şekil 2. Veri seti iş akışı 

 

B. EVRİŞİMSEL SİNİR AĞLARI VE TRANSFER ÖĞRENİMİ 

 
Evrişimsel sinir ağları (CNN’ler) görüntü, ses, metin gibi verilerden belirleyici özellikleri otomatik 

olarak öğrenebilen, çalışma biçimini insan beyninden ilham alan, birbirine bağlı katmanlardan oluşan 

bir yığın yapısıdır. Geleneksel yapay sinir ağlarına nazaran farklı görevlere ilişkin karmaşık ve 

doğrusal olmayan ilişkileri deneyimlemede ve tahmin etmede insanlarla aynı performansı 

gösterebilmektedir. Bir CNN mimarisi görüntü sınıflandırma görevi için sıfırdan eğitilebilmektedir; 

ancak bu süreç zaman alıcı ve zorlu bir süreçtir. Bu problemin önüne geçebilmek için mevcut görev 

için kullanılacak veri setinden daha büyük ölçekli veri seti kullanılarak önceden eğitilmiş modeller, 

veri seti ile birlikte sisteme girdi olarak sunulmaktadır. Transfer öğrenimi olarak adlandırılan ve 

giderek daha popüler hale gelen bu teknik kullanılarak daha az eğitim süreci geçirerek daha yüksek 

performans elde edilebilmektedir [36]. Literatürde MobileNet [37], ResNet [38], Inception 

(GoogleNet) [39] ve DenseNet [40] gibi önceden eğitilmiş birçok CNN modeli bulunmaktadır ve 

bunların her biri görüntü sınıflandırma görevi için kullanılmaktadır. 

 

Bu çalışmada, görsel kazıma yöntemi ile elde edilen verisetinin farklı CNN modelleri kullanılarak 

sınıflandırma başarısına etkisi araştırılmıştır. Farklı sınıfların tanınabilmesi için önceden eğitilmiş 

InceptionV3, ResNet-101 ve DenseNet-201 modelleri işe koşulmuştur. Modeller, ImageNet projesi 

tarafından hemen her yıl düzenlenen ve farklı CNN sınıflandırıcıların performanslarının sergilendiği 

ImageNet Büyük Ölçekli Görsel Tanıma Yarışması (ILSVRC: ImageNet Large Scale Visual 

Recognition Competition) kapsamında başarı kaydeden bazı modellerin son versiyonları olacak 

şekilde seçilmiştir. Modellerin eğitilmesi, doğrulanması ve test edilmesi MATLAB programı 

kullanılarak gerçekleştirilmiştir. İşlemler sırasında Intel(R) Xeon(R) E-2236 marka CPU, 64 GB RAM 

ve ekran kartı olarak NVIDIA Quadro RTX A4000 donanımına sahip iş istasyonu kullanılmıştır.  

Önceden eğitilmiş her modelin yapısı dört kategori için yeniden tasarlanarak her model 4200 görüntü 

kullanılarak eğitilmiştir. Modeller eğitim sırasında 1200 görüntü ile doğrulanmıştır. Görsel kazıma ile 

oluşturulan veri seti kullanılarak oluşturulan CNN tabanlı sistemin iş akışının ana adımları Şekil 3’te 

gösterilmektedir. 
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Şekil 3. CNN iş akışı 

 

 

C. PERFORMANS ÖLÇÜTLERİ 

 
Bu çalışmaya benzer şekilde temelde çok sınıflı bir sınıflandırma görevi içeren çalışmalarda, CNN 

tabanlı bir modelin doğrulama ve test başarısı literatürde belirtilen bazı ölçütlere göre yapılmaktadır. 

Bu ölçütlerin başında doğruluk ölçütü gelmektedir. Ancak son çalışmalarda sınıflandırma başarısının 

performansının belirlenmesinde doğruluk ölçütünün tek başına yeterli olmadığı; başarının farklı 

ölçütlerle desteklenmesi gerektiği vurgulanmaktadır. Bir sınıflandırma görevi için karışıklık (hata) 

matrisi basitçe, denetimli bir öğrenme modelinin performansını görselleştiren bir tablodur. Tablonun 

her satırı sınıfların temsilini oluştururken; her sütun sınıflara karşılık gelen tahmin edilen örneklerin 

temsilini oluşturmaktadır. Çalışmanın başarısının daha sağlıklı bir şekilde belirlenebilmesi için 

karışıklık matrisi kullanılarak F1 Skor, hassasiyet ve kesinlik gibi farklı ölçütler hesaplanarak dikkate 

alınmıştır. 

 

 

III. BULGULAR VE TARTIŞMA 
 

Bu çalışmada Google Görseller üzerinden otomatik görsel kazıma yoluyla veri seti oluşturulmuştur. 

Python+Selenium ile Chrome Sürücüsü kullanılarak toplamda dört kategoride (kedi, inek, köpek ve at) 

görsel verileri otomatik olarak indirilmiştir. Oluşturulan veri setine ilişkin örnek görseller Şekil 4 

üzerinde sunulmuştur. 
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Şekil 4. Veri setinden örnek görseller 

 

Veriler hiçbir ön işleme işlemine tabi tutulmaksızın olduğu gibi ham haliyle kullanılmıştır. Veri seti 

istatistiklerine göre toplam veri sayısı modellerin eğitimi için yeterli seviyededir (Tablo 1). Bununla 

birlikte eğitimde aşırı uyum ya da yetersiz uyum gibi problemlerle karşılaşmamak adına; indirme 

işlemleri tamamlandıktan sonra yapılan kontroller sonucu ilgili sınıfı doğru temsil etmeyen görseller 

silinerek her bir sınıf için veri sayısı sabit tutulmuş ve bu sayede sınıflar arası tutarsız veri sorunu 

engellenmiştir. Oluşturulan nihai veri seti eğitim (%70), doğrulama (%20) ve test (%10) olmak üzere 

üç gruba ayrılmıştır. Nihai veri seti istatistikleri Tablo 1 üzerinde gösterilmiştir. 

 

Tablo 1. Her sınıf için toplam veri sayıları 

 

 Cat (Kedi) Cow (İnek) Dog (Köpek) Horse (At) TOPLAM 

Eğitim (%70) 1050 1050 1050 1050 4200 

Doğrulama (%20) 300 300 300 300 1200 

Test (%10) 150 150 150 150 600 

    TOPLAM 6000 

 

Veri seti önceden eğitilmiş farklı CNN modelleri ile eğitilmiştir. Kullanılan CNN modelleri her bir 

model için en son ve en başarılı sürüm olacak şekilde belirlenmiştir. Eğitim süresince her bir model 

için elde edilen ortalama doğruluk değerleri Tablo 2’de gösterilmiştir. Buna göre CNN modelleri her 

sınıfı ortalama %97’nin üzerinde bir başarıyla sınıflandırabilmiştir. Adil bir süreç için tüm modellerin 

hiper parametre değerleri sabit tutulmuştur. Belirlenen bazı hiper parametre değerleri Tablo 3 üzerinde 

verilmiştir. Optimize edici olarak “Adam” algoritması kullanılmış ve maksimum eğitim turu (epoch) 

20 olarak belirlenmiştir. Eğitimde her veri seti her turda karıştırılarak 50 doğrulama frekansı 

uygulanmıştır. 

 

Tablo 2. Her bir CNN modeli için ortalama doğruluk değerleri 

 

Model Doğruluk 

InceptionV3 %97 

ResNet-101 %97 

DenseNet-201 %98 
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Tablo 3. CNN modelleri için kullanılan bazı hiper parametre değerleri 

 

Optimize Edici Adam 

Öğrenme Hızı 1e-05 

Doğrulama Frekansı 50 

Maksimum Eğitim Turu 20 

Minimum Parti Boyutu 8 

Karıştırma Her turda 

 

Diğer yandan, sınıflandırıcının her sınıfta nasıl performans gösterdiğini anlayabilmek için en başarılı 

model olan DenseNet-201 sonuçları üzerinden karışıklık matrisi oluşturulmuştur (Şekil 5). Karışıklık 

matrisi her sınıf için sınıflandırma başarısını ortaya koymaktadır. Satırlar gerçek sınıfları, sütunlar ise 

tahmin edilen sınıfları göstermektedir. Çapraz hücreler ise her sınıfın ne kadar doğru sınıflandırıldığını 

belirtmektedir. Karışıklık matrisi aracılığıyla sınıf bazında doğruluk, kesinlik, hassasiyet ve F1 Skor 

değerleri hesaplanmıştır (Tablo 4). Karışıklık matrisi ve bahsi geçen ölçütler, görsel kazıma yoluyla 

elde edilen veri seti kullanılarak oluşturulan CNN tabanlı görüntü sınıflandırma modelinin her sınıf 

için kabul edilebilir bir başarı ortaya koyduğunu göstermektedir. 

 

 
 

Şekil 5. DenseNet-201 modeli için karışıklık matrisi. Satırlar yukarıdan aşağıya; sütunlar soldan sağa 

doğru: cat (kedi), cow (inek), dog (köpek) ve horse (at) 

 

Tablo 4. DenseNet-201 modelinin sınıf bazında tüm ölçütler için başarısı 

 

 Cat (Kedi) Cow (İnek) Dog (Köpek) Horse (At) 

Doğruluk (%) 99,33 98,42 98,5 98,75 

Kesinlik 0,99 0,97 0,97 0,97 

Hassasiyet 0,99 0,97 0,97 0,98 

F1 Skor 0,99 0,97 0,97 0,97 

 

Ek olarak daha sağlıklı bir sonuç elde etmek ve modellerin ezbere kaçmadığından emin olmak için; 

her bir model eğitim süresince karşılaşmadığı 600 adet görüntü ile ayrıca test edilmiştir. Her bir model 

için elde edilen test-doğruluk oranı Tablo 5 üzerinde gösterilmiştir. Test veri kümesinden elde edilen 

doğruluk oranlarının eğitim-doğrulama doğruluk oranlarına yakın hesaplanması, modellerin 

ezberleme, aşırı-yetersiz uyum gibi problemlerden etkilenmediğini ortaya koymaktadır. Eğitim ve test 

sonuçları modellerin kullanılan veri setine iyi bir şekilde genelleştirildiğini göstermektedir.  

 



1395 

 

 

Tablo 5. Her model için ortalama test-doğruluk değerleri 

 

Model Doğruluk 

InceptionV3 %98,8 

ResNet-101 %96,8 

DenseNet-201 %98,8 

 

 

IV. SONUÇ VE ÖNERİLER 
 

Bu çalışma Evrişimsel Sinir Ağı (CNN) tabanlı bir görüntü sınıflandırma modeli için görsel kazıma 

tekniği ile oluşturulan veri setinin kullanılabileceğini göstermiştir. Oluşturulan veri setinin kullanıldığı 

farklı CNN ağlarının performansları karşılaştırılmıştır. Doğruluk (%97,3) ve diğer tüm performans 

ölçütleri oluşturulan veri setinin her bir sınıfının başarılı bir şekilde sınıflandırıldığını göstermiştir. En 

yüksek doğruluk değeri sağlayan DenseNet-201 modeli test veri kümesini %98,8 bir doğrulukla 

sınıflandırabilmiştir. Bu sonuçlar doğrultusunda sonraki çalışmalarda görsel kazıma tekniği ile 

oluşturulan farklı veri kümelerinin görüntü sınıflama problemlerinde kullanılması önerilmektedir. 

Bununla birlikte modern bir yaklaşım olarak derin öğrenme yaklaşımlarının geleneksel görüntü 

sınıflama yaklaşımlarına göre performansının daha iyi seviyede olduğu literatürde belirtilse de görsel 

kazıma ile oluşturulan veri setleri üzerinde modern ve geleneksel yaklaşımların performanslarının 

karşılaştırılması ve sonuçların değerlendirilmesi önerilmektedir. 
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