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Oz

Doviz piyasalari, emtia piyasalart ve gelismekte olan
iilkelerin borsa endekslerinin Bist100 iizerindeki etkisi
olduk¢a 6nemlidir. Ulke ekonomileri hem kendi hem de
diger iilkelerin ekonomilerine gii¢lii bir sekilde baglidir ve
bu sebeple piyasalar etkilenmektedirler. Ekonomik agidan
piyasay1 takip etmek kararlart dogru verebilmek igin
tahmin yontemleri kullanilmaktadir. Veri kiimesi Ocak
2017 — Ekim 2021 tarihleri arasindaki kapanis verilerinden
olusmaktadir.  Deneysel ¢aligmalarda  objektifligin
saglanmasi amactyla k=5 ve 10 kathi capraz gecerlilik
modeli uygulanmistir. Modellerin karsilastirilmasinda;
Ortalama Mutlak Hata (MAE), Bagil Mutlak Hata (RAE),
Ortalama Karesel Hata Karekokii (RMSE) ve uzun kisa
stireli bellek (LSTM) kullanilmistir. Deneysel ¢alismalar
sonucunda, LSTM modelinin makine O6grenmesi
modellerine gore daha iyi sonug¢ verdigi gorilmistiir.
LSTM modeli igin test sonuglari incelendiginde MAE
degeri 10.27, RMSE degeri 14.15 ve RAE degeri ise
6.06°dir.

Anahtar kelimeler: Yapay zeka, Derin 6grenme, Veri
madenciligi, Finansal tahmin

1 Giris

Borsa kavrami genel olarak, alict ve saticinin ya da
vekillerinin bir araya geldigi pazarlardir. Bu pazarlar da
saticilar/alicilar, menkul kiymetler ile bu tiirden kiymet
olarak kabul edilen degerler iizerinde alim satim islemi
gerceklestirmek amaciyla bir araya gelirler. Alim satim
islemi yapilan pazarlar, belirli siirelerde ve yerlerde kurulan
ayni zamanda belirli kurallarla organize edilen merkezi
pazarlart ifade etmektedir[1]. Borsa kavrami etimolojik
acidan Belgika’nin Bruges kentinde veya Anvers kentinde
1531 yilinda ilk siirekli fuar1 olan “Van Der Buers” ailesinin
isminden tiiremistir[2]. Oncelikle 16. yiizyilda Paris ve
Londra’da, 17. ylizyilda Berlin’de, 18. ylizyilda Viyana ve
New York’ta 19. yiizyilda ise Briiksel, Roma, Milano,
Madrid, Tokyo ve Istanbul borsalar1 ortaya ¢ikmustir.
Finansal piyasalar, fon fazlasi olan ve fon agig1 olan
ekonomik birimlerin kars1 karstya geldigi piyasalardir. Ulke
ekonomileri hem kendi hem de diger iilkelerin finans
piyasalarina gii¢li bir sekilde baghdir. Bu yiizden
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The effect of foreign exchange markets, commodity
markets and stock market indices of developing countries
on Bistl00 is very important. The economies of the
countries are strongly dependent on the economies of both
their own and other countries, and therefore the markets are
affected. Forecasting methods are used to follow the market
economically and to make correct decisions. The dataset
consists of closing data between January 2017 and October
2021. In order to ensure objectivity in experimental studies,
a k=5 and 10-fold cross-validation model was applied. In
comparison of models; Mean Absolute Error (MAE),
Relative Absolute Error (RAE), Root Mean Square Error
(RMSE) and long short-term memory (LSTM) were used.
As a result of experimental studies, it has been seen that the
LSTM model gives better results than machine learning
models. When the test results for the LSTM model are
examined, the MAE value is 10.27, the RMSE value is
14.15, and the RAE value is 6.06.
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piyasalarda ortaya ¢ikan durumdan etkilenmektedirler.
Bunun yami sira artik finansal piyasalar sadece stratejik
yatirimcilar i¢in degil tasarruflarini degerlendirmek isteyen
bireyler i¢in de cezbedici bir yatirim aract haline gelmistir.
Para ve sermaye piyasalarindaki yatirimcilarin amaci,
finansal piyasalarin hareketlerini inceleyerek analiz etmek
ve piyasanin gidisatina gére dogru tahminler yaparak kontrol
ettikleri biit¢eyi bu dogrultuda kullanmaktir. Bunun igin
borsalardaki hisse senetleri hareketlerinin dinamikleri dogru
anlasilmalidir. S6z konusu dinamikler, onceki verilerin
degerlendirilerek gelistirilmesini ve gelecek donemlerde
farkli modeller aracilifiyla hisse senetlerinin ne yonde
hareket sergileyeceginin dngorillmesini saglamaktadir.
Teknoloji ve  Dbilgisayar  alaninda, sistemin
gelistirilebilmesi i¢in farkli 6grenme yaklagimlarinin
benimsenmesi, ¢ogunlukla geleneksel makine Ogrenme
yaklasgiminin kullanilmasinin yani sira son yillarda teknoloji
ve bilgisayar donanimi konusundaki hizli geligsmeler ile
giiclii  bilgisayarlar yaygin sekilde kullanilmaktadir.
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Gelistirilen modern o6grenme yaklasgimi olan “Derin
Ogrenme” ile gergek diinyadaki uygulama alanlarma yeni
yaklasimlar getirilmis farkli algoritmalar kullanilarak ¢oklu
soyutlama yapis1 ile verilerin temsillerinin 6grenilmesi
kolaylagsmustir[3]. Derin 6grenme, bilgiye ulagsma siiresini
kisaltmakta ve en dogru bilgiye ulastirmakta bir ara¢ olarak
kullanilmaktadir. Bununla birlikte derin 6grenme yontemi
finans alaninda yeni bakis acilar1 olusturarak, gelecekte
piyasa mekanizmast iizerine Ongorillerin daha saglam
temellere oturmasini saglayacaktir. Derin 6grenme verilerin
birden fazla o6zellik seviyesinin ve temsillerinin
dgrenilmesine dayanmaktadir. Ust diizey nitelikler, alt diizey
niteliklerden tiiretilerek hiyerarsik bir temsil ortaya ¢ikartir.
S6z konusu temsil, soyutlamanin farkli diizeylerine denk
gelen birden ¢ok temsil seviyesini 6grenmektedir. Temel
anlamda derin 6grenme, verinin temsilinden 6grenmeye
dayanmaktadir.

Borsalar hakkinda yapilan ¢aligmalar hisse senedi fiyat
davraniglarinin 6nemli oldugunu, ayrica borsalarin piyasada
bulunan bilgilerinin de birer ifadesi oldugunu gostermistir.
Literatiirde, Ugur (2009) ¢aligsmasinda teknik ve temel analiz
degiskenlerinden olan finansal oranlari, makroekonomik
degiskenler ve hisse senedi gegmis fiyat verileri ile sanayi,
mali ve hizmet sektoriindeki hisse senetleri fiyatlarini tahmin
etmeye ¢alismustir. Tek yonlii ve iki yonlii sabit yonlii etkiler
panel veri ve Arellano-Bond ile Arellano-Bover dinamik
panel veri regresyon modelleri kullanilmistir. Kullanilan
modeller sonucunda sanayi sektorii hisse senedi fiyatlarini
belirleyen degiskenler; piyasa degeri/defter degeri orani,
enflasyon orani, faiz orani, hisse basina kazang, donen varlik
devir hiz1 oldugu tespit edilmistir[4]. Kara ve arkadaglart
(2011) calismasinda BIST 100 endeksinin  giinliik
fiyatlarinin yoniinii 6ngdrmeye calismustir. Iki farkli model
gelistirilerek yapay sinir aglar1 ve destek vektdr makineleri
(SVM) kullanilmigtir. Endeksin giinliik fiyatlarinin yoniini
tahmin etmedeki performanslari karsilastirilmigtir. Yapay
sinir aglar modelinin ortalama performansi %75.74 destek
vektdr makinelerinin ise %72,.52’lik dogruluk pay1 soz
konusudur. Yapay sinir aglart modelinin 6nemli 6l¢iide daha
iyi bir performans gosterdigi tespit edilmistir. Veri setinde
belirli  teknik  indikatorler  kullamilmustir[5].  Akal
calismasinda (2013) BIST 100 endeksi ile Brezilya, Cin,
Meksika, Endonezya, Hindistan, Giiney Kore ve Rusya
borsalar ile Kanada borsasi arasindaki iliskileri inceleyerek
verileri analiz etmistir. Bu ¢aligma neticesinde kisa donem
nedensellikleri acgisindan BIST 100 endeksi c¢ogunlukla
Brezilya, Kanada, Meksika ve Cin borsalarmin etkisinde
kalirken Endonezya borsasinin da BIST 100 endeksi altinda
oldugu ifade edilmistir. Diger taraftan BIST100 ile Giiney
Kore, Hindistan ve Rusya borsalart arasinda iliski
bulunmamistir. Bu borsalarin birbirinden bagimsiz oldugunu
sOylemek miimkiindir[6]. Fischer ve Krauss (2017),
calismalarinda Uzun Kisa Siireli Bellek (LSTM) aglarint
kullanarak son teknoloji teknigini ile 1992-2015 tarihleri
arasinda S&P 500 hisselerinin verilerini kullanarak bir
model olusturmuslardir. Olusturduklart LSTM modelinin
sonucunda anlamli Random Forest, Deep Neural Net ve
Lojistik Regresyon modellerine gore daha basarili oldugu
sonucuna ulasmiglardir[7]. Krauss ve arkadaslar1 (2017)

S&P 500 hisse senetlerinin gelecekteki fiyatlarmi
ongorebilmek igin derin sinir aglarinin, gradyan artirilmis
agaclarin, rastgele ormanlarin ve bu metotlarin
topluluklarinin performansini analiz etmislerdir [8]. Nahil ve
Lyhyaoui (2018), yatirimcilarin parasii dogru zamanda
degerlendirmesine ve kisa vadede daha fazla fayda
saglayabilmesine yardimeci olabilecek vektér makinesi
(SVM) ile ilgili yeni bir borsa tahmini yontemi onermistir.
Sermaye yatirimi endiistrisi agisindan zaman  serisi
tahmininde dnemli bir aragtir. Ayn1 zamanda simiflandirma
iizerine kurulan makine 6grenimi teknigi, finansal verileri
daha dogru tahmin edebilmektedir[9]. Vuong, Dat, Mai,
Uyen ve Bao (2021) calismalarinda ilk olarak yiiksek
boyutlu zaman serisi verilerini ayirt ederek 6nemli olan
ozellikleri ¢ikarmak ve gereksiz dzellikleri kaldirmak igin
asir1 gradyan artirma (XgBoost) uygulamiglardir. Fiyatlarini
tahmin etmek icin segilen Ozellikleri derin 6grenme
aglarindan uzun kisa siireli bellek agina (LSTM) girdi olarak
vermiglerdir. Veriler 01.01.2008-03.19.2018 arasinda Forex
EUR/USD paritesinin 5 dakikalik fiyat, hacim ve volatilite
iceren 200 civarinda o6zellik verilerini kullanarak 60
dakikalik kapanis fiyatlarim tahmin etmislerdir. Onerdikleri
modeli ve ARIMA zaman serisi modelini karsilastirmak i¢in
MAE, MSE ve RMSE o&lglim kriterlerine gore
kargilagtirmiglar ve onerilen modelin ARIMA’dan daha iyi
sonu verdigini ortaya koymuslardir[10]. Hu, Zhao ve Kushi
(2021) calismalarinda 2015-2021 tarihleri arasindaki derin
6grenme yontemleri ile hisse senedi/forex fiyat hareketlerini
tahmin eden 86 makaleyi incelemislerdir. Yapilan
incelemede CNN, LSTM, DNN, RNN, pekistirmeli 6grenme
ve diger derin 6grenme yontemleri HAN, NLP ve Wavenet
gibi 58 teknik kullanilmistir. Yapilan aragtirma ile sonuglari
her bir teknige gore karsilagtirmis ve analiz etmislerdir.
(RMSE, MAPE, MAE, MSE, dogruluk, Sharpe orani ve geri
doniis orani) 6lgiit olarak kullanilmigtir. Sonug olarak Coklu
derin 6grenme metotlarinin kombinasyonunun(melez) eksik
olduguna ve gelecek arastirmalarda hibrid aglart
kullanmanin umut verici olduguna kanaat etmislerdir[11].
Gavcar ve Metin (2021) Hisse Senedi Degerlerinin Makine
Ogrenimi (Derin Ogrenme) ile Tahmini, adli ¢alismalarinda
derin 6grenme modellerinden LSTM mimarisi kullanilarak
Vestel sirketinin hisse senedi acilig fiyatlarinin tahminine
yonelik bir model gelistirmislerdir. 2016 ile 2021 yillart
arasindaki degerler kullanilarak belirli bir doneme ait hisse
senedi degerleri 0,0050 hata ile tahmin edilmistir[12]. Aker
(2022) galismasinda BIST100 endeksine ait verilerin tahmin
edilmesi i¢cin LSTM ve Fbprophet yontemlerini
kullanilmistir. Calisma sonucunda LSTM modelinin her {i¢
parametrede de diisiik hata orani ile Fbprophet modelinden
daha bagarili oldugu tespit edilmistir[13]. Dalkiran ve Ozan
(2022) Derin 6grenme teknikleri kullanilarak BIST 30 ve
Borsa Istanbul Bankacilik endeksi (BANKX) igerisinde
islem goren Tiirkiye Is Bankas1 A.S. ye ait ISCTR hissesine
iligkin giin sonu kapanis fiyatlarii giinliik olarak tahmin
etmeye ¢alismiglardir[14].

Bu c¢alismada, doviz piyasalari (Dolar, Euro, Pound),
emtia piyasalar1 (Petrol, Altin, Giimiis, Dogal Gaz, Pamuk)
ve gelismekte olan iilkelerin borsa endekslerini (Shanghai
(Cin), Ipc (Meksika), Sensex (Hindistan), RTSI (Rusya),
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Bovespa (Brezilya) ve BIST100 (Tiirkiye) temel alarak Ocak
2017 - Ekim 2021 tarihleri arasindaki degerler ile veri seti
olusturulmustur. Bu veri seti Weka ve Pyhton programlama
dili tizerinde makine Ogrenmesi ve derin Ogrenme
yontemleriyle analiz edilerek BIST100 piyasa hareketleri
tahmin edilmektedir. Gelismekte olan {ilkelerin borsa
endekslerinin incelenmesi ve tahminlenmesine iligkin
algoritmalarm  kullanildig bu calisma  bilisim
teknolojilerinin gergeklesmesine paralel olarak gelecekte
gerceklestirilebilecek olan ¢aligsmalara referans niteliginde
olacaktir. Farkli makine Ogrenme ve derin Ogrenme
yontemlerinin birlikte kullanimi ayrica farkli piyasalarda
kullanilabilir olmasi ile beraber performansinin test
edilebilmesi, yontemlerin arastirilmasi ve gelistirilmesi
sonucun da gelismekte olan iilkelerde tahminlere dayali kisa
ve uzun vadeli politikalara katki  saglayacagi
ongoriilmektedir.

2 Materyal ve metot

Doviz piyasalart (Dolar, Euro, Pound), emtia piyasalari
(Petrol, Altin, Glimiis, Dogalgaz, Pamuk) ve gelismekte olan
iilkelerin borsa endekslerini (Shanghai (Cin), Ipc (Meksika),
Sensex (Hindistan), RTSI (Rusya), Bovespa (Brezilya) ve
BIST100 (Tiirkiye) temel alarak olusturulan veri setleri
degerlendirilerek analiz yapilacak; bu verilerin Ocak 2017 —
Ekim 2021 tarihleri arasindaki degerleri Python
programlama dili kullanilarak derin 6grenme yontemleriyle
bag kurularak, gelismekte olan iilkelerin borsa endekslerine
paralel olarak aciklanmaya g¢alisilacaktir. S6z konusu hisse
senetlerine ait veriler “https://tr.investing.com/” iizerinden
elde edilmistir. Kullanilan verilerde hafta sonlar1 ve tatil
giinleri g6z Oniine alinmamustir. Ayrica gelismekte olan
iilkelerin borsa tatil giinleri borsanin kapali olmasi nedeniyle
ayristirilarak ele alinmistir. Ayristirmalar sonucunda 14 6z
nitelikli veri seti ile ¢alisma planlanmistir. Calismada Borsa
endeksleri, Emtia piyasalar1 ve Doviz Piyasalarinin kapanis
verileri ile veri setleri olusturulmustur.

Veri setinden borsa verilerinin eksik oldugu giinler
ayristirllarak Ocak 2017 - Ekim 2021 tarihleri arasinda 973
giinliik fiyat bilgisi elde edilmistir. Diizenlenen veri setinden
10 adet 6rnek Tablo 1°de yer almaktadir.

Emtia piyasasi, ozellikle hammadde ya da {iretilmis
durumda ticarete konu olan giimiis, altin, petrol, bakir,
dogalgaz, pamuk, musir, seker, bugday, kahve gibi mallarin
alinip satilmasiyla olusan piyasalardir. Altin Spot, Ham
Petrol, Giimiis Spot, Dogalgaz ve Pamuk temel alinarak veri
seti olusturulmustur. Sekil 1°de, Altin, Petrol, Giimiis, Dogal
Gaz ve Pamuk Ocak 2017 — Ekim 2021 yillar1 arasindaki
kapaniglarimin fiyat degisim grafikleri gdsterilmektedir.
Fiyat hareketlerinin egimleri altin ve glimiis grafiklerinde
ayn1 yonlii hareket ederken petrol dogal gaz ve pamuk i¢inde
kendi aralarinda ayni yonde hareket ettigi gortilmektedir.

Doviz piyasalari, yabanci iilke paralarinin alinip satildigi
piyasalar ya da bir ulusal para bagka bir ulusal paraya ¢evrimi
sonucu olusan piyasalardir. Amerikan Dolar1 / Tiirk Lirasi,
Euro / Tiirk Lirasi, Ingiliz Sterlini / Tiirk Liras1 temel
almarak veri seti olusturulmustur. Sekil 2°de, Amerikan
Dolar1, Euro ve Ingiliz Sterlini Ocak 2017 — Ekim 2021
yillar1 arasindaki kapanislarinin fiyat degisim grafikleri yer

almaktadir. Fiyat hareketlerinin egimleri segilen paritelerde
birbirleri ile ayn1 yonde hareket ettigi goriilmektedir.
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Sekil 1. Altin, petrol, giimiis, dogal gaz ve pamuk fiyat
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Sekil 2. Amerikan Dolar1, Euro ve Ingiliz Sterlini fiyat
degisimi

Borsa endeksleri, bir¢cok veriyi igerebilen ve bu verilerden
hesaplamalar sonucunda yaklasik degerler ile hizli bilgiye
ulagmamizi saglayan gostergelerdir. Bist100, Cin, Hindistan,
Meksika, Rusya, Brezilya borsa endeksleri temel alinarak
veri seti olusturulmustur.
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Tablo 1. Veri setinden 6rnek degerler

Tarih Altin Petrol Giimiis Dogalgaz Pamuk Dolar Euro  Pound Shanghai IPC SENSEX RTSI BOVESPA BIiST100
2%7&8%‘83 12447 5233 17.81 3.327 7175 35044 37403 43991 313592 4612336 2664324 1189.32 61814  766.18
233_768_1634 12471 5326  17.955 3.267 7347 35713 3746 44005  3158.79  46587.74 26633.13 1176.69 61580 7644
2NTOLDS 12621 5376 18037 3273 7381 35927 38108 44618 316541 4671000 2687824 118031 62071  763.86
PNTOL 10557 s3%e  17.021 3.285 7394 36445 38388 4478 315432 4607157 2675923 117259 61665 77107
NIoLDY 12676 5196 18096 3.103 7301 37120 3926 45158 317124 4555351 2672655 116027 61700 77394
23%)_768_1630 12685 5082  18.282 3.278 7308  3.7885 3.9987 46132  3161.67 45886.27 2689956 117501 62132  773.94
283_763_1631 1280 5225 18275 3.224 7317 38647 40899 47196  3136.75 4503365 2714041 11555 62446  776.67
ZNTNI2 12833 5301 18271 3.386 7239 37597 399 45718 311020 4606098 27247.16 117528 63954 80891
PNTOIS og13 s237 18.209 3.419 7225 3723 39628 4534 311276 4618243 27238.06 115819 63652 81524
2NIOLST 12074 5248 18593 3.412 7214 3761 40293 46687 310877 4600256 2723566 115647 63831 823
NI0LI8 12057 5108 18718 3302 7227 37966 40359 46543 311301 46360.63 27257.64 115165 64354  827.79
283_763_1639 12855 5137  18.438 3.368 7278 38273 40815 47237 31013 4626526 273086 113662 63951 823
283_763_1650 12802 5242 18471 3.204 73 37655 40302 4.6598 312314 463316 270345 113899 64521  830.67
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25000 o o T . " . .
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Bovespa Fiyat Defisim Graff 55100 Fyat Degisim Grafi ve net bir sekilde kodlanmadan otomatik olarak gizli i¢
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& i - tahminlerden ¢ikarimlar yaparak 6grenme metotlar1 ve bu
9 oo g no metotlarin performansi ile ilgilenir[15]. Coziime ulagmak
w 0 1000 . . . . . .

S womo & icin farkli matematiksel ve istatiksel yontemler kullanilir.
e 0 Her bir yontem makine o6grenmesinde kullanilan veri
60000 0 200 400 600 800 1000 . . . . .

oo e e TRl kiimesine uygun olarak se¢ilmelidir[17].

Sekil 3. Cin, Hindistan, Meksika, Rusya, Brezilya ve
Tiirkiye borsa doviz grafigi

Makine d6grenmesine girdi olarak verilen Shanghai (Cin), Ipc
(Meksika), Sensex (Hindistan), RTSI (Rusya), Bovespa
(Brezilya) ve BIST (Tiirkiye)’ nin Borsalarinin verileri Ocak
2017 ile Ekim 2021 tarihleri arasindaki endekslerin kapanis
degerlerini Sekil 3’ te grafik lizerinde gosterilmektedir.

2.1.1 bk (K-nearestneighbor — K-en yakin komsuluk)

K En Yakin Komsu algoritmast 1950’lerin baginda
ortaya ¢ikmistir. Bu yontem, biiyiik egitim setlerinde
Ogrenme isleminde zaman kaybedilmesine yol agmaktadir.
Bu sebeple, bilgi islem giicii kullanilabilir hale dontigene
kadar popiilerlik kazanmamigtir. 1960’lardan  sonra
hazirlanan minimum uzaklik siniflayici lizerine ¢alismalarla
gelistirilerek 1967°de T. Cover ve P. Hart’in sunumunu
gerceklestirdigi  yakin  komsular  Orlinti  siniflama
caligmalariyla netlige kavugmustur [18].
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Ornek tabanli olup ayn1 mesafe 6lgiisiinii kullanan K-en
yakin  komsular smiflandirma  algoritmasidir. Hem
siiflandirma hem de regresyon problemleri i¢in kullanilir.
Capraz dogrulamaya dayali olarak uygun Kk deZerini
secebilir. Mesafe agirliklandirmasi da yapabilir. Denetimli
siniflandirma  algoritmalarindan k en yakin komsu
algoritmasinda siniflandirma islemi sirasinda kag adet k
degerine bakilarak siniflandirma yapilacagina karar verilir.
Gelen degerin simniflandirmasinda k degerine bakilarak o
degere en yakin k adet deger karsilastirilir ve en ¢ok sinifi
olan degerin sinifi olmus olur. K en yakin nokta hesaplamasi
sirasinda  ¢esitli uzaklik hesaplama fonksiyonlarindan
faydalanilir. Asagidaki fonksiyonlar bunlarin baglicalaridir:

=  Manhattan Hesaplamasi
=  Minkowski Hesaplamasi
»  Oklid Hesaplamasi

Agirhik belirleme yontemi ile W=1/(d*d) ile her
uzakligin agirligi bulunarak segilen k degerine gore simf
karsilagtirmasi yapilir [19].

2.1.2 Random forest (Rastgele orman)

Rastgele orman  smiflandirma ve  regresyon
problemlerinde kullanilan, karar agaci algoritmalarindan
olusan denetimli bir 6grenme algoritmasidir. Karar agaglari
rastgele bir orman algoritmasinin yap1 taslaridir. Rastgele
orman algoritmasi tarafindan olusturulan orman, torbalama
veya Onyiikleme toplama yoluyla egitilir. Torbalama, tek bir
ornek yerine farkli egitim veri 6rneklerinin kullanilmasini
icerir [20]. Davranig ve sonuglar1 tahmin eder ve daha ¢ok
siniflandirma problemleri igin kullanilir. Rastgele orman
algoritmasi, veri ornekleri tizerinde karar agaglari olusturur.
Regresyon hesaplamak icin tek tek karar agaglarimin
tahminlerinin  ortalamas1  alinir.  Karar  agaclariin
tahminlerine dayanarak sonug¢ belirlenir. Agag¢ sayilarimin
artmasi ile sonucun kesinligi artar. Rastgele olusan bir
orman, karar agaci algoritmalarmin smirliliklarini ortadan
kaldirir. Hassasiyeti artirir ve tahminler iiretir.

Rastgele orman algoritmasi Oncelikle veri kiimesinden
rastgele drnekler secer ve segilen her bir 6rnek i¢in bir karar
agact olusturur. Olusturulan her bir karar agacindan bir
tahmin sonucu iretir. Daha sonra tahmin edilen her sonug
i¢in ortalama hesaplanir ve en ¢ok oylanan tahmin sonucunu
sececektir.

2.1.3 Random committee (Rastgele komite)

Veri igerisinden rastgele secilen temel simiflandiricilar
komitesini olusturmak i¢in kullanilan bir siniflandiricidir.
Aymni verilere dayal1 olarak secilen her temel siniflandirici,
farkli bir rasgele say1 c¢ekirdegi kullanilarak olusturulur.
Bireysel temel simiflandiricilar ile iretilebilen tahminlerin
diiz bir ortalamasi olarak nihai tahmin hesaplanir [21].

2.1.4 Kstar (Kyildiz -K*)

K*, regresyon icin gelistirilmis Ornek tabanli bir
siiflandiricidir, yani bir test 6rneginin sinifi, baz1 benzerlik
islevleriyle belirlendigi iizere, ona benzer egitim
orneklerinin sinifina dayanir. Entropi tabanli bir uzaklik
Olciitii islevi kullanmasi acisindan diger ornek tabanli

Ogrenicilerden farklidir. Veri madenciliginde kullanilan
O6grenme algoritmalarindan biri olan bu yontemde amag, test
veri setinde yer alan 6zniteligi belirli olmayan bir 6rnegin,
veri tabani igerisinde daha dnceden kategorize edilen fakat
ortaya ¢ikmamis egitim veri setindeki Ornekler ile
karsilastirilmasi esasina gore siniflandirma
gergeklestirmektir  [22].  Kstar ve random  forest
algoritmalarmin en iyi siniflandiric1 algoritmalar olduklari
bilinmektedir. Bunun yaninda en az hata oranimna sahip
algoritmalar igerisinde sirasiyla Random Forest ve Kstar
siralanabilmektedir.

2.2 Derin 6grenme

Beynin sinir yapisindan ve yapay sinir aglar
islevlerinden esinlenen makine &grenme algoritmasi olan
derin 6grenmede, biyolojik ndronlarda oldugu gibi yapay
noronlar giris sinyallerini almaktadir ve bu sinyaller
toplanarak islenmis olan ¢ikislara iletilmektedir. Son yillarda
kiiresellegsmenin etkisiyle donanim ve bilisim teknolojisinin
geligsmesiyle dijital ortamda her an milyonlarca veri biiylik
boyutlarda {iretilerek  depolanmaktadir. Egitim igin
kullanilan veriler c¢ogaldik¢a, klasik makine o6grenme
algoritmalarinin biiytik verileri karsilamadaki performansi
yetersiz kalmistir. Makine 6grenme algoritmalarinda hizli
gelismeler gergeklesmektedir; giiniimiizde internetin yaygin
sekilde kullanilmasi ile verilere ulagma kolaylagmustir.
Sonuca hizli ulagmanin yani sira, ulasilan sonucun
performans degerinin yiiksek olmasi son derece 6nemlidir.
Derin 6grenme yontemleri s6z konusu verileri etkin bir
sekilde  kullanarak,  verimli  sonuglara  ulasmay1
kolaylastirmigtir. Derin 6grenme siniflandirma niteliklerini
ve gorevlerini dogrudan veriden gergeklestirmeyi 6grenmesi
yoniiyle diger alanlarda ayrilmaktadir. Derin 6grenme
modelleri, farkli ve ¢ok sayida sinir ag1 kullanarak insan
diizeyinde 6grenme ve bu seviyeyi asan bir performans
gostermektedir [23]. Geleneksel makine 6grenme metotlar
ve derin 6grenme yontemleri karsilagtirildiginda geleneksel
yontemler veri isleme noktasinda sinirli kalmaktadir. Derin
O0grenme yontemleri ise ¢oklu islem katmanlarmin
hesaplamalarinda kullanilmaktadir. Derin sinir aglan ise,
klasik yapay sinir aglar1 yerine, ¢ok fazla katman ve
norondan olusan bir yapiya sahiptir. Bu yapiya sahip ardisik
katman bir Onceki katmandaki c¢iktiyr girdi olarak
kullanmaktadir [24]. Kullanildigi alana gore farkli
modellerde tasarlanan derin 6grenme aglar1 probleme uygun
Oznitelikleri ¢ikarmakta ve ¢ikarilan Oznitelikler agin
Ogrenmesiyle olusmaktadir. Kendine sunulan bilgiyi
kullanmak yerine hangi bilgiden 6grenecegine kendi kendine
karar veren derin 6grenme aglar1 klasik yontemlere gore
daha basarili sonuglar iiretebilmekte olup zaman igerisinde
farkli problemlerin ¢oziimleri iginde farkli yapida derin sinir
aglar1 gelistirilmistir. Bunlar ¢ok katmanli derin yapay sinir
aglari, tekrarlamali sinir aglari, uzun kisa vadeli hafiza,
sinirli Boltzmann  makinesi, otomatik  kodlayici,
konvoliisyonel derin sinir aglari literatiirde gelistirilen derin
sinir aglar1 modelleridir.

Derin yineleme denklemleri vasitasiyla karmagik
zamansal dinamikleri 6grenebilmektedir. Insanlar bilgiyi
islerken, daha Onceden Ogrendikleri bilgileri, tecriibe
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ettikleri olaylar, yeni durum ile analiz edip Oyle tepKi
vermektedirler. RNN’ler pek ¢ok gorevde basarili
olduklarin1 kanitlamustir, ancak kismen tekrar eden agin
birgok katmani (zaman karsilik gelen) boyunca gecislerin
neden olabilecegi yok olma ve patlama egilimlerine bagl
olarak uzun vadeli dinamikleri Ogrenmede sorunlar
¢ikarmaktadir.

2.2.1 Uzun kisa siiveli bellek (LSTM)

Uzun kisa siireli bellek tekrarlayan sinir aglarinin alt dali
olarak RNN’deki sorunlarin ortadan kaldirilmasina yardimci
olmak amaciyla gelistirilmigtir. Uzun kisa siireli bellek
yapisinda giris, ¢ikis ve unut olmak iizere i¢ kapi
bulunmaktadir. Bu kapilar sirasiyla; yazma, okuma ve
sifirlamadir. Hiicre durumlarindaki degisiklikler ¢ kapi
tarafindan  denetlenmektedir. Hiicrelere iletilebilecek
bilgilerin se¢imi, bu bilgilerin ¢ikt1 olarak nasil kullanilacagi
ve ne kadarmin  kullanilacagi  gibi  segimlerin
gergeklesmesini saglayan kapi mekanizmalarini sisteme
dahil ederek RNN’deki sorunlarin ¢oziilmesine olanak
tanmimaktadir [23].

Uzun kisa siireli bellek yapisinda girig kapisi(yazma),
cikis kapisi(okuma) ve unut kapisi(sifirlama) olmak tizere ii¢
kap1 yer almaktadir. Bu kapilar sirasiyla; yazma, okuma ve
sifirlamadir. Hiicre durumlarindaki degisiklikler kapilar
tarafindan  denetlenmektedir. Hiicrelere iletilebilecek
bilgilerin se¢imi, bu bilgilerin ¢ikt1 olarak nasil kullanilacagi
ve kullanilabilecek miktar gibi se¢imlerin gergeklesmesini
saglayan kapi mekanizmalaridir. Giris kapist bellege
eklenecek bilgileri kontrol ederken unut kapisi, eski
bilgilerin hangi oranda sonraki agamaya taginacagini kontrol
etmektedir. Cikis kapisi ise bellekte bulunan verinin ne
oranda ¢ikt1 agamasinda kullanilacagini kontrol etmektedir
[20]. ileri faz, giris ve onsel verileri uzun-kisa siireli bellek
hiicresi igerisinde igslemlerden gegirerek ¢ikis liretmektedir.
Giris verisi olarak uzun-kisa siireli bellek girigine xt verisi
gelir ve bir onceki ¢ikisi ifade eden Ot—1 wverisi ile
birlestirilerek kullanilirlar. Veri siralamasi birlesmede bir
onceki verinin degeri ile hesaplandigi i¢in Onem arz
etmektedir. Hesaplanan degerler sonucunda olusan veri
Unutma Kapist Agirliklart (Wf)ile garpilarak kullanilir.
Daha sonra sonucun iizerine bu kisma 6zgii Unutma Kapisi
Sapma Degerleri (bf) eklenir. En sonda sigmoid
fonksiyonundan gegilerek unutma kapisi ¢ikigina ulasilir.
Biitiin islemlerin tamamlanmasinin arkasindan tek bir uzun-
kisa siireli bellek hiicresi igin Unutma Kapisi Alani ¢ikist
elde edilir. S6z konusu ¢ikis ilerleyen adimlardaki ¢ikiglarla
birlestirilerek sonuca gidilir [24].

Unutma kapist ¢ikis degerlerinin hesaplanmasinin ardindan,
“Giris Kapist” ve “Aktivasyon Kapisi” ¢ikis degerleri
hesaplanir. Cikig degerleri hesaplanirken “Unutma Kapisi”
boliimiinde yer alan X; ve O,-; degerleri ile birlestirilerek
kullanilirlar. Sekil 4°te giris kapis1 degerlerini hesaplarken
daha once olusan degerler, Giris Kapist Agirliklar ile
carpilir ve olusan degere Giris Kapist Sapma Degerleri (bj)
eklenir. Bu boliimde olusan deger sigmoid fonksiyonuna tabi
tutularak Giris Kapis1 cikislar1 olusur. Ikinci boliimde
birlestirilen X; ve O,-; degerleri dnce Aktivasyon Kapist
Agirliklart (Wa) ile garpilir, sonucun iizerine Aktivasyon

Kapist Sapma (ba) degerleri eklenir. Olusan sonug¢ tanh
fonksiyonuna dahil edilerek Aktivasyon Kapist ¢ikislari
olusur. Son olarak, Giris Kapisi ¢ikislart ve Aktivasyon
Kapisi ¢ikiglart ¢arpilarak bu alanin asil ¢ikti degeri elde
edilir.

OCOO0O0O0OOO0O

Sekil 4. LSTM modeli

Siradaki adimda Giris Kapisi, Aktivasyon Kapisi ve
Unutma Kapist ¢ikislar1 kullanilarak Baglam Cikislart
degerleri elde edilir. Bu degerler bir sonraki uzun-kisa siireli
bellek hiicresi i¢in kullanilacaktir ve amaci veri sirasi
arasinda baglant1 kurarak siralamay1 gdzetmektir. Sekil 5°de
yer aldig1 gibi son olarak uzun kisa siireli bellek cikiglart
hesaplanmalidir. Cikiglar1 hesaplamak igin bir Onceki
cikiglar ile girig verisi birlestirilerek sigmoid fonksiyonu ile
isleme alinir ve bu deger ile bir 6nceki adimda elde edilen
baglam c¢ikiglarin1 tanh fonksiyonundan gegirerek isleme
alir. Elde edilen deger uzun-kisa siireli bellek hiicresinin
¢ikigidir.

Birden fazla ¢ikis olmast halinde baglam c¢ikislart ve
hiicre ¢ikislart baglanarak uzun-kisa siireli bellek ag yapist
olugturulur. Tiim uzun-kisa siireli bellek hiicreleri igin
c¢ikiglar hesaplandiktan sonra giincelleme degerleri igin geri
faz baglamaktadir. fleri fazda hesaplamalar en soldaki uzun-
kisa siireli bellek hiicresinden baglayarak en sagdaki
hiicrenin ¢ikist elde edilene kadar siirer. Bundan sonra geri
faz baslar. Geri faz ise ters yonde ilerletilerek en sagdan en
sola dogru yani ¢ikistan girise dogru yonlenir.

Bellek birimlerini bir araya getirerek bir ¢6ziim saglayan
belirli bir tekrarlatan ag bigimidir. Bu, agin onceki gizli
durumlart ne zaman unutmasi gerektigini ve yeni bilgiler
verildiginde gizli durumlart ne zaman giincelleyecegini
O0grenmesine olanak tanir. Bir LSTM modeli, onceki
donemlerin oynaklik modellerini ezberleyerek ge¢mise ait
verileri kullanarak tahminleri potansiyel olarak artirabilir.
LSTM modeli, egitilecek daha biiylik parametreler setinin
maliyeti ile verilerdeki zamansal iligkilerin tanimlanmasini
otomatiklestirebilir. LSTM modellerinin sayisiz finans
uygulama alanlart mevcuttur. Bunlar, varlik geri doniis
hareketlerinin altinda yatan ve uzun bellek etkileri
yakalayabilen yeni bir degiskenlik sinifi modeli saglarlar.
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Sekil 5. LSTM (Unut kapist ve ¢ikis kapist)

Ogrenme siirecinin verimli bir sekilde sonuclanabilmesi
amactyla  derin  O0grenme  uygulamalarinda  hata
fonksiyonunun mutlak minimum degerinin hesaplanmasi
gerekmektedir.  S6z  konusu  siireg,  optimizasyon
yontemleriyle gerceklestirilmektedir. Optimizasyon, agin
trettigi c¢ikis degeri ile ger¢ek deger arasindaki farki
diistirmek ayrica ortaya ¢ikabilecek hatayi en diisiik seviyeye
indirmek i¢in  kullanilir.  Yapay sinir  aglarinin
optimizasyonun saglanabilmesi i¢in en yaygin kullanilan
yontemlerden biri gradyan inigidir. Veri setinin biiyiikligiine
gore li¢ adet gradyan inigi yontemi (Batch Gradient Descent,
Stochastic Gradient Descent, Mini—Batch Gradient Descent)
bulunmaktadir. Gradyan inigi yontemini temel alan cesitli
algoritmalar (Rmsprop, Adagrad, Adam, Nadam) mevcuttur.
Optimizasyon algoritmalarinda 6grenme  katsayisinin
ayarlanmasi modelin gelistirilmesinde Onemli bir yere
sahiptir. Fakat her algoritma ile modeldeki &grenme
katsayisini tam olarak ayarlayabilmek miimkiin degildir. Bu
sorunu ¢ozebilmek icin gradyan yontemlerinin farkli
gesitleri  kullanilabilmektedir. Adam diisik dereceli
momentlerin uyarlanabilir tahminlerine dayanan, stokastik
amag fonksiyonlarinin birinci dereceden gradyan tabanli bir
algoritmasidir. Adam, makine &grenmesini birgok
uygulayicisi tarafindan kullanilan teknolojisi optimizasyon
algoritmalarindan birisidir. Tkinci an ile normalize edilen ilk
an  gilincellemenin  yoniinii  vermektedir. ~ Adam
optimizasyonu yonteminde, Rmsprop’ta gerceklestigi gibi
geemis egitimlerin karelerinin tissel olarak agirliklandirilmisg
ortalamalarinin (Vt) kullanilmasidir. Ayrica, momentum
degisikliklerini (mt) de Onbellekte saklar. Rmsprop ve
momentumu birlestirir. Varsayilan deger Bl icin 0.9; B2 i¢in
0.999 ve € igin 10-8 olarak belirtilmistir [25].

3 Bulgular ve tartiyma

Finansal piyasalarda gelecege yonelik tahmin i¢in birgok
yontem gelistirilmistir. Son dénemde makine &grenmesi,
derin d6grenme yapay zeka basliklari altinda birgok ¢aligma
yapilmaktadir [26-28]. Bu ¢aligmada da emtia, doviz fiyatlar
ve gelismekte olan iilkelerin borsa endeks verileri makine

O0grenmesi ve derin 6grenme modelleri Weka programi ve
python yazilim dili yardimiyla incelenmigtir. Makine
6grenmesi yontemleri ve Uzun Kisa Siireli Bellek (LSTM)
yonteminin tahmin degeri karsilastirilnustir.  BIST100
endekisinin kapali oldugu giinlere iliskin olarak veri
setlerinde ayrigtirma yapilmistir.

Verileri tahmin etmek ve degerlendirmek igin makine
ogrenmesi modelleri Weka programu ile analiz edilmistir.
Makine 6grenmesi modelleri degerlendirilerek en yiiksek
basar1 oranini veren 10 farkli makine 6grenmesi yontemi ile
5 ve 10 fold (k katmanli ¢apraz dogrulama) kullanilarak
deneysel calismalar yapilmustir. Makine &grenmesi
modellerinin performansinda hata oranlari ortalama mutlak
hata (Mean Absolute Error-MAE), ortalama karesel hata
karekokii (Root Mean Squarederror-RMSE) ve (Relative

Absolute  Error-RAE)  degerlendirme  Olgiitleri  ile
incelenmistir.
Ortalama  Mutlak
Hata (Mean Absolute Tl —x'
Error- MAE) MAE =

Ortalama  Karesel
Hata Karekokii (Root
Mean Square Error-

RuSE = |Zim ¥ —xD*
RMSE) n

Bagil Mutlak Hata
(Relative Absolute
Error-RAE)

Z?=1(Pi - Ai)

RAE = o————
Z?=1(Ai - AM)

Uygulanan veri setinin 14 0Ozniteligi bulunmaktadir.
Analizler i¢in Intel(R) Core™ i5-5300U CPU@ 2.30GHz ve
8 GB bellege sahip bilgisayar kullanilmigtir. Caligmada ayn
veri seti lizerinde makine Ogrenmesi ve derin 0grenme
modelleri ile analiz yapilmistir. Caligmada olusturulan veri
seti lizerinde yapilan farkli deneyler ile diisiik hata oranina
sahip modelinin belirlenmesi hedeflenmistir.
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VERI KUMESsI

DOVIZ PiYASA S| ENDEKS FIYATLARI
. EMTIA BORSASI ENDEKS FiYATLARI
GELISMEKTE OLAN ULKELERIN BORSA ENDEKS FiYATLARI

MAKINE OGRENMESiI MODELLERI |

IBK

KSTAR

COMMITTEE

‘ RANDOM ‘
‘ RANDOM FOREST ‘

. Eginim Modek MAE RMSE RAE N
. BK 113366 15,5579 7.5488 M
RANDOM COMMITTEE 131842 19.286 8.8379
RANDOM FOREST 138727 19.0462 2.1995
KSTAR 150259 23,3333 9.9966
LSTM 038 [ X+3 0.0095

Gergek ve Tanmin Edilen Egitim / Test Karsilastinimas:

Sekil 6. Calismanin mimarisi

Sekil 6’da ¢alismanin mimarisi yer almaktadir. Veri
kiimesinde gelismekte olan iilkelerin borsa endeksleri, emtia
borsa endeksleri ve gelismekte olan dilkelerin borsa
endeksleri kullanilmistir. Derin 6grenme ve makine
Ogrenmesi ile verilerin analizi yapilmis ve egitim modeli
olusturulmustur.

Makine Ogrenmesi modelleriyle tahmin yapma ve
performans karsilagtirmasina iliskin sonuglar Tablo 2°de yer
almaktadir. Tabloda, 5 ve 10 fold ile hesaplanan hata oranlari
yer almaktadir.

Tablo 2’de makine 6grenmesi algoritmalarinin ile weka
iizerinde yapilan analizlerin hata degerleri gosterilmistir.
Makine 6grenmesi yontemlerine 5 fold ve 10 fold capraz
dogrulama kullanilarak yapilan tiim analizlerden 10 basarili
yontemde detayli olarak tabloda yer almaktadir.
Algoritmalarin performanslar1 incelendiginde en basarili 5

Ogrenme yontemin sirasi ile IBk, KStar, Random Forest,
Random Comittee’dir. Sonuglarin objektif
degerlendirilebilmesi i¢in yontemlere ayrica 10 fold ¢apraz
gegerlilik uygulanarak analizler yapilmustir. Iki farkli gapraz
gecerlilik ile yapilan hata oranlarinin ortalamasi alinarak
sonuglarin objektif olarak degerlendirilmesi saglanmistir

Tablo 3’de en basarili bes yontem ve iki farkli ¢apraz
dogrulama uygulanmasi sonucunda olusan degerler yer
almaktadir. 5 ve 10 fold capraz dogrulama uygulanan
modellerin icerisinde IBk, Kstar, Random Committee,
Random Forest modellerinin hata orani diger modellere gére
daha disiik oldugu gorilmektedir. Verilere en uygun
parametreleri bulmak i¢in ¢ok sayida deneme yapilmistir.
Denemeler sonucunda en az hata oranlarina sahip modellerin
gercek deger, tahmin degeri ve hata degerlerinin grafik
olarak gorsellestirilmis hali verilmistir.
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Tablo 2. Makine 6grenmesi 5 ve 10 ¢apraz dogrulama ile performans karsilagtirmasi

Simf MAES5 RMSE5 RAE5 MAE10 RMSE10 RAE10
Multilayer Perceptron 24.9645 31.6093 16.617 24.556 31.1729 16.3285
1Bk 11.5213 16.1133 7.6689 11.172 15.6026 7.4288
KStar 15.0876 23.1503 10.0427 14.9643 23.5164 9.9505
Bagging 19.1072 26.5804 12.7182 18.2429 25.2856 12.1306
Random Committee 13.5368 19.9514 9.0104 13.0316 18.6206 8.6654
Randomizable Filtered Classifier 15.8639 24.3361 10.5594 15.1916 23.4192 10.1016
Random Sub Space 19.1738 26.2277 12.7625 18.4208 24.9351 12.2489
M5Rules 21.8232 30.2389 14,5261 20.3456 28.0132 13.5288
M5P 19.8036 26.9053 13.1818 19.4991 26.5143 12.9659
Random Forest 14.1467 19.5171 9.4164 13.5987 18.5753 8.9826
Tablo 3. Makine 6grenmesi performans karsilagtirmasi
Siif Capraz gecerlilik MAE RMSE RAE
5 Fold 11.5213 16.1133 7.6689
1Bk 10 Fold 11.172 15.6026 7.4288
Ortalama 11.3366 15.8579 7.5488
5 Fold 15.0876 23.1503 10.0427
KStar 10 Fold 14.9643 23.5164 9.9505
Ortalama 15.0259 23.3333 9.9966
5 Fold 13.5368 19.9514 9.0104
Random Committee 10 Fold 13.0316 18.6206 8.6654
Ortalama 13.2842 19,286 8.8379
5 Fold 14.1467 19.5171 9.4164
Random Forest 10 Fold 13.5987 18.5753 8.9826
Ortalama 13.8727 19.0462 9.1995

IBk siniflandirma yonteminde, en yakin komgulara gore
siniflandirma yapilmaktadir. K en yakin komsulardaki k
degeri degisken bir 6zellik gostermekte olup belli olmayan
bir durumun ne sekilde siniflandirilabilecegine karar vermek
i¢cin kullanilmaktadir. Kendine komsu olarak ka¢ degerin
secilebilecegini belirler. Performansi parametreler etkiler.
Calismada farkli parametreler sonucunda olusan yiiksek
performanslar baz alinmistir. KNN= 2, batchSize=100
parametreleri ve numDecimalPlaces = 2, windowSize=0
olarak kullanilmugtir.

Random Committee, veri igerisinden rastgele segilen
temel siniflandiricilar komitesini olugturmak i¢in kullanilan
bir smiflandiricidir. BatchSize = 100 parametreleri ve
numbDecimalPlaces = 2, numlterations = 10, seed = 1 olarak
kullanilmistir. Rastgele orman algoritmasi, veri ornekleri
tizerinde karar agaglari olusturur. Karar agaglarmin
tahminlerinin ortalamasi alinarak hesaplanir. Calismada
farkli parametreler sonucunda olusan yiiksek performanslar
baz alinmigtir. BagSizePercent =100, batchSize =100
parametreleri ve numDecimalPlaces =2, numlterations =
100, seed =3 olarak kullanilmistir. Kstar smiflandirma
yonteminde smiflandirict bazi benzerlik 6zelliklerine gore
ona benzeyen egitim Orneklerinin sinifina dayanir. Burada
parametre olarak batchSize =100 ve globalBlend = 5,
numDecimalPlaces =2 olarak kullanilmigtir. Sekil 7’de
kullanilan parametre olusan degerler gorsellestirilmistir.

Model: “"sequential 1"

Layer (type) OQutput Shape Param #
lstm_1 (LSTM) (Mone, 15) 1020
dense_1 (Dense) (Mone, 1) 16

Total params: 1,836
Trainable params: 1,836
Non-trainable params: @

Sekil 8. Kullanilan modeller ve parametreler
Sekil 8’de LSTM yapist yer almaktadir. Tek katmanli
LSTM modeli ve tek bir ¢ikis ile diigiim kullanilmistir.
Makine 6grenmesi ve derin 6grenme modelleri kullanilarak
ayni veri kiimesi iizerinde yapilan ¢aligmalarin sonucu Tablo
4’te yer almaktadir.

Tablo 4. Performans degerleri

Egitim Modeli MAE RMSE RAE
1Bk 11.3366 15.8579 7.5488
Random Committee 13.2842 19.286 8.8379
Random Forest 13.8727 19.0462 9.1995
KStar 15.0259 23.3333 9.9966
LSTM 10.27 14.15 6.06

Tablo 4’de kullanilan makine &grenmesi teknikleri ve
LSTM modelinin 6l¢iim degerleri sonucu yer almaktadir.
IBk modelinin MAE degeri 11.3366, RMSE degeri 15.8579,
RAE degeri 7.5488’dir. Random Committee modelinin
MAE 13.2842 degeri RMSE degeri 19.286, RAE degeri
8.8379’dir. Random Forest modelinin MAE 13.8727 degeri
RMSE degeri 19.0462, RAE degeri 9,1995°dir. KStar i¢in
MAE degeri 15.0259, RMSE degeri 23.3333 ve RAE degeri
9.9966’dir. LSTM modelinin MAE deger 10.27, RMSE
degeri 14.15 ve RAE degeri 6.06°dur. Sonuglar
incelendiginde aymi veri seti lizerinde yapilan g¢aligmada
sonuglar incelendiginde LSTM modelinin en yiiksek
basariya ulastig goriilmektedir.
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Sekil 7. 1Bk, Random Committee, Random Forest,
KStar tahmin grafigi

Sekil 9°de LSTM modelinin MAE degeri 10.27, RMSE
degeri 14.15 ve RAE degeri 6.06 ile olusan hatalarin grafik
modeli yer almaktadir. Islenmemis veri(True Value) grafikte
mavi renkte, egitim verisi(Training Set Prediction) grafikte
kirmizi renkte ve test verisine uygulanan egitilmis
model(Test Set Prediction) sar1 renk ile gosterilmektedir.
Toplam 973 giinliik kapanis verinin 875 tanesi egitim verisi
98 tanesi test verisi olarak kullanilmistir. Grafik ayrica hata
oranlar1 dikkate alindiginda mavi ve sar ile olusan trend
olduk¢a uyumlu ve hata oranlar1 da diisiiktiir.

4 Sonugclar ve oneriler

Finansal piyasalarda uygulanmak {izere, gelecege
yonelik tahmin i¢in birgok yontem gelistirilmistir. Gelecegi
on gormek dogru finansal kararlar vermemizi saglamaktadir.
Tahminleme igin farkli yontemlerle bircok tahmin teorisi
hesaplanabilmektedir.

LSTM Egitim / Test Tahmin Grafigi

200 400

600 800 1000

Tarih

Sekil 9. LSTM tahmin grafigi
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Son dénemde makine 6grenmesi ve yapay zeka hakkinda
birgok calisma yapilmaktadir. Bu ¢alismalar ile finansal
tahminlere, makine 6grenmesi ve derin égrenme modelleri
ile ulasilabilmektedir. Uygulamalar sonucunda makine
o6grenmesinde basarili sonucu IBk algoritmasi verirken derin
o6grenmede kullanilan LSTM modelinin IBk algoritmasina
gore daha diislik hata orani verdigi goriilmiistiir. LSTM i¢in
test sonuglart incelendiginde MAE degeri 10.27, RMSE
degeri 14.15 ve RAE degeri 6.06°dir. Caligmada emtia ve
doviz kurlar1 ve gelismekte olan iilkelerin borsa endeksleri
arasindaki iliski uzun-kisa siireli hafiza modelinin etkili bir
tahmin edici oldugu ortaya ¢ikmistir. Dolayisiyla bu modelin
borsalar basta olmak {izere konu ile ilgili olan herkese ve bu
alanda yapilacak olan bilimsel c¢aligmalar icin katki
saglayacagi oOngoriilmektedir. Ozellikle ekonomik kriz
donemlerinde yapilacak olan basarilt endeks tahminleri ile
yatirrmcilar piyasanin gelecegi hakkinda 6ngorii sahibi
olacaklardir.

Calismada kullanilan veri seti belli bir donemi 2017 Ocak
ay1 ve 2021 Ekim ayin1 kapsamaktadir. Bu veriler farkli iilke
borsalarinin farkli donemlerini ele alarak uygulamis
oldugumuz model ile incelenerek gelecekte ortaya
cikabilecek degigsimler tahmin edilebilir. Bu degisimler
pozitif olarak ortaya ¢ikmast yatirimeilarin
gerceklestirecekleri  yatirnmlar  konusunda daha dogru
kararlara ulagsmalarina, negatif olarak ortaya ¢ikmasi halinde
yatirimcilarin zarar etmemeleri konusunda tedbir almalarina
yardimci olacaktir. Teknolojinin gelismesi finans piyasalari
iizerinde etkinliginin her gecen giin artmasi ve insan faktorii
yerine gecmesi hayalden 6te bir gergeklik olarak son yillarda
karsimiza ¢ikmaktadir. Bu baglamda bu ¢alismanin ortaya
koymaya calisigi model ile bunun mimkiin oldugu
kanitlanmis oldu. Uygulama sonucunda LSTM modelinin
Bist 100 endeks fiyatin1 tahmin etmekte etkili bir yontem
oldugu sonucuna ulagilmistir.

Bazi algoritmalar farkli kosullarda devamli olarak gergek
degerin altinda veya {iizerinde tahminler yapmaktadir. Bu
algoritmalarmn birlikte kullanilmas: daha iistiin performans
gostermesini saglayabilecektir. Farkli 6grenme siireleri ve
farkli piyasalar iizerinde her bir algoritmanin performansinin
en ist seviyeye ulasabilecegi siireler arastirma konusu
yapilarak farkli sonuglara da wulasilabilir. Calismanin
simirliligs belirli tarihsel araliktaki (Ocak 2017- Ekim 2021)
menkul degerleri kapsamasidir. Hedef ¢aligma olarak farkli
finansal veri setleri ve farkli algoritmalarin kullanilmas: ile
bagar1 oraninin arttirilmasi diisiiniilmektedir

Cikar catismasi
Yazarlar ¢gikar ¢atismasi olmadigini beyan etmektedir.
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