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Oz

Son yillarda Tiirkiye’de zengin mineral, diyet lif ve vitamin igeren asma yapraklarimin iiretimi ve tiiketimi yogun
olarak gerceklesmektedir. Bununla birlikte hazir gida sektoriinde asma yapraklarindan yapilan dolma yemegine talep,
farkli iilkelere ihracat olanaklarini da arttirmaktadir. Bunun gibi ticari tarim faaliyetlerinde siirdiiriilebilir bir pazarlama
icin kalite standartlarinin olusturulmasi énemlidir. Aragtirmacilar, akill tarim uygulamalarinda derin 6grenme ile birlikte
olumlu ilerlemeler kaydetmistir. Bu ¢alismada, tiikketim i¢in kullanilacak asma yapraklarinin tiirliniin taninmast i¢in yeni
bir yontem 6nerilmektedir. Onerilen yontemde Ak, Ala Idris, Biizgiilii, Dimnit ve Nazli olmak iizere 5 farkl1 asma yaprak
tiirtinden 500 goriintii iceren bir veri seti kullanilmistir. Bu goriintiilerden veri arttirma teknikleri ile 3500 adet goriintii
elde edilmistir. Ayrica elde edilen goriintiilere ESRGAN modeli uygulanarak daha ayrintili dokulardan olusan bir veri
kiimesi elde edilmistir. Bu goriintiilerden 6znitelik ¢ikarimi yapmak i¢in VGG 19 derin 6grenme modeli kullanilmistir.
Olusturulan iki ayr1 veri setinden elde edilen 6znitelikler birlestirilmistir. Bu sekilde hibrit bir 6znitelik ¢ikarict model
olusturulmustur. PCA algoritmasi kullanilarak en iyi 175 adet 6znitelik alt kiimesi secilmistir. Son olarak elde edilen
ozniteliklerin simniflandirilmast i¢in Destek Vektor Makinesi (DVM) kullanilarak %96,14 oraninda dogruluk
hesaplanmuistir.

Anahtar Kelimeler: Asma yapragi, 6znitelik ¢ikarma, 6znitelik segme, PCA, DVM, ESRGAN

A New Method Based on Extracting, Combining and Selecting Deep Features
from Natural and Synthetic Data for Classification of Grapevine Leaf Species

Abstract

In recent years, the production and consumption of grapevine leaves containing rich minerals, dietary fiber and
vitamins has been intensively realized in Turkey. However, the demand for stuffed food made from grapevine leaves in
the convenience food sector increases the export opportunities to different countries In commercial agricultural activities
such as this, it is important to determine quality standards for sustainable marketing. Researchers have made positive
progress with deep learning in smart farming applications. In this study, we propose a new method for recognizing the
type of grapevine leaves to be used for consumption. In the proposed method, a dataset containing 500 images of 5
different grapevine leaf species, namely Ak, Ala Idris, Biizgiilii, Dimnit and Nazli, was used. From these images, 3500
images were obtained with data augmentation techniques. In addition, a dataset consisting of more detailed textures was
obtained by applying the ESRGAN model to the obtained images. VGG 19 deep learning model was used to extract
features from these images. The features obtained from the two separate data sets were combined. In this way, a hybrid
feature extraction model was created. The best 175 feature subsets were selected using the PCA algorithm. Finally,
96.14% accuracy was calculated using a Support Vector Machine (SVM) for classification of the obtained features.

Keywords: Grapevine leaf, feature extraction, feature selection, PCA, SVM, ESRGAN
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GIRIS

Tiirkiye’de bageilik 6nemli tarim kollarindan
birisidir. Bagcilik ¢cok sayida gift¢inin gegim kaynagi
olmasi ile birlikte farkli degerlendirme sekilleri ile
tarimsal iriinler icerisinde 6nemli bir yere sahiptir.
Ulkemizde asmadan elde edilen iiziim; kurutmalik,
saraplik ve sofralik olarak tiiketilmesi ile birlikte
asmadan elde edilen yapraklarda geleneksel tiirk
mutfaginda  kullanildigi  bir  dGriindiir. ~ Asma
yapraklarindan yapilan sarma geleneksel Osmanlt
mutfagini temsil eden yemeklerden birisidir. Aym
zaman asma yapragi, bazi liziim tiirlerinde meyveden
daha iyi ekonomik getiri saglamaktadir. Uziim
tiretiminin uygun olmadigi iklim bdolgelerinde asma
yapragi tretimi miimkiindiir. Bu tip bolgelerde kirsal
kalkinma projeleri kapsaminda goé¢ii dnlemek icin
tarimla ugrasan insanlara getirisi yliksek olan
salamuralik asma yapragi iretimi Onerilmektedir.
Tiirkiye’nin asma yaprak ihracatindan yaklasik 13,5
milyon dolar, yapraktan iretilen sarma ve dolmadan
ise 135 milyon dolar ihracat geliri elde edildigi
bildirilmektedir. Uziim cesitleri kalinlik, dilimlik,
tiylilik ve sekil bakimindan farkli yaprak
Ozelliklerine sahiptirler. Asma yapraginin her ¢esidi
yemek i¢in tercih edilmemektedir. Tiiketim igin
kullanilacak olanlar miimkiin oldugunca ince
damarly, tiiysiiz ve ince olmalidir. Ayrica dilimsiz ve
damakta eksimsi bir tat birakan cesitleri daha ¢ok
tercih edilmektedir. Bu yiizden tiiketim ig¢in
kullanilacak asma tiiriiniin digerlerinden ayrilmasi bu
alanda 6nemli bir ihtiyactir (Cangi ve Yagci, 2017).

Glinlimiizde yapay zeka iceren sistemler tarim
alanlarinda da kullanilmaktadir. Literatiirde bitki
cesitlerinin belirlenmesine yonelik bir¢cok yontem
sunulmustur. Ayt edici parametre olarak yaprak
tabanlt Ozelliklerin kullanildigi bu sistemlerde,
yiiksek bagsarim oranlarina sahip derin 6grenme
modelleri tercih edilmektedir. Arastirmacilar bitki
yapraklarinin simiflandirilmasi igin farkli veri setleri
kullanarak ¢ok oOlgekli bir birlesimden olusan
evrisimli sinir agit MSF-CNN (Hu vd., 2018), ti¢ derin
ogrenmeye  dayali model SWP-Leaf NET
(Beikmohammadi vd., 2022), sekiz artik yapi igeren
26 katmanli bir derin 6grenme modeli ResNet26 (Sun
vd., 2017), ¢ok boliimli evrigimsel sinir agr modeli
MD-CNN (Turkoglu vd., 2021), ResNet-50 mimarisi
ve bu Ozniteliklerin birlestirilmesi i¢in Bonferroni
ortalama  operatoriiniin =~ kullanildigi =~ BLeafNet
(Ganguly vd., 2022), bes evrisim ve tam baglantili
katman ile toplamda alt1 6grenilebilir katman icen
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SeedNet (Loddo vd., 2021) ve onceden egitilmis
evrisimli sinir agmin kullanildigi DeepPlant (Lee vd.,
2015) modeli gibi derin mimariler Snermislerdir.
Ayrica makalede kullanilan veri seti ile literatiirde bir
adet calisma mevcuttur. Koklu ve arkadaslar1 asma
yaprak c¢esitlerinden olusturduklart veri setinin
siniflandirilmast i¢in derin &zelliklere dayali bir
CNN-SVM modeli énermislerdir. Onceden egitilmis
MobileNetV2 transfer 6grenme yaklasimi ile derin
Oznitelikler elde edilmistir. Siniflandirma
bagsariminin arttiritlmasi i¢in Chi-Squares 06zellik
secim algoritmas1 uygulanmigtir. Son olarak elde
edilen 6znitelikler destek vektér makineleri tarafinda
siiflandirilmistir (Koklu vd., 2022).

Gorsel olarak ayirt edilmesi olduk¢a zor olan
asma yapraklarinin toplandigi gida sektoriinde
kalitesine gore ayristirilmasi &nemlidir. Ozellikle
ihracat i¢in hazirlanan konservelerde iriine gore
kullanilan asma yapraklar1 cesitlilik gostermektedir
ve bir ¢ok ¢esidi barindiran yapraklart siniflandirmak
zor bir problemdir. Bu c¢alismada, s6z konusu
problemin istesinden gelebilmek i¢in asma
yapraklarini1  tiirlerine  gore otomatik olarak
belirlenmesini saglayan yeni bir yontem Onerilmistir.
Onerilen yontem derin 6grenmeye dayali ve dort
temel asamadan olusmaktadir. Onerilen yéntemin ilk
asamasinda, geleneksel veri arttirma teknikleri ile
birlikte ESRGAN modeli de kullanilarak verilerin
ayrintili doku 6zelliginin korundugu veri arttirma
islemi yapilmustir. Tkinci asamasinda, Arttirilmis Veri
(AV) ve Siiper Coziiniirlikli Verilerle (SCV),
onceden egitilen VGG19 CNN modeli ile egitim
yapilarak Oznitelik cikarma islemi uygulanmistir.
Uciincii  asamada, elde edilen  oznitelikler
birlestirilerek en iyi Oznitelik alt kiimesinin PCA
algoritmasi ile secilmesi saglanmistir. Son agsamada,
bu secilen Oznitelik alt kiimesi ile Destek Vektor

Makinesi (DVM) algoritmas1  kullanilarak
siniflandirma islemi yapilmistir. Onerilen model
Koklu ve arkadaglarimin (Koklu vd., 2022)

olusturduklar1 asma yaprag: veri seti kullanilarak test
edilmis ve %96,14 dogruluk orani ile yiiksek basari
elde edilmistir.

Makalenin diger bolimleri su sekilde organize
edilmistir: Calismanin ikinci boliimiinde Materyal ve
Metot bashigi altinda kullanilan veri seti ve teorik
bilgiler sunulmus, iiclincii boliimde Onerilen
yontemden bahsedilmis, dordiincii boliimde deneysel
sonuclar analiz edilerek literatiirdeki ilgili ¢aligma ile
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karsilastirilmigtir. Son béliimde ise ¢alismanin sonug
kismina yer verilmistir.
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Sekil 1. (a) Asma yaprag cesitleri, (b) Elde edilen yeni asma yaprak goriintiiler

MATERYAL VE METOT

Veri Seti

Bu ¢alismada Koklu ve arkadaslar1 (Koklu vd.,
2022) tarafindan olusturulan asma yapragi veri seti
kullanilmistir. Uziim hasad1 6ncesi elde edilen asma
yaprak goriintiilerinden bir veri seti hazirlanmistir. Bu
veri seti Ak, Ala Idris, Biizgiilii, Dimnit ve Nazli
olmak iizere bes farkli siniftan olugsmaktadir. Her bir
sinifa ait 100 adet goriintii mevcuttur. Sekil 1 (a)’da
bes farkli sinif icin 6rnek goriintiiler verilmistir.

Veri Arttirma

Goriintiileri siniflandirilirken etkili veri biiylitme
ile sistemin performansi oldukca arttirilabilir. Bu
calismada asma yaprag: goriintiilerinden olusan veri
setine Python kiitiiphanelerinden olan ve igerisinde
cesitli arttirma tekniklerini bulunduran
Albumentation kullanilmistir. Bu kiitiiphanedeki
random resized crop, clahe, horizontal flip, vertical
flip, random crop and random rotate 90 teknikleri
kullanilarak toplamda 3500 adet goriinti elde
edilmigtir. Sekil 1 (b)’de bir asma yapraginin veri
arttirma teknikleri ile elde edilen yeni goriintiileri
gosterilmistir (Albumentations, 2022).
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Gelistirilmis Siiper Coziiniirliiklii Cekismeli
Uretici Aglar

2018’de Wang ve arkadaslari, Gelistirilmis
Siiper Coziiniirliiklii Cekismeli Uretici Ag (Enhanced
Super-Resolution Generative Adversarial Networks /
ESRGAN) modelini 6nermistir (Wang vd., 2018).
PIRM-SR Challenge'da birinciligi kazanan ESRGAN
modeli diisiik ¢6ziiniirlikli goriintillerden, daha
yiksek  coziniirlikli  goriintii  elde  etmeyi
amaglamaktadir. Model, SRResNet (Ledig vd.,
2017)’in temel mimarisindeki temel (basic) bloklarin
yogun (dense) Dbloklar1 ile degismesi ve
katmanlardaki toplu normallestirmenin (batch
normalization) kaldirilmasi ile olusturulmustur. Sekil
2’de Dimnit smifina ait diisiik ¢oziiniirliikli bir
goriintiiden ESRGAN yontemi ile siiper ¢oztintirliiklii
goriintli elde edilmesi ve ESRGAN modelinin genel
blok yapist gosterilmistir.

Transfer Ogrenimi

Veri setinin sinirli boyutu, CNN katmanlar ile
ayit edici  Oznitelikleri ¢ikarmak icin yeterli
olmamaktadir. Bu ylizden kiigiik bir veri kiimesi
kullanilarak sifirdan egitilmis bir derin 6grenme
modelinin yiiksek performans elde etmesi oldukca
zordur. Bu problemin ¢6ziimii i¢in transfer 6grenme
yontemi yaygin olarak kullanilmaktadir (Imak vd.,
2022). Onerilen modelde ImageNet ile dnceden
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egitilmis VGG 19 mimarisi kullanilmigtir. Simonyan
ve Zisserman tarafindan Onerilen VGG 19 mimarisi,
bes evrisim katmanindan, bes maksimum havuzlama
katmanindan ve ardindan {i¢ tam baglantili
katmandan olusur (Simonyan ve Zisserman, 2015).
Mimari, 3x3 boyutunda ve adim sayisi bir olan
evrisim katmanlarin1 icermektedir. Ayrica her bir
evrisim islemi sonucunda elde edilen Oznitelikler
ReLU aktivasyon fonksiyonundan gegirilmektedir.

Orjinal Diisiik
Coziiniirlik Coziiniirlik
Bicubic Downscaling i
=8|
224x224x3 56x56x3
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Havuzlama islemi olarak 2x2’lik adim sayis1 2 olan
maksimum havuzlamadan (max pooling) olusur
(Carvalho vd., 2017). Bu calismada, ESRGAN ve
diger veri arttirma teknikleri uygulanarak elde edilen
goriintiilerden 512 adet 6znitelik ¢ikarilmigtir. Bu
Oznitelikler, VGG19 modelinin kiiresel ortalama
havuzlama (global average pooling) katmanindan
elde edilen agirliklardir.

Siiper Coz.
—  ESRGAN — per ¢
..... I
1B
224x224x3

Sekil 2. ESRGAN modeli

Temel Bilesen Analizi (PCA)

Oznitelik secimi, veriyi temsil eden en iyi
Oznitelik alt kiimesinin tespitidir. Bu sayede, 6znitelik
boyutu azaltirken ayni zamanda bilginin maksimum
olarak korunmasi saglanir. Bu calismada derin
Ozellikleri daha az sayida degiskenle ifade edebilecek
en iyi doniisimii belirlemek i¢in PCA algoritmasi
kullanilmugtir.  Karl Pearson (Pearson, 1901)
tarafindan Onerilen yontem, smif etiketini yok sayar
ve bilgi kaybini en aza indiren maksimum varyans
temel bilesenlerin yonlerini bulur. PCA 'nin temel
yaklasimi asagidaki gibi tanimlanir (Nkengfack vd.,
2021):

Giris d-boyutlu 6znitelik uzayinda bir dizi
vektorii XT (xq, x5, X3, e, XN );
Kovaryans matrisini hesapla )::

1

> =mi(x,-—ff (x; — ©)

Burada x verilerin ortalama degeridir.

e Kovaryans matrisinin 6zvektorlerini  ve
Ozdegerlerini hesapla ve azalan diizende
siralayin;

En biiylik 6zdegerlere karsilik gelen ilk
Ozvektorleri kullanarak temel bilesenlerin
dxk izdiigiim matrisini W=
(Wy, Wy, W3, ..., w,,) tanimla
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e Son adimda, orijinal veri X’in bilgilerinin
biiylik bir kismim1 asagidakileri kullanarak
yeni k-boyutlu alt uzayda Y tizerine yeniden

yapilandir:
Y=XxW

Onerilen Yontem

Onerilen  yontem, bes temel adimdan
olugmaktadir. Sekil 3’te gosterilen modelin ilk
adiminda, CNN modellerinin 6grenmesini optimum
sekilde saglamak icin orijinal veri setine goriintii
arttirma teknikleri uygulanir ve 3500 adet goriintiiden
olugan yeni veri seti, Arttirtlmis Veri (AV) olarak
adlandirilir. Daha sonra, arttirilmis verinin %80
egitim ve %20’si test verisi olarak ayrilir. Ardindan,
bu egitim ve test verisi ayr1 ayrt ESRGAN yontemiyle
yeni sentetik veri tliretimine tabi tutulur. Bu sekilde
egitim ve test verisinin ayr1 ayri yapilmasinin nedeni,
egitim ve test verilerinin birbirine karismasi
onlenmektedir. Yeni veri tliretiminde 2800 egitim ve
700 test verisi olusurken bu wveri seti, Siiper
Coziintirliiklii Veri (SCV) olarak adlandirilmistir.
Yeni veri tliretiminde ESRGAN yonteminin
kullanilmasinin nedeni ise, diger siiper ¢oziiniirlikli
yontemlere gore daha dogal ve ayrintili doku bilgisini
iiretme 6zelliginden faydalanmaktir. Tkinci adimda,
AV ve SCV’den smiflart 6grenebilmek icin VGG19
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CNN modelleri ile transfer 6grenme yapilmistir. Bu
CNN modelinin segilmesinin nedeni, kiigiik veri
setlerinde gosterdikleri basarili performanslarindan
dolayidir. Ayrica, transfer 6grenmeli CNN modeliyle
birlikte kullanilan minimum gereksinimli katmanlar;
kiiresel ortalamali havuzlama (global average
pooling) ve softmax smiflandiricili tam baglantilt
(dense) katmandir. Dolayisiyla, bu c¢alismada
kullanilan VGG19 CNN modelinin ¢ikis / son

Arttinifmis il
Veri

ESRGAN

Stiper Coz.
Veri

Modeli

( ' I ﬁznitelik
) : Segimi
512

\ \
VGG19 ESA Ag Oznitelik
Cikarma
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katmanlari, bu iki katman ile degistirilmigtir.
Buradaki amag; simif sayisim bizim probleme
uyarlayabilmektir. Bu adimda, VGG19 CNN modeli
AV ve SCV setleri ile egitilir. Uciincii adimda,
egitilen CNN modellerinin ¢ikis katmaninda yer alan
tam baglantili katmanindan 512 adet Oznitelik
cikarilir. Her bir modelden ¢ikarilan &znitelikler
birlestirilerek (fiizyon) 1024 adet Oznitelik olmasi
saglanir. Dordiincii adimda, PCA kullanilarak 6nemli

512

Flizyon
1024
|

SWM

siniflandirma

Sekil 3. Onerilen yontemin sematik tasarim

Oznitelikler secilir. Bu noktada, secilecek dznitelik alt
kiimesinin en iyi dzniteliklerden olusmasini saglamak
icin bilesen sayis1t 25’ten baslatilarak 1000’e kadar
25’er artacak sekilde Destek Vektor Makinesi (DVM)
ile dogruluk degerlendirmesine tabi tutulmustur. Bu
sekilde, siniflandirici i¢in PCA’nin bilesen sayis1 ve
DVM’nin diizenlilestirme (regularization, C) ve RBF
cekirdeginin katsay1 (y) parametrelerinden optimum
degerler belirlenmistir. Besinci adimda, DVM
yontemi kullanilarak simiflandirma yapilir. Onerilen
yontemin sematik tasarimi Sekil 3°te sunulmustur.

VGG19 ESA modelinde kullanilan hiper-
parametreler Tablo 1’de verilmistir. Ek olarak, bu
modellerde kategorik c¢apraz entropi (categorical
cross entropy) kayip fonksiyonu kullanilmistir.
Optimizasyon yontemi olarak Adam, SGD ve
RMSprop denenerek en iyi sonuglart veren SGD
algoritmasi segilmistir. Momentum ve Ogrenme
Oram1 degerleri ise iteratif olarak denenerek en iyi
sonucu veren degerler secilmistir.

DENEYSEL SONUCLAR

Bu ¢alismada onerilen yontemin performansini
dlemek icin Dogruluk (Acc.), Ozgiillik (Spe.)
Hassasiyet (Pre.), Anma (Rec.) ve F1-Skoru gibi
karmagiklik matrisinden elde edilen performans
metrikleri kullanilmistir. Bu metriklerin hesaplamasi
icin true positive (TP), true negative (TN), false
positive (FP) ve false negative (FN) olmak {izere 4
temel parametreye ihtiyag duyulmaktadir (Koklu vd.,
2022), (Dogan ve Ergen, 2022), (Dogan ve Ergen,
2022). Bu metrikler denklem (1), (2), (3), (4) ve
(5)’de formiilize edilmistir.

Acc= (TP +TN)/(TP+FN+TN +FP) (1)

Spe = TN/(TN + FP) @)
Pre = TP/(TP + FP) ©)
Rec = TP/(TP +FN) (4)
F1-Skoru = 2TP/(2TP + FP + FN) (5)
Deneysel  caligmalarda, Python  3.7.13,

Tensorflow 2.8.0, Keras 2.8.0 gibi yazilimsal
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teknolojiler ve Intel(R) Xeon(R) CPU @ 2.30GHz,
27.6 GB RAM, Tesla T4 - 16 GB gibi donanimsal
teknolojiler kullanilmistir.

Bu calismada, deneysel c¢aligmalar, Oznitelik
cikarilmasina veya Oznitelik ¢ikarilmamasina gore
temelde 2 asamaya ayrilmistir. Bu sekilde deneysel
calismanin 2 asamada olmasinin nedeni, &znitelik
¢ikarmanin veya c¢ikarmamanin Onerilen yontemde
nasil bir katki yapacaginin anlasilmasini saglamaktir.
Ik asamada, AV ve SCV verisiyle Oznitelik
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cikarilmadan VGG19 CNN modeli kullanilarak asma
yaprag1 siniflandirmasi yapilarak deneysel sonuglar
elde edilmistir. Bu sekilde, Onerilen yontemde
kullanilan AV ve SCV verisinin, VGG19 CNN
modellerine her bir veri setinin ayr1 ayr
degerlendirilebilir olmas1 amaglanmistir.  Ikinci
asamada ise, AV ve SCV verisiyle egitilen VGG19
CNN modelleri, birer 0Oznitelik ¢ikarici olarak
kullanilmigtir. Oznitelik ¢ikarma  gdrevinde
kullanilan bu CNN modellerinin ¢ikigini kiiresel

Tablo 1. VGG19 CNN modelinde kullamian hiper-parametreler

Veri ESA Goriintii Optimizasyon Momentum Epoch Mini Ogrenme
Seti Modeli Boyutu Yontemi Batch Oram
AV VGG19 ; ;

224x224 S[’)tOChaSt'C Gradient 0.9 200 32 le-2
SCV  VGG19 escent

ortalama havuzlama (global average pooling)
katmani saglamaktadir. Bu katman, VGG19 CNN
modelinin transferden ve verilerden Ggrenme
diizeylerini optimumda tutmay: amaglamaktadir. Ek
olarak, bu katmandan 512 adet 6znitelik ile 6znitelik
c¢ikarma yapilmistir. Cikarilan O6znitelikler, bu
asamada, Oncelikle birlestirilerek 1024 adet 6znitelik
elde edilmistir. Daha sonra, 1024 adet Oznitelikten
etkisiz ve 6nemsiz olan 6znitelikler atilarak en 6nemli
Ozniteliklerin se¢imi Temel Bilesenler Analizi
(Principal Component Analysis/PCA) yontemi ile
yapilmistir. Bu noktada, 6znitelik secimini en iyi bir
sekilde basarabilmek i¢cin PCA ‘nin en Onemli
parametrelerinden olan komponent sayisini iyi
belirlemek gerekir. Bunun icin, komponent sayist
25’den baglatilarak 25’er artacak sekilde ve 1000’e
kadar devam eden bir teknikle en iyi basarima
ulagsmak icin en iyi komponent sayis1 175 olarak
belirlenmistir. Bununla birlikte, PCA ile segilen

Ozniteliklerin siniflandirmadaki basarisini
degerlendirmek icin de DVM  algoritmasi
kullanilmustir.

Diger taraftan, orijinal veri setine veri arttirma
yontemleri uygulanarak her bir siniftan 500 adet
gorlintli olmak iizere toplam 3500 adet goriintii
tiiretilmistir ve bu tiliretilen veri, Arttirilmis Veri (AV)
olarak  adlandirilmigtir.  Daha  sonra, CNN
yontemlerinin egitimi ve testinde kullanilmak iizere
Arttirtlmis Veri Setinin %80’i egitim ve %20’si test
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verisi i¢in ayrilmistir. Bunun yani sira, bu egitim ve
test veri seti ayri ayrt ESRGAN yoOnteminden
gegirilerek yeni bir sentetik veri seti elde edilmistir ve
bu da Siiper Coziiniirlikli Veri (SCV) olarak
adlandirlmustir. Ozellikle, egitim ve test veri seti
ESRGAN’a ayr1 ayr verildigi i¢in tiiretilen yeni veri
seti de %80 egitim ve %20 test verisi olmaktadir. Bu
calismada, ESRGAN’ 1 kullanilmasinin nedeni,
diger Stiper Coziiniirlikkli GAN’ lardan daha dogal ve
ayrintili  doku  bilgisini {iretme  &zelliginden
faydalanmaktir. Arttirillmis ve Siiper Coziintirliiklii
Veri ile VGG19 CNN modellerine egitim
yapildiginda elde edilen dogruluk ve kayip grafikleri
Sekil 4’te verilmistir. Sekil 4’te goriildiigi gibi AV
seti ile yapilan egitimde VGG19 CNN modelinin
dogrulugu %87’ye ulasirken kayip degeri 0,36’ya
kadar ulasmaktadir. Ancak, SCV seti ile VGG19
dogruluk degeri %84,7’e kadar ulasirken kayip
grafigi 0.5’e kadar ulagmaktadir.

Tablo 2’de AV ve SCV veri setlerinin farkl
kombinasyonlarina gére VGG19 modeli ile asma
yapragmin siniflandirma sonuglar1 verilmistir. Bu
tabloya gore, SCV veri seti VGGI19 ile egitilip
Softmax yontemi ile siiflandinldiginda yaklasik
olarak %85 dogruluk elde edilirken AV veri seti ile
smiflandirma  yapildiginda  dogruluk  %87’ye
cikmaktadir. Onerilen yontemde ise AV ve SCV veri
seti VGG19 CNN modeli kullanilarak elde edilen
Ozniteliklerin fiizyonu ve PCA 6znitelik alt kiimesi
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secimi yapilarak DVM algoritmasi ile %96,14
oraninda dogruluga ulasilmigtir. Bununla paralel
olarak, hassasiyet, anma ve f1-skorunda da en yiiksek
basarilar elde edilmistir.

Sekil 5-a’da 6znitelik sayis1 25°ten baslatilarak
1000’e kadar 25’er artarak PCA ile secilip DVM
algoritmas1 ile dogruluk metrigi degerlendirmeye
almmigtir. Bu sekilde yapilan degerlendirme
sonucunda optimum Oznitelik sayist 175 olurken
DVM parametrelerinden diizenlilestirme
(regularization) parametresi 1x103 ve RBF

~— AV Egitim Sets

AV Dogrulama Seti
—— SCV EQitim Seti
=== SCV Dogrulama Seti

100
Iterasyon

a)

0 5 S0 ] 125 150 175 200

[JPAS

jpas@munzur.edu.tr
ISSN: 2149-0910

cekirdeginin katsayisi 5x10-3 olarak belirlenmistir.
Dolayisiyla, nihai sonuglar elde etmek ig¢in 175
Oznitelik ile testler yapilmistir. Buna gére DVM
algoritmasi ile yapilan siniflandirma sonucunda elde
edilen karmagiklik matrisi de Sekil 5-b’deki gibi
goriilmektedir. Karmagiklik matrisinde de goriildiigii
gibi 27 adet goOriintlinlin smifi hatali tahmin
edilmigtir. Bu da, 700 adet test goriintiisiinden
27’sinin yani 27x100/700 = %3,86 hatali tahmin
oldugu anlamina gelmektedir.
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Sekil 4. AV ve SCV verilerine gére VGG19 CNN yontemi ile elde edilen dogruluk (a) ve kayip (b) grafikleri

Tablo 2. VGG19 Modelinin Veri Setlerine Gore Kiyaslamast

Yontemler Dogruluk (Acc.) Hassasiyet (Pre.) Anma (Rec.) F1-Skoru
SCV + VGGI19 + Softmax 0,8471 0,8644 0,8429 0,8456
AV +VGG19 + Softmax 0,8700 0,8689 0,8673 0,8663
Fiizyon + PCA + DVM 0,9614 0,9608 0,9605 0,9603
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Sekil 5. VGG19 CNN modelinin 6znitelik sayisina gore dogruluk grafigi (a) ve segilen dznitelik alt kiimesine gore elde
edilen karmagiklik matrisi (b)
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Onerilen yontem olan Fiizyon, PCA ve DVM
kombinasyonu ile elde edilen karmasiklik matrisi
sonuglart  smif  bazli  olarak  Tablo 3’te
gosterilmektedir. Buna gore, tiim siniflar igin genel
dogruluk oran1 %96,14 olurken en yiiksek hassasiyet,
anma, ve Fl-skoruna Nazli smifi ile ulasilmistir.
Aksine, en diisiik hassasiyet ve F1-skoru degeri Ala
Idris sinifinda gergeklesirken en diisiik anma degeri
Ak siifinda gerceklesmistir. Tablo 4°te Onerilen

yontemin literatiirdeki diger yoOntemlere gore
kiyaslamas: sunulmustur. Aynmi veri seti ile sadece
Koklu  vd. (2022)’larinin  yaptigi  calisma

bulunmaktadir. Buna gore, 175 Oznitelik ve RBF
cekirdegi ile Onerilen calisma, linear, cubic ve
gaussian ¢ekirdekli 1000 Oznitelik ve linear
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cekirdekli 250 6znitelik ile yaptiklart caligmaya gore
%96,14 dogrulukla daha basarili olmustur. Onerilen
calismada, VGG19 ESA modeli kullanilirken,
karsilagtirma yapilan ¢alismada MobileNetV2 ESA
kullanilmigtir. Farkli ESA modellerinin kullanima iyi
Ozniteliklerin elde edilmesi i¢in farkli oranlarda etkili
olmaktadir. Ancak, 6znitelik alt kiimesinin se¢imi ve
siniflandirma yontemleri de siiflandirma basarisini
biiyiik oranda etkilemektedir. Tablo 2’de goriildiigii
gibi sadece VGG19 ESA modeli ile sinifladirma
yapildiginda en yiiksek dogruluk %87 olurken
Onerilen yontem ile smiflandirma yapildiginda
dogruluk %96,14’¢ kadar ¢ikmaktadir. Bu da,
yaklagik olarak %9 oraninda daha yiiksek basarisi ile
Onerilen yontemin dnemini ortaya koymaktadir.

Tablo 3. Onerilen yontem ile elde edilen karmasiklik matrisi sonuglar

Simiflar Dogruluk (Acc.) Hassasiyet (Pre.) Anma (Rec.) F1-Skoru Goriintii sayisi
Ak 0,9565 0,9496 0,9531 139
Ala_ldris 0,8889 0,9524 0,9200 126
Buzgulu 0,9614 0,9586 0,9653 0,9619 144
Dimnit 1,0000 0,9542 0,9766 131
Nazli 1,0000 0,9812 0,9905 160
Toplam 700
Tablo 4. Onerilen yontemin diger yontemler ile kiyaslamast
. Oznitelik Dogruluk  Ozgiillik  Hassasiyet Anma  F1-
Cahisma il Yontem Sayisi Kernel (Acc.) (Spe.) (Pre.) (Rec.) Skoru
Linear 0,9363 0,9840 0,9369 0,9360 0,9362
ESA + Chi- 1000 Cubic 0,9600 0,9900 0,9606 0,9600  0,9600
(KoKlu
d. 2022 2022 Square +
va., ) DVM Gaussian 0,9540 0,9885 0,9556 0,9540 0,9541
250 Linear 0,9460 0,9865 0,9467 0,9460 0,9461
Oneril ESA+
Vinten 7 Fizyont 175  RBF 0,9614 0,9904 09608 09605 0,9603
onfem PCA+ DVM
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SONUC

Bu calismada 5 farkli asma yaprak c¢esidinin
belirlenmesi i¢in derin 6zellik ¢ikarimi ve makine
ogrenmesinden olusan bir yontem onerilmektedir.
Onerilen yontemde goriintii sayisinin az olmasi
nedeni ile sistemin performansimi yiikseltmek icin
veri arttirma teknikleri kullanilmigtir. Bu teknikler
sonucunda elde edilen 3500 goriintii daha ayrintili
dokular ve yiiksek ¢oziliniirliiklii sentetik goriintiiler
elde edilmesi icin ESRGAN modeli ile yeniden
yapilandiriimistir. Onceden egitilen VGG 19 modeli
ile Oznitelik ¢ikarimi yapilmistir. En anlamli derin
Ozniteliklerin se¢imi igin PCA 0Oznitelik segim
algoritmas1 uygulanmistir. Segilen Oznitelikler ise
DVM algoritmast ile simflandirilmistir. Asma
yapragi veri seti i¢in  %96,14  dogruluk
hesaplanmustir. Onerilen yontem, literatiirde ayni veri
seti kullanilarak yapilan ¢alismaya goére daha iyi bir
basar1 gostermistir. Gelecek ¢aligmalarda, akilli tarim
uygulamalar1 i¢in bu yOntemin optimize -edilip
gémiilii sistemler lizerinde gercek zamanli olarak
calisabilmesi ve asma yapraklarindan olusan daha
kapsamli bir veri setinin hazirlanarak literature
kazandirilmas1 hedeflenmektedir.

CIKAR CATISMASI BEYANI
Yazarlar bu makale ile ilgili herhangi bir ¢ikar
catigsmasi bildirmemektedir.

ARASTIRMA VE YAYIN ETiGi BEYANI
Yazarlar bu ¢alismanin arastirma ve yayin etigine
uygun oldugunu beyan eder.
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