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Derin sinir ağları modeli ile standardize yağış indeksi tahmini   

Standard precipitation index estimation with deep neural network model  
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Öz   Abstract 

Kuraklık, yaşamı doğrudan etkileyen ve çok çeşitli olumsuz 

etkileri olan doğal bir afettir. Kuraklığı tahmin etmek üzere 

farklı kuraklık indeksleri kullanılmaktadır. Bu indekslerden 

en yaygın olarak kullanılanlardan biri de Standardize Yağış 

İndeksidir (SYİ). Gerçekleştirilen çalışmada Türkiye’ye ait 

Rize, Konya ve Şanlıurfa illerinin 3, 6, 9 ve 12 aylık SYİ 

verileri 1-3 ileri zamanlı olarak tahmin edilmiştir. Tahmin 

çalışmasını gerçekleştirmek üzere Uzun Kısa Süreli Bellek 

Ağları (Long Short Term Memory Networks, LSTM) ve 

Çift Yönlü Uzun Kısa Süreli Bellek Ağlarından 

(Bidirectional Long Short Term Memory Networks, 

biLSTM) oluşan Derin Sinir Ağları modelleri 

geliştirilmiştir. Tahmin performansını değerlendirmek 

üzere Ortalama Mutlak Hata (Mean Absolute Error, MAE), 

Ortalama Karesel Hata (Mean Squared Error, MSE), 

Korelasyon katsayısı (Correlation Coefficient, R) ve 

Belirlilik katsayısı (Determination Coefficient, R2) 

parametreleri kullanılmıştır. Elde edilen sonuçlar tahmin 

parametreleri ve saçılma grafikleri ile değerlendirildiğinde 

biLSTM içeren derin sinir ağları modelinin performansının 

oldukça iyi olduğu ve 3 ileri zamanlı tahminde bile yüksek 

korelasyona sahip sonuçlar elde edilebileceğini 

göstermiştir. 

 Drought is a natural disaster that directly affects life and has 

a wide variety of negative effects. Different drought indices 

are used to predict drought. One of the most widely used of 

these indices is the Standardized Precipitation Index (SPI). 

In this study, the 3, 6, 9 and 12-month SPI data of Rize, 

Konya and Şanlıurfa provinces of Turkey were estimated 

1-3 forward time. Deep Neural Networks models consisting 

of Long Short Term Memory Networks (LSTM) and 

Bidirectional Long Short Term Memory Networks 

(biLSTM) have been developed to perform the prediction 

study. The Mean Absolute Error (MAE), Mean Squared 

Error (MSE), Correlation Coefficient, R and Determination 

Coefficient (R2) parameters were used to evaluate the 

forecasting performance. When the results obtained are 

evaluated with the performance parameters and scatter 

plots, it has been shown that the performance of the deep 

neural network model with biLSTM is quite good and that 

high correlation results can be obtained even in 3 forward-

time predictions. 

Anahtar kelimeler: Kuraklık, Standardize yağış indeksi, 

Derin sinir ağları, LSTM, biLSTM 

 Keywords: Drought, Standard precipitation index, Deep 

neural networks, LSTM, biLSTM 

1 Giriş  

Kuraklık, toplumların yanı sıra tarımsal ve hidrolojik 

sistemler üzerinde de önemli etkisi olan, yağış eksikliği ile 

karakterize edilen karmaşık yapıya sahip ve döngüsel bir 

olaydır [1, 2]. Gün geçtikçe artarak küresel ve yerel bir sorun 

haline gelen kuraklık, toprağın bozulmasıyla birlikte 

çölleşmeye, sosyal problemlere, kıtlığa ve yoksullaşmaya 

neden olmaktadır [3,4]. İklim değişikliği ile ilgili 

çalışmalarda son yıllarda kuraklığa dikkat çekilmekte olup 

tarımsal veya çevresel yönetime yardımcı olmak üzere 

kuraklık riskini analiz ve tahmin etmek için birçok çalışma 

yapılmaktadır. Ancak, bu durum, son zamanlarda, yağış 

miktarı hakkında fikir veren ve nihayetinde kuraklıkları 

izleme yeteneğini geliştiren çok sayıda modelleme 

yaklaşımının geliştirilmesiyle mümkün olmaktadır. Kuraklık 

yönetim ve tahmin tekniklerini geliştirmeyi amaçlayan 

kuraklık risk analizi, kuraklığın mekânsal değişkenliğine 

dayanmaktadır ve esas olarak kuraklıkların büyüklüğü, 

süresi, yoğunluğu ve mekânsal boyutuna odaklanılmaktadır. 

Diğer doğal afetlerden farklı olarak, kuraklıkların oluşma 

süresi yavaştır [5]. Kuraklıkların sonuçları, kuraklığın 

başlangıcına, ekosistemler ve hidrolojik sistemler tarafından 

algılandıkları zamana göre uzun sürelerde ortaya 

çıkmaktadır. Bu özelliği nedeniyle, kuraklığı başlangıcında 

uyarabilen bir kuraklık izleme sistemi, kuraklığın en 

olumsuz etkilerinin önemli bir şekilde azaltılmasına yol 

açabilecektir.  

Günümüzde kuraklığın mekânsal ve zamansal boyutu ile 

şiddetini belirlemeye yönelik Standart Yağış Buharlaşma 

İndeksi (Standardized Precipitation Evapotranspiration 

index, SPEI), Palmer Kuraklık Şiddet İndeksi (Palmer 

Drought Severity Index, PDSI), Etkili Kuraklık İndeksi 

(Effective Drought Index, EDI) ve Keşif Kuraklık İndeksi 

(Reconnaissance Drought Index, RDI) gibi birçok farklı 

kuraklık indeksi hesaplanmaktadır [6-9]. Ancak McKee ve 

diğerleri tarafından geliştirilen Standardize Yağış İndeksi 

(SYİ, Standardized Precipitation Index, SPI), diğerlerine 

göre birçok avantajı olan etkili bir kuraklık indeksidir [10, 
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11]. SYİ sadece yağış verilerini gerektirmesi nedeniyle 

hesaplanması diğer indekslerden daha kolaydır. Böylece, 

akarsu akışı, evapotranspirasyon ve toprak nemi bilgileri gibi 

diğer parametrelerin kolayca erişilebilir olmayabileceği, 

verinin az olduğu bölgelerde kuraklık risk analizi ve 

tahmininde oldukça faydalıdır.  SPI, hem zaman hem de 

mekân açısından karşılaştırılabilirdir ve birden fazla zaman 

ölçeği için hesaplanabilmektedir [12,13]. Böylece 

kuraklıkların süresinin, büyüklüğünün ve yoğunluğunun 

belirlenmesine olanak sağlayarak çeşitli kuraklık türlerini 

hidrolojik, tarımsal veya çevresel olarak tanımlamaktadır. 

Olasılıksal temellere dayanarak hesaplanması kuraklık 

analizinde önemli yer tutmasına yol açmıştır ve dünyanın 

birçok bölgesinin kuraklık analizi için yaygın olarak 

kullanılmaktadır. Bu nedenle SYI tahmini kuraklık 

analizinde önemli olmaktadır. 

Herhangi bir hidrolojik olayın tahmini, fiziksel, 

kavramsal ya da veriye dayalı bir yaklaşım kullanılarak 

yapılabilmektedir. Ancak veriye dayalı modeller değişken 

sayısı bakımından daha az bilgi gerektirdikleri ve daha kısa 

sürelerde geliştirilebildikleri için fiziksel temelli modellere 

göre bir takım avantajlara sahiptir.  Veriye dayalı modellerin 

geliştirilmesinde Özyinelemeli Hareketli Ortalama 

(Autoregressive Moving Average, ARMA) modellerin 

kullanıldığı lineer yaklaşımların yerini son yıllarda Yapay 

Zeka modellerine dayalı lineer olmayan yaklaşımlar 

almaktadır [14, 15].  

Adamowski ve arkadaşları Yapay Sinir Ağları (YSA), 

Destek Vektörleri ve Dalgacık Sinir Ağları kullanarak 3 

aylık ve 12 aylık SYİ tahmini üzerine çalışmıştır. Çalışmanın 

sonucunda Dalgacık Sinir Ağları yaklaşımının tahmin 

performansını artırdığını göstermiştir [16]. Khan ve 

arkadaşları, Dalgacık Dönüşümü, Özyinelemeli Entegre 

Hareketli Ortalama (Autoregressive Integrated Moving 

Average, ARIMA) ve Yapay Sinir Ağları kullanarak SYİ ve 

Standart Yıllık Yağış İndeksinin başarıyla tahmin 

edilebileceğini göstermiştir [16].  Çıtakoğlu ve arkadaşları 

yaptığı bir çalışmada, akarsu akış kuraklık indeksini 

Dalgacık Modeli ve Uyarlamalı Sinirsel Bulanık Çıkarım 

Sistemi (Adaptive Neural-Fuzzy Inference Systems, ANFIS) 

kullanarak tahmin etmiştir [17]. Literatür çalışmaları 

incelendiğinde SYİ’nin geçmiş değerlerini kullanarak SYİ 

ve kuraklık tahmini yapan modellerde YSA, Destek Vektör 

Makineleri ve Karar Ağaçları içeren makine öğrenimi 

tekniklerinin kullanıldığı görülmüştür [18]. 

Ayrıca derin sinir ağları mimarilerinden olan Uzun Kısa 

Süreli Bellek Ağları (Long Short Term Memory Networks, 

LSTM) finans, iklim çalışmaları, çevresel değişkenler gibi 

farklı çalışma alanları için sıklıkla kullanılmasına rağmen, 

kuraklık endekslerinin tahminine yönelik çalışmaların 

oldukça sınırlı olduğu görülmektedir [19-21]. Çift Yönlü 

Uzun Kısa Süreli Bellek Ağları (Bidirectional Long Short 

Term Memory Networks, biLSTM) ile yapılan tahmin 

çalışmaları incelendiğinde kuraklık tahminine yönelik bir 

çalışmaya rastlanmamıştır.  

Gerçekleştirilen bu çalışmada SYİ’nin Derin Sinir Ağları 

kullanılarak tahmin performansı analiz edilmiştir. Bu amaç 

doğrultusunda gerçekleştirilen çalışmanın temel katkıları 

aşağıda maddeler halinde yer almaktadır. 

1- Türkiye’de yer alan Rize, Konya ve Şanlıurfa illerine 

ait 3,6, 9 ve 12 aylık SYİ değerleri tahmin edilmiştir.  

2- Tahmin çalışmasında LSTM katmanından oluşan bir 

derin sinir ağı mimarisi ve karşılaştırma amaçlı biLSTM 

katmanından oluşan ikinci bir derin sinir ağı mimarisi 

geliştirilmiştir. SYİ değerlerinin (3, 6, 9 ve 12 aylık) 1 ileri 

tahmini ile iki modelin performansı karşılaştırılmıştır.  

3- Daha sonra biLSTM mimarisi ile SYİ’nin 1-3 ileri 

tahmini gerçekleştirilmiştir. 

Belirtilen amaçlar kapsamında literatürde herhangi bir 

çalışmaya rastlanmamış olup, derin sinir ağları ve SYİ’nin 

ileri tahmin performansının analizi açısından bu çalışma 

özgün katkılar içermektedir. 

2 Materyal ve metot  

2.1 Çalışma alanı  

Tahmin çalışmasında Türkiye’nin iç kısımlarında yer 

alan ve kapalı havza karakteristiğine sahip olan Konya ili, 

güney doğusunda yer alan Şanlıurfa ili ve kuzey doğusunda 

yer alan Rize iline ait 1981-2021 yılları arası aylık yağış 

verileri kullanılmıştır. SYİ’ni elde etmek için kullanılan 

yağış verileri, NASA'nın POWER (Prediction of Worldwide 

Energy Resource) adlı çevrimiçi halka açık veri tabanından 

elde edilmiştir [22]. Bu veri tabanı, 0,5° enlem ve 0,5° 

boylam çözünürlüğe sahip olma avantajına sahiptir. Rasool 

Al-Kilani ve arkadaşlarının yaptığı çalışmada 

NASA/POWER veri setinin kuraklık tahmini için uygun bir 

veri seti olduğunu göstermiştir [23]. 

 

Şekil 1. Rize, Konya ve Şanlıurfa illerinin yıllık alansal 

yağış normalleri haritasındaki konumu [24] 
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Rize ili Türkiye yağış ortalamasının üzerinde yağış 

almakta olup taşkın olaylarının sıklıkla ortaya çıktığı bir 

şehirdir.  

Konya ilinde yağış şekli çoğunlukla konvektiftir ve 

Türkiye ortalamasının altında yağış almaktadır. Şanlıurfa ili 

de Türkiye ortalamasının altında yağış almaktadır. 

Rize şehrine ait verilerin en düşük aylık ortalama yağış 

değeri 0.27 mm/m2, en yüksek aylık ortalama yağış değeri 

10.90 mm/m2’dir. Konya şehrine ait verilerinin en düşük 

aylık ortalama yağış değeri 0.0 mm/m2, en yüksek aylık 

ortalama yağış değeri 5.77 mm/m2’dir. Şanlıurfa şehrine ait 

verilerinin en düşük aylık ortalama yağış değeri 0.0 mm/m2, 

en yüksek aylık ortalama yağış değeri 7.6 mm/m2’dir. Şekil 

1 de üç farklı yağış rejimine maruz illerin 1991-2020 

yıllarına sahip yıllık alansal yağış normalleri haritasında [24] 

konumu görülmektedir 

2.2 Standardize yağış indeksi 

SYİ ilk olarak McKee ve diğerleri tarafından geliştirilmiş 

olup, sadece yağış değişkeni kullanan bir kuraklık indeksidir 

[25]. SYİ kuraklığın izlenmesi ve analizinde çok yönlü bir 

araç olarak günümüzde tüm dünyada yaygın olarak 

kullanılmaktadır [26]. Kuraklık durumu aylık ve yıllık olmak 

üzere farklı zaman ölçeklerinde izlenebilmektedir.   

SYİ hesaplanması için aşağıdaki işlemler 

uygulanmaktadır 

i. Yağış verilerinden oluşan veri kümesi, bir olasılık 

yoğunluk fonksiyonuna (PDF) uyarlanır. Bu aşamada 

uygulanacak parametrik dağılımın seçimi, SYİ’nin 

doğruluğunu belirlemektedir. McKee ve arkadaşları [25] 

SYİ’nin hesaplanması aşamasında gamma dağılımının 

kullanımını önermiştir. Ancak gamma dağılımının uzun 

sürelerde elde edilen yağış kayıtlarından SYİ eldesinde 

kullanımı daha uygundur.  Gamma dağılımı Denklem 1 de 

verilen formül ile elde edilmektedir. 

 

𝑔(𝑥) =
1

𝛽𝛼𝜏(𝛼)
𝑌𝛼−1𝑒−𝑌/𝛽 (1) 

 

Burada α>0; şekil parametresini, β>0 skala 

parametresini, τ gamma fonksiyonunu ve Y>0 yağış 

miktarını göstermektedir. 

ii. Belirli zaman ölçeği için elde edilen sonuçlar ile bir 

kümülatif olasılık yoğunluk dağılımı elde edilir [27].  

iii. Merkezi limit teoremine göre, 6 ayı aşan uzun zaman 

periyotlarına geçildiğinde, elde edilen zaman ortalamasının 

gözlemlenen olasılık dağılımlarını normale kaydırma 

eğiliminde olacaktır. Gamma dağılımı şekil olarak normale 

doğru yöneldiği için gamma dağılımı yerine normal olasılık 

dağılımını kullanmak mümkündür; bu, hesaplama açısından 

daha kolay ve daha doğru olabilmektedir. Bu nedenle, elde 

edilen kümülatif olasılık dağılımı, ortalaması sıfır ve 

varyansı bir olan standart bir normal dağılıma dönüştürülür 

[28, 29]. Böylece SYİ, Denklem 2 den de görüleceği gibi 

yağış verileri kullanılarak belirlenen zaman ölçeğinde 

yağışın ortalamadan olan farkının standart sapmaya 

bölünmesi ile elde edilmektedir. 

 

𝑆𝑌İ =
𝑌𝑖 − 𝑌�̅�

𝜎𝑖

 (2) 

 

SYİ genellikle 3, 6, 9, 12, 24 ve 48 aylık olmak üzere 

farklı zaman ölçekleri için hesaplanmaktadır. SYİ’nin doğru 

hesaplanması; genellikle kısa dönemlerde toprak nemi 

koşulları, yağış anormallikleri gibi parametrelerin 

tahmininde, uzun dönemlerde yeraltı suyu, akarsu akışı ve 

rezervuar depolaması ve daha uzun vadeli yağış 

anormallikleri gibi parametrelerin tahmininde önemli 

olmaktadır. Böylelikle, SYİ, su kaynakları üzerindeki yağış 

eksikliğinin etkisine dair genel olarak bir fikir vermektedir. 

SYİ değerinin negatif yönde büyük olması kuraklığın 

şiddetini göstermektedir. SYİ kuraklık sınıflandırmasına 

ilişkin bilgiler Tablo 1 de görülmektedir. 

 

Tablo 1. SYİ kuraklık sınıflandırılması 

SYİ Değeri Kuraklık Kategorisi 

SYİ≥2 Olağanüstü Nemli 

1.50≤SYİ<2 Aşırı Nemli 

1.0≤SYİ<1.5 Orta Derece Nemli 

-1.0≤SYİ<1.0 Normale yakın 

-1.5≤SYİ<-1.0 Orta Derece Kurak 

-2.0≤SYİ<-1.5 Şiddetli Kurak 

SYİ<-2.0 Olağanüstü Kurak 

 

Gerçekleştirilen çalışmada 3,6, 9 ve 12 aylık SYİ’leri 

hesaplanmıştır. 3 aylık SYİ için SYİ3, 6 aylık SYİ için SYİ6, 

9 aylık SYİ için SYİ9 ve 12 aylık SYİ için SYİ12 gösterimi 

kullanılmıştır. 3-12 aylık SYİ’lerin tahmini için uygulanan 

giriş ve çıkış değişkenleri Tablo 2 de yer almaktadır.  

Tabloda t şuandaki girişi, t+1 bir ileri zamanı, t+2 ise iki ileri 

zamanı ve t+3 ise üç ileri zamanı göstermektedir. 

 

Tablo 2. Tahmin çalışmasında kullanılan giriş-çıkış 

değişkenleri 

Giriş 

Değişkenleri 

Bir-İleri 

Tahmin 

Değişkeni 

İki-İleri 

Tahmin 

Değişkeni 

Üç-İleri 

Tahmin 

Değişkeni 

SYİ3t SYİ3t+1 SYİ3t+2 SYİ3t+3 

SYİ6t SYİ6t+1 SYİ6t+2 SYİ6t+3 

SYİ9t SYİ9t+1 SYİ9t+2 SYİ9t+3 

SYİ12t SYİ12t+1 SYİ12t+2 SYİ12t+3 

 

Tahmin çalışmasında kullanılan SYİ verileri Şekil 2 de 

görülmektedir. Tablo 3 te tahmin çalışmasında kullanılan 

Rize, Konya ve Şanlıurfa illerine ait SYİ verilerinin temel 

istatistiksel değerleri görülmektedir. 
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a) 

 

  
b) 

 

 
c) 

Şekil 2. Tahmin çalışmasında kullanılan a) Rize, b) Konya ve c) Şanlıurfa illerine ait SYİ verileri 
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Bu çalışmada her nekadar ülke içerisinde üç farklı yağış 

rejimine sahip bölgeler incelenmiş olsa da Tablo 3 deki temel 

istatistiksel değerler bu üç bölgenin bir ortak özelliğini 

sunmaktadır. Bu özellik ise Anadolu coğrafyasına düşen 

yağışlardaki düzensizlik olarak yorumlanabilir. Her üç 

bölgeye de düşen yağışlardaki değişkenlik hem olağan üstü 

kurak hemde olağanüstü nemli dönemlere sahip olduğunu 

göstermektedir. 

Ayrıca Rize, Konya ve Şanlıurfa illerine ait SYİ’leri 

örnek öz ilinti (autocorrelation) fonksiyonları da 40 gecikme 

(lag) miktarı için hesaplanmıştır ve Şekil 3-5 de 

görülmektedir. 

 

Tablo 3. Rize, Konya ve Şanlıurfa illerine ait SYİ değerlerinin temel istatistiksel özellikleri  

 Rize  Konya  Şanlıurfa  

 En Yüksek En Düşük Çarpıklık En Yüksek En Düşük Çarpıklık En Yüksek En Düşük Çarpıklık 

SYİ3 3.105 -2.757 0.0401 3.1389 -2.960 0.1459 3.463 -3.476 0.1948 

SYİ6 2.910 -2.800 0.0368 2.8280 -2.946 0.0183 3.610 -3.531 0.3023 

SYİ9 2.646 -2.787 0.0278 2.6176 -3.113 0.0316 3.665 -3.437 0.7089 

SYİ12 2.693 -2.738 0.0466 2.7713 -2.510 0.0429 3.808 -2.161 1.0190 

 

  
(a) (b) 

  
(c) (d) 

Şekil 3. Rize ili a) SYİ3 b) SYİ6 c) SYİ9 d) SYİ12 örnek öz ilinti değerleri 
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(a) (b) 

  
(c) (d) 

Şekil 4. Konya ili a) SYİ3 b) SYİ6 c) SYİ9 d) SYİ12 örnek öz ilinti değerleri 

 

  
(a) (b) 

  
(c) (d) 

Şekil 5. Şanlıurfa ili a) SYİ3 b) SYİ6 c) SYİ9 d) SYİ12 örnek öz ilinti değerleri 
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Rize ilinde genel olarak hemen hemen her mevsimde 

yağış görüldüğü için verinin, sonrası verilerle ilişkisi 

yüksektir.  Bu durum Şekil 3 de görülmektedir. Ayrıca, 

Konya ve Urfa illerine ait SYİ3 verilerindeki öz ilintiye 

bakıldığında Rize iline göre daha düşük olduğu 

görülmektedir. 

Genel olarak SYİ12 verilerine ait öz ilintinin SYİ3, SYİ6 

ve SYİ9 verilerine göre daha yüksek olduğu Şekil 3-5’te 

görülmektedir. Bunun sebebi ise genel olarak 12 aylık gibi 

uzun dönemlerde yağış karakteristiklerinin periyodikleşmesi 

olarak yorumlanabilinir. 

Gerçekleştirilen çalışmada SYİ verilerin %80’i eğitim 

%20’si ise test işlemi için kullanılmıştır. SYİ verilerinin 

DrinC [30, 31] programı ile elde edilmiş olup, tahmin 

çalışmaları MATLAB programı aracılığıyla 

gerçekleştirilmiştir. 

2.3 Uzun kısa süreli bellek ağları 

Bir derin sinir ağı olan Uzun Kısa Süreli Bellek Ağları  

ilk defa Hochreiter ve Schmidhuber tarafından ortaya 

konmuş olup uzun vadeli bağımlılıkları öğrenebilen uzun 

süreler boyunca bilgileri hatırlayabilen özel bir Tekrarlayan 

Sinir Ağları (Recurrent neural network, RNN) türüdür. 

Standart bir RNN gibi tek bir sinir ağı yerine dört katmana 

sahiptir. LSTM sinir ağının yapısı Şekil 6'da 

gösterilmektedir [32]. 

 

 

Şekil 6. LSTM hücresi 

 

Tipik bir LSTM ağı hücre durumu ve çeşitli kapılar ile 

tanımlanmaktadır. Verilerin ileriye doğru akmasına izin 

veren hücre durumu, ana veri akışını sağlamakta olup, ağın 

“hafızası” olarak görev yapmaktadır. Veriler, sigmoid 

kapılar aracılığıyla hücre durumuna eklenebilmekte veya 

hücre durumundan çıkarılabilmektedir. Kapılar, eğitim 

sırasında hangi bilgilerin saklanması veya unutulması 

gerektiğini öğrenebilmektedir. Bir LSTM hücresinde 

unutma kapısı, giriş kapısı ve çıkış kapısı bulunmaktadır. 

Bir LSTM ağı oluşturmanın ilk adımı olan unutma 

kapısında hangi bilgilerin saklanacağına veya hangi 

bilgilerin gerekli olmadığına karar verilir. Önceki gizli 

durumdan gelen bilgiler (ℎ𝑡−1) ve mevcut girişten (𝑥𝑡) 

gelen bilgiler sigmoid (σ) fonksiyonundan geçirilir. Unutma 

kapısı çıkışında 0 ile 1 arasında değerler elde edilir ve elde 

edilen değerlerin 0’a yaklaşması, unutma (verinin elenmesi), 

1'e yaklaşması, verinin saklanması anlamına gelmektedir. 

Unutma kapısının çıkışı Denklem 3’te verilen ifade ile 

tanımlanmaktadır. 

 

𝑓𝑡 = 𝜎(𝑊𝑓[ℎ𝑡−1, 𝑥𝑡] + 𝑏) (3) 

 

Burada σ sigmoid fonksiyonunu, b bias değerini ve Wf 

unutma kapısının ağırlık matrisini göstermektedir. 

LSTM hücresinde ikinci olarak, hücre durumunu 

güncellemenin yanı sıra hücre durumundaki yeni girişten 

(𝑥𝑡) gelen bilgilerin kararlaştırılması ve saklanmasını 

sağlayan giriş kapısı yer almaktadır. Burada, sigmoid katman 

ve ikinci tanh katmanı olmak üzere iki bölüm içerir. İlk 

olarak, sigmoid katmanında yeni bilginin güncellenmesine 

veya yok sayılmasına (0 veya 1) karar verilmektedir ve ikinci 

olarak, tanh işlevi ile önem derecesine (-1'den 1) karar 

verilerek bu işlevden geçen değerlere ağırlık verilir. Yeni 

hücre durumunu güncellemek için elde edilen bu iki değer 

çarpılır. Bu yeni bellek değeri daha sonra önceki bellek 

çıktısına (𝑓𝑡𝐶𝑡−1) eklenir ve 𝐶𝑡 ile sonuçlanır [32]. Aşağıda 

yer alan Denklem 4, 5 ve 6’da hücre durumu 

gösterilmektedir. 

 

𝑖𝑡 = 𝜎(𝑊𝑓[ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑖) (4) 

 

𝑁𝑡 = 𝑡𝑎𝑛ℎ(𝑊𝑛[ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑛) (5) 

 

𝐶𝑡 = 𝐶𝑡−1𝑓𝑡 + 𝑁𝑡𝑖𝑡 (6) 

 

Çıkış kapısı olan LSTM hücresinin son katmanında, bir 

sigmoid katman çıkışı (Ot) hücre durumunun hangi 

bölümlerinin çıktıya ulaşacağına karar vermektedir ve çıkış 

değeri (ht), sigmoid katman çıkışı ile hücre durumunun (Ct) 

tanh katmanından geçirilmesiyle elde edilen -1 ile 1 arasında 

değişen bir değerle çarpılması sonucu elde edilir. Çıkış 

kapısına ait eşitlikler aşağıda yer almaktadır. 

 

𝑂𝑡 = 𝜎(𝑊𝑜[ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑜) (7) 

 

ℎ𝑡 = 𝑂𝑡tanh (𝐶𝑡) (8) 

 

Burada 𝑊𝑜ve 𝑏𝑜, çıkış kapısının sırasıyla ağırlık 

matrisleri ve bias değeridir. 

2.4 Çift yönlü uzun kısa süreli bellek ağları 

Çift Yönlü Uzun Kısa Süreli Bellek Ağlarında ileri ve 

geriye doğru olmak üzere iki yönlü veri akışı olmaktadır. 

Bunu başarmak için mimari olarak biLSTM, Şekil 7'de 

gösterildiği gibi ileri ve geri LSTM katmanları içerir. İleri ve 

geri katmanlardan gelen girdiler, çıktı katmanı tarafından eş 

zamanlı olarak işlenir [33].  
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Şekil 7. biLSTM mimarisi 

2.5 Önerilen derin sinir ağları mimarisi 

Gerçekleştirilen çalışmada 3-12 aylık SYİ değerlerinin 1-

3 ileri zamanlı tahmini için LSTM ve biLSTM 

katmanlarından oluşan derin sinir ağları mimarileri 

geliştirilmiştir. Birinci modelde LSTM katmanı 2. Modelde  

ise biLSTM katmanı kullanılmıştır. Mimarinin geliştirilmesi 

sırasında 32’den başlayarak 256’ya kadar farklı sayılarda 

hücrelerden oluşan LSTM ve biLSTM katmanları ile farklı 

sayı ve sıralarda tam bağlantılı katman (fully connected 

layer) ve seyreltme (drop out) katmanları kullanılarak tahmin 

çalışması gerçekleştirilmiştir. Elde edilen en iyi tahmin 

performansına göre nihai ağ yapısı belirlenmiş ve Şekil 8.’de 

görülmektedir. Ayrıca ağın eğitilmesi sırasında ‘adam’ 

öğrenme algoritması kullanılmış olup başlangıç öğrenme 

oranı 0.002, öğrenme oranı seyreltme faktörü (learning rate 

drop factor) 0.1, öğrenme oranı seyreltme periyodu 100 ve 

maksimum döngü sayısı 100 olarak belirlenmiştir. Öğrenme 

sürecinde belirtilen parametreler en iyi öğrenmeyi 

sağlayacak şekilde deneme yanılma metoduyla tespit 

edilmiştir. 

2.6 Tahmin çalışmasında kullanılan performans 

parametreleri 

SYİ tahmin çalışmasında Korelasyon Katsayısı (R), 

Ortalama Karesel Hata (MSE), Belirlilik Katsayısı (R2) ve 

Ortalama Mutlak Hata (MAE), kriterlerine göre model 

performansları değerlendirilmiştir. 

Ortalama mutlak hata, veri kümesindeki gözlemlenen ve 

tahmin edilen değerler arasındaki mutlak farkın ortalamasını 

göstermektedir ve Denklem 9’da yer alan formül ile elde 

edilmektedir. 

 

𝑀𝐴𝐸 =
1

𝑁
∑|𝑋𝑔ö𝑧𝑙𝑒𝑚𝑙𝑒𝑛𝑒𝑛,𝑖 − 𝑋𝑡𝑎ℎ𝑚𝑖𝑛𝑒𝑑𝑖𝑙𝑒𝑛,𝑖|

𝑁

𝑖=1

 (9) 

Ortalama karesel hata veri kümesindeki gözlemlenen ve 

tahmin edilen değerler arasındaki farkın karesinin 

ortalamasıyla hesaplanır ve Denklem 10 ile ifade 

edilmektedir. 

 

𝑀𝑆𝐸 =
1

𝑁
∑(𝑋𝑔ö𝑧𝑙𝑒𝑚𝑙𝑒𝑛𝑒𝑛,𝑖 − 𝑋𝑡𝑎ℎ𝑚𝑖𝑛𝑒𝑑𝑖𝑙𝑒𝑛,𝑖)

2

𝑁

𝑖=1

 (10) 

 

Korelasyon katsayısı, gözlemlenen ve tahmin edilen 

veriler arasındaki ilişkinin derecesini, yönünü ve önemini 

göstermekte ve -1 ile 1 arasında bir değere sahiptir. Denklem 

11 ile ifade edilmektedir. 

 
𝑅

=
1

𝑁 − 1
∑ (

𝑋𝑔ö𝑧𝑙𝑒𝑚𝑙𝑒𝑛𝑒𝑛,𝑖 − 𝜇𝑋

𝜎𝑋
) (

𝑋𝑡𝑎ℎ𝑚𝑖𝑛𝑒𝑑𝑖𝑙𝑒𝑛,𝑖 − 𝜇𝑋𝑡𝑎ℎ

𝜎𝑋𝑡𝑎ℎ
)

𝑁

𝑖=1

 
(11) 

Bu eşitlikte, 𝜇𝑋gözlemlenen, 𝜇𝑋𝑡𝑎ℎ ise tahmin edilen 

zaman serisinin ortalamasıdır ve 𝜎𝑋gözlemlenen, 𝜎𝑋𝑡𝑎ℎ ise 

tahmin edilen zaman serisinin standart sapmasıdır. 

Belirlilik katsayısı, modellerin tahmin yeteneğini ölçmek 

için yaygın olarak kullanılmaktadır. Bu istatistiksel ölçüt, -∞ 

ile 1 arasında bir değere sahiptir. R2 değeri 1 değerine 

yaklaştıkça gözlemlenen ve tahmin edilen veriler arasındaki 

ilişkinin arttığını göstermektedir ve R2 değeri Denklem 12 

kullanılarak hesaplanır. 

 

𝑅2 = 1 −
∑ [𝑋𝑔ö𝑧𝑙𝑒𝑚𝑙𝑒𝑛𝑒𝑛,𝑖 − 𝑋𝑡𝑎ℎ𝑚𝑖𝑛𝑒𝑑𝑖𝑙𝑒𝑛,𝑖]2𝑁

𝑖=1

∑ [𝑋𝑔ö𝑧𝑙𝑒𝑚𝑙𝑒𝑛𝑒𝑛,𝑖 − 𝜇𝑋]2𝑁
𝑖=1

 (12) 

3 Sonuçlar ve tartışma  

Bu çalışmada Rize, Konya ve Şanlıurfa illerine ait SYİ3, 

SY6, SY9 ve SY12nin 1-3 ileri zamanlı tahmini için derin 

sinir ağları yaklaşımı içeren modeller geliştirilmiştir.  

Derin sinir ağları mimarisinin geliştirilmesi aşamasında 

iki model kullanılmıştır. Model 1 olarak isimlendirilen 

LSTM katmanı içeren model ile Model 2 olarak 

isimlendirilen ve biLSTM katmanı içeren modellerin 

performansı SYİ’lerin bir ileri zamanlı tahmini ile 

karşılaştırılmıştır.  

Elde edilen performans sonuçları Tablo 4’te 

görülmektedir. 

Tahmin çalışmasında elde edilen sonuçları ayrıca görsel 

olarak değerlendirebilmek için saçılma grafikleri çizilmiştir. 

Saçılma grafikleri ise Şekil 9-11’da görülmektedir. 
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Şekil 8. Tahmin çalışmasında kullanılan mimari 

 

Tablo 4. Rize, Konya ve Şanlıurfa illeri 1 ileri zamanlı SYİ tahmin değerleri 

Rize İli 

 Model 1 Performans Sonuçları Model 2 Performans Sonuçları 

 MSE MAE R R2 MSE MAE R R2 

SYİ3-1ileri 0.6966 0.6647 0.5590 0.3125 0.0065 0.0628 0.9988 0.9976 

SYİ6-1ileri 0.2715 0.4228 0.8249 0.6804 0.0140 0.0968 0.9936 0.9873 

SYİ9-1ileri 0.1279 0.2837 0.9304 0.8657 0.0129 0.0909 0.9920 0.9841 

SYİ12-1ileri 0.1141 0.2662 0.9462 0.8952 0.0323 0.1365 0.9866 0.9735 

Konya İli 

 Model 1 Performans Sonuçları Model 2 Performans Sonuçları 

 MSE MAE R R2 MSE MAE R R2 

SYİ3-1ileri 0.5025 0.5585 0.6655 0.4429 0.0334 0.0790 0.9848 0.9697 

SYİ6-1ileri 0.2979 0.4219 0.8429 0.7104 0.0383 0.0741 0.9832 0.9667 

SYİ9-1ileri 0.2180 0.3675 0.8891 0.7905 0.0288 0.0771 0.9866 0.9734 

SYİ12-1ileri 0.1345 0.2786 0.9275 0.8603 0.0147 0.0856 0.9935 0.9870 

Şanlıurfa İli 

 Model 1 Performans Sonuçları Model 2 Performans Sonuçları 

 MSE MAE R R2 MSE MAE R R2 

SYİ3-1ileri 0.9537 0.7650 0.5650 0.3192 0.0080 0.0773 0.9994 0.9988 

SYİ6-1ileri 0.4940 0.5559 0.8280 0.6855 0.0204 0.1125 0.9996 0.9992 

SYİ9-1ileri 0.2475 0.3848 0.9289 0.8629 0.0168 0.1019 0.9971 0.9942 

SYİ12-1ileri 0.2033 0.3365 0.9483 0.8992 0.0281 0.1321 0.9964 0.9928 
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Rize İli SYİ Tahmin Verileri (Model 1) 

  

a) SYİ3-1 ileri tahmin b) SYİ6-1 ileri tahmin 

  

c) SYİ9-1 ileri tahmin   d) SYİ12-1 ileri tahmin 

Rize İli SYİ Tahmin Verileri (Model 2) 

  

d) SYİ3-1 ileri tahmin   e) SYİ6-1 ileri tahmin 

  

f) SYİ9-1 ileri tahmin g) SYİ12-1 ileri tahmin 

Şekil 9. Rize iline ait SYİlerin 1 ileri zamanlı tahminine ait saçılma grafikleri 
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Konya İli SYİ Tahmin Verileri (Model 1) 

  

a) SYİ3-1 ileri tahmin b) SYİ6-1 ileri tahmin 

  

c) SYİ9-1 ileri tahmin d) SYİ12-1 ileri tahmin 

Konya İli SYİ Tahmin Verileri (Model 2) 

  

d) SYİ3-1 ileri tahmin e) SYİ6-1 ileri tahmin 

  

f) SYİ9-1 ileri tahmin g) SYİ12-1 ileri tahmin 

Şekil 10. Konya iline ait SYİlerin 1 ileri zamanlı tahminine ait saçılma grafikleri 
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Şanlıurfa İli SYİ Tahmin Verileri (Model 1) 

  

a) SYİ3-1 ileri tahmin b) SYİ6-1 ileri tahmin 

  

c) SYİ9-1 ileri tahmin d) SYİ12-1 ileri tahmin 

 

Şanlıurfa İli SYİ Tahmin Verileri (Model 2) 

  

d) SYİ3-1 ileri tahmin e) SYİ6-1 ileri tahmin 

  

f) SYİ9-1 ileri tahmin g) SYİ12-1 ileri tahmin 

Şekil 11. Şanlıurfa iline ait SYİlerin 1 ileri zamanlı tahminine ait saçılma grafikleri 
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Tablo 4’te verilen sonuçlar incelendiğinde biLSTM 

katmanı kullanılan Derin Sinir Ağı mimarisinin tahmin 

başarısının LSTM katmanı kullanan mimariye göre oldukça 

iyi olduğu görülmüştür.  

Tahmin çalışmasının ikinci aşamasında Model 2 

kullanılarak 2 ve 3 ileri zamanlı SYİ’lerin tahmini 

gerçekleştirilmiştir. Tahmin çalışmasına ait performans 

parametre değerleri ve tahmin sonuçlarını gösteren saçılma 

grafikleri Tablo 5 ve Şekil 12-15’te görülmektedir. Ayrıca 

örnek olarak SY3 2 ve 3 ileri test ve tahmin verileri Şekil 15-

17’de görülmektedir 

Tablo 5 incelendiğinde 1 giriş 2 ve 3 ileri zamanlı tahmin 

çalışmasında biLSTM mimarisinin tahmin performansının 

oldukça iyi olduğu görülmektedir.  

Şekil 12-14 te verilen saçılma grafikleri ve Şekil 15-17 

de verilen zaman serisi verilerinden de görüleceği üzere 

tahmin verilerinin gerçek verileri yakından izlemektedir. 

Literatürde kuraklık indekslerine yönelik yapılan tahmin 

çalışmaları incelendiğinde SYİ tahminine yönelik YSA, 

Destek vektör makineleri (DVM) ve Dalgacık sinir ağları 

kullan bir çalışmada 0.95 değerine ulaşan R2 değerinin elde 

edildiği görülmüştür [16]. Ayrıca akış kuraklık indeksinin 

(Streamflow Drought Index) tahmine yönelik 

gerçekleştirilen bir çalışmada Dalgacık Dönüşümü ve 

Uyarlamalı Sinirsel Bulanık Çıkarım Sistemi kullanılmış 

olup 0.94 R2 değeri elde edilmiştir [17]. Kuraklık tahminine 

yönelik kullanılan indeksler ve tahmin yöntemleri hakkında 

yazılan bir derleme çalışmasından da görüleceği üzere 

kuraklık tahminine yönelik YSA, ANFIS, DVM, Rastgele 

Orman ve derin öğrenme modellerinden LSTM 

mimarilerinin kullanıldığı görülmüştür [18]. Kuraklık 

tahminine yönelik kullanılan derin öğrenme modellerinin 

sınırlı sayıda olduğu ve tahmin amacıyla genellikle LSTM 

mimarilerinin kullanıldığı görülmüştür.  

 

Tablo 5. Rize, Konya ve Şanlıurfa illeri 2-3 ileri zamanlı SYİ tahmin değerleri 

Rize İli 

 İki İleri Tahmin Sonuçları Üç İleri Tahmin Sonuçları 

 MSE MAE R R2 MSE MAE R R2 

SYİ3 0.1119 0.2571 0.9438 0.8907 0.0933 0.2355 0.9484 0.8994 

SYİ6 0.0729 0.2110 0.9782 0.9568 0.0554 0.1871 0.9784 0.9573 

SYİ9 0.0260 0.1315 0.9883 0.9774 0.0337 0.1499 0.9880 0.9762 

SYİ12 0.0558 0.1723 0.9760 0.9526 0.0387 0.1291 0.9776 0.9557 

Konya İli 

 İki İleri Tahmin Sonuçları Üç İleri Tahmin Sonuçları 

 MSE MAE R R2 MSE MAE R R2 

SYİ3 0.0798 0.1737 0.9580 0.9178 0.1314 0.2548 0.9267 0.8588 

SYİ6 0.0977 0.1989 0.9506 0.9037 0.1062 0.2064 0.9479 0.8986 

SYİ9 0.0778 0.1855 0.9636 0.9285 0.0775 0.1898 0.9628 0.9269 

SYİ12 0.0327 0.1415 0.9864 0.9730 0.0390 0.1507 0.9816 0.9635 

Şanlıurfa İli 

 İki İleri Tahmin Sonuçları Üç İleri Tahmin Sonuçları 

 MSE MAE R R2 MSE MAE R R2 

SYİ3 0.0617 0.1895 0.9911 0.9824 0.1387 0.2469 0.9481 0.8989 

SYİ6 0.0449 0.1582 0.9851 0.9705 0.0802 0.2059 0.9743 0.9493 

SYİ9 0.0718 0.1954 0.9835 0.9673 0.1196 0.2552 0.9768 0.9541 

SYİ12 0.1059 0.2354 0.9845 0.9692 0.1210 0.2281 0.9732 0.9471 
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Rize İli 2 ileri SYİ Tahmin Verileri 

  

a) SYİ3-2 ileri tahmin b) SYİ6-2 ileri tahmin 

  

c) SYİ9-2 ileri tahmin d) SYİ12-2 ileri tahmin 

Rize İli 3 ileri SYİ Tahmin Verileri 

  

d) SYİ3-3 ileri tahmin e) SYİ6-3 ileri tahmin 

  

f) SYİ9-3ileri tahmin g) SYİ12-3ileri tahmin 

Şekil 12. Rize iline ait SYİlerin 2-3 ileri zamanlı tahminine ait saçılma grafikleri 
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Konya İli 2 ileri SYİ Tahmin Verileri 

  

a) SYİ3-2 ileri tahmin b) SYİ6-2 ileri tahmin 

  

c) SYİ9-2 ileri tahmin d) SYİ12-2 ileri tahmin 

Konya İli 3 ileri SYİ Tahmin Verileri 

  

d) SYİ3-3 ileri tahmin e) SYİ6-3 ileri tahmin 

  

f) SYİ9-3ileri tahmin g) SYİ12-3ileri tahmin 

Şekil 13. Konya iline ait SYİlerin 2-3 ileri zamanlı tahminine ait saçılma grafikleri 
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Şanlıurfa İli 2 ileri SYİ Tahmin Verileri 

  

a) SYİ3-2 ileri tahmin b) SYİ6-2 ileri tahmin 

  

c) SYİ9-2 ileri tahmin d) SYİ12-2 ileri tahmin 

Şanlıurfa İli 3 ileri SYİ Tahmin Verileri 

  

d) SYİ3-3 ileri tahmin e) SYİ6-3 ileri tahmin 

  

f) SYİ9-3ileri tahmin g) SYİ12-3ileri tahmin 

Şekil 14. Şanlıufa iline ait SYİlerin 2-3 ileri zamanlı tahminine ait saçılma grafikleri 
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a) 

 
b) 

Şekil 15. Rize ili SY3 a) iki ileri b) üç ileri tahmin verileri 

 

 
a) 

 
b) 

Şekil 16. Konya ili SY3 a) iki ileri b) üç ileri tahmin 

verileri 

 
a) 

 
b) 

Şekil 17. Şanlıurfa ili  SY3 a) iki ileri b) üç ileri tahmin 

verileri 

 

Bu çalışmada ise SYİ tahmini için LSTM ve biLSTM 

katmanlarından oluşan bir Derin Sinir Ağları mimarisi 

geliştirilmiştir. Geliştirilen mimarilerin performansı SYİ3, 

SYİ6, SYİ9 ve SYİ12 verilerinin bir ileri zamanlı tahmini 

sonuçları ile karşılaştırılmıştır. Elde edilen MSE, MAE, R ve 

R2 performans parametrelerine bağlı sonuçlara göre, 

biLSTM modelinin performansının LSTM modelinin 

performansına göre çok daha iyi olduğu görülmüştür. Ayrıca 

biLSTM modeli ile SYİ3, SYİ6, SYİ9 ve SYİ12 verilerinin 

2,3 ileri zamanlı tahmini gerçekleştirilmiş olup, performans 

parametreleri ve saçılma grafikleri ile değerlendirilmiştir. 

Ayrıca biLSTM modelinin tahmin yeteneğini test etmek için 

illerdeki SYİ3, SYİ6, SYİ9 ve SYİ12 verilerinin 4-14 ileri 

zamanlı tahmin performansı da analiz edilmiştir. Önerilen 

modelin 13 ve daha ileri tahmin performansı incelendiğinde 

R2 parametresinin 0.50 değerinin altına düştüğü, yani tahmin 

yeteneğini kaydettiği görülmüştür. Buradan biLSTM 

modelinin 12 ileri aya kadar tahmin yeteneğine sahip olduğu 

ve gürbüz bir yöntem olduğu görülmektedir. Elde edilen 

sonuçlara göre biLSTM içeren derin sinir ağlarının SYİ 

verilerinin tahmininde kullanılabileceği ve önemli bir araç 

olabileceği ortaya konmuştur. 
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