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Öz 

Bu çalışmada Elektroensefalogram (EEG) sinyallerinin analizi ve bu analiz üzerinden sınıflandırılması 

amaçlanmıştır.  Bu amaçla EEG işaretleri Hilbert Huang metodu ile alt frekans bantlarındaki bileşenlerine 

ayrılmış, anlık frekans ve marjinal izge vektörleri elde edilmiştir. Bu vektörler ve bileşenler kullanılarak 

istatistiksel öznitelikleri çıkarılmıştır.  Bu öznitelikler  göz açık – göz kapalı , sağlıklı-epileptik ve epileptik 

nöbet alt sınıflarında incelenmiş, destek vektör makinesi (DVM), yapay sinir ağları (YSA) ve doğrusal 

ayrım analizi (DAA) algoritmaları ile sınıflandırılmış ve sonuçlar karşılaştırmalı olarak tartışılmıştır. 

 

Hilbert Huang Transformation and Classification of EEG Signals 
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Abstract 

The goal of this study is to classify the Electroencephalogram (EEG) signals through signal analysis. To 

achieve this, Hilbert Huang's method is used to decompose EEG signals into components in lower 

frequency bands, yielding instantaneous frequency and marginal spectral vectors. These vectors and 

components are then used to extract statistical features. These features are classified in the eye-open, 

eye-closed, healthy-epileptic, and epileptic seizure subclasses with the support vector machine (SVM), 

artificial neural networks (ANN), and linear discrimination analysis (LDA) algorithms, and the results are 

discussed in comparison. 
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1. Giriş 

Epilepsi her yaştan insanı etkileyebilen nörolojik bir 

hastalıktır. Dünya üzerinde 50 milyonun üzerinde 

epilepsi hastası bulunmaktadır (Beghi, 2018). 

Epilepsi benzeri hastalıkların teşhis edilmesi veya 

epileptik nöbetin önceden kestirilebilmesi için 

Elektroensefalogram (EEG) sinyallerinden 

yararlanılır. EEG sinyalleri beyin faaliyetleri sonucu 

kaydedilen elektrik potansiyelleridir (Sharma, 2015; 

Andrzejak, 2001). 

Özellikle epileptik nöbeti tespit etmek veya epilepsi 

hastalığını teşhis etmek için uzmanlar tarafından 

EEG sinyalleri üzerinde incelemeler yapılması 

gerekir. EEG sinyallerinin çok kanallı ve uzun olması 

bu incelemenin zor ve zaman alıcı olmasına neden 

olmaktadır (Nigam, 2004). EEG sinyalleri üzerinden 

epilepsi teşhis ve nöbet tahmini için algoritmalar 

üzerinde araştırmalar yapılmaktadır.  

Literatürde birçok çalışmada EEG sinyalleri zaman 

genlik, frekans genlik ve frekans zaman boyutlarında 

incelenmiş ve bu analizler sonucunda öznitelikleri 

hesaplanarak sınıflandırma algoritmalarında 

kullanılmıştır Öznitelik hesaplamaları için Hızlı 

Fourier dönüşümü, dalgacık dönüşümü, çoklu sinyal 

dalgacık dönüşümü, özbağlanım vektörleri gibi 

teknikler sıklıkla kullanılmıştır (Polat, 2007; 

Jahankhani, 2006; Özdemir, 2012). 
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Lyapunov kuvvetleri, korelasyon boyutları, oransal 

boyutlar, ortalama entropi (ApEn) gibi farklı 

doğrusal olmayan parametreler epilepsi teşhisi için 

kullanılmıştır (Andrzejak, 2001; Güler, 2005). 

EEG sinyallerinin sınıflandırılması için Yapay sinir 

ağları, Destek vektör makineleri, Doğrusal ayrım 

analizi, K en yakın komşu gibi algoritmalar 

kullanılmıştır (Subasi, 2010; Acharya, 2011). Subasi 

ve ark. destek vektör makinesi (DVM) ile yaptıkları 

sınıflandırma başarı doğruluğunu %98,75 olarak 

raporlamışlardır (Subasi, 2010). Orhan ve ark. K 

ortalama metodu ile yaptıkları epilepsi tahmin 

çalışmalarında %96,67 doğruluk oranı ile 

sınıflandırma yapmışladır (Orhan, Hekim, & Ozer, 

2011).  Lie ve ark genetik algoritma ve DVM ile 

yaptıkları sınıflandırma çalışmasının başarısını %97 

olarak bildirmiştir (Li P. K., 2016). Riaz ve ark. 

Ampirik mod ayrışımı ile hesapladıkları öznitelikleri 

DVM ile sınıflandırmış ve %96,2 başarıya 

ulaşmışladır (Riaz, 2015).  

EEG sinyalleri farklı beyin faaliyetleri sonucu farklı 

frekans bantlarında gözlemlenebilmektedir. 1-4 Hz 

EEG sinyalleri delta , 4-8 Hz alfa , 8-13 Hz teta ve 13-

30 Hz EEG sinyalleri beta olarak isimlendirilirler. Ve 

bu sinyaller beyin faaliyetleri ile ilişkili olarak 

yorumlanabilmektedir (Adeli, 2007). 

EEG sinyalleri durağan olmayan, karmaşık ve 

rastgele özellik gösteren bir yapıya sahiptir. Klasik 

analiz yöntemleri sinyalin doğrusal ve durağan 

bileşenlerden oluştuğunu varsayarlar (Özdemir, 

2012).  Klasik yöntemlere göre yeni bir analiz tekniği 

olan Hilbert Huang dönüşümünde ise herhangi bir 

temel dalga kullanılmadan ampirik kip ayrışımı 

yöntemi ile işaret “içsel mod fonksiyonlarına (IMF) 

ayrıldıktan sonra hilbert dönüşümü uygulanarak 

anlık frekans, anlık genlik ve marjinal izge vektörleri 

elde edilir (Yan R. &., 2006).  

Bu çalışmada diğer çalışmalardan farklı olarak 

Hilbert Huang dönüşümü ile EEG sinyallerinden elde 

edilen içsel mod fonksiyonları, ve marjinal izge 

vektörleri kullanılarak EEG sinyalinin frekans ve faz 

öznitelikleri hesaplanmış ve üç farklı sınıflandırma 

algoritması ile sınıflandırılma başarıları 

karşılaştırılmıştır. 

 

2. Materyal ve Metot 

Bu çalışmada Andrzejak ve arkadaşlarının “Beyin 

elektriksel aktivitesinin zaman serilerinde doğrusal 

olmayan deterministik ve sonlu boyutlu yapıların 

endikasyonları” başlıklı çalışmalarında kaydedilmiş 

ve araştırmacıların kullanımına sunulmuş EEG 

verileri kullanılmıştır. Veri seti her biri 100 ayrı tek 

kanal EEG işaretinden oluşan 5 farklı setten oluşur. 

Bu veriler 128 kanallı olarak kaydedilmiş ve detaylı 

incelenerek kas aktivitesi göz hareketi gibi 

etkenlerden oluşan bozuculardan temizlenmiştir 

(Andrzejak, 2001).  

 

Şekil 1. Örnek EEG verileri

Set A ve B verileri 5 farklı sağlıklı gönüllüden 

yüzeysel EEG sensörleri kullanılarak kaydedilmiştir. 

Ölçüm sırasında standart elektrot yerleşimi 

kullanılmıştır.  
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A seti için gönüllüler uyanık ve gözleri açık, B seti için 

ise uyanık ve gözleri kapalıdırlar. C, D ve E setleri tanı 

konulan epilepsi hastalarından alınmıştır. C ve D 

setleri nöbet dışında kaydedilmiştir. E veri seti nöbet 

sırasında kaydedildiği için genliği diğer setlere göre 

belirgin bir şekilde yüksektir. Tüm EEG işaretleri 

saniyede 173.61 örnekleme ve 12 bit 

çözünürlüğünde kaydedilmiştir ve 23.6 saniye 

uzunluğundadır. Tüm veriler 0.53–40 Hz (12 

dB/octave) bant geçiren filtreden geçirilmiştir 

(Andrzejak, 2001). 

2.1 Hilbert Huang Dönüşümü 

İşaret, uyarlamalı ve doğrusal olmayan işaret 

ayrıştırma yöntemlerinden olan ampirik mod 

ayrışımı (AMA) yöntemi ile yüksek frekans 

bileşenlerinden düşük frekans bileşenlerine doğru 

sıralanan farklı frekanslardaki İçsel Mod 

Fonksiyonlarına (IMF) ayrıştırılmaktadır. AMA 

yöntemi ile işaretin elde edilen IMF’lerine Hilbert 

Dönüşümü uygulanarak her bir IMF bileşeninin anlık 

faz ve anlık frekans bilgisi elde edilir. 

2.1.1 Ampirik Mod Ayrışımı (AMA) 

Ampirik mod ayrışımı metodu ile herhangi bir işaret 

sonlu sayıda İçsel Mod Fonksiyonlarına (IMF) 

ayrılalabilir. IMF’ler işareti oluşturan salınımlardır. 

Bu salınımlar Fourier dönüşümünde kullanılan basit 

harmoniklere benzerlik gösterirler. IMF’ler 

harmonik bileşenlerde kullanılan sabit genlik ve 

frekans yerine zamana göre değişiklik gösteren 

genlik ve frekansa sahip olabilirler. Bir 𝑥(𝑡) zaman 

seri işaretinin IMF bileşenlerini bulmak için aşağıdaki 

işlemler sırasıyla uygulanır; 

𝑥(𝑡) işaretinin yerel maksimum ve yerel minimum 

noktalarının genlik pozisyonları belirlenerek kübik 

ara değerleme kullanılarak üst zarf  𝑚𝑎𝑥(𝑡) ve alt 

zarf  𝑚𝑖𝑛(𝑡) elde edilir. 

Denklem 1 de görüldüğü gibi üst zarf ve alt zarf 

işaretlerinin ortalaması alınarak ortalama zarf işareti 

𝑚(𝑡) elde edilir.  

 

𝑚(𝑡) =
𝑚𝑎𝑥(𝑡) + 𝑚𝑖𝑛(𝑡)

2
 

(1) 

Şekil 2. Yerel minimum ve maksimum değerlerin 

bulunması 

Orijinal işaretten ortalama zarf işareti çıkarılarak 
orijinal yeni işaret elde edilir (Denklem 2). 
 

𝑖1 = 𝑥(𝑡) − 𝑜𝑟𝑡1(𝑡)      (2) 

 
Ortalama zarf işareti bulma işlemi yeni 𝑖1 işaretine 
uygulanır. 

 

𝑖11 = 𝑖1 − 𝑜𝑟𝑡11    (3) 

𝑖1(𝑘−1) − 𝑜𝑟𝑡1𝑘 = 𝑖1𝑘  

  

Elde edilen işaretin IMF işareti olup olmadığı test 
edilir. Bunun için iki yöntem vardır.  
 

• Denklem 4’te verilmiş olan 𝑆𝐷𝑘 eşik 
değerinde işaretin hesaplanan eşik 
değerinin küçük olması; 

    

𝑆𝐷𝑘 =
∑ |𝑖𝑘−1(𝑡) − 𝑖(𝑘)(𝑡)|

2𝑇
𝑡=0

∑ 𝑖𝑘−1
2(𝑡)𝑇

𝑡=0

 

 

(4) 
 

  

• Zarf ortalama işaretinin 𝑚(𝑡) sıfıra 
yakınsaması 

 
Bu şartlardan birisi sağlandığında işaretin 1. IMF’si 
elde edilmiş olur. Aksi taktirde IMF elde edilinceye 
kadar birinci işleme tekrar dönülür ve iterasyon 
devam eder. Birinci IMF, işaretin en yüksek frekanslı 
bileşenidir. 
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𝑖1𝑘 = 𝑐1 = 𝐼𝑀𝐹1    (5) 

 
𝑥(𝑡) orjinal işaretten 𝐼𝑀𝐹1 çıkarılır ve artan işaret 
olarak adlandırılan yeni bir işaret elde edilir. Bir 
sonraki IMF birinci aşamadan başlanarak 
bulunmaktadır ve birinci aşama için giriş sinyali bir 
önceki IMF’den elde edilen kalan sinyal (𝑎1) 
olmaktadır. 
 

𝑥(𝑡) − 𝑐1 = 𝑎1     (6) 

 
İşaret artan monoton bir fonksiyon olduğunda 
kaydırma işlemi sona erer. 
  
Böylece IMF bileşenleri ve artan işareti 𝑟𝑛  elde edilir. 
 

𝑎𝑛−1 − 𝑐𝑛 = 𝑟𝑛     (7) 

  
Orijinal işaret denklemdeki gibi IMF bileşenleri ve 
artan işaret toplanarak yeniden elde 
edilebilmektedir (Denklem 8). 
 

𝑥(𝑡) = ∑ 𝑐𝑗 +𝑛
𝑗=1 𝑎𝑛          (8) 

     
Genliğin frekans zaman dağılımına Hilbert izgesi 
𝐻(𝜔, 𝑡)  denir. Hilbert izgesi kullanılarak marjinal 

izgesi (ℎ(𝜔)) de hasaplanabilir.  

 

ℎ(𝜔) = ∫ 𝐻(𝜔, 𝑡)𝑑𝑡
𝑇

0
    (9) 

 
2.1.2 Hilbert Dönüşümü (HD)  

Gerçel değeri 𝑥(𝑡) olan işaretin Hilbert Dönüşümü 
uygulanmış karmaşık eşleniği 𝑦(𝑡) dir. 
  

𝑦(𝑡) = 𝐻[𝑥(𝑡)] =
1

𝜋
∫

𝑥(𝜏)

𝑡 − 𝜏
𝑑𝜏

∞

−∞

 

 

(10) 

 
HD yardımıyla analitik 𝑥(𝑡) fonksiyonu yeniden 
yazılırsa; 
 

𝑧(𝑡) = 𝑥(𝑡) + 𝑗𝑦(𝑡) = 𝑎(𝑡)𝑒𝑗𝜃(𝑡)           (11) 

 
Bu ifadeden yola çıkarak anlık genlik ve faz 
fonksiyonları bulunabilir. 
 

𝑎(𝑡) = √𝑥2(𝑡) + 𝑦2(𝑡)   (12) 

𝜃(𝑡) = arctan (
𝑦(𝑡)

𝑥(𝑡)
)  

  
Denklem 13’ten yola çıkarak anlık frekans bilgisi elde 
edilir. 
 

𝜔(𝑡) =
𝑑𝜃(𝑡)

𝑑𝑡
      𝑓(𝑡) =

1

2𝜋
 
𝑑𝜃(𝑡)

𝑑𝑡
  (13) 

 
𝑥(𝑡)  işaretine AMA uygulandıktan sonra elde edilen 
her IMF’nin  Hilbert dönüşümü alınırsa 𝑥(𝑡) 
işaretinin analitik ifadesi elde edilebilir (Özdemir, 
2012; Yan J. &., 2014; Ding, 2007; Huang, 2008; 
Altan, 2014). 
 

𝑥(𝑡) = ℜ {∑ 𝑎𝑖(𝑡)𝑒𝑗𝜔𝑖(𝑡)𝑡

𝑛

𝑖=1

} (14) 
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Şekil 3.  Ampirik Mod Ayrışımı ile elde edilen IMF’ler 

 
 
 
 
 
2.2 Özniteliklerin Hesaplanması 

 

Hilbert Huang dönüşümü yapılmış olan sinyalin 
IMF’leri ve Hilbert Marjinal Spektrum kullanılarak 
çıkarılan öznitelikler sınıflandırma için kullanılmıştır.  
 
2.2.1 Enerji Değişim Oranı 

  

Ampirik mod ayrışımı zaman serilerini düşük frekans 
değerlerinden yüksek frekans değerlerine doğru 
farklı bileşenlerine ayırmaktadır. Bu da sinyalin farklı 
frekans bileşenlerinin arasındaki ilişkiyi incelemeyi 
mümkün kılmaktadır. Bu çalışmada AMA‘sı alınan 
EEG sinyallerinin ilk beş IMF si alınarak aralarındaki 
enerji değişim oranı incelenmiştir.  
Bunun için ilk 5 IMF den 1 ve 2 numara düşük frekans 
4 ve 5 numara yüksek frekans olarak kabul 
edilmiştir. Yüksek ve düşük frekanslar arasındaki 
enerji değişimi denklem 15 teki gibi hesaplanmıştır. 
  

  

𝐸𝑦 = ∑ 𝑖1
2(𝑡)

𝑁

𝑡=1

+ ∑ 𝑖2
2(𝑡)

𝑁

𝑡=1

 

 

(15) 

 

𝐸𝑑 = ∑ 𝑖4
2(𝑡)

𝑁

𝑡=1

+ ∑ 𝑖5
2(𝑡)

𝑁

𝑡=1

 

 

𝑅𝐸 =
𝐸𝑦 − 𝐸𝑑

𝐸𝑑
 

 

Burada 𝑖1, 𝑖2 , 𝑖4 ve 𝑖5 birinci, ikinci dördüncü ve 
beşinci IMF lerin anlık genlik değerleri, N ise sinyal 
uzunluğudur.  Hesaplana 𝑅𝐸 değeri sınıflandırmada 
kullanılacak bir öznitelik değeri olarak 
kaydedilmiştir.  
 
2.2.2 Ortalama Frekans 

 
 
Anlık frekans değerleri kullanılarak hesaplanan 
marjinal spektrum katsayıları kullanılarak sinyalin 
ortalama frekans değeri denklem 16 daki gibi 
bulunmuştur. 
  

𝑀𝑓 =  
∑(𝐹𝑘𝑀𝑘)

∑ 𝑀𝑘
 

 

(16) 
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Burada 𝐹𝑘 frekans matrisi 𝑀𝑘  ise marjinal spektrum 
matrisidir. 
  
2.2.3 Ortalama Faz Açısı 
 
Marjinal spektrum eksen vektörlerinden elde edilen 
ortalama frekans değeri sanal ve gerçek kısmı olan 
karmaşık bir değerdir. Bu değerin faz açısı denklem 
17’deki gibi bulunabilir.  
  

𝑀𝑓 = √𝑎2 + 𝑏2 

(17) 

                    
𝜃 = arctan (

𝑎

𝑏
) 

 
Her bir sinyal için Enerji değişim oranı, Ortalama 
Frekans ve Ortalama faz açısı değerleri birleştirilerek 
öznitelik matrisi oluşturulmuştur. 
 
2.3 Sınıflandırma 
 
Öznitelikleri hesaplanan sinyallerin göz açık – kapalı, 
epilepsi hastası veya sağlıklı ve nöbet var yok 
sınıflarında değerlendirilerek sınıflandırma 
yapılmıştır. 
 
2.3.1 Destek Vektör Makineleri (DVM) 
 
Destek vektör Makineleri bir optimum sınıflandırma 
modelidir. Doğrusal olarak birbirinden ayrılabilen iki 
veri kümesi arasındaki en iyi ayrımın bir fonksiyonu 
olarak tanımlanan hiper düzlemi hesaplar. Hiper 
düzlem fonksiyonu, kümelerin karar düzlemine en 
yakın noktaları olan destek vektörleri ile hesaplanır. 
Doğrusal olmayan sınıflandırma problemleri ise 
belirli çekirdek fonksiyonları ile işlemden geçirilerek 
lineer olarak ayrılabilen öznitelik uzaylarına taşınır 
ve DVM ile sınıflandırma uygulanabilir.  
 

  
Şekil 4.  İki sınıflı bir veri setini ayıran hiper düzlemler 

 
Negatif örnekler ve pozitif örnekler olarak 
tanımlanmış olan iki sınıfı birbirinden ayıran ayrım 
düzleminin dışında kalan örnekler aşağıdaki gibi 
ifade edilebilir.  
 

𝑦𝑖(𝑊𝑇𝑋 + 𝑏) − 1 ≥ 0     (18) 

 
Burada 𝑦𝑖   pozitif örnekler için +1 negatif örnekler 
için -1, 𝑊 = {𝑤_1, 𝑤_2, … 𝑤_𝑛} ağırlık vektörü, 𝑋 =
{𝑥_1, 𝑥_2} veri seti ve 𝑏 ise  biastır. 
Bu durumda iki sınıfı birbirinden ayıran en iyi düzlem 
olan 𝐻0  düzlemi Denklem 19’daki gibi ifade edilir. 
 

𝐻0 = 𝑊𝑇𝑋 + 𝑏 = 0    (19) 

 
Burada amaç 𝐻1  ve 𝐻2 düzlemleri arasındaki 
uzaklığı maksimuma çıkarmaktır. Destek vektörleri 

arasındaki dik uzaklığın (
2

‖𝑤‖
) maksimum noktasını 

bulmak için Lagrange çarpımı gradyanı kullanılarak 
Denklem 20’de verilmiş olan öğrenme modellerine 
ulaşılabilir (Subasi, 2010; Qi, 2013; Garg, 2015; Silva, 
2015).  
 

𝑊 = ∑ 𝛼𝑖𝑦𝑖 �̃�𝑖𝑖       𝑦𝑖 = ∑ ∑ 𝛼𝑖�̃�𝑖 . �̃�𝑗𝑗𝑖   (20) 

 
Burada  �̃� destek vektörleri, 𝛼𝑖 kısıt koşul katsayıları, 
𝑊 ağırlık vektörü ve 𝑦𝑖  sınıf gösterge değerleridir.  
 
2.3.2 Yapay Sinir Ağları (YSA) 
 
Doğal sinir hücrelerinin matematiksel bir modeli 
olarak tasarlanan yapay sinir yapıları bir fonksiyon 
yaklaşım modelidir.  Şekil 5’da görüldüğü gibi her bir 
yapay sinir hücresinin girişine uygulanan sinyaller 
doğal sinir hücresinin çekirdeğinin bir modeli olan 
toplam fonksiyonunda toplanır. Bu fonksiyonun 
sonucu bir aktivasyon fonksiyonundan geçerek sinir 
hücresinin çıkışını belirler. Bir yapay sinir hücresinin 
çıkışı denklem 21’de verildiği gibidir.  
  

𝑦𝑖 = 𝜎 (∑ 𝑤𝑖𝑥𝑖 + 𝑏𝑖

𝑖=𝑛

𝑖=1
) 

 

(21) 

 

Burada 𝑤 ağırlık değerleri 𝑥 girişler 𝑏 bias ve 𝑦𝑖  
yapay sinir hücresinin çıkışı ve 𝜎   aktivasyon 
fonksiyonudur. Ağırlık değerleri tüm örnek 
değerlerin etiket değerlerine karşılık durumu iteratif 
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olarak hesaplanarak güncellenir. Bu güncelleme 
sırasında kullanılan öğrenme kuralı aktivasyon 
fonksiyonuna bağlıdır.  

  
 

Şekil 5. Yapay sinir ağı modeli 

 
Birden fazla yapay sinir hücre modeli kaskad 
bağlanarak çok katmanlı yapay sinir ağları 
oluşturulur. Çok katmanlı YSA modelinde giriş 
katmanı, gizli katman ve çıkış katmanı 
bulunmaktadır. Çıkışta hesaplanan hata değeri 
geriye doğru yayılarak tüm ağırlık değerlerini 
güncellemek için kullanılır.  
 

Δ𝑤𝑖 = 𝜂
𝜕𝐽

𝜕𝑤
+ 𝛼Δ𝑤𝑖  

 

(20) 
 

Burada 𝛥𝑤𝑖 ağırlık değerinin değişimi, 𝜂 öğrenme 
oranı, 𝐽  kayıp fonksiyonu, 𝛼 momentum sabitidir 
(Nigam, 2004; Lenzi, 2016; Srinivasan, 2007; Hung, 
2015). 
 
2.3.3 Doğrusal Ayrım Analizi 
 
Çoğunlukla öznitelik boyut azaltma amacıyla 
kullanılan doğrusal ayrım analizi (DAA) sınıflar arası 
varyansı maksimize etmeyi amaçlar.  
Bu işlem için öncelikle mevcut parametreler ile veri 
setinde etiketli farklı sınıflar arasındaki 
ayrılabilirliğinin (özniteliklerin ortalama değerleri 
arasındaki uzaklığın,𝑆𝐵) hesaplanması gerekir 
(Tharwat, 2017). 

 

(𝑚𝑖 − 𝑚)2 = 𝑊𝑇(𝜇𝑖 − 𝜇)(𝜇𝑖 − 𝜇)𝑇𝑊 = 𝑊𝑇𝑆𝐵𝑖𝑊 (21) 

 

Burada 𝑚𝑖 𝑖 sınıfı ortalama değeri projeksiyonu 
(𝑊𝑇𝜇𝑖) , 𝑚 tüm sınıf verilerinin ortalama değer 
projeksiyonu (𝑊𝑇𝜇), 𝑊 DAA transformasyon 

matrisi, 𝜇𝑖  (1𝑥𝑀) boyutunda 𝑖. sınıf ortalama değeri 
ve 𝜇 (1𝑥𝑀) boyutunda tüm sınıfların ortalama 
değeridir. Burada 𝑀 hesaplanan öznitelik sayısıdır.  
 
Sınıf içi varyans (𝑆𝑊𝑖

) her bir değerin sınıf ortalama 

değeri ile uzaklığı olarak tanımlanır.  
 
 
 
 

∑ (𝑊𝑇𝑥𝑖 − 𝑚𝑗)
2

𝑥𝑖∈𝜔𝑗,𝑗=1,…𝑐

 

(22) 
 

            = ∑ 𝑊𝑇(𝑥𝑖𝑗 − 𝜇𝑗)(𝑥𝑖𝑗 − 𝜇𝑗)
𝑇

𝑊

𝑥𝑖∈𝜔𝑗,𝑗=1,…𝑐

 

            = ∑ 𝑊𝑇𝑆𝑊𝑗
𝑊

𝑥𝑖∈𝜔𝑗,𝑗=1,…𝑐

 

 
Burada 𝑥𝑖𝑗  j. sınıfın i. örneği, 𝑆𝑊𝑗

 j.sınıf içi varyans 

dır. Hesaplanan sınıflar arası varyans (𝑆𝐵)  ve sınıf 
için varyans (𝑆𝑊) , transformasyon matrisi (𝑊) ile 
Fisher kriteri olarak bilinen metod  (Denklem 23) ile 
maksimum sınıflar arası varyans ve minimum sınıf içi 
varyans hesaplanır. 
 

arg max
W

𝑊𝑇𝑆𝐵𝑊

𝑊𝑇𝑆𝑊𝑊
 

 
(23) 

𝑆𝑊𝑊 = λSB𝑊 

 
Doğrusal ayrım analizinin gruplardan herhangi 
etiketlenmemiş bir verinin ait olduğu grubu en az 
hata ile saptayabilmektedir (Yan S. W., 2015; Choe, 
2010; Li C. H., 2015). 

3. Deneysel bulgular 

Hesaplanan öznitelikler ile ilgili sayısal bilgiler 

Çizelge 1 ‘de verilmiştir. Buna göre Ortalama 

Frekans değerinin epilepsi hastalığının olmadığı A ve 

B setleri ile hastalığın teşhis edildiği C ve D setlerinde 

açık bir şekilde farklı aralıklarda olduğu 

görülmektedir. Bu da Ortalama frekans değerinin 

epilepsi tanısı için ayırıcı bir öznitelik olduğunu 

göstermektedir. Benzer şekilde E setinin Enerji 

değişim oranının diğer setler ile kesişmeyen bir  

aralıkta olması bu özniteliğin epilepsi nöbeti için 

ayırıcı özellikte olduğunu göstermektedir.

 



EEG İşaretlerinin Hilbert Huang Dönüşümü ve Sınıflandırılması, Akgün ve Akgün 

1330 

 

Çizelge 1. Hesaplanan Özniteliklerin maksimum minimum değerleri

 Enerji Değişim Oranı Ortalama Frekans Ortalama Faz Açısı 

Ortalama Maksimum Minimum Ortalama Maksimum Minimum Ortalama Maksimum Minimum 

Set A -0,06 1,38 -0,65 97,80 980,71 6,97 -0,51 2,64 -0,93 

Set B 2,48 12,08 -0,38 95,29 700,49 9,06 2,59 2,87 -0,81 

Set C -0,81 0,06 -0,93 38,76 6,84 e3 7,75 2,40 2,65 -0,91 

Set D -0,77 0,98 -0,94 48,69 2,39e3 8,51 2,46 2,77 -0,80 

Set E 1,34 22,35 -0,80 343,96 2,63e3 29,64 2,68 2,86 -0,54 

Göz açık kaydedilen A seti ile Göz kapalı kaydedilen 

B setlerinden bir örnek incelendiğinde (Şekil 6)  Set 

B için seyrek te olsa yüksek frekanslı bileşenlerin 

daha yoğun olduğu set A ‘ya göre düşük frekanslı 

bileşenlerin seyrek görüldüğü söylenebilmektedir. 

Tüm veri setinden hesaplanan öznitelikler göz açık 

ve göz kapalı sınıfı ile incelendiğinde (Şekil 7)  y 

ekseninde çizilen özniteliğin ayırıcılığı 

gözlemlenebilmektedir. Bu da bahsedilen iki sınıf 

arasında başarılı bir sınıflandırma yapılabileceğini 

göstermektedir. 

Şekil 8 ve Şekil 9’da görüldüğü gibi sağlıklı hasta ve 

epilepsi tanısı konulan hastaların EEG verileri HHD 

dönüşümleri yapılarak incelenmiştir. Buna göre 

sağlıklı verilerin yüksek frekanslı bileşenlerini içeren 

IMF 1 ile epilepsi hasta verileri karşılaştırıldığında, 

epilepsi hastalarının EEG verilerinin 1. IMF’lerinin 

genliklerinin çok daha yüksek olduğu görülmektedir.  

Şekil 10 ve Şekil 11’de görüldüğü gibi set C ve D ile 

set E incelendiğinde açık bir şekilde frekans 

yoğunluklarının epilepsi nöbetinde kaydedilmiş olan 

E setinde 200 kat daha yüksek olduğu 

görülmektedir. Aynı şekilde özniteliklerin ayırıcılığı 

da yüksektir. 

Sinyaller alt sınıflarda yapılan analizler sonucu elde 

edilen öznitelikler ile sınıflandırılmıştır. 

Sınıflandırma sonuçlar Çizelge 1’ de verilmiştir. Buna 

göre en başarılı sonuç sağlıklı epilepsi alt sınıfı 

arasında yapılan sınıflandırmalarda görülmüştür.  

 
 

Şekil 6 Göz Açık Kapalı Analizi 

 

Şekil 7 Göz Açık Kapalı Analizi 
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Şekil 8 Göz Açık Kapalı Analizi 

 
 

Şekil 9 Göz Açık Kapalı Analizi 

 
Şekil 10 .Göz Açık Kapalı Analizi 

 

Şekil 11 .Göz Açık Kapalı Analizi 

Regresyon değerlerine bakıldığında Destek vektör 

makinesi algoritmasının bu çalışmada diğer iki 

algoritmaya göre daha başarılı sonuçlar ürettiği 

görülmektedir. 

 

 

4. Tartışma ve Sonuç 

EEG sinyallerinin hilbert huang dönüşümü ile analizi 

ve içsel mod fonksiyonlarından elde edilen 

öznitelikler ile sınıflandırılması gerçekleştirilmiştir.  

Buna göre epilepsi ve sağlıklı bireylerden alınan EEG 

sinyalleri frekans bandında incelendiğinde giriş 

bölümünde verilmiş olan çalışmaların ortalama 

başarısının üzerinde (%98 - %100) bir doğruluk ile 

sınıflandırılabildiği sonucuna ulaşılmıştır.  Ayrıca 

epilepsi nöbeti EEG sinyalleri ile kolayca tespit 

edilebilmektedir. Hesaplanan öznitelikler 

kullanılarak makine öğrenme algoritmalarından 

Destek vektör makineleri, Yapay sinir ağları ve 

Doğrusal Ayrım analizi yöntemleri yardımıyla 

sınıflandırma gerçekleştirilmiştir. Bu sonuçlara göre 

epilepsi teşhisi için %100 ‘e yakın başarı ile DVM ve 

DAA metotları öne çıkmaktadır.   
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Çizelge 1.  Sınıflandırma Sonuçları 

 DVM DAA YSA 

hata 𝜌 hata 𝜌 hata 𝜌 

D1* 0,28 0,71 0,31 0,68 0,22 0,80 

D2* 0 1,0 0 1,0 4,5 10−4 0,98 

D3* 0,13 0,86 0,23 0,76 0,21 0,70 

*D1: Göz Açık kapalı D2: Sağlıklı Epilepsi, D3: Nöbet var yok.  Hata 

değerleri hataların karelerinin ortalaması ile hesaplanmıştır.  
𝜌  Doğruluk oranıdır. 
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