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ONECIKANLAR
Kati kiimeleme ile yeni bir Uzman Karigimi1 modeli
Yeni bir gecis fonksiyonun tasarlanmasi
e Uzman Karigimlar ile yiiksek siniflandirma performansi

Makale Bilgileri OZET

Gelis: 10.10.2015 Uzman Karisimlari, Kolektif Ogrenme metotlarindan biridir ve simiflandirma basarisini artirmak igin

Kabul: 28.03.2016 yaygin olarak kullanilmaktadir. Bu algoritmada, veri seti yumusak kiimeleme ile alt boliimlere ayrilir. Her
bir boliim i¢in ayr1 bir smiflandirict uzman olusturulur ve o boliimdeki drneklerle egitilir. Belirlenen bir

DOI: gecis fonksiyonu ile de uzmanlarin kararlar1 birlestirilerek siniflandirma iglemi yapilir. Bu ¢aligmada veri

10.17341/gazimmfd.278457 seti, literatiirde oOnerilen yumugak kiimeleme yerine kati kiimeleme yontemiyle alt veri setlerine

boliinmiistlir ve her bir alt veri seti i¢in ayr bir smiflandirict atanmistir. Uzmanlarin kararlari da onerilen
Anahtar Kelimeler: yeni bir gecis fonksiyonu ile birlestirilmistir. Bu gecis fonksiyonu sayesinde, her hangi bir test noktasi igin
tim uzmanlarm o test noktasma olan uzakliklarina bagl olarak verdikleri kararlar agirliklandirilarak
birlestirilir ve ortak komite karar1 hesaplanmistir. Bir grup veri seti {izerinde yapilan denemelerde, karar
agaclar1 ve k en yakin komsuluk algoritmasi gibi tekil siniflandiricilara gére uzman karisimlarinin daha
basarili sonuglar verdigi gézlemlenmistir.
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Classification in mixture of experts using hard clustering and a new gate function
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1. GIRIS (INTRODUCTION)

RBF (Radial Basis Functions) metodunun gelistirilmis bir
versiyonu olan UK (Uzman Karisimlari) ilk olarak Jacobs
ve Jordan tarafindan onerilmistir [1]. UK, Kolektif 6grenme
(Ensemble Learning) yontemlerinden biridir. UK’da amag,
veri setini bol-yonet mantigiyla daha az karmasik bir yapiya
indirgeyerek siniflandirma performansini artirmaktir. UK
ile veri seti en uygun sekilde alt kiimelere boliiniir ve her
bir alt kiime i¢in bir uzman atanarak o bolgedeki 6rneklerle
egitilir. Amag¢ her bir alt bolgenin bir veri seti gibi
disiintilip o bdlge icin en wuygun siniflandiricinin
egitilmesidir ve toplam smniflandirma performansinin
artirilmasidir. Bir veri setinin alt bolgeleri birbirinden farkli
yapilar igeriyor olabilir. Bu farkliliklar, 6rnek sayisindan,
simf etiketi sayisindan, verilerin tipinden, yogun veya
seyrek olusundan ve degisik istatistiksel Olgiitlerden
kaynaklaniyor olabilir. Bu farklhiliklar simiflandirma bagarist
tizerinde olumlu ya da olumsuz etki olusturabilir. Kiimiilatif
siniflandirma basarisini artirmak amactyla tiim veri kiimesi
icin tek bir model belirlemek yerine her bir alt bolge igin
farkli modeller tasarlamak ve bu modelleri uygun bir
fonksiyonlar birlestirmek gerekebilir. UK algoritmasinin
basaris1 iki temelde dayalidir. Birincisi veri setinin alt
boliimlerinin nasil belirlendigi, digeri ise test drneklerinin
nasil etiketlendigidir. Literatiirde veri setinin bdoliimlere
ayrilma  islemi  Beklenti ~ Artinmu  (Expectation
Maximization, BA) algoritmasiyla ve etiketleme isleminin
de BA yontemine 06zgii bir gegis fonksiyonu (Gating
Function) ile yapildig1 anlatilmaktadir [2]. Bilindigi lzere
BA yontemi, yumusak bir kiimele (soft clustering)
yapmaktadir. Diger bir deyisle veri setindeki her bir 6rnek
belirli bir oranda birden fazla kiimeye ait olabilir. UK
yonteminde bir test Orneginin etiketlenmesi iglemi ait
oldugu her bir kiimenin uzmanlart tarafindan verilen
kararlarin birlestirilmesiyle yapilir. Verilen her bir karar
ilgili test Orneginin o kiimeye ait olma oraniyla dogru
orantili olacak sekilde agirliklandirilir. Kararlarin  bir
fonksiyon ile birlestirilmesiyle de komite karar1 bulunmus
olur. UK alaninda son 20 yil igerisinde teorik ¢alismalar
yapilmus, farkli yaklagimlar sunulmustur. Bir siniflandirma
modeli olarak UK algoritmasi, hazir ve ortak kullanima
acik veri setlerinin yani1 sira 6zel bir amag igin hazirlanmis
olan veri kiimelerine de uygulanabilmektedir. UK modeli
goriintii isleme, yiiz tanmima, ylizden cinsiyet ve etnik
Ozellikleri ¢ikarma, el yazisi tanima, robot yol bulma, saglik
ve tip biligimi, protein etkilesim tahmini, ses tanima, ses
gruplama, 3B nesne tanima, sinyal isleme, hava tahmin ve
raporlama gibi bir¢ok alana uygulanmis ve diger klasik
yontemlere gore daha basarili sonuglar elde edilmistir.
Ayrica  gelistirilmis  degisik  stratejilerle  UK’nin
smiflandirma basaris1 artirilmaya ¢alisilmistir.  Seniha,
Wilson ve Gader 2014 yilinda yaymladiklari literatiir
taramasinda [3], UK alaninda son 20 y1l igerisinde yapilmis
caligmalari incelenmistir. Caligmalarinda ~ UK’nin
varyasyonlu 6grenme metoduna (Variational learning of
ME), hiyerarsik UK modellerine, en uygun sayidaki
uzmamin  tespit edilmesine, UK ile gelistirilmis
smiflandirma ve regresyon modellerine, Bayesin UK
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modeline, UK’nin istatistiksel modellerine, yillar
icerisindeki degisimlerine ve bu alanda yapilan pratik
uygulamalara yer verilmigtir. Bir veri setinde sinif tiirlerine
ait veri dagilimlar1 dengesiz ve asimetrik olabilir. Simf
tirlerine bakilmaksizin &rnekler veri uzaymda kuyruk
yapisinda veya kivrimli bir sekilde bulunabilir. Genel
olarak tiim veriler gauss dagilimina uygun da olmayabilir.
Ayrica belirli Ozniteliklere ait veriler zamana, mekana,
sicakliga ve bazi durumlara bagl olarak degisiklik
gosterebilir. Bir veri seti hem devingen hem de duragan
veriler igerebilir. Bu gibi durumlarda hem tekil
smiflandiricilarin [4] hem de UK modellerinin [5] beklenen
diizeyde  performans gosteremeyecegi literatiirde
belirtilmistir. Akben ve Alkan tarafindan yapilan ¢aligmada
[4] Oznitelikler arasindaki korelasyonun diisiik olmasinin
smiflandirma bagarisini olumsuz etkiledigi vurgulanmistir.
Chamroukhi tarafindan yapilan g¢aligmada [5] ise Non-
Normal Mixture of Experts (NNMOE) modeli 06ne
stirilmusttr. Dengesiz (skewed) ve kuyruklu (tailed) veri
setleri olusturmak igin trettikleri sentetik veri setlerinde
klasik UK modeline gore regresyon, smiflandirma ve
kiimeleme islemlerinde yiiksek diizeyde bagari orani elde
edilmistir. Normal bir dagilima sahip veri setinde giiriiltiilii
noktalara (noise) karst normal bir UK modeli hassas bir
yaptya sahiptir. Nguyen ve McLachlan tarafindan yapilan
bir ¢alismada ise giriiltii eklenmis veri setlerine karst
glirbiiz (robust) bir yapiya sahip Laplace mixture of linear
experts (LMoLE) modelini 6ne siirmiislerdir [6]. Lineer bir
regresyon modeli ile smiflandirma yapan LMoOLE
algoritmasinda giirtiltiilii verilere karsi basarili sonuglar
elde edilmistir.

Bu caligmada, her bir alt bolgeyi ayr1 bir veri seti gibi
diisiinerek olasi bazi olumsuz etkilerin en aza indirilmesi
amaglanmistir. Bu sayede genel siiflandirma basarisinin
artirilacag diigiiniilmiistiir. Bu amagla tiim veri seti i¢in tek
bir 6grenici yerine, veri setinin her bir alt bolimii igin ayri
ayr1 Ogreniciler inga edilmistir. Veri setinin alt boltimleri k-
means yOntemiyle kati kiimeleme (hard clustering)
yapilarak belirlenmistir. Normalde UK tasarimlarinda,
DBSCAN, OPTICS, Fuzzy-Means ve Beklenti Artirimi
gibi  yumusak kiimeleme yontemleri kullanilarak
gerceklestirilmektedir. Homojen bir kolektif 6grenme
yapist olusturmak icin her bir alt bolim ayri bir Karar
Agact (Decision Tree, KA) ile modellenmistir. Bir test
Orneginin etiketlenmesi i¢in ise tiim uzmanlarim kararlarimi
birlestiren yeni bir gecis fonksiyonu tasarlanmistir. BA
kiimeleme algoritmast her veri setinde ¢alismamaktadir. BA
kiimeleme islemi yaparken bazi durumlarda ill-conditioned
diye ifade edilen kovaryans matrisinin olusturulamama
durumu ortaya ¢ikmaktadir. Birgok veri setinde
kargsilagilabilecek bu durumda GMM (the Gaussian Mixture
Model)’nin olusturulmasinda hata meydana gelmekte ve
optimizasyon durmaktadir. k-means yontemi, tiim veri
setlerine rahatlikla uygulanabilecegi i¢cin BA ve GMM’ye
gore oldukca avantajlidir. Bu ¢alismanin deneysel sonuglar
iceren ilk hali bir konferansta [7] sunulmustur.
Genisletilmis ve gelistirilmis bu g¢alismada ise Onerilen
yontem ile elde edilen basarili sonuclarinin nedenlerine ve
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hangi durumlarda basarilhi oldugunun belirlenmesine
odaklanilmigtir. Calismamizin geriye kalan kisminda dort
bolim daha vardir. Ikinci béliimde &nerilen UK
yontemindeki gecis fonksiyonunun yapisina, c¢alisma
prensibine, uzman se¢imine ve Onerilen yontemin zaman
karmagikhigi analizine yer verilmistir. Ugilincii boliimde
pratik uygulama ve deneysel sonuglara; dordiincti boliimde
ise degerlendirmelere ileri ¢aligmalarin neler olabilecegine
yer verilmistir.

2. UK iCiN YENI BiR YAKLASIM
(A NEW APPROACH FOR MIXTURE OF EXPERTS)

Her hangi bir test noktasinin smiflandirilmast yumusak
kiimelemeli klasik UK modelinde ait oldugu alt bolgenin
uzmaninin karari ile yapilmaktadir. Fakat bu ¢alismada bir
test noktasinin smiflandirilmasi, kati kimeleme ile
olugturulan tiim bolgelere ait uzmanlarin verdikleri
kararlarmin birlestirilmesiyle yapilmaktadir. Birlestirme
isleminde tasarlanan bir ge¢is fonksiyonu kullanilmistir.

2.1. Yeni Bir UK Yaklasimi ve Gegis Fonksiyonu
(A New MoE Approach and Gate Function)

Kararlarin birlestirilmesi islemi gegis fonksiyonu adindaki
bir mekanizma tarafindan yapilmaktadir [8]. Sekil 1’de
goriildiigii lizere Onerilen yaklagimin yani UK’ nin ¢alisma
mantig1 su agamalardan olusur:

1. Veri seti K adet alt kiimeye ayrilir.

2. Ayrilan her bir alt kiime i¢in bir Uzman (Expert) atanir
ve egitilir.

3. Gelen x test Orneginin etiketlenmesi igin tim alt
uzmanlara danigilir ve kararlari (i;) tek tek alinr.

4. Gegis fonksiyonu ile tiim kararlar uzmanlarin test
noktasina olan uzakliklarina bagli olarak agirhiklandirihir
(g * u;) ve birlestirilir.

5. Gegis fonksiyonu test noktasinin her bir sinifa ait olma
olasilig1 hesaplar.

6. Hesaplanan en yiiksek orandaki sinif tiirii ile test noktasi
etiketlenir (majority voting).

Calisgmamizda farkli bir uzman tasarimi ve buna bagl
olarak yeni bir gecis fonksiyonu onerilmistir. Sekil 1’de
goriildiigiic  gibi  gecis fonksiyonu tarafindan, X test
noktasinin etiketlenmesinde her bir uzmanin verdigi karar
agirliklandirilir.  Gegis  fonksiyonun  tasarlanmasinda
yakinda olan uzmanlarin etkisi fazla; uzakta olanlarin
etkisinin az olmas: gerektigi diisiincesinden yola ¢ikilarak
Shepard metodundan [9] vyararlanmilmistir. Bir  test
noktasinin sadece en yakinda bulunan uzmana danigilarak
smiflandirilmast ~ durumunda  hatalarinin =~ olusmast
muhtemeldir. Bu test 6rnegi bulundugu alt kiimenin karar
siirinda ise ya da iki alt kiimenin orta noktasinda ise
siiflandirma islemi basarisizlikla sonuglanabilir. Bu
caligmada bu soruna ¢éziim aranmis ve bahsedildigi lizere
uzmanlarin uzakliklarim temel alan yeni bir ge¢is
fonksiyonu tasarlanmaistir.

p(x)

Gegis
Forksiyonu /

251 2]

Uzman 1 | | Uzman 2

Sorgu noktast

Sekil 1. UK’nin ¢alisma prensibi (Principals of ME)

Sekil 1’de goriildiigii lizere herhangi bir test 6rnegi X’in
simifin1 bulan u(x) fonksiyonunun genel yapisi Es. 1’de
gorildiigi gibidir.

ulx) = {;1 w; () (x) 1)

u(x) fonksiyonun verdigi siniflandirma karar1 u(x) € [0,1],
i=1,...,K; j=1,...,C seklindedir. Es. 1’de kullanilan w;, i.
uzmanin hesaplamadaki agirligidir ve Es. 2°de gosterildigi
gibi hesaplanir.

W= = o v
X test noktast ve Ej arasindaki uzaklik Oklid uzaklik
yontemi Es. 3 ile bulunmaktadir. Ej, j. uzmanin 6grendigi
alt kiimenin merkez noktasidir. Merkez noktasi bilindigi
iizere kiime icindeki egitim Orneklerinin  aritmetik
ortalamasi ile bulunmaktadir ve ilgili uzmani kolektif
hesaplamada temsil etmektedir. A, veri uzayin 6zellik
(boyut) sayisidir ve herhangi bir noktanin 6zellikleri vektor
olarak su sekilde tanimlanmaktadir:
(a,(x), ay(x),az(x), ...a,(x)). Burada a(x), Xin .
ozelligini gostermektedir.

d(x,E;) = \/Zil (ai(x) — ai(Ej))z 3

Daha 6nce Tom Mitchell tarafindan Onerilen ve iizerinde
caligmalar yapilarak gelistirilen Distance-weighted-k-NN
smiflandiricinin [10] ¢alisma prensibi buraya uyarlanmis ve
gecis fonksiyonu olarak Es. 4 gelistirilmistir. ¢;, i. Uzmanin
X test noktasi i¢in hesaplamadaki agirligidir.

Wi

K .
Z]-:le

gi = 4)
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K’ni alt kiime ve ayn1 zamanda uzman sayisini1 gosterdigi
Es. 5 her bir uzman i¢in atanan yiizdelik agirliklar toplami
(G) 1’e esittir. Goriildigi tizere x kaydinin sinifi
belirlenirken uzakliga bagli olarak her bir KA’nin verdikleri
kararlar agirhiklandirilmstr.

G=XY.19i=1 ®)

X’in ait olabilecegi siniflarin yiizdelik olarak en biiyiigi ile
etiketleme yapilabilmesi igin siniflandirma fonksiyonu Es.
6’da, genisletilmis hali ise Es. 7°dir.

u(x) = argmaxcec(gi. pf (x)) (6)
S winf@)
1) = argmaree; (275) ™

Burada C, veri setindeki tiim sonlu sinif etiketleri kiimesidir
ve {Cy, Cy, C....,Cs} elemanlarindan olusur. 4;°(x) fonksiyonu
ise, i. uzmana gore X’in C sinifindan olma olasiligin
hesaplamaktadir. u:R—C olan g fonksiyonu tim smif
tiirleri igin ayr1 ayri hesaplama yapip maksimum argiimani
sinif etiketi olarak X’e atamaktadir.

2.2. Temel Uzman seg¢imi (Base Expert Selection)

UK’nin  degisik pratik uygulamalarinda farkli temel
smiflandiricilar kullanilmistir. Cok Katmanli Algilayicilar,
Destek Vektor Makineleri, kK En Yakin Komsular yontemi,
Naive Bayes simiflayicisi ve lineer ayiricilar gibi birgok
Ogrenici uzman olarak tercih edilmistir. Bu ¢alismada temel
uzman sec¢imini, karar agaclar ile yapilistir. k-means ile
olusturulan k tane alt veri setinin her biri ayr1 bir veri seti
gibi digtiniiliip k tane KA siiflandiricist insa edilmistir.
UK uygulamalarinda KA kullanimi mantig1 ilk olarak
Jordan ve Jacobs tarafindan anlatilmigtir [11]. Bugiine dek
UK yontemleri iizerinde pek ¢ok calisma yapilmis ve
farkliliklart gosterilmistir. UK’ nin gliniimiizde oldugu gibi
Radial Basis fonksiyonlariyla kullanilmasini ilk olarak Lei
Xu Onermistir [12]. Ayrica KA’lar, kompakt ve
simiflandirmay1 kolaylastirici  6zelliginden o6tiirti  Radial
Basis fonksiyon aglarinda TB-RBF (Decision Tree based
Radial Basis Function) adiyla kullanildig1 da bilinmektedir
[13]. Hizli bir sekilde egitilebilmeleri, karar verme
hizlarinin  yiiksek olusu ve beyaz kutu (white box)
yapisindaki 6zellikleri ile ¢aligma sistemlerinin kolay analiz
edilebilmesi gibi o6zelliklerinden otiri  KA’lar  diger
ogrencilere gore daha avantajlidir. Kolektif 6grenme
yontemlerinde de genelde temel 6grenici olarak KA’larin
tercih edildigi de bir gercektir [14]. Bu nedenle
calismamizda karar agaglart her bir alt bolimde
kullanilmak {izere tercih edilmistir. Karar agaci
algoritmasinda, bir aga¢ yapis1 vardir. Agacin yapraklar
iizerinde smiflar ve govdeden yapraklara giden g¢izgiler
izerinde de islemeler yer almaktadir. Karar agaci
algoritmasinda, agacin olusturulmas: sirasinda, tizerinde
egitim yapilan veri seti, Ozelliklerine goére kiimelere
boliintir, bu iglem, Ozyinelemeli bir sekilde (recursion)
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tekrarlanir ve tekrarlama islemi Onemini Yitirene kadar
stirer. Yapay 6grenmede karar agaclari iki sekilde kullanilir.
Birincisi siniflandirma agaglaridir ki sorgu noktasini bir
simfa yerlestirmeyi amaclar. ikincisi ise Regresyon
Agaclart (Regression Trees)’dir ve sorgu noktasi i¢in bir
smif yerine sayisal bir deger bulmay: amaglar.

2.3. Agirliklandirma Yontemi (Weighting Method)

Es. 1’de goriildiigli lizere uzmanlarn kararlar1 uzakliga
bagli olarak yapilmaktadir. Burada agirliklandirma islemi
icin kullamilan farkli teknikler vardir: 1/d, 1d? ve 1/d
1/d®1i yontem, 1/d’ye gore yakindaki 6gelerin etkisini gok
daha fazla; uzaktakinin etkisini ¢ok daha az almaktadir.
1/d*1i gegis fonksiyonu, yapilan deneysel uygulamalarda
digerlerinden daha basarili sonuglar verdigi igin tercih
edilmistir.

2.4. Karmasiklitk Analizi (Complexity Analysis)

Uzman olarak insa edilen bir KA’nin biiyiik O notasyonuna
gore zaman karmagiklig1 Es. 8 ile agiklanmaktadir [15]:

O(A = n *logn) 8

n ornek sayisini, A ise 6zellik sayisii gostermektedir. k-
means kiimeleme yonteminin karmasikligi ise Es. 9 ile
analiz edilmektedir [16]:

O(nx*kx*IxA) 9

burada k kiime sayisimi, | iterasyon = sayisii
simgelemektedir. Gelistirdigimiz UK yonteminde k tane
KA olusturmanin maliyeti ise Es. 10 ile hesaplanmaktadir.

O(k*A*%*log%)=O(A*n*log%) (10)

Bir veri igin yalin bir KA inga etmek ile k tane KA inga
etmek arasindaki zaman karmagsikligi oranimi Es. 11°de
gosterildigi gibi bulunabilir.

Axnxlogn\ _ logn
0 <A*n*10g%) =0 (10g%) (11)

k parametresi her zaman igin kiigiik bir tamsay1 olarak
alindigindan dolay1 6nemsenmeyebilir. Bu durumda k tane
KA olusturmak zaman karmasikligi agisindan maliyetli bir
durum olmadig1 sonucuna varilabilir. | ve A sayilarinin her
bir uzman i¢in aymi oldugu diisiiniiliip sabitlenirse, UK
yonteminin karmasiklign Es. 12’de gosterildigi sekle
doniisiir.

O(A*n*log£)+ O(n*k)+ 0(k) (12)

Yukaridaki zaman karmasiklii analizinde ilk iki
karmagiklik k tane KA ve Kk tane kiime olusturmayi
gostermektedir. En sonda bulunan O(K) karmagsikligi ise
gecis fonksiyonuna aittir ve k kiigiik bir tamsay1 oldugu igin
onemsenmeyecek etki diizeyindedir.
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BA yonteminin karmasiklik analizi ise [17] Es. 13°de
gosterildigi sekilde olmaktadir.

O(I x (A*n+ k *n?)) (13)

Goriildigi tizere iterasyon sayilari (1) esit alinirsa BA’nin
karmagiklig1 k-means’e gore oldukca fazladir. Alt bolgelere
ayirma isleminin ardindan ayni tiir siniflandiricilarin
kullanildigr durumda, alt bdlgelere ayirma isleminin etkisi
dolayisiyla BA igeren bir yontemin k-means igeren bir
yonteme gore toplam karmagiklig: fazla olacaktir.

3. DENEYSEL SONUCLAR (EXPERIMENTAL RESULTS)

Uygulama alan1 olarak ortak kullanima ag¢ik UCI
(University of California Irvine Machine Learning
Respository) [18] veri setlerinde 36 tanesi se¢ilmistir. Tiim
veri setlerine ait degerler normalize edilmis, kayip degerler
yer degistirilmis, nominal degerler ikili sayisal degerlere
dontgtiiriilerek kullanima hazir hale getirilmistir. Tim
algoritmalar MATLAB ortaminda, her bir veri seti iizerinde
5%2 capraz gecerleme ile test edilmistir. 5x2 kat ¢apraz
gegerleme islemde 2 kat ¢apraz gegerleme iglemi 5 defa
tekrarlanir. 2 kat ¢apraz gegerleme isleminde ise egitim seti
rastgele 2 pargaya ayrilir. ik parga egitim seti ikinci parca
test seti olarak belirlenir. Test setindeki orneklerin yiizde
kacinin dogru bilindigi egitim setine danisilarak hesaplanir.
Ilk islem tamamlandiktan sonra test seti egitim setine;
egitim seti test setine doniistiiriilerek yilizdelik basar1 tekrar
hesaplanir. Bu islemler 5 defa tekrarlanarak 10 tane
yiizdelik basar1 sonucu elde edilir. Bu yiizdelik basarilarin
aritmetik ortalamasi ¢apraz gegerleme igleminin sonucudur.
Yapilan uygulamalarda veri setleri k-means kiimeleme
metoduyla (iterasyon sayisi=100) k degerleri sirasiyla 2 ile
50 arasinda alinarak kiimeleme islemi yapilmistir. Veri
setlerini daha yiiksek sayida kiimelere ayirmak hem
hesaplama siiresini artirmakta hem de seyrek veri setlerinde
¢ok az elemanli alt kiimeler olusturmaktadir. Bu durumda
k-means’teki k parametresi artirildiginda (veri setindeki
eleman sayisina yaklasildiginda) distance weighted k-NN
smiflandirmasina  benzer bir yapinin ortaya ¢iktigi
gozlemlenmistir. Aym1  veri seti tlzerinde iki farkh
smiflandirma iglemi tarafindan elde edilen sonuglarin
istatistiksel anlamliligin1  belirleyebilmek i¢in T-Test
yontemi kullanilmigtir. T-Test {i¢ farkli degeri sonug olarak
vermektedir: win (basaril), loss (basarisiz) ve tie (esit). Bu
yontem sayede onerilen yontemin basarili olup olmadigi
tespit edilebilmektedir. Tablo 1’de 36 UCI veri seti ile
yapilan uygulamalarin sonuglari goriilmektedir.
Gelistirdigimiz UK yontemi 3 ayrt siniflandirict ile
kiyaslanmustir.  Bunlar  INN (En  Yakindaki Komsu
algoritmasi), en iyi sonucu veren k-NN (k — En yakin
Komsuluk algoritmasi) ve KA siiflandiricilaridir. T-Test
sonucuna gore elde edilen basari, basarisizlik ve esitlik
sayillart Tablo 1°de gozikmektedir. Goriildigi Uzere
UK’nin KA ile kiyaslanmasinda 11 adet veri kiimesinde
performans artigt (win) saglanmig, 23’iinde degisme
olmamus, sadece 2 tanesinde basarisiz olunmustur. Bu da
iizerinde ¢aligilan yontemin var olan KA modeline gore
daha basarili sonuglar elde ettigini gostermektedir.

Tablo 1. T-Test Sonuglar1 (T-Test Results)

T-Test UK’y1 INNile UK’y1 Eniyik- UK’y1KAile

Sonucu Kargilagtirma NN ile Karsilastirma
Karsilastirma

Win 21 11 11

Tie 11 18 23

Loss 4 7 2

Tablo 2’de de goriildigi ilizere T-Test sonucuna gore
audiology ve zoo veri setlerinde, elde edilen basarisizligin
nedeni veri setlerinin yogunlugu ile alakalidir. Bu wveri
kiimeleri o kadar kiigiiktiir ki kiimelere ayirma islemi
sonucunda olusan ayrik kiimeler igerisinde her bir sinif
etiketini  temsil  edecek  yeteri  sayida  Ornek
bulunmamaktadir. Bu durum olusturulan alt uzmanlarin
belirli siniflarda dnyargiya sahip olmasina ve dogal olarak
genel performansin diisiilk ¢ikmasina neden olmaktadir.
Tiim veri setleri igin olusturulmus KA siniflandiricist ile bu
uygulamada yaptigimiz UK siniflandiricisinin - dogruluk
oranlart Tablo 2’de verilmektedir. Bu tablo ile tekil bir
ogrenci olan KA’nin simiflandirma performanst ile UK’ nin
performans1 T-Test sonuglartyla kiyaslanabilmektedir. ilk
siitun tekil KA siniflandiricisinin veri kiimeleri {izerinde
verdigi dogruluk degerini; ikinci ve {igiincl siitun ise UK
smmiflandiricisinin degerlerini gostermektedir. ikinci siitunda
UK i¢in olusturulan alt kiime sayisin1 yani k-means
yontemindeki k parametresini; sonraki siitun UK’nin k
degerine baglik olarak verdigi dogruluk degerini
gostermektedir.  Son  iki situnda UK ile KA
karsilastirlldiginda yiizdelik artis-azalis ile T-Test sonucu
verilmektedir. Yaptigimiz UK uygulamasinda dogruluk
oraninin bazi veri setlerinde KA dogruluk oranina gore
%10,28’e kadar artis sagladigi gézlemlenmistir. k-means ile
36 adet UCI veri seti ilizerinde yapilmis olan bu uygulama
yumusak kiimelemeli BA algoritmastyla tasarlanmig UK
modeli ile karsilagtirilmak istenmistir. Fakat deneysel
uygulamalar asamasinda BA’li UK modeli sadece 4 veri
seti Uizerinde ¢aligsabilmistir. Bu nedenle onerilen bu model
sadece KA smiflandiricis1 ile karsilagtirilabilmistir.
Kullanic1 tarafindan belirlenen K parametresi ile iizerinde
calistlan veri seti igin olusturulacak alt kiime sayisi
belirlemektedir. k degeri tarafindan belirlenmektedir ve en
uygun deger deneysel sonuglarla bulunmaktadir. Onerilen
bu modelde parametre bagimliligt olumsuz bir durum
olarak algilansa da klasik UK yontemlerinde de parametre
gerekliligini hatirlatmak isteriz. En uygun k degerinin
otomatik olarak bulunmasiyla alakali olarak degisik
caligmalar yapilmistir [19, 20]. Ayrica baska bir ¢aligmada
SOM (Kohonen's Self Organized Map) yonteminden
yararlanilarak en uygun Kk degeri bulunmaya g¢aligilmistir
[21]. Degisik k parametreleriyle yapilan deneysel
calismalarda yogun bir yapidaki veri setinin fazla sayida alt
kiimelere; seyrek bir yapidaki veri setinin de az sayida
kiimelere bélmenin toplam siniflandirma basarisini artirdigi
gozlemlenmistir. Burada yogunluk ol¢iitii i¢in Es. 14’te
verilen metrik kullanilmigtir.

o N
Yogunluk = o (14)
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Tablo 2. UCI Test Sonuglar1 (UCI Test Results)

Veri seti Ad1 Ornek Sinif Oznitelik KA UK KA ile UK’y1
Sayisi Sayist Sayisi Dogruluk karsilagtirma
Orani k Dogruluk  Yiizdelik T-Test
Orani fark Sonucu

abalone 4153 19 10 0,2122 50 0,2231 5,11 win
anneal 890 4 62 0,9883 2 0,9879 -0,05 tie
audiology 169 5 69 0,8615 2 0,8166 -5,22 loss
autos 202 5 71 0,6614 2 0,6426 -2,84 tie
balance-scale 625 3 4 0,7811 30 0,8614 10,28 win
breast-cancer 286 2 38 0,6692 20  0,7028 5,02 win
breast-w 699 2 9 0,9465 4 0,9536 0,76 tie
col10 2019 10 7 0,7575 3 0,7559 -0,21 tie
colic 368 2 60 0,8092 2 0,8212 1,48 tie
credit-a 690 2 42 0,8197 4 0,8533 4,10 win
credit-g 1000 2 59 0,6870 20  0,7140 3,93 win
d159 7182 2 32 0,9698 2 0,9610 -0,90 tie
diabetes 768 2 8 0,7036 10 0,7375 4,81 win
glass 205 5 9 0,6527 5 0,6615 1,35 tie
heart-statlog 270 2 13 0,7415 35 0,8015 8,09 win
hepatitis 155 2 19 0,7923 4 0,8103 2,28 tie
hypothyroid 3770 3 31 0,9943 2 0,9932 -0,11 tie
ionosphere 351 2 33 0,8547 35 0,8991 5,20 win
iris 150 3 4 0,9333 2 0,9400 0,71 tie
kr-vs-kp 3196 2 39 0,9901 2 0,9838 -0,63 tie
labor 57 2 26 0,8596 2 0,8526 -0,82 tie
letter 20000 26 16 0,8234 2 0,8203 -0,38 tie
lymph 142 2 37 0,7901 3 0,7775 -1,60 tie
mushroom 8124 2 112 1,0000 2 0,9997 -0,03 tie
primary-tumor 302 11 23 0,4265 2 0,4351 2,02 tie
ringnorm 7400 2 20 0,8842 10  0,9375 6,03 win
segment 2310 7 18 0,9436 2 0,9474 0,39 tie
sick 3772 2 31 0,9824 2 0,9846 0,22 tie
sonar 208 2 60 0,7000 5 0,7231 3,30 tie
soybean 675 18 83 0,8824 2 0,8809 -0,17 tie
splice 3190 3 287 0,9254 2 0,9066 -2,03 tie
vehicle 846 4 18 0,6849 5 0,6835 -0,21 tie
vote 435 2 16 0,9361 3 0,9549 2,01 tie
vowel 990 11 11 0,6873 9 0,7143 3,94 win
waveform 5000 3 40 0,7394 35 0,8051 8,89 win
Z00 84 4 16 0,9762 2 0,9214 -5,61 loss

Tablo 3. Yogun ve Seyrek veri setleri (Dense and Sparce Datasets)

Yiizdelik Degisiklik

N C A Yogunluk k=5 k=10 k=20
balance-scale 625 3 4 521 3,77 5,29 5,53
breast-w 699 2 9 388 1,36 1,33 1,48
waveform 5000 3 40 41,7 0,44 3,24 6,31
autos 202 5 71 0,2 -11,68 -21,11 -30,84
colic 368 2 60 0 -0,53 -5,17 -9,53
labor 57 2 26 0,5 -11,42 -11,83 -9,38

N, A ve C degerleri sirasiyla veri setindeki ornek sayisi,
Oznitelik sayis1 ve smif sayisidir. Tablo 3’de ilk 3 verinin
yogunlugu olukca fazla, son ii¢ veri setinin de yogunlugu
oldukga azdir. k=3 alindiginda elde edilen dogruluk basari
degerlerine gore k’nin 5, 10 ve 20 alindiginda elde edilen
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basar1 degerleri arasinda bir karsilagtirma yapilmistir.
Goriildigi tizere yogun veri setlerde k degerinin artmasiyla
daha yiiksek basari, azalmasiyla da daha diigiikk basarilar
elde edilmistir. Ayrica KA ve UK smiflandirict
sistemlerinde olusturulan karar agaclarmin igyapilarindaki
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diiglim sayilar1 da ayr1 bir karmagsiklik 6l¢iitii olabilir. Bu
nedenle KA ve UK siniflandiricilarinin igerisinde bulunan
diigiim sayilar1 Tablo 4’de verilmistir. UK’da k degeri 5
alindiginda karar agaglarinda olusan toplam diigiim sayisi
8662, KA’lardaki toplam digim sayilar1 ise 7368°dir.
Birbirine ¢ok yakin olan bu degerler 6nerilen yontem ile var
olan KA yonteminin karmagsiklik acisindan birbirine
benzedigini gostermektedir.

Tablo 4. KA ve UK’daki diigiim sayilar
(Number of nodes in DT and MoE)

Veriseti KA diigiim sayis1 UK diiglim sayist
abalone 1515 1502
anneal 21 34
audiology 37 42
autos 51 58
balance-scale 69 74
breast-cancer 63 58
breast-w 37 22
col10 295 396
colic 47 50
credit-a 93 106
credit-g 209 198
d159 205 462
lymph 21 28
mushroom 27 48
diabetes 139 138
glass 47 66
heart-statlog 35 66
hepatitis 19 30
primary-tumor 81 70
ringnorm 531 600
segment 91 130
sick 53 76
sonar 35 44
soybean 81 120
splice 167 220
vehicle 151 170
vote 19 26
vowel 191 240
waveform 737 620
Z00 7 10
hypothyroid 23 78
ionosphere 37 46
iris 9 20
kr-vs-kp 73 202
labor 9 12
letter 2413 2600
TOPLAM 7638 8662

4. SONUCLAR VE TARTISMALAR
(RESULTS AND DISCUSSIONS)

Bu c¢alismada denetimsiz 6grenme ile veri seti kiimelere
bolinmiis ve denetimli bir 6grenme gergeklestirilmistir. Bu
durum oOnerilen yonteme ait hesaplama siiresinin tekil
Ogrenicilere goére artirmasimi  saglamustir.  k-means ile
yapilan kiimeleme isleminde her defasinda baska kiime
gruplart olustugu i¢in smiflandirma basarisi kiimelerin

yerlesimine, eleman sayisina ve yapisina bagl olarak az da
olsa degisiklik gostermektedir. Fakat yapilan T-Test
analizlerinde hemen hemen ayni1 sayida elde edilen win, tie,
loss ¢iktilarindan dolay1r bu degisiklik 6nemsenmeyecek
diizeydedir. Ayrica k-means metodu iki boyutlu veri
kiimelerinde dairesel; {i¢ boyutlu ortamda da kiiresel tarzda
kiimeleme yapmaktadir. Bu nedenle olusan alt kiimelerdeki
Ornekler 0 kiimenin merkez noktasi etrafinda sagilmis bir
sekilde bulunmaktadir. Kisaca k-means metodunda
olusturulan  kiimeler i¢ i¢e veya sarmal yapida
olmamaktadir. Bu o6zellik, UK’da uzaklhiga bagh olarak
agirliklandirma ile siniflandirma yapan gecis fonksiyonu
icin ¢ok uygun olmaktadir ve yiiksek basari elde edilmesini
saglamaktadir. Her ne kadar literatiirde [20] BA
algoritmasinin uzaklik tabanli k-means tarzi algoritmalara
gore daha iyi bir kiimeleme yaptig1 belirtilse de, kovaryans
matrisinin her veri seti i¢in olusturulamamasi dnemli bir
dezavantaj oldugu kabul edilmektedir. Bu durumda k-
means metodunun her veri setine i¢in uygulanabilir olmasi
biiyiik bir avantaj olarak karsimiza ¢ikmaktadir. Her hangi
bir test noktast, ait oldugu alt kiimenin sinirma (class
boundary) ya da karar simrina (decision boundary) ¢ok
yakin bir yerde ise siniflandirma isleminin nasil
gerceklesecegi  konusu ¢aligmamizin  baginda merak
edilmis; bu durumda hangi alt kiimenin uzmam ile
etiketlenecegi sorusu cevaplanmak istenmigsti. Uzakliga
baglt olarak siniflandirma yapan geg¢is fonksiyonu
sayesinde bu sorun ortadan kaldirtlmistir. Smiflandirma
isleminde egitim setindeki tim uzmanlara yer verilmistir.
Fakat diger uzmanlara gore test noktasindan daha uzakta
bulunan uzmanlarin etkisi 1/d®den dolayr ¢ok az
olmaktadir. Uzaktaki uzmanlarin mevcut test noktasi
hakkindaki kararlarinin belirlenmesi ve kararlarinin gegis
fonksiyonunda hesaplamaya déhil edilmesi hesaplama
stiresini artirmaktadir. Bu durumda sadece test noktasinin
cevresinde ve yakininda bulunan uzmanlar1 siniflandirma
islemine almak i¢in otomatize edilmis bir sistem iizerinde
caligma yapilabilir. Ayrica bu smiflandirma mekanizmada k
parametresi  kullanicidan istenmektedir. Parametrenin
kullanici tarafindan belirlemesi olumsuz bir durum olarak
algilansa da diger bir¢cok smiflandirma ve kiimeleme
yonteminin parametreye dayali ¢alistigini  unutmamak
gerekir. Elbette ki denetimli ve denetimsiz &grenme
yontemleri i¢in en uygun parametrenin segimine yonelik
birgok bilimsel c¢alisma vardir. Bu c¢aligmalardan da
yararlanilarak performans artirimi saglanabilir. abalone,
waveform ve ringnorm gibi bazi UCI veri setlerinde uzman
sayisi artirildik¢a genel siniflandirma basarisinin da arttigi
gozlemlenmistir. Bu durumun bazi dezavantajlari vardir.
Oncelikle hesaplama siiresi bir miktar artmaktadir. Ayni
zamanda uzman sayisinin artirilmasi alt kiimeler igerisinde
kalan eleman sayisinin azalmast anlamina gelmektedir. Bu
durum alt kiimelerin saflagsmasina, lizerinde calistigimiz
yontemin K-NN siniflandiricisina  benzer bir yapiya
doniismesine sebep olmaktadir. Diger bir deyisle k-
means’teki K parametresi eleman sayisina yani N’e
yaklastikga smiflandirma islemi 1/d*-distance-weighted-
kNN ile yapilmis gibi olacaktir. Bu durum da hesaplama
stresinin ~ fazla olmamasi ve Kk-NN benzeri bir
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siiflandiricinin olugsmamasi i¢in k degeri N’den oldukga
kiiciik segilmelidir. Veri seti, k adet kiimeye boliindiigiinde
bazi alt kiimelerdeki Ornek sayisinin azaldigin1i ve bu
sekilde alt kiimelerin saflastifi yani tek simuf tiiriinden
ornekler icerdigi gozlemlenmistir. Bu durum, alt kiimenin
belirli bir simif hakkinda 6nyargili (bias) karar vermesine
sebep olmustur. Bu durumun denetimli 6grenmede olumsuz
bir durum olarak tanimlansa da bu ¢aligmada performans
artinmi  i¢in  olumlu bir faktér olmustur. Yapilan
uygulamalarda, balance-scale, heart-statlog ve waveform
gibi bazi veri setlerinde olugturulan her bir alt bolgenin
yogun oldugu ve ayni veri setindeki diger alt bolgelerden
dogrusal karar cizgileriyle ayrildigi gozlemlenmistir. Bu tiir
veri setlerde vyiiksek basar1 elde edilmistir. Uzerinde
uygulama yapilan diger veri setlerde gelistirilen bu
yontemin neden basarili ya da basarisiz oldugu iizerinde
caligmalar yapilabilir. Bu amagla bir veri setinin istatistiksel
ozelliklerinin yan1 sira geometrik meta 6znitelikleri [22] de
ele alinarak Meta Ogrenme ile basarimin ya da basarisizligin
nedenleri incelenebilir. Veri setlerine ait meta ozellik
¢ikarimu ile alakali yapilan bazi ¢alismalar vardir [23] ve bu
¢aligmalarda hangi 6zelliklerin siniflandirma basarisina etki
ettigi incelenmistir. Ayrica iki boyutlu daha ¢ok yapay veri
seti uretilerek hangi veri setlerinde gelistirilen yontemin
daha 1iyi calistigt Kovaryans Matrisi yardimiyla da
anlasilmaya calisilabilir. Ileri asamalarda, uzman olarak
KA’nin haricinde farkli siniflandiricilar ve farkli kiimeleme
yontemleri de kullanilarak performans karsilastirmalari
yapilabilir. Ayrica BA ile yapilan UK c¢aligmalar1 ile
tizerinde  calistigimiz  yontem  degisik  agilardan
kiyaslanabilir.

5. SONUCLAR (CONCLUSIONS)

Bir veri setinin bazi bdlgelerinin digerlerinden farkl
ozelliklere sahip olmasi genel siniflandirma performansini
diistirebilir. Bu nedenle bu bdlgeleri digerlerinden ayirmak
gerekebilir ve bu bolgeler igin 6zel ¢dzliimlerin sunulmast
zorunlu olabilir. Bu amagla veri setinde once kiimeleme
yapilmis, sonra her bir bdlge i¢in ayri bir uzman egitilmis,
ardindan bu uzmanlar bir gegis fonksiyonuyla birlestirilerek
uzman karigimi bir sistem elde edilmistir. Bu ¢alismamizda
tim veriye tek bir model belirlemek yerine, veriyi alt
bolgelere ayirip her biri igin farki modeller belirlemenin
smiflandirma performansin1  genel olarak artirmaktadir.
Geleneksel yumusak kiimelemeli UK modelinden farkli

olarak sundugumuz bu ¢aligma, tiim veri setlerine
uygulanabilmesi  agisindan  olduk¢a  avantajli  bir
durumdadir.

KAYNAKLAR (REFERENCES)

1. Jacobs R, Jordan M, Nowlan J, Hinton G.E., Adaptive
mixtures of local experts Neural Computer, 3 (1), 79—
87,1991.

2. Alpaydin E, Mixture of Experts, Introduction to
Machine Learning E-Book, MIT Press, A.B.D., 301-
305, 2014.

1024

3.

10.

11.

12.

13.

14.

15.

16.

17.

18.

Yuksel E., Twenty Years of Mixture of Experts, IEEE
Transactions On Neural Networks And Learning
Systems, 23 (8), 1177-1193, 2012.

Akben S.B., Alkan A., Density-Based Feature
Extraction to Improve the Classification Performance
in the Datasets Having Low Correlation Between
Attributes, Journal of the Faculty of Engineering and
Architecture of Gazi University, 30 (4), 597-603, 2015.
Dempster A.P., Laird N.M., Rubin D.B,. Maximum
Likelihood from Incomplete Data viathe EM
Algorithm. Journal of the Royal Statistical Society,
Series B (39), 1-38, 1977.

Chamroukhi, F., Non-Normal Mixtures of Experts,
arXiv preprint arXiv:1506.06707, Fransa, 1-61, 2015.
Bulut F., Amasyali M.F., Sénmez A.C., Uzman

Karisimlarinda  Yeni  Bir  Yaklasim:  Uzman
Kararlarmmm  Yeni Bir Gegis  Fonksiyonuyla
Birlestirmesi, Akilli  Sistemlerde  Yenilikler ve

Uygulamalari, ASYU-INISTA 2014, Izmir, 62-66,
2014,

Nguyen H.D., McLachlan G.J., Laplace mixture of
linear experts, Computational Statistics & Data
Analysis, 93 (1), 177-191, 2016.

Shepard D., A Two-dimensional interpolation function
for irregularly spaced data, Proceedings of the 23rd
National Conference of the ACM, A.B.D., 517-523,
1968.

Bulut F., Bucak 1.0., An urgent precaution system to
detect students at risk of substance abuse through
classification algorithms, Turkish Journal of Electrical
Engineering & Computer Sciences, 22 (3), 690-707,
2014,

Jordan M.I., Jacobs R.A., Hierarchical Mixture of
Experts and the EM Algorithm, Journal Neural
Computation archive, 6 (2), 181-214, 1994,

Xu L., RBF nets, Mixture Experts and Bayesian Ying-
Yang Learning, Elsevier Neurocomputing 19, 223-257,
1998.

Kubat M., Decision Trees Can Initialize Radial-Basis
Function Networks, IEEE Transaction On Neural
Networks, 9 (5), 813-821, 1998.

Zhou Z.H., Ensemble Methods: Foundations and
Algorithms, CRC Press, A.B.D., 270-272, 2012.
Witten I.H., Frank E., Data Mining: Practical Machine
Learning Tools and Techniques, 3" Edition, Elsevier,
196-198, 2011.

Myatt G.J, Making Sence of Data: A Practical Guide to
Exploratory Data Analysis and Data Mining, Wiley,
A.B.D., 120-129, 2007.

Moore E.J., Bourlai T., Expectation Maximization of
Frequent Patterns, a Specific, Local, Pattern-Based
Biclustering Algorithm for Biological Datasets,
IEEE/ACM Transactions on Computational Biology
and Bioinformatics, 13 (5), 812-824, 2016.

Bache K., Lichman M., UCI Machine Learning
Repository, URL: http://archive.ics.uci.edu/mllrving,
CA: University of California, School of Information
and Computer Science, 2014.



19.

20.

21.

Bulut ve Amasyali / Journal of the Faculty of Engineering and Architecture of Gazi University 31:4 (2016) 1017-1025

Ozturk C., Hancer E., Karaboga D., Automatic
Clustering With Global Best Artificial Bee Colony
Algorithm, 29 (4), 677-687, 2014.

Baya A.E., Granitto P.M., How Many Clusters: A
Validation Index for Arbitrary-Shaped Clusters in
IEEE/ACM Transactions on Computational Biology
and Bioinformatics, 10 (2), 401-414, 2013.

Hsu C.C., Lin S.H., Visualized Analysis of Mixed
Numeric and Categorical Data Via Extended Self-

22.

23.

Organizing Map in IEEE Transactions on Neural
Networks and Learning Systems, 23 (1), 72-86, 2012.
Ho T.K., & Basu M., Complexity Measures of
Supervised Classification Problems, IEEE Transaction
on Pattern Analysis and Machine Intelligence, 24 (3),
289-300, 2002.

Basu M., Data Complexity in Pattern Recognition,
Springer Science & Business Media, Londra, Ingiltere,
2010.

1025






