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Giiniimiizde ~ bircok  insan  trafik  kazalarinda  hayatlarini
kaybetmektedir. Trafik kazalarinin en nemli nedeni olarak stirtictilerin
uykusuzlugu ve yorgunlugu gésterilmektedir. Bu nedenle siiriict
performansinin analizi konusunda yapilan arastirmalar biiyiik 6nem
tastmaktadir. Bu ¢alismada, elektroensefalografi (EEG) verileri
kullanilarak stiriicii yorgunlugunu analiz edebilecek bir sistem
tasarlanmistir. Veri seti olarak National Chiao Tung Universitesi
tarafindan hazirlanan stirekli dikkat halinde stirtis deneyinden alinan
EEG isaretleri kullanilmistir. Boyutu stirtictintin yorgunluk zamanlarini
ve seviyesini tespit edebilmek icin veri seti dort sinifa ayrilmistir. Stirticti
yorgunlugu evrelerinde ortaya ¢ikan frekans  araliklarini
belirleyebilmek icin EEG sinyallerine filtreleme islemleri yapilmigtir.
Temel Bilesen Analizi yéntemi kullanilarak oznitelik matrisinin
azaltilmistir. Bél ve Fethet algoritmast ile dort sinifin birbirinden en iyi
sekilde ayrilacagi tiim kombinasyonlar belirlenmis ve her adimda alt-
siiflandiricilar  kullanilarak siniflandirma islemi yapilmistir. Alt
siniflandirici olarak, k-En Yakin Komsuluk, Destek Vektér Makineleri ve
Dogrusal Ayirim  Analizi  algoritmalart  kullanilmistir.  Calisma
sonucunda ortalama siniflandirma bagarilart k-En Yakin Komgsuluk
algoritmasi icin %87.9, Destek Vektér Makineleri algoritmasi icin
%88.5 ve Dogrusal Ayirim Analizi igin %81.6 olarak elde edilmistir. En
yliksek ortalama smniflandirma bagarist ise 4. smif yorgunluk
seviyesinde, stirtistin 67.5-90 dk. arasinda Destek Vektér Makineleri
siniflandiricist ile %93.2 olarak elde edilmistir.

Anahtar kelimeler: Siiriicii yorgunlugu, Elektroensefolografi, Temel
bilesen analizi, Siniflandirma, Bol ve fethet algoritmasi.

Abstract

Today, many people die in traffic accidents. Sleeplessness and fatigue of
drivers are shown as the most important cause of traffic accidents. For
this reason, research on driver performance analysis is of great
importance. In this study, a system is designed to analyze driver fatigue
using electroencephalography (EEG) data. As the data set, the EEG
signals from sustained-attention driving task prepared by National
Chiao Tung University have been used. The data set is divided into four
classes to determine the driver's fatigue times and level. In order to
determine the frequency ranges that occur during driver fatigue phases,
EEG signals are filtered. Principal Component Analysis method has been
used to reduce the size of the features matrix. With the Divide and
Conquer algorithm, all combinations in which the four classes will be
separated best are determined and classification has been done at each
step using sub-classifiers. As sub-classifiers, k-Nearest Neighborhood,
Support Vector Machines and Linear Discrimination Analysis
algorithms are used. As a result of the study, the average classification
successes are 87.9% for the k-Nearest Neighborhood algorithm, 88.5%
for the Support Vector Machines algorithm and 81.6% for Linear
Discrimination Analysis. The highest classification success has been
achieved as 93.2% with the Support Vector Machines classifier, between
67.5-90 min. of driving at the 4" grade fatigue level.

Keywords: Driver fatigue, Electroencephalography, Principal
component analysis, Classification, Divide and conquer algorithm.

1 Giris

Giintimiizde trafik kazalar1 insan hayati i¢in biiyiik bir tehdit
unsuru olusturmaktadir. Diinya Saglhk Orgiitii'ne gére, 18 ile 30
yaslar1 arasindaki yetiskinlerde birincil 6liim nedeni ve kiiresel
olarak insan 6limiiniin dokuzuncu nedeni, trafik kazalan ile
temsil edilmektedir. Ayrica istatistiksel veriler ve arastirmalar,
slirtici yorgunlugunun trafik kazalarinin baslica nedenlerinden
biri oldugunu gostermektedir [1].

Siriici  yorgunlugu, norobiyolojik stire¢lerden kaynakh
uyusukluga ve uykululuga neden olmaktadir [1]. Siiriiciilerin
yorgunlugu, siirticiilerin uykulu olduklar1 sirada algilama,
tanima ve ara¢ kontroliinde belirgin diisiis olmas1 nedeniyle
bircok kazada nedensel bir faktoér olarak gosterilmistir.
Yorgunlugun etkileri altinda araba kullanmak; dikkatin
azalmasi, uyanik kalmada giigliik, karar vermede gecikme gibi
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etkilere neden olmaktadir. Uyku eksikligi, uzun siiriis siireleri,
sakinlestirici ilag kullanimy, alkol tiikketimi ve 6zellikle monoton
bir stiriis gibi bazi siiriis diizenleri uyusukluga veya yorgunluga
neden olabilmektedir [2].

Siirlici yorgunlugu, video kamera ile goz ve bas takibi,
elektrookiilogram (EOG) siiresi, elektrokardiyogram (EKG) ile
kalp ritmi o6lcimi gibi c¢esitli yontemlerle analiz
edilebilmektedir. Yorgunluk tespiti icin mevcut yontemler
gozler, agiz, kafa hareketleri ve diger viicut bilgilerine
dayanmaktadir. Bu da zayif uygulanabilirlik ve diisiik tanima
dogrulugu ile sonuclanmaktadir. Bu nedenle en etkili
yontemlerden biri beyin elektriksel aktivitesini 06lgen
Elektroensefalografi (EEG) goriintileme yontemidir. EEG,
insan beynindeki nérofizyolojik aktiviteyi dogrudan 6l¢tiigii
icin yorgunlugu tespit etmede 6énemli ve gilivenilir bir yéntem
olarak kabul edilmektedir [1].
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Insan beyni, bilgilerin tasinmasi icin milyonlarca nérondan
olugmaktadir. Bu néronlar beyin ile viicut arasinda iletisimi
elektriksel uyaranlarla saglayan bilgi tasiyicilaridir. EEG, kafa
derisinde farkli noktalara yerlestirilen elektrotlar yardimiyla
bu elektriksel aktiviteyi oOlcerek degerlendiren, nérolojik
aktivite bilgisini iceren ve disiik genlikli sinyallerin
toplanmasini saglayan yontemdir [3].

Uygulanmasi kolay ve anlik bilgileri icerdiginden EEG dl¢timleri
Beyin Bilgisayar Arayiizii uygulamalarinda en ¢ok kullanilan
tekniktir. EEG sinyallerinin islenmesi, duygu durum tespitinde,
uyku durum siniflandirmalarinda, motor goriintiileri
siniflandirmalarinda ve ndbet tespiti/tahmini gibi bir¢cok
alanda uygulanmaktadir [3].

EEG sinyallerinin islenmesinde beynin fonksiyonel durumu
hakkinda bilgiler farkli frekans bandlarinda ayirt edilmektedir.
Bu frekans bandlari, Delta (0.5-4 Hz), Teta (4-8 Hz), Alfa
(8-12 Hz), Beta (12-30 Hz) ve Gama (30-50 Hz) frekans
araliklaridir. Delta beyin dalgalari, derin uyku halinde; teta
beyin dalgalari, viicut uykuda/zihin uyanik durumda; alfa beyin
dalgalari, uyanik, sakin ve rahatlama halinde; beta beyin
dalgalari, uyanik, odaklanma ve dikkat halinde; gama beyin
dalgalari, beynin karar verme gibi asir1 zihinsel aktivitelerinde
ortaya cikmaktadir [4].

Yiiksek frekanslar genellikle uyarilma, uyaniklik ve odaklanmig
dikkat ile birlikte goriilmektedir. Bu nedenle, uyanik ve dikkat
halinde bir kisinin EEG sinyali ytiksek frekanslarda salinimlar
icerebilirken; ayni kisinin derin gevseme ve uyusukluk
sirasindaki EEG sinyali dustik frekans, yliksek genlik aktivitesi
gostermektedir [5]. Laboratuvar tabanli bir¢ok simiilator
kurulumunda, uyaniklik ve uyar1 durumundan uykululuga gecis
sirasinda delta, teta ve alfa aktivitelerinde tutarh artiglar
gozlemlenmistir [6].

Literatiir incelendiginde, EEG tabanl siiriicii yorgunlugu ve
duygu durum tespitinde farklh simiflandirma ydntemleri
kullanilarak yapilan bir¢ok ¢alisma vardir. Yapilan bir
calismada, derin kovaryans 6grenme yontemleri kullanilarak
EEG sinyallerinden siiriicii yorgunluk tahmini yapilmistir.
Calismada i tip derin kovaryans 6grenme yontemi (SPDNet,
CNN ve DNN) sunulmustur. Calisma sonucunda en yiliksek
ortalama siniflandirma basaris1t CNN (Evrisimsel Sinir Aglar)
yontemiyle %86 olarak elde edilmistir [7].

Bir diger ¢alismada ise a¢ik kaynak bir veri seti kullanarak
farkl simiflandirma yontemleriyle siiriicii yorgunlugu tahmini
yapilmistir. Calisma sonucunda en yiiksek basari oran1i DVM
(Destek Vektor Makinesi) siniflandiricisi ile %83 bulunmustur
[8].

Literatiirde yapilan bir diger c¢alismada, yapay sinir agi
mimarisi kullanilarak siiriicli yorgunlugunu tespit edebilecek
bir sistem tasarlanmistir. 20 profesyonel ve 35 profesyonel
olmayan kamyon siiriiciisiinden alinan EEG sinyalleri, alt
frekans bandlarina (Delta, teta, alfa, beta, gama) ayrilarak iki
smifli  (yorgun-yorgun  degil) smiflandirma  islemi
gerceklestirilmistir. Calisma sonucunda profesyonel siirticiilere
ait ortalama smiflandirma basaris1 %81.49, profesyonel
olmayan siirticiilere ait ortalama siniflandirma basarisi1 %83.06
olarak elde edilmistir [9].

Bashar ve Bhuiyan’'in yaptig1 bir ¢alismada, kullanilan veri seti,
farkli  smniflandiricilar  ile  siiflandirma  yapilmis ve
performanslar1 karsilastirilmistir. Buna goére smiflandirma
basarilar;; DVM algoritmasi i¢in %86.43, kNN algoritmasi igin
%385.71 ve DAA (LDA) algoritmasi i¢cin %85.71 olarak elde

edilmigtir. Farkl 6znitelik ¢cikarma ve boyut azaltma yontemleri
ve fakli siniflandiricilar ile siniflandirma basarisi mevcut
calismalar arasinda degiskenlik gdsterebilmektedir [10].

Bu calismada ise National Chiao Tung Universitesi tarafindan
hazirlanmis olan siiriicii performansi agik veri seti kullanilarak
stiriicii yorgunluk seviyesi tespiti yapilmistir. EEG sinyalleri
dort farkll smifa ayrilarak, farkli yorgunluk seviyeleri
olusturulmustur. Bu siniflar Tablo 1'de detaylandirilmistir. EEG
sinyalleri band geciren sonlu darbe cevapli filtreden gegirilerek
alt frekans bandlarina ayrilmistir.

Elde edilen sinyalleri en iyi sekilde temsil edecek frekans
tabanh 6znitelikler ¢ikarilmistir. Oznitelik matrisinin boyutunu
azaltmak icin Temel Bilesen Analizi yontemi kullanilmistir.
Boyutu azaltilmis 6znitelik matrisi, Bol ve Fethet algoritmasi
(alt siniflandiricilar: k-en yakin komsuluk algoritmasi, destek
vektor makineleri, dogrusal ayirim analizi) kullanilarak
siiflandiriimistir.

2 Materyal ve metot

2.1 Kullanilan veri seti

Bu calismada veri kiimesi olarak, National Chiao Tung
Universitesi tarafindan hazirlanmis olan siiriicii performansi
EEG kayitlar1 kullanilmigtir. Kayitlar Gniversite 6grencileri ve
gorevlilerinden olusan 27 goniilli (yas araligi: 22-27 yas)
katilimar ile gergeklestirilmistir. Deneklerin tiimiiniin gérme
yetisinde kayip, uyku diizeninde bozukluk veya yoksunluk ve
uyusturucu bagimhiligt gibi problemlerin olmadigl deney
oncesinde raporlanmistir. Ayrica tiim katilimcilarin ehliyetinin
olmasi zorunlu hale getirilmistir.

Deneyden 6nceki bir hafta boyunca katilimcilardan, gece en geg
23:00’da uykuda olmalari ve diizenli olarak yaklasik sekiz saat
uyumalar1 istenmistir. Buna ek olarak katilimcilardan
deneyden bir giin o6nce alkol veya kafeinli icecekler
tiiketmemeleri ve yogun egzersizlere katilmamalar
istenmistir. Tiim katilimcilar, deneylere katilmadan o6nce
bilgilendirilmis ve c¢alismada gonilli olarak EEG kayd:
verecegine dair onayli bir form imzalamislardir [11].

Deneyler, dinamik bir siiriis simiilatériine sahip sanal gergeklik
sliriis ortaminda gergeklestirilmistir. Gergek diinyadaki siirtis
durumlarinda ortaya ¢ikan somatik hislerin beyinde
uretilebilmesi i¢in hareket platformuna sahip VR tabanli bir
sliriis simiilatori kullanilmistir. Stiriis simulatort alti serbestlik
derecesine sahip Stewart hareket platformu ilizerine monte
edilmigstir. Deneklerin siirlis sahnesini takip edebilmesi i¢in
otoyol; 0 2,42 2,84 2,180 2, 276 2 ve 318 ¢ goriis acilarinda
ekranlara yansitilmistir. Sekil 1'de ilgili deney platformu
gosterilmistir [11].

Sekil 1. Sanal gergeklik dinamik siiriis simtlatdrii deney
diizenegi.

Figure 1. Virtual reality dynamic driving simulator experiment
setup.
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Deneyden 6nce katilimcilarin talimatlar1 anlamasi ve simiilator
ortamint tanimasi amaciyla bir 6n test oturumu
gerceklestirilmistir. Deneyler trafik olmayan, dort serite
boliinmiis monoton bir yolda, gece siiriisiinii icermektedir.
Katilimcilar bu otoyolda stirekli dikkat halinde doksan dakika
boyunca siiriis gorevini gerceklestirmistir. Gérev boyunca
deneklerden tek bir seridin merkezinde hareket etmesi
istenmis ve EEG kayitlar1 alinmistir. Ayrica serit, 0-255
arasinda degerlere ayrilarak aracin serit sapmasi da siirekli
olarak kaydedilmistir. Senaryo cercevesinde, aracin hizi
ortalama 100 km/s seklinde ayarlanmistir [11].

Deneyde kaydedilen EEG isaretleri Compumedics firmasina ait
Scan SynAmps2 Express kayit cihazi kullanilarak toplanmistir.
Otuz adet Ag/AgCl EEG elektrotu ve iki referans elektrot
kullanilarak otuz iki kanalli EEG kayitlar1 olusturulmustur.
Elektrotlar uluslararasi 10-20 elektrot yerlesim sistemine gore
deneklerin kafa derisine yerlestirilmistir. Tiim elektrotlar ve
cilt arasindaki ylizey empedansi 5 k)’ un altinda tutulmustur.
Her katilmcidan birka¢ defa olmak iizere toplamda 62 EEG
verisi toplanmistir [11].

Bu calismada veri seti icerisinde bulunan 62 EEG verisinden,
boyut farkliifindan dolayr 52 tanesi kullanilmistir. Farkl
yorgunluk seviyelerinin belirlenebilmesi i¢in, siiriis esnasinda
toplanan 52 EEG verisi dort farkli sinifa ayrilmistir. Boylece 90
dakikalik stirtis verileri 22.5 dk.’'lik béliimlere ayrilmistir. Veri
setinin detaylar1 Tablo 1'de verilmistir.

Tablo 1. Kullanilan veri seti.

Table 1. Data set used.

Yorgunluk Seviyesi Stire/dk.  Simf Bilgisi
Kisi uyaniktir. 0-22.5 1 No.lu simif
Kisi ne uyanik, ne de uykulu bir )
durumdadir. Ara degerdir. 22545 2Nolusimf
Kiside artik bazi uyusukluk i
belirtileri gozlemlenmektedir. 45675 3 Nolusimf
Kisi uykulu-uyanik kalmak icin 675-90 4 Nolu simf

bazi ¢abalar gostermektedir.

2.2  Filtreleme y6ntemi

EEG sinyalleri mikro voltlar mertebesinde ¢ok kiiciik genliklere
ve farkl frekans bilesenlerine sahip elektriksel isaretlerdir.
Frekans araliglr 0.5 Hz-50 Hz arasinda olan EEG sinyallerini
farkl frekans bandlarinda incelemek ve siiriicii yorgunlugu
evrelerinde ortaya ¢ikan frekans araliklarini belirleyebilmek
icin filtreleme islemleri yapilmaktadir. Filtreleme sonucunda;
Delta (0.5-4 Hz), Teta (4-8 Hz), Alfa (9-13 Hz), Beta (14-31 Hz)
ve Gama (32-50 Hz) frekans bandlar1 olugsmaktadir [12].

Calisma kapsaminda EEG sinyalleri band geciren sonlu darbe
cevapl filtreden gegirilmistir. Filtre kesim frekenslar1 her bir
alt bandi filtrelemek icin sirasiyla 0.5-4 Hz, 4-8 Hz, 8-13 Hz,
14-31 Hz ve 32-50 Hz olarak secilmistir.

2.3  Oznitelik ¢ikarma yéntemleri

Bu ¢alismada, EEG isaretleri icerisinde var olan bilgiyi en iyi
sekilde ifade edebilecek yedi farkli 6znitelik kullanilmistir.
Belirtilen 6znitelikler EEG sinyalinin tiim frekans bandlarina ve
her bir kanalina ayr1 ayr1 uygulanmistir. Uygulanan 6znitelikler
Tablo 2’de gdsterilmistir.

Dalgacik doniisiimii ve Fourier Doéniisiimii gibi sinyal analiz
islemleri, EEG isaretlerini temsil etmek i¢in kullanilan etkili

yontemlerden biridir. Bu doniisiimler ile isaretin icerdigi farkl
frekans bilesenleri ve bu frekanslara ait genlik biiytikliikleri
elde edilmektedir.

Tablo 2. EEG isaretlerine uygulanan 6znitelikler.

Table 2. Attributes applied to EEG signals.

Uygulanan Oznitelikler

Fourier doniisiimi alinmis isaretin standart sapmasi
Fourier dontisiimii alinmis isaretin ortalamasi-normu
Fourier doniisiimi alinmis isaretin varyansi-normu
Dalgacik déniistimii alinmis isaretin ortalamasi
Dalgacik doniistimii alinmis isaretin standart sapmasi

Dalgacik doniistimii alinmis isaretin basiklik katsayisi

N O U W N e

Dalgacik doniistimii alinmis isaretin ¢arpiklik katsayisi

Fourier Donilisiimii, zaman domeninde olan isareti frekans
domenine ¢eviren ve isaret icerisindeki tiim frekans bilgisini
ortaya ¢ikaran matematiksel bir aractir. Fourier Déniisiimiiniin
matematiksel ifadesi ise Denklem (1)’de verilmistir.

X(w) = foox(t)e'j“’t dt (1)

Bu denklemde; x(t)) sinyalin zamana bagh ifadesini ve
X(w)Fourier Donisimi alinmis isareti temsil etmektedir.
Fourier Donilislimii alinmis olan isaretin standart sapmasi,
ortalamasinin normu ve varyansinin normu alinarak 6znitelik
olarak kullanilmistir. Burada, ortalama Denklem (2), varyans
Denklem (3) ve Standart sapma da Denklem (4) kullanilarak
hesaplanmistir. Bu denklemlerde x; i. 6rnek degerini temsil
etmektedir.

N .
= Zil=vl Xi (2)
N (= _ .32
0.2 — Zi=1();v xl) (3)

o= +o? (4)

Dalgacik Dontisiimii, diisiik frekanslar icin genis, ytiksek
frekanslar i¢in dar olacak sekilde degisen pencere boyutlari ile
odag1 ayarlanabilen matematiksel aractir. Bu ydntem isaret
icerisindeki tiim frekans araliklarinda optimum zaman-frekans
¢ozlniirligi saglayabilmektedir. Bu sayede analiz edilen isaret
hem frekans bolgesinde hem de zaman bélgesinde
incelenebilmektedir.

Dalgacik Doniisiimii genel olarak daraltilip, genisletilebilen bir
dalgacik fonksiyonu y(t) ile analiz edilecek bir x(t) isaretinin
evrisimi olarak tanimlanmaktadir. Dalgacik doéniisiimiiniin
matematiksel ifadesi Denklem (5)’te verilmektedir.

1 n
DWTI[n] = ﬁ* (p(g) (5)
Bu denklemde; a o6lcekleme parametresini, b doniisim
parametresini, ¢ ana dalgacik fonksiyonunu ve CWT/(a,b)
isaretin stlirekli dalgacitk doniistimiinii temsil etmektedir.
Calismada ana dalgacik fonksiyonu olarak Morlet fonksiyonu
kullanilmistir. Dalgacik doniisiimii yapilmis olan sinyalin
ortalamasi, standart sapmasi, basiklik ve c¢arpiklik katsayisi
hesaplanarak o6znitelik olarak kullanilmistir. Ortalama ve
standart sapma i¢in Denklem (2) ve Denklem (4) kullanilmistir.
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Basiklik katsayis1 Denklem (6), carpiklik katsayisi ise Denklem
(7) ile hesaplanmustir.

me= g [ ©
i=1
1 Y Xi—f4

CK:N;[ ] )

Belirtilen dznitelikler, EEG sinyalinin her bir kanalina ayr1 ayri
uygulanmistir. Bu islem sonucunda 52x224 (7 6znitelik x 32
kanal) boyutlu o6znitelik matrisi olugsmustur. EEG sinyali
icerisinde bulunan her bir frekans bandi (Delta, Teta, Alfa, Beta,
Gama) icin bu islem tekrarlanmistir.

2.4 Temel bilesen analizi

Temel Bilesen Analizi, aralarinda ilinti bulunan ¢ok degiskenli
verileri, aralarinda ilinti bulunmayan yeni bir koordinat
sistemine donlstiiren istatistiksel bir veri doniisiim
yontemidir. Temel Bilesen Analizinin temel ilkesi,
multispektral vektdr uzayinda, verileri korelasyonsuz olarak
ifade edebilen diger bir deyisle yeni sistemde kovaryans matrisi
kosegen olan, yeni bir koordinat sisteminin arastirilmasidir.
Ayrica Temel Bilesen Analizi yiiksek boyutlu verileri daha
diisiitk boyutlu verilere indirgemeye yarayan giiclii bir veri
analiz teknigidir [13].

Fourier ve Dalgactk Doniisiimi kullanilarak elde edilen
ozniteliklerin birlestirilmesi sonucu 6znitelik matrisi oldukca
bliyiikk boyutlara ulasmaktadir. Yiiksek boyutlu veriler
siniflandiricilarin  islem yiikiini arttirdiklarindan, sistem
performansini olumsuz yonde etkilemektedir. Bu nedenle
calismada, 6znitelik matrisinin boyutunu azalmak i¢in Temel
Bilesen Analizi algoritmasi kullanilmistir. Algoritmada
kullanilan objektif fonksiyon Denklem (8) ile ifade edilebilir.

Objektif Fonksiyonu = argmax (w'Cw) (8)

L
C= N inx? 9)

Bu denklemde; C veriye ait varyans-kovaryans matrisini, w
varyans-kovaryans matrisinin 6zvektorlerini ve x orjinal veriyi
temsil etmektedir. C ifadesi Denklem (9) kullanilarak elde
edilmektedir.

2.5 Simiflandirma yéntemleri

Siniflandirma, ham EEG isaretlerinden elde edilen 6znitelik
vektorindeki verilerin belirlenen bir sinifa atanmasi islemidir.
Siniflandirma algoritmalarinin kendi iglerinde giiglii ve zayif
yonleri bulunmaktadir. Bir siniflandirma algoritmasi belirli bir
veri seti izerinde basarili olurken farkl veriler iizerinde basari
orani azalabilmektedir. Bu nedenle farkll simiflandirma
algoritmalar1 denenerek, kullanilan veri i¢in optimum sonucun
elde edildigi algoritma belirlenmektedir [14]. Bu calismada
Mathworks tarafindan gelistirilen #MATLAB programi
kullanilarak, siniflandiric1 algoritmalarindan biri olan Bol ve
Fethet yontemi kullanilmigtir.

Bol ve Fethet algoritmasi karar agaci yapisina benzer bir
yaklasimdir. Bu yontemde karar agaci yapisini olusturmak igin
veri seti alt kiimelere ayrilmaktadir. Bol ve Fethet
algoritmasimin mantig, smiflari her bir alt sette sadece tek bir

sinif kalincaya kadar alt kiimelere ayirmaktir. Bu yontemde
sinif sayisina gore alt kiime sayis1 degismektedir.

Karar agaci yapisi, veri seti icerisindeki tim olasi simmf
kombinasyonlarinin olusturulmasi ile elde edilmektedir. Bu
kombinasyonlar bire-karsi-hepsi ve bire-karsi-biri seklinde alt
kiimelere ayrilmaktadir. Siniflandirma basarisi en yiiksek olan
grup karar agaci yapisindan ayrilirken, kalan gruplar ile ayni
sekilde siiflandirma islemine devam edilmektedir [15].

Bu c¢alismada, Bo6l ve Fethet algoritmasi igerisinde alt
siiflandirici olarak, literatiirde siklikla kullanilan k-En Yakin
Komsuluk Algoritmasi, Destek Vektér Makineleri ve Dogrusal
Ayirim Algoritmasi kullanilmistir. Bél ve Fethet algoritmasina
ait temel yap1 Sekil 2’deki gibidir.

‘ COK SINIFLI PROBLEM ‘

‘ Alt Problem ‘ ‘ Alt Problem ‘ eee ‘ Alt Problem ‘

Alt-Problemin
Coziimi

Alt-Problemin
Cozimi

Alt-Problemin

e [ N
Cozimii

‘ GOK SINIFLI PROBLEM COZUMU ‘

Sekil 2. Bol ve Fethet algoritma yapasi.
Figure 2. Divide and Conquer algorithm structure.

k-En Yakin Komsuluk (k-EYK) Algoritmasinda, test verilerinin
secilen k sayis1 kadar egitim verisine uzakliklar1 belirli mesafe
6lciim yontemleri kullanilarak hesaplanir ve test verisine en
uygun smif atamasi yapilmaktadir. Bu algoritmanin
performansina etkiyen en onemli iki parametre mevcuttur.
Bunlardan birincisi, test 6rnegine en yakin egitim 6rneginin
bulunmasinda kullanilan uzaklik hesaplama yo6ntemidir.
ikincisi ise belirlenecek komsu sayis1 (k) degeridir [16]. Bu
calismada mesafe olctimi icin Oklit uzakhgl yontemi
kullanilmigtir.

Destek Vektdr Makineleri (DVM) Algoritmasinda, ¢ekirdek
fonksiyonlar1 kullanilarak farkll smniflar1 birbirinden en iyi
sekilde ayiracak hiper diizlemler olusturulmaktadir. Ozellikle
iki sinifli siniflandirma problemlerinde, DVM iki sinif arasindaki
optimal ayirt etme ylizeyini belirlemektedir. DVM y6ntemiyle
siiflandirma problemi karesel optimizasyon problemine
dontstirilerek c¢ozilir. Boylece egitim asamasinda islem
sayist azalmakta ve sonuca daha kisa siirede ulasilmaktadir
[14].

Dogrusal Ayirim Analizi (DAA) Algoritmasi ise, dnceden
belirlenmis iki veya daha fazla sinifin ortalama niteliklerinin
istatistiksel olarak anlamli bir farklilik gosterip gostermedigini
ve gruplarin farkhiliklarin ayirt etmede en fazla katkiy1 hangi
degiskenlerin yaptigin1  test etmekte kullanilan bir
siniflandirma teknigidir. Bu yéntemin ¢alisma mantig1, mevcut
verilerin bileskesi olan yeni bir degisken iiretmesi seklindedir
[17].

2.6 Smiflandirma basarim él¢iitleri

Smiflandirma islemlerinden sonra, sisteme ait basarim
sonuclarinin  verilmesi icin literatiirde siklikla; toplam
smiflandirma basarisi, duyarlilik, secicilik, kappa katsayisi,
ayirma glicli, hata matrisi, ROC egrisi gibi bir¢ok farkl olgiit
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kullanilmaktadir. Bunlardan siniflandirma basaris1 ve hata
matrisi calismalarda en ¢ok tercih edilen élgiitlerdir. Ozellikle
cok sinifli problemlerde, hata matrisi sistem performansini en
iyi sekilde ifade edebilmektedir.

Bu ¢alismada, siniflandirma islemi dért smifli bir problem
oldugundan siniflandirma 6lgiitii olarak toplam siniflandirma
basarisi ve hata matrisi degerleri kullanilmistir. Dort sinifli bir
problemde, siniflandirici algoritmasi sonuglarinda on alt1 farkl
olas1 durum meydana gelmektedir. Sekil 3’te bu olas1 durumlar
verilmektedir.

Gergek Smiflar
Gy G, Gy Gy

S | 76, | 76, | TG | TG.
E
5 T, TG,y TGy, TGos TGy,
g T Wern || e || En || e
=

Ty TGy TGy TGyy TGy

Sekil 3. Dort sinifl problem i¢in hata matrisi.

Figure 3. Error matrix for four classes of problems.
Tabloda verilen Ty, T,, T3 ve T, ifadeleri siniflandirici gikisindan
elde edilen tahmini siif bilgileridir. G;, G,, Gz ve G, ifadeleri ise
verilere ait gercek sinif bilgisidir. Hata matrisi icerisinde bu
siniflarin kesismesi ile TG4, TGy, TG13, TG4, TGy, ..., TGy3 Ve
TGy, ile gosterilen on alti durum olusmaktadir. Bu kesisim
verilerinin bazilar1 asagidaki gibi agiklanmaktadir.

4+ TGy : Gergekte Sisinifina ait olan ve siniflandiricinin
T; sinifina atadigi veri kiimesi,

4+ TGy, : Gergekte Sz siifina ait olan ve siniflandiricinin
T, smifina atadigl veri kiimesi,

+ TG,,: Gergekte Sz smifina ait olan ve simiflandiricinin
T,, sinifi atadig1 veri kiimesi,

4+ TGs,: Gergekte Sssinifina ait olan ve siniflandiricinin
T5 smifina atadig veri kiimesi,

+ TG,,: Gergekte Sz smifina ait olan ve simiflandiricinin
T, smifina atadi8 veri kiimesi,

4+ TG,y Gergekte Sqsinifina ait olan ve siniflandiricinin
T, sinifina atadig1 veri kiimesi.

Hata marisinde i. Ornek icin késegen degeri Denklem (10) ile
hesaplanmaktadir.

TG
TGi; + TGjz + TGi3 + TGy,

Hassasiyet(precision) = (10
Tahmin edilen tiim siniflarin, gercek siniflar ile ayni olmasi
durumunda (T; = G4, T, = G,, T3 = G3, Ty = G,), siniflandirma
islemi %100 dogruluk ile gerceklestirilmektedir. Hata
matrisinden elde edilen bulgular kullanilarak toplam
siniflandirma basarisi Denklem (11) ile elde edilmektedir.

" TGyq + TGyp + -+ TGyp + TGyz + TGyy )

Bu calismada, “Bulgular” siniflandirici sonug tablolarinda TSB,
%TG11, %T Gy, %T Gz ve TG,y degerleri verilmektedir.

3 Bulgular

Bu calismada ilk olarak EEG dalgalarina ait her bir frekans
bandi (Delta, teta, alfa, beta ve gama bandi) 6znitelikleri ii¢
farkll siniflandiric1 algoritmasi ile siniflandirilmistir. Her bir
frekans bandindaki 6znitelik matrislerinin boyutu 52x224
olarak elde edilmistir. Dort sinifa ait dznitelik matrislerin
birlestirilmesi sonucu 6znitelik matrisi boyutu 208x224 olarak
elde edilmistir. Tiim siniflandirici islemlerinde 10-kat ¢apraz
dogrulama yéntemi kullanilmistir.

Tablo 3’te farkli komsuluk sayisi (k) degerleri icin k-EYK
algoritmasi ortalama smiflandirma basarilar1 ve hata matrisi
kosegen yiizde degerleri verilmistir. Bu islem sonucu delta
frekans bandinda en yiiksek basar1 oran1 %86.2 (k=7), teta
frekans bandinda en yiiksek basari oranm1 %87.2 (k=7), alfa
frekans bandinda en yiliksek basar1 oram1 %83.3 (k=9), beta
frekans bandinda en yliksek basari orani %75.1 (k=9) ve gama
frekans bandinda en yiiksek basari orani %70.8 (k=3) olarak
elde edilmistir.

Tablo 3. Farkl frekans bandlarina ait k-EYK algoritmasi
ortalama siniflandirma basarilari.

Table 3. k-NN algorithm average classification successes of
different frequency bands.

Farki Komsuluk (k) Degerleri

Frekans k=1 k=3 k=5 k=7 k=9
Bandi

Delta %783 %755 %824 %862  %83.4
208204 17580 [7376-  [75-81-  [79-88-  [78-85-
77-81]  71-78]  79-87]  82-91]  83-90]
Teta %784 %784 %829 %872  %80.3
Somapza 17279+ [71-80-  [78-84-  [79-88-  [78-80-
75-81]  75-81]  75-86]  85-90]  75-82]
Alfa %779 %764 %802  %72.6  %83.3
Somxgzq  170-77-  [71-78-  [75-81-  [72-75-  [78-85-
75-79]  74-78]  78-83]  70-78]  80-88]
Beta %69.8 %708 %688 %679  %75.1
0maza 15972 [62:69-  [61-69-  [52-68-  [68-77-
61-75]  60-73]  61-72]  59-71]  70-80]
Gama %684 %708 %653 %624  %67.5
208ap4  157-69-  [60-68-  [52-67-  [50-65-  [58-71-

62-72]  65-75]  55-70]  53-68]  65-77]

Tablo 4’te farkli ¢ekirdek fonksiyonlar: icin DVM algoritmasi
ortalama smiflandirma basarilar1 ve hata matrisi kdsegen
yuzde degerleri verilmistir. Bu islem sonucu delta frekans
bandinda en ytiksek basar1 oran1 %87.8 (¢ekirdek fonksiyon:
dogrusal), teta frekans bandinda en yiiksek basari orani %81.4
(cekirdek fonksiyon: karesel), alfa frekans bandinda en yiiksek
basar1 oram1 %80.4 (¢ekirdek fonksiyon: dogrusal), beta
frekans bandinda en yiiksek basar1 oram1 %72.3 (¢ekirdek
fonksiyon: kiibik) ve gama frekans bandinda en yiiksek basari
orant %71.3 (cekirdek fonksiyon: karesel) olarak elde
edilmistir. Tablo 5" da farkl ¢ekirdek fonksiyonlar1 icin DAA
algoritmasi ortalama siniflandirma basarilart ve hata matrisi
koésegen yiizde degerleri verilmistir. Bu islem sonucu; delta
frekans bandinda en yiiksek basar1 orani %87.7 (¢ekirdek
fonksiyon: dogrusal), teta frekans bandinda en yiiksek basari
orant %86.7 (c¢ekirdek fonksiyon: dogrusal), alfa frekans
bandinda en ytiksek basar1 oran1 %80.9 (¢ekirdek fonksiyon:
dogrusal), beta frekans bandinda en yiiksek basar1 orani %75.7
(cekirdek fonksiyon: dogrusal) ve gama frekans bandinda en
yuksek basar1 oram1 %67.0 (¢ekirdek fonksiyon: dogrusal)
olarak elde edilmistir.
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Tablo 4. Farkl frekans bandlarina ait DVM algoritmasi
ortalama siniflandirma basarilari.

Table 4. SVM algorithm average classification successes of
different frequency bands.

Cekirdek Fonksiyonlari

Frekans Bandi Dogrusal Karesel Kiibik
Delta %87.8 %84.9 %83.4
208x224 [78-85-80-89] [76-85-78-86] [76-84-80-85]
Teta %76.9 %81.4 %78.9
208x224 [73-77-71-81]  [78-83-80-85]  [72-80-75-83]
Alfa %80.4 %76.9 %75.5
208x224 [81-82-78-85]  [75-77-72-78]  [70-77-74-80]
Beta %65.7 %68.4 %72.3
208x224 [51-68-63-70]  [53-70-62-72] [63-72-68-75]
Gama %68.8 %71.3 %67.9
208x224

[63-70-65-72]  [63-70-65-75]  [66-70-63-75]

Tablo 5. Farkli frekans bandlarina ait DAA algoritmasi
ortalama siniflandirma basarilari.

Table 5. LDA algorithm average classification successes of
different frequency bands.

Cekirdek Fonksiyonlari

Frekans Band1 Dogrusal Karesel
Delta %87.7 %384.3
208x224 [81-88-84-90] [78-85-80-87]
Teta %86.7 %382.2
208x224 [78-85-81-90] [75-82-78-85]
Alfa %80.9 %75.2
208x224 [71-78-75-83] [70-77-72-79]
Beta %75.7 %69.4
208x224 [70-76-72-80] [58-67-61-72]
Gama %67.0 %61.3
208x224 [54-68-62-70] [50-62-58-68]

k-EYK, DVM ve DAA smiflandiricilar1 Kullanilmistir. Siif
sayisinin ikiye diismesi ile hata matrisi 2x2 boyutuna
diismektedir. Tablo 6’da belirtilen yedi duruma ait ortalama
siniflandirma basarilar1 ve hata matrisi koésegen yiizde
degerleri verilmektedir.

Tablo 6. Bol ve Fethet algoritmasi ile ilk sinifin ayrilmasi.

Table 6. Separation of the first class by Divide and Conquer

algorithm.
Smiflandirici Algoritmalar:

] DVM DAA

Gruplar k iYK [Cekirdek [Cekirdek
(k] Fonk.] Fonk.]
%76.7 %78.2 %75.3

1-2,3,4 [k=3] [Dogrusal] [Dogrusal]
71-82 73-83 70-79
%80.2 %82.4 %79.8

2-1,3,4 [k=5] [Karesel] [Dogrusal]
80-83 82-85 78-84
%73.2 %71.3 %70.2

3.124 [k=3] [Karesel] [Karesel]
70-75 68-73 63-72
%92.8 %93.2 %84.4

4123 [k=7] [Karesel] [Karesel]
96-91 97-90 89-81
%80.5 %80.4 %80.4

1.2-3.4 [k=11] [Dogrusal] [Dogrusal]
78-85 76-82 75-82
%84.3 %88.5 %81.3

1,3-2,4 [k=3] [Dogrusal] [Dogrusal]
81-87 83-90 77-85
%75.8 %77.9 %76.3

1,4-2,3 [k= 5] [Kiibik] [Karesel]
74-80 76-82 75-81

Literatlirde yapilan bir¢ok calismada, delta (1-3 Hz), teta
(4-7 Hz) ve alfa (8-12 Hz) frekans bandlarinin yorgunluk,
uyusukluk, uykululuk ve is performansinda diisiis anlar ile
iliskili oldugu gosterilmistir. Bu ¢alismada da siniflandiric
basar1 sonuglar1 incelendiginde, tim siniflandiricilar i¢cin en
yliksek basarim oranlari delta, teta ve alfa frekans bandlarinda
elde edilmistir. Bu nedenle ¢alismanin ikinci kisminda bu
frekans bandlarina ait 06znitelikler kullanilarak, toplam
oznitelik matrisi olusturulmustur.

Yeni Oznitelik matrisinin boyutu 208x672 olarak elde
edilmistir. Oznitelik matrisinin yiikksek boyutlu olmasi
siniflandirma basarisini ve islem siiresini olumsuz yoénde
etkilemektedir. Bu nedenle bir sonraki adimda temel bilesen
analizi algoritmasi kullanilarak 6znitelik matrisinin boyutu
208x256 olarak azaltilmistir. Diisiik boyutlu 6znitelik matrisi,
B6l ve Fethet algoritmasi kullanilarak smiflandirilmis ve
ortalama siniflandirma basarisi degerlendirilmistir.

Bol ve Fethet algoritmasinda veri seti icerisinde bulunan
siniflar iki pargaya ayrilmakta ve sonucunda yedi olas1 durum
meydana gelmektedir. Bu durumlar 1’e karsi 2-3-4, 2’ye karsi
1-3-4, 3’e kars1 1-2-4, 4’e kars1 1-2-3, 1-2’ye kars1 3-4, 1-3’e
karsi 2-4 ve 1-4’e karsi 2-3 olarak siralanmaktadir. Boylece sinif
bilgisi karistirllarak siniflandirma problemi iki sinifa
indirgenmektedir. Algoritma igerisinde alt siniflandirici olarak

Tablo 6’da verilen ortalama smiflandirma basarilarn
incelendiginde, 4 No.u smif diger siiflardan (1-2-3) DVM
siniflandiricist kullanilarak en basarili sekilde ayrilmistir.
Boylece siniflandirmanin ikinci kisminda, 1-2-3 No.lu siniflar
ayirt edilmek icin iki sinifli problemler haline getirilmistir. Bu
islem sonucu ¢ olasi durum olusmaktadir. Bu durumlar 1’e
karsi 2-3, 2'ye kars1 1-3 ve 3’e karsi 1-2 olarak siralanmaktadir.
Tablo 7’de belirtilen ii¢ duruma ait ortalama siniflandirma
basarilart ve hata matrisi kosegen yilizde degerleri
verilmektedir.

Tablo 7. Bol ve Fethet algoritmasi ile ikinci sinifin ayrilmasi.

Table 7. Separation of the second class by Divide and Conquer

algorithm.
Smiflandirict Algoritmalari
DVM DAA
Gruplar k'[]f:](K [Cekirdek [Gekirdek
Fonk.] Fonk.]
%84.5 %80.3 %75.6
1-2,3 [k=7] [Dogrusal] [Dogrusal]
75-86 71-82 68-78
%88.3 %91.2 %81.2
2-1,3 [k=11] [Karesel] [Karesel]
85-91 87-95 77-86
%78.2 %79.4 %73.7
3-1,2 [k=3] [Dogrusal] [Dogrusal]
70-82 73-83 69-77
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Tablo 7° de verilen ortalama simniflandirma basarilari
incelendiginde, 2 No.u smif diger smniflardan (1-3) DVM
siniflandiricisi kullanilarak en basarili sekilde ayrilmistir. Bu
nedenle siniflandirmanin son kisminda, 1 No.u ve 3 No.lu
simiflar birbirinden ayirt edilmeye calisiimistir.
Tablo 8'de belirtilen duruma ait ortalama smiflandirma
basarilar1 hata matrisi kosegen yiizde degerleri verilmektedir.

Tablo 8. B6l ve Fethet algoritmasi ile liglincii sinifin ayrilmasi.

Table 8. Separation of third class with Divide and Conquer

algorithm.
Siniflandirici Algoritmalari
3 DVM DAA
Gruplar k iYK [Cekirdek [Cekirdek

(k] Fonk.] Fonk.]

%388.3 %88.5 %81.6
1-3 [k=9] [Karesel] [Dogrusal]

78-85 83-79 74-82

Calismada 1 No.lu ve 3 No.lu smiflar birbirinden ayristirilarak
Bol ve Fethet algoritmasi tamamlanmistir. Algoritma sonucu
ortalama simiflandirma basarilar1 k-EYK algoritmasi i¢in %88.3,
DVM algoritmasi i¢in %88.5 ve DAA icin %81.6 olarak elde
edilmistir.

4 Sonuclar

Bu calismada, EEG sinyalleri kullanilarak stirticii yorgunluk
evrelerini dinamik olarak tespit edebilecek bir sistem
tasarlanmistir. Veri seti icerisinde bulunan EEG sinyalleri dort
farkli sinifa ayrilmis ve yorgunluk evreleri olusturulmustur.
Calismanin ilk kisminda EEG sinyalleri alt frekans bandlarina
ayrilmis ve her frekans bandi i¢cin Fourier Déniisimi ve
Dalgacik Déniisiimii tabanli 6znitelikler ¢ikarilmistir. Bu islem
sonucu boyutu 208x224 olan 06znitelik matrisi, ti¢ farkl
siniflandirici algoritmasi ile siniflandirilmistir.

Ortalama siniflandirma basarilar1 k-EYK Algoritmasi i¢in; delta
frekans bandinda en yiiksek %86.2 (k=7), teta frekans
bandinda en yiiksek %87.2 (k=7), alfa frekans bandinda en
ylksek %83.3 (k=9), beta frekans bandinda en yiiksek %75.1
(k=9) ve gama frekans bandinda en yiiksek %70.8 (k=3) olarak
elde edilmistir. Kullanilan bir diger siniflandirici, DVM
algoritmasi i¢in ortalama siniflandirma basarilari; delta frekans
bandinda en yiiksek %87.8 (Dogrusal), teta frekans bandinda
en ylksek %81.4 (Karesel), alfa frekans bandinda en yiiksek
%80.4 (Dogrusal), beta frekans bandinda en yiiksek %72.3
(Kiibik) ve gama frekans bandinda en yiiksek %71.3 (Dogrusal)
olarak elde edilmistir. Calismada kullanilan son siniflandirici,
DAA algoritmasi icin ortalama siniflandirma basarilary; delta
frekans bandinda en yiiksek %87.7 (Dogrusal), teta frekans
bandinda en yiiksek %86.7 (Dogrusal), alfa frekans bandinda
en yiiksek %80.9 (Dogrusal), beta frekans bandinda en yiiksek
%75.7 (Dogrusal) ve gama frekans bandinda en yiiksek %67.0
(Dogrusal) olarak elde edilmistir.

Ortalama siniflandirma basarilar1 analiz edildiginde, tiim
siniflandiricit algoritmalar1 i¢in delta, teta ve alfa frekans
bandlari en yiiksek ortalama siiflandirma basarisina sahiptir.
Bu frekans bandlarinda gerceklesen beyin aktiviteleri
incelenecek olursa, delta frekans band1 NREM derin uyku hali,
teta frekans bandi hafif uyku hali ve alfa frekans bandi gozler
kapaly, sakin uyaniklik hali ile iliskilendirilmektedir. Calismanin
ilk kisminda elde edilen ortalama siniflandirma basarimlari ile
bu beyin aktiviteleri tutarlihlk gostermektedir. Bu nedenle
calismanin  ikinci kisminda temel Oznitelik matrisi

olusturulurken bu frekans bandlarina ait 06znitelikler
birlestirilmistir.

Calismanin ikinci kisminda, boyutu 208x672 olan 06znitelik
matrisi, sistem performansini ve ortalama siniflandirma
basarimin1 olumsuz etkileyecegi i¢cin Temel Bilesen Analizi
algoritmasi ile boyutu 208x256'ya dislrilmistiir. Yeni
Oznitelik matrisi Bol ve Fethet algoritmasi kullanilarak
simiflandirilmistir.  Siiflandirict  algoritmasi icerisinde alt
siiflandirici olarak kullanilmistir. Siniflandirma isleminin ilk
adiminda, var olan dort sinifin olasi tiim kombinasyonlari
olusturularak sistem iki sinifli siniflandirma problemi haline
getirilmistir. Bu islem sonucu 4 No.lu sinif diger siniflardan
DVM algoritmas1 kullanilarak %93.2 ortalama simiflandirma
basarist ile en iyi sekilde ayrilmistir.

Kalan smiflar (1-2-3) i¢in tiim kombinasyonlar olusturularak
islem tekrarlanmistir. Bu islem sonucu 2 No.u sinif diger
siniflardan DVM algoritmas1 kullanilarak %91.2 ortalama
siniflandirma basarisi ile en iyi sekilde ayrilmistir. Son olarak
1 No.lu ve 3 No.lu siniflar k-EYK algoritmasi kullanilarak %83.8
ortalama siniflandirma basaris1 ile birbirinden ayrilmistir.
Algoritmaya ait ortalama siniflandirma basarilar1 ise k-En
Yakin Komsuluk algoritmas1 i¢in %88.3, Destek Vektor
Makineleri algoritmasi i¢in %88.5 ve Dogrusal Ayirim Analizi
icin %81.6 olarak elde edilmistir. Bél ve fethet yontemine ait
temel agac yapisi Sekil 4’te verilmektedir.

1-234 |
- 2-1,34 |

L 3-1,2,4 J

RLS1RR3

187-3-4

Elel

1,2-3,4

1,3-2,4

1,4-2,3

Sekil 4. Bol ve Fethet algoritmasi temel agag yapisi.
Figure 4. Divide and Conquer algorithm basic tree structure.

Sonug olarak 4 No.lu sinifin en yiiksek ortalama smiflandirma
basarisina sahip olmasi; 27 siiriiciiniin %93.2 dogruluk orani
ile 67.5-90 dk. arasinda 4. sinif yorgunluk seviyesine sahip
oldugunu gostermektedir. Arastirmalar ve istatistiksel veriler,
stirticii kaynakl kazalarin, en ¢ok varis noktasina yaklastig
stirelerde oldugunu belirtmektedir. Calismamiz sonucunda da
kazalarin baslica nedeni olan yorgunluk, siiriisiin son
ceyreginde gerceklesmistir. Daha uzun siireli siirlis yorgunluk
seviyesini arttiracagi icin, siirlis esnasinda alinan veriler
tasarladigimiz sistemde analiz edildiginde, dogruluk seviyesi
artacaktir.

5 Conclusion

In this study, a system that can dynamically detect driver
fatigue phases using EEG data is designed. EEG data in the data
set were divided into four different classes and fatigue phases
were created. In the first part of the study, EEG data were
divided into sub-frequency bands and features based on
Fourier Transform and Wavelet Transform were obtained for
each frequency band. As a result of this process, the feature
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matrix, whose size is 208x224, is classified by three different
classifier algorithms.

Average classification success for k-EYK Algorithm; The highest
86.2% (k=7) in the delta frequency band, the highest 87.2% (k
= 7) in the theta frequency band, the highest 83.3% (k=9) in the
alpha frequency band, the highest 75.1% (k=9) in the beta
frequency band and the highest 70.8% (k=3) in the gamma
frequency band. Another classifier used 1is average
classification successes for the DVM algorithm; The highest
87.8% (Linear) in the delta frequency band, the highest 81.4%
(Quadratic) in the theta frequency band, the highest 80.4%
(Linear) in the alpha frequency band, the highest 72.3% (Cubic)
in the beta frequency band and in the gamma frequency band,
the highest 71.3% (linear) was obtained. The last classifier used
in the study, average classification successes for DAA
algorithm; The highest 87.7% (Linear) in the delta frequency
band, the highest 86.7% (Linear) in the theta frequency band,
the highest 80.9% (Linear) in the alpha frequency band, the
highest 75.7% (Linear) in the beta frequency band and in the
gamma frequency band, the highest 67.0% (Linear) was
obtained

When the average classification successes are analyzed, the
delta, theta and alpha frequency bands have the highest average
classification success for all classifier algorithms. If the brain
activities in these frequency bands are examined, the delta
frequency band NREM is associated with deep sleep, theta
frequency band mild sleepiness, and the alpha frequency band
eyes closed, calm wakefulness. These brain activities are
consistent with the classification achievements obtained in the
first part of the study. As a result of this process, in the second
part of the study, the features of these frequency bands are
combined while creating the basic feature matrix.

In the second part of the study, the size of the feature matrix,
which is 208x672, has been reduced to 208x256 with Principal
Component Analysis detection since it will negatively affect the
system performance and classification performance. The new
feature matrix is classified using the Divide and Conquer
algorithm. K-EYK, SVM and DAA algorithms are used as sub-
classifiers in the classifier algorithm. In the first step of the
classification process, the system has been turned into a two-
class classification problem by creating all possible
combinations of the four existing classes. As a result of this
process, class number four is distinguished from other classes
with 93.2% average classification success using the DVM
algorithm.

The process was repeated by creating all combinations for the
remaining classes (1-2-3). As a result of this process, the second
class is distinguished from other classes with 91.2% average
classification success using the DVM algorithm. Finally, the
number one and number three classes were distinguished from
each other with 83.8% average classification success using the
k-EYK algorithm. The average classification success of the
algorithm was obtained as 88.3% for k-Nearest Neighborhood
algorithm, 88.5% for Support Vector Machines algorithm and
81.6% for Linear Discrimination Analysis. The basic tree
structure of the divide and conquer method is given in Figure 4.

As a result, class number four has the highest average
classification success; It shows that 27 drivers had a grade 4
fatigue level between 67.5 and 90 min. with 93.2% accuracy.
Studies and statistical data indicate that driver-related
accidents occur mostly at the time they approach the
destination. As a result of our study, fatigue, which is the main

cause of the accidents, occurred in the last quarter of the
driving. Since longer driving will increase the level of fatigue,
the level of accuracy will increase when the data received
during driving are analyzed in the system we designed.

6 Yazar katki beyami

Bu calismada Sule BEKIRYAZICI arastirma siirecinde
kullanilacak uygun veri seti bulunmasi tarafinda katkida
bulunmus olup Ahmet DEMIR siniflandirma ve boyut azaltma
algoritmalar lizerinde ¢alismalar yapmistir. Oguzhan COSKUN
Matlab programinda gerekli 6zniteliklerin ¢ikarilmasi ve ilgili
yazilim gelistirme siirecinin olusturulmasi kisminda destekgi
olup Recep EKEN makalenin kaynak arastirmasi ve bulgularin
derlenmesinde gorev almistir. Giines YILMAZ ¢alisma siiresince
cok yonlii katkida bulunmus ve bilimsel altyapinin olusmasinda
destek olmustur.

7 Etik kurul onay1 ve ¢ikar catismasi beyani

Hazirlanan makalede etik kurul izni alinmasina gerek yoktur.
Hazirlanan makalede herhangi bir kisi/kurum ile ¢ikar
catismasi bulunmamaktadir.
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