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This study aims to produce meaningful words in accordance with character-based Turkish grammar rules by
using encoder decoder and attention architecture from deep learning algorithms. In encoder-decoder models,
information about the input data to the decoder is transmitted only by the fixed-length content vector
obtained by the encoder. That is, the output data has no direct relationship with the input value. As a result,
when the array size of the text data gets longer, the relationships between the first value and the last output
values are forgotten. In order to overcome this problem, attention architecture is used in the structure of
Encoder decoder models. Thanks to this method, when the decoder makes a guess, it reviews all the hidden
state information of the LSTM cells in the encoder (Figure A). In this case, even if the length of the text data
increases, word production results in more successful results as the input values are constantly controlled by
the attention architecture in every value that is produced continuously.
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Figure A. Encoder decoder and attention model

Purpose: It is to produce meaningful words in accordance with Turkish grammar rules by developing a
character-based language model working on Turkish data set by using encoder decoder and attention
architecture from deep learning algorithms.

Theory and Methods: In the creation of the language model, encoder-decoder and attention architecture,
which are deep learning algorithms, are used. LSTM networks are used in the structure of the encoder and
decoder model. These networks cannot show sufficient success in long text strings because their memory is
not enough. Therefore, this problem is tried to be overcome by using the attention mechanism together with
LSTM networks in the structure of the encoder and decoder model. The attention architecture tries to produce
output data by focusing on different parts of the input data at each processing step. Thanks to this structure,
the model can learn on its own what it should pay attention to in the input data, depending on what it
produces.

Results: The model is operated at different threshold values of the temperature sampling method at epoch
values of 100 and 200. Model; The 100 epoch and temperature sampling method gives the best result with a
90.6% success rate at the 0.3 threshold, while the 200 epoch and temperature sampling method gives the
best result with a 91.9% success rate at the 0.5 threshold. It is seen that the model is successful in creating
short and long words and can create some meaningful word groups.

Conclusion: It is thought that to improve the results of the language model used, using a larger and higher
quality training data set, increasing the number of LSTM units, increasing the number of training iterations
(epoch) and representing with high-dimensional word vectors can increase the success of the model.
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Bu ¢alismada, derin 6grenme algoritmalarindan kodlayici-kod ¢oziicii ve dikkat mimarisi kullanilarak
karakter tabanli Tiirkge dil bilgisi kurallarina uygun anlamli kelime iiretimi amacglanmigtir. Gelistirilen
modelin sonuglar1 diger derin dgrenme algoritmalari olan LSTM ve GRU modellerinin sonuglar ile
karsilastirilmaktadir. LSTM ve GRU modelleri ile olusturulan dil modelleri 100 ve 200 epoch degerlerinde
ve sicaklik 6rnek alma yonteminin farkli esik degerlerinde birbirine yakin sonuglar verdigi goriilmektedir.
Bu modellerden en yiiksek bagar1 degerini 200 epoch ve 0,5 sicaklik esik degerinde %88,40 ile GRU modeli
vermektedir. Bu ¢aligma i¢in gelistirilen kodlayici-kod ¢6ziicii ve dikkat dil modeli ise 100 ve 200 epoch
degerlerinde ve sicaklik 6rnek alma yonteminin farkl esik degerlerinde en yiiksek basar1 degerini 200 epoch
ve 0,5 sicaklik esik degerinde %91,90 ile vermektedir. Yapilan denemeler sonunda, kodlayici-kod ¢dziicii
ve dikkat mimarisi modeli LSTM modeline gore ortalama olarak %2,83 ve GRU modeline gore ortalama
olarak %0,19 oraninda daha fazla basar1 gostermistir.
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In this study, it is aimed to produce meaningful words in accordance with character-based Turkish grammar
rules by using encoder-decoder and attention architecture, which are deep learning algorithms. The results
of the developed model are compared with the results of LSTM and GRU models, which are other deep
learning algorithms. It is seen that the language models created with LSTM and GRU models give similar
results at 100 and 200 epoch values and at different threshold values of the temperature sampling method.
Among these models, the GRU model gives the highest success value with 88.40% at 200 epochs and 0.5
temperature threshold value. The encoder-decoder and attention language model developed for this study
gives the highest success value of 91.90% at 100 and 200 epoch values and at different threshold values of
the temperature sampling method at 200 epoch and 0.5 temperature threshold value. At the end of the
experiments, the encoder-decoder and attention architecture model showed an average of 2.83% more
success than the LSTM model and an average of 0.19% more success than the GRU model.

*Sorumlu Yazar/Yazarlar / Corresponding Author/Authors : *isaergin@gmail.com, timur.inan@altinbas.edu.tr / Tel: +90 545 898 7749

2000


https://orcid.org/0000-0002-0616-7018
https://orcid.org/0000-0002-6647-3025

Ergin ve Inan / Journal of the Faculty of Engineering and Architecture of Gazi University 39:3 (2024) 1999-2009

1. Giris (Introduction )

Dogal dil isleme (DDI) insanlarin yazili ve sozlii olarak kullandig
dogal dillerin bilgisayarlar tarafindan analiz edilerek kurallarinin
belirlendigi yapay zekanim bir alt uygulama alanidir [1]. DD, insan
bilgisayar etkilesimi alanina odaklanmaktadir. Bundan dolay1 dogal
dilde iiretilen ve bilgisayarlar araciligiyla erisilebilen bilgilerin genis
boyutlara ulagmasindan dolay1 dogal dil isleme ihtiyaci giiniimiizde
artarak devam etmektedir. DDI alanmnmn en biiyilk sorunu metin
iretimi esnasinda dil kurallarna uygun anlamli ve tutarli metinler
olusturmada yasanilan zorluklardir. Metin iretimi esnasinda
kullanilan karakterlerin ve kelimelerin bir biitiinliik i¢erisinde dogru
bir sekilde yan yana siralanmasi ¢ok onemlidir. Metin verileri arka
arkaya gelen ve aralarinda zaman sirasina gore siralanmig
sozciiklerden, sozciik obeklerinden ve ctimlelerden olusan kendi
aralarinda  biitiinliik  6zelligi gosteren bir diizen halinde
bulunmaktadir. Bu nedenle DDI alaninda basarili metin uygulamalari
gelistirebilmek i¢in dogal dillerin yapisint olusturan karakterlerin,
kelimelerin ve kelime gruplarinin birbirileriyle nasil bir baglant1 ve
sira icerisinde olduklarini analiz edebilmek ¢ok 6nemlidir [2].

DDI uygulamalari gelistirirken bilgisayar bilimi, istatistik, dil bilimi,
makine Ogrenmesi, yapay sinir aglar1 gibi farkli alanlardan
yararlanilmaktadir. Makinalar tarafindan kullanilacak dogal dillerin,
dilbilim ve bilgisayar bilimi tarafindan incelenip analiz edilmesi
sonucunda kurallarinin belirlenmesi ve derin 6grenme algoritmalart
tarafindan kullanilabilecek bir formata doniistiiriilmesi gerekmektedir
[3]. DDI uygulamalari giiniimiize kadar farkli zamanlarda, farkl
yontemler kullanilarak ~ gelistirilmistir. DDI’nin ilk yillarinda
bilgisayar programlarmin daha c¢ok kullanildigi, metin igerisinde
gecen kelime ve kelime gruplarinin sayisinin hesaplandigi ve buna
bagli olarak belirli kararlarin verildigi kural tabanli makine 6grenmesi
yontemleri kullanilmistir [4]. Artan veri miktar1 ve bilgisayar
teknolojilerindeki gelismelerin hizla artmasi, makina Ogrenmesi
yontemlerinin gelistirilmesi ve buna paralel olarak ge¢mis bilgileri
hatirlayarak Ogrenen Ozyinelemeli derin yapay sinir aglarmin
kullanilmas1 DDI alaminda basarili sonuglar almmasim saglamistir
[5]. Ozyinelemeli yapay sinir aglari dogal dillerin yapisint
coziimleyerek ve gegmis bilgileri hatirlayarak ogrenen yontemler
olmasindan dolay1 birbiriyle tutarli ve anlamli metinler olusturmada
daha basarili sonuglar vermektedir. Bu yoOntemler metin verisi
icerindeki iligkilerden ¢ikarimlar elde edecek istatistiksel
hesaplamalar yapmakta ve modelin kendi kendine 6grenebilmesini
saglamaktadir [6].

Gilinlimiizde metin iiretimi uygulamalarinda genellikle 6zyinelemeli
yapay sinir aglari olan tekrarlayan sinir aglari (recurrent neural
network-RNN), uzun kisa siireli bellek (long short-term memory-
LSTM), gegitli tekrarlayan birim (gated recurrent unit-GRU), liretken
diisman aglar (generative adversarial network- GAN) kodlayici-kod
¢oziicii (encoder-decoder) modelleri ile birlikte dikkat mekanizmasi
(attention mechanism) ve transformer modelleri kullanilmaktadir [7].
Bu modellerden RNN’ler DDI uygulamalarinda ¢ok uzun zamandir
kullanilan, uzun metinlerin iiretilmesinde kotii sonuglar veren daha
cok kiigiik veri setleri lizerinde ¢aligan derin 6grenme algoritmalaridir.
LSTM ve GRU modelleri ise RNN aglarmin gelistirilmis bir
modelidir Kodlayici-kod ¢6ziicli modeller ise yapilarinda genellikle
LSTM ve GRU aglarinin farkli sayida ve farkli parametrelerde
kullanilmasi1 ile olusturulan ¢ok daha uzun metin verilerinin
islenmesinde kullanilan daha basarili yontemlerdir [8]. Dikkat
algoritmasi ise kodlayici-kod ¢oziici modellerinin basgarisini artiran
¢ok daha uzun metin dizelerindeki iliskileri hatirlamakta daha basarili
olan ve metin iretiminde daha iyi sonuglar veren derin 6grenme
algoritmalaridir  Transformer modeller son zamanlarda DDI
uygulamalarinda yogun bir sekilde kullanilan, yapisinda sadece

dikkat mekanizmasinin kullanildig1 yeni bir modeldir. Bu modellerin
egitilmeleri i¢in ¢ok biiyiik veri setlerine ve gii¢lii donanimlara ihtiyag
duymaktadir. GAN modeller ise genellikle goriintii iiretmede
kullanilan algoritmalardir. Giinlimiizde metin iiretimi alaninda da
kullanilmaktadir. Ancak bu aglarin egitilmeleri ¢ok zahmetli ve
zordur [9]. Yapilan ¢alismada Ozellikle derin &grenme
algoritmalarindan kodlayici-kod ¢6ziicli ve dikkat mekanizmasimin
kullanilma nedeni, dikkat mekanizmasinin daha énce DDI alaninda
kullanilan derin 6grenme algoritmalarinin (RNN, LSTM, GRU)
caligma mantigin1 degistirerek daha iyi sonuglar vermesidir. Eski
modellerde (RNN, LSTM, GRU) tiim giris verileri tek seferde
islenerek giris verisinin tiim bilgilerinin 6zetini tutan bir ¢ikis 6zet
vektorii olusturulmaktadir. Bu 6zet vektor giris verisiyle ilgili yeterli
bilgiye sahip olamadigi i¢in kod ¢oziiciiye giris verisiyle ilgili yetersiz
bilgi aktarmakta ve bunun sonucunda kod ¢oziicli metin ile ilgili dogru
tahminler yapamamaktadir. Bu modellerin girig ve ¢ikis verilerinin
uzunlugu arttik¢a performansi daha da yetersiz kalmaktadir. Bundan
dolay1 bu modellerin ¢ok fazla eksikligi bulunmaktadir. Bu sorunlarin
iistesinden gelebilmek igin kodlayict ve kod ¢oziicii modellerinin
yapisinda dikkat mimarisi kullanilmaya baslanmistir. Kodlayici-kod
¢oziicii modellere dikkat mimarisinin eklemlenmesiyle giris verisinin
tim bilgisi artik tek bir 6zet vektor olarak tutulmamaktadir. Kod
¢oziicii artik sadece kodlayic1 vektoére bagh kalarak ¢ikti liretmek
yerine, her adimda ¢iktiy: iretirken siirekli olarak giris verilerinin
farkli boliimlerine ve su ana kadar ne {irettigine bagli olarak neye
dikkat etmesi gerektigine bakarak ¢ikti degerlerini tiiretmektedir [10].

2. Literatiir Arastirmasi ( Literature Review )

Karakter tabanli dikkat merkezli kodlayici-kod ¢6ziicii modeller
kullanilarak kelime tiretimiyle ilgili literatiir incelendiginde, karakter
diizeyinde temsil giicii iizerine uzun zamandir ¢aligmalar yapildigi
gozlemlenmistir [29,30]. Bu ¢alismalardan biri olan Poulos vd. [11]
calismalarinda karakter dizinlerini isleyerek egitilen dikkat merkezli
kodlayici-kod ¢oziicl modelde metin transkripsiyonu
gerceklestirilmistir.  Modelde kullanilan dikkat mekanizmasinin
kaynak ve hedef karakterler arasindaki siralama iglemlerinde bagarili
oldugu sonucuna varmislardir. Eriguchi vd. [12] ise dikkate dayali
karakter ve kelime tabanli makine cevirisi modeli gelistirerek
Ingilizce ve Japonca dilinde geviri denemeleri yapmuslardir. Bu
caligmada hedef dillerdeki kelimeleri kullanarak 6grenen karakter
tabanli sistemlerin kelime tabanli modellerden daha hizli ve daha
dogru ceviriler irettigi sonucuna ulagmiglardir. Feng vd. [13]
yaptiklar1 ¢alismada Skip—Gram mimarisi ile karakter tabanli
kodlayici-kod ¢oziicii modelini birlestirerek yeni bir model
tasarlamiglardir. Caligmanin  sonucunda karakter diizeyindeki
bilgilerden faydalanarak 6grenen modelin, zengin morfolojiye sahip
dillerdeki kelimeler arasindaki iliski diizeylerini daha iyi tespit ettigi
sonucuna varmiglardir. Renduchintal vd. [14] ise karakter tabanli
dikkat merkezli kodlayici-kod ¢oziicii kullandiklart modelde, dillerin
morfolojik kaliplarini goz ardi ederek sadece kelimeler iizerinde
caligmislardir. Bu ¢aligsma sonucunda karakter tabanli dil modellerinin
dil kurallarim1 kelime tabanli modellere gére daha iyi yakaladigi
sonucunu elde etmislerdir. Modelin ayn1 zamanda tahmin asamasinda
basit bir softmax katmani kullanarak karakterler arasindaki iliskileri
yakalamada basari elde etmesine ragmen modelin ¢ok fazla gizli
katman kullandigini ve ¢ok fazla bellek tiikettigini tespit etmislerdir.
Makine gevirisi lizerinde ¢aligma yapan Yang vd. [15] benzer bir
model gelistirmislerdir. Bu model ile hedef dildeki tiim kelimeleri
kullanarak olusturduklari modelin kelime tabanli modelden daha hizli
ve daha dogru geviriler yaptigini tespit etmiglerdir. Bahdanau vd. [16]
konusma tanmima c¢alismalarinda  karakter tabanli  dikkat
mekanizmasina dayali bir model gelistirmiglerdir. Bu modelin biiyiik
bir veri seti kullanildiginda girig ve ¢ikis dizeleri arasindaki iligkileri
hizalamada basarili oldugunu gérmiiglerdir. Meng vd. [17] yaptiklar
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caligmada karakterlere dayali dikkat tabanli ugtan uca ¢aligan
konusma tanima modeli gelistirmislerdir. Bu modelin sozciikleri ve
alt sozciikleri basarili bir sekilde iirettigi ve modelde kullanilan
parametre say1sini azaltarak %11,9 seviyesinde iyilestirme sagladigim
gormiislerdir. Kwon vd. [18] yaptiklart ¢alismada karakterleri hem
girdi hem de ¢ikt1 olarak alan hiyerarsik bir char2word kodlayiciya
sahip bir model onermislerdir. Gliniimiizde mevcut makine g¢evirisi
modellerinin ¢ogu, girdi ve ¢ikti birimleri olarak karakter gruplarini
veya tam kelimeyi kullanmaktadir. Bu ¢aligmanin sonucunda karakter
kodlayicinin  hiyerarsik temsilinin  hesaplama karmagikligini
azalttigin1 ve ¢eviri performansini iyilestirdigini tespit etmislerdir.
Ayrica kod ¢oziiciiden alinan dikkat degerlerini incelediklerinde
modelin yaygin kelimeleri tek bir géomme igine sikigtirmayi
ogrendigini, oysa isimler ve yerler gibi az gecen 6zel isimlerin
karakter olarak temsil edildigini gézlemlemislerdir. Noord vd. [19]
tarafindan yapilan ¢aligmada dikkat tabanli kodlayici-kod ¢oziicii
modellerde karakter diizeyinde temsiller olusturmanin performansi
genel olarak iyilestirdigi diigiincesine varmiglardir.

3. Yontem (Method)
3.1. Veri Kiimesi (Dataset)

Bu ¢alismada yazar Sabahattin Ali’nin Icimizdeki Seytan, Kuyucakli
Yusuf, Kiirk Mantolu Madonna, Merkopasa Yazilari, Yeni Diinya ve
Kamyon eserlerinden olusturulan Tiirkge veri seti {izerinde ¢aligma
yapilmugtir. Yazarin eserleri birlestirilerek tek bir “txt” uzantili metin
dosyast haline getirilmistir. DDI alaninda yapilan galigmalarda metin
verilerinin istenen seviyede islenebilir diizeyde olmamasindan dolay1
veri seti veri On isleme adimlarindan ge¢irilerek ¢aligmaya uygun bir
diizeye getirilmektedir. Bu sekilde diizenlenmis ve temizlenmis bir
veri seti lizerinde yapilan g¢alismalar daha iyi sonuglar vermektedir.
Veri temizleme islemleri Python programlama dili ve NLTK
kiitiiphanesi kullanilarak gergeklestirilmistir. Kullanilan veri setinden
tiim noktalama isaretleri, html etiketleri, url, @ isareti ve istenmeyen
diger 6zel isaretler kaldirilmig ve tiim harfler kiigiik harfe gevrilmistir.

3.2. Kullanilan Modeller (Used Models)
3.2.1. Kodlayict ve kod ¢oziiciiler (Encoders and decoders)

DDI uygulamalarinda 2014 yilindan itibaren kullanilmaya baglanilan
kodlayici-kod ¢oziicli modeller giinlimiize kadar etkili bir sekilde
kullanilmaktadir. Bu yontem sayesinde metin iiretiminde ¢ok daha
uzun metin dizelerinin islenmesinde basarili sonuglar alinmaktadir.
Metin verilerinde kullanilan kelimelerin zaman ve sira iligkisinin
biiyiik 6nemi bulundugundan dolay1 bu yontemler sira ve zaman
iliskilerinin yakalanmasinda etkili bir yontem olarak kullanilmaktadir.

Sekil 1’de kodlayici-kod ¢6ziici modellerinin  genel yapist

goriilmektedir. Modelin yapisinda kodlayici-kod ¢6ziicii olmak tizere
iki ana birim bulunmaktadir. Bu birimlerin yapisinda genellikle

Kodlayici

LSTM

M‘l LSTM

x1

LSTM " —

LSTM aglann farkli sayida ve farkli parametre degerlerinde
kullanilarak model tasarimi yapilmaktadir. Modelde gosterilen x
degerleri girdi degerlerini y degerleri ise ¢iktt degerlerini ifade
etmektedir. Modelin yapisinda bulunana kodlayici birimi girdi
verisini igleyerek girdi verisinin O6zetinin elde edildigi bir igerik
vektoril olugturmaktadir. Elde edilen bu igerik vektorii kod ¢oziiciiye
aktarilarak kod ¢Oziiciiniin girdi verisi olarak kullanilmaktadir.
Buradaki en kritik nokta bu igerik vektoriiniin girdi verisiyle ilgili tim
bilgileri icermesindeki zorlukta yatmaktadir. Ciinkii bu bilgi kod
¢oziiciinliin dogru {iretim yapabilmesi i¢in kodlayicidan aldigi tek
bilgidir

3.2.2. Dikkat mekanizmasi (Attention mechanism)

Kodlayici-kod ¢oziicii modellerinde kod ¢oziiciiye sadece girdi
verisiyle ilgili bilgi kodlayicinin elde ettigi sabit uzunluktaki icerik
vektorii tarafindan aktarilmaktadir. Yani ¢ikt1 verisinin girdi degeriyle
dogrudan bir iligkisi bulunmamaktadir. Dolayisiyla uzun metin
verilerinde ¢alisirken bu modeller kot sonuglar vermektedir.
Kodlayici-kod ¢dziicii modellerde ¢ikti degeri en son LSTM hiicresi
ile bir 6nceki LSTM hiicresinin gizli durum ve hiicre durumu bilgileri
tizerinden tahmin edilmektedir. Bu durumda geriye dogru gidilerek
girdi verisiyle ilgili bilgiler sadece igerik vektorii {izerinden
alinabilmektedir [20]. Bunun sonucunda metin verilerinin dizi boyutu
uzadiginda ilk deger ile son ¢ikti degerleri arasindaki iliskiler
unutulmaktadir. Kodlayici-kod ¢oziicli modellerde daha uzun
dizelerde basarili sonuglar alabilmek i¢in bu modellerin yapisinda
dikkat mimarisi kullanilmaktadir. Dikkat mimarisi sayesinde kod
¢oziicii bir tahminde bulundugunda kodlayicidaki LSTM hiicrelerinin
biitiin gizli durum bilgileri gdzden gegirilmektedir. Metin verilerinin
uzunlugu artsa bile dikkat mimarisi siirekli olarak iiretilen her degerde
girdi degerlerini siirekli olarak kontrol ettigi i¢in {iretim asamas1 daha
basarili sonuclanmaktadir [21]. Bu yontem sayesinde uzun metin
verilerinin igslenmesi asamasinda girdi ile ¢ikti degerleri arasindaki
iliskiler daha iyi hatirlanmaktadir.

Sekil 2’de kodlayici-kod ¢oziicii modelde dikkat mekanizmasinin
nasil kullamldigr gosterilmektedir. Dikkat mimarisi sayesinde
kodlayic artik sadece son gizli ve hiicre durumlarmi degil, ayni
zamanda tlim zaman adimlarinda iretilen kodlayicinin tim gizli
durumlarini da kod ¢oziicliye aktarmaktadir. Kod ¢oziicii ise ¢ikti
olusturmak i¢in ilk giris ve kodlayicinin tiim gizli durumlarim
kullanarak dikkat vektoriinii hesaplamaktadir. Daha sonra dikkati
kodlayicinin tiim gizli durumlarina uygulayarak baglam vektoriinii
hesaplar. Kod ¢6ziicii ise girdisini olugturmak i¢in baglam vektorii ve
ilk girisi birlestirir. Sonra model bu sekilde bir dongiide halinde
caligmaktadir [22].

3.3. Modelin Olusturulmasi (Creating the Model)

DDI uygulamalarinda metin veri seti igerisinde kullanilan anlaml1 her
bir par¢aya token adi verilmektedir. Metinde pargasinda bulunan

vl y2

LSTM |——+| LSTM |-

Kod Coziicii

Sekil 1. Kodlayict ve kod ¢oziicii model (Encoder and decoder model)

2002
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harfler, heceler, kelimeler, kelime gruplar1 ve climleler token olarak
ifade edilmektedir. Metin tokonizasyonu ise metin verisinin istenen
token birimlerine ayrilmasim ifade etmektedir. Dil modelleri
egitilirken metin verisinin dil modellerinin isleyebilecegi tokenlere
ayrilmas: gerekmektedir. Metin {iretiminde hangi token yapilarinin
kullanilacag: kullanilan veri setine ve kullanilan uygulamalara gore
degisiklik gostermektedir. Metin tiretiminde genel olarak karakterler,
n-gramlar ve kelimeler kullanilarak metinler tretilmektedir [23-27].
Dil modeline verilecek token birimlerinin olusturulmadan once veri
setinin istenmeyen verilerden temizlenmesi gerekmektedir. Daha
sonra dil modelinin egitimi i¢in gerekli olan token boyutuna karar
verilmelidir. Metinde bulunan ¢ok farkli kelime veya karakterlerden
olusacak bir sozliik elde etmek gerekmektedir. Olusturulacak sozlikk
boyutu veri setinin bilyiikliigiine modelin yapisina ve kullanilan
bilgisayar donaniminin giiciine bagli olarak degismektedir. Sozciik
dagarcigmin boyutu belirlendikten sonra bu tokenlerin sayisal olarak
nasil temsil edilmesi gerektiginin belirlenmesi gerekmektedir. Bu
asamada farkli embeding yontemleri kullanilarak metin tokenlerinin
sayisal vektorlerle temsil edilmesi gerekmektedir. Yukarida belirtilen
adimlardan sonra dil modelinin kullanabilecegi bir formata doniigen
veri seti derin sinir aglarina verilerek metin {iretimi gerceklestirecek
bir dil modeli haline gelmektedir

3.3.1. Dil modeli (Language model)

Dil modelleri bir DDI uygulamasinin merkezinde bulunan ana
bilesenlerdir. Metin iiretimi gibi DDI uygulamalar1 gelistirmek igin
derin &grenme algoritmalar1 yardimiyla bir dil modelleri egitmek
gerekmektedir. Dil modeli token haline getirilmis veri setinin derin
6grenme algoritmalar1 yardimiyla istatistiksel yontemler kullanarak
olusturulan ve metin iretimi gerceklestiren egitilmis hazir bir
modeldir. Metin tabanli bir dil modeli egitilirken veri setinde bulunan
climleler, kelimeler, harfler ya da n-gram denilen kelime ya da harf
gruplart kullanilmaktadir.

Sekil 3’de bir dil modelinin sozliigiinde bulunan karakterlerin sartl
olasilik degerleri gosterilmektedir. Bir dil modeli egitilirken metin
icerisinde bulunan tiim karakterlerin derin 6grenme algoritmalarina
verilerek tiim karakterlerin anlamsal, sirasal ve birliktelik iliskileri
istatistiksel olarak hesaplanmakta ve Ogrenilmektedir. Bu sekilde
6grenen dil modeli verilen metin parcasina gore kendi sozliiglinde
bulunan karakterlerin sarth olasilik degerlerini hesaplayarak metin
sonuna gelecek olasi karakteri tahmin etmektedir [24-28].

Sekil 4’te dil modelinin egitimi bittikten sonra model kendisine
verilen metin pargasina gore kendi sozliiglinde bulunan karakterlerin

KOD ¢OZUCU
® ®  ® @
]CFRIK o~ t-‘-‘u- \"-.c,.— - Gl ! -~
VEKTORU LTSM LTSM LTSM LTSM
b~ = he | | | B ik == ht
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FgY ia
START| GIiRDI | GIRDI | GIRDI |
A F A A A A oA
ICERIK | | [ ICERIK ICERIK | — [ ICERIK _ —
VEKTORU iVEK'_[ORU ‘ —*| VEKTORU VEKTORU ~ DIKKAT
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i
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KODLAYICI
Sekil 2. Kodlayici-kod ¢oziicii ve dikkat modeli (Encoder decoder and attention model)
Karakter Kiimesi - b e d - f £ Z
Uzerindeki Olasiliklar %01 | 002 | 036 | 025 | 002 | 0.001 | 022 | 0.001 [ .. 0.06
Dil Modeli

Veri Seti
Sekil 3. Karakter tabanli dil modeli (Character-based language model)
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Sekil 4. Karakter tabanli dil modeli ¢aligma 6rnegi (Character based language model working example)

sartll olasilik degerlerine bakarak ve oOrnek alma ydntemlerinden
sicaklik ornek alma yontemini kullanarak metin sonuna gelebilecek
en olasilikl karakteri getirmektedir. Elde edilen metin dizisi tekrar dil
modeline verilerek benzer adimlar diger karakterler icinde dongiisel
olarak yapilmakta ve metin iiretimi ardisik olarak gergeklesmektedir.

3.3.2. Ornek alma yéntemleri (Sampling methods)

Metin iiretimi adimlarindan biri de Ornek alma ydnteminin
belirlenmesidir. Ornek alma yontemleri kullanilarak dil modeli
kendisine verilen metin pargasina gore sozliigiinde bulunan
karakterlerin sartli olasilik degerlerini hesaplayarak en olasilikli
karakteri verilen metnin bir sonraki karakteri olarak belirlemektedir.
Metin iiretimi esnasinda kullanilan farkli 6rnek se¢me yontemleri
bulunmaktadir. Caligmada 6rnek alma yontemi olarak sicaklik 6rnek
alma yontemi (algoritma) kullanilmaktadir.

3.3.2.1. Sicaklik 6rneklemesi (Temperature sampling)

Sicaklik drneklemesi yontemine gore yiiksek sicaklik degerleri diisiik
enerji seviyelerini ifade etmektedir. Bu yontemde dil modelinin
sozligiinde bulunan karakterlerin, belirlenen sicaklik degerlerine gore
normalizasyon iglemlerine tabi tutularak olasilign diisik olan
karakterler dil modelinin sozliiginden ¢ikarilarak yiiksek seviyede
olasiliga sahip olan karakterlerin belirlenmesi saglanmaktadir. Bu
yiiksek olasiliga sahip karakterler daha sonra softmax aktivasyon
fonksiyonundan gegirilerek degerler 0-1 olasilik araligina
getirilmekte ve bu degerler icinden Ornek segme islemleri
yapilmaktadir [25]. Bu yontemde kullanilan sicaklik esik degerlerinin
bliyik O6nemi bulunmaktadir. Sicaklik esik degerleri kiigiik
secildiginde daha az aday igerisinden se¢im yapilmakta iken, sicaklik
degerleri yiiksek segildiginde ise daha fazla aday igerisinden se¢imler
yapilmaktadir. Sicaklik esik degerlerinin ¢ok diisiik tutulmasi
yontemin siirekli olarak olasilik degeri en yiiksek karakteri se¢gmesine
neden olurken, sicaklik esik degerlerinin ¢ok yiiksek segilmesi ise
rastgeleligi arttirdigi i¢in ¢ok anlamsiz metinler tiretilmesine sebep
olmaktadir. Dolayisiyla iyi sonuglar alabilmek igin sicaklik egik
degerinin orta degerlerde tutulmasi gerekmektedir. En dogru degeri
bulabilmek igin ise bir¢cok sicaklik degeri ile uygulama iizerinde
deneme yapmak gerekmektedir [25, 26].

3.3.3. Kodlama mimarisi (Coding architecture)
Karakter tabanli kelime iiretimi uygulamasi google colap ide’si,

phyton programlama dili, phyton {izerinde kullanilan derin 6grenme
2004

kiitiiphaneleri (tensorflow, keras) kullanilarak olusturulmaktadir.
Keras’in 6n isleme katmani olan textvectorization katmani metin
Onisleme adimlarim1 yapabilmek igin kullanilirken, tensorflow
kiitiiphanesinin veri hatt1 otomatiklestirilmis olarak veriyi islememizi
saglayan bir yaklasim olarak kullanilmaktadir. Tanimlanan veri hatt1
sayesinde verinin ¢ikarilmasi, doniistiiriilmesi ve dogrulugunun
kontrol edilmesi gibi ugtan uca bir baglant1 saglanarak islemlerin
otomatik olarak ger¢eklestirmesi saglanmaktadir.

Bir veri hattinda su islemler yapilmaktadir:
o [lk olarak veri hattina veri seti eklenmektedir.

e Veri seti karakterlere doniistiiriilmektedir.
e Metin i¢indeki noktalama isaretleri, html etiketleri, beyaz bosluklar

vb. gibi istenmeyen karakterler kaldirilarak  veri seti
temizlenmektedir.
e Karakter dizileri giris (x) ve ¢ikis (y) ¢iftleri haline
dontstiirilmektedir.

e Girdi (x) ve ¢ikti (y) birlestirilerek tek bir veri seti haline
getirilmektedir.

e Karakterler bilgisayarin anlayacagi sayisal degerlere (embeding)
doniistiiriilmektedir.

e Modelin egitimi i¢in veri, dil modeline verilmektedir.

Sekil 5’te veri hatti yapisinin isleyisi goriilmektedir. ilk olarak veri
seti okunmakta daha sonra metin hatasiz karakterlere ayrilmasi igin
tek satir haline getirilmektedir. Metin Onisleme adimlar1 yapilarak
istenmeyen karakterler kaldirilmaktadir. Veri seti girdi ve ¢ikti verisi
olarak iki pargaya ayrilmaktadir. Tlk yirmi karakteri girdi (x) olarak
almakta, yirmi birinci karakteri ise ¢ikt1 (y) degeri olarak almaktadir.
Daha sonra her bir karakter bir tamsayi ile ifade edilerek modelin
isleyecegi bir formata doniistiiriilmektedir.

Sekil 6’da kodlayici-kod ¢oziici ve dikkat modelinin ¢aligma
parametreleri goriilmektedir. Modelin 20’lik bir girdi degeri aldigi,
embedding katmaninda her bir girdinin 200°liikk karakter temsil
vektorii haline doniistiiriildiigi goriilmektedir. Kodlayict ve kod
¢oziiciide bulunacak LSTM hiicre sayis1 512 olarak belirlenmektedir.
Dikkat mekanizmasinin 512 olan degeri LSTM hiicrelerinin tiim gizli
durum bilgilerinin islemlere katildigim1 gostermektedir. Ciktiya
bakildiginda batch size degerinin 512 oldugu ve her iterasyonda 1
karakterin tahmin edildigi goriilmektedir. Modelin yaklasik 4,5
milyon parametresi bulunmaktadir. Model bu toplam parametreleri
isleyerek 6grenmeyi gerceklestirmektedir.
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Sekil 5. Kodlama veri hatt1 (Coding data line)

Model: "model_encoder_decoder”

Layer (type) Qutput Shape

encoder_inputs (InputLayer) [(None, 28)]

embedding_1 (Embedding) (None, 2@, 28@)
encoder_lstm (LSTH)
(None, 512),
(None, 512)]

bahdanau_attention_1 (Bahdanau ((None, 512),
Attention) (None, 28, 1))

tf.expand_dims_2 (TFOpLambda) (MNone, 1, 512)
tf.concat_1 (TFOpLambda) (512; 1; 712)

decoder_lstm (LSTM) [(512, 512),

(None, 512),

(None, 512)]
decoder_dense (Dense) (512, 28e)
tf.expand_dims_3 (TFOpLambda) (512, 1, 200)

lambda_1 (Lambda) (512, 1, 200)

Total params: 4,637,449
Trainable params: 4,637,449
Non-trainable params: @

[(Mone, 28, 512),

Param # Connected to

@ []

40000 [encoder_inputs[@][e]’]

1460224 [ embedding_1[@]1[@]"]

525825 [ "encoder_lstm[@][1]",
‘encoder_lstm[@][@]"]

] [ 'bahdanau_attention_1[@8][@]"]

] ["tf.expand_dims_2[@][@]"]

2508800 ['tf.concat_1[@][@]",
‘encoder_lstm[@][1]",
"encoder_lstm[@][2]"]

102600 [ ‘decoder_lstm[@][@] "]

2] [ ‘decoder_dense[@][@] "]

a ["tf.expand_dims_3[@][©]"]

Sekil 6: Kodlayici-kod ¢oziicii ve dikkat modeli parametreleri (Encoder decoder and attention model parameters)

4. Bulgular (Results)

Caligmada kullanilan kodlayici-kod ¢6ziicii ve dikkat algoritmasi
kendisine verilen Tiirk¢e veri setini kullanarak kendi sozligiini
olusturmaktadir. Model kendisine verilen bir metnin ilk 20 karakterini
kullanarak bir sonraki karakterin hangi karakter olacagii tahmin
etmeye c¢aligmaktadir. Model bunu olusturdugu kendi sozliigiindeki
karakterler icerisinden, verilen metin pargasint dikkate alarak
yapmaktadir. Bunu yaparken sozliigiindeki en olasilikli karakteri
girilen metin pargasina gore bir sonraki karakter olarak tahmin
etmekte ve karakterlerin birbiriyle iligkilerini 6grenerek anlamli
kelimeler iretmeye c¢alismaktadir. Asagida modele verilen Ornek
metin parcasi gosterilmektedir.

“Merak etmeye bagladim.”

Yapilan literatiir caligmalarina paralel olarak bu ¢alismada elde edilen
sonuglarin basar1 seviyelerini Ol¢ebilmek icin “Accuracy” basari
Ol¢iitli baz almarak hesaplama yontemi elde edilmeye caligilmustir.
Accuracy degeri modelde dogru tahmin edilen kelime sayisinin
iretilen toplam kelime sayisina orani ile hesaplanmaktir. Buna gore;
dogru tahmin edilen kelime sayis1 (DTEKS) ve yanlig tahmin edilen
kelime sayis1 (YTEKS) olgiitleri modelin {irettigi sonuglarmn
giivenirlik diizeylerinin (G.D) belirlenmesi i¢in kullanilmaktadir.
Elde edilen giivenirlik diizeyi formiilii Es. 1°de gosterildigi gibidir.

DTEKS

G.D = 5 TERSTYTERS M

Tablo 1°de karakter tabanli kodlayici-kod ¢6ziicii ve dikkat modelinin
100 epoch ve sicaklik 6rnek alma yonteminin farkli esik degerlerinde
elde edilen sonuglar1 goriilmektedir. Tablo 1 incelendiginde modelin
kisa ve uzun anlaml kelimeler olusturmada basarili sonuglar verdigi
goriilmektedir. Ayrica yanlig tahmin edilen kelimeler incelendiginde
baz1 kelimelerin bir iki harfle (“sarigip”, “doglin”) yanls olarak
tahmin edildigi goriilmektedir. Modelin ayn1 zamanda bazi anlaml
kelime gruplarini basarili bir sekilde tirettigi goriilmektedir. Bunlar:
“yok mu dedim”, “iki insan gibi”, “arkadan atlarin sesi”, “basini ¢ekip
bakt1 ve ayagina”, “birden iki garson”, “hesab1 gordiin mii”, “mazur
goriinmez”, “kestirmeye bagsladi1”, “yok mu deli gibi kdylerde”, “hi¢

durmadan”, “kimildamadan gordiikleri”, “giizel bakmaya basladilar”,
seklindeki kelime gruplaridir.

Sekil 7°de kodlayici-kod ¢oziicli ve dikkat algoritmalari kullanilarak
olusturulan dil modelinin 100 epoch calistirildiginda sicaklik 6rnek
alma yonteminin farkli esik degerlerinde iiretilen kelime sayilari ve
bagar1 yiizdeleri gosterilmektedir. Grafik incelendiginde 100 epoch
sonucunda anlamli kelime tiretiminde sicaklik 6rnek alma yonteminin
0,2 esik degerinde basarinin %85,5 0,3 esik degerinde %90,6, 0,5 esik
degerinde %79,3 ve 0,7 esik degerinde ise %75,4 oraninda bagari elde
edildigi goriilmektedir. Bu sonuglar degerlendirildiginde kullanilan
Tiirkge veri setinin biiyiikliigliniin sinirli olmasina ragmen sonuglarin

2005
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Tablo 1. Karakter tabanli kodlayici-kod ¢oziicti ve dikkat algoritmasi 100 epoch sonuglari
(Character based encoder decoder and attention detection 100 epoch results)

Model Epoch Sicaklik Anlamli Kelimeler

Anlamsiz Kelimeler

Dikkat 100 0,2 “merak”, “etmeye”, “bagladim” ,“ama”, “ig”, “giinde”, “sooyan”, “losan1”, “tirk”,
Alg. “boylece”,“arkadas1”,“olacakt1” “yolcularlmn” “biiyiik”,“bir”,“odada” “kalkiyordudiyecek” ,
L “bir”, “kere”, “kosan”, “bir”, “toplayip”, “bir”, “derecede”, “para”,  “yutuvak”, “hardige”,
“ile”, “sarilmad1”, “gibiydi”, “diger”, “bir”, “delikanli”, “paray1”, “kandigin1”, “ba”,
“ald1g1”, “birkag¢”, “goriindii”, “ve”, “kendisi”, “de”, “bir”, “tas”, “kagninin”
“bulgur”, “tesislerden”, “kadar” “yamnda” ,“veya”, “kagmaktan”,
“kurtulmaya”, “baglad1”, “ve”, “gozlerin”, “yusuf “, “dalmaz”,
“memnun”, “olmad1”, “blzlm” “ortaligm”, “altindaki”, “glinlerde”,
“yikamaya”
Dikkat 100 0,3 “merak”, “etmeye”, “bagladim”, “ama”, “islerin”, “yaninda”, “¢ok”,  “Doda”, “old”,
Alg. “stirme”, “ile” “ve”, “onun”, “gdziinii”, “¢6zdii”, “kaldirimlardan”, “atilayirdibiistiin”,
“bahsettiler”, “aylk” “bir”, “biitiin”, “anas1”, “vermek”, “istiyordu”,  “hayisla”, “kuklarin”,
“yok”, “mu”, “dedim”, “ya”, “erimez”, “lira”, “veren”, “arkasindaki”, “yeserek”
“iki”, “insan”, “biz”, “yurumemek” “i¢in”, “birbirlerine”,
“boguldular” “seyler”, “var”, “m1”, “parcalarinin”, “ge¢ip”, “disar1”
“cikarak”, “kalkip”, “gelen” “gozler1” “hapsine”, “bakar” “ve”,
“Oniinde”, “dikerek”, “ehnden” “arkadan”, “atlarin”, “sesi” ,“indi”,
“adim”, “adim”, “atilmig”, “v
Dikkat 100 0,5 “merak”, “etmeye”, ”basladmlz” “sallad1”, “yliziinden”, “kacardim”, “yliziimdii”, “kurung”,
Alg “birden”, “iki”, “garson”, “koyde”, “zorlayan” “lizerini”, “sevvesin”, “sarigip”
. s
satmadan” “da”, “yiyeceklerinden”, “beri”, “hesab1”, “gordiin”, “dogun” “saylltlyordu”,
i”, “baslad1”, “ve”, “onlar1”, “arasinda”, “calisan”, “s6zimii”, “eyrisini”,
“blzl” “oynatt1”, “ve”, “gbzlerini”, “eline”, “ald1”, “ve”, “ancak”, “hoplayacaktinbeklemeye”
“konusmalarlndan” “ay1r” “gbrmeye”, “bagladi”, “ve”, “hi¢”, “bir, ,”buldularak”, “egsere”,
“kimseye”, “olmas1”, “sevdi”, “bile”, “mazur”, “go’rﬁnmez”, “idi”, “selecek”
€‘k LRI TS kR
estirmeye”, “basladi
Dikkat 100 0,7 “merak”, “etmeye”, “bagladim”, “ama”, “islerin”, “yaninda”, “firlatirlardifil”,
Alg. (;ahlarm” “suyu”, “yerinden”, “kalkarak” “sallanmadi”, “aksini”, “yarabilirdi”, “aiy”,
e”, “kokuyordu”, “ve”, “bu”, “sirada”, “yalmz”, “kendimizi” “girmedildigim”, “haril”
> ) ) )
“aldlk”, “kadar”, “baska”, “aman”, “biz”, “bekliyordu”, “yok”, “mu”, ‘“suyalik”, “biiseterek”,
“deli”, “gibi”, “kdylerde”, “en”, “seyi”, “susturmustur”, “birini” “miiracaaat”, “oynanin”
,“burda”, “gecelerini”, “kalklyorlardl” “emine” ,“flk”, “almig”, “ve”,
“ellerinin”, “bir”, “kenarimna”, “biisbiitiin”, “arkasina”, “atilip”, “bu”,
“siralarda”, “olacak”, “kadar”, “kiigiik”
bl bl bl
3 ~0 2
100 9.5 90.6 79,3 75.4
ee )
§g 53 33 % 52
| *
¢ e v
40 12 17
e
20 9 6 :
"0 — —_——e il -
02 03 0.5 0.7
100 100 100
—o—Dogrnu Tahmmdelen 53 53 46 52
Kelime Sayis:
-V . :
Yanliy Tahmim Edilen 0 6 12 17
A 2 ]
Kelime Sayist
Oran (%) 85,5 90,6 79,3 75,4
Sekil 7. Modelin 100 epoch sonucundaki degerleri (Values of the model at 100 epochs)
farkli esik degerlerinde %75,4 ve %90,6 araliginda oldugu olusturmada basarisinin  artarak daha iyi sonuglar verdigi

goriilmektedir. Modelin en iyi sonucu %90,6 ile sicaklik 6rnek alma
yonteminin 0,3 esik degeri i¢in verdigi goriilmektedir.

Tablo 2’de karakter tabanli kodlayici-kod ¢oziicii ve dikkat modelinin
200 epoch ve sicaklik drnek alma yonteminin farkli esik degerlerinde
elde edilen sonuglar goriilmektedir. Modelin anlamli kelimeler

2006

goriilmektedir. Modelin 200 epoch degerinde anlamli tirettigi kelime
gruplarmin uzunlugunun arttigi ve iligkileri daha iyi yakaladigi
goriilmektedir. Bu kelime gruplar ise soyledir: “diskiin ve dalgin
haline gelmisler ve”, “bu giin de bunun”, “delikanli paralarini alip”,
“evin basinda oturan adamlara”, “yazi yazmaya kalkarak ¢ocuklar1”,
“muavinin bu sozlerinin altinda”, *“ kolay geldigi i¢in”, “sol elinden
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Tablo 2. Karakter tabanli kodlayici-kod ¢oziicli ve dikkat modeli 200 epoch sonuglari
(Character based encoder decoder and attention detection 200 epoch results)

Model Epoch Sicaklik Anlamli Kelimeler
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Sekil 8’de modelin 200 epoch calistirildiginda sicaklik 6rnek alma
yonteminin farkli esik degerlerinde {iretilen kelime sayilari ve
modelin basar1 ylizdelerini gosteren grafik goriilmektedir. Grafik
incelendiginde 200 epoch sonucunda anlamli kelime {iretiminde
sicaklik 6rnek alma yonteminin 0,2 esik degerinde basarinin %90,5,
0,3 esik degerinde %89,8 0,5 esik degerinde %91,9 ve 0,7 esik
degerinde ise %84,5 oraninda basari elde edildigi goriilmektedir.
Sonuglar incelendiginde epoch sayisinin arttirtlip 200 seviyesine

¢ikarilmasi sonucunda modelin anlamli kelime iiretim basarisinin
arttig1 goriilmektedir. Modelin en iyi sonucu sicaklik ornek alma
yonteminin 0,5 esik degeri i¢in %91,9 olarak vermektedir. Diger
sonuglarin da bu degerlere yakin oldugu goriilmektedir.

Tablo 3’de LSTM, GRU, kodlayici-kod ¢oziicii ve dikkat algoritmasi
kullanilarak karakter tabanli olarak gelistirilen modellerin 100, 200
epoch degerlerinde ve sicaklik 6rnek alma ydnteminin farkli esik
degerleri igin {iretilen anlamli ve anlamsiz kelime sayilar1 ve
modellerin basarilar1 ylizdeleri verilmektedir. LSTM ve GRU
modelleri kullanilarak olusturulan karakter tabanli dil modellerinin
sonuglar1 incelendiginde; modeller 100, 200 epoch degerlerinde ve
sicaklik  ornek alma yonteminin farkli esik  degerlerinde
caligtirlmaktadir. Alinan sonuglar incelendiginde anlamli kelime
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Sekil 8. Modelin 200 epoch sonucundaki degerleri (Values of the model at the result of 200 epochs)

Tablo 3. LSTM, GRU, kodlayici-kod ¢oziicii ve dikkat modeli sonuglar1 (LSTM, GRU, encoder decoder and attention model results)

Yontem-1 LSTM

Epoch 100 200

Sicaklik 0,2 0,3 0,5 0,7 0,2 0,3 0,5 0,7
Anlamli Kelime Sayisi 56 57 60 57 59 60 59 59
Anlamsiz Kelime Sayisi 13 10 10 14 12 10 10 11
Basart Oran1 (%) 81,15 85,07 85,71 80,28 83,09 58,71 85,50 84,28
Yontem-2 GRU

Epoch 100 200

Sicaklik 0,2 0,3 0,5 0,7 0,2 0,3 0,5 0,7
Anlamli Kelime Sayisi 57 59 60 55 59 61 60 58
Anlamsiz Kelime Sayis1 10 8 8 12 10 8 9 13
Bagar1 Oran1 (%) 85,07 88,05 88,23 82,08 85,50 88,40 86,95 81,69
Yontem-3 Dikkat Mekanizmasi

Epoch 100 200

Sicaklik 0,2 0,3 0,5 0,7 0,2 0,3 0,5 0,7
Anlaml Kelime Sayis1 53 58 46 52 57 53 57 49
Anlamsiz Kelime Sayis1 9 6 12 17 6 6 5 9
Bagar1 Orani (%) 85,48 90,62 79,31 75,36 90,47 89,83 91,93 84,48

iiretiminde LSTM ve GRU ile olusturulan dil modelinin 100 ve 200
epoch degerlerinde ve 6rnek alma yonteminin farkli esik degerlerinde
yakin sonuglar verdigi goriilmektedir. Bu modellerden en yiiksek
basart degerini 200 epoch ve 0,5 sicaklik degerinde %88,40 ile GRU
modelinin verdigi goriilmektedir. Kodlayici-kod ¢oziicii ve dikkat
mimarisi kullanilarak olusturulan karakter tabanli dil modellerinin
sonuglart incelendiginde ise modelin 100, 200 epoch degerlerinde ve
sicaklik 6rnek alma yonteminin farkli esik degerlerinde alinan
sonuglara gore anlamli kelime tiretiminde basarinin LSTM yontemine
gore ortalamada %2,83 ve GRU ydntemine gore %0,19 oraninda
arttig1 goriilmektedir. Model en basarili sonucu 200 epoch degerinde
ve Ornek alma yonteminin 0,5 esik degerinde %91,93 ile verdigi
goriilmektedir.

5. Sonuglar (Conclusions)

Bu ¢aligmada karakter tabanli kelime tiretimi uygulamasi igin yapay
sinir aglar1 kullanilarak bir dil modeli gelistirilmekte ve verilen metin
parcasma bagli olarak kelimeler {iretilmektedir. Dil modelinin
olusturulmasinda 6zyinelemeli yapay sinir ag modellerinden olan
kodlayici-kod ¢6ziicii ve dikkat mimarisi kullanilmaktadir. Kodlayici-
kod ¢6ziicti modellerinin yapisinda LSTM aglari kullanilmaktadir. Bu
aglar uzun metin dizelerinde hafizalart yetmedigi i¢in metin

2008

liretiminde yeterli basartyr gosterememektedir. Bundan dolay1
Kodlayici-kod ¢6ziicli modellerinin yapisinda LSTM aglart ile birlikte
dikkat mekanizmasi kullanilarak bu sorunun iistesinden gelinmeye
calisilmaktadir. Dikkat mimarisi her islem adiminda girdi verilerinin
farkli boliimlerine odaklanarak ¢ikti verisini tiretmeye ¢aligmaktadir.
Bu yap1 sayesinde model ne irettigine bagl olarak giris verisinde
nelere dikkat etmesi gerektigini kendi kendine 6grenebilmektedir.
Model bunu yaparken ¢ikis verisiyle girig verisi arasinda bir uygunluk
skor degeri hesaplamaktadir. Bu skor girig degerleri ile ¢ikt1 degerleri
arasindaki iliski diizeyini ortaya koyan bir puan olarak
diisiiniilmektedir.

Kullanilan dil modelinin egitim siirecinin tamamlanmasindan sonra
model 100 epoch ve 200 epoch degerlerinde caligtirilmaktadir.
Uretilen sonuglar sicaklik ornek alma ydnteminin farli esik
degerlerinden elde edilerek olusturulmaktadir. Elde edilen sonuglar
incelendiginde 100 epoch degerinde %79,31 ile %90,62 araliginda
basar1 elde edilmektedir. En iyi sonucun sicaklik o6rnek alma
yonteminin 0,3 esik degerinde %90,62 olarak alindig1 goriilmektedir.
Modelin dogru tahmin ettigi kelimelere bakildiginda kisa ve uzun
kelimeleri olusturmada basarili oldugu ve bazi anlamli kelime
gruplarini olusturabildigi goriilmektedir. Model 200 epoch degerinde
ise sicaklik 6rnek alma yonteminin 0,5 esik degeri i¢in en yiiksek
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991,93 degerini vererek modelin basarisini arttirdigr goriilmektedir.
Ayni zamanda model 200 epoch degerinde olusturdugu anlamli
kelime ve kelime gruplarinin uzunlugunun arttif1 ve iliskilileri daha
iyi yakaladig1 goriilmektedir. Uretilen kelimelerin anlamhiligi ve
modelin basar1 yiizdeleri ele alindiginda sonuglarin olduk¢a tatmin
edici oldugu diistiniilmektedir.

Yapay zeka uygulamalarinin performansinin veri setinin kalitesi ve
biiytikligii ile dogru orantili oldugu bilinmektedir. Bu kapsamda
Tirkge ’ye ait kaliteli ve yeterli biiyiikliikte veri setlerinin kisitlt
olmasi, caligmalar incelendiginde daha c¢ok ingilizceye ait veri
setlerinin bulunmasi bu c¢aligmanin en biiyiik kisitlarindan birini
olusturmaktadir. Tirk¢e dilinin kok, govde ve ek yapisinin diger
dillere oranla daha karmasik olmasi sonuglarin belirli basari
seviyesinde kalmasina neden olmaktadir. Literatiir incelendiginde
metin tiretimi ile ilgili daha ¢ok kelime tabanli yontemler kullanilmasi
ve karakter tabanli kelime liretme ¢aligmasi yontemlerinin daha az yer
almasi bu ¢aligmanin 6zgiinliik ve onciilliik degerini yiikseltmektedir.

Kullanilan dil modelinin sonuglarini iyilestirmek i¢in daha genis ve
kaliteli bir egitim veri seti kullanmak, veri setini daha yiiksek boyutlu
kelime vektorleri ile temsil etmek, LSTM birim sayisin1 arttirmak,
egitim iterasyon (epoch) sayisini arttirmak, farkli ornek alma
yontemleri kullanmak, sicaklik 6rnek alma yonteminin esik degerinin
hesaplanmasinda iist sezgisel yaklagimlarin kullanilmasi (genetik
algoritmalar, parcacik siirli optimizasyonu, karinca kolonisi vb.) gibi
iyilestirmelerin modelin basarisini attirabilecegi diigiiniilmektedir.
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