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Anahtar Kelimeler: Insan yiiz ifadeleri, kisiler i¢in iletisimde ana bilgi kanallarindan biridir. Insanlar
Evrigimli Sinir Ag1 glinliik hayatlarinda psikolojik durumlar ifade etmek igin ¢ok fazla yiiz ifadesi
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olusturmaktadir. Bu yiiz ifadeleri temel ve karmasik duygular olarak ayrilir.
Insanlar bu duygu ifadelerini tanimlamada hala zorlanirken makineler icin de
gelismekte olan bir konudur. Bu sebeple son zamanlarda ¢ok fazla ilgi
gérmektedir. Bu calismada Ohio Eyalet Universitesine ait Compound Emotion
(CE) veri setindeki temel 7 duygu olan dogal, mutly, iizgiin, 6fkeli, sasirmis,
korkulu ve igrenme duygular1 iizerinde durulmaktadir. Veri seti 1610
gorintiiden olusmaktadir. Basarimi arttirmak icin veri cogaltma islemi
uygulanarak 5478 gortiintii elde edilmektedir. Egitilmis Evrisimli sinir ag1 (CNN)
modelleri ile smiflandirma isleminde optimizasyon yoéntemlerinin etkileri
gosterilmektedir. VGG19 ve MobileNet modelleri ile Adadelta, Adagrad ve
Stokastik gradyan inisi (SGD) optimizasyon yontemlerinin duygu siniflari
iizerindeki sonuclar1 grafikler ve degerlendirme tablolar: ile birlikte detayli
incelenmektedir.

Comparison of Optimization Methods Used in CNN Models for Classification of Facial
Expressions

ABSTRACT
Keywords: Human facial expressions are one of the main channels of communication for
Convolutional Neural people. People make too many facial expressions to express psychological states
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in their daily lives. These facial expressions are divided into basic and complex
emotions. While humans still struggle to identify these expressions of emotion,
itis an emerging topic for machines as well. For this reason, it has attracted a lot
of attention lately. In this study, the 7 basic emotions in the Compound Emotion
(CE) dataset of Ohio State University, which are natural, happy, sad, angry,
surprised, fearful and disgusted, are emphasized. The dataset consists of 1610
images. To increase the performance, 5478 images are obtained by applying the
data duplication process. The effects of optimization methods in the
classification process are shown with trained convolutional neural network
(CNN) models. The results of VGG19 and MobileNet models and Adadelta,
Adagrad and Stochastic gradient descent (SGD) optimization methods on
emotion classes are examined in detail with graphics and evaluation tables.
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1. GiRis

Yiiz  ifadelerinin  olusturdugu duygular,
yuzyillardir psikoloji ve bilisim alaninda 6nemli
arastirma konusudur. Bir kisinin yiiz ifadelerinin
analizi ile fiziksel ve duygusal durumu ile ilgili birgok
¢ikarim yapmak miimkiindiir. Giiniimiiz teknolojik
gelismeleriyle beraber bireylerin yiiz ifadelerinden
duygu tespitinin yapilmasi medikal (Yolcu vd.,
2017), robotik (Littlewort vd., 2003), trafik (Zhang
ve Hua, 2015), pazarlama gibi farkli alanlarda
kullanimi yayginlasmistir.

Arastirmalarda duygular, temel ve karmasik
duygular olarak iki smifta incelenmektedir.
Arastirmalar iki duygu sinifi oldugunu gosterse de
calismalar genellikle temel duygularin tespiti
lizerine yogunlastig1 gorilmektedir. Temel duygular
mutlu (happy), lizgiin (sad), 6fkeli (angry), sasirmis
(surprised), igrenmis (disgusted), dogal (neutral) ve
korkulu (fearful) yiiz ifadeleridir. Yuz ifadelerinin
belirlenmesinin  temel  hedef, Dbelirli yiiz
goriiniimlerine karsilik gelen insanlarin duygu
durumunu tanimlamaktir. Bu nedenle insan
bilgisayar  etkilesimi  olan  bircok  sosyal
uygulamalarda sik¢a kullanilmaktadir (Ko, 2018).

Onceki yillarda, bircok geleneksel yéntemlerle
on islem ve ozellik ¢ikarim ile kullanilan makine
O6grenmesi yontemi Onerilmistir. Ancak bir¢ok
sebeple istenilen basarim elde edilmemektedir (Li
vd., 2020). Coklu hesaplama modellerine izin veren
yapisi, biliyiik ve karmasik verileri 6grenmesinde
verimli ~ sonuglar vermesinden dolay1 yiiz
ifadelerinden duygu analizi i¢in derin 68renme
yontemlerinin kullanimi artmaktadir ve yiiksek
basarim elde edilen bir¢ok c¢alisma yapilistir
(Voulodimos ve Doulamis, 2018).

2015 yilinda Chen ve arkadaslari, goriinti
verisinden duygu analizi icin olusturduklan
Evrisimli Sinir Ag1 (CNN) modeli geleneksel
yontemlerden daha iyi sonuglar elde etmistir (Chen
vd., 2015). Karaman ve Ozdemir, bir CNN modeli
olan Alexnet ile video karelerinden yiiz ifadeleri
tanima sistemi olusturmustur (Ozdemir ve Karaman,
2017). Jung ve arkadaslari, goriintii dizilerinden
zamansal goriiniim 6zellikleri ve zamansal geometri
ozellikleri ¢ikartan iki farklh CNN modelini
birlestirerek daha yiiksek basarim elde etmeye
¢alismislardir (Jung vd., 2015).

Videla ve Kumar arkadaslari, 10 katmanli CNN
modeli ve Adam optimizasyon ydntemi tercih
edilerek Cohn-Kanade (CK+) ve Japon Kadin Yiiz
ifadeleri (JAFFE) veri setleri iizerinde yiiz ifadeleri
tespiti lizerinde durulmustur (Videla ve Kumar,
2020).

2022 yilinda Kandhro ve arkadaslari, CK+ ve
JAFFE veri setlerini kullanarak CNN modeli lizerinde
hiperparametrelerin etkileri incelenmistir. Adamax,
Nadam ve Adam gibi optimizasyon ydntemleri test
edilmistir (Kandhro vd., 2022).

En 6nemli derin 6grenme algoritmalarindan biri
evrisimli sinir ag1 (CNN) modelidir. Derin 6grenme
modellerinin  performans ve basarimi icin

optimizasyon algoritmasi se¢imi o6nemli bir
parametredir. Yapilan ¢alisma kapsaminda VGG19
ve MobileNet modelleri SGD optimizasyon
algoritmasi, Adadelta optimizasyon algoritmasi ve
Adagrad optimizasyon algoritmalar1 kullanilarak
birbirleriyle detayli olarak karsilastirilmis ve
basarimlari incelenmistir.

Makalenin bir sonraki kismi olan ikinci kisimda
calismada kullanilan veri seti, modeller ve
optimizasyon yontemlerinden bahsedilmektedir.
Daha sonra gciinci kisim ise  kullanilan
parametreler, elde edilen grafikler ve degerlendirme
tablolar1 yer almaktadir. Son olarak doérdiincii
kisimda sonuglarin degerlendirilmesi verilmektedir.

2. YONTEM

Bu calismada, Ohio Eyalet Universitesine ait
Compound Emotion (CE) veri seti kullanilmaktadir.
Yaslar1 23 olan 130’u kadin 100’ erkek 230 denek
kisiden olusmaktadir. Kisiler bes farkli kokenden
olusmaktadir. Yiiz hatlarinin belirginligi icin sakal ile
gozlik  bulunmamaktadir. Ayrica  kaslarinin
belirginligi belli olmasi i¢in alinlarini a¢gmalari
istenmistir. Bu veri seti temel ve karmasik duygulari
kapsamaktadir. Insanlar giinliik hayatlarinda bircok
duyguyu tanisalar da ¢alismalar genellikle 7 temel
duyguyu esas almistir. Bu calismamizda veri setinde
bulunan temel duygular olan mutlu, lizgiin, 6fkeli,
sasirmis, dogal, igrenmis ve korkulu yiiz ifadeleri
kullanilmistir. Toplam 1610 goriintii bulunmaktadir
(Du vd., 2014). Veri seti %70 egitim ve %30 test
olarak ayrilmistir. Veri setinden 6rnek goriintiiler
Sekil 1’de gosterilmektedir (Du vd., 2014).

Sekil 1. Yiz ifadelerinden (a) dogal, (b) mutly, (c)
tizglin, (d) ofkeli, (e) sasirmis, (f) igrenmis, (g)
korkulu i¢in veri setinden 6rnek goriintiiler

Veri seti boyutu derin 6grenme modelleri icin
onemli bir parametredir. Probleme uygun veri
toplamak zor bir islemdir. Veri seti birlestirme ve
veri c¢ogaltma islemleri bu sorun ig¢in ¢6ziim
olabilmektedir. Veri seti birlestirme isleminde
goriintiilerde  uyumsuzluk gostermesi sorun
olabilmektedir. Bu sebeple modellerin basarimini
arttirmak ve asir1 6grenmenin O6niine ge¢cmek icin
egitim veri setine veri arttirma islemi uygulanmistir
(Alimovski ve Erdemir, 2021). Bu islem sadece veri
setinde egitim i¢in ayrilan kismina uygulanmaktadir.
Mevcut verilerden yeni goriintiiler iiretilmektedir.
Uygulanan veri arttirma yontemi, Bir derin 6grenme
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kiitiiphanesi olan Tensorflow’un a¢ik kaynak olarak
bulunan veri arttirma kodundan gelistirildi
(Tensorflow Core, 2020). Gorilintii lizerinde saga ve
sola belli agillarda déndiirme, yakinlastirma ve
Olgekleme islemleri yapildi. Bu islemler sonucunda
toplam egitim setindeki gorinti sayis1 5478
olmustur. Test veri setinde bir degisiklik
yapilmamistir. Test veri setinde alt1 duygu icin 69 ve
lizgiin smifinda 70 veri ile 483 goriinti
bulunmaktadir.

Bu ¢alismada, dnceden egitilmis Evrisimli Sinir
Aglar1 (CNN) modelleri olan VGG19 ve MobileNet
modelleri tercih edilmistir. VGG19 modeli, ¢ok
katmanli derin bir sinir agidir. VGG19 modelinde
maksimum havuzlama katmanlar1 bulunmaktadir.
4096 noérondan olusan iki tam baglanti katmani
icermektedir. 19 katman derinligine sahiptir (Zheng
vd., 2018). MobileNet modeli, mobil uygulamalarda
kullanilmak icin TensorFlow'un ilk mobil derin
6grenme  modelidir.  MobileNet = katmanlari
derinlemesine ayrilabilir evrisimlerden olusur.
Parametre sayisini 6nemli derece azaltmaktadir
(Pujara, 2020). Optimizasyon yontemleri, makine
O6grenmesi ve derin 6grenme ydntemlerinde hata
oranini en aza indirgemek i¢in oOnemlidir. Bu
calismada literatiirden farkli olarak ii¢ optimizasyon
yontemi secilmistir. Bunlar Stokastik gradyan inisi
(SGD), Adadelta ve Adagrad yontemleridir (Seyyarer
vd., 2020; Defazio, 2020).

3. BULGULAR

Calisma kapsaminda temel 7 duygu olan mutlu
(happy), tzgiin (sad), ofkeli (angry), sasirmis
(surprised), igrenmis (disgusted), dogal (neutral) ve
korkulu (fearful) yiiz ifadelerinin belirlenmesi i¢in
VGG19 ve MobileNet modelleri ile birlikte SGD,
Adadelta ve Adagrad optimizasyon yo6ntemleri
kullanilmaktadir. Modellere etki eden
hiperparametreler test edilerek  secilmistir.
Bunlardan dénem sayisi(epoch) 10, parti boyutu
(batch size) 32, 6grenme orani (learning rate) 0.001
ve girdi boyutu (224,224,3) belirlenip her model icin
sabit degerlerdir. Optimizasyon algoritmalarin ve
modellerin basarim degerlerin dogru kiyaslanmasi
icin basarim (accuracy) grafigi, hata (loss) grafigi,
karmasiklik (confusion) matrisi ve smiflarin
performans metrikleri sunulmaktadir. Test verisi
484 goriintiden olusmaktadir Sonuglar bu
goriintiiler izerinden elde edilmektedir.

3.1. VGG19 Modeli ile Elde Edilen Bulgular

VGG19 CNN modeli icin ti¢ farkli optimizasyon
yontemi ayri ayri incelenmekte ve birbirleri arasinda
kiyaslanmaktadir.

3.1.1. SGD Optimizasyon Yontemi

Stokastik Gradyan Inisi (SGD) optimizasyon
yontemi ile dogrulama ve egitim verileri icin basarim

(accuracy) ve hata (loss) grafikleri sekil 2’'de
sunulmaktadir.

a) b)

model accuracy model loss

2 a 5 8 o 2 H 6 [

Sekil 2. Vggl9 modeli ile kullanilan SGD
optimizasyon algoritmasinin a) basarim grafigi b)
hata grafigi

Accuracy Validation Loss

Sekil 2’de grafikler paralel ilerlemis olsa da
degerler arasinda farklar bulunmaktadir.
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Sekil 3. Vggl9 modeli ile kullanilan SGD
optimizasyon algoritmasinin karmasiklik matrisi

Sekil 3 ile test verileri icin 7 duygu simifinin
dogru tahmin ettigi degerler goriilmektedir. En ¢ok
dogru tahmini mutlu duygu smifinda yapmistir. En
diisiik tahmin ise tizgiin duygu sinifinda olmustur.

Tablo 1. Vggl9 model ile SGD optimizasyon
algoritmasi i¢in performans sonugclari

PRECISION  RECALL F1- SUPPORT
SCORE
ANGRY 0.63 0.83 0.72 69
DISGUSTED 0.90 0.67 0.77 69
FEARFUL 0.68 0.77 0.72 69
HAPPY 0.91 0.91 091 69
NEUTRAL 0.81 0.78 0.79 69
SAD 0.65 0.60 0.62 70
SURPRISED 0.89 0.83 0.86 69
ACCURACY 0.77 484
MACRO AVG 0.78 0.77 0.77 484
WEIGHTED 0.78 0.77 0.77 484

AVG

Tablo 1'de test basarim (accuracy) degerinin
%77 oldugu goriilmektedir.

3.1.2. Adadelta Optimizasyon Yéntemi
Adadelta  optimizasyon algoritmasi igin

dogrulama ve egitim verileri i¢in basarim ve hata
grafikleri sekil 4 ile sunulmaktadir.

Bilgisayar Bilimleri ve Teknolojileri Dergisi



Bilgisayar Bilimleri ve Teknolojileri Dergisi- 2023; 4(1); 01-07

model accuracy model loss
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Validation Accuracy Loss

Sekil 4. Vggl9 modeli ile kullanilan Adadelta
optimizasyon algoritmasinin a) basarim grafigi b)
hata grafigi

Accuracy Validation Loss

Sekil 4'te basarim ve dogrulama degerleri
benzer seyretmektedir.
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Sekil 5. Vggl9 modeli ile kullanilan Adadelta
optimizasyon algoritmasinin karmasiklik matrisi

Sekil 5'te test verileri i¢cin 7 duygu smifinin
dogru tahmin ettigi degerler goriilmektedir. En ¢ok
dogru tahmini mutlu duygu smifinda yapmistir. En
diisiik tahmin ise dogal duygu sinifinda olmustur.

Tablo 2. Vgg19 model ile Adadelta optimizasyon
algoritmasi i¢in performans sonugclari

PRECISION RECALL  F1- SUPPORT
SCORE
ANGRY 0.67 0.72 0.69 69
DISGUSTED 0.71 0.78 0.74 69
FEARFUL 0.63 0.83 0.72 69
HAPPY 0.90 0.93 0.91 69
NEUTRAL 0.84 0.38 0.52 69
SAD 0.51 0.57 0.54 70
SURPRISED 0.92 0.84 0.88 69
ACCURACY 0.72 484
MACRO AVG 0.74 0.72 0.72 484
WEIGHTED 0.74 0.72 0.72 484

AVG

Tablo 2’de test basarim (accuracy) degerinin
%72 oldugu goriilmektedir.

3.1.3. Adagrad Optimizasyon Yontemi
Adagrad  optimizasyon  algoritmasi  ig¢in

dogrulama ve egitim verileri i¢cin basarim ve hata
grafikleri sekil 6 ile sunulmaktadir.

model accuracy model loss

0 2 H 5 [ o 2 H 5 [
epoch epocn

Validation Accuracy Loss

Sekil 6. Vggl9 modeli ile kullanilan Adagrad
optimizasyon algoritmasinin a) basarim grafigi b)
hata grafigi

Accuracy Validation Loss

Sekil 6’da basarim ve dogrulama verileri
uyumlu ve paralel seyretmektedir.

Confusion Matrix

Angry

=

Disgusted
Fearful

Happy

Tue label

Neutral

Sad

Surprised

§ LF @ PP P
& L G &
& F & & G &
& ¥ o
Predicted label

Sekil 7. Vggl9 modeli ile kullanilan Adagrad
optimizasyon algoritmasinin karmasiklik matrisi

Sekil 7 ile test verileri icin 7 duygu sinifinin
dogru tahmin ettigi degerler goriilmektedir. Genel
olarak iizglin duygu smifi disinda iyi sonuglar
vermistir.

Tablo 3. Vggl9 model ile Adagrad optimizasyon
algoritmasi i¢in performans sonugclari

PRECISION  RECALL F1- SUPPORT
SCORE
ANGRY 0.74 0.80 0.77 69
DISGUSTED 0.86 0.87 0.86 69
FEARFUL 0.83 0.97 0.89 69
HAPPY 0.97 0.96 0.96 69
NEUTRAL 1.00 0.80 0.89 69
SAD 0.73 0.73 0.73 70
SURPRISED 0.97 0.93 0.95 69
ACCURACY 0.86 484
MACRO AVG 0.87 0.86 0.86 484
WEIGHTED 0.87 0.86 0.86 484

AVG

Tablo 3’te test basarim (accuracy) degerinin
%86 oldugu goriilmektedir.

3.2.MobileNet Modeli ile Elde Edilen Bulgular
MobileNet modeli i¢in ti¢ farkli optimizasyon
yontemi ayr1 ayri incelenmekte ve birbiri arasinda
kiyaslanmaktadir.
3.2.1. SGD Optimizasyon Yontemi
SGD optimizasyon algoritmasi i¢in dogrulama

ve egitim verileri icin bagsarim ve hata grafikleri sekil
8 ile sunulmaktadir.
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model accuracy model loss

Sekil 8. MobileNet modeli ile kullanilan SGD
optimizasyon algoritmasinin a) basarim grafigi b)
hata grafigi

Accuracy Validation Loss Loss

Sekil 8’te egitim ve dogrulama verileri arasinda
basarim farklar gériilmektedir.
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Sekil 9. MobileNet modeli ile kullanilan SGD
optimizasyon algoritmasinin karmasiklik matrisi

&

Sekil 9’da test verileri i¢in 7 duygu sinifinin
dogru tahmin ettigi degerler goriilmektedir. 69 test
verisinden 63’linii dogru tahmin ettigi en iyi sonug
mutlu yiiz ifadesidir.

Tablo 4. MobileNet model ile SGD optimizasyon
algoritmasi i¢in performans sonugclari

PRECISION  RECALL F1- SUPPORT
SCORE
ANGRY 0.63 0.83 0.72 69
DISGUSTED 0.90 0.67 0.77 69
FEARFUL 0.68 0.77 0.72 69
HAPPY 0.91 0.91 091 69
NEUTRAL 0.81 0.78 0.79 69
SAD 0.65 0.60 0.62 70
SURPRISED 0.89 0.83 0.86 69
ACCURACY 0.77 484
MACRO AVG 0.78 0.77 0.77 484
WEIGHTED 0.78 0.77 0.77 484

AVG

Tablo 4 ile test basarim (accuracy) degerinin
%77 oldugu goriilmektedir.

3.2.2. Adadelta Optimizasyon Yéntemi
Adadelta  optimizasyon algoritmasi igin

dogrulama ve egitim verileri icin basarim ve hata
grafikleri sekil 10 ile sunulmaktadir.

model accuracy model loss
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Validation Accuracy Loss

Sekil 10. MobileNet modeli ile kullanilan Adadelta
optimizasyon algoritmasinin a) basarim grafigi b)
hata grafigi

Accuracy Validation Loss

Sekil 10’da basarim ve dogrulama verileri
paralel ilerlemistir. Ancak basarim  diisiik
bulunmaktadir.  Hata  degeri ise  yiiksek
bulunmaktadir.
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Sekil 11. MobileNet modeli ile kullanilan Adadelta
optimizasyon algoritmasinin karmasiklik matrisi

o

Sekil 11 ile gosterilen matriste test verileri i¢in
7 duygu smifinin dogru tahmin ettigi degerler
goriilmektedir. 69 test verisinden 47’sini dogru
tahmin ettigi en iyi sonu¢ mutlu ytz ifadesidir. 45
dogru tahmin ile sasirmis duygu sinifi gelmektedir.

Tablo 5. MobileNet model ile Adadelta optimizasyon
algoritmasi i¢in performans sonugclari

PRECISION  RECALL F1- SUPPORT
SCORE
ANGRY 0.55 0.57 0.56 69
DISGUSTED 0.47 0.49 0.48 69
FEARFUL 0.34 0.51 0.41 69
HAPPY 0.67 0.68 0.68 69
NEUTRAL 0.30 0.26 0.28 69
SAD 0.27 0.14 0.19 70
SURPRISED 0.63 0.65 0.64 69
ACCURACY 0.47 484
MACRO AVG 0.46 0.47 0.46 484
WEIGHTED 0.46 0.47 0.46 484

AVG

Tablo 5 ile test basarim (accuracy) degerinin
%47 oldugu goriilmektedir.

3.2.3. Adagrad Optimizasyon Yontemi
Adagrad  optimizasyon  algoritmasi  ig¢in

dogrulama ve egitim verileri i¢in basarim ve hata
grafikleri Sekil 12 ile sunulmaktadir.
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model accuracy model loss
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Sekil 12. MobileNet modeli ile kullanilan Adagrad
optimizasyon algoritmasinin a) basarim grafigi b)
hata grafigi

Accuracy Validation Loss

Sekil 12’de egitim ve dogrulama verilerinde
basarim degerleri arasinda fark goriilmektedir.
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Sekil 13. MobileNet modeli ile kullanilan Adagrad
optimizasyon algoritmasinin karmasiklik matrisi

Sekil 13 ile gosterilen matriste test verileri icin
7 duygu smifinin dogru tahmin ettigi degerler
goriilmektedir. 69 test verisinden 65’ini dogru
tahmin ettigi en iyi sonu¢ mutlu yiiz ifadesidir.

Tablo 6. MobileNet model ile Adagrad optimizasyon
algoritmasi i¢in performans sonuglari

PRECISION RECALL  F1- SUPPORT
SCORE
ANGRY 0.64 0.78 0.70 69
DISGUSTED 0.74 0.71 0.73 69
FEARFUL 0.77 0.80 0.79 69
HAPPY 0.97 0.94 0.96 69
NEUTRAL 0.88 0.72 0.79 69
SAD 0.65 0.63 0.64 70
SURPRISED 0.87 0.88 0.88 69
ACCURACY 0.78 484
MACRO AVG 0.79 0.78 0.78 484
WEIGHTED 0.79 0.78 0.78 484

AVG

Tablo 6 ile test basarim (accuracy) degerinin
%78 oldugu goriilmektedir.

4. SONUCLAR

Yapilan c¢alismada, yiiz ifadelerinden olusan
goriintll veri seti kullanarak VGG19 ve MobileNet
modellerine uygulanan SGD, Adadelta ve Adagrad
optimizasyon yontemlerinin kiyaslanmasi
yapilmistir. Bulgular sonucunda VGG19 modelinin
en iyi sonucu %86 oranla Adagrad optimizasyon
algoritmasi ile elde edilmistir. En diistik sonuglar ise
%72 oranla Adadelta optimizasyon algoritmasi
tarafindan elde edilmistir. Tim optimizasyon

algoritmalar1 i¢in en iyi sonucu mutlu duygu
sinifinda elde etmistir. MobileNet modeli en iyi
sonuclart %78 ile Adagrad ve %77 ile SGD
optimizasyon algoritmalarinda elde etmistir.
MobileNet ile kullanilan Adadelta optimizasyon
yontemi %47 oranla en diisiik sonu¢ olmustur.

Tum sonuglar degerlendirildiginde iki model
icin Adagrad optimizasyon algoritmasi basarili
sonu¢ verirken en diisik degerler Adadelta
optimizasyon algoritmasi ile elde edilmektedir. Tiim
modellerde en iyi sonucu ve en ¢ok dogru tahmini
mutlu duygu sinifi ile elde edilmektedir
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