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Oz

Kamuya agik sekilde sunulan yapilandirilmis ve yapilandirilmamis biiyiik miktarlardaki verilerle birlikte Espor tahminlemeleri {izerine
yapilan ¢alismalar her gecen giin artmaktadir. Espor etkinliklerine yonelik tahminleme caligmalar: insan faktoriinden biiyiik 6lgtide
etkilense de dogru ¢iktilara ulagmada 6nemli birgok parametre sunan yapisiyla tahminlemelerin basarisini artirmaktadir. Bu baglamda
modellerin nasil olusturulacagi ve hangi makine 6grenmesi algoritmalarinin secilecegi 6nem tasimaktadir. Bu ¢alismada, Counter-
Strike: Global Offensive adli ¢evrimi¢i oyundaki rauntlarin sonuglarinin tahminlemeye yonelik ¢esitli makine 6grenmesi algoritmalari
kullanilarak simflandirmalar gergeklestirilmistir. Aragtirmada, Lojistik Regresyon, Karar Agaglari, Rastgele Orman, XGBoost, Naive
Bayes, K-En Yakin Komsu ve Destek Vektor Makinesi olmak iizere toplam yedi adet denetimli siniflandirma algoritmasi kullanilmastir.
Bu algoritmalarin performans dlgiimiinde Dogruluk, Kesinlik, Duyarlilik, F-Skor ve AUC degerleri hesaplanmistir. Ayrica, ROC
egrileri ve karisiklik matrisleri degerlendirilerek algoritmalar karsilagtirilmigtir. Bu 6lgiimler ve degerlendirmeler sonucunda Rastgele
Orman algoritmasi %88 dogruluk orani ile en basarili algoritma olmustur. Bunlara ek olarak, rauntlarin kazanilma durumlart
baglaminda Kesifsel Veri Analizleri yiiriitiilerek Espor organizasyonlarina yonelik bazi 6nerilerde bulunulmustur.

Anahtar kelimeler: Espor, CSGO, Makine Ogrenmesi, Swmiflandirma Algoritmalari, Kazanan Tahminleme

Prediction of Counter-Strike: Global Offensive Round Results with Machine

Learning Techniques

Abstract

With the large amounts of structured and unstructured data available to the public, studies on Esports forecasting are increasing day by
day. Although prediction studies for esports events are greatly affected by the human factor, it increases the success of predictions with
its structure that offers many important parameters in achieving accurate outputs. In this context, it is important how to create models
and which machine learning algorithms to choose. In this study, classifications were carried out using various machine learning
algorithms to predict the results of the rounds in the online game Counter-Strike: Global Offensive. In the research, a total of seven
supervised classification algorithms, namely Logistic Regression, Decision Trees, Random Forest, XGBoost, Naive Bayes, K-Nearest
Neighbor and Support Vector Machine were used. Accuracy, Precision, Sensitivity, F-Score and AUC values were calculated in the
performance measurement of these algorithms. In addition, algorithms are compared by evaluating ROC curves and confusion matrix.
As a result of these measurements and evaluations, the Random Forest algorithm was the most successful algorithm with an accuracy
rate of 88%. In addition to these, some suggestions were made for Esports organizations by conducting Exploratory Data Analysis in
the context of the winning status of the rounds.

Keywords: Esports, CSGO, Machine Learning, Classification Algorithms, Winning Prediction

oyunlarin  popiilaritesi  giderek artmaktadir. Bu

1. Giris (Introduction) popiilarite 1972 yilinda ilk uygulamalarina rastlanan ve
L o ) o 2000°1i yillarin basindan itibaren giderek yaygin hale
Gunu’m'uzde' t?llglsayqr ve internet Feknoloylelr%nm gelmis olan Espor (Esports) kavramini hayatimiza
hizli gelisimleri ile c¢evrimici rekabetci (competitive) sokmustur. Elektronik sporun (electronic  sports)
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kisaltmasi olan Espor, video oyunlari {izerine kurulu bir
rekabet bigimidir (Hamari ve Sjoblom, 2017). Esporlar,
ozellikle profesyonel oyuncularin bireysel veya takimlar
halinde katilimlariyla diizenlenen, ¢ok oyunculu
(multiplayer) video oyunu miisabakalar1 seklinde
gerceklesmektedir. Uluslararast Olimpiyat Komitesi
(UOK - International Olympic Committee) Esporu
resmi olarak bir spor dali ilan etmis ve 2023 y1il1 haziran
ayinda Olimpik Espor Haftas1 diizenleyecegini
duyurmustur (UOK, 2023). Bu gibi gelismeler Esporun
bilinirligini geleneksel spor tiirlerinin seviyesine
yaklastirmaktadir.  Geleneksel sporlarda oyuncular
bireysel beceri c¢aligmalarinin  yami  sira  takim
arkadaslariyla is birligi igerisinde hareket etme becerisi
kazanma antrenmanlar1 yapmalar1 gerekmektedir. Espor
da aymi felsefe ile benzer beceri gereksinimlerine
sahiptir. Bireysel yetenekler ve ekip ¢aligmasi kabiliyeti
Espor takimlarinin oyunu kazanmalarinda 6nemli bir rol
oynamaktadir. Her iki spor tiirlinde de oyuncularin
bireysel becerilerini gelistirmek, takim i¢i ¢aligmalara
yardime1 olacak uygulamalar hazirlamak, miisabakalar
sirasinda gergeklestirilen hatalar1 tespit etmek, rakip
takimlarin  analizini yapmak takimm basariya
ulagmasinda kritik etmenlerdir.

Basketbol veya futbol gibi geleneksel sporlar,
oyuncular1 ve miisabakalart analiz etmek, takim
basarisini etkileyen kistaslar1 degerlendirmek i¢in belirli
veriler toplamaktadirlar. Bu verilerin toplanmasinda
oyuncularin giydigi sensorler, oyuncu hareketini izleyen
kameralar gibi genisletilmis veri toplama yontemlerinin
yani sira takim analistlerinin hazirladigt gézlem notlart
gibi yontemler de kullanilmaktadir (Xenopoulos vd.,
2021). Bununla birlikte, oyuncularin bir¢ok eyleminin
ve miisabakalar sirasinda gergeklesen ¢esitli durumlarin
belirli algoritmalar araciligiyla kayit altina alinabilmesi
bakimindan Espor benzersiz bir yapidadir. Espor
denildiginde akla gelen ilk oyunlardan biri olan
Counter-Strike: Global Offensive (CSGO), takim
tabanli (team-based), ¢ok oyunculu, birinci sahis nisanct
(first person shooter) oyunudur. Bu tiir oyunlarda, oyun
sirasinda gergeklesen bircok eylem ve durum, demo
dosyast denilen bir giinliik dosyasina kaydedilmektedir.
CSGO demo dosyalarinin elde edilmesi ve ayristirilmasi
diger oyunlarin demo dosyalarina gore daha kolay
oldugu i¢in oyuncularin ve takimlarin degerlemesinde
Espor analitigi agisindan 6nemli veriler sunmaktadir.

CSGO oyununda her biri bes oyuncudan olusan iki
takim, bir haritay1 (map) kazanmaya yetecek kadar raunt
(round) kazanmak amaciyla birden fazla rauntta yarisir.
Haritanin kazanilmasi igin gerekli raunt sayist 16’dir.
Takimlar oyun baginda Teréristler (Terrorists - T) ve
Terorle Miicadele (Counter Terrorists - CT) olmak iizere
iki tarafa ayrilir. T'nin hedefi raunt siiresi bitmeden
patlayictyr (C4) her haritada belirli olan alanlarindan
birine yerlestirmek ve patlayici patlayana kadar CT’ler
tarafindan etkisiz hale getirilmesini (defuse) onlemektir.
CT'nin hedefi ise patlayict yerlestirildikten sonra
patlayictyr etkisiz hale getirmek veya patlayici
yerlestirilmeden raunttaki tiim diigmanlar1 ortadan

kaldirmaktir. Cogu mag¢ (match), 1'in en iyisi (best-of-
1), 3'iin en iyisi (best-0f-3) veya 5'in en iyisi (best-of-5)
ayarlarinda oynanmaktadir. Buna gore, belirli sayidaki
haritanin ¢ogunlugunu kazanan takim karsilasmanin
kazanan1 olmaktadir.

Bir raunt, her iki takimin da satin alma siiresi (buy
time) boyunca satin alma bdlgelerinde (buy zones)
hareket edemez sekilde bulunmasiyla baslamaktadir.
Takimlar raundun basinda, raundu kazanma sanslarini
en iist diizeye ¢ikarmak icin zirh (armor), el bombalari
(utility) ve silahlar (weapon) satin alirlar. Her raundun
basinda, her iki takim da bir 6nceki raundu kazanma
durumlarma ve rauntlart arka arkaya kaybetme
serilerine gdre bonus para almaktadirlar. Kaybeden
tarafin aldig1 bonus para kaybetmeye devam ettigi her
raunt i¢in belirli diizeyde artmaktadir. Kazanan taraf ise
yiiksek kazanma bonusu elde etmesinin yani sira hayatta
kalan oyuncularin bir onceki raunttan sakladiklari
ekipmanlar1 bir sonraki rauntta kullanma sansina sahip
olur ve boylece yeniden ekipman satin almak zorunda
kalmazlar. Oyunlar sirasinda iyi yonetilmis bir ekonomi,
rauntlarin  kazanilmasinda dogrudan rol oynayan
ekipmanlarin satin alinmasinda, dolayist ile oyunun
galibiyetle sonuglanmasinda ¢ok Onemli bir yere
sahiptir. Buna ek olarak, bir raunt sirasinda raunt
stiresinin ne kadar kaldigi, patlayicinin yerlestirilme
durumu, hayattaki oyuncu sayilari, oyuncularin oyun
igerisindeki saglik durumlari, oyuncularin harita
igerisindeki konumlar1 gibi birgok unsur rauntlarin
kazanilmasinda 6nemli parametrelerdir.

Esporun 2022 yilindaki pazar biiyiikliigii 1.44 milyar
dolar olmakla birlikte bunun 2029 yilinda 5.48 milyar
dolar seviyelerine ulasacagi 6n goriilmektedir (Statista,
2023). Geleneksel endiistriler kendilerini sponsor olarak
Espor faaliyetlerine dahil etmektedirler. Ancak,
endiistrideki en biiyiik destekleyici giliglerden biri bahis
endiistrisidir (Davis, 2021). Pazar hacminin bu denli
biiyiik oldugu ve bahis faaliyetlerinin diizenlendigi
Espor alaninda teknolojik gelismelerden faydalanilarak
tahminleme c¢aligmalarinin yiiriitiilmesi kaginilmazdir.
Bahis  sirketleri maglardaki  bahis  oranlarmin
belirlenmesi gibi iglevlerde tahminleme ¢aligmalarindan
yararlanabilmektedirler. Bunlara ek olarak, oyun
yapimcilari, rastgele bir araya gelen oyunculardan
olusan takimlarin kazanma olasiliklarint %50 olarak
ayarlayabilmek icin derecelendirme sistemi
olugtururken  bu  tiir  teknolojilerden istifade
etmektedirler.

Gliniimiizde, yapay zeka teknolojilerindeki
ilerlemeler Espor alaninda siklikla kullanilmaya
baglanmistir. Mevcut durumdaki veriler lizerinden bir
o0grenme iglemi gerceklestirerek daha sonraki durumlar
hakkinda tahminler iretmeye yarayan makine
ogrenmesinin ozellikle son yillarda giderek bilinirligi
artmistir. Makine dgrenmesi, belli bir duruma etki eden
parametreler altindaki veriler araciligtyla yeni durumlar
hakkinda dengeli tahminlemeler
gerceklestirebilmektedir (Sevli, 2022).

Journal of Intelligent Systems: Theory and Applications 6(2) (2023) 119-129 120



Alanyazinda farkli makine 6grenmesi algoritmalari
ile Espor maglar1 ¢iktilarinin tahminlenmesine yonelik
bazi  o6nemli  ¢alismalar  bulunmaktadir.  Bu
arastirmalarda Karar Agaclar1 (KA), Naive Bayes (NB),
Lojistik Regresyon (LR), K-En yakin Komsu (KNN),
Rastgele Orman (RO), Destek Vektor Makinesi (DVM)
ve Yapay Sinir Aglar1 (YSA) gibi algoritmalar siklikla
kullanilmaktadir. Bu aragtirmalar asagida dzetlenmistir.

Hood ve digerleri (2017), Defense of the Ancients 2
(DotA 2) adli ¢ok oyunculu g¢evrimigi savas arenasi
(multiplayer online battle arena — MOBA) tiirlindeki
oyunda canli profesyonel maglar i¢in tahmin modelleri
olugturmus ve RO algoritmast ile %77.51°lik bir
dogruluk orani elde etmistir. Yang (2018), Overwatch
adli bir video oyununda, takimdaki kahramanlarin
(hero) takim i¢i uyumlarina odaklanarak kazanan takimi
tahmin etmek i¢in bir model olusturmustur. Olusturulan
model, mag 6ncesinden ziyade mag sirasindaki sonucu
tahmin etmek igin tasarlanmigtir. Arastirmaci, diger
modellerin diigiik performans gosterdigi bir asama olan
oyunun erken asamasindaki tahminin dogrulugunu
artirmayt hedeflemistir. Arastirmada smiflandirma
algoritmalarindan LR kullanilmistir ve oyunun erken
asamasinda kazanan takimi tahminleme agisindan
yaklagik %58 dogruluga ulagsmistir. Makarov ve
digerleri (2018), CSGO’da patlayict kurulduktan
sonraki senaryolarda, diger bir deyisle raundun son
asamasinda, KA ve LR kullanarak raundun kazanani
tahminlemeyi hedeflemisler ve %62’lik bir dogruluk
orani elde etmislerdir. Xenopoulos ve digerleri (2020),
CSGO’da bir takimin kalan oyunculari ve ekipman
durumlart gibi girdi 6zellikleriyle takimmn kazanma
olasiligmi  tahminleyen caligmalarinda XGBoost
kullanmislardir ve %79.1°lik  bir dogruluk olam
yakalamislardir. Shen (2022), MOBA tiiriindeki League
of Legends isimli oyunda orta diizeydeki amator
oyuncularin maglarmin ilk 10 dakikasmni LR, RO, KA,
NB gibi algoritmalarla incelemis ve %72.68 dogruluga
ulagmistir.

Alanyazindaki ¢alismalara ek olarak Microsoft
ekibi, oyunun kalitesini, oyunun adil olup olmadigini ve
bir takimin bu oyunu kazanma olasiligini tahmin etmek
icin  TrueSkill adli bir derecelendirme sistemi
tasarlamistir (Minka vd., 2018). Bu sistem ile video
oyunlarinda benzer becerilere sahip oyuncularin
eslestirilmesi  amaglanmigtir.  Cesitli  algoritmalar
kullanan aragtirmacilar %68’lik bir dogruluk orani elde
etmislerdir.

Bu calismada, makine &grenmesi teknolojisinin
Espor alaninda nasil sonucglar verebileceginin
anlagilmasi ve olusturulan modeller ile CSGO oyununda
rauntlarin  sonuglarin1 en iyi tahminleyen makine
O0grenmesi algoritmasinin belirlenmesi amaglanmistir.
Buna gore, yedi farkl1 makine 6grenmesi algoritmast ile
CSGO  oyunundaki  rauntlar1  hangi  takimin
kazanacagina yonelik  siniflandirma  ¢alismalari
gergeklestirilmistir.

2. Uygulanan Algoritmalar ve Yontemler
(Applied Algorithms and Methods)

Makine dgrenmesi algoritmalari; yaklasimlari, veri
tiirleri ve problem ¢cdzme teknikleri bakimindan farklilik
gostermektedir. Makine Ogrenmesi genellikle (1)
Denetimli 6grenme, (2) denetimsiz 6grenme ve (3)
pekistirmeli 6grenme seklinde iic alt kategoriye
ayrilmaktadir (Bengio vd., 2012). Denetimli 6grenme
hem girdi hem de ¢ikt1 verilerine dayali bir tahmin
modeli gelistirmektedir. Denetimsiz 6grenme, verileri
yalnizca girdi verilerine dayali olarak gruplar ve
yorumlarken pekistirmeli 6grenme, bir 6dill ve ceza
sistemi kullanarak modeli egitmektedir. Denetimli
O0grenme algoritmalari, siniflandirma ve regresyon
algoritmalarin1 igermektedir. Cikti sinirli bir deger
kiimesiyle sinirlandirildiginda siniflandirma, bir aralik
icinde herhangi bir sayisal degere sahip oldugunda ise
regresyon algoritmalar1 kullanilmaktadir (Ray, 2019).
Son zamanlarda, denetimli ve denetimsiz dgrenmenin
bir kombinasyonu olan yar1 denetimli 6grenme kavrami
siklikla kullanilmaktadir. Yart denetimli 6grenme, veri
setlerindeki verilerin bir kisminin etiketlenmis, biiyiik
bir boliimiiniin ise etiketlenmemis oldugu veri setleriyle
calisabilen algoritmalart igermektedir (Zhu ve
Goldberg, 2009).

2.1. Denetimli siniflandirma algoritmalart
(Supervised classification algorithms)

Bu arastirmada Lojistik Regresyon, Karar Agagclari,
Rastgele Orman, XGBoost, Naive Bayes, K-En Yakin
Komsu ve Destek Vektor Makinesi olmak iizere toplam
yedi adet denetimli smiflandirma  algoritmasi
kullanilmustir.

2.1.1. Lojistik Regresyon (Logistic Regression)

LR, ikili veya ¢ok sinifli bagimli degiskenleri tahmin
etmek amaciyla sigmoid fonksiyonlarini ise kosan
istatistiksel ~ bir  modeldir. ~ Sigmoid  (lojistik
fonksiyonlar), ikili siniflandirma  problemlerinin
istatistiksel analizleri icin herhangi bir gergek sayiy1 0
ile 1 arasindaki aralikta konumlandirmaktadir. LR, 6zel
olarak verilmis katsayilar veya agirliklar kullanarak,
belirli bir girdi agisindan olasi ¢iktiyr hesaplayan
dogrusal regresyona ¢ok benzemektedir. Tek fark,
lojistik regresyonun her zaman 0 veya 1 seklinde ikili
¢ikti vermesidir. LR, Esitlik 1 i¢in o(a) = (1 +
exp(—(l))_l denkleminin bir aktivasyon fonksiyonu
oldugu, w;’nin x; 6zelligine uygulanan agirlik (katsay1)
oldugu ve X'in n adet 6zellige sahip bulundugu her sinif
acisindan  olasiliklar1  tahmin etmek i¢in  veri

Ozniteliklerinin lojistik bir fonksiyonunu kullanmaktadir
(Bohning, 1992).

P(win) = o (WO Z Wl-xl-> 1)

i=1
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2.1.2. Karar Agaglar (Decision Trees)

KA, hem siniflandirma hem de regresyon gorevleri
icin kullanilan, parametrik olmayan denetimli bir
o0grenme algoritmasidir. Kok diigiim, dallar, i¢ diigiimler
ve yaprak diigiimlerden olusan hiyerarsik bir agag
yapisina sahiptir. Bir karar agaci, herhangi bir gelen dali
olmayan kok diigiimle baslamaktadir. Kok diigiimden
giden dallar daha sonra karar diigiimleri olarak da
bilinen i¢ diiglimleri beslemektedir. Mevcut 6zelliklere
bagh olarak, her iki diigiim tiirii de yaprak diigiimler
veya u¢ diigimler tarafindan belirtilen homojen alt
kiimeler olusturmak i¢in degerlendirmeler yiiriitiir.
Yaprak diigiimler, veri kiimesindeki tiim olas1 sonuglari
temsil eder. Bu agag yapisi formiile edilerek bir model
olusturulur (Priyam vd., 2013).

2.1.3. Rastgele Orman (Random Forest)

RO, birden fazla karar agacinin ¢iktisini tek bir
sonuca ulagsmak i¢in birlestiren, yaygin olarak kullanilan
bir makine 6grenme algoritmasidir. RO, geleneksel KA
algoritmalarinda siklikla karsilagilan asir1 6grenme
(overfitting) problemini, veri setini ve Oznitelikleri
birgok pargaya ayirip birden fazla aga¢ iizerinde
isleyerek ¢oziime kavusturmaktadir (Biau ve Scorner,
2016).

2.1.4. Gradyan Artirict Karar Agact (Extreme
Gradient Boosting)

Gradyan Artirict Karar Agaci (XGBoost) agag
tabanlt bir algoritmadir ve denetimli &grenme
problemleri  i¢in  kullanilmaktadir.  Topluluklar
(ensemble), karar agact modellerinden
olusturulmaktadir. Agaclar topluluga birer birer
eklenerek Onceki modellerin yaptig1 tahmin hatalarimi
diizeltmek icin egitilir. Bu islem siireci, zayif
ogrenenleri (weak learner) giiclii 6grenenlere (strong
learner) doniistiiriildiigi, artiric1 olarak adlandirilan bir
tir toplu makine &grenmesi modelidir. Modeller,
herhangi bir istege bagl tiirevlenebilir kayip fonksiyonu
ve gradyan inig optimizasyon algoritmasi kullanilarak
egitilmektedir. Bu islem, teknige "gradyan artirma"
adin1 vermektedir. Bunun nedeni model egitildikce
kayip gradyanmin, tipki bir sinir agi gibi en aza
indirilmesidir (Chen vd., 2015).

2.1.5. Naive Bayes (Naive Bayes)

NB algoritmasi, Bayes teoremine dayanan ve
siiflandirma problemlerinin ¢éziimiinde kullanilan bir
algoritmadir. NB olasiliga dayali bir siniflandiricidr,
yani bir nesnenin olasilifi temelinde tahmin
yapmaktadir. NB’nin avantaji, kii¢iik bir egitim setinde
egitildikten sonra verileri dogru Dbir sekilde
siniflandirabilmesidir. Basitlestirilmig varsayimlarina
ragmen, NB algoritmalar1 spam filtreleme ve duygu

analizi gibi gercek diinya durumlarinda etkili bir
performans sergilemektedir (Zhang ve Li, 2007).

2.1.6. K-En Yakin Komgsu (K-Nearest Neighbour)

KNN algoritmasi, yeni durum ile mevcut durum
arasindaki benzerligi tahmin ederek yeni durumu,
mevcut siniflar arasinda en ¢ok benzesen sinifa atar.
KNN'deki "K", siniflama siirecinde en yakin komsu
sayisin1 ifade eden bir parametredir. KNN egitim
verilerinden ayirt edici fonksiyonlar1 6grenmek yerine
biitiin egitim veri setini ezberlediginden dolay1 tembel
bir 6grenendir olarak gegmektedir. Bu nedenle veri
setinin biiylidiigii durumlarda iglem yiikii artmaktadir.
Yontem temel olarak bir metrik mesafe degerine
dayanir. En yaygm kullanilan o&l¢ii Esitlik 2’de
gosterilen Oklid mesafesidir (Cunningham ve Delany,
2021).

d(x,y) = 2

2.1.7. Destek Vektor Makinesi (Support Vector
Machine)

DVM, yiiksek boyutlara sahip veri kiimeleri i¢in
etkilidir ve hem simiflandirma hem de regresyon igin
kullanilan bir algoritmadir. Bu algoritmanin arkasindaki
mantik, n'nin bagimsiz degiskenlerin sayist oldugu n
boyutlu uzayda bir hiper diizlem olusturmaktir. Iyi bir
modelin, en yakin egitim veri noktalarina en uzak
mesafeye sahip hiper diizlemi izlemesi beklenmektedir.
Hiper diizlem ayni zamanda bir siniflandirma ayraci
gorevi gormektedir. Bu oOzellik, mesafe ne kadar
biiylikse algoritmanin genelleme hatasim1 o kadar
diistirdiigii anlamina gelmektedir (Noble, 2006).

2.2. Veri Dogrulama Yontemi (Data Validation
Method)

Bu arastirmada, CSGO’da oynanan rauntlarm
sonuglarimi tahmin etmede egitim ve test (train&test)
dogrulama yontemi kullanilmigtir. Egitim ve test modeli
dogrulama yonteminde veri seti; egitim veri seti,
dogrulama veri seti ve test veri seti olmak iizere iki veya
ti¢ farkli veri setlerine boliiniir. Dogrulama veri seti her
zaman kullanilmamakla birlikte kullanildig1 durumlarda
genellikle nihai modelin parametre ayarlar igin ise
kosulur. Bu ydntemde modelin egitim veri setinde
ogrenme islemi gergeklesir ve ardindan test veri setinde
degerlendirilmesi yapilir. Egitim ve test dogrulama
yontemi modelinin akis semas1 Sekil 1'de gosterilmistir.
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Veri Seti Oznitelikler Hedef

Verinin
duzenlenmesi

Verinin

bélinmesi

X_train y_train
Egitim igin
b kullanimi
—
Makine
= Ogrenmesi
) Modeli
X_test y_test
] Testigin
= kullanimi
- —

Sekil 1. Egitim ve test dogrulama yontemi (Training & test validation method)

2.3. Algoritmalarin Karsilagtiriimasinda
Kullanilan Performans Metrikleri (Performance
Metrics Used in Comparing Algorithms)

Siniflandirma ¢aligmalar1 gergeklestirildikten sonra
en iyi tahminlemeyi yapan algoritmanin
belirlenmesinde, dogruluk oraninin yani sira karisiklik
matrisinden (confusion matrix) faydalanilir. True
positive (Dogru pozitif - TP), tahminin ve 6zniteligin
dogru, False positive (Yanlis pozitif — FP) tahminin
yanlig ancak Ozniteligin dogru, True negative (Dogru
negatif — TN) tahminin dogru fakat Gzniteligin yanlis,
False negative (Yanlis negatif) ise tahminin ve
Ozniteligin yanlis oldugu durumlart ifade etmektedir
(Gok, 2017).

Algoritmalarin kargilagtirilmasinda kullanilan ilk
performans metriklerinden biri dogruluk oranidir
(accuracy). Bu oran, yapilan toplam tahmin sayisina
gore bir model tarafindan yapilan dogru tahminlerin
sayisint Olgen bir degerlendirme metrigidir. Dogru
tahmin sayisint toplam tahmin sayisina bdlerek
hesaplanmaktadir. Dogruluk oraninin hesaplanmasinda
kullanilan formiil Esitlik 3’te verilmistir.

TP+TN
TP+FP+TN+FN

Dogruluk = 3

Kullanilan performans metriklerinden digeri ise
kesinliktir (precision). Kesinlik, bir makine 6grenmesi
modeli performansinin, yani model tarafindan yapilan
dogru tahminde bulunma kalitesinin Onemli bir
gostergesidir. Kesinlik, dogru pozitiflerin sayisinin
pozitif tahminlerin toplam sayisina boliinmesiyle elde

edilir. Kesinlik oram1 Esitlik 4’teki formiil ile
hesaplanmaktadir.
TP
Kesinlik = ———— 4
esinlik TP+ FP (@)

Duyarlilik (recall), pozitif olarak dogru bir sekilde
smiflandirilan pozitif tahmin sayisinin toplamda pozitif
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olmast gereken tahmin sayisina orami seklinde
hesaplanir. Duyarlilik, modelin pozitif tahminleri tespit
etme yetenegini Olemektedir. Duyarliligin
hesaplanmasinda Esitlik 5’teki formiilden
yararlanilmaktadir.
Duyarlilik i ®)
WA = TP ¥ FN
F-Degeri (F-Score), bir modelin kesinlik ve

duyarlilik degerlerinin harmonik ortalamasidir. F-
Degeri, modelin hem pozitif vakalar1 yakalama
(duyarlilik) hem de yakaladig:1 vakalarda dogru olma

(kesinlik) konusundaki denge yetenegini oOrtaya
koymaktadir. F-Degeri Esitlik 6’daki formiil ile
hesaplanabilmektedir.
kesinlik * duyarlilik
Fl= 242 yarllik) (6)

i (kesinlik + duyarlilik)

Alic1 Calisma Ozelligi Egrisi (Receiver Operating
Characteristic Curve — ROC), tim smiflandirma
esiklerindeki bir siniflandirma modelinin performansini
resmeden grafiktir. ROC egrisinin True Positive Rate
(Dogru Pozitif Oranm1 - TPR) ve False Positive Rate
(Yanlig Pozitif Orani - FPR) olmak iizere iki parametresi
bulunmaktadir. Siniflandirma esigi diisiiriildiigiinde
daha fazla 0Ogenin pozitif olarak simiflandiriimasi
saglanir (Boyd vd., 2013). TPR, Esitlik 7°de ifade edilen
formiil ile hesaplanmaktadir.

TP
= 7
TPR TP+ FN %
FPR ise su sekilde tamimlanmaktadir:
FP
= — 8
FPR FP+TN ®
123



ROC Egrisi Altindaki Alan (Area Under the Curve
Rate — AUC) ise ROC Egrisi altinda kalan alan geklinde
ifade edilmektedir. AUC orani 0 ile 1 arasinda bir deger
almaktadir. Hatali tahminleme orant %100 olan bir
modelin AUC oram1 0’dir. %100 dogru tahminleme
yapan bir modelin AUC orant ise 1 degerini almaktadir
(Zhang, 2016).

3. Verilerin Elde Edilmesi ve Hazirlanmasi
(Data Acquisition and Preparation)

Yeterli miktarda ilgili veri, iyi bir tahmin modeli
olusturmak i¢in temel kosuldur. Bu béliimde verilerin
toplanmasi hakkinda bilgi verilmis ve veri hazirlama
yontemi sunulmustur.

3.1. Verilerin Elde Edilmesi (Data Acquisition)

Calismada, Kaggle platformuna Lillelund (2020)
tarafindan yiiklenmis olan “CS:GO Round Winner
Classification” adli veri seti kullamilmistir. Veri seti ilk
olarak Espor analizleri yiirliten Skybox adl
organizasyon  tarafindan, 2020  ilkbaharindan
sonbaharina kadar devam eden “CS:GO Yapay Zeka
Miicadelesi”nin bir parcast olarak yayimlanmistir. Veri
seti, 2019 ve 2020'de diizenlenen iist diizey turnuva
oyunlarindan elde edilen 700 demo kaydindan
olusturulmustur. Veri setinde biri raundun kazanani
ifade eden simif degeri olmakla birlikte toplam 97
Oznitelik ve 122.410 6rnek bulunmaktadir. Sekil 2’de
RO algoritmasi ile olusturulmus, raundun kazananini
tahminlemede en 6nemli 6znitelikler ifade edilmistir.

Curatebs Orecvben

a’score
a_defuse _kits
a_héalth

map

t weapon _akd47
nade flashbang
pldyers alive

flashban
n us:

kg v Cerara e

ck
—

Sekil 2. Ozniteliklerin 6nemleri (Importance of features)

Sekil 3’te ise veri setinin 1s1 haritas1 ve korelasyon
matrisi resmedilmistir.

time_left
ct_health
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t players alive
o wcapoh; awp i
t weapon_cz75auto
s oreny T b
t weapon_glock . 04
ct_weapon_mdad

tweapon_mag7 02
@ weapon_mp9
tweapon Tova N I I N .
@_weapon_sawedoff f——— - 00
t weapon_sg553
&_weapon_xm1014 o) 2
t weapon_fiveseven
c&_weapon_p2000 04
t grenade_hegrenade
a_grenadé_incendiarygrenade
t grenade_decoygrenade -y i S S AN | Mm—— -06

£ NGOV T QM LYo U D Y &
Rt S e
vSE E® LgmNEEEE DED-NEEEE
85 = T REs ¥ cOREL-HG :
Eapiebn DL 88 POE CERE>
o' -8eUgEasass SRsEasIezy
SLERREEEUE 250aS0 é‘5=

8 = guwggv; &.g, B=oyESE
qEpEEEEE EuREEs R0
Loubube’ L ubgt

t ) m§§

tsmg

v

Y

Sekil 3. Veri setinin 1s1 haritasi (Heatmap of the dataset)

Tablo 1°de, Sekil 2°deki ve Sekil 3’teki verilere gore
raundun kazanilmasinda Onemli rol oynayan 20
Oznitelige ve agiklamalarina yer verilmistir.
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Tablo 1. Veri seti Oznitelikleri ve agiklamalari (Dataset features and descriptions)

Oznitelik Aciklama

ct_armor CT’lerin toplam zirh degeri

t_armor T’lerin toplam zirh degeri

ct_money CT’lerin toplam parast

t_money T’lerin toplam parasi

ct_helmets CT’de kag oyuncunun kafa bélgesi zirhinin oldugu
t_helmets T’de kag oyuncunun kafa bolgesi zirhinin oldugu
ct_score Tlgili raunda kadar CT’lerin kazandig1 raunt sayisi
t_score Tlgili raunda kadar T’lerin kazandig1 raunt sayisi
time_left Raundun bitimine kalan siire (sn)

ct_defuse_Kits CT’lerin sahip oldugu patlayici imha ekipmant sayist
ct_health CT’lerin toplam saglik degeri

t_health T’lerin toplam saglik degeri

map Magta oynanan harita

t_weapon_ak47
ct_grenade_flashbang
ct_players_alive

t players_alive
ct_weapon_usps
bomb_planted

1 =de_dust2 5 = de_overpass
2 = de_mirage 6 = de_train

3 =de_nuke 7 = de_vertigo
4 =de_inferno 8 = de_cache

T’lerin elinde bulunan AK-47 isimli silah sayis1
CT’lerin elinde bulunan ses bombasi sayisi

Rauntta hayatta olan CT oyuncu sayis1

Rauntta hayatta olan T oyuncu sayis1

CT’lerin elinde bulunan USPS isimli silah sayist

Raunt igerisinde patlayicinin yerlestirilmis olma durumu

1 = yerlestirildi

0 = yerlestirilmedi
round_winner

1 = CT kazandi

0 =T kazandi

Raundu kazanan takim

3.2. Verilerin Hazirlanmas: (Data preparation)

Calismada kullanilan veri setinde 96 dznitelik ile bir
siif degeri bulunmakta ve bu veri seti 122.410 6rnekten
olugmaktadir. 96 6zniteligin 2’si kategorik, kalan 94’1
sayisal veri tiriindedir. Hedef sinif degeri ise raundu CT
kazand: (1) ve raundu T kazandi (0) seklinde olup
kategoriktir. Orneklerin  62.406’sinda T takimy,
60004’iinde ise CT takimi raundu kazanmigtir.

Siniflandirma algoritmalarina gecilmeden 6nce veri
iizerinde bazi 6n islemler gerceklestirilmistir. {1k olarak,
kay1p veri bulunan bir 6rnek, veri setinden ¢ikarilmistir.
Daha sonrasinda Oznitelik se¢imine gecilmistir.
Yalnizca bir deger igeren alt1 adet 6znitelik, olusturulan
modele dahil edilmemigtir. Biitiin kategorik degerler
sayisal degerler ile kodlanmistir. Ozniteliklerin
ortalamalar1 kaldirilarak ve birim varyansa gore
Olceklendirerek standartlasgtirma iglemi ylriitilmiistiir.
Standartlastirma isleminde merkezleme ve
Ol¢eklendirme, egitim setindeki ornekler iizerinde ilgili
istatistikleri hesaplayarak her oznitelik acisindan
bagimsiz olarak gergeklesmektedir. Ortalama ve
standart sapma degerleri ise doniisiimler kullanilarak
daha  sonraki  verilerde  kullanmilmak  iizere
saklanmaktadir. (Ali vd., 2014). Bir veri setinin
standardizasyonu, bir¢ok makine 6grenmesi tahmincisi
icin ortak bir gerekliliktir. Verilerdeki standart disi

dagilimlar modelin tahmin basarisini 6nemli Olciide
etkileyebilmektedir.

4. Deneysel Calisma ve Bulgular
(Experimental Study and Findings)

CSGO oyunundaki rauntlarin kazanan takimini
tahminlemeyi amaglayan bu c¢alismada, denetimli
siniflandirma algoritmalarindan Lojistik Regresyon,
Karar Agaclar, Rastgele Orman, XGBoost, Naive
Bayes, K-En Yakin Komsu ve Destek Vektor Makinesi
algoritmalar1 kullanilmistir. Model olusturulurken, veri
seti %80 egitim ve %20 test seklinde olmak iizere iki
parcaya boliinmiistiir. Kullanilan biitiin algoritmalarda
rastgele durum (random state) 42 olarak belirlenmistir.
RO’da orman say1s1 12 olarak tanimlanmistir. KNN’de
komsu sayis1 5 olarak  girilmistir.  XGBoost
algoritmasinda 6grenme orani 0.01, tahminleyici sayis1
10, tohum (seed) sayisi ise 25 olarak belirlenmistir.
DVM’de ¢ekirdek (kernel) olarak Radyal Tabanli Islev
Cekirdegi (Radial basis function — RBF), C parametresi
2 olarak ayarlanmistir. DVM optimizasyonunda C
parametresi, her bir egitim Orneginin  yanlis
smiflandirilmasindan  ne  kadar  kacinilacagimi
belirtmektedir. Sekil 4’te, ilgili donemde aktif harita
havuzunda bulunan 8 haritadaki CT ve T taraflarinin
rauntlar1 kazanma karsilastirmalar1 verilmistir.
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Haritalara gore rauntlan kazanan takimlar

count

de_cache de_dust2 de_inferno de_mirage

1500
1000
round winner
cT
T
500
0 E—————s

de_nuke de_overpass de_train de_vertigo
map

Sekil 4. Haritalara gore rauntlari kazanan taraflar (The sides that win the rounds according to the maps)

Sekil 4 incelendiginde de nuke ve de train
haritalarinin  6nemli Olgliide CT tarafinin, de dust2
haritasinda ise T tarafinin  avantajli  oldugu
goriilmektedir. CSGO maglarinda takimlar, haritaya
hangi tarafta baslayacaklarinin belirlenmesi amaciyla
bigak raundu (knife round) denilen bir se¢im raundu
oynamaktadirlar. Bu raundu kazanan takim hangi tarafta
baslayacagimi secme hakki elde eder. Takimlar hangi
haritaya hangi tarafta baslayacaklarini bu bilgilerden
yola ¢ikarak planlayabilirler. Sekil 5’te patlayici imha
ekipmani (defuse kit) sayisinin raundu kazanmadaki
etkisi verilmistir.

ars0 Raundun Kazanani

i cr
= =

2 3 4 5
ct_defuse_kits

Sekil 5. Patlayici imha ekipmani sayisina gore raundu
kazanan taraflar (Winners of the round based on the number of
defuse Kits)

Patlayic1 imha ekipmani, yalmizca CT tarafindaki
oyuncularin satin alip kullanabildigi, her oyuncuda en
fazla 1 adet, raunt igerisinde ise toplamda 5 adet
bulundurulabilen, patlayicinin imha edilme siiresini 10
saniyeden 5 saniyeye indiren bir ekipmandir. CT’lerin
bu ekipmani hi¢ satin almadigi durumlarda T tarafinin
raundu kazanma olasiliginin ¢ok biiyiik bir dlgiide arttig1
goriilmektedir. Ekipman sayist ¢ogaldik¢a T tarafinin
raunt kazanma sayilar1 da giderek diigsmiistiir. Bu durum
yalnizeca imha ekipmanmin patlayiciyr hizla imha
edilmesine olanak tanimasi kaynakli bir avantaj degildir.
Uzerinde bu ekipman bulunan bir  oyuncu
oldiiriildiigiinde ekipman yere diigmektedir ve diger
takim arkadaslari tarafindan tizerlerine alinabilmektedir.
Dolayisi ile imha ekipmanin bir veya iki oyuncuda
olmasi genelde yeterli goriilen bir durumdur. Ancak,
takim ekonomisinin gii¢cli oldugu durumlarda her
oyuncu bu ekipmani edinme yoluna gidebilmektedir.
Diger bir deyisle bir rauntta bulunan imha ekipmani ne
kadar fazla ise CT tarafinin ekonomisi o kadar giiclii ve
raundu kazanma olasiligi buna paralel olarak fazla
denilebilir. Sekil 6’da patlayicinin  yerlestirilme
durumuna gore raundu kazanan taraflar verilmistir.
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Sekil 6. Patlayicinin yerlestirilme durumuna gére raundu
kazanan taraflar (Winners of the round based on explosive planting
situation)

Patlayicinin yerlestirilmedigi senaryoda, raunt siiresi
bitiminde en az bir CT tarafindaki oyuncunun hayatta

olmas1 durumunda raundu CT’ler kazanmaktadir. T
tarafi patlayiciyr yerlestirme imkani bulamiyorsa siire
bitmeden 6nce raunttaki biitin CT oyuncularini ortadan
kaldirma yoluna gitmelidir. Patlayicinin yerlestirildigi
senaryoda ise siire CT tarafinin aleyhine iglemektedir.
Patlayici yerlestirildikten 40 saniye sonra patlamaktadir
ve raunt bitmektedir. Patlayic1 yerlestirildikten sonra
biitiin T oyuncular1 ortadan kaldirilsa dahi patlayicinin
patlamas: durumunda raundu T tarafi kazanmaktadir.
Sekil 6 incelendiginde, patlayicinin yerlestirilmedigi
senaryoda T tarafi raundu kazanma konusunda CT’lerin
gerisinde kalmistir. Basta bahsedilen durumdan o&tiirii
raunt siiresi azaldik¢a T’lerin raundu kazanma ihtimali
de giderek azalmistir. Patlayicinin yerlestirildigi
senaryoda ise tam tersi bir durum s6z konusudur. Bu
durumda T’ler raundu kazanma yo6niinden biiyiik bir
avantaj elde etmekte ve patlayicinin patlamasina kalan
siire azaldikca T’lerin raundu kazanma ihtimalleri
artmaktadir.

Calismada kullanilan siniflandirma algoritmalarina
gore veriler modellenerek tahminleme islemleri
gerceklestirilmistir. Bu islemler sonucunda modellere
ait dogruluk, kesinlik, duyarlilhik, F-Skor ve AUC
degerleri hesaplanmis ve Tablo 2’de verilmistir.

Tablo 2. Siniflandirma algoritmalarinin performans degerleri (Performance values of classification algorithms)

Siniflandirict Dogruluk Kesinlik Duyarlilik F-Skor AUC
LR 0.75 0.76 0.74 0.75 0.84
KNN 0.83 0.84 0.84 0.83 0.91
KA 0.82 0.82 0.82 0.82 0.82
RO 0.88 0.89 0.87 0.88 0.95
XGBoost 0.75 0.77 0.74 0.75 0.89
NB 0.53 0.52 0.98 0.67 0.76
DVM 0.80 0.84 0.76 0.79 0.88
Tablo 2 incelendiginde en yiiksek dogruluk oranina ROC Egrisi
sahip  smiflandiricinin = %88 ile RO  oldugu 10 e :
anlagilmaktadir. Bunu %83 ile KNN ve KA —— 5 ,/"
algoritmalar1 takip etmektedir. En disiik dogruluk 08 <
oranina sahip algoritma ise %53 ile NB’dir. Kesinlik =
metrigi agisindan bakildiginda en yiiksek oran %89 ile S as
RO algoritmasina aittir. NB dogruluk orani en diisiik g 2 = Lojistik Regresyon
algoritma olsa da duyarlilik degeri bakimindan %98’lik S o4 / 4 KNN
bir deger ile en yiiksek orana sahiptir. Duyarlilik ve g = :”“:' “I‘J“&' ,
kesinlik  degerleri en dengeli algoritma RO 02 x:Bgr'r e
algoritmasidir (F-Skor = 88). AUC degerlerine —— Naive Bayes
bakildiginda %95 ile RO algoritmasi en yiiksek degeri 00 Destek Viektor Makinesi

almistir. Sekil 7°de, siniflandiricilara ait ROC egrisi
grafigi verilmistir.

Sp— T -y a —y e
00 02 04 06 08 10
Yanlts Pozitif Oram

Sekil 7. Smiflandiricilara ait ROC egrisi grafigi (ROC curve
graph of classifiers)

ROC analizi sonucunda ¢izdirilen Sekil 7’deki grafik
incelendiginde en yiiksek dogruluk veren kesim (cut-
off) noktasina sahip algoritmanmn RO oldugu, onun
arkasinda ise KNN algoritmasinin yer aldig
goriilmektedir.
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5. Sonuglar (Conclusions)

Bu arastirmada, gliniimiizde Espor karsilagsmalarinin
¢ok onemli bir boliimiinii olugturan CSGO oyunundaki
rauntlarin ~ kazanan  taraflarinin  tahminlenmesi
konusunda makine &grenmesi tabanli bir c¢alisma
gerceklestirilmistir. Arastirmanin deneysel kisminda ilk
olarak sicaklik haritas1 ve korelasyon matrisine gore
raundun kazanilmasi baglaminda etkili oldugu goriilen
parametreler Kesifsel Veri Analizleri (Exploratory Data
Analysis — EDA) yoluyla gorsellestirilmistir. Buna gore,
CSGO oyununda de nuke ve de_train haritalar1 CT
agirlikli haritalar iken de dust2 haritas1 T tarafi
agirlikhidir. Patlayici imha ekipmanlar1 CT’lere raundu
kazandirma konusunda ciddi bir isleve sahiptir.
Patlayicinin yerlestirilmedigi durumda CT tarafi T ye
gore  avantajli  durumdadir  ancak, patlayict
yerlestirildikten itibaren T tarafi avantaj durumunu
biiyiik dlciide lehine ¢evirmektedir.

Calismada smiflandirma algoritmalarindan Lojistik
Regresyon, K-En Yakin Komsu, Karar Agagclari,
Rastgele Orman, XGBoost, Naive Bayes ve Destek
Vektor Makinesi olmak {izere yedi algoritma
kullanilmistir.  Kurulan  modellerin  etkili ~ bir
smiflandirma  yaptiginin  anlasilmasi  agisindan
performans degerlerinin 1’e yakin degerler iiretmesi
gerekmektedir. Kesinlik, smiflandiricilarin = pozitif
olarak tayin ettigi Orneklerin gercekte kac tanesinin
pozitif oldugunu hesaplayan bir metriktir. Duyarlilik,
toplam pozitif durumlarin ne kadarlik bir boliimiiniin
basarili tahmin edildigini hesaplamaktadir. Kesinlik ve
duyarlilik arasindaki denge ise F-Skor metrigiyle ifade
edilmektedir. Bunlara ek olarak ROC analizi, iki ya da
daha fazla smiflandirict algoritmanin tahminleme
giivenirliklerini kargilagtirmak amaciyla
kullanilmaktadir. AUC degeri ise model performansinin
bir 6zeti niteliginde olup, algoritmalarin tahminlemede
ne kadar basarili oldugunu sunmaktadir. Bu bilgilerin ve
aragtirmanin bulgulart 1s18mmda CSGO’da rauntlarin
kazananini tahminlemede en basarili algoritma Rastgele
Orman olmustur ve %88 dogruluk degerine sahiptir.
Alanyazin incelendiginde, ayni veri seti ile calisan
Huang ve digerleri (2022), kullandiklar1 siniflandiricilar
arasinda XGBoost ile en yiiksek %79’luk dogruluk
degerine ulagsmislardir. Arastirmacilarin elde ettigi
sonu¢ ile bu arastirmanin sonuglar1 arasindaki farkin
temelinde arastirmacilarin modellerini  olugtururken
Oznitelik segimleri sirasinda toplamda 97 olan 6znitelik
sayisin1 26’ya indirgemeleri oldugu diisiiniilmektedir.
Bunun yani sira verilerin normalizasyon islemleri,
kullanilan algoritmalar ve algoritmalara ait parametre
secimleri bu farkin olugsmasinda onemli etmenler
arasindadir. CSGO f{izerinde rauntlarin veya takimlarin
kazananlarin1 tahminlemeye yonelik alanyazindaki
diger c¢aligmalara bakildiginda Makarov ve digerleri
%62’lik, Xenopoulos ve digerleri ise %79.1°lik
dogruluk oranlar1 elde etmislerdir. Farkli veri setleriyle
calisilmis olsa da bu arastirma kapsaminda yapilan

modellemeler, bahsedilen iki ¢alismadan 6nemli 6lgiide
ayrisarak daha dogru bir tahminleme yapmaktadir.

Aragtirma, CSGO oyununda raundu kazanan
taraflarin  tahminleme basarisi agisindan  Espor
sektoriine  yonelik Onemli ¢iktilar  sunmaktadir.
Aragtirma kapsaminda gerceklestirilen modellerin canlt
maglarla biitiinlestirilmesi durumunda izleyenlere
sunulacak anlik bir tahmin bilgisi seyir zevkinin
artmasina yol acabilir. Bunun yani sira takimlar; harita
secimi, oyun i¢i ekipman alimlari, oyun i¢i senaryolarda
uygulayacaklar taktikler yonlerinden aragtirmadan elde
edilen bulgular1 kullanabilirler. Caligmanin ayrica,
makine  §grenmesi smiflandiricilarinin =~ video
oyunlarinda nasil performans gosterdiginin
kargilagtirilmasi,  makine  0grenmesinin  Espor
sektoriinde hangi ¢iktilara olanak taniyabilecegini
ortaya  koymast  agisindan  6nemli  bulgulari
bulunmaktadir.
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