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In this study, the most appropriate Machine Learning model was investigated in order to prevent unnecessary
surgery for patients who were pre-diagnosed with thyroid cancer but whose pathology results were negative
after surgery. With this research, the most appropriate classification model, modeled with the most
appropriate data, was discussed. All the steps taken in the process of obtaining the model are shown in Figure

A.
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Figure A. Study Steps

Purpose: This study aims to obtain a near-accurate diagnosis for patients with thyroid cancer by using
machine learning methods over previous patient data before the thyroid tissue is resected too much.

Theory and Methods: There is no clear answer as to what the best machine learning model will lead to for
the data set at hand. However, converting the data diversity into appropriate data types, preparing data sets,
scaling the data, selecting the features, and repeatedly testing with machine learning techniques/models can
provide a satisfactory answer to the question asked above. The thyroid cancer data we have consists of
continuous and discrete data types. The fact that the result data is binary and takes a binomial value
necessitated the use of nonlinear methods. Machine learning models such as Naive Bayes, Generalized
Linear Model, Logistic Regression, Fast Large Margin, Deep Learning, Decision Tree and Random Forest
were used for significance results.

Results: Cytology Result Benign and USG_LAP attributes pair, which we have tried among the 6 best
features of twenty-three obtained using the logistic regression model, gives the best result of specificity with
99.31%.

Conclusion: According to the results of POST-OP (Final Operation) among those diagnosed with thyroid
Cancer, 99.31 of every 100 people were correctly diagnosed. This result corresponds to 232.39 out of 234
cases. As a result, according to the data, the diagnosis of not having cancer was given incorrectly in only
about 2 people based on the Logistic regression model we used. Accordingly, it was confirmed that the
Cytology result benign and USG LAP attributes obtained in the outcome evaluation made with the
specialists of the general surgery department of the Sakarya University research hospital are the attributes
they consider in making a decision about performing the preoperative FNA test for the final.
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Tiroit kanseri, 2020’deki sonuglara gore, tiim kanserlerin kiiresel insidansinin %3 iine karsilik gelirken bazi
iilkelerde son 30 yilda dnemli 6l¢iide artmistir. Tiroit nodiilii, tiroit bezinin i¢inde bulunan bir lezyondur. Bu
lezyonlarin kanserli olma olasiligi nemli bir endise kaynagidir. USG ile saptanan nodiiller 1 cm’den biiyiik
ve kétii huylu olma (Malignant) agisindan kuskuluysa, ince igne aspirasyon (IIA) biyopsisi kullanilir ve
degerlendirmeler yapilir. Iyi huylu IIA sonuglari, gereksiz tiroit ameliyatlarinin énlenmesine yardimet olur.
K&tii huylu (Malign) hiicreler tespit edilirse, IIA sonucu cerrahi stratejinin belirlenmesinde etkin bir faktor
olur. Buna ragmen, cerrahlar kétii huylu hiicre potansiyeline iliskin belirsizlik nedeniyle, ¢ok yiiksek oranda
iyi huylu (Benign) tiroit dokusu rezeke etmektedirler. Bu nedenle, daha dogru sonuclar veren ve cerrahi
islem gerektirmeyen (non-invasive) tekniklere ihtiya¢ duyulmaktadir. Bu ¢alismanin amaci, tiroit dokusu
¢ok fazla rezeke edilmeden, hastanin verileri iizerinden makine 6grenmesi metotlarindan biri olan Lojistik
regresyon kullanarak, kesine yakin taninin elde edilmesidir. Bu ¢alisma ile hastalarin test sonuglarini
kullanarak, nodiiliin kotii huylu (kanserli) olup olmadigini tahmin eden bir model iizerinde denemeler yaptik.
Gergekte kanserli olmadig1 halde operasyon geciren hasta sayisi lizerinde spesifik olarak yogunlagarak
ozgiilliik (specificity) analizi yaptik. Lojistik regresyon siniflandirma algoritmast ile elde edilen sonuglar
icerisinden en iyi spesifiklik/6zgiilliik degerini %99,31 olarak elde ettik.

Use of logistic regression in the diagnosis of thyroid cancer.
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While thyroid cancer accounts for 3% of the global incidence of all cancers, according to results in 2020, it
has increased significantly in some countries over the last 30 years. The possibility that the thyroid nodule
is cancerous is a significant concern. If nodules detected by USG are larger than 1 cm and are suspicious for
malignancy, they are evaluated with fine needle aspiration (FNA) biopsy. Benign FNA results help prevent
thyroid surgeries. If malignant cells are detected, it becomes an effective factor in the surgical decision.
Surgeons resect a very high percentage of benign thyroid tissue due to uncertainty regarding the potential
for malignant cells. Therefore, techniques that provide more accurate results and do not require surgical
procedures are needed. The aim of this study is to obtain a near-definitive diagnosis by using Logistic
regression, one of the machine learning methods, on the patient's data, without resecting the thyroid tissue
too much. In this study, we experimented with a model that predicts whether the nodule is malignant
(cancerous) or not, using the test results of the patients. We conducted a specificity analysis by focusing
specifically on the number of patients who underwent surgery even though they did not have cancer. Among
the results obtained with the logistic regression classification algorithm, we obtained the best specificity
value of 99.31%.
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1. Giris (Introduction)

Farkli iilkelerde farkli yorumlansa da Tip Bilimi ile Tip Uygulamalar:
ayri alanlar olarak ele alinmakta ve Tip uygulamalari kliniklerde daha
genis ve daha yaygmn bir Dbicimde gergeklestirilmektedir.
Uygulamalarin siirekli olmasi, klinik ¢aligmalarinin 6n planda
olmasinin en 6nemli nedenlerinden biridir.

Hizmetin kisa siirede verilmesi, hizmetin dogrulugunu teyit
edememektedir. Ozellikle hastalarm hastalik belirtilerini net olarak
aktaramamalari, tani sonuglarini olumsuz etkilerken, tami igin
verilerin tahlil ve tetkikler izerinden elde edilmesi ve yorumlanmasi
ise uzman tecriibesi gerektirmektedir.

Hastalik tanisi i¢in uzmanlar tarafindan basvurulan uygulamalar
arasinda endoskopi, ultrason, sintigrafi, tomografi, manyetik
rezonans, rontgen yer alirken kan testleri de 6nemli yer tutmaktadir.
On tani iizerinden gelisen siirec, daha hassas ve kesin tanimin
yapilabilmesi ve ihtisaslasan tibbi alanlar i¢inde en ¢ok hangisine
dahil olabilecegi ile ilgili kararlar i¢in ileri muayene ve tetkiklere
ihtiyag duyar.

Birgok hastalik gibi kanserli hastalar da kesin tan1 konulana ve tedavi
yontemi belirlenene kadar gegen siirede ¢esitli testlere ve tetkiklere
tabi tutulurlar. On tam yoluyla kanser siiphesi olusan hastalar icin
cesitli tetkik sonuglart degerlendirilmekte ve verilen son tanmi karari
sonrasi tedavi siireci baslatilmaktadir.

Kanser hastalig1 genellikle viicutta hizl1 yayilan kétii huylu tiimérlerin
varlig1 ile ifade edilir. Tiimorlerin ¢oklugu ve yayilma hizi kanserin
yikicihigr ve ciddiyeti hakkinda bilgi verir. Teshisinde ge¢ kalinmig
ileri evre kanser hastalig1 6ldiiriicti olmaktadir [1].

Kanser hastaliklarindan biri olan tiroit kanseri bogaz bolgesindeki
tiroit bezi dokularmndan gelisen bir kanser ¢esididir. Bu bdlgede
hiicreler asir1 hizli bityiiyerek viicudun diger bolgelerine yayilma
potansiyeli gosterirler. Bogaz kisminda sislik, nefes almada ve
yutkunmada zorluk ve sesin anormallesmesi gibi birgcok belirtisi
vardir. Tan1 6ncesi bogazin elle kontrolii ve aile hastalik gegmisinin
analizi yapilir. Tiroit testleri, kan testleri ve goriintiilii tetkikler
incelenir. Ince igne aspirasyon (IIA) adi verilen yontem ile alman
hiicrelerin biyopsi sonuglart degerlendirilir [2].

Tiroit kanseri, 2020°de tahmin edilen 586.000 yeni hasta ile tim
kanserlerin kiiresel insidansinin %3’iinii temsil etmektedir [3]. Artig
oranlari, popiilasyonlar arasinda degisiklik gosterse de birkag yiiksek
ve orta gelirli iilkelerde tiroit kanseri insidansi son 30 yilda 6nemli
Olgiide artmugtir [4-5]. Artan sayida tiroit kanseri teshisi, biiyiik dl¢lide
ve genel olarak saglik hizmetlerine erigimin artmasiyla birlikte tanisal
goriintiileme teknolojisinin ve tibbi gdzetimin giderek yayginlasmasi
ile iliskilendirilebilir [6]. Artan insidansin aksine, tiroit kanseri igin
6liim oranlar1 azalmis veya sabit kalmistir ve hemen hemen her yerde
diistik seviyelerdedir [7].

Tiroit nodiilii, tiroit bezinin iginde kendisini g¢evreleyen tiroit
parankiminden radyolojik olarak ayirt edilebilen bir lezyondur.
Nodiiller dokunmakla anlagilabilir ya da tesadiifi olarak saptanabilir.
Eriskinlerin yaklasik %60’inda bir veya daha fazla tiroit nodili
bulunur. Kanser olasilig1 en énemli endise kaynagidir, ancak yalnizca
yaklasik %5inin kotii huylu oldugu kanitlanmigtir [8]. Tiroit
nodiillerine yaklasimda fizik muayene, anamnez, serum  tiroit
fonksiyon testleri, ultrasonografi (USG) kullanilir. USG ile saptanan
nodiiller 1 cm’den biiyiik ve kot huylu olma agisindan kuskuluysa,
ince igne aspirasyon (iIA) biyopsisi alinir ve degerlendirilir. TiA
biyopsisi, tiroit nodiilleri i¢in altin standart tani araci olarak kabul

edilir. Iyi huylu IIA sonuglari, gereksiz tiroit ameliyatlarnin
onlenmesine yardime1 olur. Kanserli hiicreler tespit edilirse, IIA
sonucu, cerrahi stratejinin belirlenmesinde belirleyici bir faktordiir
[9]. Buna ragmen cerrahlar, kanserli hiicre olma potansiyeline iligkin
belirsizlik nedeniyle ¢ok yiiksek oranda iyi huylu (kansersiz) tiroit
dokusu rezeke etmektedir [10]. Bu nedenle daha dogru sonuglar veren
ve cerrahi iglem gerektirmeyen (non-invasive) tekniklere ihtiyag
duyulmaktadir.

Sonuglar, elde edilen verilerin tam olarak dogru olmalar1 kaydiyla,
sistematik bir algoritmaya tabi tutulmamasi halinde farkli doktorlar
tarafindan  farkli  yorumlanabilmekte  ve  farkli  tanilar
konulabilmektedir. Bu durum, tip alaninda genelleme yapildiginda,
daha iyi ¢oztimlerin elde edilmesi siirecinde kaybedilmesi muhtemel
zaman ve para maliyeti anlamina gelmektedir.

Birgok alanda kullanildig: gibi tip alaninda da tan1 koymak iizere karar
destek sistemleri i¢in yoneylem arastirmas, istatistiki hesaplamalar ve
matematiksel modeller iizerinden ¢oziimler kullanilmaktadir. Tiim bu
yontemlerle birlikte “biligsel yontemler” kullanilsa da karar igin
uygun parametreler elde edilmeden ve bu parametreleri yorumlayacak
yeterli tecriibe olusturulmadan elde edilecek tani sonuglari yaniltict
olmaktadir.

Herhangi bir tan1 i¢in uygun verilerin bir araya getirilmesi ve veriler
arasinda en iyi ve en uygun baglantinin kurulmasi, hedeflenen ilk
yontem olmalidir. Kesine yakin taninin konulmasi igin en 6nemli iki
parametreden biri verilerin tutarlilifi iken, bir digeri tutarli olan
verileri birbiriyle iliskilendirecek ve buradan bir sonug¢ ¢ikaracak
uzmanin tecriibesi olmaktadir.

Uzman doktor, pratisyen hekim, hemsire, saglik memuru ve diger tiim
saglik personeli géz oniine alindifinda, hedefe varmak konusunda
insani acelecilik, biligsel yontemlerin mesleki uzmanlik tam olarak
olusmadan her seviyede kullanilmasi, insan olusumuzdan
kaynaklanan yorgunluk ve bikkinlik, yanlis meslek se¢imi neticesinde
isin sevilememesi, tetkik/tahlil incelemelerinde yeterli zamanin
olmayist tirlinden bircok sebeple uygun tanm1 ve tedavi
yapilamamaktadir. Bu duruma bazen, uzman bagsina diisen hasta
sayisinin fazlaligi ve tetkik i¢in yeterli materyalin olmayisi da eslik
edebilmektedir.

Tibbi tan1 koymak igin kliniklerde istenilen tahlil ve tetkikler ¢ok
sayida veri igerse de veri igerisinden gerekli bilginin tam olarak
cekilip ¢ikarilamamasi, istenilen sonuglar agisindan verim ve kaliteyi
olumsuz etkilemektedir. Bu veriler, ¢ogunlukla bir uzman doktor
tarafindan kisisel olarak dogrusal ve analitik yontemlerle ¢oziilmeye
caligilmaktadir.

Intisaslasma ile birlikte verilerin ¢ogalmasi, eldeki verilerin
yorumlanmasi adina daha fazla zamana ihtiya¢ duyulmasina neden
olmaktadir. Eldeki veriler arasinda baglantinin varligi ve derecesi
hakkinda daha fazla fikir 6ne siirmek gerekliligi ortaya ¢ikmaktadir.
Bu gereklilikler, tip uygulamalarmin verimliligi adina tip biliminin
Oniinii hizla agmaktadir.

Eldeki verilerin dogru tani ve tedavi igin anlamli birer bilgiye
doniistiiriilmesi ¢abasi, beraberinde yeni tekniklere ve modellere
ihtiyac1 dogurmaktadir. Genelde mithendislik, 6zelde ise Yapay zeka
teknikleri olarak ortaya ¢ikan bu ydntemlerin, doktorlarin tani
koymalarina  yardimct  olmast  ve  maliyetleri  azaltmasi
ongoriilmektedir.

Veri bilimleri olarak 6n plana ¢ikan bilim dali, elde edilen verilerden
anlamh bilgiler ¢ikarmak ve elde edilmek istenen sonuca destek
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vermek amaciyla Veri madenciligi ve Makine 6grenmesi tekniklerini
birlikte kullanir. Uygun formatta ve uygun veri tipleri ile olusturulan
veri setleri, ¢esitli makine 6grenmesi algoritmalari yoluyla birbiri ile
iliskilendirilerek gerekli bilgi elde edilebilmektedir.

Karar destek sistemi olarak kullanilmakta olan teknolojik gelismeler,
son zamanlarda Veri madenciligi ve Makine 6grenmesi iizerinden hiz
kazanmaktadir. Birgok farkli sektdrde uygulanmasinin yani sira, tipta
geleneksel tani ve tedavi yontemlerinin verdigi sonuglardan daha iyi
sonuglar veren aragtirmalar yapilmis ve sonuglar elde edilmistir [11].
Eldeki hasta verileri lizerinden, Veri madenciligi ve Makine
O0grenmesi yontemleri kullanilarak en az hata orami ile tam
yapilabildigi ortaya konmustur [12]. Veri madenciligi yontemleri ve
Makine 6grenmesi teknikleri birlikte cok daha karmasik problemler
¢ozlimleyebilmis ve veriler arasi iliskiler dogrusal veya dogrusal
olmayan algoritmalarla agiga ¢ikarilmstir [13].

Yapay zekdya ve alt alanlarina dayali sistemlerin olusturulmasi ve
mevcut geleneksel saglik sistemine entegre edilmesi, birtakim
tereddiitleri beraberinde getirse de maliyetin ve taniya gotiiren siirecin
kisaltilmasi, taninin daha yiiksek oranda ve kisa siirede dogru
yapilmasi, 6liim oranlarinin azalmasina etki etmesi ve benzeri birgok
nedenle gerekli goriilmektedir [14].

Veri madenciligi yaklasimi ile birlikte Yapay zeka, saglik alanlarinda
tan1 ve tedavide en iyi sonuglara varmak tizere verileri edinme, isleme
ve kullaniciyt en iyi sekilde bilgilendirme yetilerine sahiptir. Yapay
Zeka, belirtilen iglemleri Makine ogrenmesi ve Derin Ogrenme
algoritmalari iizerinden gergeklestirmektedir. Genelde Yapay zeka
Ozelde Makine O6grenmesi ve Derin 6grenme algoritmalari insan
zekasini taklit ederler. Makine &grenmesi, girdi verileri ile ¢ikti
verileri arasinda sebep sonug iliskileri kurar ve veriler arasi iliskileri
g0z Oniine alarak verilen sonuglar tizerinden kaliplar olusturarak
¢esitli algoritmalar yolu ile 6grenmesini tamamlar.

Algoritmalar, veriler aras: iligkiler iizerinden kesine yakin sonuglar
elde etmek iizere tahminde bulunabilirler ancak sonuglarin nedenleri
iizerinde tahmin yiiriitemezler. Gergek hayat senaryolari ile ¢catismasi
muhtemel matematiksel ve istatistiksel analizlerin i¢ine diisebilecegi
muhtemel girdaplar da hesaba katilmali ve algoritmalar iyi

hazirlanmis veri setleri tizerinde tekraren ¢aligtirilmalidirlar [15]. Bu
makalede tiroit kanseri 6n tanisi konulan hastalarin kan testlerini,
USG, IIA biyopsisi sonuglarini veri olarak kullanarak, nodiiliin kétii
huylu (kanserli) olup olmadigin1 tahmin eden bir model iizerinde
cahistik. Uzerinde calistlacak Makine 6grenmesi modeline karar
vermeden Once, eldeki veriler farkli modellerde kullanilmak amaciyla
hazir hale getirildi. Bu hazirlik, ikinci boliimde “Veri setinin
olusturulmast ve hazirlanmasi” bashg: altinda islendi. Ucgiincii
boliimde, Makine 6grenmesi algoritmalari lizerinden son zamanlarda
yapilmis tani tahmini ¢alismalari yani sira, Lojistik regresyon modeli
tanimlamasi tizerinde duruldu. Dordiincii boliimde, elimizde var olan
tiroit kanseri hasta veri seti ve ¢esitli 6znitelik segme testleri ile elde
edilen veri seti alt kiimeleri, K-en yakin komsu, Destek vektor
makineleri ve Rastgele orman gibi siniflandirma algoritmalarinda
denendi ve spesifiklik (specificity) iizerinden en iyi sonucu veren
Lojistik regresyon modeli karisiklik matris tablosu ile yorumlandi.
Besinci boliimde ise sonuglar degerlendirilerek yorumlamalar yapildi.
Makalede yapilan iglemlerin akigini ve atilan adimlar igeren sema
Sekil 1°de verilmistir.

2. Veri Setinin Olusturulmasi ve Hazirlanmasi
(Creation and Preparation of the Data Set)

Makine Ogrenimi biiyiik dlgiide verilere baglidir. Algoritmalarin
egitilmesini miimkiin kilan, makine &greniminin ilerlemesinde ve
cokga tercih edilmesindeki en 6nemli husus budur. Ancak, gercekte
veri biliminde uzmanlik seviyeniz ne olursa olsun verilerden anlam
¢ikaramiyorsaniz, kapasitesi ne olursa olsun hi¢ bir yazilim ve/veya
makine ise yaramaz.

Alelade ve karigik bir halde elde edilen tiim veri kiimeleri kusurlar
igerir. Bu veri kiimelerinin ¢ogu islenmemis, tutarsiz, eksik ve
giiriiltilii veriler igerdiklerinden analiz edilmeleri zordur. Bu veri
setleri, kullanilmadan 6nce kaliteli ve ise yarar hale getirilmelidirler.
Veri 6n igleme burada, verilerin tutarliligini ve kalitesini saglayan
bilgi kesif siirecinin bir adimi olarak karsimiza ¢ikar [16]. Bu
makalede kullamlan veri seti, Sakarya Universitesi Arastirma
Hastanesi Genel Cerrahi Boliimiinden alinan 234 adet tiroit kanserli
hasta verisinden olusmaktadir. Sakarya Universitesi Etik Kurul karar1
tizerinden gerekli izinler alindi. Verilerin veri tiplerinin belirlenmesi
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- Makine 6grenmesi
algoritmalarimin uygulanmasi

simflandirma algoritmalarinda
kullaninu ve sonuglarin
yorumlanmasi

- Lojistik regresyon
algoritmasinin tanitimi

v

LOJISTIK REGRESYON MODEL KULLANIMI:
-Lojistik regresyon simiflandirma algoritmasinin

detaylandirilmasi

SONUC VE YORUMLAR:

-Veri seti ve alt kiimelerinin Lojistik regresyon

-Sonuglarin Kansiklik matris tablosu iizerinden
yorumlanmasi

- Aranan en iyi sonucun ve bu sonucu veren
odzniteliklerin bulunmasi

algoritmasinda kullamilmast —>

-Sonuglarin degerlendirilmesi
-Yorumlar
-Tavsiyeler

Sekil 1. Is akis adimlar ve yapilan islemler (Workflow steps and operations performed.)

1512



Asan ve ark. / Journal of the Faculty of Engineering and Architecture of Gazi University 39:3 (2024) 1509-1523

icin Oncelikle tiroit kanseri operasyonlarimi gergeklestiren uzmanlarla
bir araya gelindi. Modellemeler i¢in gerekli en iyi 0znitelik se¢imi
adimlart diginda kalan tiim diger veri 6n hazirlik adimlari, verilerin
sistemden ¢ekilmesi sirasinda uzman kontroliinde elle tek tek
gergeklestirildi. Tiroit kanserli hasta verileri i¢indeki tiim 6znitelikler,
anlamlar1 ve veri tipleri ile birlikte Tablo 1°de bir arada verilmistir.
Tiroit kanseri hasta veri seti iginden en iyi tan1 sonucunu verecek
Oznitelik kiimesini elde etmek {izere gesitli ydontem ve algoritmalar
kullanilmadan Once; tiroit kanseri veri seti, farkli Normallestirme
(Normalization) ve Olgeklendirme (Scaling) yontemlerine tabi

tutularak farkli veri setleri olusturuldu. Bu adimda Mutlak maksimum
Olgeklendirme  (Absolute  maximum  scaling), = Min-maks
Olgeklendirme (Min-max scaling), Ortalama (mean) kullanarak
Normallestirme (Normalization) , Giiclii 6l¢eklendirme (Robust
Scaling) ve  Standartlastirma (Standardization) yontemleri
kullanilmigtir.  Bu  iglemlerin  amaci, farkli  Glgeklendirme
yontemlerinin 6znitelik se¢imi ve sonuglara etkisini 6grenmektir. Bu
asamada, heniliz alt veri gruplan olusturulmamistir. Veri seti
olusturmak iizere takip edilen adimlar, Tablo 2’de gosterildigi gibi
gerceklestirilmistir.

Tablo 1. Kullanilan tiroit kanseri veri setine ait verilerin anlami ve veri tipleri
(The meaning and types of the data belonging to the thyroid cancer data set used.)

) Veri tipi
Oznitelik Anlami Orijinal veri tipi ve igerik (Doniigtiirme
sonrasi)
Cinsiyet Kadin ya da Erkek iki terimli (Binominal:Kadin:1 Erkek: 2) Sayisal-ikili (0,1)
Yas Yas Siirekli (20-87 yas aralig) Sayisal-Siirekli
Cok terimli (Polinominal, kotii huylu, olast ~ Sayisal-kategorik
Usg Ultrasonografi Kotii huylu, iyi huylu, olast iyi huylu) (0,1,2,3)
Ultrasonografi ile TSP, . g
Usg Lap Lenfadenopati Iki terimli (Binominal , yok, mevcut) Sayisal-ikili (0,1)
Siipheli Nodiil ) ‘ . Cok terimli (Polinominal ,1 cmden kiigiik,1- Sayisal-kategorik
Kanser siipheli nodiiliin ¢cap1 2 cm aras1,2-3 cm arasi,3-4 cm arasi,4
Cap1 L 0,1,2,3,4)
cmden bilytik)
Boy/En Orani Kan"se"rden stiphe edilen Iki terimli (Blnomlvnal, Gfenﬁl‘lglnden daha Sayisal-ikili (0,1)
nodiiliin boy/en orani uzun olan, Uzunlugu genislifinden az)
Nodiil Ekosu Nodiiliin izoekoik, hipoekoik Cok terimli (Polinominal, Izoekoik, Sayisal-kategorik
olma durumu Hipoekoik, Hiperekoik) 0,1,2)
. Gogiis dokusunda rastgele
Mikro olusan kalsiyum(kirec) iki terimli (Binominal, mevcut, yok) Sayisal-ikili (0,1)
kalsifikasyon Qé’)ksel tisi yu ¢ ’ 24 Y ’
Nodiil Ozelligi Solid ya da kistik iki terimli (Binominal, solid, kistik) Sayisal-ikili (0,1)

Sitoloji sonucu

Tiroit fonksiyonu

Operasyon 6ncesi sonug

Fonksiyonel sonug

Tiroit uyaric1 hormon kan

Cok terimli (Polinominal, kotii huylu, olasi
kotii huylu, iyi huylu)

Cok terimli (Polinominal, Hipotroidi,
hipertroidi, normal)

Sayisal-kategorik
(0,1,2)
Sayisal-kategorik
(0,1,2)

Tsh testi 0-76,7 aras1 ondalik sayilar Sayisal-Ondalik
sT3 Kandaki sT3 2,53-13,6 aras1 ondalik sayilar Sayisal-Ondalik
sT4 Kandaki sT4 2,38-41,05 aras1 ondalik sayilar Sayisal-Ondalik
Beyaz Kiire Lokosit. 3,43-14,0 aras1 ondalik sayilar Sayisal-Ondalik
Rbc Alyuvar hiicreleri 3,67-7,16 aras1 ondalik sayilar Sayisal-Ondalik
Hgb Hemoglobin 8,3-16,9 aras1 ondalik sayilar Sayisal-Ondalik
Platelet Pihtilagmayi saglayan hiicre ~ 83,10-2500 arasi ondalik sayilar Sayisal-Ondalik
Mcv Kirmizi kan hiicre boyutu. 29-99,10 aras1 ondalik sayilar Sayisal-Ondalik
MCHC Ortalama hemoglobin 27,24-37,8 arasi ondalik sayilar Sayisal-Ondalik
Mentzer indeksi Mcv/rbc oranidir. 6,04-25,72 aras1 ondalik sayilar Sayisal-Ondalik
Neutrophil Beyaz kan hiicresi. 1,62-11,9 arasi ondalik sayilar Sayisal-Ondalik
Lenfosit Beyaz kan hiicresi. 0,125-4,25 aras1 ondalik sayilar Sayisal-Ondalik
postopSonuc SOOI:;rsSyOH sonrast kesin iki terimli (Binominal, Kansersiz, Kanserli) ~ Sayisal-ikili (0,1)
Tablo 2. Hasta verileri toplama adimlari ve amaglari (Patient data collection steps and their purposes.)

Adimlar Yapilan islemin amaci

On teshis oncesi istenilen testlerin ve hasta
bilgilerinin belirlenmesi

Oznitelik adlarinin olusturulmasi

Oznitelik veri tipi belirleme

Veri tiplerinin Sayisallastirilmasi

Operasyon Oncesi teshis koymak amaciyla test sonuglariin veri seti
icinde kullanilmasi.

Teshis amaciyla gerekli test sonuglarinin veri setinde degisken olarak

kullanilmak {izere adlandirilmalari

(Genellikle yapilan iglemle ayn1 ad1 tagir. Kisaltmalar kullanilabilir.)

Uygun algoritmalara tabi tutmak amactyla 6zniteliklerin degisken
ozelliklerini agiga ¢ikarmak.
Kullanmakta oldugumuz veri setinin farkli matematiksel ve/veya
istatistiksel algoritmalarda kullanimini kolaylastirmak.
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8Tiroit kanseri veri seti olustururken kullanilan tahlil/test sonuglarinin
tamami, sayisal olarak mevcut degildir. Sonuglarin bazilar1 evet/hayir
seklinde iken, drnegin bir bagka test olan USG sonucu kotii huylu,
olasi kotii huylu, iyi huylu ve olas1 iyi huylu olmak iizere dort adet
cok terimli (polynomial) degerler alabilmektedir. Ote yandan,
nominal degerlerin yaninda farkli ondalik sayilardan olusan ve veri
tipi stirekli olan 6znitelikler de veri setimiz iginde yer almaktadir. Veri
setimiz i¢inde ham olarak gelen verilerin 6znitelik adlandirmalari,
anlamlari, veri tipi ilk goriiniimleri ve farkli tipe doniistiiriilmiis halleri
Tablo 1’de gosterilmistir.

2.1. Veri Onisleme (Data Preprocessing)

Istenen en iyi sonuglar1 elde etmek icin, veri tiplerine uygun
Algoritmalarm-modellerin bulunmasi ¢ok 6nemli olmakla birlikte,
verilerin veri setleri halinde ¢ok iyi bir 6n hazirliga tabi tutulmalari
gerekmektedir. Veri biliminde “Veri Onisleme” ya da “Veri on
hazirhigr” adiyla yer alan ve verileri hazir hale getirmek i¢in gerekli
iglemler, hedeflenen sonuglari dogrudan etkilemektedir. Kurallara

uygun ve dogru sekilde hazirlanan veriler, kullanilmak istenilen
Makine Ogrenmesi modellerinin dogru sonuglar vermesini
saglayacaktir. Veri 6n isleme, hangi algoritma ya da model {izerinde
calisgildigina bakilmaksizin en iyi sonuglart elde etmek amacina
yonelik 6nem arz etmektedir ve iizerinde dikkatlice caligilmalidir.
Eldeki veri seti Makine Ogrenmesi modellerine girdi olarak
verilmeden hemen 6nce, kullandigimiz verileri veri setleri halinde
hazir hale getirmek amaciyla 6n igsleme tabi tutmak tizere Tablo 3’te
verilen temel islemler takip edilmistir.

Cesitli  Veri Onisleme teknikleri mevcuttur. Veri Onisleme
islemlerinde her bir adim farkli yontem ve/veya algoritmalarla
yapilabilmektedir. Veri Onisleme temel adimlarimiz Sekil 2’de
gosterilmigtir.

En uygun modelin bulunmasi amaciyla hazirlanan veri setleri, Sekil
2’de gosterilen temel adimlardan gegirilmelidir. Bu adimlarin verilere
uygulanmast igin, esitli yontem ve teknikler mevcuttur. On hazirlik
yapilirken, ilk adim verilerin temizlenmesi, tamamlanmasi ve eksigi

Tablo 3. Veriler i¢gin 6n hazirlik yapma amaglari ve gergeklestirilen islemler.
(Purposes of preprocessing of data and activities carried out.)

Amag Gergeklestirilen islemler.

Veride kesinligin (preciseness of information) elde edilmesi Dogru/Yanlis verilerin birbirinden ayrilmasi/ayiklanmasi

Verilerin tam olmasi1 (Completeness)
Tutarlihigin (Consistency) saglanmasi
Veri Giincelleme

Kaydedilmemis ya da ulasilamayan verilerin bulunup kaydedilmesi
Veri setinin kurallara uygun olarak olusturulmasi
Giincel olmayan verilerin giincellenmesi

Anlasilir ve yorumlanabilir diizeye getirilmesi igin;
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Verinin kolay anlasilabilmesi

e Verinin temizlenmesi
e Verinin entegrasyonu
e Verinin kiigiiltiilmesi
e Verinin donistiiriilmesi
e Verinin ayriklagtirilmasi

. Veri
Onigleme

Oznitelik Eleme ]
Kayip

Veriler

Veri tamamlama |

Veri Temizleme
Guruplama I

Regresyon

Giraltili
Veriler

Y Kiimeleme

Normalizasyon

Veri
Doniistiirme

Oznitelik Segimi

Ayrigtirma I

Veri seti alt
kiimeleri
olusturma

Veri
Azaltma Sayisallik

Azaltim

Boyutsal
Kiigiiltme

Sekil 2. Veri onigleme adimlari (Data preprocessing steps)
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fazla olan Ozniteligin setten ¢ikarilmasi iglemlerinden olugmaktadir.
Ik adim gerceklestirildikten sonra, veriler aras iliski diizeylerinin
ayarlanmas1 ve ayni seviyede islem gorebilmeleri igin veri
doniistiirme islemleri gerekmektedir. Bu asamada, tiim veri seti
icinden, sonucu verecek en iyi Ozniteliklerin se¢imi yapilir. Son
asamada, eger gerekli ise veri setleri en uygun alt kiimelere
ayristirilarak en iyi veri alt kiimeleri elde edilir.

2.1.1. Veri temizleme (Data cleansing)

Genelde tim Veri madenciligi modellerinde, dzelde ise ayni yol ve
yontemleri kullanan Makine 6grenmesi modellerinde kesine yakin
sonuglarin alinabilmesi i¢in kullanilan tim verilerin, veri tabani
yonetim kurallarina gore temizlenerek hazir hale getirilmeleri
gerekmektedir. Temizlemek, giiriiltiilii verilerin giderilmesinin yani
sira, kay1p verilerin ortalama (mean) ya da orta eleman alma (median)
tiirtinden istatistiki yaklagimlarla tamamlanmalarini da icermektedir.
Cesitli gruplama, siniflama veya kiimeleme teknikleri ile test edilerek
grafiklerle rahatca gosterilebilen aykir1 ve giiriiltiilii veriler, veri
setinden temizlenir ya da kaynak ile karsilastirilarak revize edilirler.
Eger herhangi bir 6znitelik stitunu i¢inde, hastalara ait veriler ¢ok
fazla eksikse ya da tiimii ayni veriye sahipse, ilgili Ozniteligin
tamamen setten ¢ikarilmasi yararli olacaktir. Elimizdeki veriler icinde
bulunan ve sonuca hicbir katkis1 bulunmayan hastaya ait “takma ad”
siitunu veri setinden cikarilmistir. Benzer sekilde, nodiiliin “sinir
diizenliligi” 6zniteligi tiim hastalar i¢in ayn1 sonucu ihtiva ettiginden
ve etkisiz eleman olarak sonuca hi¢bir katki saglamayacagindan, veri
setinden ¢ikarilmigtir. “Nodiil sayis1” 6zniteliginde ise yeterince veri
bulunmadigindan, veri setinden g¢ikarilmistir. Diger tiim Oznitelik
siitunlar1 iginde, toplamda {i¢ adet eksik veri ortalama (mean)
kullanilarak tamamlanmuistir.

2.1.2. Veri doniistiirme (Data transformation)

Makine 6grenmesi modelleri secilmeden once, eldeki veri hazir ve
analiz edilebilir durumda olmalidir. Veri seti olusturulduktan sonra,
orijinal halleri ile kullanilmalar1 ve Makine 6grenmesi modellerinde
denenmeleri sonuglar agisindan gesitli sorunlara neden olabilir. Veri
setlerinde ¢ok fazla veri tipi ve bu veri tiplerinin gesitli ve farkli
biiyiikliiklerde boyutlar1 mevcuttur ve bu durum sorunlarin kaynagi
haline gelebilir. Elde edilmek istenen dogrulugun en iyi oranda olmasi
amaciyla, modelleme ¢aligmalarina gegmeden Once, veriler arasi veri
tipi uyumlarmin, dengelerinin ve seviyelerinin ayarlanmalari
gerekmektedir.

Veri setleri, bir bagimli ve en az bir bagimsiz degiskenden
olusmalidir. Bagimsiz degiskenlerin ¢ok fazla olusu, segilen algoritma
ve modellerin yavas c¢aligmasimna ve bu asamada yanlis sonuglar
liretmesine neden olabilir. Bu nedenle, segilecek dznitelik sayisinin
makul diizeyde olmasi ve bagimli degiskeni %100’e olabildigince
yakin seviyede tahmin etmesi en Onemli amagtir. Bu nedenle,
modeller ilizerinde uygulamalara baslamadan 6nce, uygun dznitelikler
secilmelidirler.

Verilerin, metin ya da sayisal tiplerde olmasina bagli olarak farkli
algoritmalardan farkli sonuglar elde edilmesi olasidir ve bu durum
sonucu dogrudan etkiler. Ayni olmayan 6l¢eklendirmeler, analizlere
ayni katkiy1 saglayamazlar. Verilerin sayisallastirilmalari sonrasi
yapilmast gereken iglemlerden bir digeri ise, veriler arasi
korelasyonlarin  iyilestirilmesi  igin, normallestirme ya da
standartlagtirma ad1 verilen islemlerden gecirilerek, belli seviyelerde
nicelik dengelerinin olusturulmasidir. Veri doniistiirme iglemlerinden
biri olan Normallestirme (Normalization), uygun metotlar ile farkli
boyutlardaki verilerin en uygun araliklarda tekrar
boyutlandirilmalarini saglar. Boylelikle, veriler aras1 korelasyonlarin
bulunmas: ve yorumlanmalar: daha verimli hale gelir. Bu nedenle,

eldeki veri setine ¢esitli normallestirme iglemleri uyguladik. Ayrica,
veri seti i¢indeki silitunlarin fazlaligi, modellerin ¢aligma zamanini
uzatacagl ve sonuca olumsuz etki yapacagi i¢in, en iyi Oznitelik
sayilarini en iyi sonuglari verebilecek sekilde secerek bagimsiz
degiskenleri olabildigince azalttik.

2.1.3. Veri azaltma ve veri alt kiimesi Olusturma
(Data reduction and data subset generation)

Veri setleri olusturulurken miimkiin olan en az dznitelik sayis1 ihtiva
eden setler olusturmak, ilk ve en énemli adimlardan biri olmalidir.
Boylelikle, model se¢imimiz ne olursa olsun, modelde en iyi sonucu
verecek en az Oznitelik se¢imi amacimiza yardim edecektir. En az
Oznitelik segimi yapilirken, Oznitelik sayisi azaltma islemi belli
kurallara gére yapilmalidir. Bazi durumlarda ise say1 azaltma yerine
oznitelik  tiiretme  yoluna  gidilmelidir. ~ Ornegin,  veri
Ozniteliklerimizden biri olan USG LAP dort adet ¢ok terimli segimden
(polinominal: 0,1,2,3) miitesekkil veri tipine sahiptir. Bu veri tipini
ikili (0,1) hale déniistiirmek icin ilgili 6znitelige bagh iki adet daha
Oznitelik tiiretilmelidir. Ancak burada dikkat edilmesi gereken islem,
Oznitelik artirimi yapildiktan sonra 6znitelik azaltmanin, gerekli ise,
Oznitelik se¢im algoritmalarinin kullanimi dncesinde yapilmasi uygun
olacaktir.

Elimizde bulunan tiroit kanser hastas1 veri seti i¢erisinde var olan ok
terimli veriler, ikili veri tipine ¢evrilmistir. Ayrica boyut olarak biiyiik
olan tiim diger ondalik veriler ise Normallestirme islemleri
uygulanarak boyutsal kiiciiltmeye gidilmistir. Boyutsal kii¢iiltme,
korelasyon sonuglarinin yorumlanabilir diizeye gelmesini saglamak
icin gereklidir. Veri azaltma, veri artirma, boyutsal kii¢iiltme tiiriinden
islemlerden sonra Gznitelik se¢im islemlerine gegilmistir.

Oznitelik secimi (Feature selection), kullanilacak model iginde tiim
veri setini en iyi temsil edecek ve en iyi sonucu verecek veri alt setinin
secilmesi i¢in atilacak ilk adimdir. Bu adimda, sonucu en iyi verecek
Oznitelik kombinasyonlarinin bulunmasi amaglanmigtir. Bu amaca
yonelik gelistirilmis ¢esitli algoritmalar mevcuttur. Bu algoritmalar
lizerinden, Oznitelikler bagimli degiskeni etkileme oraninda
siralanirlar. Bu siralama kullanilan testlerin hangisi olduguna baglh
olarak, sayisal agidan biiyiikten kiigiige ya da kiiglikten biiyiige dogru
siralanirlar.

Elimizdeki veri seti, ¢esitli normallestirme, Olgeklendirme ve
sayisallagtirma yontemleri uygulandiktan sonra, bir kismi kategorik
ve bir kismi ondalik olan toplamda 24 bagimsiz ve 1 adet bagiml
degiskenden olusmaktadir. Girdi verileri, bazi siitunlari ikili veri
tipine doniistiirdiigiimiizden bagimsiz degisken siitun sayisi 24’ten
28’¢ cikmustir. Bagimli degiskeni etkileyen bagimsiz degiskenler
(6znitelikler) arasindan en iyi Oznitelikleri ¢ikarmak igin ii¢ temel
yontem kullanilmaktadir. Bu yontemler:

Sarmalayic1 yéntem (Wrapper method): Oznitelik kiimesi, kullanilan
siniflandiricinin, ¢esitli iterasyonlarla ortaya koydugu en iyi sonuca
baglh olarak segilirler. Baska bir deyisle Ozniteligin segilip
secilmeyecegi, iterasyonlar sonrasi bagimsiz degiskenin sonuca
verecegi olumlu ya da olumsuz katkiya baghdir. Ardisik ileri yonlii
secim yontemi ve Ardisik geri beslemeli eleme, Detayli 6zellik se¢imi
(Exhaustive feature selection), Ozyinelemeli 6zellik eleme (Recursive
feature elimination) yontemleri bu kategoriye giren ve siklikla
kullanilan 6znitelik se¢im yontemlerindendir.

Filtreleme yontemi (Filter method): Filtreleme yaklasimi, herhangi bir
siniflandirict yontemi onceden belirtilmeksizin veri seti ig¢indeki
bagimli ve bagimsiz veriler arasinda bagimlilik, bilgi, tutarlilik
yoniinden iliskileri goz 6niine alan algoritmalar1 kullanir. Korelasyon
temelli ve yardim yaklagimli &znitelik se¢imi, Bilgi kazaniml (IG-
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information gain), Ki-kare (Chi-square) test, Balik¢i puanlamasi
(fishers score), Korelasyon katsayis1 (Correlation Coefficient),
Varyans esigi (Varience thrashold), Ortalama mutlak fark (Mean
absolute difference), Dagilim oram1 (Dispersion ratio) gibi
algoritmalar filtreleme yaklagimi olarak siklikla kullanilmaktadir.

GOmiili yontem (Embedded method): Sarmalayici ve filtreleme
yaklagimlarmin her ikisini kullanan ve her ikisinin avantajli yanlarini
da sonuglara yansitmak isteyen bir yaklasimdir. Oznitelik secme
yontemlerinden olan Karar agaclar1 ve Olgeklendirilmis Naif bayes
(Naive bayes) yaklagimi, bu kategoride siklikla kullanilan
yontemlerdendir.

Bu ii¢ yaklasimla yapilan Oznitelik secimleri, metin madenciliginde
[17-18], kanser tanmisinda [19], sahtekarlik tespitinde [20], kredi
puanlamasinda [21], miisteri kazanma/kaybetme nedenleri analizinde
[22], gilivensiz eposta tespitinde [23] kullanilmiglardir.

Veri setimiz kullanilarak uygun testler ile yapilan siralamada
ozniteliklerden ilk 6 adedi secilmigstir. 28 degisken arasindan 6
adetinin secilmis olmasi test kurallarina uygunlugu nedeniyledir.
Ornegin, bagimsiz degiskenler test sonucunun p-degeri 0-1 arasinda
sifira yakinsadigi oranda onem kazanmus ve segilecek en Onemli
Oznitelikler arasinda yerini almistir. Alti adetten daha fazla
degiskenin- uygulanan testlere gore- sonuca olumlu ve yeterli bir
katk1 saglamayacagi sonucuna ulasilmigtir. Bu testler Excel’e entegre
edilen AnalyticSolver eklentisi kullanilarak yapilmistir. Kullanilan
testler ve bu testlere ait kurallar Tablo 4’te gosterilmistir. Veri setine
uygulanan test sonug tablosu Tablo 5’te gosterilmistir. Tablo 4’te
gosterilen cesitli testler uygulandiktan sonra elde edilen en 6nemli
Oznitelikler, ii¢lincii bolimde Tablo 10’de tglincti siitun altinda

Tablo 4. Uygulanan testler ve siralama kurallari
(Tests applied and their sequencing rules.)

Testler Kurallar
Ki-kare Istatistik (Chi2: stat), Kramer degeri
(Cramers V), Miisterek malumat (Mutual
Information), Arttirim orani (Gain ratio),

F: Istatistik (F: Stat), Fisher puani (Fisher

Testlerin kurallar1 geregi
ortaya ¢ikan sonuglar

yukaridan asagiya
Score), biiyiikten kiigiige dogru
Welch:Istatistik (Welch: Stat), Y suse dog

siralanmugtir.

Spearman:{statistik (Spearman: Stat),
Kendall : Istatistik (Kendall: Stat)
Ki-kare:p-degeri (Chi2: p-Value), Welch:p-
degeri (Welch: p-Value), Gini Indeksi (Gini
Index), F:p-degeri (F: p-Value), Pearson:p-

Testlerin kurallar1 geregi
ortaya ¢ikan sonuglar

degeri(Pearson: p-Value), Spearman:p- igkzlr:i ?lnb?a?}éado_m
degeri(Spearman: p-Value), Kendall:p- s1r§1anmlst1ry 8¢ dog

degeri(Kendall: p-Value)

gosterilmistir.
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3. Lojistik Regresyon Modeli (Logistic Regression Model)

Eldeki veri seti i¢in sonuca gétiirecek en iyi makine 6grenmesi
modelinin ne oldugu ile ilgili net bir cevap yoktur. Ancak veri
¢esitliliginin uygun veri tiplerine ¢evrilmeleri, veri setlerinin
hazirlanmasi, verilerin 6l¢eklendirilmeleri, 6zniteliklerin segimi ve
Makine Ogrenmesi teknikleri/modelleri ile defalarca denenmesi
yukarida sorulan soruya tatmin edici bir cevap saglayabilir. Bu cevap,
verilerin elde edilmesinden varilan sonuca kadar takip edilen her bir
basamakta bulunan ¢esitli testlere, algoritmalara ve kullanilan
tekniklere baglidir. Veri setinin hazir hale getirilmesi, hangi makine
ogrenmesi teknigi kullamlirsa kullamlsin  sonucu kesinlikle
etkileyecektir. Veri setlerinde elde edilmek istenen sonug (bagiml
degisken) evet/ hayir, kanserli/ kansersiz, 1 ya da 0 gibi ikili veri tipi
degiskenlerden olusuyorsa, analizlerde kullanilacak algoritmalarin

Tablo 5. Oznitelik segim testleri ve siralama (Feature selection tests and their rankings)

Oznitelik Secimi: Istatistiksel

<. . . . p- degeri Cramer degeri Miisterek Malumat Artis orani

Degisken (Variable) Ki-kare (Chi2) (p-value) (Cramers value)  (Mutual information)  (Gain ratio)

Sitoloji_sonucu_iyi huylu 65,5900 5,55174E-16  0,529433184 0,209117541 0,213642934
USG Lap_mevcut 39,6385 3,05594E-10 0,411576781 0,125465891 0,213770520
Sitoloji_sonucu_kéti huylu 39,1518 3,92083E-10  0,409042528 0,131733398 0,266677578
USG_kéti huylu 29,5356 5,48971E-08 0,355275650 0,098380931 0,233591809
USG _olast_iyi huylu 24,9354 5,92818E-07  0,326438077 0,080519135 0,082261604
Sitoloji_sonucu_olast_koétii huylu 19,8616 8,32554E-06  0,291339470 0,050456966 0,057891672
USG _olast_koétii huylu 16,9218 3,89500E-05 0,268915863 0,051604071 0,056461887
Nodiil _ekosu_izoekoik 15,1604 9,87504E-05  0,254535336 0,049291212 0,053931305
Mikrokalsifikasyon 14,8850 0,000114264 0,252213031 0,044832649 0,059900717
Nodiil_ekosu_hipoekoik 14,0086 0,000181974  0.244675091 0,044873330 0,047133856
Yas 13,1995 0,153781590 0,237504633 0,041148317 0,013988721
Nodiil 6zelligi 12,6401 0,000377544  0,232417420 0,042537586 0,055662569
Neutrophil 10,3074 0,244108097  0,209878139 0,035305603 0,015928567
Lenfosit 08,5661 0,478250535  0,191330266 0,027049031 0,009841453
Platelet 08,3090 0,503326869  0,188437631 0,027880116 0,010433369
Stipheli_nodiiliin_gap1_1 07,8023 0,005217922  0,182601328 0,025373259 0,031678594
MCHC 07,1342 0,522223805 0,174608397 0,025303551 0,011154391
USG_iyi huylu 06,9476 0,008393041  0,172309958 0,023128914 0,035051724
MCV 06,9196 0,328340738  0,171962810 0,022466779 0,012057412
sT4 06,8483 0,335099712  0,171074420 0,024545133 0,016755967
Stipheli_nodiiliin_gap1_0,75 06,3700 0,011506560  0,164991582 0,021148891 0,032535633
sT3 05,5528 0,475098078  0,154045187 0,022549797 0,013473248
Siipheli_nodiiliin_gap1_0,25 05,5393 0,018593061  0,153859051 0,015799614 0,019991242
Hgb 05,2240 0,814353103  0,149416011 0,015691293 0,005733729
Mezenter indeksi 05,0623 0,652349985  0,147085452 0,015239251 0,005856772
RBC 04,3765 0,525860507  0,136759531 0,014508053 0,005395722
Tiroit_fonksiyon normal 03,9767 0,045133501 0,130362898 0,012513552 0,014901741
Siipheli_nodiiliin_¢ap1 0 03,5237 0,050494889  0,122714398 0,010588210 0,017707506
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dogrusal yerine dogrusal olmayan yontemler olmasi uygun olacaktir.
Makine ogrenmesi altinda ikili simflandirma algoritmalar1 olarak
kullanilan bir¢ok algoritma mevcuttur. Bu algoritmalardan biri de
Lojistik regresyon (Logistic Regression) dur.

Lojistik regresyon bir algoritma g¢esididir ve dogrusal logaritmalari
smiflandirmaya yarar. Matematiksel temsili 1. Ve 2. Denklemlerde
gosterilmistir [24].

exp (W .x+b)

P(x) = 1+exp (w .x+b)

(O]
1

P(x) = 1+exp (W .x+b)

2

Bu denklemlerde x rasyonel sayilar kiimesine ait olmak kaydiyla,
girdi degiskenini temsil eder. P ise 0 ya da 1 sonucunu veren ¢ikti
(bagimli) degiskenidir ve olasilik olarak ifade edilir. W kullanilan
agirhik katsayist iken b ofset degeridir ve w.x ise matrislerin
carpimidir. Lojistik regresyon elde ettigi sonuglari, her seferinde iki
olasilik degerini karsilastirarak, xi en yiiksek olasilik degerine sahip
olan kategoriye atar. $ekil 3 grafik olarak lojistik regresyon model
yaklagimini temsil etmektedir.

Sonucu veren bagimli degisken ikili (binary) ise sonuca hangi
ihtimalle varildigin1 analiz etmek {izere, Lojistik regresyon en iyi
yontemdir [25].

Lojistik regresyon dogrusal olmayan analizler kullamir. Sekil 3’de
gosterildigi lizere verilerimiz dogrusal bir grafik iizerinde iyi bir
smiflamaya dahil degilken, Lojistik regresyon grafigi {izerinde
anlamli bir simiflamaya tabi tutulabilmektedir. Sonuglar, dogrusal
olmayan bir yol izleyerek 1’e ya da 0’a ne kadar yakinsadigim ortaya
koyan ihtimaller tizerinden gosterilmektedir.

Lojistik regresyonda, yeni bir gézlemin “olumsuz” veya “olumlu” (0
veya 1, bizim veri setimiz i¢in “kansersiz” ve “kanserli” seklindedir)
oldugunu tahmin etmek {izere, en iyi kesme smurliik degerini
belirlemek i¢cin ROC egrileri kullanilir., Eger girdi degiskenleri (hasta
verileri) secilen modelde tekrarlar (iterations) sonunda %350
(varsayilan sinirlilik parametresi 0,50 olarak ele alinir) ve iizeri
ihtimalle ¢ikt1 sonucuna ulagmigsa kanserli (1), %50nin altinda bir
ihtimalle sonuca varmissa kansersiz (0) siniflamasina dahil olurlar.
Lojistik regresyon analiz modeli ile son zamanlarda ¢esitli ¢aligmalar

1

0,9
g 0,8
5 07
‘5 0,6
QS_ 0,5
= 0,4
20,3
A 0,2

0,1

0

0 0,2 0.4

ve denemeler yapilmistir. Covid-19 hastalig1 nedeniyle uygulanan
karantina Onlemleri sonrasi ortaya cikan riskler iizerinde yapilan
caligmalar ile [26-29], karantina sirasinda ortaya ¢ikan kaygi ve tiim
diger faktorler arasindaki iliskiyi ortaya ¢ikarmak i¢in yapilan diger
caligmalarda [30-33] Lojistik regresyon modelleri kullanilmistir.

4. Tiroit Kanseri Veri Alt-Kiimelerinin Lojistik Regresyon
Modelinde Kullanimi
(Use of Thyroid Cancer Data Subsets in the Logistic Regression Model)

Simiflandirma problemleri igin gesitli makine 6grenmesi modelleri
mevcuttur.  Denetimli  6grenme  yaklagimlarindan  biri  olan
smiflandirma modellerinde genel itibari ile -istisnalar hari¢- modelin
performansi, eldeki verinin biiylikligiine ve kalitesine dayali olarak
genellikle Dogruluk (Accuracy) degeri iizerinden saptanmaktadir.
Simiflandirma  algoritmalarinda  kullanilan  veri  setinin  ¢ikt1
degiskenlerinin kategorik olmasi1 halinde modelin performans
Ol¢iimiinde Dogruluk degeri tek bagina yeterli gelmez ve hatta
yaniltic1 olabilir. Dogruluk dl¢limleri yani sira Kesinlik (Precision),
Duyarlilik (Recall) veya F1 Score 6l¢limleri birlikte ya da ayr1 ayri
olarak daha saglam bir degerlendirme igin gerekebilir. Tim bu
degerlendirmeler modelleme sonrasi ortaya ¢ikan ve Hata matrisi
(Confusion matrix) tablosuna yerlestirilen Dogru-pozitif, Yanlis-
pozitif, Dogru-negatif, Yanlis-negatif bulgular1 iizerinden
yapilmaktadir.

Hastalik tanisi ile ilgili medikal alanda ikili siniflandirma problemi
s6z konusu oldugunda Duyarlilik(recall) ve Kesinlik (presision) yerini
aym formiillerle hesaplanan Duyarlihk (sensitivity) ve Ozgiilliik
(specificity)’e birakr.

Duyarhilik ve Ozgiilliik ikili (binary) siniflandirmada performansin
istatistiksel 6l¢timlerinden ikisidir ve sinif yaygmligina bagh hareket
etmez. Duyarlilik dogru-pozitifler arasindaki dogrulugu gosterirken
ozgiilliik ise gergek negatifler arasindaki dogrulugu ifade eder. Dogru-
pozitifler ve dogru-negatifler bu o&lglimlerle tamamen ayri ele
alindigindan, goreli oranlar1 goz oniine alinmaz. T1p alaninda 6zellikle
tan1 gerektiren alanlarda, duyarhilik/6zgiillik belirli bir testin
ozelliklerini tagirlar ve kag¢ kisinin test edilmekte olunan sonuglara
sahip oldugundan tamamen bagimsizdirlar. Bu, testin istatistigini
zaman ve yer agisindan degismez kilar. Ornegin hastalik durumunun
(Kanserli ya da kansersiz) goriilme sikliginin %90 oldugu bir
popiilasyona uygulanan bir test, goriilme sikligmin %10 oldugu bir
poplilasyona uygulandiginda aynmi duyarlilifa ve ozgiilliige sahip

ROC egrisi

0,6 0,8 1

Yanhs Pozitif Oran

Sekil 3. %61 smirlilik diizeyinde 6l¢limlenmis olasilik egrisi gosterimi.
(Probability curve representation measured at the 61% cut-off level.)
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olacaktir ve birbirlerinden bagimsizdirlar. Ozgiilliik genellikle bir
t1ibbi testi tanimlamanin tercih edilen yoludur. Bir durumun yayginlig:
azaldikga, sabit bir testin kesinligi azalir, ancak 6zgiilliigli azalmaz.

Ote yandan Kesinlik, smif yayginligina bagldir. Tahmin edilen
pozitifler arasindaki dogruluktur, ancak kag kisiyi pozitif olarak
tahmin ettiginiz, durumun yayginhigmna bagl olacaktir. Testi,
durumun goriilme sikliginin %90 oldugu bir popiilasyona
uyguladiginizda bir kesinlik degeri elde edersiniz, ancak ayni testi
yalmizca %10 insidansa sahip bir popiilasyona uyguladiginizda
kesinlik ¢ok daha diigiik olacaktir. Dogru-pozitif sayisi azaldikga,
pozitif bir testin dogru olma olasiligi da (Kesinlik) azalacaktir.

Kesinlik ve duyarlilik (precision/recall) ikilisi ile duyarlilik
(sensitivity =recall)/Ozliiliik(specificity) ikilisi bir arada uygun
olgiitlerdir ve bir digeri olmadan tek baslarina yeterince ayrintilidirlar.
Hangi durumlarda hangi 6l¢iim/6lgiimlerin kullanilacag veri setinin
¢ok iyi analizi ile ortaya ¢ikarilabilir. Tiroit kanser hastalart igin
elimizde bulunan veri setini kullanarak yaptigimiz siniflandirmada ve
performans degerlendirmesinde Duyarhilik ve Ozgiilliik dlgiitleri iki
6nemli arag olarak kullanilacaktir.

4.1. Tiroit Kanseri Veri Alt-Kiimelerinin Ikili Stniflandirma
Algoritmalarinda Kullanimi
(Use of Thyroid Cancer Data Subsets in Binary Classification Algorithms)

Lojistik regresyon modeli kullanarak elde ettigimiz bulgular1 Hata-
matrisi (confussion matrix) iizerinden Duyarlilk ve Ozgiilliik
yorumlamalarina gegmeden once, ikili simiflandirma problemlerinde
siklikla kullanilan bazi siniflandirma algoritmalari {izerinde farkli
hiper-parametreler kullanarak denemeler yaptik. Farkli siniflandirma
algoritmalarinda denemeler yapmamizin amaci herhangi bir makine
O0grenmesi algoritmasini ele almadan once veri setimizin farkli
siniflandirma  algoritmalarinda  dogruluk  degerleri  agisindan
davranigini saptamaktir. Veri setimiz farkli veri tiplerinden olugmakta
ve ¢ikt1 verisi olarak ikili kategorik veriler icermektedir. Veri tipleri
g6z oniinde bulunduruldugunda, ikili siniflandirma problemlerinde
siklikla tercih edilen makine 6grenmesi algoritmalarinin kullanilmasi
yerinde bir karar olacaktir. Hangi algoritmanin hangi veri seti i¢in iyi
sonuglar verecegi veri setinin bilyiikliigiine, veri tipine ve verinin
kalitesine baglidir ve bu durumlar géz oOniine alindiginda, Lojistik
regresyon algoritmasinda oldugu gibi ikili siiflandirma
problemlerinde siklikla ve cokg¢a kullanilan K-en yakin komsu
(KNN), Destek vektor makineleri (SVM) ve Rastgele orman (Random
forest) algoritmalarinin  deneylerimizde kullanilmast  uygun
goriilmiigtiir. Bu algoritmalarin  kullanilmasindaki amag¢ model
performanslarinin =~ Slgimii  degil,  verilerin  smiflandirma
algoritmalarinda davraniglarinin tespiti i¢indir.

K-en yakin komsu siniflandrma algoritmasi: Denetimli siniflandirma
algoritmalarindan biri olan K-en yakin komsu algoritmas1 dogrusal
olmayan veriler i¢in kullanilmaya uygundur. K parametresi verilerin
icine dahil edilecegi ve oylama (voting) yaklagimi ile belirlenen
siniflar i¢in kullanilan bir tam sayidir. Verilerin veri uzaymda K
icindeki hangi komsuya ait olacag ile ilgili hesaplamalar cesitli
yaklasimlarla belirlenebilir. Oklid mesafe (Eucliedan distance)
hesaplamasi bu yaklasimlardan biridir.

Destek vektor makineleri (Support Vector Machine) simiflandirici:
Daha ¢ok bilinen ad1 ile Destek vektdr makineleri (Support Vector
Machine) hizli-biiyiik marjli  siniflandirict  algoritmasinin =~ bir
pargasidir. Destek vektor makine algoritmasi, egitim verilerinde
bulunan smiflar arasindaki marji maksimize eden yiiksek bir diizlem
bularak verileri siniflandirmaya ¢aligir. Bu nedenle, Destek vektor
makinesi, bilyiik marjli bir siniflandirici 6rnegi olarak ele alinir.
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Rastgele Orman (Random Forest ) : Tek bir sonuca ulagsmak iizere,
birden ¢ok karar agacinin nihai sonuglarimi birlestirir. Rastgele orman
algoritmasi, karar agaglarinin tahminlerine dayali olarak c¢esitli
agaclardan elde edilen ¢iktilarin ortalamasini alarak tahminde
bulunur. Agag sayisini artirmak, sonucun kesinligini arttirmaktadir.

Tablo 4’te gosterilen testler lizerinden Oznitelik se¢me islemleri
gergeklestirilerek, yukarida kisaca agiklanan algoritmalarda en iyi
dogruluk yiizdelerini veren 6znitelikler se¢ilmistir. Veri setimizde her
ne kadar test kurallarimiza uymakta olan belli sayida (bu 6rnegimizde
6 adet bulunmugtur) 6nemli 6znitelikler bulunsa da ¢ogunlukla testler
sonrasi agiga c¢ikan en onemli girdi degiskenlerinden sayica daha
azinin siiflandirma modellemelerinde daha iyi sonuglar verebildigini
tespit ettik. Bu nedenle elde edilen alt1 adet girdi degiskenli veri seti
ile birlikte, bu veri setinden tiiretilmis 21i, 31ii, 4li ve Sli veri seti
kombinasyonlar1 kullanilmigtir. Bu veri alt-kiimeleri yani sira veri
setimizin veri tiplerine bagli olarak olusturulan farkli veri alt kiimeleri
de yukarida agiklanan makine Ogrenmesi  siniflandirma
algoritmalarinda dogruluk degerleri agisindan deneye ayrica dahil
edilmislerdir.

Bu denemeler igin Google Colab (Python kodlama ile), Excel (Data
Mining ve Makine 6grenme algoritmalari eklenti olarak Excel’e dahil
edildi.) kullanildi. Veri setinde, girdi degiskenlerinin ¢oklugu, veri
tiplerinin farkliligi, islem zamani (runtime), varsayilan ayarlarin
(default setting) veya parametre ve hiper-parametrelerin farkliligi
tirlinden nedenlerle ayni1 modeller kullanilsa da farkli platformlarda
farkli sonuglar verebilmektedir. Bu nedenlerle modeller, daha iyi
sonuglar elde etmek icin farkli platformlarda denenmistir. Bununla
birlikte secilen en iyi dzniteliklerin farkli sayida kombinasyonlarinin
da farklt modellerde farkli sonuglar verebilecegini bu sekilde gormiis
olduk. Lojistik regresyon modeli ile birlikte, makine &grenmesi
modellerinde denenen veri alt setleri iizerinden Dogruluk sonuglart
Tablo 6’da bir arada verilmigtir. Tablo 6’da verilen sonuglar
varsayilan parametrelerin yan1 sira farkli parametre ve hiper-
parametreler kullanilarak elde edilen en iyi Dogruluk sonuglarmi da
gostermektedir. Bu sonuglarin elde edilmesinde egitim ve test verileri
%70 e %30 orani ile kullanilmistir. Modeller ve veri seti alt kiimeleri
sayica ¢ok oldugundan ve burada her biri i¢in detayli analiz
yapilamayacagindan Dogruluk (Accuracy) degerleri iizerinden direkt
olarak sonug¢landirilmigtir. Capraz dogrulama (Cross Validation)
degerinin 5 olarak belirlendigi denemelerde elde edilen Dogruluk
ylizdelerinin ortalamalart alinmustir.

4.2. Lojistik Regresyon Algoritmasinda Veri Alt-Kiimelerinin
Kullanimi
(Use of Data Subsets in Logistic Regression Algorithm)

Tablo 10’de birinci ve ikinci siitunda gosterilen 6l¢eklendirme ve
oznitelik segme testleri ile yapilan igslemler gergeklestirilmeden dnce
eldeki tiroit kanseri veri seti tamamu ile sayisallagtirildi. Sayisallasma
sonrasi veriler aras1 veri-tipi uyumu saglamak {izere, ondalik disindaki
kesikli ve kategorik veriler ikili veri tipine doniistiiriilmek {izere
Oznitelik ¢ogaltma (one-hot-codding) islemine tabi tutuldu.

Tablo 1 de igerigi verilen eldeki orijinal veri seti tamsayi, ikili ve
ondalik sayilar ile metin tiirlinden farkl1 veri tiplerinden olusmaktadir.
Veri seti icindeki niimerik olmayan metin tipi tiim veriler
sayisallagtirildiktan sonra, kesikli tam sayili veriler 0-1°den olusan
ikili verilere gevrilmistir. Bunun i¢in 6rnegin USG siitunu igin var
olan dort ayr veri kullanilarak (iyi huylu-0, olast iyi huylu-1, kéti
huylu-2, olast k&til huylu-3) ikili veri tipine doniistiirmek {izere dort
ayr1 siitun olusturulmug ve ilgili siitun i¢in 1 “var”, 0 ise “yok”
amactyla kullanilmistir. Cinsiyet, postopSonuc (Kanserli-Kansersiz)
gibi iki verili siitunlar ikili (0 ya da 1) sayisal veri tipine ¢evrilirken
ondalik sayilar oldugu gibi birakilmistir. Ayrica ondalik sayilar i¢inde
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Tablo 6. Capraz Dogrulama kullanilarak farkli veri setleri ve farkli parametreler ile ikili siniflandirma algoritmalarinda ortaya ¢ikan
dogruluk degerli deney sonuglari.
(Experiment results with accuracy values in binary classification algorithms with different data sets and different parameters using Cross Validation.)

Capraz dogrulama=5 Lojistik regresyon Destek vektor makineleri K-en yakin komsu Rastgele orman
2 2 2 °
25 58 2§ g 25 £ 25 g
1313 =282 EE 28 £EEF =28 == R =B
=853 Ex Sgg £ SEs Ex SE s £EY
58 g g _‘&3 59 g _‘&3 2 E _E.E 59 g _&3
S ES 3 2 8 2 §ES < 8 2 §ES < 3B §ES < 8 B
§EEZ Fg2 EEE O Eg?®  EfE Es®  EEE 0 e
> 2858 £fES S 8% EF S > &5 EES > &5 EE S
. .. 78,56 C:1
Sitoloji_sonucu_iyi_huylu 77,28 C: = 78,11 77,72
USG LAP Mevcut 76,57 >1 76,14 kemel: 68,42 neighbors:59 76,56 estimators: 2
- - sigmoid
ikili (Binary) veri tipine
et D 77,56 C: 75,08 C:1 76,64 76,17
3zﬁ?§?rulmus tim tamsay1ls 72,70 20 70,98 kernel: linear 70,11 neighbors:10 74,80 estimators:25
Stirekli (Tam say1l) veri tipine . 75,83 C:1 76,56 75,31
sahip tiim veriler 74,40 76,64 C: 1 73,54 kernel: rbf 72,68 neighbors:5 76,95 estimators:25
Sayisal degiskenlerin tiimii (Veri . 75,68 C:30, 61,97 70,56
setinin tamami) 73,50 75,66 C: 1 61,54 kernel: linear 58,99 neighbors:30 72,69 estimators:25
- .. . 61,96 C:1 61,97 58,55
Tiim ondalik degiskenler 58,54 60,26 C: 5 61,54 kernel: poly 54,73 neighbors: 10 58,98 estimators:30
(ikili yaptya déniistiiriilmemis)
USG . 74,40 C:1 73,53 70,98
USG_LAP 77,38 7738C: 1 7185 kernel: linear 70,14 neighbors: 10 7141 estimators: 15
Sitoloji_sonucu
glélg ylfgllza donttfrilmt) 76,99 C:1 72,25 76,58
T .. 72,26 72,26 C: 1 70,98 kernel: 71,42 ; . 70,13 ’. .
Sitoloji_sonucu_iyi_huylu . ; neighbors:30 estimators: 1
LT . sigmoid
Sitoloji_sonucu_olas1_kotii_huylu
(Ikili yaprya doniistiiriilmiis)
USG_olas1_iyi_huylu 76,97 C:15 7651 76.11
USG_LAP_mevcut 75,25 7525C: 1 70,15 kernel: 76,51 ? 71,00 >,
.~ L. . ; neighbors:5 estimators: 1
Sitoloji_sonucu_iyi_huylu sigmoid
Sitoloji_sonucu_olas1_kétii_huylu
(ikili yaptya doniistiiriilmiis)
Sgg*ifﬁziiyéa}hiyﬁm 76,09 C:1 74,81 70,98
USG:LAP:meVEut 74,40 7440 C: 170,56 1;22211 d 70,95 neighbors: 10 70,13 estimators: 15

Sitoloji_sonucu_iyi_huylu
Sitoloji_sonucu_olas1_kétii_huylu

virgiillii ayra¢ yerine nokta konularak veriler kullanilacak algoritma
icin hazir hale getirilmistir.

Olgeklendirme saglamak iizere ikili (0,1) veriler disindaki diger tiim
siirekli ve ondalik veriler, Mutlak maksimum 6l¢eklendirme
(Absolute maximum scaling), Min-maks 6l¢eklendirme (Min-max
scaling), Ortalama (mean) kullanarak Normallestirme
(Normalization), Giiglii dlgeklendirme ( Robust Scaling ),
Standartlagtirma (Standardization) yontemleri ile 6lgeklendirildiler.
Dort farkli 6lgeklendirme islemiyle olusan dort farkli veri seti, alt veri
setleri olusturmak {izere Tablo 4’te gosterilen testlere tabi
tutulmuglardir. Ortaya ¢ikan en uygun veri alt setleri i¢indeki en
uygun Oznitelikler, Lojistik regresyon modelinde 6’11, 5°1i, 4°1ii, 3’1i
ve 2°1i kombinasyonlar halinde isleme tabi tutuldular.

Sitoloji_sonucu_iyi_huylu ve USG_LAP Mevcut girdi
degiskenlerinden olusan veri seti kullanilarak Excel’de (Data Mining
ve Makine 6grenme algoritmalar: eklenti olarak Excel’e dahil edildi.)
calistirilan  Lojistik regresyon algoritmast tahmin yiizdeleri
olusturmugtur. Bu tahmin yiizdeleri ile elde edilen sonuglarin
Olasilikli regresyon degerleri ve bu degerlere karsilik gelen dogru
tahminlerin bir kismu1 Tablo 7°de kesit olarak gosterilmistir.

Lojistik regresyon algoritmast (Python yazilimmna ait sklearn
kiitiphanesi ~ lizerinden) varsayilan parametreler (penalty=12

t0l=0.0001, C=1.0, intercept scaling=1, class_weight=None,
random_state=None, solver=lbfgs, max_iter=100, multi_class=auto)
ve 0,50 ve 0,61 smirhilik (cut-off) ile ayr ayr galistirilmasi ile elde
edilen bulgular iki ayr1 hata matrisinde ayr1 ayr1 gdsterilmistir. 0,50
sinirhilik ile elde edilen Hata matrisi Tablo 8’da verilirken 0,61
sinirlilik ile elde edilen hata matrisi Tablo 9’da verilmistir.

Lojistik regresyon algoritmasinda 0,50 simirhilik degeri {izerinden
hesaplanan ve Tablo 8’da gosterilen sonuglara gére performans dlgiim
degerleri;

e Dogruluk orani (Accuracy rate) = (TP+TN) / (TP+TN+FP+FN) =
(69 +111)/234=10.7692

o Kesinlik veya Pozitif Ongérii Degeri (Precision or the Positive
Predictive Value) =TP/(TP+FP) =69 / 102 = 0,6765

e Animsama, Duyarlilik veya Gergek Pozitif Oran (Recall or
Sensitivity or True Positive Rates)=TP/(TP+FN)=69 / 90=0,7667

o Spesifiklik/Ozgiilliik veya gercek negatif oran (Specificity or True
Negative rate) = TN/(TN+FP) = 111/144=0,7708
olarak hesaplanmistir.

Benzer sekilde Lojistik regresyon algoritmasinda 0,61 sinirhilik degeri
lizerinden hesaplanan ve Tablo 9°da gosterilen sonuglara gore
performans dl¢iim degerleri;

e Dogruluk orani (Accuracy rate) = (TP+TN) / (TP+TN+FP+FN) =
(27 + 143) / 234 = 0,7265
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Tablo 7. Olasilikli regresyon tablosu (Probit regression table)

4 B C D E F
Bagimli degisken p-tahmin Bagarili tahmin Bagarisiz tahmin LL % Dogruluk
(Post-op) (p-Pred) (Suc-Pred) (Fail-Pred) (%Correct)
1 0,152314935 0,152314935 0,84768506 -1,8818 0

0 0,152314935 0,152314935 0,84768506 -0,16525 100
0 0,152314935 0,152314935 0,84768506 -0,16525 100
0 0,594414738 0,594414738 0,40558526 -0,90242 100
0 0,152314935 0,152314935 0,84768506 -0,16525 100
0 0,152314935 0,152314935 0,84768506 -0,16525 100
0 0,936449935 0,936449935 0,06355007 -2,75593 0

1 0,152314935 0,152314935 0,84768506 -1,8818 0

0 0,152314935 0,152314935 0,84768506 -0,16525 100
1 0,594414738 0,594414738 0,40558526 -0,52018 0

1 0,936449935 0,936449935 0,06355007 -0,06566 100
0 0,594414738 0,594414738 0,40558526 -0,90242 100
1 0,594414738 0,594414738 0,40558526 -0,52018 0

0 0,152314935 0,152314935 0,84768506 -0,16525 100
0 0,152314935 0,152314935 0,84768506 -0,16525 100
0 0,152314935 0,152314935 0,84768506 -0,16525 100
0 0,152314935 0,152314935 0,84768506 -0,16525 100
0 0,152314935 0,152314935 0,84768506 -0,16525 100
0 0,594414738 0,594414738 0,40558526 -0,90242 100
0 0,152314935 0,152314935 0,84768506 -0,16525 100
0 0,152314935 0,152314935 0,84768506 -0,16525 100
1 0,602632139 0,602632139 0,39736786 -0,50645 0

Tablo 8. 0,50 sinirhilik altinda Karisiklik matrisi tablosu (Confusion matrix table under 0.50 cut-off)

Basarili-Gergek (Suc-Obs)

Basarili-Tahmin (Suc-Pred) 69 (TP)

Basarisiz-Tahmin (Fail-Pred) 21 (FN)
90 (OP)
0.766667

Basarisiz-Gergek (Fail-Obs) Toplamlar

33 (FP) 102 (PP)

111 (TN) 132 (PN)

144 (ON) 234 (TOPLAM)
0.770833 0.769231

Cutoff : 0.50

PP = tahmini pozitif = TP + FP | PN = tahmini negatif = FN + TN

TP:Dogru pozitif | FP:Yanlis pozitif | FN:Yanlis negatif | TN:Dogru negatif | OP=gézlemlenen pozitif (TP+FN) | ON: FP+TN

Tablo 9. 0,61 sinirhilik altinda Karisiklik matrisi tablosu (Confusion matrix table under 0.61 cut-off)

Basarili-Gergek (Suc-Obs)

Basarili-Tahmin (Suc-Pred) 27 (TP)

Basarisiz-Tahmin (Fail-Pred) 63 (FN)
90 (OP)
0.30

Basarisiz-Gergek (Fail-Obs) Toplamlar

1 (FP) 28 (PP)

143 (TN) 206 (PN)

144 (ON) 234 (TOPLAM)
0.993055556 0.726495726

Cutoff: 0.61

PP = tahmini pozitif = TP + FP | PN = tahmini negatif = FN + TN

TP:Dogru pozitif | FP:Yanlis pozitif | FN:Yanlis negatif | TN:Dogru negatif | OP=gézlemlenen pozitif (TP+FN) | ON: FP+TN

Kesinlik veya Pozitif Ongérii Degeri (Precision or the Positive
Predictive Value) =TP/(TP+FP) =27 /28 = 0,9643

Animsama, Duyarlilik veya Gergek Pozitif Oran (Recall or
Sensitivity or True Positive Rates) =TP/(TP+FN) = 27/90=0,30
Spesifiklik/Ozgiilliik veya gergek negatif oran (Specificity or True
Negative rate) = TN/(TN+FP) = 143/144= 0,9931

olarak hesaplanmustir.

Her iki karigiklik matris tablosuna ve elde edilen yukaridaki sonuglara
gore;

Dogruluk orani dogru tahmin edilen pozitif sonuglar ile dogru tahmin
edilen negatif sonuglarin toplaminin tiim sonuglarin toplamina
bolinmesi ile elde edilen bir orandir. Bir¢ok siniflandirma
modellerinde performans Olciisii olarak kullanilsa da tibbi tam
problemlerinde kullamilan siniflandirma modellerinin performans
6l¢timlerinde i¢in tek basina yeterli olmayabilir. Her iki smirlilik
oranina gore elde dilen dogruluk orani %70 lizerindedir ve bu oranlar
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¢ok iyi olmasa da her iki durum igin de kotii sonug sayilmazlar.
Kesinlik veya pozitif 6ngorii degeri, yanls pozitif olusumlarinin
kabul edilemez oldugu durumlarda kullanilir. Dogru pozitiflerin
artmasi kesinlik degerini arttiracaktir. Sinirlilik degerinin 0,50 oldugu
durumda tahmin edilen toplam pozitiflerin i¢inde yanlis pozitiflerin
¢oklugu sonucu 0,6765 ile diisiik ¢ikarmigtir. Sinirlilik diizeyinin 0,61
oldugu durumda ise dogru tahmin edilen ve gergekte de dogru olan
pozitif sayisimin yanlis pozitif sayisina oranla c¢ok fazla olmasi
kesinlik sonucunu %96,46 olarak agiga ¢ikarmustir.

Duyarlilik veya Gergek Pozitif Oran ise gergek pozitiflerin verilerdeki
toplam (gercek) pozitiflere oranidir. Yanlis negatiflerin olugsmasinin
kabul edilemez oldugu durumlarda kullanilir. Tablo 8’da yanlig
negatifler Tablo 9’daki yanlis negatiflere oranla daha azdir ve
duyarlilik yilizdesi daha fazladir. Yanlis negatiflerin yanls
pozitiflerden daha az olmasi beklenir. 0,50 sinirlilik oraniyla Tablo
8’da duyarlilik orani daha iyi bir sonug ortaya koymustur. Gergek
kanserliler iginden dogru kanser tanist1 koyma orani Tablo 8’da
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Tablo 10. Farkli 6znitelik kiimeleri ile elde edilen sonuglar (Accuracy results obtained with different feature sets.)

Olgeklendirme Kullanilan testler En 6nemli dznitelikler En iyi 6znitelikler Ozgiilliik
(Specificity)
(%61 sinirhilik)
Absulute Max Chi2: Stat, p-Value, Sitoloji_sonucu_iyi huylu Sitoloji_sonucu_iyi %99,31
Min-Max Cramers V USG LAP_Mevcut huylu
Normalization by Welch: p-Value, F: Stat,  Sitoloji_sonucu_kotii huylu  USG_LAP_Mevcut
MEAN p-Value, Fisher Score USG_koétii huylu
Robust Scaling Gini Index, Pearson: Stat, USG_olas1_iyi huylu
Standardization p-Value Sitoloji_sonucu_olas1_kéti
Kendall: Stat, p-Value huylu
Spearman: Stat, p-Value
Absulute Max Mutual Information Sitoloji_sonucu_iyi huylu Sitoloji_sonucu_iyi %99,31
Min-Max Sitoloji_sonucu_ kot huylu  huylu
Normalization by USG LAP_Mevcut Sitoloji_sonucu_koti
MEAN USG_kaéti huylu huylu
Robust Scaling USG olasi_iyi huylu
Standardization Sitoloji_sonucu_olas1_kotii
huylu
Absulute Max Gain Ratio Sitoloji_sonucu_kétii huylu  Sitoloji_sonucu kot %98,61
Min-Max USG_koétii huylu huylu
Normalization using USG LAP_Mevcut USG_kaéti huylu
MEAN Sitoloji_sonucu_iyi huylu
Robust Scaling USG_olas1_iyi huylu
Sitoloji_sonucu_olas1_kéti
huylu
Robust Scaling Welch:Stat Sitoloji_sonucu_iyi huylu Sitoloji_sonucu_iyi %85,42

Standardization

USG olasi_iyi huylu
Nodiil ekosu_izoekoik

huylu
USG olasi_iyi huylu

Siipheli Nodiiliin Cap1_1

Nodiil ekosu_izoekoik

USG _iyi huylu
Siipheli Nodiiliin Cap1 0.75

%76,67 iken Tablo 9°daki verilere gore bu oran %30 olarak ¢ok diisiik
gerceklesmistir. Bunun nedeni gercek kanserliler iginden yanlis
kanserli tanis1 koyma sayisinin ¢ok fazla olmasidir (FN=63).

Spesifiklik/Ozgiillik veya gercek negatif oran verilerdeki gercek
negatiflerin toplam negatiflere orani olarak ifade edilir. Spesifiklik,
algoritma tarafindan gergekte saglikli olan herkese dogru negatif
etiketinin verilmesidir. Bizim tiroit kanseri veri setimizde sifir (0) ile
gosterilen sonuglar patolojide negatif ¢ikan (gergekte kanser olmayan)
ancak yanlishikla ameliyat edilen hastalar1 temsil etmektedir. Bu
durumda kullandigimiz algoritmanin tiim bu sifirlar iginden (kanser
olmayanlarin tamami iginden) olabildigince cogunlugu negatif
(kanser degildir) olarak isaretlemektir. Bu durumda spesifikligin
yiiksek oranda olmasi kanserli olmayanlari olabildigince yiiksek
oranda agiga c¢ikarmamiz anlamina gelmektedir. Smirlihgm 0,61
oldugu Tablo 9 verilerine gore 144 adet kansersiz hasta iginde
kansersiz tanis1 koyma sayis1 143 iken yanlislikla Kansersiz bir kigiye
kanserlidir teshisi koyulmustur. Spesifiklik dl¢iisiine gore algoritma,
gercekten kanser olmayanlara kansersiz olduklari tanisini koyarak
%99,31 oranim1 elde etmistir. Uygulama sonucu ortaya ¢ikan en
yiiksek ozgiilliik (Specificity) degeri 0,61 sinirlilik ile elde edilmis ve
Tablo 10’da son siitunda gosterilmistir.

5. Sonugclar (Conclusions)

Makine Ogrenmesi algoritmalar1 daha Once sonuglari uzmanlar
tarafindan ispatlanmis kaliplar1 dgrenerek Oriintiiler olusturabilirler.
Elde edilen bu oriintiiler iizerinden, daha sonra gelen farkli hasta
verileri igsleme sokulabilir, tani1 sonuglar1 hizla elde edilebilir ve
tahlil/tetkik sayilar1 azaltilarak ayni1 zamanda maliyet diisiiriilebilir.

Yontemler, teknikler ve algoritmalar, gergek hayat senaryolarma en
yakin olacak sekilde secilmelidir. Algoritmalarla elde edilen sonuglar,
gercek hayatta elde edilmis dogru sonuglara olabildigince yakinsamali
ve bu nedenle klinik analizler ile istatistiki analizler arasi farklar en
aza indirilmelidir.

Lojistik regresyon modeli kullaniminda Excele eklenen xIMiner ve
Xrealstats, Analytic Solver eklentileri {izerinden Real Statistics
menisii olusturularak 6znitelik se¢imi igin Sirali ileri adimli se¢im
(Squential Forward Selection) yontemi kullamlmustir. Lojistik
regresyon simiflandirmasinda deneyler yapilmadan Once veri 6n
isleme yontemleri ile hazir hale getirilen veri setimiz ayrica farkl veri
tiplerinden olusan farkli alt veri kiimelerine ayrilmistir. Tablo 6’da
Kullanilan girdi degiskenleri siitunu altinda gosterilen farkli veri alt
kiimeleri K-en yakin komsu, Destek vektor makineleri ve Rastgele
orman siniflandirma algoritmalarinda denenmistir. Lojistik regresyon
ile benzer siniflandirma 6zellikleri tagiyan bu algoritmalarla farkli veri
tiplerinden olusan farkli veri setlerinin Dogruluk (Accuracy) orant
iizerinden davramiglarini irdeledik. Sonuglar1 Tablo 6’da gosterilen
dogruluk sonuglarina gore ondalik veriler tiim parametreler altinda
daha disiik sonuglar verirken diger veri tiplerinden olusan veri alt
kiimeleri farkli parametreler ve hiper-parametreler altinda gorece
daha iyi sonuglar vermistir.

Bununla birlikte en uygun Makine &grenmesi teknigi se¢imi igin
literatiir taramasi yapildi ve ikili sonug ihtiva eden veri setlerinde
Lojistik regresyon modeli kullaniminin elimizdeki veri setine uygun
oldugu kararlagtirildi. Bu modele karar verirken, bagiml
degiskenimizin (Kanserli, Kansersiz- 0,1) dogrusal ¢oziimlemeler
yerine dogrusal olmayan ¢oziimlemelere (Lojistik regresyon) uygun
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oldugu goz Oniine almmustir. Lojistik regresyon ile elde edilen
sonuglart Karigiklik matris tablosu (Confusion matrix table) izerinden
yorumlamadan oOnce, belirtmeliyiz ki bagimli degiskenimiz olan
postopSonucu, ameliyat gerceklestikten sonra alinan pargalarin
patoloji sonuglaridir. Buna gore patoloji sonucu (Post-op) kansersiz
(0) olarak ortaya cikanlarin ameliyat olmamasi gereken hastalar
oldugu, dolayisi ile verilen ameliyat kararinin yersiz oldugu ortaya
cikmaktadir. Bu yaklasimla bakildiginda Karisiklik matrisinde
kansersiz (0) veriler spesifik (Specificity) olarak ele alinmali ve bu
veriler lizerinden yorumlamalar yapilmalhdir.

Sonucu Kanserli ya da Kansersiz olarak tayin eden Lojistik regresyon,
tayinini olasiliklar {izerinden yapmaktadir. Olasilif1 yiizde olarak
ac1ga cikaran bu model, kanserli ya da kansersiz vakalarin hangi
yiizdelik dilimine girdigine karar verir. Bu kararin sonucu, bizim tayin
edecegimiz ylizdeligin siirina bagh olarak degisecektir. Yiizdelik
smirnin iyi tayini ve Ozniteliklerin uygun secilmis olmasi, yiiksek
sonuglart elde edilmesini saglayacaktir. Lojistik regresyon sonucu
elde edilen ihtimal belirlenen sinirhligin (varsayilan sinirlilik
parametresi 0,50) altinda ise kansersiz, belirlenen sinirliligin tizerinde
ise Kanserli sonucu verecektir.

Tiroit kanser vakalari 6zelinden hareketle, burada amag¢ gereksiz
ameliyatlarin Oniine gegmek olacagindan bu modelde kansersiz
(kanser olmama) sonuglari lizerinden gidilmistir. Bu nedenle, her bir
veri setini ve farkli sayida 6znitelik kombinasyonlari kullanarak
yiizdelik smirin1 %50 sinirindan bagslattik ve birer yiikselterek her
seferinde modelimizi ¢alistirdik ve sonuglar elde ettik. Siirhiligin
0,50 ve 0,61 oldugunda elde edilen sonuglar Tablo 8 ve Tablo 9’da
gosterilmistir. %61 sinirlilik (cut-off) ile elde edilen ihtimal sonuglari
kesit olarak Tablo 8’de verilmistir. Tablo 8’deki verilere gore F
stitunundaki degerler elde edilirken, A stitunundaki bagimli degisken
kanserli (1) ve B siitunu degeri 0,61 sinirhilik oraninin altinda ise F
stitununda karsilik gelen %Dogru (%Correct) degeri %0’dir ve tahmin
dogru ¢ikmamis demektir, B siitunu degeri 0,61 smurlilik oraninin
iistiinde ise %Dogru (%Correct) degeri %100’diir ve tahmin dogru
cikmis demektir. Benzer sekilde A siitunundaki bagimli degisken
kansersiz (0) ve D siitunu 0,61 smrlhilik oranmimn altinda ise F
siitununda karsilik gelen %Dogru (%Correct) degeri %0 ve tahmin
dogru ¢ikmamig, D silitunu 0,61 sirhilik oraninm istiinde ise
%Dogru(%Correct) degeri %100 ve tahmin dogru ¢ikmis demektir.
Tiim satirlara uygulanan ayni kurallar sonrasi ortaya ¢ikan sonuglar
Tablo 9’da Karigiklik matrisi tablosunda (Confusion matrix table)
gosterilmistir.

Siiflandirma model sonuglari iizerinde yapilan degerlendirmelerden
biri de Spesifiklik (Specificity) analizidir. Uzerinde galistigimiz
model baglaminda Spesifikligi, belirli bir duruma ait olma anlaminda
ele aldik. Bu yaklagimla Spesifikligi kansersiz (0) olma sonuglari
iizerinden ele aldik.

Spesifiklik (“ger¢ek negatif oran” olarak da adlandirilir), dogru bir
sekilde tanimlanan negatiflerin (kansersiz-0) oranini OSlger (6rn.
hastaliga sahip olmadigi dogru sekilde tanimlanan ve gereksiz
ameliyat olan saglikli insanlarin yiizdesi).

Buna gore Lojistik regresyon modeli kullanilarak elde edilen 6 adet
en 1iyi Oznitelik arasindan, deneyerek ortaya ¢ikardigimiz
Sitoloji_sonucu_iyi_huylu ve USG LAP Mevcut Oznitelik ikilisi
Ozgiilliiliik (Specificity) olarak %99,31 ile en iyi sonucu vermektedir.
Bunun anlami sudur: Elimizdeki tiroit kanser 6n teshisi konulanlar
arasindan Post-op (Son Operasyon) sonuglarina gore her 100 kisiden
99,311 operasyon gecirmis ancak kanserli oldugu yoniinde teshisinin
yanlis konuldugu ortaya ¢ikmistir (kansersiz tanist konulanlarin
gergekten kanser olmayan tiim kansersizlere orani). Bu sonug,
ameliyat edilmemesi gereken ancak ameliyat edilen 144 hastanin
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143’tine denk gelmektedir. Bunun sonucunda, verilere gore, kanser
olma tamsi kullandigimiz Lojistik regresyon modeli lizerinden sadece
yaklasik 1 kiside dogru verilmistir (Kanser 6n teshisi konmus,
ameliyat edilmis ve sonrasinda patoloji ile kanserli oldugu da teyit
edilmistir). Elde edilen sonucun yiiksekligi yaninda uzman goriisii
alinarak secilen 6zniteliklerin dogrulugu teyit edilmistir. Buna gore
Sakarya Universitesi Arastirma Hastanesi Genel Cerrahi Boliimii
hocalart ile yapilan sonu¢ degerlendirmesinde elde edilen
Sitoloji_sonucu_iyi huylu ve USG LAP Mevcut Oznitelikleri,
ameliyat oncesi ITA testi yapma konusunda karar almada g6z 6niine
aldiklar girdi degiskenleri oldugu teyit edilmistir.

Gelistirdigimiz model tiroit kanseri i¢in kullanilabilir non-invaziv tant
yontemidir. Bu model ile gereksiz ameliyatlarin ve tetkiklerin oniine
gecilerek saglikta maliyet ve komplikasyonlar diisiiriilebilir. Bu
caligma, tiroit kanseri tanisin1 6ngérmek icin uygulanabilir, kolay,
hizl1 ve ucuz bir yontem sunmaktadir.

Burada, ayrica gézden kagmasi muhtemel ¢ok dnemli bir yaklagimi
belirtmeliyiz. Istatistik ve matematik elbette birgok alanda ¢dziimler
sunmaktadir ancak s6z konusu tibbi tahliller, tam1 ve tedavi
oldugunda, klinik analizler ile istatistiki analizler arasindaki
farkliliklar ve benzerlikler iyi kavranmali ve klinik analizleri istatistiki
olanlara kurban vermemelidir. Tiim bu sonuglara, eldeki verilere
uygulanan istatistiki testler tizerinden kullanilan algoritmalarla
varildig1 goz oniinde bulundurulmalidir.

Mevcut veri setimizdeki diger test verilerinin (6zellikle kan
testlerinden olusan ondalik veri tipine sahip Ozniteliklerin) kanser
teshisi kararlarinda ne kadar yol gosterici olabilecegini simdilik,
Lojistik regresyon modeli iizerinden gosterebilmis degiliz. Ilgili
uzman doktorlarin o6zelikle talep ettikleri sonug, non-invaziv
yontemlerle karar verebilmek i¢in, kan ve hormon testlerinin ne kadar
etkili oldugu ile ilgilidir. Bu durum farkli makine &grenmesi
algoritmalar1 ile test edilerek ayrica arastirilabilir. Tiim bunlarla
birlikte, son yillarda goriintilleme tekniklerinin modernlesmesi
neticesinde elde edilen goriintii verileri ilizerinden de Makine
o6grenmesi modelleri kullanilabilir. Bu durumda, hastalardan istenen
bircok teste gerek kalmaksizin goriintii verileri iizerinden kanser
teshisi konulabilir.
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