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Oz

Inme, beyinde kanama ya da tikanma sonucu olusan nérolojik bir hastaliktir ve diinya genelinde giderek
yayginlagsmaktadir. Dogrudan Sliimlere sebep olabildigi gibi sakatliklara da yol acabilmektedir. Genel gecer
Ongoriilebilir bir teshis yontemi bulunmadigindan erken teshisi oldukca zordur. Bununla birlikte, tekrarlanabilecek
inme durumlarini tespit etmek de hayati bir 6nem tagimaktadir. Yapay zeka teknikleri kullanilarak erken inme
tahmini konusu literatiirde bircok kez ele alinarak {izerinde ¢aligmalar yapilmis; ancak hala gelistirilmeye agik
alanlardan birisidir. Bu ¢aligmada, hasta verilerinin azinlikta oldugu bir inme veri kiimesi {izerinde dengeleme
sorununu gidermek amaciyla bir model &nerilmektedir. Onerilen bu modelde, veri dengeleme islemi igin
parametreleri Ates Bocegi Algoritmasina gore giincellenen bir yapay bagisiklik sistemi algoritmasi kullanilmstir.
Kullanilan algoritma ¢iktilari, azinlik sinifin performansini arttirmak amaciyla Tek Tarafli Secilim modeline gore
diizenlenmistir. Modelin verimliligi, Kategorik Artirma Algoritmasi (CatBoost), Hafif Gradyan Artirma Makinesi
(LightGBMBoost), Gradyan Artirma (Gradient Boosting - GB), Ekstrem Gradyan Arttirma (Extreme Gradient
Boosting - XGBoost), Destek Vektor Makinasi (Support Vector Machine - SVM) ve Lojistik Regresyon (Logistic
Regression - LR) algoritmasi olmak tizere alt1 farkli siniflandirma algoritmasina gore degerlendirilerek performans
metrikleriyle sunulmustur. Onerilen yaklasimda dogruluk %86, 6zgiilliik %43, hassasiyet %87 oranlarinda elde
edilerek literatiirdeki ¢aligmalara kiyasla etkili sonuglar tiretildigi gosterilmistir.

Anahtar Kelimeler: inme hastaligi, Dengesiz veri kiimesi, Yapay bagisiklik sistemi, Ates bocegi algoritmast

Design and Implementation of a Specialized Selective Hybrid
Balancing Method for Stroke Prediction in Imbalanced Datasets

ABSTRACT
Stroke is a neurological disease caused by either bleeding or blockage in the brain, and it is becoming increasingly
common worldwide. It can lead to direct deaths as well as disabilities. Due to the lack of a generally accepted and
predictable diagnosis method, early diagnosis is a challenging topic. However, detecting recurrent stroke incidents
is also crucial. Early stroke prediction has been studied numerous times in the literature by using artificial
intelligence techniques, however, it remains an area open to development. In this study, a model is proposed to
address the imbalance issue on a stroke dataset with limited patient data. An artificial immune system algorithm
with parameters updated by the Firefly algorithm is used for data balancing. The outputs of the algorithm were
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adjusted according to the One-Sided Selection model to improve the performance of the minority class. The
model's efficiency is presented with performance metrics evaluated based on six different classification algorithms,
namely Categorical Boosting Algorithm (CatBoost), Light Gradient Boosting Machine (LightGBMBoost),
Gradient Boosting (GB), Extreme Gradient Boosting (XGBoost), Support Vector Machine (SVM), and Logistic
Regression (LR). The proposed approach achieved effective results compared to previous studies, with accuracy,
specificity, and sensitivity rates of 86%, 43%, and 87%, respectively.

Keywords: Stroke disease, Imbalanced data set, Artificial immune system, Firefly algorithm

I. GIRIS

Inme, son yillarda insidansi giderek artan, dliimciil olmasinin yaninda hastalarm yasam kosullarini
olumsuz etkileyebilen zorlayici bir hastaliktir [1]. Insanlarda yas ilerlemesine bagl olarak goriilme
siklig1 artan bu hastalik tedavi edildikten sonraki asamalarda fiziksel 6zelliklerin kaybi, uzun siire yatakli
tedavi donemi gerektirebilmektedir. Hastalik sonras1 donemde yasanan zorluklar psikolojik olarak da
kétii sonuglar olusturmaktadir [2]. Hastaligin getirecegi 6lim riskine ve ¢esitli zorluklara énlem almak
acisindan teshisinin erken zamanlarda yapilmasi gerekmektedir. Bilgisayarl tomografi cihaziyla klinik
doktor muayenesinde teshisi gerceklestirilmektedir. Teshis yonteminde ulagim zorlugu, pahalilik gibi
faktorlere bagli olarak yeterli teshis hizi ve verimi elde edilememektedir [3]. Makine O6grenmesi
teknikleri, ucuz ve daha hizli sonug iireten bir hastalik teshis etme teknigi oldugundan son yillarda
oldukea sik kullanilmakta ve gelistirilmeye acik bir alan sunmaktadir. inme hastaligmin teshisinde de
birgok yapay zeka algoritmasi ve makine 6grenim teknigi kullanilmistir [2]-[14]. Arslan ve dig. [4] 80
hasta 112 saglikli bireyden olusan veri kiimesini, SVM, stokastik gradyan artirma (Stochastic Gradient
boost - SGB) ve cezalandirilmug lojistik regresyon (Penalized Logistic Regression - PLR) olmak (izere
ti¢ farkli veri madenciligi yaklasimi kullanarak, SVM ve SGB modellerinde kabul edilebilir sonuglar
elde etmistir. Puspitasari ve dig. [5] tarafindan yapilan ¢alismada, inme tahmini igin agik veri tabani
sitesi  Kaggle’da yayinlanan 5110 veriye sahip “Stroke Prediction Dataset” isimli
veritabani kullanilmigtir. Karar Agact (Desicion Tree - DT) ve Rasgele Orman (Random Forest - RF)
siiflandirma algoritmalarinin etkisini incelemis RF algoritmasinda daha dogru sonuglar elde edilmistir.

Makine 6grenmesi teknikleri ile hastalik tespiti ¢aligmalarinda genel problemlerden en dnemlilerinin
biri veri kiimesi dengesizligidir. Hasta bilgilerinin eksik girilmesi, hasta olmayan kisilerden ¢ok veri
toplanmasi gibi gerekcelere bagl olarak olusturulan veri kiimelerinde genellikle saglikli veriler daha
fazla olmaktadir [6]. Bu sekilde olusan veri kiimelerinin islenmesi asamasinda, kullanilan 6grenme
algoritmalar1 dogruluk seviyelerini yiliksek tutma egiliminde olduklarindan, ¢ogunluk smifindaki
ornekleri azinlik sinifina gére daha gok siralama egilimindedir. Bu egilim elde edilen sonuglarin hastalik
tespitinde yetersiz olmasima sebep olmaktadir [7]. Farkli bircok calismada ele alinan bu durum inme
hastaliginin teshis edilmesini de zorlagtirmaktadir. Bu duruma bagl olarak yapilan calismalarda,
hastalik tespiti verilerinin genel problemi olan kayip veriler, dengesiz veri kiimesi ve 6zellik se¢imi
konular1 inme hastalig1 verilerinde de ele alinmig ve ¢oziimler gelistirilmistir. Cesitli siirii zekasi
algoritmalari, inme teshisini verimli ve dogru bir sekilde gergeklestirme konusunda gesitli basarilar elde
etmigstir [4]-[13]. Yagin ve dig. [8] Kaggle agik erigim sitesinde yayinlanan 5110 veriye sahip dengesiz
inme veri kiimesinde, gradyan artan aga¢ smiflandirma ydntemi ile hastaligi siniflandirmaktadir.
Dengeleme yonteminde, asir1 drnekleme yontemi olan Sentetik Azinlik Asir1 Ornekleme Teknigi
(Synthetic Minority Over-Sampling Technique - SMOTE) kullanilmis ve sonuglar karsilastirilmustir.
SMOTE uygulanan veriler daha tutarli ve gergek¢i sonuglar sundugundan veri kiimesi dengeleme adimi
kullanilmasi 6nerilmistir. Sailasya ve dig. [9], ayn1 veri kiimesi i¢in kay1p veriler i¢in ortalama deger ve
veri dengelemesinde Eksik Ornekleme (undersampling) yontemini kullandiktan sonra LR, DT, RF, K-
En Yakin Komsu (k-Nearest Neighbor - KNN), SVM ve Naive Bayes smiflandirmasi gibi makine
O0grenme algoritmalarin1 kullanarak inme tahmininde bulunmustur. En iyi 6grenmeyi Naive Bayes
yonteminde elde etmistir. Rana ve dig. [10] ayn1 veri kiimesi i¢in yaptig1 ¢alismada, kayip verileri KNN
ylikleme yontemi ile tamamlamistir ve denge problemi SMOTE-Tomek yontemi kullanilarak
giderilmistir. Bir¢ok farkli siniflandirict ile smiflandirilmis en iyi performans sonu¢ degerini veren
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yontem yapay zekd yontemi olmustur. Dev ve dig. [11] ise Onceki zamanlarda yine Kaggle’ da
yayinlanan 43400 veriden olusan dengesiz ve eksik veriye sahip “Stroke Prediction Dataset” isimli veri
tabanini kullanmistir. Kayip veriler icin ortalama degerler atadiktan sonra Yapay Ar1 Koloni
algoritmasina dayali 6znitelik se¢imi algoritmasi (Artificial Bee Colony-Feature Selection - ABC-FS)
ile inme hastalig1 tahmini yapmigtir. En yararli 6zelliklerin segildigi ABC-FS algoritmasi uygulanarak
gergeklesen egitim sonuglart daha dogrulugu yiiksek sonuglar vermistir. Liu ve dig. [12] aynm veri
kiimesinde bulunan kayip veri problemini RF algoritmasi, veri dengeleme adiminda ise temel bilesenler
analizi (Principal Component Analysis - PCA) ve K-means kiimeleme (K-means Clustering) yontemleri
kullanmistir. On isleme adimlarinin ardindan hiper parametreleri otomatik secilen gercek zamanl bir
siiflandirict ile siif tahmini gergeklestirmistir. Santos ve dig. [13] de ayn1 veri kiimesini ele alarak
veriyi, OSS ve hiper parametreleri Kohenen agina gore giincellenmis yapay bagisiklik algoritmasi ile
dengelemistir. Smiflandirma adiminda genetik programlamayla indiiklenmis karar agaci (Decision trees
generated by genetic programming — DT-GP) algoritmast kullanilmigtir. Kullanilan karar agaclar
yorumlanabilir yapida diizenlenmis ve tatmin edici performans degerleri elde edilmis ve sonuglarini Liu
ve dig. [12]’ nin olusturdugu sonuglar ile karsilastirarak sunmustur.

Bu calisma, inme hastaligi teshisi i¢in kullanilan veri kiimelerinde siklikla rastlanilan veri dengesizligi
ve buna bagl olarak ortaya cikan smiflandirma ydntemlerinin performanslarmin olumsuz yonde
etkilenmesi problemine odaklanmaktadir. Bu probleme ¢6ziim sunmak amaciyla yapay zeka tabanli bir
dengeleme modeli 6nermektedir. Modelde veri dengeleme islemi i¢in OSS modeline gore diizenlenmis,
FFA’ ya gore gilincellenen Klonal Se¢im Algoritmasi (ClonALG) algoritmasi kullanilmistir. Sonug
olarak, cesitli siniflandirma yontemleri ile gergeklestirilen basarimlar literatiirdeki giincel ¢aligmalarla
karsilastirilarak etkili sonuglarin elde edildigi gosterilmistir. Ozetle, bu calismanin katkilar1 asagidaki
sekilde verilebilir:

o Eksik ve dengesiz tibbi veri kiimesi araciligiyla inmeyi tahmin etmek i¢in literatiirde kullanilan
yontemlerden farkl hibrit yapay zeka tabanl bir veri dengeleme yaklasimi dnerilmektedir.

e Literatiirde yapilmig ilgili mevcut ¢aligmalarla karsilagtirildiginda, onerilen yaklagim azinlik
simifin1 daha yiiksek bir oranda arttirarak denge seviyesini yiikseltmektedir. Bu denge artisi,
O0grenme ve bagar1 oranlarinda etkili sonuglarin elde edilmesini saglamaktadir.

e AIS’ de FFA ¢ekiciligine gore glincellenen segilim algoritmasi ile yeterli sayida ve ¢esitlilikte
antikor olusturulmaktadir. Onerilen bu algoritma, veri artis1 saglayarak dengelemeye olumlu
katki1 vermektedir. Olusan mutasyonlarin ¢esitliliginin fazla olmasi1 da performans metriklerinde
etkili sonuglar liretilmesini saglamaktadir.

e Inme hastalif1 tespitinde veri dengeleme problemi igin, literatiirde ayni veri kiimesi kullanilarak
yapilan ¢aligmalar ile karsilastirilmis ve daha iyi sonug elde edildigi gosterilmistir.

Makalenin diger kisimlarimin akisi su sekilde planlanmistir: Boliim II' de, veri kiimesi tanitilmakta ve
kullanilan yontemler ile metotlarin agiklamasi yer almaktadir. Boliim III’ de, onerilen dengeleme
modelinin genel isleyisi ve algoritma yapisi acgiklanmaktadir. Bolim IV' te, Onerilen yaklagimin
etkinligini gosteren deneysel sonuclar ve karsilastirmali analizler sunulmaktadir. Son olarak, Bolim V
'te ise sonuglarla ilgili degerlendirme yapilarak, gelecekteki arastirmalar icin olast goriisler
sunulmaktadir.

Il. MATERYAL ve METOT

A. VERI KUMESI

Onerilen yaklasimi degerlendirmek icin, calismada inme tahmini veri kiimesi [25] kullanilmistir. Veri
kiimesi, on 6zellige sahip 43.400 6rnekten olusmaktadir. Veri kiimesinde inme hastasi olan veriler tim
veri kiimesinin %1,89'unu igermektedir. Ele alinan bu veri kiimesi hastalik tespitinde kullanilan diger
veri kiimelerinde siklikla rastlanildigi gibi tipik dengesiz bir yapidadir. Veri kiimesinde yer alan verilerin
ozellikleri ve degerleri Tablo 1°de gosterilmistir. Buna gore, veri kiimesinde sigara igme durumu %30,
vucut kitle indeksi (Body Mass Index- BMI) %3 oraninda eksiktir. Eksik veriler ihmal edilmeden oldugu
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gibi kullanilmaktadir. On islem adiminda sadece, label encoder fonksiyonundan gegirilerek kategorik
veriler sayisal veriler olarak giincellestirilmektedir. Bu ¢alismanin deneyleri, yiksek islemciye sahip
yapay zeka destekli bir sunucu ve Dataspell IDE'deki Python 3.11.1 ve torch 2.0.1+cpu sirimu
kullanilarak yiiriitiilmiistiir. Sistemde 64GB RAM bulunmaktadir.

Tablo 1. Veri kimesi A¢ciklamasi

Oznitelikler Degerler
Hasta ID 1-43400
Cinsiyet(gen) Erkek/Kadin
Ikamet Tipi Kirsal/Kentsel
Avg-glucose(glu) 55-291
Is tiirii(work) Ozel/Calisan
Sigara icme durumu Sigara I¢mis/Eskiden/Hi¢
Hipertansiyon hyp) Evet/Hayir
Evli(mar) Evet/Hayir
Yas 0.08-82
Kalp Hastaligi(htd) Evet/Hayir
Viicut Kitle Indeksi (BMI) 10.1-97.6

B. YAPAY BAGISIKLIK SISTEMi

Omurgali canlilarda disaridan gelen zararh antijenlerin yok edilmesi i¢in organize sekilde ¢alisan B ve
T lenfosit hiicreleri bulunmaktadir. Bu hiicreler, bir tehdit faktoriiyle karsilastiklarinda antijenlere karsi
savasabilecek yapida antikorlar iiretmekte ve zararli etmenleri yok etmektedir. Bu antikorlar ileride daha
fazla zararl etmenle karsilasma ihtimaline karsin, mutasyonlara ugrayarak ¢ogalmaktadir. Mutasyona
ugramamis hiicreler ise mutasyona ugrayanlara gore daha az miktarda artmakta boylece hastaliklara
daha direncli bir bagisiklik sistemi saglanmis olmaktadir [17]. AIS, bagisiklik sistemi fizyolojisinde
bulunan § lenfosit hiicreleri ve T lenfosit hiicrelerinin islevlerinden ilham alan bir meta-sezgisel yontem
tlrl olarak kategorize edilmektedir [18]. AIS’ de, dis etmenlerden gelen maddelerin zararlilik
durumunu, negatif secim algoritmasi nitelendirirken, zararli etmenlere kars1 antikor ve mutasyonlarin
olustugu kismimi ClonALG temsil etmektedir. Sekil 1 ClonALG genel calisma mekanizmasimi
gostermektedir. Algoritma, farklilagtirma, gesitlendirme ve dogal se¢im olarak adlandirilan evrim
teorisinin {i¢ 6zelligini referans alarak caligmaktadir. Hiper mutasyon mekanizmalari yoluyla afinite
olgunlasmasi ve antijenik afinitelerine gére klonlarin segilmesine dayanmaktadir. Ilk asamada baslangig
popiilasyonu belirlenmektedir. Popiilasyon, antikorlarin bagigiklik sistemini olusturdugu, antijenlerin
ise taninmasi gereken bireyleri olusturdugu sekilde gruplandirilmaktadir. Her bir antikor AIS uygunluk
fonksiyonuna verilmekte ve ayri ayri hesaplanmaktadir. Hesaplanan degerler uygunluk degerleri
oraninda kopyalanmaktadir. Olusturulan kopyalar antijen tanimirligini arttirmak amaciyla mutasyona
ugratilmaktadir. Olusturulan mutasyonlarin  uygunluk degerlerine gore kullanilmasina izin
verilmektedir. Uygun degerde olmayanlar ise rasgele baska klonlar ile yer degistirilmektedir.
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Sekil 1. Yapay bagisikiik sistemi genel diyagrami [24]

Bu ¢alismada onerilen dengeleme mekanizmasi, veri kiimeleri i¢inde daha nitelikli 6rnekler elde etmek
icin klonal se¢im teorisine dayali bir AIS kullanmaktadir. ClonALG, uyarilmamis antikorlar: budamakta
ve en ¢ok uyarilmig antikorlarin se¢ilmesi ve klonlanmasi yoluyla belirli bir bellegin korunmasini
saglamaktadir. Klonlama sonrasi rasgele mutasyonlar ger¢ceklesmektedir. Ardindan gergeklesen hiper
mutasyon mekanizmalar1 yolu ile afinite hesaplamasi gerceklesmekte ve antijenik afinitelerine gore
secilim yapilmaktadir. Hiper mutasyon mekanizmasi, antijenler ve antikorlar arasindaki mesafelerle
dogrudan iliskili oldugundan, antikorlarin afiniteleriyle orantilidir. Uygun afinite degerinin altinda kalan
klonlar silinmekte ve uygun degerde olanlar tutulmaktadir.

C. ATES BOCEGi ALGORITMASI

Ates boceklerindeki tiim bireyler cinsiyetsiz oldugundan birbirilerini etkileyebilmektedirler bu agidan,
1isiklarini belirli parlaklikta yakip sondiirerek diger bireyler ile etkilesim kurmaktadirlar. Olusturduklari
isiklarin parlaklik seviyesine ve mesafeye gore c¢evresindeki diger ates boceklerini kendilerine
cekmektedirler. Iki ates bocegi birbirine ne kadar yakinsa, o kadar ¢ekici goriinmektedir. Optimizasyon
algoritmalarindan olan, ates bocegi algoritmasi (FFA) da, bu fizyolojik davraniglar1 kendine referans
almaktadir. FFA' da her ates bocegi arama uzaymdaki bir noktay1 temsil etmektedir. Cekicilik, icerdigi
amag fonksiyonu ile orantili oldugunda, ates boceklerini daha ¢ekici komsulara dogru hareket ettirerck
arama uzay1 kesfedilmektedir [19].

Bu calismada, yapay bagisiklik sistemine gore gerceklesecek olan klonlamanin daha etkili degerler
iiretmesini saglamak amaciyla max iterasyon i degeri ve alt sinir 10 degeri her adimda belirli sinirlarda
rastgele giincellenen amag fonksiyonu kullanan bir ates bocegi algoritmasi kullanilmaktadir. Kullanilan
amag fonksiyonu Est. 1 ile gosterilmistir.

n

Amag Fonksiyonu = Z x;2 (1)
i=1

n degeri hesaplanacak fonksiyon i¢in boyutu ifade etmektedir. X ise belirli alt sinir Ib-iist sinir ub
degerleri arasinda alinan her bir parametreyi gostermektedir. FFA algoritmasinda en ¢ekici ategsbdcegi
bulunurken, oncelikle rasgele konumlar ve parametreler belirlenmektedir. Ardindan bu konumlar
secilen amag fonksiyonuna gore hesaplanmaktadir. Bu amag¢ fonksiyonu, yapilan c¢aligmalarda her
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probleme uygun olarak farkli segilebilmektedir. Belirlenen sonuglarin konumlarini netlestirmek
amaciyla, fonksiyon ¢iktilar1 parametre atama isleminden Est. 2°deki gibi gegirilmektedir.

Xik = lbj + rand(0,1)x (ubj — lbj) (2)
Est. 2’de secilen i ¢Ozim kiimesinin indeks numarasi
i’deki sec¢ilen parametrenin indeks numarasi ise k&’ y1 ifade etmektedir. Xik, secilen parametre
numarasini, 0 ile 1 arasinda rasgele sayly1 rand(0,1),
Ibj, parametrenin minimum degerini

ubj, parametrenin maksimum say1 degerini nitelendirmektedir. Bu islemin ardindan bulunan degerler
arasindaki uzaklik hesab1 Est. 3 ‘deki gibi yapilmaktadir.

iy = T = X 3)

I ve J atesbocegi arasindaki uzakligi r;; ifade etmektedir. d parametre boyutu iken k ise parametre
indeksidir. i. ates boceginin ¢oziim kiimesinin k. parametresi k;;’yi tanimlamaktadir. Son asamada
atesboceklerinin ¢ekiciligini hesaplamak igin kullanilan A(7), ise Est. 4‘te gosterildigi sekliyle
hesaplanmaktadir. Uzaktaki bir atesboceginin ¢ekiciligi r, BO, mesafe (r) sifir oldugunda ¢ekiciliktir. ,
sabit 151k emme katsayisidir ve genellikle 1 olarak alinmaktadir.

B(r) = BOe '’ 4)

Bu calismada kullanilan amag fonksiyonu, FFA dongiisiine gore en ¢ekici 6zelligin, belirli bir parabolik
alanda tutulmasma imkan tanimaktadir. Bu ozelligi itibariyle, literatiirden farkli olarak AIS
algoritmasinin se¢ilim adiminda, hafizadaki veri ya da klonlanmig yeni veri arasindaki se¢im i¢in yeni
bir se¢ilim adimi olusmasini saglamaktadir. AIS algoritmasinda tek bir degere gore segilim olmasi
yerine algoritmanin her dongiisiinde FFA c¢ekicilik fonksiyonuna gore belirlenen ve belirli siirlar
arasinda rasgele degisen bir degere gore se¢ilim yapilmaktadir. Bu yaklasimin, AIS algoritmasi ile
olusan klon sayis1 ve ¢esitliligini arttirdigi deneysel sonuglarla Boliim IV ’de gosterilmektedir.

D. TEK TARAFLI SECILIM ALGORITMASI

Tek tarafli seg¢ilim (OSS) algoritmasi bir alt Ornekleme yontemidir. Dengesiz verilerin
siniflandirmasinda yaygin olarak kullanilmaktadir. Dengesiz verileri belirli kurallara gore ayirarak
tekrar yapilandirma islemleri icermektedir [20]. OSS modelinde azmlik smifinin tim o6rnekleri
korunurken, ¢ogunluk sinifinin en temsili 6rnekleri verilen bir referanstan secilir. Cogunluk sinifindan
ornek se¢imi iic adimda yapilmaktadir:

Ladim: Cogunluk smifindan rastgele bir 6rneklem se¢imi yapilmaktadir;

2.advm: Tim azinlik sinifi 6rnekleri ve ilk adimda segilen 6rnek ile bir veri kiimesi olusturmak;

3.adim: Cogunluk sinifinin kalan 6rnekleri, 2. adimda olusturulan kiimeye ait en yakin komsu
etiketi kullanilarak siniflandirilir.
Dogru smiflandirilan &rnekler veri kiimesinden c¢ikarilir. Ardindan dengeli veri kiimesi azinlik
sinifindan, 1. adimda secilen 6rnekten ve 3. adimda yanlis siniflandirilan 6rneklerden olusmaktadir.

I11. ONERILEN MODEL

Calismada genel isleyis, verilerin elde edilmesi, 6n isleme, verilerin test ve egitim i¢in ayrilmasi,
dengeleme algoritmalarmin uygulanmasi, egitim ve smiflandirma adimlarindan olugmaktadir. Gergek
yasam hikayelerinde olusan verilerde de eksik veriler olabildiginden eksik veriler veri tabanindan
silinmemektedir. On islemede sadece kategorik veriler sayisal verilere label encoder isleviyle
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donistiirilmektedir. Ardindan dengeleme prosediirii uygulanmakta ve olusan dengeli veri
simiflandiricilar ile egitilmektedir. Modelin genel isleyisi Sekil 2°de gosterilmektedir.

=
Dengesiz
| Veri Seti

On Igleme
-label encoder

l Veri Ayirma iglemi

v

Egitim(%70) Test{%30)

Veri Dengeleme Adimi

|
| Dengesiz Test
| VeriSeti

|

Sekil 2. Onerilen model genel blok diyagrami

Dengeleme adimi 6ncesinde verinin % 30’u test i¢in ayrilmaktadir. Ardindan dengeleme prosediirii
onerilen modele uygun olarak Sekil 3’te gosterildigi gibi olusturulmaktadir. Ogrenme igin ayrilan veri
kiimesi dengeleme isglemlerinin ardindan egitilmektedir. Son asamada ise belirlenen siniflandirma
algoritmalarma gore test verisi dogruluklar1 degerlendirilmektedir.

Verinin %70’inin egitim i¢in ayrilmasmim ardindan, egitim parametreleri azinlik (inme hastasi) ve
¢ogunluk sinifi (inme hastasi olmayan) olarak belirlenmistir. Yapay bagisiklik sisteminde kullanilmak
iizere hem azinlik hem ¢ogunluk sinifi i¢in antikorlar %20 oraninda se¢ilmistir. Azinlik ve ¢ogunluk
veri kiimeleri Oncelikle kendi antikor ve antijenleri ile hibrit ClonALG algoritmasinda islenerek yeni
klon veriler olusturulmustur. Ardindan olusturulan azinlik ve ¢ogunluk klon verileri tek bir veri
kiimesinde toplanmustir. Bu veri kiimesi, egitim i¢in ayrilan veri ile hibrit ClonALG algoritmasinda
islenerek yeni klon veriler elde edilmistir. Son asamada, veri kiimesi elde edilen klon verilerdeki
¢ogunluk smifi verisi ile diger adimlarda olusturulan azinlik sinifi verileri birlestirilerek dengeli hale
getirilmistir.
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Sekil 3. Onerilen Veri Dengeleme Algoritmasi Akig Semast

Dengesiz inme veri kiimesinde, basarili egitim sonuglari iiretilebilmesi i¢in ¢ok sayida verimli inme
hastas1 verilerine ihtiya¢ duyulmaktadir. Bu agidan ¢esitli klonlar iiretilmesini saglayan ClonALG
algoritmasi tercih edilmistir. Algoritmanin trettigi klon say1 ve kalitesini arttirmak amaciyla secilim
adiminda FFA kullanilmigtir. FFA’ nin Algoritma 1.’de yapay bagisiklik algoritmasinda eklendigi
kisim temsili olarak gosterilmektedir. FFA kiire fonksiyonuna gore iiretilen uygunluk degerlerine gore,
antikor populasyonundaki en yiiksek afinite degerini (q) minimum ates bocegi afinitesi (f) degerinde
tutmaktadir. Klonlanan antikorlardaki en yiiksek afinite (p) ise f'nin altinda oldugu durumlarda klon
verisi hafizadaki ile yer degistirmektedir. Bu adim afinite degerini belirli bir kiiresel alan sinirinda
tutmakta ve tutarli klonlar {iretilmesini saglamaktadir. Calismada eklenen FFA algoritmasinda
kullanilan giris parametreleri Tablo 2’de sunulmaktadir. Ib ve maksimum iterasyon degerleri rasgele
belirlenerek her defasinda ayni ¢ekicilik degerinin olusmasinin 6niine gec¢ilmekte ve tiretilen klonlarin
cesitliligi gelistirilmektedir.

Tablo 2: Ates bocegi algoritmast parametre degerleri

Parametre Deger
Boyut degeri 1
Alt siir degeri (Ib) rasgele [1.5,1.6]
Ust siir degeri (ub) 2
Maksimum iterasyon sayisi | rasgele [280,330]

Her iterasyonda farkli FFA algoritma ¢iktilar iiretilmektedir. Sekil 4’te alt sinir degeri 1.5 ve 1.6 ya
gore olusturulan FFA en iyi degerleri gosterilmektedir. Degerler 1.2-2.9 araliginda sonugclar
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iiretmektedir. Algoritmanin degerleri belirli sinir arasinda tutularak secilim adimi gerceklestirilmektedir.
Bu adim olusan klonlarda tutarl sonuglar iiretilmesine katki saglamaktadir.

Ates Bocedi Algoritmasi Olasi Ciktilan

28—

27+

26 =

25

24~

Ates Bocedi Algoritmasi Cikbilan

23 =

T
100 200

L
300 400
Olasihklar

Sekil 4. Onerilen FFA algoritmasi giris parametlerine gore olusan en iyi degerlerin gosterimi

Onerilen algoritmanin ilk asamasinda bagisiklik dizeleri olusturmak amaciyla, Sekil 3’ te belirtildigi
gibi veri kiimeleri ile antikor ve antijen vektorleri olusturulmustur. Uygunluk degerlerinin baslangici

olusturulan veri kiimesi vektoriinden alinan baglangi¢ degerlerine gore ve ates bocegi algoritmasi ile
belirlenen en uygun degere gore alinmaktadir. Algoritma boyunca kullanilacak olan sabit giris parametre
degerleri ise klon boyutunun ¢ogalma faktori £, klonlama icin segilen populasyonun buytikluk faktori
n, tim islemlerin kag nesil tekrarlanacagini ifade eden deger ise G olarak belirlenmistir. Bu degerlerin
miktar1 algoritma ¢aligma hizini ve liretim miktarini etkilemektedir. Bu agidan farkli girig degerleri i¢in
tam faktoriyel deney tasarimi [21], yontemine gore Tablo 3‘te belirtilen degerlerde sistem optimize
edilmis ve tablo 4‘te verilen parametreler i¢in en iyi dengeleme sonuglari elde edilmistir.

Tablo 3: Yapay bagisiklik algoritmasi giris parametre degerleri

Girig Parametreleri Degerler
Klon boyutunun 05,071
cogalma faktori( )
Dongu yineleme 1,2,34
nesil sayis1 (G)
Popiilasyon buyuklik 1,2

katsayisi (n)

Tablo 4: Onerilen Yapay bagisiklik algoritmas: giris parametre degerlerine gore dengeleme miktar: ve islem
stiresi sonuclari

Parametre Degerler Dengeleme Islem Siiresi
miktari
Klon boyutunun 1
cogalma faktori( 8) S_min=~11.83 sn
Dongu yineleme 4 %27,8 S_maj=~29835sn
nesil sayisi (G) K_all=~177835sn
Popilasyon buyiikliuk 1

katsayisi (n)
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Belirlenen antijen kiimesi tek tek algoritmaya gonderilir. Belirlenen her antikorun antijene gore afinite
degerleri hesaplanir. Hesaplanan degerler siraya konur. Siralanan ilk antikor vektor uzunluguna gore her
bir antikor icin;

x = (B*N)/i (5)

Secilen antikor boyutunu ifade eden N ve klon boyutunun ¢ogalma faktérii f degerlerinin dongiiniin
yineleme miktariyla i iligkisinden elde edilen x degeri kadar klon iretilir. Ardindan klonlar gauss
mutasyon fonksiyonu ile mutasyona ugratilir. Mutasyona ugramis klon kiimesi km olarak ifade
edilmigtir.km kiimesinde en yiksek afiniteye sahip antikor degeri p, veri kiimesindeki en yiiksek
afiniteye sahip antikor degeri q ve ates bocegi algoritmasi ile belirlenen en uygun deger f olarak
belirlendikten sonra f degerinin iistiinde kalan klonlar1 ihmal eden segilim adimlar1 uygulanmustir.
Boylece her bir dongii i¢in degisen, ates bocegi en iyi uygunluk degeri disinda kalan afiniteye sahip
klonlar ihmal edilmis olmaktadir. Algoritmanin sd6zde kodu algoritma 1’de temsili olarak sunulmaktadir.
Baslangi¢ sabit degiskenleri olarak g, n ve G kullanilmaktadir. Bu degiskenler Smin ve Sma;j klonlar1
tiretiminde sirasiyla, klon boyutunun ¢ogalma faktorii £ = 1, klonlama igin secilen populasyonun
blyukluk faktorii n = 1, ve nesil sayis1 G =4 olacak sekilde belirlenerek islemler gergeklestirilmistir. Bu
islemler, Smin klonlarinin iiretimi i¢in ~11,83 sn., Smaj klonlar1 i¢in ~29835 sn. ve Kall klonlar1 i¢gin
ise ~177835 sn. zaman almaktadir.

Algoritma 1. Onerilen AIS Algoritmast Sozde Kodu

Baslangig sabit degiskenleri belirle (5,7,G)
1.while antijen veri uzunluguna ulasildiginda do
2. // Klonlama boliimiinii baslat

3. forj=1to N (antikor veri uzunlugu)

4 for g=1 to G (nesil)

5. her bir antikor icin afinite hesapla

6 afinite listesine ekle

7 listeyi sirala

8 for i=1 to range(0,n)

9

. x = (B*N)/i
10. x kadar Klon Gret
11. klonlart mutasyona ugrat (km)
12. p = km’de en yiiksek afiniteye sahip antikor degeri
13. g = veri kiimesindeki en ytiiksek afiniteye sahip antikor
14. f = ates bocegi algoritmasi ile belirlenen en uygun deger
15. for end
16. iff>q:
17. f=gq
18. if end
19. if f>p:
20. hafizadaki veri ile klonlanmis veriyi yer degistir
21. if end
22. Belirlenen iterasyondaki veriyi .csv dosyasina ekle
23. for end
24. for end
25.while end

Onerilen hibrit model ile elde edilen klonlar, azinlik ve ¢ogunluk smifinin dengelenmesi igin OSS
algoritmasina uygun olarak diizenlenmistir. OSS algoritmas1 i¢in dncelikle, azinlik sinifin1 olusturan
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antijen ve antikorlar ve ¢ogunluk smifin1 olusturan antijen ve antikorlar ayri ayr1 Algoritma 1. de
onerilen algoritmadan gecirilmistir. Her iki algoritmadan elde edilen verimli klonlardaki inme hastasi
veriler aliarak son agama icin olusturulan dengeli veri kiimesine eklenmistir. Bu islemin ardindan,
azinlik ve ¢cogunluk sinifinin kendi antijen ve antikorlariyla hibrit modelden gegirilerek elde edilen tim
¢iktilar birlestirilmistir. Elde edilen bu yeni veri kiimesi ve 6grenme veri kiimesinin tamami ise hasta
olmayan verilerin olusturulmasi amaciyla hibrit modelde kullanilmigtir. Egitim igin ayrilan verinin
tamami antijen olarak belirlenirken daha 6nce olusan klonlarin da eklenmesiyle birlesen veri kiimesi
antikorlar1 olusturmustur. Bu adimda elde edilen veri kiimesinde inme hastasi olmayan veriler dengeli
veri kiimesine eklenmistir. Tiim bu adimlarin sonucunda, %1.8 oraninda olan inme hastasi verileri
%27.8 oraninda olacak sekilde artmistir.

Onerilen model, dengeleme iglemlerinin ardindan CatBoost, LightGBMBoost, GB, XGBoost, SVM ve
LR algoritmasi olmak iizere alt1 farkli 6grenme algoritmasi ile degerlendirilmis ve etkili sonuglar elde
edilmigtir. Boliim IV.” de onerilen ¢alisma modelinin degerlendirme sonuglari sunulmustur.

IV. DENEYSEL SONUCLAR

Bu caligmada Boliim III. de anlatilan ¢alisma modeli uygulanmig ve veri dengelemesi algoritma
sonucunda %]1,8 seviyelerinde olan veri, inme hastas1 seviyesini %27.8 seviyesine ¢ikarmaktadir. Sekil
5’te dairesel dilim grafikleriyle veri dengeleme artis1 gosterilmektedir. Santos ve dig. [13] yaptigi
dengeleme caligmasi sonrasi azinlik sinift veri kiimesinin yaklasik %11’ini temsil edilecek sekilde
olusturmus oldugu goriilmektedir. Bu baglamda, ¢alismada onerilen dengeleme yaklasiminin daha etkin
oldugu goriilmektedir.

37 A%

‘L'nstroke Stroke

Sekil 5. Dengeleme dncesi(%1.8) dengeleme sonrasi(%27.8) inme oranlar

Caligmada, dengelenmis veri kiimesi performansi, Tablo 5’te gosterildigi gibi CatBoost,
LightGBMBoost gibi yeni gelistirilmis algoritmalar, GB, XGBoost, SVM ve LR algoritmasi olmak
iizere altt farkli 6grenme algoritmasi ile degerlendirilmektedir. Bu smiflandirma algoritmalariin
onerilen modeldeki etkinligini kanitlamak i¢in kullanilan degerlendirme o6lgiitleri sirasiyla,
dogruluk(acc), duyarlilik(sen.), 6zgiilliik(spec.) ve geometrik ortalama (G-mean)’dir. Sinif dengesizligi
sorununu ¢ézmek i¢in performans metrikleri hesaplanirken ilk adimda, tahmin sonuglarina dayali dort
metrik bir karisiklik matrisi olusturmaktadir. Bu metrikler sirasiyla gergek pozitif (True Positive - TP),
yanhs negatif (False Negative - FN), yanlis pozitif (False Positive - FP) ve gercek negatiftir (True
Negative - TN) [22].
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Dogruluk degeri (Acc.), modelin yaptig1 tahminin dogruluk oranini ifade etmektedir.

TP +TN

Dogruluk(Acc.) = Fo——ov T 7N

(6)

Duyarlilik, her kategorinin gercek pozitiflerini tahmin etme yetenegini ifade eden 6l¢iittiir. Kisinin hasta
oldugunu dogru tahmin etme oranini ifade etmektedir.

TP

Duyarlilik(Sens.) = TP FN

()

Spesifiklik(6zgullik), algoritmadaki, her kategorinin gercek negatiflerini tahmin edilmesini
saglamaktadir. Kiginin hasta olmadiginin dogru tahmin edilmesini ifade etmektedir.

TN

(8)

Geometrik ortalama(G-Mean), 6zellikle dengesiz smifli veriler i¢in algoritma denge derecesini
degerlendirmek i¢in kullanilmaktadir ve deger ne kadar biiyiikse, o kadar iyi sonug tiretmektedir.

Geometrik Ortalama(G — mean) = ./Sens.xSpec. 9

Performans metriklerinin kullanilarak degerlendirildigi smiflandiricilardan biri olan SVM, verilerde
bulunan diizlemler arasindaki optimum diizlemin belirlenmesini saglayarak dogrusal olmayan
simiflandirma yapmakta ve verileri yiiksek boyutlarda diizenleyebilmektedir. Bu ag¢idan farkh
alanlardaki calismalarda da etkili siniflandiricilar olarak kullanilabilmektedir [23]. Onerilen ¢alismada
da; Gradyan arttirma (GradientBoost) ile iki performans metriginde, hassasiyet %95, dogruluk %94
olmak {izere diger siniflandiricilara gore daha yiiksek sonuglar iiretilmistir. Degiskenler arasindaki
iligkiyi istatistiksel olarak belirleyen LR algoritmasi verilerdeki baglanti karmasasi ve giiriiltiilerden
fazla etkilenmemektedir. Bu avantajindan dolay1 bu ¢alismada tercih edilen yontemlerden biri olmus ve
kiyaslanabilir tutarli sonuglar iiretilmistir. Genellikle 6grenmesi zayif olan algoritmalarn giiclendirmede
kullanilan arttirma algoritmalari, yinelemeli 6grenme yontemiyle her yinelemede atadigi agirliklar
sayesinde zayif verilerden gii¢lii sonuglar iiretmektedir. Bu ¢aligmada kullanilan algoritmalar; Gradyan
arttirma, Asirt Gradyan Arttirma (XGBoost), LightGBMBoost ve CatBoost’dur. GradientBoost;
egitimde, bir 6nceki hatay1 hesaplayarak ilerleyen ve tahminleri olustururken dnceki tahminleri ekleyen
bir algoritmadir. XGBoost; GradientBoost’un gelistirilmesiyle olusturulmustur. Igeriginde budama,
eksik degerleri tolere etme sapmalar1 giderme gibi iyilestirmeler bulunmaktadir. Ayrica, fazla
takilmalar1 6nlemek ve egitim hizi konusunda GradientBoost a gore daha iyidir. LGBMBoost; Gradyan
Tabanh Tek Tarafli Ornekleme (Gradient-based One-Side Sampling - GOSS) ve Ozel Degisken Paketi
(Exclusive Feature Bundling — EFB) gibi 6zellikler onererek, egitim hizini arttirmaktadir. Ayrica,
degiskenleri kesikli sekilde kullanarak hesaplamalarda kolaylik olusturmaktadir. CatBoost ise farkli
yapida bulunan verileri daha hizli isleyebilmesi agisindan diger arttirma algoritmalarina gore daha
etkilidir. Caligmada, arttirma algoritmalari ile elde edilen performans sonuglarina gore, en iyi dogruluk
ve hassasiyet degerini GradientBoost, 6zgullik ve geometrik ortalama degerini ise LightGBMBoost
vermektedir. Sonug tablosu degerlendirildiginde, Lojistik Regresyon algoritmasinin %43 6zgullik, %61
geometrik ortalama, %86 dogruluk ve %87 hassasiyet degerleriyle hasta olmayanlarin hasta
olmadiklarinin ve hasta olanlarm ise hasta olduklarinin dogru tahmininde en tutarli sonuglar1 verdigi
gorilmektedir.
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Tablo 5. Farkl: siniflandirma yéontemlerine gore performans metriklerinin kiyaslanmasi

Geometrik
Siiflandiric Dogruluk Ozgulluk Duyarhhk  Ortalama
(Acc.) (Spec.) (Sens.) (G-mean)
Kategorik Artirma
Algoritmasi
(CatBoost) 0.90 0.29 0.91 0.51
Gradyan Artirma
(GradientBoost) 0.94 0.23 0.95 0.47
Ekstrem Gradyan
Arttirma
(XGBoost) 0.93 0.26 0.94 0.49
Hafif Gradyan
Artirma Makinesi
(LightGBMBoost) 0.90 0.33 0.91 0.55
Lojistik Regresyon
(LR) 0.86 0.43 0.87 0.61
Destek Vektor
Makinast
(SVM) 0.85 0.41 0.86 0.59

Inme verisi dengeleme problemi igin, bu ¢alisma ile aym veri kiimesini kullanan hiper parametreleri
otomatik se¢ilen ger¢ek zamanli bir siniflandirici ile sinif tahmini gergeklestiren Liu ve dig. [12] veride
bulunan kayip veri problemini RF algoritmasi, veri dengeleme adiminda ise PCA ve K-means
Kimeleme yontemleri kullanarak gergeklestirmistir. Bu ¢alismada, %47 geometrik ortalama, %67
hassasiyet, %32 6zgiillik ve %71 dogruluk sonuglar1 {iretilmistir. Liu ve dig. [12]’nin yaptig1 caligmay1
gelistiren Santos ve dig. [13] ise 0n isleme adiminda kayip verileri silmistir. Bunun yani sira, hiper

parametreleri Kohenen agina gore giincellenen yapay bagisiklik algoritmasi ile OSS modelinde
kullanarak veriyi dengelemistir. Ardindan genetik programlamayla indiiklenmis, yorumlanabilir yapida
diizenlenmis karar agaclar1 kullanarak %74 geometrik ortalama, %78 hassasiyet, %70 6zgiillik ve %70
dogruluk sonuglar1 elde etmis ve sonuglarimi Liu ve dig. [12] sonuglart ile karsilagtirmali olarak
sunmustur. Onerilen modelin, literatiirde daha &nce yapilmis olan bu ¢alismalarla kiyaslanabilir nitelikte
sonuglar iirettigi Tablo 6’da gosterilmektedir.

Tablo 6. Literatiir calismalar: ve énerilen modelin karsilastirmasi

. ] ) Geometrik
Caliyma ig)IZme De\égglleme Smiflandiniaan Pogruluk  Ozgiillik  Duyarhlik  Ortalama
(Acc.) (Spec.) (Sens.) (G-mean)
Bk i
[13] verileri AI% 0SS DT-GP 0,7 0,7 0,78 0.74
yok etme ’
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RF ile

[12] eksik veri K-Fliﬂce'z}] AutoHPO 0,71 0’32 0,67 0.47
tamamlama
Sneril Kategorik FFA
Mng(;:alen verilerin secilimli LR 0.86 0,43 0.87 0.61

sayisallagmas1 ~ AlS, OSS

Calismada Liu ve dig. [12]" nin yaptig1 ¢alisma ¢iktilarma goére performans metriklerinin tamami daha
iyi sonuglar retmistir. Eksik verileri silerek caligma modelini uygulayan Santos ve dig. [13]" nin
calismasina gore ise hassasiyet ve dogruluk oraninda daha iyi sonuglar saglanmistir. Calismada etkili
bir 6n isleme adimi uygulanmamasma ragmen kiyaslanabilir sonuglar {iretilmesi onerilen modelin
etkinligini kanitlamaktadir.

V. SONUC

Bu calismada, veri dengesizlik problemi ele alinarak, hastalarin fizyolojik 6zelliklerine bagh olarak
yapilan inme teshisinin giivenirlik diizeyini arttirmak amaclanmistir. Bu amacla, FFA ile secilimi
gerceklesen AIS algoritmasi kullanilarak OSS modeline gore dengelenen inme veri tahmin modeli
onerilmistir. Caligmada hasta ve hasta olmayan iki siniftaki dengesizlik problemi i¢in bir¢ok performans
metrigi ile karsilastirilabilir tutarli sonuclar saglanmistir. Onerilen model ile elde edilen sonuglarmn
literatiirde daha 6nce yapilmis giincel ¢alismalarda onerilen iki model ile elde edilen sonuglara kiyasla
hassasiyet ve dogruluk konusunda daha etkili oldugu gosterilmistir. Gelecek ¢alismalarda inme hastaligi
teshisi i¢in Onerilen model ile birlikte eksik deger atamasi konusu ele alinabilir. Ayrica, FFA
algoritmasinda daha yiiksek boyutlu se¢ilim siir degerleri belirlenerek, olusan klonlarin daha homojen
ve ¢esitli liretilmesi saglanabilir. Bu sekilde, egitim performansinin gelistirilebilmesi miimkiin olabilir.
Bunun yani sira, benzerlik 6l¢iisiine gore en az uyarilan klonlarin ihmal edilme sartlar1 konusunda farkl
bakis agilar1 degerlendirilebilir. En iyi degerlerin yalnizca belirli bir bolgeyle smirli kalmamasini
saglamak amacryla farkl veri kiimeleri i¢in farkli kosullar ele alinarak daha spesifik ve odakli sonuglar
elde edilebilir. Ayrica, mevcut ¢alisma, en iyi 6znitelik se¢imi konusu iizerinde durularak performans
metriklerinde artig saglanmasi seklinde gelistirilebilir.
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