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Öz 

Mikroskobik idrar içerikleri doğru ve dikkatli bir şekilde analiz edildiğinde vücut hakkında önemli bilgiler 

verir. İdrar tahlilinin insan sağlığı için önemi nedeniyle mikroskobik idrar içeriklerinin tespit edilmesi 

amacıyla derin öğrenme görüntü işleme tekniği kullanılarak yapay zeka uygulamaları yapılmıştır. 

Literatürde yer alan çalışmaların çoğunda genel olarak semantik segmentasyon üzerine yoğunlaşılmıştır. 

Bu çalışmada ise piksel düzeyinde segmentasyon yapabilen Mask R-CNN modeli ile mikroskobik idrar 

görüntülerindeki alyuvar, akyuvar, epitel, kristal, bakteri ve mantar içerikleri konum ve nesne türü 

bilgisiyle birlikte tespit edilmiştir. Mask R-CNN ile tespit edilen nesnelere maske ve çerçeve olmak üzere 

iki tip sınır çizilmektedir. Sistemin performansı her iki sınır tipi için ayrı ayrı incelenmiştir. Test için 

kullanılan 100 görüntüdeki toplam 1154 örüntüden maskelere göre 808 ve çerçevelere göre 843 nesne 

doğru şekilde tespit edilmiştir (IoU=0,5). En iyi tespit oranı akyuvarlar ve alyuvarlar için gerçekleşmiştir. 

Epiteller çerçevelere göre hesaplamada başarılı bir şekilde tespit edilmiştir fakat düzgün maske 

oluşturulamamıştır. Bakteriler diğerlerine göre çok küçük olduğu için doğru tespit oranı düşük kalmıştır. 

Kristallerin ve mantarların çoğu doğru şekilde tespit edilmiştir. Ayrıca, nesne tespitinde sıklıkla kullanılan 

değerlendirme metriği mAP de hesaplanmıştır. Sistem için hesaplanan mAP değerleri maskelere göre 

0,7842 ve çerçevelere göre 0,8343 olmuştur. Mask R-CNN sistemi iyi bir şekilde optimize edilip daha 

fazla idrar içeriğine ait görüntülerle eğitilmesi durumunda idrar analiz sistemlerinde kullanılabilir. 

 

Detection of Microscopic Urine Image Contents with Mask R-CNN 
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Abstract 

Urinary particles in microscopic images provide important information about the body when they 

analyse carefully and correctly. Based on the importance of urinalysis for human health, artificial 

intelligence applications were made using deep learning image processing technique in order to detect 

microscopic urine contents. Most of the studies in the literature have generally focused on semantic 

segmentation. Unlike the others, in this study, the urinary contents of red blood cells, white blood cells, 

epithelium, crystals, bacteria and yeast in microscopic urine images were determined using Mask R-

CNN, which can perform instance segmentation. In object detection with Mask R-CNN, two types of 

boundaries are drawn as mask and bounding box. The performance of the system is examined for both 

boundary types. From a total of 1154 patterns in 100 images used for the test, 808 with masks and 843 

with bounding boxes were correctly identified (IoU=0.5). The best detection occurred for white and red 

blood cells. Epithelium has also been successfully identified according to bounding boxes, but there 

were problems creating masks. Bacteria detection success rate is low because bacteria are so small. 

Most of the crystals and yeast were correctly detected. In addition, mAP, a frequently used evaluation 

metric for object detection, was also calculated. Calculated mAP values are 0.7842 and 0.8343 for masks 

and bounding boxes respectively. Mask R-CNN can be used in urine analysis systems if it is well-

optimized and trained with images of more urine contents. 
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1. Giriş 

İdrar analizi, kimyasal ve mikroskobik olmak üzere 

iki aşamalıdır. Kimyasal analizde özel olarak 

üretilmiş şeritlere damlatılan idrar sonrası renk 

değişimlerine bakılır. Mikroskobik analizinde ise 

idrar içeriğindeki akyuvar, alyuvar, kristal, bakteri 

gibi nesnelerin tespiti ve sayımı yapılır (Simerville et 

al. 2005, Strasinger and Di Lorenzo 2014). 

 

İdrar örnekleri uygun teknikler kullanılarak doğru 

şekilde incelendiğinde mesane, idrar yolu, böbrekler 

ve diğer organ sistemleri hakkında önemli bilgiler 

sağlar (Perazella 2015, Int Kyn. 1). Tıp alanında 

teşhis ve tedavide sıklıkla kullanılan idrar analizleri, 

eskiden eğitimli uzman personeller tarafından 

yapılmaktaydı. Fakat bu şekilde yapılan analizler, 

insan kaynaklı hatalara açıktır, öznel 

değerlendirmeler içerir ve emek yoğundur (Liang et 

al. 2018, Zaman et al. 2010). Günümüzde ise idrar 

tahlillerinin çoğu hastanelerde bulunan otomatik 

idrar analizörleri tarafından yapılmaktadır ve daha 

standart çıktılar elde edilmektedir (Zhang et al. 

2018). Fakat, bu cihazların çoğu geleneksel görüntü 

işleme tekniklerini kullanır ve otomatik olmalarına 

rağmen yine de operatör kontrolüne ihtiyaç 

duymaktadırlar. Çünkü, tanıyı yanlış 

yönlendirebilecek düzeyde hatalı analiz sonuçları da 

üretebilmektedirler (İnce et al. 2021, Hu et al. 2010, 

Zaman et al. 2010). Mikroskobik analizi iyileştirmek 

adına bu cihazların görüntü işleme birimlerinde 

yapay zeka temelli görüntü işleme algoritmaları 

kullanılırsa; öğrenebilen, hatalarını düzeltip 

kendisini geliştirebilen ve insan kontrolüne ihtiyacı 

azaltan ya da ortadan kaldıran sistemler geliştirmek 

mümkün olabilir. 

 

Yapay zeka sistemlerinin kullanıldığı güncel 

çalışmalarda idrarın mikroskobik analizleri için 

konvolüsyonel sinir ağları ya da kısaca CNN 

(Convolutional Neural Network) olarak ifade edilen 

derin öğrenme modelleri tercih edilmiştir (Suhail 

and Brindha 2021, Zeb et al. 2020). Derin öğrenme 

sistemlerinin nesne tespitindeki başarısının klasik 

görüntü işleme yöntemlerine göre daha iyi olması 

tercih sebebi olmaktadır (Grenspan 2016). İdrarın 

mikroskobik içeriğinde yer alan nesneleri konum 

bilgisiyle birlikte tespit etmek için en çok R-CNN 

(Regions with CNN) (Girshick et al. 2014), YOLO (You 

Only Look Once) (Redmon et al. 2016) ve SSD (Single 

Shot Multibox Detector) (Li et al. 2018) algoritmaları 

ile çalışılmıştır. 

 

Li vd. (2020) CNN kullanarak mikroskobun farklı 

odaklanmalarında ve hücrenin farklı düzlemsel 

açılarında idrardaki alyuvarları tespit etmeyi 

amaçlamışlardır. Deneysel sonuçlar önerdikleri 

sistemin 6 farklı alyuvar tipi için %82,1 başarı 

sağladığını göstermiştir.  Primas (2018) CNN 

kullanarak alyuvar, akyuvar ve diğer parçacıkları 

tespit etmek için düşük maliyetli bir sistem 

oluşturmuştur. Sistem görüntü kaydedici, ayırıcı ve 

sınıflandırıcı olmak üzere üç bölümden oluşur. 

Alyuvar ve akyuvarlar için duyarlılığı sırasıyla %88 ve 

%91 olarak; özgüllüğü ise sırasıyla %89 ve %97 

olarak hesaplamıştır. Liang vd. (2018) tarafından 

yapılan çalışmada Faster R-CNN ve SSD sistemleri 

kullanılarak 7 farklı idrar içeriği (akyuvar, alyuvar, 

epitel çekirdeği, epitel hücresi, kristal, mantar ve 

silendir) tespit edilmeye çalışılmıştır. En iyi mAP 

(mean Average Precision) değeri 0,841 olarak 

hesaplanmıştır. Farklı bir Faster R-CNN 

uygulamasında Zhang vd. (2018) idrarda yer alan 

akyuvar ve alyuvar hücrelerini tespit etmişlerdir. 

6000’den fazla etiketlenmiş idrar görüntüsü 

kullanılmıştır ve ağırlıklı ortalama F1 skoru 0,914 

olarak hesaplanmıştır. Yang vd. (2017) tarafından 

yapılan ve 4000 görüntünün kullanıldığı farklı bir 

çalışmada yine Faster R-CNN kullanılmıştır. 

Görüntülerin yüzde 70’i eğitim ve yüzde 30’u test 

için kullanılmıştır. Akyuvar, alyuvar, mantar, kristal, 

silendir ve epitel olmak üzere 6 farklı nesne türü 

tespiti yapılmıştır. Hesaplanan mAP değeri 0,916 

olmuştur. Wang vd. (2019) tarafından SSD ve YOLO 

kullanılarak yapılan farklı bir çalışmada akyuvar 

hücreleri tespit edilmiş ve yüzde 90,09 doğruluk 

sağlanmıştır. 

 

Literatür taramasında idrar içeriğindeki bakteri gibi 

diğerlerine göre küçük nesnelerin tespit 

çalışmalarına rastlanmamıştır. Bakterilerin idrar 

görüntülerindeki boyutunun çok küçük olması 

nedeniyle başarıyı düşürmektedir ve bu nedenle 

idrar analizlerinde bakterilerle yapılan derin 
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öğrenme tespit çalışmalarından kaçınılmıştır. Ayrıca, 

çalışmalarda genel olarak az sayıda nesne türü 

tespiti yapıldığı görülmüştür. Nesne boyut farkı olan 

içeriklerin aynı anda tespiti zor olduğundan ve çok 

sayıda nesne türü ile çalışmanın tespit 

performansına olumsuz etkisi nedeniyle tercihlerin 

bu şekilde oluştuğu düşünülmektedir. Bu çalışmada 

ise mikroskobik idrar analizinde tıbbi anlamda önem 

arz eden bakteri, mantar, akyuvar, alyuvar, kristal ve 

epitel içerikleri aynı anda tespit edilmiştir. Yöntem 

olarak piksel düzeyinde (instance) segmentasyon 

yapabilen Mask R-CNN derin öğrenme modeli 

kullanılmıştır. Mask R-CNN sistemleri görüntüde 

tespit edilen nesne sınırlarını piksel düzeyinde 

ayrıntılı olarak işaretleyebilmektedir (He et al. 

2017). Bu sayede idrar içeriğindeki nesne sınırları 

hassas bir şekilde belirlenerek segmentasyon 

yapılabilmiştir. 

 

2. Materyal ve Metot 

Mikroskobik idrar görüntüsü içeriklerinin tespit 

edildiği bu çalışmada Python programlama dili ile 

oluşturulmuş Mask R-CNN kütüphanesinden (Int 

Kyn. 2) faydalanılmıştır. İdrar görüntülerinin bir 

kısmı ile Mask R-CNN derin öğrenme sistemi 

eğitilmiştir ve kalan kısmı ile sistemin performansı 

test edilmiştir. 

 

Derin öğrenme sistemlerinde kullanılan veri setinin 

görüntü analiz sonuçlarına etkisi çok büyüktür. Bu 

nedenle görüntülerin ön işlemesi doğru ve dikkatli 

bir şekilde yapılmalıdır. Görüntüler, CNN ağlarının 

eğitiminde girdi olarak kullanmadan önce içindeki 

nesneler uygun araçlarla etiketlenmelidir. 

Sonrasında üzerinde çalışılan model eğitilip test 

edilebilir. 

 

2.1 Veri Seti   

Bu çalışmada kullanılan idrar görüntüleri Bezmialem 

Vakıf Üniversitesi Hastanesi laboratuvarlarında 

gerekli izinler alınarak toplanmıştır. İnsan idrar 

örnekleri santrifüj edilmiş ve mikroskop altına 

yerleştirilmiştir. Mikroskoba entegre edilmiş olan 

kamera yardımıyla çok sayıda idrar görüntüsü 

bilgisayar ortamına aktarılmıştır. Bu işlemler idrar 

tahlili standartları dikkate alınarak 

gerçekleştirilmiştir (Kouri et al. 2000). Veri kümesi 

toplam 600 adet idrar görüntüsünden oluşur; 

bunlardan 500 tanesi eğitim ve 100 tanesi de test 

için kullanılmıştır. Eğitim setinde 4201 adet konum 

ve sınıf bilgisi ile etiketlenmiş idrar içeriğine ait 

nesnelerin örüntüsü yer alırken; test setinde ise 

1154 adet konum ve sınıf bilgisi ile etiketlenmiş idrar 

nesnelerinin örüntüsü bulunmaktadır. İdrar 

içerikleri bakteri, epitel, kristal, eritrosit, lökosit ve 

mantar olmak üzere 6 farklı sınıf etiketine sahiptir. 

Eğitim ve test için kullanılan etiketlenmiş idrar 

görüntülerinde yer alan içeriklerin sınıfları ve sayıları 

sırasıyla Çizelge 1 ve Çizelge 2'de verilmiştir. 

 

Çizelge 1. Eğitim setinde yer alan idrar görüntülerindeki 

nesnelerin sınıflara göre dağılımı. 

Sınıfı Akyuvar Alyuvar Bakteri Epitel Kristal Mantar 

Sayısı 1164 1008 1228 148 401 252 

 

Çizelge 2. Test setinde yer alan idrar görüntülerindeki 

nesnelerin sınıflara göre dağılımı. 

Sınıfı Akyuvar Alyuvar Bakteri Epitel Kristal Mantar 

Sayısı 307 255 363 40 98 91 

 

İdrardaki içerikler VGG Image Annotator (VIA) isimli 

uygulama (Int Kyn. 3) kullanılarak alanında uzman 

doktor ile etiketlenmiştir. VIA uygulaması web 

tarayıcısında çalışmaktadır ve herhangi bir kurulum 

gerektirmez. Örüntülerin hem sınıf hem de konum 

bilgilerini json formatında bir dosyada tutar. Derin 

öğrenme sistemlerinde tercih edilen dikdörtgen 

biçimli etiketlemenin yanında, görüntülerdeki 

içerikleri poligon bölge biçiminde etiketlemeye de 

olanak tanır. Poligon biçimli etiketleme hem zordur 

hem de zaman anlamında uzun sürmektedir. Fakat, 

görüntüdeki nesne sınırlarının daha doğru 

belirlenmesine imkân sağladığı için derin öğrenme 

ağının eğitiminde avantaj sağlamaktadır (Pande et 

al. 2022). Dikdörtgen biçimli etiketleme ile poligon 

biçimli etiketlemenin farkı Şekil 1’de görülebilir. 
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Şekil 1. Üstte dikdörtgen biçimli etiketlemeler ve altta 

poligon biçimli etiketlemeler.   

  

2.2 Mask R-CNN 

R-CNN modeli ilk olarak Ross Girshick vd. (2014) 

tarafından duyurulmuştur. R-CNN, görüntülerdeki 

örüntü konumlarını bulmak ve sınıf bilgisini tespit 

etmek için geliştirilmiş nesne tanıma modelidir. 

İhtiyaçlar doğrultusunda R-CNN yapısı sonraki 

yıllarda sırasıyla Fast R-CNN (Girshick 2015), Faster 

R-CNN (Ren et al. 2015) ve Mask R-CNN (He et al. 

2017) olarak geliştirilmiştir. 

 

Mask R-CNN bir önceki sürüm olan Faster R-

CNN’den farklı olarak tespit edilen nesnelere 

maskeler oluşturan katmana sahiptir. Böylece piksel 

bazında (instance) segmentasyon gerçekleştirebilir. 

Bu şekilde yapılan segmentasyon ile görüntüdeki 

örüntülerin sınırları piksel bazında tespit 

edildiğinden daha detaylıdır. Bilgisayarlı görüde en 

zor görevlerden biridir (Garcia-Garcia et al. 2017). 

Şekil 2'de diğer nesne algılama türleriyle farklılıkları 

gösterilmiştir. 

 

 
Şekil 2. a) Örüntünün sınıflandırılması b) Sınıflandırma ve 

nesne algılama c) Semantik segmentasyon d) 

Piksel bazlı (instance) segmentasyon. Kaynak: 

(Garcia-Garcia et al. 2017) 

 

Mask R-CNN’de görüntü iki ana aşamada işlenir. İlk 

aşamada omurga olarak kullanılan CNN ağı 

tarafından görsel taranır ve konvolüsyonel 

öznitelikler (özellik haritası) çıkarılır. RPN (Region 

Proposal Network) olarak isimlendirilen farklı bir ağ 

öznitelikleri değerlendirir ve görselde nesne içerme 

olasılığı bulunan ilgi alanlarını (RoI: Region of 

Interest) belirler. RoI olarak tanımlanan alanlara 

çerçeveler oluşturulur ve bunlar çapalar (anchors) 

olarak isimlendirilir. Oluşturulan her çapaya skor 

atanır ve yüksek skorlu olanlar pozitif çapalar olarak 

ifade edilir. Şekil 3’teki görselde örnek olarak veri 

tabanında yer alan resimlerden birinde en yüksek 

skorlu 200 çapanın gösterimi yapılmıştır. Çok fazla 

ve tekrarlı şekilde oluşturulan çerçeveler nedeniyle 

maksimum olmayanı bastırma (non maximum 

suppression) algoritması da uygulanır. Veri işlemeyi 

kolaylaştırmak adına öznitelikler ile ilgi alanları 

eşleştirilir ve bilgiler ikinci aşamaya devredilir. Mask 

R-CNN’in ikinci aşamasında ise belirlenen güven 

değeri üzerinde kalan ilgi alanları için görselde nihai 

çerçeveler en uygun olacak şekilde çizilerek 

sınıflandırma yapılır. Sonrasında tespit edilen 

nesneler için maskeler oluşturularak işlem 

tamamlanır. Şekil 4’te Mask R-CNN’in genel akış 

şeması verilmiştir. 
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Şekil 3. Mask R-CNN ile görüntü işlemede en yüksek skora 

sahip 200 çapanın gösterimi. 

 

 
Şekil 4. Mask R-CNN aşamaları şematik gösterimi. 

 

Mask R-CNN omurgası olarak ResNet101 (He et al. 

2016) ağı kullanılmıştır. Ayrıca, özellik haritası 

çıkarmada özellik piramit ağından (FPN: Feature 

Pyramid Network) (Lin et al. 2017) da 

faydalanılmıştır. 

 

2.3 Nesne Tespitinde Değerlendirme Metrikleri 

Oluşturulan Mask R-CNN sisteminin performansı 

standart doğruluk (accuracy) ve genel ortalama 

hassasiyet (mAP: mean Average Precision) ile 

değerlendirilmiştir. R-CNN, YOLO gibi nesne tespiti 

modellerinin performansını ölçmede standart 

doğruluk hesabı yeterli görülmemiş ve mAP 

değerlendirme metriği oluşturulmuştur. Makine 

öğreniminde ve derin öğrenme ağlarının 

performans değerlendirmesinde başarı göstergesi 

olarak kullanılmaktadır (Int Kyn. 4). mAP 

hesaplamada ihtiyaç duyulan diğer metrikler bu 

bölümde verilmiş ve açıklanmıştır. 

 

Kesişim bölgesi (IoU: Intersection of Union) ifadesi, 

görüntü işlemedeki nesne tespitinde model 

tahminlerinin veri kümesi etiketlemesi ile ne kadar 

uyumlu olduğunu göstermek için kullanılan bir 

metriktir (Rahman and Wang 2016). Mask R-CNN’in 

performans değerlendirmesinde eşik değeri gibi 

kullanılır. Belirlenen IoU değerinin altında kalan 

örtüşme hatalı tespit olarak; IoU değerini aşanlar ise 

doğru tespit olarak değerlendirilmektedir. Bu 

çalışmadaki performans değerlendirmesi 

hesaplamalarında veri kümesi ile tahminlerin 

minimum örtüşme oranı %50 (IoU=0,5) olarak 

alınmıştır. Mask R-CNN ile nesne tespitinde 

örüntüler için maskeler ve çerçeveler olmak üzere iki 

tip sınır çizilmektedir. Bu nedenle, IoU değerleri 

maskelere ve çerçevelere göre ayrı ayrı 

hesaplanmıştır. Hesaplama formülü Şekil 5’te 

görselleştirilerek verilmiştir. 

 

 
Şekil 5. Görselleştirilmiş IoU hesaplama formülü. 

 

Veri setinde yer alan bir sınıf için; ağ tarafından 

yapılan sınıf bilgisi tahmini doğru ise doğru pozitif 

(DP), yanlış ise yanlış pozitif (YP) olarak ifade edilir. 

Veri setindeki aynı sınıf için; veri seti 

etiketlemesinde bu sınıfta yer almayan bir nesneyi 

ağ bu sınıfta tahmin ediyorsa yanlış negatif (YN), 

farklı sınıfta tahmin ediyorsa doğru negatif (DN) 

olarak ifade edilir (Schwenke and Schering 2014). 

Kısaca DP ve DN oluşturulan derin öğrenme ağının 

doğru çalıştığını YP ve YN ise hatalı tahmin yaptığını 

göstermektedir. Hassasiyet (P: precision) doğru 

tahminlerin ne kadarının gerçekten doğru olduğunu 

ve duyarlılık (R: recall) ise doğru yapılması gereken 

tahminlerin gerçekten ne kadarının doğru yapıldığını 

ifade eder. P ve R sırasıyla Eşitlik 1 ve Eşitlik 2'de 

verilen formüllerle hesaplanır (Flach and Kull 2015). 
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𝑃 =
𝐷𝑃

𝐷𝑃+𝑌𝑃
    (1) 

 

𝑅 =
𝐷𝑃

𝐷𝑃+𝑌𝑁
    (2) 

 

Hesaplanan P ve R değerlerinden P-R grafiği çizilir. 

Çizilen P-R grafiği altında kalan alana ortalama 

hassasiyet (AP: average precision) adı verilir. Şekil 

6’da örnek P-R grafiği ve AP hesaplama formülü 

verilmiştir. AP'ler her sınıf için hesaplanıp tüm 

görüntüler için ortalamaları alınırsa nesne tespitinde 

önemli bir ölçüm metriği olan genel ortalama 

hassasiyet (mAP) değeri elde edilir (Flach and Kull 

2015). 

 

 
Şekil 6. P-R grafiği ve AP hesaplama formülü. 

 

2.3 Çalışma Ortamı ve Sistem Konfigürasyonu 

Mask R-CNN sisteminin eğitimi ve doğrulaması 

kişisel kullanım için oyunculara özel üretilmiş 

bilgisayarda yapılmıştır. Bu bilgisayar bir adet 10. 

nesil Intel i7 10750H 6 çekirdekli işlemci (CPU) ve bir 

adet Nvidia Geforce RTX2070 Max-Q dizayn 8GB 

ekran kartı (GPU) içermektedir. Sistem, eğitim 

setindeki görüntülerle eğitilmiştir ve test setindeki 

görüntüler ile Mask R-CNN sisteminin performans 

değerlendirmesi yapılmıştır. Model ağının 

eğitiminde öğrenme aktarımından (transfer 

learning) (Zhuang et al. 2020) yararlanılmıştır ve 

ImageNet (Deng et al. 2009) ile ön-eğitilmiş ağırlık 

dosyası kullanılmıştır. Nesne tespiti için minimum 

güven değeri 0,8 olarak alınmıştır. Eğitimde devir 

(epoch) sayısı 50 olarak ayarlanmış ve devir başına 

adım sayısı da 500 olarak hesaplanmıştır (eğitim 

kümesindeki görüntü sayısı / gpu sayısı). Genel 

parametre yapılandırmaları Çizelge 3'te verilmiştir. 

 

Çizelge 3. Test setinde yer alan idrar görüntülerindeki 

nesnelerin sınıflara göre dağılımı. 

PARAMETRE DEĞER 

IMAGES_PER_GPU  
STEPS_PER_EPOCH  
VALIDATION_STEPS  
BACKBONE 
COMPUTE_BACKBONE_SHAPE  
BACKBONE_STRIDES  
FPN_CLASSIF_FC_LAYERS_SIZE  
TOP_DOWN_PYRAMID_SIZE  
NUM_CLASSES  
RPN_ANCHOR_RATIOS  
RPN_ANCHOR_STRIDE  
RPN_NMS_THRESHOLD  
RPN_TRAIN_ANCHORS_PER_IMAGE  
POST_NMS_ROIS_TRAINING  
POST_NMS_ROIS_INFERENCE  
USE_MINI_MASK  
MINI_MASK_SHAPE  
IMAGE_RESIZE_MODE  
IMAGE_MIN_DIM  
IMAGE_MAX_DIM  
IMAGE_MIN_SCALE  
MEAN_PIXEL  
TRAIN_ROIS_PER_IMAGE  
ROI_POSITIVE_RATIO  
POOL_SIZE  
MASK_POOL_SIZE  
MASK_SHAPE  
MAX_GT_INSTANCES  
RPN_BBOX_STD_DEV  
BBOX_STD_DEV  
DETECTION_MAX_INSTANCES  
DETECTION_MIN_CONFIDENCE  
DETECTION_NMS_THRESHOLD  
LEARNING_RATE  
LEARNING_MOMENTUM  
USE_RPN_ROIS  
TRAIN_BN  
GRADIENT_CLIP_NORM  

1 
500 
100 
"resnet101" 
 None 
 [4, 8, 16, 32, 64] 
1024 
256 
6 
 [0.5, 1, 2] 
1 
0.7 
256 
2000 
1000 
 True 
 (56, 56) 
 "square" 
800 
1024 
0 
 np.array([123.7, 116.8, 103.9]) 
200 
0.33 
7 
14 
 [28, 28] 
200 
 np.array([0.1, 0.1, 0.2, 0.2]) 
 np.array([0.1, 0.1, 0.2, 0.2]) 
150 
0.8 
0.3 
0.001 
0.9 
 True 
 False  
5 

 

3. Bulgular  

Eğitim sonrası çıktı olarak elde edilen ağırlık dosyası 

kullanılarak test için ayrılan 100 adet görüntüde 

Mask R-CNN ile nesne tespiti yaptırılmıştır. Şekil 

7’de nesne tespiti sonrası görüntülerden birine ait 

çıktı paylaşılmıştır. Görsel çıktıda tespit edilen 

nesneler çerçeve içine alınmaktadır ve nesneler için 

oluşturulan maskeler renklendirilmektedir. Ayrıca, 

örüntülerin üst kısımlarına nesne türünü ifade eden 

sınıf bilgisi ve sistem tarafından tespit edilen güven 

değeri yazdırılmaktadır. 
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Şekil 7. Mask R-CNN ile nesne tespiti. 

 

Oluşturulan Mask R-CNN sisteminin performans 

değerlendirmesi test setindeki görüntülerle 

yapılarak IoU değerinin maskelere göre hesaplandığı 

durumda, doğrulama setindeki 1154 idrar 

içeriğinden 808’i doğru şekilde tahmin edilmiştir. 

Diğer yandan, IoU değerlerinin çerçeveler ile 

hesaplandığı durumda 843 idrar içeriği doğru bir 

şekilde tespit edilmiştir. Hem maskelere göre hem 

çerçevelere göre yapılan değerlendirmede; en iyi 

tespit oranı akyuvarlar (≈%93) ve alyuvarda (≈%89) 

elde edilmişken en kötü tespit oranı bakterilerde 

(≈%42) gerçekleşmiştir. Epitel hücreleri sınırlayıcı 

kutulara göre hesaplamada başarılı bir şekilde tespit 

edilmişken (%92,5) maskelere göre olan 

hesaplamada başarı oranı çok düşmüştür (%37,5). 

Kristallerin ve mantarların yarıdan fazlası doğru 

tespit edilmiştir fakat tespit oranı idrar analizi için 

istenen düzeyde değildir. Çizelge 4'te sınıf bazında 

doğru ve yanlış tahminler ile tespit edilemeyen 

içeriklerin sayıları detaylı verilmiştir. 

 

Çizelge 4. Veri setindeki test görüntülerinin tahmin sonuçları. 

@ IoU=0,5 alyuvar akyuvar bakteri epitel kristal mantar Toplam 

Maskelere göre 

Doğru 
Yanlış 

Tespit Yok 

226 
11 
18 

285 
11 
11 

153 
0 

210 

15 
0 

25 

71 
0 

27 

58 
1 

32 

808 
23 

323 

Doğruluk Oranı (%) 88,63 92,83 42,15 37,5 72,45 63,74 70,02 

Çerçevelere göre 

Doğru 
Yanlış 

Tespit Yok 

226 
11 
18 

288 
11 
8 

158 
0 

205 

37 
0 
3 

75 
0 

23 

59 
1 

31 

843 
23 

288 

Doğruluk Oranı (%) 88,63 93,81 43,53 92,5 76,53 64,84 73,05 

 

Mask R-CNN’in performans değerlendirmesinde 

doğru sınıflandırma ile birlikte doğru konum tahmini 

de önemli olduğundan AP ve mAP değerleri de 

hesaplanmıştır. Test kümesindeki her bir görüntü 

için P-R grafikleri çizdirilerek AP değerleri 

bulunmuştur. Test setindeki tüm görüntüler için 

maskelere ve çerçevelere göre ayrı ayrı hesaplanan 

AP değerleri dağılım grafikleri sırasıyla Şekil 8 ve 

Şekil 9’da verilmiştir. Bu grafiklerde yer alan 

noktalar test setindeki her bir görüntü için elde 

edilmiş AP değerini ifade etmektedir. AP 

değerlerinin aritmetik ortalaması alınarak 

maskelerle genel ortalama hassasiyet mAP=0,7842 

ve çerçevelerle mAP=0,8343 olarak hesaplanmıştır.

 

 
Şekil 8. Test setindeki 100 görüntünün maskelere göre AP değerleri dağılımı. 
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Şekil 9. Test setindeki 100 görüntünün çerçevelere göre AP değerleri dağılımı. 

 

4. Tartışma ve Sonuç 

Literatürde yer alan çalışmaların çoğu semantik 

segmentasyon ve dikdörtgen biçimli etiketleme 

yapmaktadır. Bu nedenle, üst üste binen veya bitişik 

olan hücreleri/nesneleri tespit etmede sorunlar 

yaşanabilmektedir. Ayrıca, sadece birkaç tip idrar 

içeriğinin tespiti yapılmış çalışmalar literatürde 

yaygındır ve bu çalışmaların sonuçları az sayıda 

nesne sınıfı tespitinden dolayı başarılı 

görünmektedir. Daha fazla idrar içerik türü ile 

çalışılırsa (özellikle bakteri gibi küçük nesneler) 

çalışmalardaki tespit performanslarının kötüleşmesi 

kaçınılmaz olacaktır. 

 

Mask R-CNN ile yapılan bu çalışmada ise tespit 

performansına olumsuz etkisine rağmen tıbbi önemi 

olan idrar nesneleri çalışmaya dahil edilmiştir. Küçük 

nesnelerin tespit performansını olumsuz 

etkilemesine rağmen Mask R-CNN ile kurgulanan 

sistemin nesne tespit performansı tatminkardır. 

Özellikle akyuvar ve alyuvar hücrelerinin tespitinde 

yaklaşık %90 doğrulukta başarılı sonuçlar alınmıştır. 

Epitel hücreleri başarılı bir şekilde tespit edilmiş ve 

çerçevelere göre %92,5’lik doğruluk yüzdesi 

yakalanmıştır. Fakat epitel hücreleri için maskeler 

düzgün oluşturulamamış ve bu nedenle maskelere 

göre doğru tespit oranı %37.5’e düşmüştür. 

Epitellerin şekilleri çok farklılık gösterdiği için ve 

eğitim setinde epitel hücre görüntüsü diğerlerine 

göre az olduğu için bu durum yaşanmıştır. Mask R-

CNN’in maske oluşturma katmanı özellikle epiteller 

için yeniden optimize edilebilir. Bakteriler %40 

civarında başarı ile tespit edilebilmiştir. Bakteriler 

diğer idrar içeriklerine göre boyut olarak çok küçük 

olduğundan tespit etmek güçtür. Bakterileri ayrı bir 

katmanda ya da farklı döngüde tespit etmek doğru 

bir yaklaşım olacaktır. Kristaller ve mantarların çoğu 

doğru şekilde tespit edilmiştir fakat idrar analizinde 

daha yüksek başarı oranı gereklidir. Eğitim setinde 

yer alan kristaller ve mantarlar diğerlerine göre daha 

azdır. Bu sayıyı arttırma gerekliliği açıkça 

görülmüştür. 

 

Genel ortalama hassasiyet sonuçları incelendiğinde 

ilk 50 görüntü için AP değerlerinin dağılımı çok 

farklılık gösterirken son 50 görüntü daha stabildir. 

Bunun nedeni ilk 50 görüntüde idrar nesnelerine ait 

örüntü sayısının fazla; son 50 görüntüdeki örüntü 

sayısının ise az olmasından kaynaklanmaktadır. Bazı 

görüntülerde sadece bir tane örüntü olup, onun da 

tespit edilememesi sonucu sıfır AP değerleri 

görülmüştür. Bakterilerde kötü tespit performansı 

ve epitellerde maske oluşturulamaması nedeniyle 

mAP değeri aşağı çekilmiştir. Buna rağmen başarılı 

sayılabilecek sonuçlar alınmıştır.  

 

Derin öğrenme sistemlerinde eğitim setindeki 

görüntü sayısının fazla olması daha iyi öğrenmeyi 

sağlar. Bu nedenle, kullanılan eğitim setindeki 

görüntülerin arttırılması sistem performansına 

olumlu yönde katkı sağlayacaktır. Oluşturulan Mask 

R-CNN sistemi daha fazla görüntü ile eğitilip iyi bir 

şekilde optimize edildiğinde idrar analizinde 

kullanılabilir. Ayrıca, piksel düzeyinde 
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segmentasyon, idrarda küçük nesnelerin tespiti ve 

polinom bazlı etiketleme gibi ekstra özelliklere de 

sahiptir. 

 

Bu çalışma, idrar analizörlerinin derin öğrenme ile 

geliştirilmesine rehberlik edebilir. Öğrenebilen, 

hatalarını düzeltebilen ve insan kontrolüne ihtiyaç 

duymayan yapay zeka temelli tıbbi cihazlar 

üretilebilir. 
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