No 01

Sayfa 73-83

Cilt 03 Nisan 2004
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OZET

Bu ¢alismada, kontrol ve hipertansiyonlu hasta grubunun
tahmini igin lojistik regresyon analizi (LR), flexible diskriminant
analizi (FDA) ve neural networks (NNs) karsilastirildi. Aile hikayesi,
lipoprotein A, trigliserid, sigara kullanimi ve viicut kitle indeksi
tahminleyici degisken olarak ele alindi. Veriler, 2001 yiinda Trakya
Universitesi Tip Fakiiltesi Kardiyoloji Kliniginden elde edildi. Biitiin
modellerin ROC egrisi altindaki alanlar: 0.793-0.984 araliginda yer
aldr. NNs 'nin duyarlilik, ozgiilliik ve dogruluk oranlart %90 'dan daha
yiiksek bulundu. NNs ve LR ile NNs ve FDA'min ROC egrisi altinda
kalan alanlar: istatistiksel olarak farkhi bulundu (swrasiyla p<0.0005
ve p<0.0005). FDA ve LR'nin ROC egrisi altinda kalan alanlari
istatistiksel  olarak  farkli  bulunmad:  (p=0.394).  NNs'nin
performansinmn LR ile FDA 'dan istatistiksel olarak daha iyi olduguna
karar verildi.

Anahtar Kelimeler: Lojistik Regresyon Analizi, Neural Networks,
Flexible Diskriminant Analizi, ROC Egrisi

1. GIRIS

Hipertansiyon, normal diizeyin iizerine ¢ikan kan basinci seviyesi olarak
tammlanir. Bu durum kalp, beyin, bobrekler ve gozlerde hasara neden olabilir. Ciinkii
kalp ve arterler, kendilerine oksijen ve besinleri gondermek igin daha siki galigmak
zorundadirlar. Hipertansiyon igin bir ¢ok risk faktorii vardir. Bu galigmada risk faktorii
olarak aile hikayesi, lipoprotein A, trigliserid, sigara kullanimi ve viicut kitle indeksi
degiskenleri yer almaktadir (Jo vd, 2001; Cheitlin vd,1993; Hall vd, 1994; Cruickshank
vd, 1989; Williams, 1989; Williams vd, 1989; Spers vd, 1986; Elford vd, 1990; Folkow,
1993, Kaplan, 1994, Schieken, 1993).
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Bu c¢alismada, kontrol ve hipertansiyonlu bireylerden olusan gruplarin

tahminlenmesinde lojistik regresyon analizi (LR), flexible diskriminant analizi (FDA)
ve neural networks (NNs) yontemlerinin kargilastirilmasi amaglandi.

Dogrusal diskriminant analizi (DDA), gruplart ortalamalarina gore ortak
ortalamadan farkli olmalarin1 saglayacak bir aywrma kriteri geligtirmeyi
amaglayan bir yontemdir. Bu nedenle veri setlerine DDA uygulanabilmesi igin
veri setlerinin asagidaki varsayimlari tasimasi gerekir (Ozdamar, 1999;
Tathdil, 1996).

I.  Veri matrisi ¢ok degiskenli normal dagilim gostermelidir.

II. Degiskenlerin varyans ve kovaryanslart homojen olmalidir.

III. Degiskenlerin ortalamalar1 ve varyanslari arasinda iliski bulunmamalhidir.

IV.Degiskenler arasinda ¢oklu bagimlilik bulunmamalidir.

V. Veri matrisi gruplarin birbirlerinden ayrilmasinda rol oynamayacak
gereksiz degiskenler igermemelidir.

FDA, DDA’ nin varsayimlarinin getirmis oldugu kisitlamalar nedeniyle ortaya
¢ikan problemleri ortadan kaldiran ve DDA’ya gore daha esnek parametrik
olmayan bir yontemdir (Hastie vd, 1995; Hastie vd, 1994; Hastie ve
Tibshirani, 1996; Kim ve Loh, 2002).

LR, bagimsiz degiskenlerin dagilimu ile ilgili her hangi bir varsayimi olmayan
bir yontemdir. Bu yiizden LR, dogrusal diskriminant analizinden daha genis
bir arastirma alaninda kullanilir (Ozdamar, 1999; Tatlidil, 1996).

NNs ise degisken yapilar konusunda her hangi bir varsayim gerektirmeyen,
siniflandirma i¢in uygun ¢ok esnek bir yontemdir (Lee, 2000). NNs, ag
hatasinin optimal degerini bulmak i¢in geriye dogru yayilma algoritmasini
kullanarak asama asama en iyi tahmine ulagmaya ¢alisir (Abdul-Kareem vd,
2001; Fine, ¢1999; Haykin, 1999; Hassoun, c1995).

2. LOJISTIK REGRESYON ANALIZI

LR, siniflama ve atama iglemi yapmaya yardimci olan bir regresyon yontemidir.

Normal dagilim varsayimu, siireklilik varsayimi 6n kogulu yoktur (Ozdamar, 1999).

Burada f3,, 8,

P(Y)=

P bagimsiz degisken i¢in LR modeli agagidaki gibi yazilabilir;

1
l+e "{Bo+ﬂlxl+ﬂ‘2x2+"‘+[spxp}

B, , regresyon katsayilaridir. Bu katsayilar,
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seklinde hesaplanir (Ozdamar, 1999).
3. FLEXIBLE DISKRIMINANT ANALIZI

FDA, dogrusal diskriminant analizine gore esnek ve parametrik olmayan
alternatif bir yontemdir.

0: {1,...j} — R', dogrusal regresyon kullanilarak X bagimsiz degiskenleriyle
optimal olarak tahmin edilen doniistiiriilmiis siniflarin atanan skorlarinin bir fonksiyonu
olsun. Bu, siniflar arasi tek boyutlu bir ayrimi meydana getirir. Daha genel olarak, 0,
05,..., 0 smiflart i¢in K bagimsiz skorlar setini ve R uzayinda ¢oklu regresyon igin
optimal olarak secilen nk(X)= X'B, (k=1,...,K) K dogrusal grafigi bulacagiz. Eger
orneklem (g,,xl ), i=1,2,...,N, bi¢giminde ise, ek(g) skorlar1 ve 3, gosterimleri ortalama
karesel artik (ASR) degerini minimuma indirmek i¢in segilir,

- 18[00

Skorlar setinin, kargilikli olarak ortagonal oldugu varsayilir ve onemsiz ¢oziimleri
onlemek i¢in uygun bir i¢ ¢arpimla ilgili olarak normallestirilir. Bu, uy kanonik
vektorlerin sirasinin bir sabite kadar 3, sirasi ile aym oldugunu gosterir.

Ayrica, birinci K kanonik vektoriiyle tanimlanan alt uzayla smirlanan j. simf
merkezi [L, i¢in bir x test noktasinin Mahalanobis uzaklig,

Oy (x’ﬂj): gwk(nk (k)—"ﬁ,f )2

bigiminde tamimlanir. Burada W/, g, =j igin m, (x, ) nin ortalamasidir. w,, k. optimal

olarak skorlanmis uyumun ortalama karesel artigi r’’ye dayanarak tamimlanan

koordinat agirliklardir (Hastie vd, 1995; Hastie vd, 1994; Hastie ve Tibshirani, 1996;
Kim ve Loh, 2002):

|

w, =
2 2
Iy il—rk |
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4. NEURAL NETWORKS

NNs, beynin ¢aligma ilkelerinin bilgisayarlar iizerinde taklit edilmesi fikri ile
ortaya ¢itkmis ve ilk ¢aligmalar beyni olusturan biyolojik hiicrelerin yada néronlarin
matematiksel olarak modellenmesi lizerinde yogunlagmistir. Giiniimiizde NNs, bir ¢ok
noronun belirli bigimlerde bir araya getirilip bir islevin ger¢eklenmesi iizerindeki
yapisal oldugu kadar matematiksel ve felsefi sorunlara yamt arayan bir alan olmustur.
Bu yontem, noronlar olarak bahsedilen basit hesap hiicrelerinin birbirleriyle
baglantilarini kullanarak insan beyninde oldugu gibi bilgiyi kaybetmeden hedefe dogru
minimum hata ile ulagilmasini saglar (Abdul-Kareem vd, 2001; Demuth vd, 2000;
Francis, 2001; Fine, c1999; Haykin, 1999).

Basit bir agda, p girdi vektorii ile W agirlik matrisi ¢arpilir ve bu ¢arpima b
sapmasinin eklenmesiyle f doniigiim fonksiyonunun girdisi elde edilir. Ag, elde edilen
bu yeni girdiyi f doniigiim fonksiyonu yardimiyla ag iginden ileterek a ¢iktisini
olusturur (Sekil-1) (Abdul-Kareem vd, 2001; Demuth vd, 2000; Fine, c1999; Haykin,
1999).

v Cikti
e —>@—> (EWp+b) [—> 3,

Girdiler Agirliklar

Sekill. f doniigiim fonksiyonlu en basit neural networks

NNs’de sik¢a kullanilan déniigiim fonksiyonlart: lojistik doniisiim fonksiyonu,

f(zwp+b)=( :

1+e- 2 wp+bj)

ve hiperbolik tanjant sigmoid fonksiyondur (Lee, 2000; Abdul-Kareem vd, 2001).
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2

f(Ywp+b)= e e~2(2wp+b))_1

Genellikle ag yapilar ii¢ temel sinifta tamimlanir: tek tabakali aglar, ¢ok tabakali
aglar ve yinelenen aglar. Tek tabakali ag, tabakalar bigiminde diizenlenmig néronlardan
olusan agdir. Cok tabakali ag, gizli noronlar olarak isimlendirilen diigiimlerden olusan
bir yada daha ¢ok gizli tabakaya sahip olan aglardir. Yinelenen ag, en az bir geri
bildirim dongiisiine sahip olan agdir (Fine, ¢1999; Haykin, 1999; Hassoun, c1995).

Bu ¢alismada ¢ok tabakali ag kullanilmigtir. Bu ag zor ve farkli problemleri
basarili olarak ¢ozen geriye dogru yayilma algoritmasi olarak bilinen bir algoritmayla
denetlenerek c¢aligtirthir. Geriye dogru yayilma algoritmasi, ag hatasinin minimize
edilmesi i¢in agin agirliklar: ve sapmalarinin hesaplanmasi siirecidir (Abdul-Kareem vd,
2001; Fine, c1999; Haykin, 1999; Hassoun, c1995).

5. UYGULAMA

Calismamiz, 2001 yihnda Trakya Universitesi Tip Fakiiltesi Kardiyoloji
Poliklinigine gelen 236 hasta ve 123 bireylik kontrol gruplarindan olugmaktadir. Aile
hikayesi, lipoprotein A, trigliserid, sigara kullamimi ve viicut kitle indeksi bagimsiz
degiskenler olarak ele alindi. Degiskenlere iliskin tanimlayici istatistikler Tablo-1’de
verilmistir.

Tablo 1. Bagimsiz degiskenlerin gruplara gére tanimlayici istatistikleri

Hasta Grubu | Kontrol Grubu
Bagimsiz Degiskenler
n=236 n=123
Aile Hikayesinde Hipertansiyon
- Olan %71.7 %33.6
- Olmayan %22.3 9066.4
Lipoprotein A (mg/dl) 33.42424.14 26.60+16.88

Trigliserid (mg/dl)

Sigara Kullanimi

164.13+82.22

130.07459.18

-icen %23.8 %32.7
-Igmeyen %76.2 %67.3
Viicut Kitle indeksi (kg/m?) 28.8043.62 27.28+3.64

Bu caligma, 2 asamadan olugmaktadir. 1.
sonuglarinin incelenmesi, 2. agsama ise NNs ile LR ve FDA ’nin karsilastirilmasidir.

asama NNs’nin ¢aligma ve test

NNs’nin ¢alisma ve test sonuglarinin karsilagtirilmasi
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NNs modeli olusturulmadan 6nce veri seti, 276 birimlik ¢alisma (359 birimin
%77’s1) ve 83 birimlik (359 birimin %23’1i) test seti olmak iizere iki gruba ayrildi.

NNs, 15 gizli néronlu (hiperbolik tanjant sigmoid doniigiim fonksiyonlu) ve 1
ikili (hasta-kontrol) ¢iktili (hiperbolik tanjant sigmoid doniigiim fonksiyonlu) agdan
olugsmaktadir. NNs’de hatayr minimize etmek amaciyla geriye dogru yayilma

algoritmasi kullanildi.

(Calisma setinden elde edilen NN modeli test setine uygulandi. Calisma ve test
setinin performanslar1 karsilagtirildiginda sonuglarinin benzer olduklan goriildii (Tablo-

2, Sekil-2).

Duyarlilik

1,00

e e s e e

; L ] L] ¥ L

20,40 ,60 ,80 1,00
1-Ozgiilliik

Sekil 2. Calisma ve test setlerinin ROC egrileri
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Hipertansiyonun Tahmini i¢in Coklu Tahmin Mo

dellerinin Kars

ilagtirilmasi

Tablo 2. Calisma ve test setlerinin duyarhlhik ve 6zgiilliik oranlari, ROC egrisi altinda kalan
alanlari, standart hatalart ve ROC egrisi altinda kalan alanin giiven aralig.

Cahsma Seti Test Seti
Duyarhhk (%) 97.1 96.6
Ozgiilliik (%) 92.7 93.8
ROC Egrisi Altinda Kalan Alan 0.984 0.967
Standart Hata 0.006 0.019
ROC Egrisi Alinda Kalan Alanin

0.964 - 0.995 0.901 - 0.994
%95 Giiven Arahi@

NNs’nin LR ve FDA ile karsilagtiriimast

Tablo-3: Lojistik regresyon ve flexible diskriminant analizi sonucunda elde edilen bagimsiz
degiskenlere iliskin parametre tahminleri

Lojistik Flexible
Bagimsiz Degiskenler Regresyon Diskriminant p*
Analizi Analizi
() ()

Sabit -5.028 -5.545
Aile Hikayesinde Hipertansiyon 1.919 1.853 <0.0005
Lipoprotein A (mg/dl) 0.014 0.011 0.042
Trigliserid (mg/dl) 0.008 0.005 <0.0005
Sigara Kullanimi 0.761 0.640 0.015
Viicut Kitle Indeksi (kg/m”) 0.088 0.075 0.021

*: LR sonucu elde edilen p degerleri

LR ve FDA sonucunda elde edilen parametre tahminleri Tablo-3’de verilmistir.
LR, FDA ve NNs’nin ROC egrisi altindaki alanlar1 0.793-0.979 araliginda elde edildi
(Tablo-4). Hanley ve McNeil tarafindan dnerilen yontem kullanilarak iki ROC egrisi
altindaki alanlar arasindaki farkin istatistiksel anlamliligi test edildi. LR, FDA ve
NNs’nin ROC egrisi altinda kalan alanlar Sekil-3’de gosterilmigtir. NNs ile LR ve NNs
ile FDA’nin ROC egrisi altinda kalan alanlar istatistiksel olarak farkli bulundu
(sirasiyla p<0.0005 ve p<0.0005). FDA ile LR’nin ROC egrisi altinda kalan alanlar
istatistiksel olarak fakli bulunmadi (p=0.394). Ayrica egri altinda kalan alanlarin
standart hatalari incelendiginde, NNs’nin standart hatasinin digerlerine gore daha kiigiik
oldugu goriildii.
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Tablo 4. Duyarlilik, 6zgiilliik, pozitif tanimlama, negatif tanimlama ve dogruluk oranlari, ROC

edrisi altinda kalan alanlar, kesim noktalari ve standart hatalar.

Sekil-3: LR, FDA ve NNs i¢in ROC egrileri

80

Lojistik Flexible
Regresyon Diskriminant Neural
Analizi Analizi Networks
Duyarhhik (%) 85.4 82.0 97.1
 Ozgiilliik (%) 60.2 63.7 92.7
Pozitif Tammmlama Orani (%) 79.6 80.5 98.5
Negatif Tammmlama Oram (%) 69.4 66.1 88.0
Dogruluk (%) 76.5 755 94.4
ROC Egrisi Altinda Kalan Alan 0.800 0.793 0.984
Kesim Noktasi 0.499 0.498 0.433
Standart Hata 0.028 0.027 0.006
100
80
601
| — -
s il — LR
S FDA
S aof
201 |
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Hipertansiyonun Tahmini i¢in Coklu Tahmin Modellerinin Kargilagtiriimas

6. SONUC

Bu ¢aligmada LR, FDA ve NNs’nin siniflandirma performanslari kargilagtirildi.
Biitiin modellerin ROC egrisi altindaki alanlar1 0.793-0.979 araliginda elde edildi. NNs,
LR ve FDAdan istatistiksel olarak daha farkli bulundu. NNs’de duyarlilik, 6zgiilliik ve
dogruluk oranlar1 %90’dan daha biiyiik bulundu.

Sonug olarak, aile hikayesi, lipoprotein A, trigliserid, sigara kullanim1 ve viicut
kitle indeksi degiskenlerinin, kontrol ve hipertansiyonlu hasta gruplarin1 tahmin etmede
bir kriter olarak kullanilabilecegini, NNs’nin gruplari siniflandirma giiciiniin klasik ¢ok
degiskenli tekniklere gore daha iyi oldugunu soyleyebiliriz.
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Hipertansiyonun Tahmini I¢in Coklu Tahmin Modellerinin Kargilagtirilmasi

COMPARISON OF MULTIPLE PREDICTION
MODELS FOR HYPERTENSION

ABSTRACT

In this study, we compared logistic regression analysis (LR),
flexible discriminant analysis (FDA) and neural networks (NNs) for
predict of control and hypertension groups. Predictor variables were
family history, lipoprotein A, triglyceride, smoking and body mass
index. The data were collected from Cardiology Clinic of Trakya
University Medical Faculty in Turkey, 2001. All models had areas
under the receiver operating characteristic curve (ROC) in the 0.793-
0.984 range. NNs had sensitivity, specificity, and accuracy greater
than 90% at ideal threshold. ROC curve areas of NNs and LR, and
NNs and FDA were statistically different (p<0.0005 and p<0.0005
respectively). ROC curve areas of FDA and LR were not statistically
different (p=0.394). We concluded that performance of NNs was
statistically better than LR and FDA.

Key Words: Neural Networks, Flexible Discriminant Analysis, Logistic
Regression, ROC Curve
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