Savunma Bilimleri Dergisi, 20(1): 105-138 (2024)

SAVUNMA BIiLIMLERI DERGISI

https://dergipark.org.tr/tr/pub/khosbd

Grafik Sinir Aglar1 Uzerine Bir inceleme

A Review on Graph Neural Networks

Hamza Talha GUMUS " (&) Can EYUPOGLU 2

Milli Savunma Universitesi, Atatiirk Stratejik Arastirmalar ve Lisansiistii Egitim Enstitiisii, Bilgisayar Miihendisligi Anabilim Dali, Istanbul,
Tiirkiye

2Milli Savunma Universitesi, Hava Harp Okulu, Bilgisayar Miihendisligi Boliimii, Istanbul, Tiirkiye

Onemli Noktalar / Highlights

Makale Bilgisi

Derleme Yapay sinir aglari ailesinin bir iiyesi olan grafik sinir aglari, son yillarda gézle goriiliir bir
Bagvuru: 16.04.2023 yayginlasma kazanarak biiyiik bir ilgi odagi haline gelmistir. Cizge sinir aglart olarak da
Diizeltme: 21.08.2023 adlandirilan grafik sinir aglar diigiimler ve kenarlar arasindaki iligkilerin modellenmesiyle

Kabul: 28.08.2023 farkly bilim alanlarinda yeni ¢alismalarin ortaya ¢itkmasint saglamistir. Ayrica farkl amaglar

icin tasarlanmig alt modelleriyle giincelligini korumakta ve uluslararas: ¢calismalarin odak
noktasini olusturmaktadir. Bu calisma modellerin kullanumi ve detaylandirilmasi iizerine
yapilan kapsamh bir arastirma olmasinin yani sira Tiirkce literatiirde bu alanda yapilan ilk
calismalardan biri olmasi sebebiyle de onem arz etmektedir.

Keywords

Grafik Sinir Aglari
Yapay Sinir Aglan
Derin Ogrenme
Grafik Evrigimli Aglar

Grafiksel Ozet / Graphical Abstract

Anahtar Kelimeler
Graph Neural Networks ( \

Artificial Neural Networks GTN <— —>» GNN
Deep Learning
Graph Convolutional Networks GCN <— —>» CNN
DCNN «— —>» GAT
MoNet €«— —>» GraphSAGE

- /

Ozet

Grafik sinir aglari (Graph Neural Networks-GNN), yapay sinir aglart (Artificial Neural Networks-ANN) ailesine mensup
ve grafikler iizerinden bilgi ¢ikarimi iglemi gerceklestiren bir derin 6grenme yontemidir. Bilinen ilk modeller GNN tabanli
olusturulsa da evrisimli aglarin kullaniminin yayginlasmast ile grafik evrisimli ag (Graph Convolutional Network-GCN)
modeli de popiilerlik kazanmistir. Bu durum GNN’lerin gelismesine katki saglarken, iki ag tabaninda yeni modeller
olusturulmasina onciil olmugstur. Bu ¢alismada GNN ve GCN modelleri tabaninda olusturulmus 65 alt model ve bu
modellerin etkiledigi diger modeller incelenmistir.

Abstract
Graph neural networks (GNN) are a deep learning method that belongs to the family of artificial neural networks (ANN)

and perform information extraction over graphs. Although the first known models were created based on GNN, the Graph
Convolutional Network (GCN) model has gained popularity with the widespread use of convolutional networks. While this
has contributed to the development of GNNS, it led to the creation of new models on two network bases. In this study, 65
sub-models created on the basis of GNN and GCN models and other models affected by these models were examined.
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1. GIRiS INTRODUCTION)

Grafik sinir aglar1 (Graph Neural Networks —
GNN), farklt modellerden olusmakta, gorevler
farkli ve benzer modeller ile dikkate
alinmaktadir. 11k grafik sinir ag1 kavrami temel
olarak 2009 yilinda GNN modeli baghigiyla
literatiire katilmistir [1]. Teknolojinin gelismesi
ve bilisim diinyasina artan ilgi ve merakla
birlikte kavram yillar igerisinde gelismis, farkli
modellere ayrilmis ve tek basina alt alan olma
durumuna yiikselmistir. Aragtirmamiz
kapsaminda incelenen site 6znelinde toplam 65
grafik model tespit edilmistir. Bu modeller;

GCN (Graph Convolutional Networks — Grafik

Evrisimli ~ Aglar), =~ DCNN  (Diffusion-
Convolutional Neural Networks — Difiizyon-
Evrigimli Sinir Aglar), HMGNN
(Heterogeneous Molecular Graph Neural

Network — Heterojen Molekiiler Grafik Sinir
Ag1), GAT (Graph Attention Network — Grafik
Dikkat Ag1), DualGCN (Dual Graph
Convolutional Networks — Cift Grafik Evrigimli
Aglar), GraphSAGE, CGMM (Contextual
Graph Markov Model — Baglamsal Grafik
Markov Modeli),
StoGCN, MPNN (Message Passing Neural
Network — Mesaj Aktarma Sinir Ag1), NN4G

GraphTransformator,

(Neural Network for Graphs — Grafikler i¢in

Sinir Ag1), SSE (Stochastic Steady-State
Embedding — Stokastik Kararli Durum
Gomme), PNA (Principal Neighbourhood

Aggregation — Temel Komsuluk Toplamasi),
MONET (Mixture Model Network — Karigim
Modeli Ag1), BiGG (Blg Graph Generation —
Biiyilk Grafik Olusturma), DGCNN (Deep
Graph Convolutional Neural Network — Derin
Ag1), TGN

Grafik Konvoliisyonel — Sinir
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(Temporal Graph Network — Gegici Grafik
A1), ARMA
Average — Otomatik Gerileyen Hareketli
Ortalama), MXMNet (Multiplex Molecular
Graph Neural Network — Coklu Molekiiler
Grafik Sinir Ag1), GIN (Graph Isomorphism
Network — Grafik Izomorfizm Ag1), PinvGCN
(Pseudoinverse Graph Convolutional Network
— Sozde Ters Grafik Evrisimli Ag), LightGCN
(Light Graph Convolution Network — Hafif
Grafik Evrisim Ag1), S-GCN (Spherical Graph
Convolutional Network — Kiiresel Grafik
Ag), RGCN (Relational Graph
Convolution Network — Iliskisel Grafik Evrisim
Ag), SchNet  (Schrodinger
Network — Schrodinger Ag1), Point-GNN (Point
Graph Neural Network — Nokta Grafigi Sinir
Ag1), GGS-NNs (Gated Graph Sequence Neural
Networks — Gegitli Grafik Dizisi Sinir Aglar1),
IPA-GNN (Instruction Pointer Attention Graph
Neural Network — Talimat Isaret¢i Dikkat
Grafigi Ag1), DiffPool, HEGCN
Entity Graph Convolutional

(Auto-Regressive  Moving

Evrisimli

TaxoExpan,

Sinir
(Hierarchical

Network — Hiyerarsik Varlik Grafigi Evrigimli
Ag), AGCN (Adaptive Graph Convolutional
Uyarlanabilir  Grafik
Evrigimli Sinir Aglar1), AdaGPR (Adaptive

Neural Networks —

Generalized  Pageranks —  Uyarlanabilir
Genellestirilmis Pageranks), GNS (Graph
Network-based Simulators — Grafik Ag

Tabanli Simiilatorler), NeuroTactic, GCNII
(Graph Convolutional Networks Il — Evrigimli
Sinir Aglar1 IT), GAGNN (Group-Aware Neural
Network — Gruba Duyarli Sinir Ag1), FastGCN
(Fast Graph Convolutional Networks — Hizl
1), Hi-LANDER
(Hierarchical Link Approximation And Density

Evrisimli ~ Sinir  Aglari
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Estimation Refinement — Hiyerarsik Baglanti makale sayilar1 gosterilmistir. Grafik modeller
Yaklasimi ve Yogunluk Tahmini lyilestirme), CNN ve GNN’ler disinda kendi iiretilen alt
DGI (Deep Graph Infomax — Derin Grafik modellerden de tiiretilmistir.

Infomax), CayleyNet, CGNN (Crystal Graph
Neural Network — Kristal Grafik Sinir Agi),

Tablo 1: Grafik model makale sayilari.

. . S Makal Makal
GeniePath, BIiGCN (Bi-Directional Graph Model S:yile Model s:y[as,e
Convolutional Network — Cift Yonlii Grafik GCN 685 GaAN 2

DCNN 235 HMGNN 1
Evrisimli Ag), MinCutPool, GraphESN (Graph
GAT 107 DualGCN 1
Echo State Network — Grafik Yanki Durum GraphSAGE 70 CGMM 2
Ag1), TGN (Temporal Graph Network — Gegici GraphTransformator 87 StoGCN 1
Grafik Ag1), PGCChebNet, PGC-DGCNN, RE- MPRN % NN4G 0
SSE 25 PNA 3
NET (Recurrent Event Network — Tekrarlayan MONET 18 BIGG )
Etkinlik Ag1), Cluster-GCN (Cluster Graph DGCNN 30 TGN 1
Convolutional Networks — Kiime Evrigimli ARMA 24 MXMnNet !
GIN 22 PinVGCN 1
Sinir Aglar1), GNNCL (Graph Neural Networks -
LightGCN 12 S-GCN 2
with Continual Learning — Siirekli Ogrenme ile RGCN 18 TaxoExpan 1
Grafik Sinir Aglar1), MeshGraphNet, GCNFN SchNet 12 Point-GNN 1
(Graph Convolutional Networks for Fake News CeS s i IPA-GNN !
. T DiffPool 6 HEGCN 1
Detection — Sahte Haber Tespiti i¢in Grafik 0
Evrisimli Aglar), Symbolic Deep Learning
(Sembolik Derin Ogrenme), GATv2 (Graph Tablo 2: Grafik model makale sayilari.
Attentlon Network V2 — Graﬁk lekat Agl VZ), Makale Makale
. . . Model Sayisi Model Sayisi
Graph Contrastive Coding (Grafik
AGCN 7 AdaGPR 1
Karsilastirmali Kodlama), LGCL (Learnable GNS 9 NeuroTactic 1
Graph Convolutional Layer — Ogrenilebilir GCNII 7 GAGNN 1
Grafik Evrigsim Katmani), AutoGL (Automated FastGeN 4 HI-LANDER L
. ) o DGl 7 CayleyNet 1
Graph Learning — Otomatik Grafik Ogrenme), CGNN 5 GeniePath 1
GAP-Layer (Spectral Gap Rewiring Layer — BiGCN 3 MinCutPool 1
Spektral Bosluk Yeniden Kablolama Katmani), DGCNN 3 GraphESN 0
. . . TGN 4 MXMNet 1
CT-Layer (Commute Times Layer — Ise Gidis ChebNet ] PGCDGCNN 1
Stireleri Katmani) ve GaAN (Gated Attention RE-NET 2 Cluster-GCN 3
Networks — Gegitli Dikkat Aglar1) seklindedir. GNNCL 2 MeshGraphNet 1
Modeller GNN tasarimda kullanildig1 gibi zorlu GCNFN 2 SDL !
GATV2 3 GCC 2
gorevler Oznelinde ya da GNN tasarim LGCL 3 GaAN 5
modiilleri disginda 6zel gorevler igin de CT-Layer 1 GAP-Layer 1
AutoGL 1

retilmistir [2]. Tablo 1 ve Tablo 2’de grafik

modeller ile ilgili literatiir taramas1 yapilmis ve
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2. GRAFIK SINiR AGLARI (GRAPH
NEURAL NETWORKS)

[lk incelenen model olan GCN’ler bilinen
evrisim olarak
GCN’ler CNN

(Convolutional Neural Networks — Evrisimli

adiyla  grafik aglar

adlandirilmaktadir.

Sinir Aglar1)’lerin bir tiirevi olarak literatiire
eklenmistir. Yar1 denetimli egitimi kullanarak
gelistirilmis  bir

yaklagimdir.  Duglim

siniflandirma, genel siniflandirma, grafik
simiflandirma, grafik d6grenme, eylem tanima,
baglant1 tahmini, iskelet tabanli eylem tanima
ve grafik alanlarda

gdmme gibi

kullanilmaktadir. Evrisimsel mimari
kullanilmasinin amact CNN’lerin grafik ve 3
boyutlu 06klid wuzayinda veriminin disiik
olmasidir.  Grafiklerde diigiim

yapt  ve

Ozelliklerini kodlama yapan gizli katman
Ogrenimi gerceklestirmektedir [3]. Sekil 1’de

grafik modellerin alt modelleri goriilmektedir.

GCN’ler bir¢cok farkli katman ve alanda
uygulanmaktadir. Bu uygulama GCN’lerin
zorluklarim1 da ortaya koymaktadir. Biiyiik
Olceklerde egitim zorlugu GCN’lerin ortak
zorluluklarindan birisi olmustur. Basit ¢6ziim
olarak one siiriilen; SGD tabani algoritmalar,
katman sayis1 artig1 ile maliyetin artmasi ve
grafigin tamaminin tutulmasi sebebiyle biiylik
bir alan gereksinimine ihtiyag duymaktadir. Bu
zorlugu agmak i¢in kiime-GCN gelistirilmistir.
Kiime-GCN, her adiminda iligkili diigim
bloklarini &rnekleyerek komsuluk aramasini
kolaylastirmaktadir [4]. GCN’ler sinir aglar
ailesi arasinda yaygin kullanilan ve gii¢lii sinir

ag1 denilebilecek potansiyel ve performansta

olan sinir aglaridir.
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—| KHGT

-| MPNN —| DimeNet
SSE-Graph
SSE-SE

E

—| Cluster-GCN

—| 25-AGCN

SSER.

—| Text GCN
—| T-GCN

G-TAD

~ Grafik Modeller

Sekil 1: Grafik modellerin alt modeller ile
iligkisi.
Digiim temsili hesaplamasinda 6zyineleme
kullanilmaktadir ve komsuluk degerleri de
kullanildiginda, katman sayis1 ve alan
boyutunun artmasina neden olmaktadir. Digiim
basina alan boyutu yiiksek olmasi sebebiyle alt
ornekleme uygulanmasi da sonucu tam olarak
¢ozmemektedir. Bunun i¢in gelistirilen metotta
iki komsu kullanildiginda basar1 saglanan
kontrol  degiskeni  tabanli  algoritmalar
yardimiyla komsu boyutu orneklenmistir [5].
Yar1 denetimli Ogrenme igin etiket yayma

algoritmalar1 olarak bilinen LPA algoritmalari
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da kullanilmaktadir. LPA’lar, 6zellik yayilim
kullanan GNN’nin aksine etiket yayilim
kullanmaktadir.  Iki  algoritmada  verimli
olmasina karsilik birlestirilmek igin heniiz bir
model gelistirilmemistir. Bu sebeple benzer
ozellikler gdsteren, egitim ve sonucta ozellik ile
birlikte yayilimu birlestirerek kullanilan UniMP
(Unified Message Passing — Birlesik Mesaj
Model, ilk

Gecis) modeli gelistirilmistir.

adiminda grafik doniistiiriicti agint
benimsemekte, ikinci adiminda ise ag1 egiterek
etiket [6].

GCN’ler ayn1 zamanda insan bedeni iskelet

maskeli tahmini  yapmaktadir

sistemini uzay-zamansal grafikler seklinde
modellemislerdir. Model giris degeri sabit
ayarlama  ve manuel topoloji ile
olusturulmustur. Bu modelde ikinci derece
bilgiler yani uzunluk ve yon bilgileri hesaplama
arttirmast nadir

maliyetini sebebiyle

durumlarda arastirilmaktadir. Bu sorunu
¢ozmek igin 2s-AGCN (Two-Stream Adaptive
Graph Convolutional Network — iki Akish
Uyarlanabilir Grafik Evrisim Ag1) modeli
Onerilmistir [7]. GCN’ler ayn1 zamanda gergek
diinya modelleri iginde kullanilmaktadir. Bunun
en bilinen oOrneklerinden birisi yol hatasi
tahminidir. Grafiklerde yap1 dinamigi ve zaman
bagimliligini belirleme i¢in kullanilan LRGCN
(Long Short-Term Memory R-GCN — Uzun
Kisa Siireli Bellek R-GCN) modeli 6nerilmistir.
Zamansal kavramlarda zaman i¢i ve zamanlar
arast iligkiler i¢in GCN’yi kullanan LRGCN,
SAPE (Self-Attentive Path Embedding — Ozenli
Yol Gémme) modeline de ilham olmustur. Bu
keyfi

sabit

modelin  Ozelligi  ise uzunluklar1

grafiklerde  bulunan uzunluklara

ekleyebilmesidir. Bu sayede gergek diinya
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tahmini kolaylagmaktadir [8]. GCN’ler ayni
zamanda dizi igerisinde bulunan nesnelerin
tahmini i¢in de kullanilmaktadir. Bu tahmin
gorlintii tanima olarak adlandirilmaktadir [9].
Metin simiflandirma gérevi CNN’ler igerisinde
oldukga yaygindir. CNN’ler arasinda ¢ok fazla
metin siniflandirma ¢alismasi olsa da GCN’ler
icerisinde bu sayr oldukca azdir. Bu sorunu
ortadan kaldirmak i¢in Text GCN (Metin GCN)
modeli Onerilmistir [10]. Makine Ogrenimi
problemlerinden biri olan ve egitim esnasinda
gozlemlenmeyen simiflar1 inceleyerek aitlik
siifini tahmin eden ZSL (Zero Shot Learning —
Sifir Atish Ogrenme), anlamsal ve kategorize
edilmis iliskili 6l¢eklendirmek i¢in GCN ile
iligkilendirilmistir. Gelistirilen model bilinen
smiflardan elde edilen bilgiler ile ¢ikarim
yaparak bilinmeyen siniflar ig¢in tahminde
bulunmaktadir. Grafik iizerinde anlamsal
boyutlar girdi olarak islenir ve kategorisel
olarak tahminler elde edilir [11]. GCN’ler yol
tahmini i¢in kullanildig1 gibi trafik tahmini i¢in
de kullanilmaktadir. Gergek zaman igerisinde
dogru trafik tahmini i¢in gelistirilmis T-GCN
(Temporal GCN - Gegici GCN) modeli,
giiniimiizde gelisen akilli trafik sistemleri i¢in
gerceklesen sorunlara deginmistir. Model ayni
zamanda gelisimi ile kentsel tasarim ve trafik
kontrol yonetimine de atifta bulunmaktadir
[12]. Video anlama derin  dgrenme
algoritmalarinin 6nemli konularmdan biridir.
Videolar icerisinde zamana bagli eylem
algilama, anlamsal baglam yerine zamansal
baglama odakli olmustur. Bu soruna ¢6ziim igin
G-TAD (Graph Temporal Action Detection —
Grafik Zamansal Eylem Algilama) modeli

Onerilmistir. Model alt grafik yerellestirmede
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zaman ve anlami

iretmektedir [13]. GCN’ler iskelet tabanli

birlestirerek  sonuglar

gorevlerde  eylem  tanima  igin de
kullanilmaktadir. Bunun baslica sebebi bu
gorevin bilgisayarli gorme alaninda etkin
olmas1 olmustur. Uzay-Zaman grafiginin esnek
olmamasi ve hesaplama maliyetinin yiiksek
olmasi sebebiyle sinirlandirici olmaktadir. Bu
sorunlarin ¢oziimii igin gelistirilen Shift GCN
(Kaydirma GCN), eylem tanima gorevlerini
basariyla yerine getirmistir [14]. GCN’ler metin
tahmini disinda yazisma tahmini gorevleri i¢in
de kullanilmaktadir. Yazigsma tahmininde asil
etken tanimlayict olusturma ve kilit noktalar
olmaktadir. Bu sorun igin gelistirilen GCNv2
modeli, 3 boyutlu geometri i¢in egitilmis fakat
orb ile tasarlanmasi gergek zamanli eszamansal
yerellestirme ve haritalamada yapabilmektedir
[15]. 1liski GCN’lerde  yaygin

kullanilan bir gorev olmustur. Farkli modeller

tahmini

geligtirilerek iligki tahminleri yapilmigtir. Bu
modellerden biri de GCN kullanarak gelistirilen
GraphRel modelidir. GraphRel, kelime grafigi
kullanarak metin tahmini benzeri bir yol
izlemektedir. Arastirdigi metnin bolgesel ve
metinsel Ozelliklerinden yararlanarak metin
icerisinde bulunan ciftlerin ortiik 6zelliklerini
¢ikarmaktadir [16]. Iligkili grafikler farkl
alanlarda yaygimn olarak kullanilmaktadir. Bu
alanlardan biri de kimya bilimidir. CNN’lerin
yetersiz kalarak genellestirilmesiyle olusturulan
GCN’ler molekiiler grafiklerde kullanilmasi
farkli  modellerle Bu
modellerden biri olan EAGCN (Edge Attention-
Based Multi-Relational GCN - Ug¢ Dikkat
Tabanli Cok Iliskisel GCN) modeli, diigiim

ozellikleri ve dikkat ag1 gorevlerini birlikte

zenginlestirilmistir.
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gorerek Ogrenmektedir. Model dikkat matrisi
kullanarak verimini artirmaktadir [17]. GCN’ler
kullanilmaya baglanmasindan itibaren ana odak
noktasint  yonsiiz ~ grafikler  {izerinden
gerceklestirmektedir. Cok iliskili ve yonld
grafiklerin hesaplama maliyetleri fazlaligi,

parametre sayisinin yiiksekligi ve diigim
O0grenme sinirlamasi gibi sebeplerden dolay1
calismalarin 6niinde zorluk olusturmaktadir. Bu
zorluga karsilik iligkileri tahmin eden ve
diigiimleri 6grenme kullanan iligkisel grafik
CompGCN (Composition GCN -

Kompozisyon GCN) modeli gelistirilmistir.

modeli

Gelistirilen model yiiksek basar1 elde etmistir
[18].

kargilagilan yeni sorunlar ve zorluklar diger

Sinir aglarinda gelistirme esnasinda

modellere her zaman 6rnek olmustur. Bir model
gelistirilirken, deneyler esnasinda karsilasilan
zorluk farkli bir modelde ¢6ziim 6nerisi olarak
Karsilasilan  zorluklar

sunulmustur. yeni

modellerin geligimini biiylik Olciide
etkilemistir. Bu zorluklar CNN’lerin 6klid dis1
yapilar igin GCN’leri genellemesiyle farkli bir
bakis kazanmig ve gelisimi hizlandirmigtir.
Iskelet tabanli eylem tanima gorevi, farkli
modellerde kullanilmis ve bazi modeller sadece
bu zorluga ¢ozim  olugturmak igin
gelistirilmigtir. GCN’lerde bulunan zorluklar
iskelet eylem tamima ile birlesince grafik
topolojisi manuel ya da bulugsal olarak
ayarlama ve uzunluk ile yon hesaplama zorlugu
baslica sorunlarindan biri Bu
duruma karsilik 6nerilen MS-AAGCN (Multi-
Stream Attention-Enhanced Adaptive Graph
Convolutional Neural Network — Coklu Akis
Dikkati Grafik

Evrisimli Sinir Ag1) modeli bireysel ve ugtan

olmaktadir.

Artirllmig  Uyarlanabilir
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uca Ogrenme ile grafik esnekligi saglayarak
uyumlulugu artirmaktadir. Model mekan-
zaman-yon dikkat modeli ile iistlin performans
gostermektedir [19]. GCN’ler 3 boyutlu uzayda
yiikksek basar1 elde etmektedir. Grafikler
iizerinde yapilan c¢aligmalarinda basarilar
kendilerini  kanmitlamistir. Farkli  sekillerde
basarilar1 bilinse de hiperbolik durumlarda
sorunlarla yasamaktadirlar. Bu sorunu asmak
icin gelistirilen HGCN modeli 6znitelikleri
dogru
belirlemesiyle GCN

analiz ederek egrilik seviyesini
islemlerini
gerceklestirmektedir. Giris oOzellikleri 6klid
olan Hiperbolik GCN her katmanda egitim
yaparak verimini arttirmaktadir [20]. Grafik
modellerde sekiz model hem fazla c¢aligma
sayist ile hem de kullanimindan dolay1r 6ne
cikmaktadir. Sekil 2’de bu modellerle ilgili
makalelerin  sayisini, Sekil 3’te ise bu
modellerle ilgi yazilmis olan makalelerin
oranlarin1  Sekil 4’te ise zaman igerisinde

kullanimlarim gdsteren grafikler verilmistir.

Diflizyon — evrisim iglemlerinin tanitimi ve
kullaniminin baglanmasiyla, diflizyon kullanan
grafiksel verilerden 6grenme gereksinimi ve
diigiim siniflandirma yonteminin kullanimi igin
DCNN modeli gelistirilmistir. Modelin 06ne
cikan Ozelligi, grafiksel verilerde gizli temsiller
ile birlikte ¢ok boyutlu verilerin geometrik
nesneler ile temsil edilmesine olanak
tanmimasidir [21]. DCNN’ler farkli alanlarda
kullanilmaktadir. Bu alanlardan birisi de tibb1
goriintiilemedir. Tibb1 goriintiileme yontemleri
veri biliminin gelismesi ve veri setlerinin
cogalmasiyla birlikte tahmin algoritmalari ile
kullanimi yayginlasmistir. Bu veri setlerinden

biri olan ChestX-rayl4, 14 farkli gogis

hastalig1 igin biiyiik veri olarak
kullanilmaktadir. DCNN’ler egitilerek
bilgisayarl tant sistemleri

olusturulabilmektedir. ~ ChestX-rayl4  veri
kiimesi DCNN ile kullanilmasiyla teshis
edilebilen egitilmis bir model gelistirilmistir

[22].
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Sekil 2: Makale sayisi.
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mGCN mDCNN m GAT mGraphSAGE m GraphTransformer m MPNN = SSE = MoNet
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Sekil 3: Yazilmis makalelerin yiizdelik orani.

Zaman i¢inde Kullanim

250
200 /A\
150
/ \ e GCN
100 DCNN
/ \ s GAT
50 GraphSAGE
e Graph Transformer
0 s MPNIN
2014|2015 (2016|2017 201820192020 2021 | 2022|2023
———GCN 0 0| 1|5 |28 |114|159 204|156 19| ~—SSE
e DCNN 0| 7 | 22|42 26|27 |31 |43|34]| 3 == MoNet
e GAT 0| 0| 0|1 3|9 |2 33|21 9
e GraphSAGE olo|o|1]2|1n 2|21 3
e GraphTransformer | 0 0 0 0 0 0 26 | 44 | 15
s MPNIN o|o|of1|0|1]10 12| 3
e SSE o|o|o|o|3|4]|5 710
e MONEE o|o0o| 1|0 4|34 210

Sekil 4: Modellerin zaman igerisindeki kullanimi.

DCNN’ler ayn1 zamanda yeni modellere ilham

olmustur. DCRNN (Diffusion Convolutional

Recurrent  Neural Network Difiizyon

Evrigimli Tekrarlayan Sinir Ag1) modeli, uzay-

zamansal tahmini verimli bir sekilde
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kullanmakta ve sinirbilim, ulagim ile iklim
alanlarinda tahmin gergeklestirmektedir. Trafik
tahmini sinir aglar tarafindan yaygin kullanilan
ve deneyler yapilan bir modeldir. Trafik

akisinin bir grafik {izerinde modellenmesi ve
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mekansal-zamansal bagimliligi kullanan trafik
tahmini icin grafiklerde ¢ift yonlii yiiriiyiisler
[23]. DCRNN
geligtirilen bir bagka modelde

kullanmaktadir izerinden
ise trafik
tahminin yam sira tikamiklik tahmini de

yapilmistir [24].

GAT,
kullanarak grafik kivrim ve yaklasimlarinda
eksikliklerin  giderilmesi

gelistirilmis bir GNN modelidir [25]. Iliskisel

maskeli O0z-dikkat  katmanlarini

bulunan i¢cin
grafik evrisim aglarmin egitilmesi ile iliskisel
grafik dikkat aglari modeli olusturulmustur.
liskisel dikkat aglarmin asil amaci molekiiler
grafiklere ¢oziim tretmektir. Yapilan deneyler
sonucunda modelin iliskisel GCN’lere gore
basarisiz oldugu gortilmistiir [26]. GNN’lerde
mevcut anlayislardan

birisi es yOnsiiz

modellerin gelistirilmesinin  gerekli oldugu
yoniinde olmustur. Anizotropik modellerin
izotropik modellerden daha basarili olacagi
diistiniilmiis ayrica grafik dikkat aglar ile
karsilastirmali bir model gelistirilmistir. EGC
(Efficient Graph Convolution — Verimli Grafik
Evrisim), mekansal degisim uyarlanabilirlik
filtreleri ile modellenerek GAT’lara rakip
olmustur [27]. Grafik dikkat aglar1 basarisini
sadece pozitif baglantili aglarda saglamaktadir.
Pozitif ve negatif baglantilarda verimli degildir.
Bu sebeple GAT gelistirilerek SIGAT (Signed
Graph Attention Networks — Imzali Grafik
Dikkat Aglar1) modeli gelistirilmistir. Modelin
asil amaci, agdaki mesajlar1 toplamak ve
yaymaktir. Bu amag¢ icin denge ve durum
teorilerini genelleyerek imzali baglanti tahmini
yapmaktadir. Model benzer model SGCN
(Signed Graph Convolutional Network — imzali
Grafik  Evrisim  Ag)

ve ag gomme
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yontemlerinden daha verimli sonuglar almistir
[28]. Model baglanti tahmini goérevi igin
uzere

da

kullanilmak yenilenerek  isaretli

baglantilar tahmin edebilme o&zelligi
kazandirilmigtir. wsGAT olarak bilinen model,
SGCN ve GCNII ile karsilastirildiginda daha
verimli bir sonu¢ vermistir [29]. GNN’lerin
baska bir sorunu olan mevcut komsu ortalama
yapilarina GAT’lar ile bir bakis saglanmstir.
Mesafe dagilim bilgisini konum ve uzaysal
degerler ile hesaplayan model digimi i¢
oOzellikleri ile bir araya getirerek vektor
uzayinda toplamaktadir. DHSEGAT (Distance
and Hop-wise Structures Encoding Enhanced
Graph Attention Networks — Mesafe ve Hop-
wise Yapilari Kodlama Gelistirilmis Grafik
Dikkat Aglar1), gomme vektorlerinde basari
saglayarak verimli sonuglar elde etmistir [30].
Bir baska kullanim alani ise anomali tespitidir.
Anomali tespiti, veri icerisinde beklenilmeyen
durum ve kaliplarin  bulundugu tespit
yontemidir. GAT tespit lizerinde ¢ok degiskenli
zaman kullanmaktadir. Bu sebeple tespit veri
madenciligi ve endiistriyel anlamda 6nem arz
etmektedir. En biiyiik sorun ise farkli zaman
dilimlerinin birbirlerinde hata olusturmasi ve
birbirleri ile etkilesime gecememesidir. Bu
duruma ¢dziim olarak kendi denetimini kendisi
yapabilen bir model gelistirilmis, paralel olarak

zaman serileri islenmistir [31].

GraphSAGE, tek tek gozlemlemeye dayal
olarak gelistirilmis bir c¢ergeve modeldir.
Diigiimler GNN’lerde bir¢cok farkli alanda
kullanilmaktadir. Diigiim gémme egitimlerinin
basinda gelen sorun ise tim diiglimlerin

bilinmesi  durumudur.  Goriinmeyen  ve

bilinmeyen diiglimler igin Onceki yillarda
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gelistirilmis olan diigim gdmme modelleri
islevselligini kaybetmektedir. Bu sebeple metin
tabanli ve tek tek gozlemlemeye dayali
ogrenme gerceklestirilen GraphSAGE modeli
gelistirilmistir. Modelin ¢aligma prensibi komsu
orneklemeye dayanmaktadir [32]. Grafik temsil
Ogrenmesi i¢in en gelismis cer¢eve olan
GNN’ler, komsu 6zellikleri iizerinden ¢ikarim
yapabilmektedir. Gelistirilen modeller
genellikle tek tip grafik yapilart {izerine
dayanmaktadir. Farkli grafik yapilarinda
modeller basarisiz olmakta ve bu GNN’ler
icerisinde bir sorun haline gelmektedir.
GNN’lerde modellerin ayirt etme giicii igin
Weisfeiler-Lehman

gelistirilen cizge

izomorfizm testi olarak

yaygin
kullanilmaktadir. Test ayrica grafik cekirdegi
tasarimu i¢in de kullanilmaktadir. Test analiz
isleminde kullanilirken ayni kategori ya da
benzer bigimli grafikler icerisinde es yap1 yani
esbicim olarak ayirt etmektedir. Testin farkli
alanlarda kullanilmasi ve akademik gelisim
sebebiyle benzer modelleri ortaya ¢ikmistir [33-
34]. Giinliimiizde siber giivenligin gelisimi ve bu
gelisime ek olarak siber tehdit kavraminin
ortaya ¢ikarak yayginlasmast GNN modellerine
etki etmistir. Bu durum karsisinda en 6nemli
gorevlerden birisi de izinsiz giris tespiti
olmaktadir. Gelistirilen modeller ¢ogunlukla ag
topolojisi lizerine olsa da farkli alt alanlara da
deginilmesi yeni gdérev ve modellerin ortaya
¢ikmasimi saglamaktadir. izinsiz giris tespiti,
farkina varirken veri

yetkisiz ~ giriglerin

biitiinligiinic de  koruma  temelindedir.
GraphSAGE modeli temellestirilerek izinsiz
giris icin E-GraphSAGE modeli

olusturulmustur. Bu modelde temel fikir GNN

tespiti
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tizerinden genellestirme yaparak modelin

izinsiz giris tespiti iizerinde kullanilmasi

amaclanmaktadir. Model islem yaparken
orijinal bilgi verisini korumakta ayrica az
seviye simiflarda da iyilestirme yapmaktadir
[35]. Izinsiz giris tespiti GraphSAGE modelleri
icin  bir
Gelistirilen baska bir model GNN tabaninda
NIDS (Network Intrusion Detection System —

baslangic  noktast  olmaktadir.

Ag Saldirt Tespit Sistemi) kullanarak analiz
yapmaktadir. Model temelinde DOS (Disk
Operating System — Disk Isletim Sistemi) ve
IoT (Internet of Things — Nesnelerin Interneti)
baglantilarinda bulunan ag izinsiz giris tespitleri
icin  gelistirilmistir. Modelin  gelismislik
seviyesi yiliksek ayrica ag anormalligi tespit
etme yetenegiyle de on plana c¢ikmaktadir.
basarisini

Yapilan sonucunda

kanitlamis NIDS’lar

deneyler
uzerinde farkli veri
edilerek

GNN modelleri

test
[36].

giivenlik alaninda bir¢ok farkli model ortaya

kiimeleri  ile basarisini

pekistirmistir siber
cikarmustir. izinsiz giris tespiti disinda siber
giivenlik alaninin temel konularindan olan ve
ayrica bircok makale ve tez ile incelenen zararl
yazilim tespiti, GNN modelleri igin de biiyiik
LIN (Leaping

Information Networks — Sigrayan Bilgi Aglari)

bir O6nem arz -etmektedir.

modelleri ile tanmtilan ve JK (Jumping

Knowledge — Atlama Bilgisi) mimarisi olarak
bilinen komsuluktan yararlanan GNN modeli
ile  birlestirilmigtir.  LIN  analiz  i¢in
kullanilmakta ve o6zellik-uyum gorevlerini
kolaylastirmaktadir. Program gorevleri ve
gorev arast etkilesim iletisimi i¢in kullanilan
Android FCGs (Function Call Graphs — Islev

Iletisim Grafikleri) gorev igin iletisim temelinde
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kaliplar1 analiz ederek c¢aligmaktadir. GNN
sorunu olan agir1 yumusatma i¢in kullanilan
atlama bilgisi sorunu en diisiik seviyeye

indirerek verimi yiikseltmektedir [37-38]. Bir

baska gorev  digim  Ogrenmesi igin
GraphSAGE modelleri aktif olarak
kullanilmaktadir. Diigiim Ogrenmesi

gorevindeki ana temel bellek verimliligi artirimi
ve dugim c¢ikarimlarindaki hesaplamalar
olmaktadir. GraphSAGE bu zorluklar1 basart ile
asmakta, yiiksek dogrulugu elde etmektedir.
Gelistirilen model veri temelinde diigiim

[39].

Ogrenmesi gorevi farklt gorevlerin toplami

orneklemesi  yapmaktadir Diigiim
olarak da tanimlanabilir. Bu gorevlerden birisi
siniflandirma  gorevidir.

model temelinde GCN kullanilarak

digiim DropEdge
isimli
gelistirilmigtir. Model egitimlerini engelleyen
baslica faktorler olan asir1 yumusatma ve

sigdirmanin  zorluklarina karg1  gelistirilen

model veri artinmmi ve mesaj gegislerini

azaltarak bu zorluklar1 agabilmektedir. Model
GraphSAGE, ResGCN ve JKNet ile
birlestirilerek farkli veri setleri lizerinde basart
gostermistir [40]. GCN modelleri GNN’lerde
modeller ile

yaygin kullanimi  ve farkli

birlestirilmesi ile Ustiin performans

saglamaktadir. Yar1 denetimli Ogrenme ve

grafik 6grenmede yerlestirmelerin denetimsiz

O0grenimi  konularin1  birlestirerek N-GCN
modelini olusturmustur. Modelin  basarisi
birden fazla GCN’i egitmesi ve ¢ikt
kombinasyonu  Ogrenmesi  ile  kendini

kanitlamustir. N-GCN modeli GraphSAGE ile
tekrar modellenerek bozulmalara karsi N-

SAGE modelinin temelini olusturmustur [41].
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Grafik doniistliricti  sinir aglari, rastgele
grafikler i¢in gelistirilmis sinir ag1 mimarisidir.
GraphTransformator adi ile bilinen ag, NLP
(Natural Language Processing — Dogal Dil
Isleme) icin tasarlanmus, diigiim &zelliklerinin
belirsizligi, grafik topolojisinin 6nem arz ettigi
ve temelden 6ngori verimsizligi ile zorluklar
cikarmakta ve diisiik verim elde etmektedir. {1k
modele nazaran sonradan gelistirilen modellere
dikkat katmani, konumsal kodlama, katman
normalizasyonu ve baglant1 tahmini gorevlerini
gergeklestirecek eklemeler ile model verimli
hale getirilmektedir. Mimari her ne kadar basit
olarak tanimlanmis olsa da gelecek calismalara
ornek olacagi savunulmustur. Grafik dikkat
katmani grafik donistiiriicli sinir aglar1 i¢in de
diger modellerde oldugu gibi Onem arz
etmektedir [42]. GNN’ler farkli kenar ve diigiim
sayisindan heterojen

olusan grafiklerin

ogrenmelerinde  biiyilk bir sorun teskil
etmektedir. Grafik doniistiiriicii aglari bu soruna
deginerek giriiltii engellemeli ve diigim
temsillerini 6grenebilen bir model olmaktadir.
Bu sorun igin gelistirilen model standart grafik
donistiirticli aglarina gore 230 kat daha hiz ve
az bellek kullanimu ile verimini gdstermektedir.
Model hiz1 ve verimi sebebiyle FastGTN (Fast
Graph Transformer Networks — Hizli Grafik
Doniistiiriicii Ag) adin1 almaktadir [43]. Grafik
doniistiiriicti aglarinin dil islemede kullanim
yaygimlagmaktadir. Uzakdogu dilleri, batili
dillere gore daha zor Ogrenme seviyesinde
oldugundan Ogrenim hem Onemli bir hale
gelmekte hem de anlamsallik sebebiyle
zorlagsmaktadir. Bu sebepten grafik doniistiiriicii
aglart dil isleme konusunda farkli ¢aligmalar

ortaya ¢ikarmustir. Bu ¢alismalardan birisi de
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LET (Linguistic Knowledge Enhanced Graph
Transformer — Dil Bilgisi Gelismis Grafik
Doniistiiriicii) modelidir. Model Cin dili {izerine
gelistirilmis ve anlamsal-yazim sorunlarina
elde [44]. Grafik

dondstiiriicii aglari, farkli kullanici davranisi,

karsi  verim etmigtir
bilgi tabanli &gelerde iligkisel c¢ikarim ve
kullanici-6ge ozellikleri gibi farkli zorluklarla
ilgilenmektedir. Modeller zorluklara kars1
verimlilik alma ve zorluklara son verme amagl
gelistirilmektedir. Bu zorluklara karsi olarak
KHGT (Knowledge-Enhanced Hierarchical
Graph Transformer Network - Bilgiyle
Gelistirilmis Hiyerarsik Grafik Doniistiiriicii
Ag) modeli gelistirilmistir. Model kullanici-6ge

arasindaki etkilesim oOzelliklerini arastirirken

tiirlere ozel davranisg durumlart
belirleyebilmektedir. Ayrica model tahmin
gorevlerinde hedef davranisi  kullanarak
etkilesimi  ayirt  edebilmektedir  [45].

GraphTransformatér modelleri ayni zamanda

biyoloji ve  kimya grafiklerinde de
kullanilmaktadir. Ilag kesfi icin en Onemli
konulardan olan ara yiiz temas tahminine
yonelik hesaplamalarda dogruluk seviyesi
yiiksek olmalidir. Bu yiikseklik grafik doniisiim
de

modellerinde incelenerek verimin

agi

artirtlmast  saglanmistir. Bu durum grafik
doniisiim aglarimin zengin &grenmede etkili

oldugunu gostermektedir [46].

GNN’lerin bilisim disinda da birgok farkl
alanda kullanildig1 bilinmektedir. GNN’ler;
kimya, biyoloji, malzeme bilimi ve ila¢ kesfi
molekiiler grafikler {izerinde

gibi basarilt

olmaktadir. Modellerin ¢alismasinda  giris
parametre degerlerini hesaplamak igin mesaj

gecis algoritmalar kullanilmaktadir. Bu durum
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MPNN’nin ortaya ¢ikmasinda etkili olmustur
[47]. Molekiiler

aragtirmalarda kullanilmasi MPNN’lere deger

grafiklerin ~ bilimsel
katmigtir. Fakat standart modellerde bulunan
diiglim aras1 mesafe kullanimimin grafik temsil
edilmesi ve yon bilgisinin dikkate alinmamasi
mesaj ileten aglarda zorluklar olusturmaktadir.
Bu zorluklara karsilik DimeNet (Directional
Message Passing Neural Network — Yonli
Mesaj Gegiren Sinir Ag1) modeli gelistirilerek,
mesajlarin  yonler ile iliskilendirilmesiyle
esdegerlik kazanilmaktadir. Model yon bilgisini
diigiimler arasindaki agilar1 doniistiirerek elde
etmektedir. Gelistirilme siirecinde dik ve
verimli temsil olusturulmak icin global Bassel
fonksiyonlar1 ve harmonikleri kullanilmustir.
Deneyler sonucu yaygin kullanilan ve etki-tepki
prensiplerine dayanan gauss radyal tabam
kullanilarak gelistirilmis olan modellerden daha
fazla verimli oldugu kanitlanmistir. RBNN
(Radial Basis Neural Network — Radyal Tabanl
Yapay Sinir Aglar1) biyolojide basarisini

kanitlamig sinir ag1 modeli olurken MPNN

modelleri molekiiler grafiklerde basarisini
kanitlayarak RBNN  modellerini  geride
birakmistir  [48,49]. Molekiiler  grafikler
arasinda  yayginlasan MPNN  modelleri

grafiklerin arasinda mesafe Ol¢iimi i¢in de
kullanilmaktadir. Mesafe 6l¢iimiinde modelleri
zorlayan hesaplama karmasikligi, geometrik
derin Ogrenme yontemleri ile ortadan
kaldirilmaktadir. Bu verimi saglayabilmek i¢in
ikiz sinir ag1 olarak bilinen ve ¢iktilan

kargilastirabilir  bir sekilde esit seviye
hesaplamaya dayali SNN (Siamese Neural
Network — Siyam Sinir Ag1) kullanilmaktadir

[50]. MPNN’lerde bulunan bir bagka durum ise
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seyrek  grafiklerde basarisim  kanitlamig

olmasina ragmen karmagik grafiklere olan

uyarlamalart  verimli fakat teoride sinirlt

durumda olmasidir. WL testi birgok modelde
kullanildigt ~ gibi  MPNN  modellerinin
bazilarinda da kullanilmaktadir. Buradaki asil
amag alanda

spektral yerellestirmektir.

Kullanim  sonucunda alt goérev olarak
tanimlanan gorevlerde de basar1 gostermektedir

[51].

Grafiklerde sinir ag1 tabaninda gelistirilen
modeller c¢ogunlukla bir sorun nedeniyle
gelisime ihtiyag duymaktadir. Geleneksel
algoritmalar bu durumlar karsisinda yetersiz
oldugundan farkl kararl modeller
gelistirilmektedir. Bu algoritmalardan birisi de
otomatik, Olgeklenebilir ve etkili model olan
ayrica gomme temsili ile giincellemeler
arasinda sabitlik saglayarak yansitabilen SSE
algoritmasidir [52]. Veri setleri analizinde
bulunan karmasiklik, grafiklerde diizenleme ve
sabit parametre sorunlari SGD (Stochastic
Gradient Descent — Stokastik Gradyan Inisi)
algoritmalariyla  diizenlenmektedir. ~ SGD
tabaninda gelistirilen SSE modelinde biiyiik
Olclide sinir ag1 egitimi icin kullanilmustir.
Model ile SSE tabanli iki fakli algoritma (SSE-
Graph, SSE-SE) gelistirilmis ayrica grafik
gomme kullanilarak agirlik azaltma ile yiliksek

performansa ulagmasi saglanmistir [53]. SSE

algoritmas1 ayrica olay tahmini i¢in de
kullanilmaktadir. Olay tahmini genellikle
mithendislikte = ve  karmasik  sistemlerin

analizinde kullanilmaktadir. Model temelinde
LSF (Limit-State Function — Limit Durum
Fonksiyonu), SSE modeline uyarlayarak yeni

modeli ortaya c¢ikarmustir. SSER (Spectral
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Embedding-Based Reliability — Stokastik
Sprektral Tabanli Giivenilirlik) modeli hata
ihtimalini hesaplayarak eleme yontemiyle

caligmaktadir [54].

GNN i¢in 65 farkli model olsa da genellikle
yaygin kullannm GCN, DCNN, GAT,
GraphSAGE, GraphTransformer, SSE ve
MoNet modellerinden olusmaktadir. MoNet
karisim  modeli olarak

modeli, sinir  ag1

tanimlanmaktadir. MoNet temelinde derin
O0grenmeye dayanan bir algoritmadir. CNN
modellerinde konugsma tanima, dil isleme,
bilgisayarl gorii, akustik sinyaller ve goriintii
analizi gorevleri grafik ve oklid diizlemlerinde
karsilastig1 sorunlar sebebiyle geometrik derin
O0grenme kavramini ortaya c¢ikarmistir. Farkli
modeller bu alan tizerine gergeklesse de CNN
temelinde GNN’ler gelistirilmis ve bu
modellere artan ilgi sayesinde hizli bir gelisim
gostermistir [55]. Sinir aglar1 bu alanlar disinda
gelecek tahmini, otonom siiriis, akilli sistem
giivenligi ve nokta bulutlar1 gibi bir¢ok alanda
da kullanilmaktadir. Akilli ara¢ sistemlerinde
3B nokta bulutlari bilgi modellemesi ve
algilama gibi sebeplerden dolay1 6nem arz
etmektedir. Diizensiz yapilart ve
yapilandirilmamis olma sebeplerinden dolay1
tahminlerde zorluk olusturmaktadir. Bu zorluga
karsilik, hareket 6zelligi tanitim1 ve grafiksel

hareket bilgisi tahminini yakalayacak bir model

gelistirilmigtir. MoNet adi birgok farkl
modelde CNN ve GNN temelinde
gelistirilmistir.  Belirlenen iki  6zelliginde

zaman-uzay durumunu tahmin etmek igin

MotionRNN tekrarlayan sinir agi

gelistirilmistir. MoNet algoritmasi bu sorunlara

CNN ve RNN baglantilar1 yardimi ile ¢6zim
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bulmakta ayrica dikkat tabanimi da hareket
katmanina yerlestirmektedir [56]. Ayn sekilde
MoNet algoritmalart tespit islemi icin de
kullanilmaktadir. Bir baska MoNet modeli
coklu goriintii akis1 kullanarak yari denetimli
O0grenme modeli anahtar nokta detektorii olarak
modellenmistir. Insan olmayan tiirlerde yani
genellestirilmis konularda ve biiyiik nitelikli
bulunan  veriler

aciklama  gereksinimi

diisiiniilerek islenmistir. Egitim esnasinda
hesaplama sorunu, karmasiklik ve ornekleme
uyusmasini 6nemli Olgiide azaltmaktadir. Bu
sayede modelin verimi artmakta ayrica iki
goriinim yontem ile de karsilastirma
yapmaktadir. Model insan-kopek-maymun gibi
farkli  tir grafiklerde kilit noktalarin
yerellestirebilmektedir. Yart denetimli model
olan MoNet tarafindan belirli sayida
etiketlenmis ve farkl tiir varliklarin kilit nokta
tespiti  yapilmistir. Ayrica modelde poz
algilama kullanilarak 3 boyutlu yapilandirma
revize edilebilmektedir [57]. Ayrica Sekil 5°te
grafik modeller ile ilgili yazilmis makalelerin
yiizdelik dilimleri ve en fazla kullanilan

modellerin grafigi goriilmektedir.

Veri kiimeleri modellerin  denenmesi  ve

verimlerini  gOstermeleri i¢in en Onemli
etmenlerden birisi olmustur. Tablo 3’te en fazla
kullanilan modellerin hangi veri setleri ile test
edildigi gosterilmistir. Tabloda gdsterilen sekiz
model disinda en fazla 6rnek veren modeller
LightGCN, DGCNN, GIN, ARMA ve RGCN
modelleri olmustur. Modeller GCN tabaninda

geligtirilmistir.
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Makale Sayisi

B GCN EDCNN

B GAT B GraphSAGE
B GraphTransformator = MPNN

H SSE HMONET
B DGCNN HARMA

B GIN B LightGCN
B RGCN B SchNet

B GGS-NNs H DiffPool

B AGCN B GNS

B GCNII B FastGCN
mDGI H CGNN

B BiGCN B DGCNN
B TGN B ChebNet
B RE-NET E GNNLL

B GCNFN B GATvV2
ELGCL B GaAN

Sekil 5: Yazilmig makale sayis1 yiizdelik orani.
LightGCN modeli, GCN
bir

olarak

GCN’ler

tabanli
gelistirilmis modeldir.
siniflandirma goérevi i¢in tasarlanmis olmalarina
ragmen ritimsel bozukluk analizi
yapamamaktadir. GCN’lerde 6zellik doniistimii
ve dogrusal olmayan etkinlik tasarimlarinin
ortak bir filtre ile birlestirilmesi sonucu yapilan
deneylerle az da olsa verimin arttig
gbzlemlenmistir. Bu iki tasarimin dahil olmasi
verimi arttirmasina ragmen egitim zorlugu
olusturmaktadir. Bu zorlugun asimi igin
LightGCN komgulugu etken alarak kullanici-
Ogretim  tabaninda  katmanlara  yayilim
yapmaktadir. Bunun sonucunda agirlik toplami
kullanilir ve rasyonel analizler elde edilir.
NGCF (Neural Graph Collaborative Filtering —
Noéral Grafik Isbirlikci Filtreleme) modeline

gore daha fazla verim sergilemektedir [58].
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UltraGCN ise LightGCN igerisinde bulunan
mesaj gegis katmani sorununu katman atlamast
ile basitlestirerek kenar agirlig1 atamaktadir. Bu
sayede model kolay egitilmekte ve verimi
artmaktadir. LightGCN ile yapilan
karsilastirmasinda 10 kat fazla verim ve hiz elde
etmistir [59].

Tablo 3: Grafik modellerde yaygin kullanilan

veri kiimeleri ve modeller.

Veri G G
Kiimesi S T

ZZ o
Z00
ZZ00

G
A
T

X|zz1vZ
mwwn
X|woZ0Z

Pubmed
Reddit
oGB
PPI1
CORA
Nell
ZINC

X X

EgoGesture

ImageNet

PASCAL
VOC

COCO
OHSUMED
CIFAR 10
Flickr30k

X|X| X | X|[X|X|X[X|X]|X|X]|X

Citeeser

Cluster

Pattern

OpenAl
Gym
Human3.6
M

Faust
MNIST

XIX| X | X [ X|X[X[|X|X[X|X|X|X[X|X|X[X|X|X|X]|X

CNN’lerin  kullanim alanlarindan birisi de

grafik benzerlik esleme gorevidir. Bu gorev icin

GCN’ler  gelistirilmis  ancak  gelistirilen
modeller diizenli verilere odaklanmig ve
basarilarim1  burada yakalamistir.  Analiz

esnasinda sabit forma gecilmektedir ve bu gegis
siirecinde veriler diizensizlesebilmektedir. Bu

soruna ¢6ziim olarak DGCL (Disordered Graph
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Convolutional Layer — Diizensiz Grafik Evrigim
Katman) gelistirilmis, Gauss modeli ile revize
DGCNN  (Disordered  Graph

Convolutional Network — Diizensiz

edilerek
Neural
Grafik Evrisim Sinir Ag1) modellenmistir [60].
DGCNN bilgiyi

karakterlestirerek faydali o6zellik c¢ikarimi ve

modeli, zengin
grafik anlam-tutarliik okumasinda zorluk
yasamaktadir. Bu zorlugun da asilmasi igin
SortPooling katmani tasarlanmis ve vektorel
doniisiime gerek kalmaksizin orijinal grafik
egitimi yapabilmektedir [61]. DGCNN modeli
genisletilerek 3B nesne algi mimarisi ile
nesneyi tahmin etme gorevinde kullanilmistir.
Model otonom giivenlik konusunda yiiksek

verim elde etmektedir [62].

Grafik  Izomorfizm WL  testini

agi,
genellestirerek modellerde ayirt edici giicii
arttirmaktadir. Modelin amac grafik ve diigiim
smiflandirma gorevlerini verimli bir sekilde
yerine getirebilmektir [33]. GNN modelleri
saglik  alaninda da  farkli  alanlarda
kullanilmaktadir. Son yillarda farkli modeller
gelistirilmis bu modellerden birisi de fMRI
(Functional Magnetic Resonance Imaging —
Fonksiyonel Manyetik Rezonans Goriintii)
verileri iizerine olmustur. Komsuluk matrisini
kullanarak kaydirma yapilmasi ile ikili analiz
yontemi kullamlmaktadir. ikili analiz sayesinde
gorsellestirme yapilabilmekte ve model beynin
elde

gorsellestirme verim

edebilmektedir

deneylerinde
[63]. GNN’ler

polinom filtrelere dayanmaktadir.

genellikle
spektral
Frekans tepkisi, kiiresel yapr yakalama ve
giiriiltii dayanikliligr saglayan ayrica esnek bir
filtre olan ARMA, egitim igin verimli ve

Ozyineleme sayesinde daginik formiile sahiptir.
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Grafik regresyonu, yar1 denetimli siniflandirma,

grafik  sinyal smiflandirma ve  grafik
simiflandirma gorevlerinde kullanilan ARMA,
verimli  bir katman olarak  kullanim
yayginlagsmaktadir [64]. ARMA ayni zamanda
bilgi dnem diizeyinin yiiksek oldugu gorevler
icin de modellenmistir. Cikis bilgilerinin tiim
girdileri kapsamastyla kendisini egitebilmekte
ve evrisime indirgemektedir [65]. RGCN, bilgi
grafiklerinin bilgi okuma ve yanit arama amacl
gelistirilmis GNN modelidir. Bu gorevler
neticesinde eksik bilgilerin kurtarilmasini
saglayan baglanti tahmini yapabilmekte ayrica
eksik nitelikleri kurtararak bilgi alisini saglayan
varlik smiflandirmasi gorevlerini basariyla
tamamlamaktadir. RGCN modeli gergeksel
bilgi veri tabani deneylerinde basari elde etmig
ve tahmin-simiflandirma igin bagimsiz bir
model oldugunu kanitlamistir [66]. Model diger
modellerde de sikga karsilagildigi iizere
aragtirmacilar tarafindan giincellenerek diigiim
siiflandirma gorevi icin yeniden
modellenmistir. Test siiresince kiyaslamali bilgi
grafikleri kullanilarak modelin  veriminin
yiiksek oldugu hesaplanmstir. Iliskisel veri
tahmini ve modellemesi yapabilen RGCN,
Ozne-nesne-iligki arasindaki baglantiy1 basarili

bir sekilde kurabilmektedir [67].

Bu ¢alisma kapsaminda en fazla makale yazilan
modeller incelenerek karsilagtirilmigtir. Toplam
65 ana model arasindan yaygin kullanilan 11
model detayl olarak ele alinmistir. Sekil 6’da
yazilan makalelerin adet grafigi goriilmekte
ayrica tiim modeller en az bir kaynak ¢aligsma ile

elde edilmistir.
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Sekil 6: Makale sayisi.

Grafik modeller iginde 51 farkli model daha
bulunmaktadir. ilk incelenen SchNet modeli
kesin konum ayrismasi sonrasi bilgi kaybi
sorununa gelistirilmis filtreli bir evrisim
katmanidir. Kuantum ve molekiiler grafikler
tizerinde diigiim arasi kuvvet ile toplam enerji
ortak modeli olusturulmustur [68]. Grafik
modeller girdi 6znitelik 6grenmesi iizerinde de
calismaktadir. Optimizasyon gereksinimi ve
kapili tekrar katmanlarimin verimi artirma
diisiincesi ile GGS-NN modeli ortaya ¢ikmustir.
Grafik tabanli iglemlerde dizi tabanina sahip
olan LSTM modelleri gibi modellere gore daha
kapsamli bir model olmustur [69]. Grafik

yapilarindaki boyutsal-baglantisal farkliliklar
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ve karmagikliklar yeni modellerin gelismesine
ilham olan bir sorun olmustur. Rastgele
grafiklerde genellestirme ve esneklik saglayan
AGCN modeli, metrik O6grenme ile grafigi
verimli bir sekilde 6grenebilmektedir. Model
egitim sirasinda gorev odakli ve uyarlanabilir
model oldugu i¢in bu ismi almistir [70]. GNN
modellerinin hiyerarsik temsilleri 6grenememe
sorunu tahmin ve smiflandirma gérevleri i¢in
sorun teskil etmekte ve sinirlandirmaktadir. Bu
sebeple havuz modiilii olarak DiffPool
gelistirilmistir. Diffpool, katmanlarda bulunan
diigiimleri tiirevlemeye yarayan bir egitim ile
ogrenmesini gergeklestirir. Egitim sonucunda
esleme ve girisi olusturabilme yetenegini
kazanmaktadir. Model deneyler ile birlikte %5-
%10 arasi iyilestirme sagladig1 gézlemlenmistir
[71]. Bir baska deneyde ise DiffPool modelinin
popular siniflandirma dogrulugu dikkat ¢ekmis
ve GCN, TAGCN ve GraphSAGE modelleri ile
kargilastirma yapilmigtir. TAGCN (Topology
Adaptive Graph Convolutional Network -
Topoloji Uyarlanabilir Grafik Evrisimsel Ag)
modelinin diger iki modele gore daha fazla
elde [72].

Miihendislik ve doga bilimleri alanlarinda

verim ettigi  gézlemlenmigtir
malzeme tahmini Onemli bir gorev olarak
kullanilmaktadir. Kristal grafiklerde karmasik
goriiniim sebebiyle gerceklesen zorluk uzay-
bilgi dengelemesi ile tahminini basarili bir
sekilde gerceklestirmistir. Aragtirma
neticesinde bag mesafesi kullanmayan modelin
daha oldugu
CGNN’ler (Cyristal) toplu 6zellik tahmini ile

Model iki farkh

verimli gozlemlenmis ve

kendini One ¢ikarmustir.

siniflandirma  kullanmis,  simiflandirmanin

merkezine ise bant boslugu-manyetizma
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bilgisini koymaktadir. Arastirmalar sonucunda
taramadan yiiksek verim saglanmis Ayrica veri
da atifta

madenciligi kavramlarina

bulunulmustur [73]. Katman bosgluklarinda
bulunan bosluklar analizi etkilemekte ve bu
etkiyi en az seviyeye indirmek i¢in DCGAN
(Deep Convolutional Generative Adversarial
Network — Derin Evrisimli Uretken Diisman
Ag1) gelistirilmis fakat modelin kendini siirekli
yenileyebilmesi i¢in revize edilerek CGNN
(Continuously Generative Neural Networks —
Siirekli Uretken  Sinir

Model

Aglar1) modelleri
ters

kararlilik

gelistirilmistir. problemlere

odaklanmakta ve tahmini
tiiretmektedir. Simiilasyon i¢in de kullanilan
model gorlintii  bulaniklagtirma konusunda
basarisini kanitlamistir [74]. GNN’lerin diigim
topoloji ve diiglime 6zgii ayrimlarda sorunlar
yasadig1 bilinmekte ayrica bu sorun lizerine de
bir¢ok Bu
modellerden biri de CGNN (Curvature Graph

Neural Network — Egrilik Grafigi Sinir Ag1)

model gelistirilmektedir.

modelidir. Model grafik igerisinde bulunan

egriliklerden yararlanarak GNN’ye

uyarlanabilmektedir. ~ Negatif egrilik isleme
modiilii ve egrilik normallestirme modiili
kullanilarak komsu digiim agirhigr elde
edilmektedir. Deneyler sentetik ve reel diinya
verileri iizerinde gerceklestirilmistir. Modelin
en Onemli oOzelligi ise topoloji kullanimimin
derinlestirilmesi ve egrilik ile komsu diigiim
onemini gostermesidir [75]. Simiile sistemler
GNN modellerinde inceleme konusu olan
gorevlerden birisi olmugtur. Bu gorev {izerine
olan GNS

(Graphics Network Based Simulators — Grafik

gelistirilen modellerden birisi

Ag1 Tabanli Simiilatorler) modeli genellikle
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fiziksel sistemleri simile etmek i¢in

kullanilmaktadir. Calismast ise digiimler
fiziksel sistemi temsil ederken Ggrenilen mesaj
gecisi sayesinde dinamik hesaplanmaktadir
[76]. GCN modelleri sadece GNN i¢in degil
sinir aglari modelleri arasinda da en c¢ok
incelenen modellerden birisi olmaktadir. Fakat
bilinen GCN modelleri her ne kadar derin olsa
da yumusatma sorunu sebebiyle derinlige
karsilik s1g kalmaktadir. Bu soruna karsilik
GCNII modeli gelistirilmistir. Model her ne
kadar GCN tabaninda gelistirilmis olsa da ayr1
bir model olarak kabul edilmekte ve yiiksek
verimi ile basarisin1 gostermektedir [77]. CNN
modellerinden tiiretilen bir diger model ise
ChebNet’tir. Sayisal grafik ve matematiksel
tanimlamalar1 sayesinde evrisimli ve hizli
filtreler tasarlayabilmektedir. Yaygin kullanim
alanlari;  gortnti—konusma-video  temsili,
sosyal ag, beyin baglaclari ve metin gémme
alanlar1 olmaktadir [78]. GCN modelleri egitim
ve test verileri {izerinden  Ogrenme
gergeklestirmektedir. Bu durum biyik ve
karmagik  veriler igin Ogrenme zorlugu
olugturmaktadir. Zorlugu ortadan kaldirmak
icin kullanilan integral doniisiimleri sayesinde,
egitim i¢in verim arttinlmustir.  Integral
doniisiimlerinin ¢ok sayida tekrar eden rastgele
orneklemelere karsilik niimerik sonuglar elde
edilen Monte Carlo yaklagimi kullanilmasi
cikarimlarda da  genelleme  yetenegini
artirmaktadir [79]. Denetimsiz &grenme ile
diiglim temsillerinin kullammu igin gelistirilen
DGI, yerlesik evrisim kullanarak karsilikli
bilgiyi ve {retilen temsilleri iist seviyeye
cikarmaktadir. Yama temsili Ozetleme ve alt
digiimler igin

O0grenim gorevlerini
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tekrarlamasiyla verim elde etmektedir. DGI
modelinin en 6nemli 6zelligi ise doniistiiriicii-
timevarimsal 6grenmenin uyarlanabilirligidir
[80]. GCN’lerde sinyaller ¢ogunlukla diisiik
gecigli filtreler ile tasarlanmaktadir. Bunun
baslica sebebi hesaplama maliyetinin diismesi
ve verimin arttirtlmasidir. BIGCN modelinde
ise ¢ift yonlii filtreler ile de verim alinabilecegi
ortaya atilmistir. Iki yonlii filtreleme dayanan
model, orijinal grafik ile birlikte gizli
Ozelliklerin baglant1 grafik sinyallerini de
filtreleyebilme yetenegine sahiptir. Modeli 6ne
cikaran ozellik ise karsilastirmada aldigi verimi
disinda giiglii giiriiltii 6nleme yetenegine sahip
olmasidir [81]. Derin 6grenme, GNN modelleri
icin ana caligma konularindan birisi olmasina
ragmen zamansal Ozellik gelisimi konusunda
¢ok sayida calisma bulunmamaktadir. Bu
dikkatini

dinamik grafiklerin temelinde zamansal olay

durum arastirmacilarin cekerek
dizilerini temsil eden bir O6grenme modeli
gelistirilmigtir. TGN grafik vektorii ve bellek
modiilii sayesinde es zamanda hesaplamalarda
bir [82].

Gorevlerin zamanlarla iliskilendirilmesi zaman-

verimli sonu¢  cikarmaktadir

bilgi grafigi icin bir sorun haline gelmektedir.

Modellerin ¢ogu ge¢mise dayali tahmin
kullanirken gelecek durumlar i¢in
yapamamaktadir.  Gelecek tahmini i¢in

gelistirilen RE-NET, zaman-bilgi grafiklerinin
geemis durumlarmi analiz ederek olasilik
dagilimlarin1  hesaplamaktadir. Calismasinda

tekrar eden olay kodlayic1 kullanirken
modelleme i¢cin de komsu bilgisi toplama
kullanilmaktadir [83]. Grafik modellerin bir
diger kullanim alani teyit ve tespit islemidir.

Sosyal medya platformlarinin = gelisimi  ve
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kullaniminin yayginlagsmasi neticesinde teyit
edilmis bilginin ve sahte haber tespitinin 6nemi
artmigtir. Yayilim odakli sahte bilgi tespitine
karsilik GNN kullanimi, metin bilgisine ihtiyag
duyulmadan GNN dogrulugu ne kadar kabul
edilir ve yeni olusturulan ya da gizli veriler ile
nasil analiz yapilir diisiincesi

Makine

ile ortaya

cikmustir. O0grenimi  modelleri
saldirilara karsi tam savunma gdsterememesi
sebebiyle sahte haber kaynaginin olusturacagi
etmenlere karsi duyarlilign diisiik olacaktir.
Egitilmis sistemlerde ise yeni ya da gizli veriler
beklenen verimi saglayamazsa bu duruma
karsilik yeniden egitilmesi gerekecektir. Tiim
siirec  diisiiniildigiinde uzun bir siireg
gerceklesecegi igin bir model gelistirilme
ihtiyact duyulmustur. Gelistirilen modele
GNNCL ad1 verilmis ve metin bilgisi olmadig1
stirecler i¢in de verimli oldugu gosterilmistir.
Model de cevaplanamayan diger sorun olan
farkli veri kiimesi egitimi ise deneyler sonucu
beklenildigi gibi disiikk performans gostermis
fakat denge konumuna getirilmistir [84]. Sahte
haber tespiti modellerde bagar1 yakalamasi ve
yayginlagmasi ile farkli modellere konu olmus
sadece sahte haber tespiti yapilan ve GCNFN
adinda bir model bile gelistirilmistir. Modelde
yayilim tabanli modiill kullanilarak igerik
kiyaslama, bagimsiz dil ve saldirilara kars
diren¢ yetenekleri kazandirilmistir. Geometrik
derin Ogrenme kullanim sayesinde profil,
etkinlik, yayilim ve sosyal grafik gibi heterojen
grafiklerin anlagilmast saglanmistir. Twitter
iizerinde yapilan testler neticesinde model
stratejik olarak da bagarisini gostermistir [85].
Tahmin goérevler her gegen giin kendisini
genisletmekte modellere firsat

ve yeni
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sunmaktadir. Tahmin gorevleri genellikle

sayilabilir Ozellik uzay1r ile es bigimlilik
gorevlerine odaklanmaktadir. Odak noktasina
gergek diinya girdileri ve gizli katman siirekli
birden

PNA

ozelliklerinde  eklenmesiyle cok

toplayici genellestiren modeli
gelistirilmistir. PNA ¢oklu toplama ile birden
fazla gorevi gercek diinya girdileri ile analiz
ederek islem yapmaktadir [86]. Karsilastirma
yapimi grafik modeller arasinda gorevlerde
yaygin olarak kullanilmaktadir. Dil isleme ve
bilgisayarli gorii kullanarak ag topolojik

kendi kendine denetleme ile
GCC (Grafik Kontrastl

Kodlama — Graph Contrastive Coding) olarak

Ozelliklerini

modellemektedir.

adlandirilan model ag i¢i ve alt grafik 6rnegi
olarak igsel ve aktarilabilir yapisalligi ile kargit
ogrenme kullanmaktadir [87]. Model ayni
zamanda sonraki yillarda revize edilerek grafik
tabanli anomali tespiti i¢in kullanilmaktadir.
GCCAD (Graph Contrastive Coding Anomaly
Detection — Grafik Kontrasth Kodlama
Anomali Algilamasi) modeli grafik kontrasth
kodlama kullanarak tiim diigiim ortalamasini
denetimli olarak gerceklestirmektedir. Diisiik
etiket sayisi ve digim etiketi olusturma igin
kendi kendini denetleme yetenegi de modele
eklenmistir. Kars1

hedefe ulasim, siipheli

baglantilar1  kaldirma ve grafik baglam

ogrenme ile verimli bir hale getirilmistir [88].

Komsu grafiklerin sabit olmamasi ve
genellestirilememesi  evrisim  islemlerini
engellemektedir. Bu sorunu agmak i¢in
gelistirilen LGCL modeli doniisim igin

degerler siralamasinda her bir 6zellik i¢in sabit
sayida komsu diigiim se¢imini otomatik olarak

gergeklestirmektedir. Bu islem sayesinde
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evrisim iglemleri kullanilabilmektedir. Biiytlik
Olcekli grafiklerde ise alt grafik egitimi ile
hesaplama ve bellek azaltilmakta bu sayede de
verim artmaktadir [89]. Verilerin kullanimi ve
anlamsal olarak ¢ikarimin daha basit sekilde
yapilabilmesi igin birlestirme yapilmaktadir.
Yapilandirilmis verileri kodlayarak o6grenme
stirecini gergeklestiren ve olasiliksal model
katmanlar1 ile derin bir mimari olusturan
CGMM kenarlar ile tepe noktalar1 boyutunda
Olcekli ve verimli bir sekilde dagilmistir. Grafik
kodlamas1  karsilagtirma yapabilmek igin
ayrimsal modeller ile kullanilmaktadir [90].
Grafik dikkat aglari grafik iizerinde 6grenme
dikkat  katmanlarinin

gerceklestirme  ve

performansin1  artirma

Modellerinde genellikle ¢ok baglikli dikkat

icin  geligtirilmistir.

mekanizmasi bulunurken biiyilik grafiklerde bu
hesaplama maliyetini artirmaktadir. Bu sorunu
¢Ozmek i¢in evrisimli alt ag kullanan ve her
dikkat bagliginin énemini kontrol eden GaAN
modeli gelistirilmistir. GaAN, tiimevarimsal
digim smiflandirma igin kullanilirken trafik
tahmini gergeklestirmek i¢in de GGRU (Graph
Gated Recurrent Unit — Grafik Kapil
Tekrarlayan Birimi) kullanmaktadir. Yapilan
deneyler sonucunda verimli bir performans
sergilemistir [91]. Tiimevarimsal yontemler ile
O0grenme gergeklestiren modeller sembol
temsili i¢in de kullanilmaktadir. Egitim ilk bagta
seyrek temsilleri &grenirken bir sonraki
asamada acik iliskiler i¢cin sembolik temsil
uygulanmaktadir. Model kozmik yapilarda
konsantrasyon tahmini ile analitik formiil
kesfeder. Cikarilan veriler ile sinir aglarmin
kesfi

genellestirilmektedir. Model, SDL (Symbolic

basitlesmekte ve sembolik Ogrenme
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Deep Learning — Sembolik Derin Ogrenme)
adiyla amilmaktadir [92]. Molekiil analizlerin
GNN’lerin onem

baslica gerektiren

gorevlerinden birisi oldugu bilinmektedir.

Heterojen molekiil kullanimi  ve analizi
kuantum 6zellik tahmini i¢in zor bir gorev olsa
da alan 6znelinde modeller gelistirilmektedir.
Gelistirilen modellerden biri olan HMGNN,
¢ok kenar ve cisim etkilesimlere dikkat
etmektedir.

Karmasik grafiklerde kimya

problemleri i¢in egitim sirasinda edinilen
bilgilerden yararlanmakta ayrica sinirsel mesaj
gecisi  de [93]. Molekiiler

grafiklerde bir bagka tahmin de fizikokimyasal

yapilmaktadir

Ozellikler tizerinedir. Gelistirilen model iki
katmanli olmakla birlikte ilk katman kovalent
etkilesimlerle c¢alisirken diger katman ise
kiiresel baglantilar ile ¢aligmaktadir. Anlam
giicii ve hesaplama sorununu agsma ve denge
saglama amaciyla mesaj iletim modeli
olusturulmustur. Gelistirilen modele MXMNet
adi verilmistir [94]. Yogunluk ve bilyiikliik
GNN’ler i¢in ¢oziilmesi gereken bir sorun
olmaktadir. Bu soruna ¢oziim igin gelistirilen
modellerden biri olan PinvGCN, ¢ takimli
filtrelerle yogun grafiklere odaklanmaktadir.
Model

grafiklerini kullanmakta ve asil kullanim

sorunun ¢Oziimii ig¢in Laplacian

Laplacian tersi ile gerceklestirilmektedir.

Uygun parametre secimi ile verim artirilmisg
ayrica ger¢ek diinya veri setleri ile yapilan
deneylerde basarili olmustur [95]. Molekiiler
grafikler lizerinde gelistirilen bir diger model
olan S-GCN modeli protein islemede
kullanilmaktadir. Protein icerisinde bulunan
koordinatlari ile

aminoasitleri yerel

iligkilendirerek  diiglimler arasinda agisal
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bilgilerle kiiresel filtreler
Model CASP (Critical Assessment of Structure

Prediction — Kritik

olusturmaktadir.
Yapt Tahmininin

Degerlendirmesi) ile degerlendirilmis ve

rekabetgi bir tutum sergilemistir [96]. Bir diger
model GAT iizerinden gelisim gdsteren GATv2
Statik  dikkat

operatoriidiir. problemine

odaklanarak ¢oziim gerceklestirmekte ve
diigiimler siralanarak analiz gergeklesmektedir
[97]. Smuflandirma gorevleri GNN’lerin baslica
birisi Anlamsal

gorevlerinden olmustur.

bakimdan  yorumlanabilirlik  siiflandirma

gorevlerini  kolaylastirmakta ve verimini

artirmaktadir. TaksoExpan modeli, web
icerikleri icinde kendi kendini denetlemeye
dayali gelistirilmis tahmin ve siniflandirma
modelidir. TaksoExpan modeli yerel yap1
kodlamas1 ile iyilestirilmis konumlu GNN
gelistirilmekte ayrica modelin 6grenilmesiyle
dayanakl etiket
kendi

yapabilmektedir [98]. Nesne algilama igin

giiriiltiiye egitim igerisi

giiriiltileri  ile kendine denetleme
gelistirilen Point-GNN modeli her digim ve
kose icin nesne kategorisi ve sekil tahmini
gerceklestirmektedir. Model kutu birlestirme ve
puanlama islemi ile 3 boyutlu nesne algilama
icin verimli bir potansiyel sergilemistir [99].
Grafik modeller, hata tespiti, kod tamamlama
ve program tamiri gibi yazilimsal konularda da
gorevleri  yerine  getirmektedir.  Kontrol
mekanizmasi ile gorevleri tamamlarken akil
yiriitme programlarinda uygun degillerdir.
Tekrarlayan sinir aglan ise akil yiiriitme i¢in
uygundur fakat program yapisi i¢cermemesi
sebebiyle verim elde edememektedir. IPA-
GNN modeli kontrol grafikleri ile program

yonetimini 6grenme gorevi i¢in genellestirilmis
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bir modeldir. RNN modeli gevsemesi ya da
uygulama i¢in uyumlanmis GNN alt tiirii olarak
[100].
geligtirilen gdzlemsel model BIGG grafik

goriilebilir Seyrek grafikler igin
tiretici bir modeldir. Temel bilimler alanlarinda
yaygin kullanilan grafik olugturma gorevi, derin
O0grenme  yontemlerinin  Slgeklenmesinden
dolay1 sinirli bir alana sahip olmustur. BIGG
tam Dbitigsiklik matrisi olusturmamak i¢in
seyreklikten faydalanmaktadir ve bu durum
zaman karmasasini azaltir [101]. Bir bagka
gorev olan iliski analizi, uzaktan denetlemede
climle ¢ikarimi yapmayi odak haline getirmistir
ancak bu durum kapsam bakiminda ¢ok az iligki
ile sinirlt kalmaktadir. HEGCN belgeler i¢in
cok boliimlii iligki analizi i¢in gelistirilmis bir
modeldir. Belgeler BILSTM (Bi-Directional
Long Short-Term Memory — Cift Yonli Uzun
Kisa Siireli Bellek) katman ile kodlanmakta,
katman GCN

kullanilmaktadir [102]. GCN modelleri farkli

Ustli  hiyerarsi i¢in ise
gorevler ic¢in uyarlanarak yeni modellerin
dogusuna firsat vermektedir. Bu modellerden
biri de AdaGPR modelidir. Model GCNII
modelinin uyarlanmast ile gelistirilmistir.
Temelde GCNII modelinin Pagerank 6grenimi
icin genelleme sinir1 ve katsayr sirasi ile
siirlandirilmasiyla  olusturulan model sinir
analizi ile asir1 yumusatma yapmaktadir. Bu
sayede komsuluk derecesi yiiksek evrisimlerde
model derinliginin 6nemini gostermektedir
[103]. Tahmin gorevlerinin GNN modeller
arasinda  biiyllk bir Onem

arz  ettigi

bilinmektedir. Tahmin tiirlerinden birisi de
taktik tahmindir. Gelistirilen modeller derin
sinir ag1 ile donatilarak insan uzman gibi uzman
talimatlarin  zorlugu ortadan

ve ayrintilt
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kaldirmaktadir. Gelistirilen modellerden biri
olan NeuroTactic ise teorik ve temsil i¢in
GNN’lerden yararlanmaktadir. 1lk tasarim
gorevi Oncii se¢imi ve grafik karsilagtirma olan
model egitim sonrasi akig gorevi ve taktiksel
tahmin igin kullanilmaya baglanmigtir [104].
Tahmin i¢in gelistirilen bir diger model ise
GAGNN modelidir. Model temelde iilkesel alan
icerisinde hava kalitesi tahmin gorevi ig¢in
gelistirilmis asamali bir modeldir. Model
calisma manti§inda bolgesel grafikler ile gizli
ve konum modelleme gergeklestirir. Bolgeler
aras1 fark olabilecegi icin gruplandirma islemi
ile bu sorunu ortadan kaldiran model mesaj
gecis mekanizmasi kullanimi ile bagimliliklar
modeller. Yapilan deneyler Cin iizerinde
denenmis ve modelin iyi bir performans
gergeklestirdigi belirtilmistir [105]. Simiilasyon
uygulamalar1 da grafik modeller igin ilgi ¢ekici
konulardan  birisi  olmustur.  Gelistirilen
modellerden biri olan MeshGraphNet ag tabanli
simiilasyon ~ dgrenimi  g¢ercevesi  olarak
gelistirilmistir. MeshGraphNet, ag grafikleri ile
mesaj iletimi ve simiilasyon esnasinda ag
ayiklama i¢in egitilebilir bir modeldir. Tek yon
denetim  kullanirken kodlama-islem-¢6zme
[106].

Kiimeleme islemleri i¢in gelistirilen Hi-Lander,

mimari modelini  kullanmaktadir

asamal1 bir GNN modelidir. Tahmin yetenegini

kullanarak grafik olusturma islemlerinde

baglantilar1  birlestirmektedir.  Denetimsiz
kiimelenmeden farkli ise egitimde denetimli
[107]. Grafiklerin

zorlugu arttikga GNN modellerine de ilgi artist

O0grenme kullanmasidir
ayni seviyede olmustur. Spektral grafiklerin

evrisim  Ogrenimi  gelistirilen CayleyNets

modeli bu duruma Ornektir. Frekans bantlari
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tizerinde uzmanlagan egitimi sayesinde filtreleri
verimli bir sekilde hesaplamaktadir. Cayley
polinomlart sayesinde seyrek grafiklerde veri
boyutuyla Olceklenebilir ve zengin yonli
[108].

Uyarlanabilirlik ile degismez grafiksel verilerde

spektral  filtreler  iretebilmektedir

alan  Ogrenimi icin

GeniePath,

gerceklestirebilmesi

gelistirilen 6nem Ogrenmesi,

filtreleme ve ayiklama islemi

[109].  Cluster-GCN

kiimelenmeden

gerceklestirmektedir

modeli de yararlanarak

gelistirilmis GCN tiirevi modeldir. Kiimelenme

disinda  baglanti  tahmini ve  diigliim

siiflandirma gorevleri icin de kullanilan
verimli bir performans elde etmistir [4]. GCN
tiirevi bir baska model olan StoGCN ise, komsu
boyut Orneklemesi izni ile ¢alisan bir
algoritmadir [79]. NN4G modeli ise grafikler
icin gelistirilmis sinir aglarindandir. {leri
besleme ile geri beslemenin olmadigi néronlari
kullanarak farkli grafik tiirlerinde etkin bir
sekilde  calismaktadir.  Model  konum
bilgilerinden yararlanarak asamali bi¢imde
grafik topolojisinde etkinligini gostermektedir
[110]. Evrisim filtreleri modelleme ve analiz
i¢in sinir aglarinda 6nemli bir yer edinmektedir.
PGC-DGCNN modeli GNN’ler 06znelinde

kullanilan filtreyi  genellestirerek  komsu
mesafesini hesaplayarak filtreyi zenginlestirir.
Bu sayede modeller icerisinde verim artacak ve
etkisi goriilecektir [111]. Egitim igin gelistirilen
birisi de MinCut

modellerden Pooling

modelidir. Diigiim-kiime eslemesi
gerceklestiren havuzlama operatorii  olarak
bilinmektedir. Siniflandirma ve kiimeleme igin
verimli bir model olan MinCut, denetimli ve

denetimsiz gorevlerde de basarisini gostermistir
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[112]. ESN (Echo State Network — Yanki
Durum Ag1) modelinin grafikler {izerinde
genellenmesiyle ortaya ¢ikan GraphESN, farkl
tir grafiklere karsi genisletilmis RecNN
(Recursive Neural Networks — Ozyinelemeli
Sinir Aglar1) modeli tzerinde verimli bir
yaklasim gergeklestirmektedir. ileri besleme
okuma kullanan GraphESN, uyarlanabilirlik
ozelligi sayesinde dogrusal ¢iktilar vermektedir
[113]. incelenen son model olan DualGCN
de GCN

modellerden birisidir. Model en-boy fizerinde

modeli temelinde  gelistirilmis

duygu analizi gergeklestirmek icin
modellenmistir. Model temelinde bagimlilik
agaclarina dayanmaktadir. Bagimlilik
agaclarinda ayristirma sorunlari sonug hatasi,
gayri resmi ifadeler, karmasiklik) nedeniyle
siirlilik  getirmektedir. SnGCN modiili ile
ayristirma hatalarinin yanliglik oranini azaltmak
planlanirken SemGCN modiilii ile de dikkat
mekanizmasi yardimiyla anlamsal g¢ikarimlar
sonucunda istiin

yapilmaktadir. Deneyler

performans gosteren model, ortogonal ve

diferansiyel diizenleyiciler sayesinde de

ogrenme gergeklestirmektedir [114].

2.1 Grafik Sinir Aglarimin Limitleri

GNN’ler, farkli modellerden olusan grafik sinir
CNN
etkili

aglar1 ailesine mensup bir yapidir.
modellerinin 3D  veriler iizerinde
olamamasi sebebiyle ortaya ¢ikmistir. Modeller
kendilerine 06zgli olmalarma ragmen ortak
ozellikler barindirmaktadir. GNN’lerin temel

ozellikleri Tablo 4’te goriilmektedir [115].
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Tablo 4: Grafik sinir aglarinin 6zellikleri.

Diigiimlerin ve kenarlarin sirastyla
varliklar1 ve iliskilerini temsil ettigi,
sosyal aglar, molekiiler grafikler vb.
gibi grafik yapili veriler.

Giris Verileri

Diigiimlerin ve kenarlarin sirastyla
varliklart ve iligkilerini temsil ettigi,
sosyal aglar, molekiiler grafikler vb.
gibi grafik yapili veriler.

Veri Gosterimi

Dinamik grafik topolojilerini
modelleyebilir ve grafik yapisindaki
degisikliklere uyum saglayabilir.

Topoloji isleme

Mesaj gegisi veya grafik konvoliisyon
islemleri yoluyla komsu
diigiimlerden/kenarlardan  ozellikleri
toplar.

Komsuluk
Toplama

Diigiimlerin ve kenarlarin temsillerini
grafik  yapisma ve digim/kenar
oOzniteliklerine dayali 6zellikler olarak
ogrenir.

Ozellik Ogrenme

Dinamik ¢izge yapilart ve mesaj
gecirme islemleriyle basa ¢ikma
ihtiyact nedeniyle o6lgeklenebilirlik
sorunlart ile karsi karsiya kalabilir.

Olceklenebilirlik

Cizge yapisina dayal olarak diigiim ve
kenar ozelliklerinin  yorumlanabilir
gosterimlerini saglayabilir.

Yorumlanabilirlik

Sosyal ag analizi, ilag kesfi, tavsiye
sistemleri gibi c¢izge yapili veriler
iizerindeki gorevler i¢in ¢ok uygundur.

Uygulama

GNN ozellikleri gibi benzer sekilde avantaj,
dezavantaj ve kisitlara sahiptir. GNN modelleri
grafik verilerinde varlik iliskileri bulabilirler ve
veri isleme gergeklestirirler. Diigiim, kenar ve
komsulardan olusmasi sebebiyle siniflandirma
kenar ile

Bu

bilgileri digim ve Ogrenme

gerceklestirmektedir. sayede egitim
sirasinda iglenmemis diiglimlere genelleme
yapabilmekte ve yar1 denetimli 6grenmelerini
gelistirebilmektedir. Komsulardan 6grendikleri
bilgiler ile ¢oklu iligkileri basari ile yakalayarak
siiflandirmali 6grenmeye olanak tanimaktadir.
Ogrenme denetimli — denetimsiz olarak
algilansa da yap1 ve giris 6zellikleri ile diigiim
ve kenarlardan Ozellik O6grenme iglemini
gercgeklestirebilmektedir. Model gelistirilmesi
esnasinda katmanlarin esnekligi sayesinde On

bilgi ile performans artirilabilmektedir [115-
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118]. Tablo 5’te en yaygin sekiz modelin basari

gosterdigi alanlar siralanmustir.

Tablo 5: Grafik modellerin kullanim alanlar1.

Diigiim Siniflandirmast, Genel
Siniflandirma, Grafik Ogrenme, Grafik
Siniflandirma, Eylem Tanima, Baglanti
Tahmini, Iskelet Tabanli Eylem Tamma,

Oneri Sistemleri, Grafik Gémme

GCN

Genel Siniflandirma, Semantik
Segmentasyon,  Goriinti  Smiflandirma,
Nesne Tanima, Nesne Algilama, Bilgisayarli
Tomografi (BT), Yiz Tamima, Tumor
Segmentasyonu

DCNN

Grafik Dikkat, Diigiim Siiflandirma, Grafik
Ogrenme, Baglanti  Tahmini, Grafik
Siniflandirma, Genel Smiflandirma, Bilgi
Grafikleri, Grafik Temsil Ogrenme, Oneri
Sistemleri

GAT

Diigiim Siniflandirmast, Grafik
Siniflandirmasi, Grafik Temsil Ogrenme,
flag Kesfi, Bilgi Grafikleri, Baglant
Tahmini, Tliski Crkarim, Tiski
Siniflandirmasi

Graph
Transformer

Diigiim Siniflandirmasi, Diisman
Savunmasi, Grafik Bolme, Grafik Dikkat,
Grafik Madenciligi, Grafik Ogrenme, izinsiz
Girig Tespiti, Oneri Sistemleri, Sahte Haber
Algilama, Veri Depolama

GraphSAGE

Olusum Enerjisi, Digiim Siniflandirmasi,
Grafik Siflandirmasi, Molekiiler Ozellik
Tahmini, Ilag Kesfi, Grafik Regresyon,
Grafik Temsil Ogrenme, Bulaniklastirma,
Grafik Ozellik Tahmini

MPNN

Derecelendirmeyi Ogrenme, Atama,
Aciklama Uretimi, Aktif Ogrenme, Zaman
Serisi, Borsa Tahmini, Cok Aracih
Giiglendirme Ogrenimi, Duygu Analizi,
Ortak Filtreleme

SSE

Optik Akis Tahmini, Goriinti Olusturma,
Nesne Kesfi, Denetimsiz Nesne
Segmentasyonu, Eylem Birimi Algilama,
Yiiz Hareketi Birimi Algilama, Cok Gorevli
Ogrenme, Kalabalik Sayma

MoNet

Bir¢ok farkli alanda uygulanmasi popiilerlik

saglarken yeni caligmalara yol

gosterebilmektedir. Bu durum hem belirtilen
avantajlar1 saglarken hem de dezavantaj ve
limitleri olusturmaktadir. Tablo 5’te goriilen bu
sekiz model bu alanlarda basar1 iken
kullanildiklar1 diger alanlarda basari1 Olgiitleri
bu alanlara kiyasla daha diisiiktiir. Giinilimiizde
tim GNN modelleri i¢in bu durum gegerlidir.

GNN modelleri genellemede komsuluk bilgileri
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kullanarak islenmektedir. Komsuluklar arasi

seyrek baglantilar Ogrenmeyi
giiclendirmektedir. Bu durum simirli genelleme
olarak adlandirilmaktadir. Gergek diinya
uygulamalarinda sik karsilagilan bir durum olan
esneklik ve karmagiklik GNN modelleri igin
hem dezavantaj hem de kisit olusturmaktadir.
Coklu katmanlarin diiglimlere olan etkisi
sebebiyle GNN modelleri diigiim 6zelliklerini
karistirabilir ve bu durum diigiim ile kenarlarin
oznitelik verilerinin kaybina yol acar. Ozellikle
bu duruma ek olarak
Olcekleme zorlasir ve maliyet ile bellek

Bu

biiyiik grafiklerde

kullanimin1  artirmaktadir. durum
performansa olumsuz etki etmektedir. Ek olarak
bu hususlar gbz oniine alininca dikkat igermesi
gereken Ozellik miithendisligi gerektirmektedir.
Homojen veriler {izerinde yiiksek etki saglasa
da bu hususlar heterojen verilerde zorluk
olusturmaktadir. Grafik yapisi sebebiyle de
yorumlama etkisi azalmaktadir. Tablo 6’da
GNN avantaj-dezavantaj-limit gosterildigi gibi
sadece heterojen grafiklerde degil, yapisinda
birden fazla farkli grafik bulunduran dinamik
grafiklerde de zorluk ¢ikarmaktadir. Maliyet ve
bellek  kullaniminin

olumsuz etkilemektedir [115-118].

artmast  performansi

Farkli alanlar i¢in yeni modeller olusturulmus
olsa da GNN’ler, sinir aglar1 ailesine mensup
diger modeller gibi sinirlar bulundurmaktadir.
Derin sinir ag1 modellerinin grafik siirimii olan
derin grafik sinir aglari, yiiksek boyut sebebiyle
performans1 diistirmektedir. Biliyik grafik
modelleri ile islem gerceklestirme modellerin

oniindeki en biiyiik sinirdir.
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Tablo 6: Grafik sinir aglarinin avantaj —
dezavantaj — limitleri.

Avantaj

Dezavantaj

Limit

Grafik Verileri

Siirli Genelleme

Grafik Boyutu

Isleme
Diigiim ve Grafik Asirt Yumusatma Sinirh Kiiresel
Siniflandirmasi g ¥ Baglam
Transdiiktif - e Zamansal Bilgi
Ogrenme Olgeklenebilirlik Eksikligi
. . . Ozellik Saldir1 Kars1
Hiyerarsik Temsil o o distii Savunma
Ozellik Ogrenme ~ Heterojen Veriler  Veri Dengesizligi
Etki Alant Yorumlanabilir Belirsizlikle
Birlestirme Temsiller Miicadele
Dinamik Dinamik

Uygulanabilirlik

Grafikleri Isleme

Grafikleri Isleme

Yerel ve yakin komsu-kenar Ogrenmesi

gerceklestiren  modeller genis kapsamda
baglamlar1 yakalamakta zorluk cekmektedir. Ilk
modellerde zaman serisi zorluklar1 da bu
sebeple ortaya ¢ikmustir. Heterojen ve dinamik
verilerde bulunan simif dengesizligi yine grafik
modellere zorluk olusturmaktadir. Kullanim
bakimindan tahminlerde olusan sorunlar
sebebiyle dikkat aglar1 ortaya ¢ikmistir. Dikkat
aglar1 tahmin gorevlerinde onceki yillarda olan
belirsizligi azaltmaktadir. Fakat baz1 modeller
deneysel kapsamda iiretildigi i¢in bu durum
GNN’lerin sinirlarindan kabul edilmektedir. En
biiylik sinir ise siber giivenlik saglanmasidir.
Grafik

verilerdendir. Grafiklerde hafif bozulma bile

verileri ¢ok g¢abuk bozulabilen
siiflandirma ve tahmin giiclinii etkilemektedir.
Sinir aglar1 diigman saldirilarina agiktir ve bu
durum sinir aglarinda bulunan en biiyiikk siir

olarak kabul edilebilir.

3. SONUCLAR (CONCLUSIONS)

GNN modelleri, sinir aglarmin gelismesine
katki saglayarak yeni modeller igin Onciil
Model, CNN etkide

olmustur. lizerinde
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bulunarak GCN kavramini olusturmus ve bu

gelismeyle GNN ailesinde  biiyliik  bir
genislemenin oniinii agmistir. 2008 yilinda ilk
modelin yaymlanmas1 ile baglayan siireg
giiniimiizde bu iki modelin altinda 65 farkl alt
model olusturarak popiilerlik kazanmistir. Bir
modelin  yeni  olusturulacak  modelleri
etkilemesi ile arastirmacilar GNN’ler hakkinda
her gecen giin yeni ¢aligmalar olusturmakta ve
sinir aglart kavramini gelistirmektedir. Bu
calismada oOncelik olarak yaygin 8 model
Oznelinde inceleme gerceklestirilmis, temelde
ise 65 modele etki eden ve etkilendigi modeller
incelenerek degerlendirilmistir. Genel anlamda
modeller GNN ve Grafik CNN mimarileri
Ozelliklerini  tasimaktadir. Modeller
farkliliklarin sebebi

modellerin ortak mimari kullansa da farkl

arast
olusma gelistirilen
alanlara odaklanmasi ve alana 6zgii olmasidir.
Modellerin ortak kullanim alanlar1 temel
alindiginda (6rn. smiflandirma gorevleri) alana
0zgii olma hali devam etmektedir. Bir modelin
baska bir modelden iistiin olmas: ya da aym
modelin farkli alanlarda gosterdigi performans
degisken olmakla beraber karsilastirma
yapilmast bu sebeple olduk¢a zordur. GNN
modellerin dezavantajlar1 genellikle sinirlart
belirlemektedir. Grafik verilerinin  biyiik

olmasi1 performansi diisiirse de verim iizerinde

etkisi olduk¢a azdir. Model avantajlar,
dezavantajlari  goz  Online  alimdiginda
modellerin verimi kendini avantajl

gostermektedir. Her modelin alana 6zgili olmas1
bu durumun bir ispatidir. GNN modelleri
mimarinin avantaj elde edebilecek boliimlerini
kullanmaktadir. Tim bu hususlar dikkate

almdiginda modellerin basar1 sergiledigi ve
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sergilemeye de devam edecegi
disiiniilmektedir. Ayni1 zamanda deney igin
gelistirilen modeller bu sinirlart kaldirmak igin
de etkin faktor olmaktadir. Giiniimiizde
smnirlilik ve dezavantajlar1 bulunsa da GNN
modelleri en avantajli modeller olma yolunda

ilerlemektedir.

Bilgisayar biliminin gelismesi ile GNN’lerin
gelisimi  dogru orantihdir. ilk e-ticaret
sirketlerinden olan Amazon, GNN’leri baslica
arastirma alanlarina dahil etmistir. Amazon,
sinir aglarini iirlin 6nermesi, veri modelleme ve
isleme ile arastirma alanlarinda kullanmaktadir.
flerleyen yillarda yeni modeller e-ticaret
sisteminde yayginlasacak ve e-ticaret alaninda
farkl kullanilmaya

baslanacaktir [119]. GNN’ler temel bilimler

islemler  lizerinde
alaninda da etkin sekilde kullanilmaktadir.
Fizik alaninda fiziksel sistem modellemesi ve
iligkisel —akil yiriitme; kimya alaninda
molekiiler parmak izi, kimyasal reaksiyon
tahmini, polieczacilik yan etki modellemesi ve
retrosentez tahmini; biyoloji alaninda ilag kesfi,
protein arayliz tahmini, yan etki tahmini ve
hastalik siniflandirilmasinda kullanilmaktadir.
Metin alaninda sira etiketleme, iliski ve olay
¢ikarimi, soru cevaplama ve bilgi dogrulama;
goriintii alaninda smiflandirma, gorsel soru
cevaplama, nesne ve etkilesim algilama; dogal
dil islemede iliski ¢ikarma, cografi konum,
konusma modelleme ve makine aktarimu;
bilgisayarli gorii uygulamalarinda sosyal iliski
anlayisi, insan — nesne etkilesimi, durum ve
eylem tanima; trafik aglarinda yolcu talep
yonlendirme, park yeri tahmini, durum ve akis
olarak

tahmini  uygulamalarinda

yaygin
kullanilmaktadir. GNN modelleri, 2014 yilinda
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popiilerlik kazanmasina ragmen dokuz y1l gibi
bir siirede farkli alanlarda basari gostermistir.
Bilisim giivenliginin 6nem kazanmasi ile
GNN’ler siber giivenlik alaninda da k&tii amagl
yazilim algilama, giivenlik agig1 tanimlama,
topolojik saldir1 ve savunma, anomali algilama,
spam algilama ve sdylenti tespiti alanlarinda
etkili olmustur. Her model farkli bir alan icin
gelistirilmis olsa da ortak cerceveler ile
kullanilarak doniisiim saglanabilmektedir. Bu
sebeple kullanilan modeller farkli alanlar ile de
kullanilmaktadir. Bilgisayar biliminin gelisimi
GNN’lere yeni alanlar acarak popiilerligini
artiracak ve yeni modellerin olusmasina yol
acacaktir. Bu c¢alisma Ozelinde modeller
tanitilirken kaynaklar gosterilerek ¢aligmalarin
incelenmesi  basitlestirilmisgtir.  Ayrica ilk
olmasi

bir

Tiirkce  kaynaklardan

GNN alaninda

sebebiyle
tilkemizde farkindalik
yaratacagi ve ardili olacak ¢aligmalara onciiliik

edecegi diisiiniilmektedir.

TESEKKUR (ACKNOWLEDGMENTS)

Bu calisma Milli Savunma Universitesi Atatiirk
Stratejik Arastirmalar ve Lisansiisti Egitim
Enstitiisii Bilgisayar Miihendisligi Anabilim
Dali Siber Giivenlik Tezsiz Yiiksek Lisans
Programina bagli olarak yiiriitilen “Siber
Giivenlikte Grafik Sinir Aglar1” adli donem

projesinin bir bolimiidiir.

YAZAR KATKILARI (AUTHORSHIP
CONTRIBUTION STATEMENT)

Hamza Talha GUMUS: Kavramsal tasarim,
Arastirma, Metodoloji, Onaylama, Yazma -
Taslak, Yazma - Gozden

gegirme  ve

Diizenleme.



Giimiig, Eytipoglu, Savunma Bilimleri Dergisi, 20(1): 105-138 (2024)

Can EYUPOGLU: Kavramsal tasarim,

Aragtirma, Metodoloji, Denetim, Onaylama,
Yazma - Taslak, Yazma - Gozden gegirme ve

Diizenleme.
Yazarlarin makaleye katkilar esit orandadir.

CIKAR CATISMALARI (CONFLICTS OF
INTEREST)

Yazarlar, herhangi bir ¢ikar catigmasi

olmadigini beyan eder.

KAYNAKLAR (REFERENCES)

[1] F. Scarselli, M. Gori, A. C. Tsoi, M.
Hagenbuchner, and G. Monfardini, “The Graph
Neural Network Model,” IEEE Transactions on
Neural Networks, vol. 20, no. 1, pp. 61-80, Jan.
2009, doi: 10.1109/TNN.2008.2005605.

[2] paperswithcode.com, “Papers with Code -
An  Overview of Graph  Models,”
https://paperswithcode.com/methods/category/
graph-models (accessed May 5, 2023).

[31 T. N. Kipf and M. Welling, “Semi-
supervised classification  with graph
convolutional networks,” 5th International
Conference on Learning Representations, ICLR
2017, arXiv preprint arXiv:1609.02907 (2016).

[4] W. L. Chiang, X. Liu, S. Si, Y. Li, S. Bengio,
and C. J. Hsieh, “Cluster-GCN: An Efficient
Algorithm for Training Deep and Large Graph
Convolutional Networks,” Proceedings of the
25th ACM SIGKDD International Conference
on Knowledge Discovery & Data Mining (KDD
'19). Association for Computing Machinery,
New York, NY, USA, 2019, pp. 257-266, doi:
10.1145/3292500.3330925.

[5] J. Chen, J. Zhu, and L. Song, “Stochastic
training of graph convolutional networks with
variance reduction,” Proceedings of the 35th
International Conference on Machine Learning,
arXiv preprint arXiv:1710.10568 (2017).

[6] Y. Shi, Z. Huang, S. Feng, W. Wang, and Y.
Sun, “Masked label prediction: Unified
message passing model for semi-supervised

131

classification,” arXiv:2009.03509

(2020).

[7]1 L. Shi, Y. Zhang, J. Cheng, and H. Lu,
“Two-Stream Adaptive Graph Convolutional
Networks  for  Skeleton-Based  Action
Recognition,” 2019 IEEE/CVF Conference on
Computer Vision and Pattern Recognition
(CVPR), Long Beach, CA, USA, 2019, pp.
12018-12027, doi: 10.1109/CVPR.2019.01230.

[8] Jia et al., “Predicting Path Failure In Time-
Evolving Graphs,” Proceedings of the 25th
ACM SIGKDD International Conference on
Knowledge Discovery & Data Mining, July
2019, pp. 1279-1289, doi:
10.1145/3292500.3330847.

[9] B. Chen, R. Barzilay, and T. Jaakkola,
“Path-Augmented Graph Transformer
Network,”  arXiv, May 2019, doi:
10.48550/arxiv.1905.12712.

[10] L. Yao, C. Mao, and Y. Luo, “Graph
Convolutional Networks for Text
Classification,” Proceedings of the AAAI
Conference on Artificial Intelligence, vol. 33,
no. 01, pp. 7370-7377, Jul. 2019, pp. 7370-
7377, doi: 10.1609/aaai.v33i01.33017370.

[11] X. Wang, Y. Ye, and A. Gupta, “Zero-Shot
Recognition via Semantic Embeddings and
Knowledge Graphs,” 2018 IEEE/CVF
Conference on Computer Vision and Pattern
Recognition, Salt Lake City, UT, USA, 2018,
pp. 6857-6866, doi:
10.1109/CVPR.2018.00717.

[12] L. Zhao et al., “T-GCN: A Temporal Graph
Convolutional Network for Traffic Prediction,”
IEEE Transactions on Intelligent
Transportation Systems, vol. 21, no. 9, pp.
3848-3858, Sept. 2020, doi:
10.1109/T1TS.2019.2935152.

[13] M. Xu, C. Zhao, D. S. Rojas, A. Thabet,
and B. Ghanem, “G-TAD: Sub-Graph
Localization for Temporal Action Detection,”
2020 IEEE/CVF Conference on Computer
Vision and Pattern Recognition (CVPR),
Seattle, WA, USA, 2020, pp. 10153-10162, doi:
10.1109/CVPR42600.2020.01017.

arXiv,



Giimiig, Eytipoglu, Savunma Bilimleri Dergisi, 20(1): 105-138 (2024)

[14] K. Cheng, Y. Zhang, X. He, W. Chen, J.
Cheng, and H. Lu, “Skeleton-Based Action
Recognition With Shift Graph Convolutional
Network,” 2020 IEEE/CVF Conference on
Computer Vision and Pattern Recognition
(CVPR), Seattle, WA, USA, 2020, pp. 180-189,
doi: 10.1109/CVPR42600.2020.00026.

[15] J. Tang, L. Ericson, J. Folkesson, and P.
Jensfelt, “GCNv2: Efficient Correspondence
Prediction for Real-Time SLAM,” IEEE
Robotics and Automation Letters, vol. 4, no. 4,
pp. 3505-3512, Oct. 2019, doi:
10.1109/LRA.2019.2927954.

[16] X. Zhu, Q. Huang, C. Li, J. Cui, and Y.
Chen, “Skeleton-Based Action Recognition
with Combined Part-Wise Topology Graph
Convolutional Networks,” Lecture Notes in
Computer Science, pp. 43-59, Dec. 2023, doi:
10.1007/978-981-99-8429-9 4.

[17] C. Shang et al., “Edge Attention-based
Multi-Relational Graph Convolutional
Networks,” arXiv, Feb. 2018, doi:
10.48550/arxiv.1802.04944.

[18] S. Vashishth, S. Sanyal, V. Nitin and P.
Talukdar, “Composition-based Multi-
Relational Graph Convolutional Networks,”
arXiv, Jan 2020, doi:
10.48550/arXiv.1911.03082.

[19] J. Li, L. Chen, M. Li, M. Wu, W. Pedrycz,
and K. Hirota, “Skeleton-Based Multi-Stream
Adaptive Graph Convolutional Network for
Indoor Scene Action Recognition,” 2023 China
Automation Congress (CAC), Chongging,
China, 2023, pp. 6103-6108, doi:
10.1109/CAC59555.2023.10451388.

[20] 1, Chami, R. Ying, C. Ré, and J. Leskovec,
“Hyperbolic Graph Convolutional Neural
Networks,” Advances in Neural Information
Processing Systems, vol. 32, pp. 4869-4880,
2019.

[21] J. Atwood and D. Towsley, “Diffusion-
Convolutional Neural Networks,” arXiv.org,
Jul. 08, 2016. https://arxiv.org/abs/1511.02136.

[22] P. Kumar, M. Grewal, and M. M.
Srivastava, “Boosted Cascaded Convnets for
Multilabel Classification of Thoracic Diseases

132

in Chest Radiographs,” arXiv, Nov. 2017, doi:
10.48550/arxiv.1711.08760.

[23] C. Liand D. Goldwasser, “Encoding Social
Information with  Graph  Convolutional
Networks for Political Perspective Detection in
News Media,” Jan. 2019, doi: 10.18653/v1/p19-
1247.

[24] D. Andreoletti, S. Troia, F. Musumeci, S.
Giordano, G. Maier, and M. Tornatore,
“Network Traffic Prediction based on Diffusion
Convolutional Recurrent Neural Networks,”
IEEE INFOCOM 2019 - IEEE Conference on
Computer ~ Communications ~ Workshops
(INFOCOM WKSHPS), Paris, France, 2019,
pp. 246-251, doi:
10.1109/INFCOMW.2019.8845132.

[25] P. Veli¢kovi¢, G. Cucurull, A. Casanova,
A. Romero, Pietro Lio, and Y. Bengio, “Graph
Attention Networks,” arXiv, Oct. 2017, doi:
10.48550/arxiv.1710.10903.

[26] D. Busbridge, et al., “Relational graph
attention networks,” arXiv preprint, Apr 2019,
arXiv:1904.05811.

[27] S. A. Tailor, F. L. Opolka, P. Lio, and N.
D. Lane, “Do We Need Anisotropic Graph
Neural Networks?,” arXiv, Apr. 2021, doi:
10.48550/arxiv.2104.01481.

[28] J. Huang, H. Shen, L. Hou, and X. Cheng,
“Signed Graph Attention Networks,” Lecture
Notes in Computer Science, pp. 566-577, Jan.
2019, doi: 10.1007/978-3-030-30493-5_53.

[29] M. Grassia and G. Mangioni, “wsGAT:
Weighted and Signed Graph Attention
Networks for Link Prediction,” Studies in
computational intelligence, pp. 369-375, Jan.
2022, doi: 10.1007/978-3-030-93409-5_31.

[30] Z. Huang, “DHSEGATS: distance and hop-
wise structures encoding enhanced graph
attention networks,” Journal of Systems
Engineering and Electronics, vol. 34, no. 2, pp.
350-359, April 2023, doi:
10.23919/JSEE.2023.000057.

[31] H. Zhao et al., “Multivariate Time-Series
Anomaly Detection via Graph Attention
Network,” 2020 IEEE International Conference



Giimiig, Eytipoglu, Savunma Bilimleri Dergisi, 20(1): 105-138 (2024)

on Data Mining (ICDM), Sorrento, Italy, 2020,
pp. 841-850, doi:
10.1109/ICDM50108.2020.00093.

[32] W. Hamilton, Z. Ying, and J. Leskovec,
“Inductive Representation Learning on Large
Graphs,” Proceedings of the 31st International
Conference on Neural Information Processing
Systems. 2017, doi:
10.48550/arXiv.1706.02216.

[33] K. Xu, W. Hu, J. Leskovec, and S. Jegelka,
“How Powerful are Graph Neural Networks?,”
arXiv, Oct. 2018, doi:
10.48550/arxiv.1810.00826.

[34] S. Chen, S. Lim, F. Mémoli, Z. Wan, and
Y. Wang, “Weisfeiler-Lehman meets Gromov-
Wasserstein,” arXiv, Feb. 2022, doi:
10.48550/arxiv.2202.02495.

[35] L. Chang and P. Branco, “Graph-based
Solutions with  Residuals for Intrusion
Detection: the Modified E-GraphSAGE and E-
ResGAT Algorithms,” arXiv, Nov. 2021, doi:
10.48550/arxiv.2111.13597.

[36] W. W. Lo, S. Layeghy, M. Sarhan, M.
Gallagher and M. Portmann, “E-GraphSAGE:
A Graph Neural Network based Intrusion
Detection System for 10T,” NOMS 2022-2022
IEEE/IFIP Network  Operations  and
Management Symposium, Budapest, Hungary,
2022, pp. 1-9, doi:
10.1109/NOMS54207.2022.9789878.

[37] K. Xu, C. Li, Y. Tian, T. Sonobe, K.
Kawarabayashi, and S. Jegelka,
“Representation Learning on Graphs with
Jumping Knowledge Networks,” Proceedings
of the 35th International Conference on
Machine Learning, PMLR 80:5453-5462, 2018,
doi: 10.48550/arXiv.1806.03536.

[38] W. W. Lo, S. Layeghy, M. Sarhan, M.
Gallagher, and M. Portmann, “Graph Neural
Network-based Android Malware
Classification with Jumping Knowledge,” 2022
IEEE Conference on Dependable and Secure
Computing  (DSC), Edinburgh,  United
Kingdom, 2022, pp. 1-9, doi:
10.1109/DSC54232.2022.9888878.

133

[39] J. Oh, K. Cho, and J. Bruna, “Advancing
GraphSAGE with A Data-Driven Node
Sampling,” arXiv, Apr. 2019, doi:
10.48550/arxiv.1904.12935.

[40] Y. Rong, W. Huang, T. Xu, and J. Huang,

“Dropedge: Towards Deep Graph
Convolutional Networks On Node
Classification,” ArXiv, 2020, doi:

10.48550/arXiv.1907.10903.
[41] S. Abu-El-Haija, A. Kapoor, B. Perozzi,

and J. Lee, “N-GCN: Multi-scale Graph
Convolution  for  Semi-supervised Node
Classification,” Proceedings of the 35th
Uncertainty  in  Aurtificial Intelligence

Conference, PMLR 115, pp. 841-851, 2020,
doi: 10.48550/arXiv.1802.08888.

[42] V. P. Dwived and X. Bresson. “A
generalization of transformer networks to
graphs,” AAAIl 2021 Workshop on Deep
Learning on  Graphs: Methods and
Applications, 2021, doi:
10.48550/arXiv.2012.09699.

[43] S. Yun et al., “Graph Transformer
Networks: Learning meta-path graphs to
improve GNNs,” Neural Networks, vol. 153,
pp. 104-119 Jun. 2022, doi:
10.1016/j.neunet.2022.05.026.

[44] B. Lyu, L. Chen, S. Zhu, and K. Yu, “LET:
Linguistic Knowledge Enhanced Graph
Transformer for Chinese Short Text Matching,”
AAAL, vol. 35, no. 15, pp. 13498-13506, May
2021, doi: 10.1609/aaai.v35i15.17592.

[45] L. Xia, “Knowledge-Enhanced
Hierarchical Graph Transformer Network for
Multi-Behavior Recommendation,” The Thirty-
Fifth  AAAI Conference on Atrtificial
Intelligence, vol. 35, no. 5, pp. 4486-4493, May
2021, doi: 10.1609/aaai.v35i5.16576.

[46] A. Morehead and C. Chen, “Geometric
Transformers for Protein Interface Contact
Prediction,” arXiv, Oct. 2021, doi:
10.48550/arxiv.2110.02423.

[47] J. Gilmer, S. S. Schoenholz, P. F. Riley, O.
Vinyals, and G. E. Dahl, “Neural Message
Passing for Quantum Chemistry,” Proceedings
of the 34th International Conference on



Giimiig, Eytipoglu, Savunma Bilimleri Dergisi, 20(1): 105-138 (2024)

Machine Learning, PMLR 70:1263-1272, 2017,
doi: 10.48550/arXiv.1704.01212.

[48] M. Gastegger, A. McSloy, M. Luya,
Kristof Schiitt, and R. J. Maurer, “A deep neural
network for molecular wave functions in quasi-
atomic minimal basis representation,” The
Journal of Chemical Physics, vol. 153, no. 4,
Jul. 2020, doi: 10.1063/5.0012911.

[49] D. S. Broomhead and D. Lowe,
“Multivariable Functional Interpolation and
Adaptive Networks,” Complex Systems, vol. 2,
no. 6, pp. 568-576, 1988.

[50] P. Riba, A. Fischer, J. Lladés and A.
Fornés, “Learning Graph Distances with
Message Passing Neural Networks,” 2018 24th
International Conference  on Pattern
Recognition (ICPR), Beijing, China, 2018, pp.
2239-2244, doi: 10.1109/ICPR.2018.8545310.

[51] M. Balcilar, P. Heroux, B. Gauzere, P.
Vasseur, S. Adam, and P. Honeine, “Breaking
the Limits of Message Passing Graph Neural
Networks,” 38th International Conference on
Machine Learning, pp. 599-608, 2021, doi:
10.48550/arXiv.2106.04319.

[52] H. Dai, Z. Kozareva, B. Dai, A. Smola, and
L. Song, “Learning Steady-States of Iterative
Algorithms over Graphs,” Proceedings of the
35th International Conference on Machine
Learning, PMLR 80, pp. 1106-1114, 2018.

[53] L. Wu, S. Li, C.-J. Hsieh, and J. Sharpnack,
“Stochastic Shared Embeddings: Data-driven
Regularization of Embedding Layers,”
Proceedings of the 33rd International
Conference on Neural Information Processing
Systems, p. 3, pp. 24-34, May 2019, doi:
10.48550/arxiv.1905.10630.

[54] P.-R. Wagner, S. Marelli, I. Papaioannou,
D. Straub, and B. Sudret, “Rare event
estimation using stochastic ~ spectral
embedding,” Structural Safety, vol. 96, p.
102179, May 2022, doi:
10.1016/j.strusafe.2021.102179.

[55] F. Monti, D. Boscaini, J. Masci, E. Rodola,
J. Svoboda, and M. M. Bronstein, “Geometric
Deep Learning on Graphs and Manifolds Using
Mixture Model CNNs,” 2017 IEEE Conference

134

on Computer Vision and Pattern Recognition
(CVPR), Honolulu, HI, USA, 2017, pp. 5425-
5434, doi: 10.1109/CVPR.2017.576.

[56] F. Lu et al., “MoNet: Motion-Based Point
Cloud Prediction Network,” IEEE Transactions
on Intelligent Transportation Systems, vol. 23,
no. 8, pp. 13794-13804, Aug. 2022, doi:
10.1109/T1TS.2021.3128424.

[57] Y. Yao, Y. Jafarian, and H. S. Park,
“MONET: Multiview Semi-Supervised
Keypoint Detection via Epipolar Divergence,”
2019 IEEE/CVF International Conference on
Computer Vision (ICCV), Seoul, Korea
(South), 2019, pp.  753-762,  doi:
10.1109/ICCV.2019.00084.

[58] X. He, K. Deng, X. Wang, Y. Li, Y. Zhang,
and M. Wang, “LightGCN: Simplifying and
Powering Graph Convolution Network for
Recommendation,” Proceedings of the 43rd
International ACM SIGIR Conference on
Research and Development in Information
Retrieval, pp. 639-648, Jul. 2020, doi:
10.1145/3397271.3401063.

[59] K. Mao, J. Zhu, X. Xiao, B. Lu, Z. Wang,
and X. He, “UltraGCN: Ultra Simplification of
Graph Convolutional Networks for
Recommendation,” CIKM'21: Proceedings of
the 30th ACM International Conference on
Information & Knowledge Management, pp.
1253-1262, Oct. 2021, doi:
10.1145/3459637.3482291.

[60] B. Wu, Y. Liu, B. Lang, and L. Huang,
“DGCNN: Disordered graph convolutional
neural network based on the Gaussian mixture
model,” Neurocomputing, vol. 321, pp. 346-
356, Dec. 2018, doi:
10.1016/j.neucom.2018.09.008.

[61] M. Zhang, Z. Cui, M. Neumann, and Y.
Chen, “An End-to-End Deep Learning
Architecture  for  Graph  Classification,”
Proceedings of the AAAI Conference on
Artificial Intelligence, vol. 32, no. 1, Apr. 2018,
doi: 10.1609/aaai.v32i1.11782.

[62] Y. Wang and J. M. Solomon, “Object
DGCNN: 3D Obiject Detection using Dynamic
Graphs,” Advances in Neural Information



Giimiig, Eytipoglu, Savunma Bilimleri Dergisi, 20(1): 105-138 (2024)

Processing Systems, vol. 34, pp. 20745-20758,
2021, doi: 10.48550/arXiv.2110.06923.

[63] B.-H. Kim and J. C. Ye, “Understanding
Graph Isomorphism Network for rs-fMRI
Functional Connectivity Analysis,” Frontiers in
Neuroscience, vol. 14, Jun. 2020, doi:
10.3389/fnins.2020.00630.

[64] F. M. Bianchi, D. Grattarola, L. Livi, and
C. Alippi, “Graph Neural Networks With
Convolutional ARMA  Filters,” IEEE
Transactions on Pattern Analysis and Machine
Intelligence, vol. 44, no. 7, pp. 3496-3507, 1
July 2022, doi: 10.1109/TPAMI.2021.3054830.

[65] J. Su, S. Wang, and F. Huang, “ARMA
Nets: Expanding Receptive Field for Dense
Prediction,”  European  Semantic  Web
Conference, ESWC 2018: The Semantic Web,
pp. 593-607, Feb. 2020, doi:
10.48550/arxiv.2002.11609.

[66] M. Schlichtkrull, T. N. Kipf, P. Bloem, R.
van den Berg, I. Titov, and M. Welling,
“Modeling Relational Data with Graph
Convolutional Networks,” The Semantic Web,
pp. 593-607, 2018, doi: 10.1007/978-3-319-
93417-4_38.

[67] T. Thanapalasingam, L. van Berkel, P.
Bloem, and P. Groth, “Relational graph
convolutional networks: a closer look,” PeerJ
Computer Science, vol. 8, p. €1073, Nov. 2022,
doi: 10.7717/peerj-cs.1073.

[68] K. Schiitt, P.-J. Kindermans, H. E. Sauceda
Felix, S. Chmiela, A. Tkatchenko, and K.-R.
Miiller,  “SchNet: A continuous-filter
convolutional neural network for modeling
qguantum interactions,” Neural Information
Processing Systems, NeurlPS 2017, vol. 30, pp.
992-1002, 2017, doi:
10.48550/arXiv.1706.08566.

[69] Y. Li, D. Tarlow, M. Brockschmidt,
and R. S. Zemel, “Gated Graph Sequence
Neural Networks,” Proceedings of the 5th
International ~ Conference on  Learning
Representations, pp. 273-283, Apr. 2016, doi:
10.48550/arxiv.1511.05493.

[70] R. Li, S. Wang, F. Zhu, and J. Huang,
“Adaptive  Graph  Convolutional  Neural

135

Networks,” Proceedings of the AAAI
Conference on Artificial Intelligence, vol. 32,
no. 1, pp. 105-132. Apr. 2018, doi:
10.1609/aaai.v32i1.11691.

[71] Z. Ying, J. You, C. Morris, X. Ren, W.
Hamilton, and J. Leskovec, ‘“Hierarchical
Graph  Representation  Learning  with
Differentiable Pooling,” Neural Information
Processing Systems, 2018, doi:
10.48550/arXiv.1806.08804.

[72] M. Cheung, J. Shi, L. Y. Jiang, O. Wright,
and Moura, “Pooling in Graph Convolutional
Neural Networks,” 53rd Asilomar Conference
on Signals, Systems, and Computers, pp. 462-
466, Apr. 2020, doi:
10.48550/arxiv.2004.03519.

[73] T. Yamamoto, “Crystal Graph Neural
Networks for Data Mining in Materials
Science,” Research Institute for Mathematical
and Computational Sciences, LLC, 2019.

[74] G. S. Alberti, M. Santacesaria, and S.
Sciutto, “Continuous Generative Neural
Networks,” arXiv, May 2022, doi:
10.48550/arxiv.2205.14627.

[75] H. Li, J. Cao, J. Zhu, Y. Liu, Q. Zhu, and
G. Wu, “Curvature Graph Neural Network,”
Information Sciences, vol. 592, pp. 50-66, doi:
10.1016/j.ins.2021.12.077.

[76] A. Sanchez-Gonzalez, J. Godwin, T. Pfaff,
R. Ying, J. Leskovec, and P. Battaglia,
“Learning to Simulate Complex Physics with
Graph Networks,” International Conference on
Machine Learning, pp. 8459-8468, Nov. 21,
2020, doi: 10.48550/arXiv.2002.09405.

[77] M. Chen, Z. Wei, Z. Huang, B. Ding, and
Y. Li, “Simple and Deep Graph Convolutional
Networks,” International Conference on
Machine Learning, pp. 1725-1735, Nov. 21,
2020, doi: 10.48550/arXiv.2007.02133.

[78] M. Defferrard, X. Bresson, and P.
Vandergheynst, “Convolutional Neural
Networks on Graphs with Fast Localized
Spectral  Filtering,” Advances in Neural
Information Processing Systems, pp. 3844-
3852, 2016, doi: 10.48550/arXiv.1606.09375.



Giimiig, Eytipoglu, Savunma Bilimleri Dergisi, 20(1): 105-138 (2024)

[79] J. Chen, T. Ma, and C. Xiao, “FastGCN:
Fast Learning with Graph Convolutional
Networks via Importance Sampling,” arXiv,
Jan. 2018, doi: 10.48550/arxiv.1801.10247.

[80] P. Velickovi¢, W. Fedus, W. L. Hamilton,
P. Lio, Y. Bengio, and R. D. Hjelm, “Deep
Graph Infomax,” arXiv, Sep. 2018, doi:
10.48550/arxiv.1809.10341.

[81] Z. Chen, T. Ma, Z. Jin, Y. Song, and Y.
Wang, “BiGCN: A Bi-directional Low-Pass
Filtering Graph Neural Network,” Analysis and
Applications, vol. 20, no. 6, pp. 1193-1214,
2022, doi: 10.1142/s0219530522400048.

[82] E. Rossi, B. Chamberlain, F. Frasca, D.
Eynard, F. Monti, and M. Bronstein, “Temporal
Graph Networks for Deep Learning on
Dynamic Graphs,” arXiv, Jun. 2020, doi:
10.48550/arxiv.2006.10637.

[83] W. Jin, M. Qu, X. Jin, and X. Ren,
“Recurrent Event Network: Autoregressive
Structure Inference over Temporal Knowledge
Graphs,” Proceedings of the 2020 Conference
on Empirical Methods in Natural Language
Processing (EMNLP), Nov. 2020, pp. 6669-
6683, doi: 10.18653/v1/2020.emnlp-main.541.

[84] Y. Han, S. Karunasekera, and C. Leckie,
“Continual Learning for Fake News Detection
from Social Media,” Artificial Neural Networks
and Machine Learning — ICANN 2021: 30th
International Conference on Artificial Neural
Networks, pp. 372-384, Sep. 2021, doi:
10.1007/978-3-030-86340-1_30.

[85] F. Monti, F. Frasca, D. Eynard, D.
Mannion, and M. M. Bronstein, “Fake News
Detection on Social Media using Geometric
Deep Learning,” arXiv, Feb. 2019, doi:
10.48550/arxiv.1902.06673.

[86] C. Gabriele, C. Luca, B. Dominique, L.
Pietro, and V. Petar, “Principal Neighbourhood
Aggregation for Graph Nets,” Advances in
Neural Information Processing Systems, vol.
33, pp. 13260-13271, 2020, doi:
10.48550/arXiv.2004.05718.

[87] J. Qiu et al., “GCC: Graph Contrastive
Coding for Graph Neural Network Pre-
Training,” Proceedings of the 26th ACM

136

SIGKDD International ~ Conference  on
Knowledge Discovery & Data Mining, Aug.
2020, pp. 1150-1160, doi:

10.1145/3394486.3403168.

[88] B. Chen et al, “GCCAD: Graph
Contrastive Coding for Anomaly Detection,”
IEEE Transactions on Knowledge and Data
Engineering, vol. 35, no. 8, pp. 8037-8051,
Aug. 2023, doi: 10.1109/TKDE.2022.3200459.

[89] H. Gao, Z. Wang, and S. Ji, “Large-Scale
Learnable Graph Convolutional Networks,”
Proceedings of the 24th ACM SIGKDD
International Conference on  Knowledge
Discovery & Data Mining, Jul. 2018, pp. 1416-
1424, doi: 10.1145/3219819.3219947.

[90] D. Bacciu, F. Errica, and A. Micheli,
“Contextual Graph Markov Model: A Deep and
Generative Approach to Graph Processing,”
35th International Conference on Machine
Learning, pp. 294-303, Jul. 03, 2018, doi:
10.48550/arXiv.1805.10636.

[91] J. Zhang, X. Shi, J. Xie, H. Ma, I. King, and

D.-Y. Yeung, “GaAN: Gated Attention
Networks for Learning on Large and
Spatiotemporal ~ Graphs,” Mar. 2018,
arXiv:1803.07294.

[92] C. Miles et al., “Discovering Symbolic
Models from Deep Learning with Inductive
Biases,” Advances in Neural Information
Processing Systems, vol. 33, 2020, doi:
10.48550/arXiv.2006.11287.

[93] Z. Shui and G. Karypis, “Heterogeneous
Molecular Graph Neural Networks for
Predicting Molecule Properties,” 2020 IEEE
International Conference on Data Mining
(ICDM), Sorrento, Italy, 2020, pp. 492-500,
doi: 10.1109/ICDM50108.2020.00058.

[94] S. Zhang, Y. Liu, and L. Xie, “Molecular
Mechanics-Driven Graph Neural Network with
Multiplex Graph for Molecular Structures,”
ArXiv, arXiv:2011.07457.

[95] D. Alfke and M. Stoll, “Pseudoinverse
graph convolutional networks,” Data Mining
and Knowledge Discovery, vol. 35, pp. 1318-
1341, Apr. 2021, doi: 10.1007/s10618-021-
00752-w.



Giimiig, Eytipoglu, Savunma Bilimleri Dergisi, 20(1): 105-138 (2024)

[96] 1. lgashov, N. Pavlichenko, and S.
Grudinin, “Spherical convolutions on molecular
graphs for protein model quality assessment,”
Machine Learning: Science and Technology,
vol. 2, no. 4, p. 045005, Jul. 2021, doi:
10.1088/2632-2153/abf856.

[97] S. Brody, U. Alon, and E. Yahav, “How
Attentive are Graph Attention Networks?,”
arXiv, May 2021, arXiv:2105.14491.

[98] J. Shen, Z. Shen, C. Xiong, C. Wang, K.
Wang, and J. Han, “TaxoExpan: Self-
supervised Taxonomy Expansion with Position-
Enhanced Graph Neural Network,” Proceedings
of The Web Conference, pp. 486-497, Apr.
2020, doi: 10.1145/3366423.3380132.

[99] W. Shi and R. Rajkumar, “Point-GNN:
Graph Neural Network for 3D Object Detection
in a Point Cloud,” 2020 IEEE/CVF Conference
on Computer Vision and Pattern Recognition
(CVPR), Seattle, WA, USA, 2020, pp. 1708-
1716, doi: 10.1109/CVPR42600.2020.00178.

[100] D. Bieber et al., “Learning to execute
programs with instruction pointer attention
graph neural networks,” Advances in Neural
Information Processing Systems, vol. 33, no.
2020, pp. 8626-8637, doi:
10.48550/arXiv.2010.12621.

[101] H. Dai, A. Nazi, Y. Li, B. Dai, and D.
Schuurmans, “Scalable Deep Generative
Modeling for Sparse Graphs,” International
Conference on Machine Learning, Nov. 21,
2020, pp. 2302-2312, doi:
10.48550/arXiv.2006.15502.

[102] T. Nayak and H. T. Ng, “A Hierarchical
Entity Graph Convolutional Network for
Relation Extraction across Documents,” arXiv,
Aug. 2021, doi: 10.48550/arxiv.2108.09505.

[103] K. Wimalawarne and T. Suzuki, “Layer-
wise Adaptive Graph Convolution Networks
Using Generalized Pagerank,” Proceedings of
the 14th Asian Conference on Machine
Learning, PMLR, vol. 189, pp. 1117-1132,
2023.

[104] Z. Li, B.Chen, and X. Si, “Graph
Contrastive Pre-training for Effective Theorem
Reasoning,” International Conference on

137

Machine Learning (ICML), wvol. 139.

http://arxiv.org/abs/2108.10821.

[105] L. Chen et al., “Group-Aware Graph
Neural Network for Nationwide City Air
Quality Forecasting,” ACM Transactions on
Knowledge Discovery From Data, vol. 18, no.
3, pp. 1-20, Dec. 2023, doi: 10.1145/3631713.

[106] T. Pfaff, M. Fortunato, A. Sanchez-
Gonzalez, and P. W. Battaglia, “Learning
Mesh-Based Simulation with Graph Networks,”
arXiv.org, Jun. 18, 2021,
https://arxiv.org/abs/2010.03409

[107] Y. Xing et al., “Learning Hierarchical
Graph Neural Networks for Image Clustering,”
2021 IEEE/CVF International Conference on
Computer Vision (ICCV), Montreal, QC,
Canada, 2021, pp. 3447-3457, doi:
10.1109/ICCV48922.2021.00345.

[108] R. Levie, F. Monti, X. Bresson and M. M.
Bronstein, “CayleyNets: Graph Convolutional
Neural Networks With Complex Rational
Spectral Filters,” IEEE Transactions on Signal
Processing, vol. 67, no. 1, pp. 97-109, Jan.
2019, doi: 10.1109/TSP.2018.2879624.

[109] Z. Liu, et al., “GeniePath: Graph Neural
Networks with Adaptive Receptive Paths,”
AAAL vol. 33, no. 01, pp. 4424-4431, Jul.
2019, doi: 10.1609/aaai.v33i01.33014424.

[110] A. Micheli, “Neural Network for Graphs:
A Contextual Constructive Approach,” IEEE
Transactions on Neural Networks, vol. 20, no.
3, pp. 498-511, March 2009, doi:
10.1109/TNN.2008.2010350.

[111] D. V. Tran, N. Navarin, and A. Sperduti,
“On Filter Size in Graph Convolutional
Networks,” 2018 IEEE Symposium Series on
Computational Intelligence (SSCI), Bangalore,
India, 2018, pp. 1534-1541,  doi:
10.1109/SSCI.2018.8628758.

[112] F. M. Bianchi, D. Grattarola, and C.
Alippi. “Spectral clustering with graph neural
networks for graph pooling,” Proceedings of the
37th International Conference on Machine
Learning (ICML'20), vol. 119, p. 82, pp. 874-
883, 2020.



Giimiig, Eytipoglu, Savunma Bilimleri Dergisi, 20(1): 105-138 (2024)

[113] C. Gallicchio and A. Micheli, “Graph
Echo State Networks,” The 2010 International
Joint Conference on Neural Networks (IJCNN),
Barcelona, Spain, 2010, pp. 1-8, doi:
10.1109/1JCNN.2010.5596796.

[114] R. Li, et al., “Dual graph convolutional
networks for aspect-based sentiment analysis,”
Proceedings of the 59th Annual Meeting of the
Association for Computational Linguistics and
the 11th International Joint Conference on
Natural Language Processing, pp. 6319-6329,
2021.

[115] H. T. Gimiis ve C. Eylipoglu, “Grafik
Sinir Aglarina Genel Bir Bakis,” EMO Bilimsel
Dergi, vol. 13, no. 2, pp. 39-56, 2023.

[116] Waikhom and R. Patgiri, “Graph Neural
Networks:  Methods, Applications, and
Opportunities,” arXiv.org, Sep. 08, 2021,
arXiv:2108.10733.

[117] C. Liu et al., “Graph Pooling for Graph
Neural Networks: Progress, Challenges, and
Opportunities,” arXiv.org, Jun. 22, 2023,
arXiv:2204.07321.

[118] S. Georgousis, M. P. Kenning, and X.
Xie, “Graph Deep Learning: State of the Art and
Challenges,” IEEE Access, vol. 9, pp. 22106-
22140, 2021, doi:
10.1109/ACCESS.2021.3055280.

[119] Amazon Science “Amazon at WSDM:
The future of graph neural networks,”
https://www.amazon.science/blog/amazon-at-
wsdm-the-future-of-graph-neural-networks
(accessed May 7, 2023).

138



