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In this comparative study, two architectures belonging to the YOLO family and SSD MobileNet V3
architecture were modeled and analyzed to provide advanced safety measures in mobile robot-human
interaction and to minimize safety-related work losses. The names of the methods and their performance
values are given in Figure A. The YOLO architecture outperformed the SSD MobileNet V3 architecture.
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Figure A. Training mAP / Epochs Curve Graphical Outputs

Purpose: The purpose of this study is to develop a new method using object detection technology to
determine the risk level of human-robot interaction by identifying employee-specific criteria such as the use
of protective equipment and authorization levels. This approach aims to apply different-sized safety
measures depending on the assessed risk magnitude, thereby improving safety and operational efficiency in
environments where humans interact with robots.

Theory and Methods: In this study, object detection models were developed and analyzed using YOLOvVS5n,
YOLOvV8n, and SSD MobileNet V3 object detection architectures to identify employee-specific criteria for
interaction with mobile robots. The performance of these models is evaluated based on their speed and
accuracy in detecting employee-specific criteria

Results: The findings show that the YOLO (You Only Look Once) family of architectures delivers superior
performance in terms of both speed and accuracy compared with SSD MobileNet V3. The YOLOvS5n model
achieved 650 FPS (frames per second) with GPU acceleration and an F1 accuracy score of 95.7% based on
the test data evaluation. These results show that the models built with the YOLOv5n and YOLOv8n
architectures accurately detect employee-specific criteria in human-robot interactions and rapidly with the
use of a GPU.

Conclusion: This study shows that object detection technology has reached a level of accuracy and speed
that enables its integration with proximity sensors. This progress could enable industrial mobile robots to
identify employee-specific criteria and assess risks before applying safety measures. Furthermore, this
approach creates a safe working environment and increases operational efficiency by eliminating
unnecessary safety measures. This methodology has the potential for wide applicability in various industries
and fields, and provides a tool for creating safer working environments.
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Insan-robot etkilesiminde, giivenlik 6nlemleri i¢in geleneksel olarak tek diizey giivenlik 6nlemleri uygulanir
ve calisanlara ait kriterler dikkate alinmaz. Bununla birlikte nesne tespit teknolojisi kullanilarak yeni bir
yontem gelistirilebilir; koruyucu donanim kullanimi ve yetki seviyeleri gibi ¢alisanlara 6zgii kriterleri tespit
edilerek insan-robot etkilesimi risk seviyesi belirlenebilir ve risk bityiikliigiine bagli olarak farkli biiyiikliikte
giivenlik 6nlemleri uygulanabilir. Bu aragtirmada, YOLOv5n, YOLOv8n ve SSD MobileNet V3 nesne tespit
modelleri bu amagla gelistirilmis ve analiz edilmistir. Bulgular, YOLO ailesine ait mimarilerin daha hizli
calistigini ve daha yiiksek dogruluk seviyelerine ulagtigint ortaya koymustur. YOLOvS5n algoritmast GPU
kullanimi ile 650 FPS hiza ve test verileriyle yapilan degerlendirme sonucunda %95,7'lik bir F1 dogruluk
degerine ulasilmistir. Sonuclar, nesne tespit teknolojisinin yakinlik senydrleriyle es zamanli olarak
uygulanabilecek bir dogruluk ve hiza ulastigini ve endiistriyel mobil robotlarmn giivenlik 6nlemleri almadan
once c¢alisanlarin ozelliklerini tespit edebilecegini ve riskleri derecelendirebilecegini gostermektedir. Bu
durum daha giivenli ¢alisma ortami olusmasina, gereksiz 6nlemlerin elimine ve operasyonel verimliligin
optimize edilmesine olanak verir. Ayrica bu yontem, giivenli ¢aligma ortamlarin saglanmasina yonelik olarak
bir¢cok sektorde ve alanda da uygulanabilir.
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mobile robot interaction

HIGHLIGHTS

e  Safe work in human-industrial mobile robot interaction

e  Sizing Safety Measures

e Determination of protective equipment and authorization level with high accuracy and speed of inference

Article Info

ABSTRACT

Research Article
Received: 30.05.2023
Accepted: 20.11.2023

DOI:

10.17341/gazimmfd.1306981

Keywords:

Object detection,

robot safety, safe operation,
YOLOVSn,

SSD MobileNet V3

In human-robot interaction, single-level safety measures are traditionally applied, and employee-specific
criteria are not taken into account. However, a new method can be developed using object detection
technology, and the risk level of human-robot interaction can be determined by identifying employee-
specific criteria such as the use of protective equipment and authorization levels, and different-sized safety
measures can be applied depending on the risk magnitude. In this study, YOLOv5n, YOLOv8n, and SSD
MobileNet V3 object detection models were developed and analyzed for this purpose. The results show that
architectures belonging to the YOLO family run faster and achieve higher levels of accuracy. The YOLOvS5n
algorithm achieved a speed of 650 FPS with the use of a GPU and an F1 accuracy of 95.7% as a result of the
evaluation with test data. The results show that object detection technology has reached an accuracy and
speed that can be applied simultaneously with proximity senors, and that industrial mobile robots can detect
worker characteristics and rate risks before taking safety measures. This allows for safer working
environments, eliminates unnecessary precautions, and optimizes operational efficiency. In addition, this
method can be applied in many sectors and areas to provide safe working environments.
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1. Giris (Introduction)

Endiistriyel mobil robotlar, gorevleri yerine getirmek igin konum
degistirebilen ¢ok yonlii makinelerdir. Cesitli hareket sistemlerine ve
otonom yeteneklere sahip olmalari onlart endiistriyel ve ticari
uygulamalar i¢in ideal hale getirmektedir [1]. Konum degisikligi i¢in
kilavuzlu, programlanmig, uzaktan kumandali, hat takipli veya
otonom olabilirler [2]. Mobil robotlar endiistride raylarda veya
onceden tanimlanmig yollar iizerinde hareket eden ve genellikle
operatdr gozetimi gerektiren Onciillerinden sonra giiniimiizde tam
otonom aygitlar haline doniigmiistiir. Otonom mobil robotlar ¢alisma
alaninda giivenli gezinmek, konumlarini tespit etmek, ¢evrelerini
yorumlamak i¢in dzellestirilmis sensorler, haritalandirma (¢evrelerini
2 veya 3 boyutlu sekilde olusturma), derin dgrenme ve benzeri
teknolojiler kullanirlar [3]. Hareket sistemlerine gére mobil robotlar
kara tabanli (tekerlekli), yiirliyen (bacakli), paletli ve pervaneli
seklinde birka¢ ana kategoride siniflandirilabilir [4].

Mobil robotlarin endiistriyel alanda kullanimi gelisme asamasinda
olup daha ¢ok depolama tesislerinde malzeme tagimaciliginda otonom
olarak kullanilmaktadir [5]. Genel anlami ile endiistriyel mobil
robotlarin gorev sekli tehlikeli/cok tehlikeli, caligma alani da
karmasik olabilmektedir. Bunlarla birlikte sinirli bir alanda, 6nceden
tanimlanmisg bir islem ya da gorevi yiiksek hassasiyet ve kararlilikla
gerceklestirmek igin Ozellestirilmis mobil robotlar da vardir [6, 7].
Endiistriyel mobil robotlarin insanlarla etkilesim hala tamamen
giivenli degildir ve ciddi riskler i¢erir. Mobil robotlari da kapsayacak
sekilde insan robot etkilesiminde bazi giivenlik 6nlemlerine ihtiyag
duyulmasi; giivenlik dereceli izlenen durdurma, elle yonlendirme,
hiz/mesafe  izleme ve  giig/kuvvet simirlamasi  geklinde
standartlasmistir [1, 8, 9].

Giivenlik dereceli izlenen durdurma: Beklenmedik veya olagan dis1
bir durumda devreye giren otonom durumda sistemidir. Insan robot
carpismasi ger¢eklesmeden devreye giren dnleyici bir sistemdir. Bu
sistemin saglikli iglemesi i¢in robot, tehlikeleri algilayan sensorlerle
donatilmistir.

Elle yonlendirme: Bir mobil robotun uzaktan kontrol edilmesidir. Elle
yonlendirmede insan diisiincesi ve algilari devrede olacagindan
robotun tehlikeli gekilde hareket etmesi ve caligana zarar vermesi
engellenmis olur. Bdylece mobil robotun karmagsik bir ortamda
gezinmesi, insanlara yakin olmasi ve hassas gorevleri yerine getirmesi
giivenli sekilde saglanir.

Hiz/Mesafe Izleme: Giivenlik sensorleri ile mobil robotun insan ve
nesnelere olan yakiligi 6l¢iilebilir. Bu da mobil robotun ¢aliganla ile
arasindaki mesafeyi korumasini ve engellerden kaginmasini saglar.

Gii¢/kuvvet simirlamasi: Robotun bir calisana carpmasi halinde
calisana zarar vermeyecek sekilde bir kuvvet ile hareket etmesinin
saglanmasidir. Mobil robota ait kuvvetin azaltilmasi veya
frenlenmesidir.

Endiistriyel mobil robotlarda standartlar dogrultusunda belirlenen
giivenlik onlemleri ¢aliganlara ait kriterler degerlendirilmeden, tiim
calisanlar i¢in aymi diizeyde uygulanmaktadir [10]. Ornegin giivenlik
onlemi hiz/mesafe izleme ise, endiistriyel mobil robot operasyon
siiresince ¢alisan ayirt etmeksizin tim c¢aliganlar igin Onceden
programlanan hiz/mesafe biiyiikliigiinii uygular. Bu da tek diizey bir
giivenlik 6nlemi ve mobil robotlar i¢in zaman zaman verimsiz bir
caligma getirir. Oysa endiistriyel mobil robotlar giivenlik 6nlemleri
uygulamadan 6nce ¢alisanlar1 analiz edebilirse, gerektiginde daha kati
giivenlik 6nlemleri uygulayarak kazalar1 engelleyebilir; gerektigin de
ise daha esnek giivenlik dnlemi alarak verimini artirilabilir [11].

Endiistriyel mobil robotlarin giivenlik boyutunu belirlemek i¢in
calisanlarm risk seviyelerini tespit etmeleri gerekmektedir. Bu
amagla, derin 6grenmeye dayali nesne tespiti teknolojisi oldukca
kullanigli bir aragtir. Ancak, nesne tespiti teknolojisinin pratik
uygulanabilirligi bazi 6nemli zorluklarla karg1 karsiyadir. Bu
zorluklar, derin 6grenme tabanli yaklagimlarin dogruluk seviyelerinin
yetersiz olmasi ve gilivenlik onleminin zamaninda saglanmasi igin
gerekli  olan  hizi  karsilayamamasi  gibi  faktorlerden
kaynaklanmaktadir.

Son birkag yildir nesne tespit teknolojisindeki gelismeler, dogruluk ve
hiz agisindan 6nemli iyilestirmeler sunmustur. Ozellikle tek cerceveli
nesne tespit algoritmalarindaki ilerlemeler, mobil robotlarin yakinlik
sensorleri ile birlikte uygulanabilir bir seviyeye tasimis; kabul
edilebilir dogruluk ve hiz seviyelerine ulasmasini miimkiin kilmigtir
[12]. Bu galismanin amaci, nesne tespit teknolojisinin endiistriyel
mobil robotlar i¢in giivenlik seviyelerini  belirleme de
kullanilabilirligini veya bu tiir hizli ve yiiksek dogruluk gerektiren
kritik iglemler veya durumlar i¢in ne kadar uygun oldugunu
degerlendirmektedir.

1.1. Nesne Tespitinin Geligimi (Development of Object Detection)

Nesne tespit teknolojisi iki farkli donemden gecerek gelismistir:
geleneksel nesne tespit donemi ve derin 6grenmeye dayali nesne tespit
donemidir [13].

Geleneksel Nesne tespiti (2014 Oncesi) Donemi: Nesnelerin erken
donem bilgisayarlar kullanilarak tespit edilmeye caligildigi donemdir.
Tasarlanmig 6znitelik ¢ikarma ve kural tabanli sistemlere dayali ilk
nesne tespit algoritmalari bu doénemde olusturulmugtur. Nesne
Ol¢eginin, agisinin ve aydinlatma kosullarinin degismesi tespitlerde
sorunlarin olugmasina neden olabiliyordu. Bu nedenle etkili goriintii
temsilleri gergeklesemiyordu [14].

Derin Ogrenmeye Dayali Nesne tespit Donemi: 2014 yilinda derin
Ogrenme tabanli, karmagsik ve daginik sahnelerdeki nesneleri yiiksek
dogruluk basarist ile tespit edebilen R-CNN (Bolge-Evrimsel Sinir
Ag1) mimarisi dnemli bir kilometre tasi ve doniim noktasi oldu [15].
Ancak R-CNN nesne tespitinin zayifligi goérseli 2000 bolgeye
ayirmasi, bu boélgeleri tek tek simiflandirmasiyd: [14]. Bu islem
nesnelerin tespitinin yavas gergeklesmesini sagliyordu. Bu gelisimin
hemen ardindan ger¢ek zamanli tespit lizerine ¢aligmalar yapildi ve
2016 yi1linda YOLO (Sadece Bir Kez Bak) ailesinin ilk versiyonu olan
YOLOV1 [16] ve ardindan SSD (Tek Cerceveli Cok Kutu Dedektdrii)
[17] yaymlanarak tek cerceveli yeni bir nesne tespit ydntemi
gelistirildi [14]. YOLO ve SSD, tek ¢erceveli bu yontemi gelistirerek,
daha sonraki yillarda yeni versiyonlarmi piyasaya siirdiiler. 2019
yilinda SSD MobileNet V3 versiyonu yaymlandi [18]. Ardindan,
2022'de YOLOVS ve 2023'te YOLOVS gibi yeni YOLO siirtimleri
ortaya ¢ikt1 [19]. Bu yeni versiyonlar, hem dogruluk hem de hiz
konusunda etkileyici sonuclar sagladi. Ornegin, YOLOvS8n versiyonu
ile egitilen bir model, 227 FPS (Saniyede Kare Sayisi) hizinda
calisirken %94,3'lik mAP (genel Ortalama Hassasiyet) dogruluguna
ulagt1 [20].

1.2. Nesne Tespitine Dayali Giivenli Calisma Ortamlar
(Safe Working Environments Based on Object Detection)

Nesne tespiti teknolojisinin gelisimi, nesne tespitinin birgok sektorde
ve alanda kullanilmasini saglamistir. Bu alanlardan biri giivenli
¢aligma ortamlarinin tespiti ve yonetimidir. Derin 6grenme teknikleri,
giivenli ¢aligma ortamlarinin tespiti konusunda biiyiik bir ilgi ¢ekmis
ve bu alanda kapsamli bir literatiir olusturulmustur. Ozellikle,
koruyucu donanimlari temsil eden baretin tespiti igin yapilan
caligmalar olduk¢a yogundur. Tablo 1'de Ozetlenen ¢aligmalar,
koruyucu donanimlarin tespiti i¢in elde edilen dogruluk seviyelerinin

2199



Aslan ve Yagimli / Journal of the Faculty of Engineering and Architecture of Gazi University 39:4 (2024) 2197-2207

Tablo 1. Baret Tespitine Yonelik Yapilan Caligmalar (Activities Conducted for Helmet Detection) [21-33]

Calismayr Yili  Tespit edilmesi Kullanilan Hizi  Performans
Yapan hedeflenen KKD Mimari/versiyon/varyant (FPS)
Fang vd. 2018 Baret Faster R-CNN 5 %95,7 Keskinlik ve %94,9

Wu vd. 2019 Baret

Duyarlilik

"reverse progressive attention" + SSD31,30 %383,89 mAP

Zhang vd. 2020 Baret Faster R-CNN - % 71,21 Dogruluk
Wang vd. 2020 Baret YOLOvV3 28,57 %97,79 mAP
Kimvd. 2020 Baret Faster R-CNN - %82 mAP
Saudivd. 2020 Baret, yelek, is ayakkabisiFaster R-CNN - %70 Dogruluk
Casuat vd. 2020 Baret YOLOv3 - %79,24 mAP
Filatov vd. 2020 Baret SqueezeDet + MobileNet 18,5 %75 F1 Skoru
Wang vd. 2020 Baret Lightweight CNN 62 %89,4 AP
Zhouvd. 2021 Baret YOLOV5s 110 %93,6 mAP
Cengil 2021 Baret YOLOvS 0,032 %90,3 mAP
Gallovd. 2022 Tim KKD’ler YOLOv4 6,8 %95 Dogruluk
Yang vd. 2023 Baret ve Maske YOLOVSs - %96 mAP
Farooq vd. 2023 Baret YOLOvV5n 70,4 %94,2 mAP

%70 ile %98 arasinda degistigini gostermektedir. Koruyucu
donanimlarin tespit hizi ise en yiiksek 110 FPS gibi bir degere
ulagmugtir. Nesne tespit mimarilerine bakildiginda, farkli nesne tespit
mimarilerinin kullanildig1 ancak 2021 yilindan sonra YOLO ailesine
ait versiyonlarinin tercih edildigi ve mAP degerlerinin %90'n altina
diismedigi goriilmektedir. FPS degeri ise, nesne tespit mimarisinin
yami sira kullamlan donamima, 6zellikle GPU (Grafik Islem Birimi)
kullanimina baghdir. GPU donanimlarinin kullanimiyla gliniimiizde
nesne tespit hizlart ¢ok daha yiiksek seviyelere ulagmistir. Bu
durumda, Tablo 1'deki egitim modelleri giiniimiizde yiiksek kapasiteli
GPU donanimlar kullanilarak uygulanirsa, dogruluk seviyeleri
degismese de FPS degerleri artacaktir.

Endiistriyel mobil robotlarin, insanlarla gilivenli bir sekilde
etkilesimde bulunabilmesi icin hizli tepki verme yetenegine sahip
olmasi gerekir. Tablo 1 incelendiginde, endiistriyel mobil robotlarin
nesne tespitine dayalt bir yaklasim kullanarak giivenligi
saglayamamasinin temel zorluk nedeni goriilebilir. Tablo 1’de yer
alan nesne tespit hizlari, endiistriyel mobil robotlar i¢in gerekli olan
tespit hizlari igin oldukg¢a yavastir. Bu nedenle de, yapilan literatiir
taramasinda bu yonde 6zel bir ¢aligmaya rastlanmamaigtir.

1.3. Mobil Robotlarda Giivenlik ve Yakinlik Sensorlerin Kullanimi
(Use of Safety and Proximity Sensors in Mobile Robots)

Giiniimiizde endiistriyel mobil robotlar gelisim asamasinda olup
endiistride hala kendisine yer bulma ¢abasindandir [34]. Ozellikle
giivenlik alanindaki endiseler endiistriyel mobil robotlarin endiistride
yayginlagmasint yavaglatmaktadir. Derin 6grenme ise robotik
uygulamalarda kullanilsa da, robot giivenliginde yavagligi ve
dogruluk seviyesi yeterli diizeyde olmamasi nedeniyle tercih
edilmemektedir. Giivenlik alaninda daha ¢ok lidar ve benzer tiirdeki
yakinlik sensorleri kullanilmaktadir [35]. Tipik bir lidar sisteminin
tepki hizi, lidar tiiriine ve tespit edilen nesnenin uzakligina bagh
olarak degisse de saniyede yaklasik 10.000 noktasal bilgi alabilecek
kapasitedir ve bu da yaklagik 100 milisaniye i¢inde 360°'lik bir alanda
tarama yapilmasini saglar [36]. Bu da giivenligi saglamak i¢in hizli
bir tepki siiresi saglar. Bu karsin yakinlik sensorleri nesne tespit kadar
yetenekli degildir. Calisanlar1 birbirinden ayiramaz ve buna goére
giivenlik 6nlem boyutunu belirleyemez. Bu nesne tespit ile yapilabilir.
Bu calisma, tek cerceveli nesne tespit mimarilerindeki en son
gelismelerin, yakinlik sensorleri ile uyumlu mobil robotlarda giivenlik
onlemleri i¢in kullanabilir seviyeye ulastigiyla ilgilidir. Boylece derin
o0grenme ve yakinlik sensorleri birlikte kullanilmasinin endiistriyel
mobil robotlarda gilivenligin ve verimin artmasina yonelik yeni bir
yaklasim getirmektedir.
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2. Deneysel Metot (Experimental Method)
2.1. Kriter Belirleme (Criteria Determination)

Endiistriyel mobil robotlar, ¢alisma ortaminda bulunan insanlarin
giivenligini saglamak amaciyla, koruyucu donanim olarak kullanilan
bareti ve bu baretlerin rengini algilayarak, calisanlarin yetki
seviyelerini belirleyebilir. Bu yaklasimin modellemesi yapilirken,
farkli ¢alisanlarin farkli yetki seviyelerine sahip olabilecegi g6z
Oniinde bulundurularak, ti¢ farkli baret rengi (mavi, sar1 ve beyaz) ile
baret kullanilmamasi durumu da dahil olmak tizere toplamda dort
farkl1 kriter belirlenmistir. Ornegin, mavi renkteki baret kullanan bir
caligan tam yetkili olarak siniflandirilabilirken, sar1 baret kullanan bir
caligan kismi yetkili ve beyaz baret kullanan bir ¢alisan ise yetkisiz
olarak kabul edilebilir.

2.2. Nesne tespit Mimarisini Belirleme
(Determining the Object Detection Architecture)

Derin 6grenmede, nesne tespit mimarileri yaygin olarak CNN
(Evrigimli Sinir Ag1) kullanilarak olusturulur. CNN’e dayali nesne
tespit mimarileri ikiye ayrilir; bolge tabanli (region-based) ve tek
gergeve (single-shot) tabanli algoritmalar olarak. Bolge tabanlt
algoritmalarda en yaygin kullanimi olan R-CNN iken tek ¢ergeveli
algoritmalar i¢in ise SSD ve YOLO algoritmalaridir. Tek cerceveli
algoritmalar bélge algoritmalarina gore daha hizlidir [14]. insan robot
etkilesiminde hiz olduk¢a onemli oldugundan, bu calismada tek
gergeveli iki farklt mimari olan, YOLO ve SSD degerlendirilmis ve
karsilastirilmigtir. YOLO i¢in YOLOvVSn ve son versiyonu olan
YOLOv8n versiyonlar1 kullanitken SSD i¢in SSD MobileNet V3
versiyonu kullanilmigtir. MobileNet, gomiilii sistemler ve mobil
uygulamalar i¢in gelistirilmis verimli CNN modelidir [37].

2.3. Veri Seti Hazirlama (Prepearing Dataset)

Calismada kullanilan verilere ait genel bir bakig Sekil 1’de ve
istatiksel bilgiler Tablo 2’de yer almaktadir. Veri seti, insan yiizleri,
aydimlatma kogullari, fotograf ¢ekim agis1 ve kameraya olan uzaklik
gibi faktorlerin yeterli sayida ve ¢esitlilikte olmasina dikkat edilerek
olusturulmustur. Bu sekilde, veri setinin her bir sif i¢in tam bir
temsil yetisi saglamasi hedeflenmis ve ayni zamanda asir1 uyum (asirt
O6grenme) sorununun oniine gegilmistir.

2.4. Goriintii Olgekleme (Image Scaling)
Veri olgeklendirme, bir veri setinde bulunan tiim verilerin belirli bir

piksel boyutuna standardize edilmesi, etiketlenmesi, egitim ve isleme
icin uygun hale getirilmesi islemidir. Verilerin ¢oziiniirliik bitytikligi,
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tespit edilecek nesnenin tiiriine (biiyiik veya kiigiik olmasi) ve
calismanin igerigine bagli olarak belirlenir. Ayrica, hedeflenen sonuca
en yakin performansi elde etmek i¢in verilerin boyutu, modelin farkli
boyutlarda egitilmesinin sonuglarina gore ayarlanabilir [38].

Veri seti farkli piksel boyutlarinda egitilerek, Tablo 3°te yer alan, bir
ablasyon caligmasi gergeklestirilmistir. Sonug olarak, 416x416 piksel
boyutunun diger piksel boyutlarina benzer dogruluk performansi
sundugu, ancak daha yiliksek bir FPS degerine sahip oldugu
gOrilmiigtiir.

2.5. Etiketleme (Labeling)

Egitim modelinin dogru tahmin (tespit) yapabilmesi i¢in tam olarak
neyi 6grenmesi gerektigi bilgisine sahip olmasi gerekmektedir. Gorsel
veride bircok nesne veya oriintii olabilir ve derin dgrenme ile ayni
¢ikarimda siniflandirilmis farkli nesne ve oriintiilerin tespiti yapilmak
istenebilir. Etiketleme, egitimde kullanilacak bir gorsel veride
Ogrenilmesi gereken nesnenin veya Oriintiiniin sinirlandirma kutusu
i¢ine almarak, sinifi ve koordinatlari ile ilgili bilgilerin, veri ile ayni
isimde olacak bir txt uzantili dosyaya kaydedilmesidir [39].

Sekil 1. Veri setinde yer alan goriintii 6rnekleri (Image examples from the dataset)

Tablo 2. Veri seti istatistikleri (Statistics of dataset)

Smif Simuf tanimmi

Egitim veri seti Dogrulama veri seti  Test veri seti  Toplam veri adeti

3 Mavi koruyucu donanim kullanan yetkili 315
2 Sar1 koruyucu donanim kullanan yetkili 315
1 Beyaz koruyucu donanim kullanan yetkili 315
0 Koruyucu donanim kullanilmiyor 315
Toplam 1260

135 50 500
135 50 500
135 50 500
135 50 500
540 200 2000

Tablo 3. Veri seti piksel biiyiikliigliniin ablasyon ile belirlenmesi (Determination of pixel size of dataset by ablation)

Veri seti piksel biiyiikliigii YOLOv5n YOLOv8n SSD MobileNet V3
mAP (%) FPS (Ortalama) mAP (%) FPS (Ortalama) mAP (%) FPS (Ortalama)
416x416 %98,6 650 %098,8 470 %939 136
640x640 %98,6 560 %98,8 410 %94,2 108
1280x1280 %98,7 430 %98.,9 320 %94,3 72
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Etiketleme ile asil veri {izerinde degisiklik yapilmaz. Bu islem ile
yapilan txt uzantili bir yardimci dosya olusturmak ve egitim igin
gerekli olan bilgilerin egitimde kullanilmak {izere hazir hale
getirilmesidir. Standart ve hassas bir etiketleme egitim sirasinda
olusacak kayiplari azaltir.

2.6. Hiperparametreler (Hyperparameters)

Devir (Epoch): Onceden etiketlerle tanimlanmus veri setinin model
egitimde isleme sayisini ifade eder. Devir veya cevrim sayisi geri
besleme verilerini egitimin tekrarlanmasi ile pekistirmeyi saglayan ve
nesne tespit modelinin performansini optimize etmek i¢in
ayarlanabilen 6nemli bir hiperparametredir [40].

Yigin (Batch): Tiim veri setini olusturan alt veri kiimelerini ifade eder.
Egitim sirasinda model agirliklarinin her bir islenen veriden sonra
giincellemesi yerine, agirliklarin kiimelenen verilerin her kiimedeki
veri islendikten sonra giincellenmesidir. Bu durum islem sayisim
azaltarak egitim siiresini kisaltir ve agirhik giincellemelerinin
kararhligim  artirir.  Yigin  boyutu kiigiik olursa agirliklarin
giincellenmesi siklasacak bu da yakinsama durumunu hizlandiracak
ve sinifin genelleme egilimini iyilestirecektir. Yigin boyutunun biiyiik
olmast ise istikrarli agirhk giincellemelerin  gergeklesmesini
saglayacak ve egitimi hizlandiracaktir [40].

Onceden Egitilmis Model Kullammi (Pretrained): Bir egitim
modelini sifirdan egitmek yerine Onceden egitilmis bir model
iizerinden egitmek i¢in kullanilan yontemdir [41]. YOLO’nun 80
nesne i¢in Onceden egitilmis hazir modelleri bulunur. Veya
aragtirmaci daha Once egittigi bir modeli gelistirmek i¢in yeni bir
egitim baslattiginda sifirdan baglamamak igin dnceden tamamladigi
egitimi kullanabilir. Bdylece model daha o6nceden modeldeki
ozellikler ve temsiller hakkinda bilgi sahibi oldugundan egitim i¢in
gerekli islem sayisin1 onemli dlgiide azaltir ve egitim siiresini kisaltir.

Ogrenme Oram (Learning Rate): Ogrenme sonucu olusan agirhklarin
adim boyutunu belirler. Ogrenme orani biiyiikse 6grenme hizli
adimlarla ger¢ekleseceginden egitim hizli bir sekilde tamamlanir.
Ancak bu durum egitimde agirliklarin dogru sekilde olugmamasina ve
yakinsamanin bagarisiz olmasina neden olabilir. Daha kiigiik grenme
orani daha istikrarli bir yakinsama saglar ancak egitim siiresi oldukca
uzar, sistem donaniminin buna uygun olmasi gerekir [48]. Ogrenme
oraninin sabit tutulmasi kullanigli olmayabilir. Bunun yerine ilk
O6grenme orani (initial learning rate) daha biiylik degerle baslar son
o6grenme orant (final learning rate) daha kiigciik bir degerle
sonlandirilir. Bu durum 6grenme iglemini ve siiresini optimize eder.

Caligmada kullanilan tiim modeller, veri kiimesi lizerinde Tablo 4'te
belirtilen hiperparametre araliklarinda 6n egitime tabi tutulmus ve
model i¢in en yiiksek performans: saglayan hiperparametre degerleri
belirlenmistir.

2.7. Model Performans Olgiim Kriterleri

(Model Performance Measurement Criteria)

Model performanslarini degerlendirmek i¢in kullanilan temel
metrikler; Dogru Pozitif (TP), Yanlis Pozitif (FP), Dogru Negatif
(TN), Yanlis Negatif (FN) ve bu temel metriklerden tiiretilmis
duyarlilik (recall), kesinlik (precision), F1 skoru ve genel ortalama
hassasiyet (mAP) degerleridir. Modellerin degerlendirilmesi igin
temel metriklerden olusan ve sablonu Tablo 5°te verilen karmagiklik
matrisi olusturulmalidir. Degerlendirme igin kullanilacak her bir
gorselin tespit edilen durumla gergek (etiketle dnceden tanimlanan
durumun) karsilastirilarak modelin ne kadar dogru tahmin ve hatalt
tahmin yaptig1 belirlenmelidir. Boylece Es. 1, Es. 2, Es. 3, Es. 4 ve Es.
5’te esitlikleri verilmis duyarlilik, kesinlik, F1 skoru, ortalama
hassasiyet (AP) ve genel ortalama hassasiyet (mAP) metrikleri
hesaplanir [49].

Kesinlik (p) __ Tahmin edilen toplam dogru pozitif sayist _ TP ( )
Optimize Saglayic1 (Optimizer): Egitim sirasinda yapay sinir aglart Toplam pozitif tahmin sayist TP+ P
aglr.hkllarm olusturulmasi igin kullanilan a!g.oritma tiriidiir.  Bir _ Tahmin edilen toplam dogru pozitif sayisi TP
optimize saglayicisinin temel amaci ¢ikisin girise bagl olusturdugu Duyarhlik (r) = Etiketlenen toplam pozitif dogru sayist TP + FN
kayip fonksiyonunu dlgmek ve en aza indirmektir. SGD (Stokastik )
gradyan inisi), Adam (Uyarlanmis Moment Tahmini), AdamW
(Adam Agirlik Azalmasi)) ve RMSprop (Kok Ortalama Kare F1 Skoru = 2 x Kesinlik x Duyarlik) _ xn 3)
Yayilimi) gibi birgok farkli optimizasyon algoritmast vardir [42-46]. (Kestnlik + Duyarlilik) @+
Her saglayici, modelin performansini artirmak i¢in ayarlanabilen .
hiperparametre seti sunar [47]. Ortalama Hassasiyet (AP) = [[p(r)dr = ¥i_, p(k). Ar(k) C))
Tablo 4. Hiperparametre Degerlerinin Belirlenmesi (Determination of Hyperparameter Values)
Hiperparametre Tiirkge Karsili1 Ablasyon Arali1 Egitim i¢in Belirlenen Hiperparametreler
YOLOv5n  YOLOv8n  SSD MobilNet V3
Epoch Epok ya da Devir 40 - 500 201 213 188
Batch Yigin 8-064 32 32 32
Pretrained On Egitimli Kullanim True/False True True True
Optimizer Optimize Saglayict ~ SGD, Adam, AdamW ve RMSprop Adam Adam RMSprop

Learning Rate  Ogrenme Orani 0,1 -0,001

0,01 —0,001 0,01 —0,001 0,010,001

Tablo 5. Karmagiklik matris sablonu (Confusion matrix template)

Modelin Tahmin Ettigi Durum

Pozitif (Nesne algiland1)

Negatif (Nesne algilanmadi)

Pozitif Dogru Pozitif (True Positive — TP)
Etiketleme ile Onceden  (nesne var)  Gegerli Durum
Tanimlanan Durum Negatif Yanlis Pozitif (False Positive — FP)

(nesne yok)  Hatalt Durum

Yanlhs Negatif (False Negative — FN)
Hatali Durum

Dogru Negatif (True Negative — TN)
Istenilen Durum
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Y AP

Genel Ortalama Hassasiyet (mAP) = S sayies

)
Keskinlik (), testin sonucunda model tarafindan elde edilen toplam
pozitif tahmin sayisindaki (i¢inde hatali olanlarda vardir) toplam
dogru pozitif (hatasiz olan) say1 miktaridir.

Duyarhilik, pozitif olarak etiketlenen toplam veri miktarindaki (ideal
durum, hepsinin etiketlendigi gibi model tarafindan dogru pozitif (TP)
olarak algilanmasidir) toplam dogru pozitif (hatasiz olan) say1
miktaridir.

F1 skoru, kesinlik ve duyarliligi harmonik ortalamasidir. Keskinlik
veya duyarlilik metriklerinden biri bagarili, digeri basarisiz olabilir.
Bu durum veri kiimesinde dengesizlik oldugu anlamina gelir. Bu
durumu ortaya ¢ikarir.

Ortalama hassasiyet (AP), Giiven esigi 0 ile 1 arasinda olur. Kesinlik-
geri ¢agirma egrisi, bir modelin giiven esigi araliginda her bir giiven
esigi i¢in kesinlik ve geri cagirma degerlerinin grafiksel bir
gosterimidir. Ortalama hassasiyet ise kesinlik-geri ¢agirma
grafigindeki egrinin altinda kalan toplam pozitif alandir.

Genel ortalama hassasiyet (mAP), her model i¢in sinif sayisi kadar
ortalama hassasiyet hesaplanir. Genel ortalama hassasiyet ise
ortalama hassasiyetlerin toplanarak sinif sayisina boliinmesi ile elde
edilen genellesmis ortalamadir.

GPU kullaniminda modellerin tespit hizt FPS degeri hesaplanarak
degerlendirilir.

Saniyedeki Kare Sayisi (Frame Per Second - FSP), 1 saniye siire
icinde yapilan tespit sayisidir. Ortalama FSP degeri ise, bir modelin
belli sayidaki tespit siirelerinin aritmetik ortalamasinin 1 saniyedeki
tekrar sayisidir.

3. Sonuclar ve Tartismalar (Results and Discussions)
3.1. Egitim Performanst (Training Performance)

Egitim agamasinda modellerin egitim performansi her devirde tekrar
Olgiilerek izlenir. Boylece egitimde hatali bir durum veya sapmalar
oldugunda egitim bitirilerek gerekli diizenlemeler yeniden yapilir ve
egitim tekrar bastan alinir. Egitimin performans degerleri egitimin
saglikli gegtigi ve egitimin ne zaman bitirilmesi gerektigi konusunda
on bilgi sunar. Ozellikle dogrulama kayiplarin azalmasinin durulmasi
egitimin doygunluga olustugu konusunda fikir verir [50].

Egitim igin olugsturulan verilerin tekrar tekrar kullanilmasi, bir
modelin egitim verilerindeki Oriintiileri agir1 derecede 6grenmesine ve
bundan dolay1 yeni verileri tahmin ederken daha az basarili olmasina
yol agabilir. Bu nedenle, bir modelin gergek performans: genellikle
test verileri kullanilarak degerlendirilir. Bu ¢alismada kullanilan
modellerin  mAP/devir performans grafikleri, $ekil 2'de
karsilagtirmali olarak verilmistir.

3.2. Test Verileri Kullanilarak Egitim Modellerinin Performans
Degerlendirmesi
(Performance Evaluation of Training Models Using Test Dat)

Egitim asamasinda asirt uyum ve benzer durumlar ortaya ¢ikmis ve
yaniltict performans degerlerine yol agmis olabilir. Egitim sonrasi
elde edilen modelin taze, kullanilmamig yeni verilerle tekrar test
edilmesi gerekir. Daha 6nce her smif igin 50 adet olarak hazirlanan
toplam 200 adet test verisi bu amagla egitim modeli tarafindan
yeniden degerlendirilmis ve sonuglar Tablo 7°de listelenmistir.
Degerlendirme sonucunda 0,5 giiven esik degerinde YOLOv5n’in

ortalama 95,7, YOLOv8n’in ortalama 96,4, SSD MobileNet V3’iin
ise %87,9 biyikliginde F1 skoru elde ettigi gorilmiistiir. Bu
sonuglar egitim performans: ile elde edilen degere yakindir ve
modelin yeni verilere iyi genelleme yapabildigini ortaya ¢ikarmustir.

genel ortalama Hassasiyet (mAP@0.50)
(=]
o

0,4
0,2
— yolovin
0.0 — yolovén
’ — Mobilnet ¥3
0 50 100 150 200
Devir (Epoch)

Sekil 2. Egitim mAP / Devir Egrisi Grafik Ciktilart
(Training mAP / Epochs Curve Graphical Outputs)

Tablo 6. Egitimin mAP Metrik Degerleri
(Training mAP Metric Values of Models)

Model mAP (%)
YOLOvV5n %098,6
YOLOv8n %098,8
SSD MobileNet V3 %939

Ayrica METU-ALET veri setinde ile yapilan testler de egitimin
bagarili oldugu goriilmiistiir [51]. Bu verilerden en karigik arka plani
olan ve iistten ¢ekilen gorsellerden bir 6rnek Sekil 3’te gosterilmistir.
Bu o6rnekte sadece bir ¢aliganin tespiti gerceklesmemistir.

. A
i Baret Kullatian

P,

Sekil 3. METU-ALET veri seti ile yapilan teste ait 6rnek bir gorsel
ve YOLOV5n ile elde edilen sonucu

(A sample image of the test with the METU-ALET dataset and the result
obtained with YOLOvS5n)
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Tablo 7. Egitim Modellerinin Test Verileri ile Degerlendirmesi (Evaluation of Training Models with Test Data)

Karigiklik Matrisi Performans
B .
Model Simf x £ § % = » = - o o .
> A/ 5 A gz = = s EE E= E3§
Z 8~ &8 9 £ ¥ £ SE =Sv% S8
5 ¢ ¢ 3 & . ., & = 2 §% £z §°
(] — — —
2 @A 5 S < £ B &£ 2 A T &% A Sk
Baret Yok 48 0 0 0 2 48 1 2 098 096 0097
BeyazBaret 1 47 0 0 2 47 4 3 092 094 093 . .
Yolovsn o Baret 0 4 45 0 1 45 0 5 1 09 095 975 %94 %957
MaviBaret 0 0 0 48 2 48 0 2 1 0,96 0,98
Baret Yok 4 0 0 0 2 48 1 2 098 096 0097
BeyazBaret 1 48 0 0 1 48 3 2 094 096 095 . .
Yolovén o Baret 0 3 45 0 2 45 1 5 1 09 095 798 %95 %964
MaviBaret 0 0 0 49 1 49 1 1 1 0,98 0,99
. Baret Yok 48 0 0 0 2 48 4 2 092 09 094
. BeyazBaret 2 40 4 3 1 40 6 10 087 08 083 . .
Eg’blleNet Sari Baret 14 41 2 2 41 5 9 089 082 o085 8% Y864 %879
MaviBaretk 1 2 1 43 2 43 5 6 09 088 089

Tablo 8. 320x416 Piksel Kamera Cekiminde Tespit Hizlar1 (Detection Speeds in 320x416 Pixel Camera Capture)

Modeller Baret Yok  Beyaz Baret Sar1 Baret  Mavi Baret  Ortalama FSP

1,5 ms 2 ms 5 ms 5 ms
2 ms 2 ms 3,7 ms 0,1 ms
0,1 ms 1 ms 0,1 ms 3ms
= 0,1 ms 0,1 ms 0,1 ms 1 ms
2 0,1 ms 1 ms 5,8 ms 0,1 ms
2 650
= 0,1 ms 0,1 ms 0,1 ms 0,1 ms
> 5,5 ms 1 ms 5,6 ms 0,1 ms
0,1 ms 1,5 ms 0,1 ms 1 ms
0,1 ms 0,1 ms 0,1 ms 6,6 ms
3 ms 0,1 ms 0,1 ms 2,3 ms
1 ms 10,4 ms 7,1 ms 2 ms
0,1 ms 0,1 ms 0,1 ms 0,1 ms
0,1 ms 3,5ms 0,1 ms 0,1 ms
= 1,5 ms 4,5 ms 1,5 ms 4 ms
og 0,1 ms S ms 0,1 ms 0,1 ms 470
° 5,1 ms 0,1 ms 0,1 ms 0,1 ms
> 6 ms 0,1 ms 1 ms 0,1 ms
0,1 ms 0,1 ms 0,1 ms 0,1 ms
0,1 ms 0,1 ms 1 ms 0,1 ms
5,5 ms 9 ms 5,5 ms 9,4 ms
7 ms 10 ms 6 ms 7 ms
- 7 ms 6 ms 6 ms 13 ms
> 6 ms 6 ms 12 ms 12 ms
E 7 ms 5ms 7 ms 6 ms
=2 7 ms 7 ms 6 ms 5 ms 136
S 6,5 ms 10 ms 8 ms 6,5 ms
E 7 ms 8 ms 11 ms 5 ms
7 13 ms 7,5 ms 6 ms 5 ms
7 ms 9 ms 6 ms 6 ms
7 ms 5 ms 6 ms 7 ms

3.3. Model Tespit Hizlarimin GPU Kullanarak Degerlendirmesi
(Detection Speed Evaluation of Models Using GPU)

Modellerin tespit hizlarin1t GPU islemcisiyle ger¢ek zamanli olarak
degerlendirebilmesi i¢in kamera kullanmasi gereklidir. Bu ¢aligmada,
30 FPS degerine sahip Full HD standart bir bilgisayar kamerasi
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kullanilmigtir. Degerlendirme, GPU iglemcili Nvidia RTX A4000
ekran karti ve 320x416 piksel goriintiler kullamlarak
gerceklestirilmistir. Model tespit hizlar1 Tablo 8’de karsilastirmali
olarak listelenmistir. Degerlendirme asamasinda, hizli hareketlerin
veya diisiik 151k kosullarinin oldugu durumlarda, bazen tespitin anlik
olarak gergeklestirilemedigi gozlenmistir. Bu durumun nedeni,
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kamera ¢ekim hizinin tespit hizina kiyasla oldukg¢a diigiik olmasi ve
kameralarim 15181 yeterince alamamasidir. Tablo 9’da yer alan kayitta
bu durumu gosteren bir 6rnek bulunmaktadir ve Sekil 4'te ise tespitin
gergeklesmedigi o anin goriintiisii yer almaktadir. Kamera kullanarak
yapilan tespitlerin daha yiiksek bir bagar1 elde etmesi i¢in, kamera
cekim Kkalitesi olduk¢a Onemlidir. Modellere uygun bir kamera
kullanilmamasina ragmen tespitlerin neredeyse tamami dogru bir
sekilde gerceklestirilmistir. Ani hareketlerin bile tespit edildigini
gosteren birkag¢ 6rnek Sekil 5'te goriilebilir.

Tablo 9. 320x416 Piksel Kamera Cekiminde Kameranin veya
Calisanin Hizli Hareketine Bagh Tespit Hatas1

(Detection Error in 320x416 Pixel Camera Capture to Rapid Movement of
Camera or Employee)

Model Tespit Edilen Tespit Hizi
Beyaz Baret Kullanan 0,1 ms
Beyaz Baret Kullanan 0,1 ms
Beyaz Baret Kullanan 6,1 ms
& Tespit Yapiimady 3,5 ms
Z Tespit Yapilmadi 0,1 ms
G Tespit Yapilmadi 55 ms
>~ Tespit Yapiimadt 0,1 ms
Tespit Yapiimad 5,4 ms
Beyaz Baret Kullanan 0,1 ms
Beyaz Baret Kullanan 0,1 ms

Sekil 4. Hizl1 Hareketlerde Tespit Hatasina Neden Olan Goriintii
(Image Causing Detection Error in Rapid Movements)

Sekil 5. Hizli Hareketlerde Dogru Tespit Ornekleri
(Examples of Correct Detection in Rapid Movements)

4. Simgeler (Symbols)

r : Duyarlilik (Recall)
p : Keskinlik (Precision)

4.1. Kisaltmalar (Abbreviations)

Adam : Uyarlanmis Moment Tahmini (Adaptive Moment
Estimation)

AdamW  : Adam Agirlik Azalmasi (Adam Weight Decay)

AP : Ortalama Hassasiyet (Average Precision)

CNN : Evrigimli Sinir Ag1 (Convolutional Neural Network)
FN : Yanlig Negatif (False Negative)

FP : Yanlis Pozitif (False Positive)

FPS : Saniyedeki Kare Sayis1 (Frame Per Second)

GPU : Grafik Islem Birimi (Graphics Processing Unit)
mAP : genel Ortalama Hassasiyet (mean Average Precision)
R-CNN  : Bolge-Evrimsel Sinir Ag1 (Region-Convolutional
Neural Network)

RMSprop : Kok Ortalama Kare Yayilimi

SGD : Stokastik Gradyan Inisi (Stochastic Gradient Descent)
SSD : Tek Cerceveli Cok Kutu Dedektorii (Single Shot
MultiBox Detector)

N : Dogru Negatif (True Negative)

TP : Dogru Pozitif (True Positive)

5. Sonuclar (Conclusions)

Bu ¢aligmada, YOLOvS5n, YOLOv8n ve SSD MobileNet V3 nesne
tespit algoritmalarin1 kullanarak, giivenli ¢aligma ortaminda riskleri
hizla smiflandirabilen modellerin gelistirilmesine odaklanilmustir.
Modeller, egitim siirecinde ayrica test verileri ve GPU islemcisi
kullanilarak ~ degerlendirilmig, YOLOv5n modelinin YOLOvVS8
modeliyle benzer bir performans sergiledigi, her iki modelin SSD
MobileNet V3 modeline gore daha yiiksek dogruluk ve hiz elde ettigi
gbzlemlenmistir. Ozellikle YOLOvS5n ve YOLOv8n modellerinin,
yakinlik sensorleriyle uyumlu bir sekilde c¢alisabilecek bir hiza
ulastiklar1 ve insan-endiistriyel mobil robot etkilesiminde giivenligi
artirmaya  yonelik  uygulanabilir  olabilecegi  goriilmiistiir.
Uygulanmas1 durumunda, endiistriyel mobil robotlar tarafindan,
calisanlarin risk seviyelerini belirlenebilir ve ihtiyaca gore farkli
biiytlikliikte giivenlik 6nlemleri uygulanabilir.

Bu ¢aligmaya, ¢alisma ortaminin analizi ve risk seviyesinin tespiti gibi
endiistriyel mobil robotlarda gilivenligi daha da arttiracak baska
faktorler de eklenebilir. Ayrica bu ¢alisma, mobil robotlarla sinirlt
kalmayip, gilivenli ¢alisma ortamlar: ilgili daha genis bir perspektif
i¢in uygulanabilir.
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