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Özet: Peron Ayırıcı Kapı Sistemleri (PAKS), modern metro ve hızlı transit otobüs istasyonlarında yolcu 

ve araç/ray arasında bir bariyer olarak kullanılan kayar kapı sistemleridir. PAKS sistemi, sadece 

platform ve raylar arasında bir bariyer olmakla kalmaz, aynı zamanda araçlara emniyetli iniş ve biniş 

imkânı da sağlar. Bu nedenle, PAKS sistemi kullanımı metro istasyonlarında hızla yaygınlaşmaktadır. 

Son yıllarda, PAKS sistemi ile ilgili birçok çalışma yapılmıştır. Bu çalışmalar, istasyon çevresi 

koşullarından, enerji tüketimine, yolcu bekleme sürelerine, acil tahliye prosedürlerine, emniyet 

bütünlüğü seviyesi prosedürlerine ve PAKS sisteminin kontrol ve izleme yaklaşımlarına kadar geniş bir 

yelpazeyi kapsamaktadır. PAKS sistemi, yolcu emniyeti için kritik bir önem taşımakta ve modern metro 

istasyonlarının vazgeçilmez bir özelliği haline gelmiştir. Bu nedenle, PAKS sistemi üzerine yapılan 

araştırmaların devam etmesi ve bu sistemlerin sürekli olarak geliştirilmesi gereklidir. Makine öğrenimi 

algoritmaları, hata teşhisinde önemli bir katkı sağlamakta ve bu algoritmalar sayesinde sistemin sürekli 

olarak geliştirilmesi hedeflenmektedir. Hata teşhisinde makine öğrenmesi yaklaşımları kullanılarak 

gerçekleştirilen çalışmaların sonuçları, sistemin gerçek zamanlı olarak izlenerek hataların tespit 

edilmesine ve giderilmesine yardımcı olmaktadır. Yapay zekâ tabanlı öngörülü bakım yaklaşımı, 

özellikle demiryolu sektöründe hem yolcu emniyetini hem de işletme performansını artırmak için 

önemlidir. Bu çalışma, makine öğrenmesi tabanlı sınıflandırma için Destek Vektör Makinesi (DVM), 

K-En Yakın Komşuluğu (KYK) ve Lojistik Regresyon (LR) modelleri kullanılarak tam boy PAKS 

sistemindeki mekanik arızaların teşhisini içermektedir. Modellerin eğitimi için PAKS sistemi tarafından 

sağlanan akım, gerilim, titreşim, ses, kapı pozisyonu ve kapı hızı gibi veriler kullanılmıştır. Bu verilerin 

istatistiksel öznitelikleri çıkarılmış ve bu öznitelikler makine öğrenimi algoritmalarında kullanılarak, 

eğitilmiş algoritmaların arıza tespitindeki performansları gözlenmiştir. 
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Health Monitoring and Predictive Maintenance of Platform Screen Door Systems 

Using Artificial Intelligence 

 

Abstract: The Platform Screen Door System (PSD) is a sliding door system used as a barrier between 

passengers and the vehicle/rail in modern metro and Rapid Bus Transit (RBT) stations. The PSD system 

not only serves as a barrier between the platform and tracks but also provides safe boarding and alighting 

opportunities for passengers, making it a critical component of modern metro stations. Consequently, 

PSD systems have rapidly gained popularity and are widely used. In recent years, numerous research 

studies have been conducted on PSD systems, covering a broad range of topics such as station 

environment conditions, energy consumption, passenger waiting times, emergency evacuation 

procedures, safety-integrity-level (SIL) procedures, and control and monitoring approaches for PSD 

systems. Continued research and development of PSD systems is necessary due to their critical 

importance for passenger safety and their indispensable role in modern metro stations. Machine learning 

algorithms have played a significant role in fault diagnosis, and these algorithms can be used to improve 

the reliability of PSD systems. The results of studies conducted using these fault diagnosis methods 

could help in real-time detection and rectification of errors by monitoring system performance. Artificial 

intelligence-based predictive maintenance approaches are important, particularly in the railway sector, 

for enhancing both passenger safety and operational performance. This study focuses on the application 

of artificial intelligence models, such as Support Vector Machine (SVM), K-Nearest Neighbors (KNN), 

and Logistic Regression (LR), for the diagnosis of mechanical failures in full-scale PSD systems. The 

information (such as current, voltage, vibration, sound, door position, and door speed) provided by the 

system are processed for training the models. The features of these data were extracted and used in 

machine learning algorithms to diagnose faults that could occur in the system. 

 

Keywords: Intelligent Transportation Systems, Platform Screen Door, Predictive Maintenance, 

Artificial Intelligence, Machine Learning, Condition Monitoring 

 



Görgülü, Ş.; Koç, İ.; Kırımça, N.; Karaköse, M. & Özgen, M. (2024)   Akıllı Ulaşım Sistemleri ve Uygulamaları Dergisi Cilt:7 – Sayı:1 

58 

 

1. Giriş 

Büyük şehirlerdeki kentleşme, hava kirliliği ve trafik sıkışıklığına sebep olurken, metrolar ve trenler 

bu durumun azaltılması için önemli bir rol oynamaktadır. Peron Ayırıcı Kapı Sistemleri (PAKS) ise 

modern metro ve hızlı transit otobüs istasyonlarında yolcu ve araç/ray arasında bariyer olarak 

kullanılan kayar kapı sistemleridir. PAKS sistemleri, yolcuları tren raylarına erişimden korurken, 

istasyon enerji tüketiminin optimizasyonu, hava kalitesi kontrolü, intiharı önleme ve emniyet gibi 

birçok işleve hizmet etmektedir. PAKS sistemleri, sadece platform ve raylar arasında bir bariyer 

olmayıp aynı zamanda araçlara emniyetli iniş/biniş imkânı sağlamaktadır. PAKS kullanımının 

yaygınlaşmasıyla birlikte, PAKS ile ilgili yapılan araştırmalar, matematiksel modelleme ve simülasyon 

çalışmaları da önemli hale gelmiştir. PAKS ile ilgili yapılan çalışmalar, istasyon çevresinin 

koşullarından, enerji tüketimine, yapay zekâ ile hata teşhisine, yolcu bekleme sürelerine, acil tahliye 

prosedürlerine ve emniyet bütünlüğü seviyesi (SIL: Safety Integrity Level) prosedürlerine ve PAKS 

kontrolü ve izleme yaklaşımlarına kadar geniş bir yelpazeyi kapsamaktadır. PAKS ile ilintili makine 

öğrenmesi tabanlı çalışmalar da yelpazenin içerisinde önemli bir yer tutmaktadır (Koç vd., 2022; Li 

vd., 2018; Zhou vd., 2010; Abdurrahman vd., 2018; Qu vd., 2012; Lindfeldt, 2017; Su vd., 2022; 

Gabay, 2004; Aarnio vd., 2005; He vd., 2018; Koç vd., 2023). 

Fiziksel sistemlerden elde edilen veriler makine öğrenimi (MÖ) algoritmaları ile sınıflandırılarak 

sistemdeki arızaların teşhisi yapılabilmektedir. Verilerin MÖ yapısına girilmeden önce çeşitli teknikler 

kullanılarak birtakım ön işlemlerden geçirilmesi teşhis performansını olumlu yönde etkilemektedir. Söz 

konusu tekniklerden biri veri özniteliklerinin çıkarılmasıdır. Ayrıca veri kalitesinin önemi konusunda 

da birçok çalışma yapıldığı bilinmektedir. Endüstriyel arıza teşhisi için yapay zekâ (YZ) modellerinin 

kullanımında zorluklarla karşılaşılsa da veri kalitesinin artırılması ve verilerin doğru şekilde 

işlenmesiyle birlikte YZ-tabanlı yaklaşımların kullanımı artmaktadır. Veri kalitesinin arttırılması ve 

uygun örnekleme yöntemlerinin kullanımı, YZ modellerinin doğruluğunun artırılmasında önemlidir 

(Başaran vd., 2020; Ham vd., 2019; Jimenez vd., 2021; Sun vd., 2018). 

Demiryolu sektöründe YZ-tabanlı hata teşhisine yönelik yaklaşımlar modele ve veriye dayalı 

yöntemler olmak üzere iki kategoride değerlendirilebilir. Model tabanlı yaklaşım cebirsel 

modellemeyle ifade edilirken, veriye dayalı yaklaşımlarda gerçek zamanlı arıza teşhisi 

amaçlanmaktadır. Çalışmalar, tren ve tramvay kapıları gibi belirli sistemlere ve asansör kapılarına 

yoğunlaşmıştır. Veri kalitesinin artırılması ve uygun işleme yöntemlerinin kullanımı, YZ modellerinin 

doğruluğunu arttırmak için önemlidir ve literatürde birçok çalışma bu konuya odaklanmaktadır (Li vd., 

2017) (Shuai vd., 2014). 

PAKS sistemleri, yolcu güvenliği için kritik önem taşımakta ve modern metro istasyonlarında yaygın 

bir şekilde kullanılmaktadır. Sistemin sürekli olarak geliştirilmesinde hata teşhisi çalışmaları önem arz 

etmektedir. Albayrak Makine Elektronik San. ve Tic. A. Ş. tarafından üretilen PAKS setleri, hata teşhisi 

çalışmalarına katkı sağlamaktadır ve bu bilgiler ışığında PAKS için hataların erken tespiti ve izolasyonu 

mümkün olmaktadır (Min vd., 2012; Koç vd., 2023). Bu çalışmada, metro istasyonlarında kullanılan 

tam boy PAKS sistemlerinde meydana gelebilecek mekanik arızaların teşhisinde makine öğrenmesi 

modellerinden yararlanılarak hata teşhisi yapıldı. Bu modellerin kullanımında PAKS sisteminden elde 

edilen, akım, gerilim, kapı hızı, kapı pozisyonu, ses ve titreşim verileri kullanılmıştır. 

 

2. Peron Ayırıcı Kapı Sisteminin Yapısı 

PAKS sistemi, önemli rolleri olan birçok alt bileşenden meydana gelir. Örnek bir PAKS görseli Şekil-

1’de gösterilmiştir. Motor, elektronik kontrol ünitesi, kayış-kasnak ünitesi, taşıma rayı, kapı kanatları, 

askı aparatları ve taşıyıcı araba grubu gibi bileşenler (Şekil-2), Albayrak firması tarafından üretilen 

ALPSD-1000 serisindeki PAKS kayar kapı düzeneğini oluşturmaktadır. PAKS sisteminde, tahrik 

ünitesi, taşıma ünitesi, hareket mekanizması, kontrol ünitesi ve kapı kanadı gibi alt sistemlerin bir araya 

gelerek güvenli ve etkili bir şekilde çalışması sağlanmaktadır (Şekil-3). Bu alt bileşenlerin kusursuz iş 

birliği, PAKS sisteminin modern metro istasyonlarının vazgeçilmez bir parçası haline gelmesini 

sağlamaktadır (Min vd., 2012). 
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Şekil 1. PAKS Görseli 

 

Şekil 2. PAKS kayar kapı sistemi görseli (Koç vd., 2023) 

 

 

Şekil 3. PAKS Kayar kapısı sistem mimarisi 

  

  

PAKS Kayar Kapı Sistemi

Mekanik Sistemi
• Taşıyıcı Ray
• Taşıyıcı Araba
• Askı Aparatı
• Kapı Kanadı
• Alt Kılavuz Kanalı

Kontrol Sistemi
• DCU
• Encoder

Tahrik Sistemi
• Motor

• Kayış-Kasnak
Emniyet Sistemi

Emniyet Kilidi
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2.1. PAKS Sisteminden Veri Toplama Metodu 

Çalışmada, metotların belirlenmesinde ve süreçlerin tanımlanmasında ISO-13379-1, ISO-13374-1 ve 

ISO-13380 (Makinelerin durumunun izlenmesi ve teşhisi- Veri yorumlama ve teşhis teknikleri, Veri 

işleme, iletişim ve sunum, Performans parametrelerinin kullanımına ilişkin genel kurallar) 

standartlarından yararlanıldı. 

PAKS kayar kapı sistemi için ‘Arıza Modu Etkileri ve Kritiklik Analizi’ (FMECA: Failure mode effects 

and criticality analysis) yapılarak mekanik yapıya ait olası hata durumları belirlendi ve uygulanabilir 

yirmi iki farklı hata durumunu içeren bir hata kütüphanesi oluşturuldu. Hata kütüphanesi, hata türlerini, 

sistem üzerinde uygulanacak hata noktalarını, hatalı sistem bileşenlerini ve bu hataların 

oluşturulmasında uygulanacak yöntemleri tanımlamaktadır. Uygulama süreçlerinde kontrollü hata 

senaryolarının oluşturulması ve bu senaryoların tekrar edilebilir olması amaçlandı.  

Uygulanan hatalara işaret edecek belirtilerin yakalanacağı veri türlerinin (akım, gerilim, hız, vb.) ve bu 

belirtileri ayırt edilebilir hale getirecek tanımlayıcıların (öznitelikler) belirlenmesi için bir veri toplama 

planı hazırlandı. Veri türlerinin ölçülebilmesi için kullanılacak sensörler, ölçüm alma yöntemlerinin ve 

düzeneğin belirlenmesi (sıklık, kullanılan donanımlar vb.) veri toplama planına dahil edildi. Oluşturulan 

hata kütüphanesine ve veri toplama planına göre veri toplanabilmesi için gerçek bir PAKS sistemi içeren 

bir deney düzeneği (Şekil-5) oluşturuldu. Bu deney düzeneğinde sistem bileşenleri, belirlenen tekil 

hataların ortaya çıkacağı şekilde değiştirilerek veriler alındı. Toplanan veriler, elektronik kapı kontrol 

ünitesinden ve sisteme yerleştirilen haricî sensörlerden alındı. Sensörlerin yerleştirildiği noktalar Şekil-

5'te gösterilmektedir.  

 

 

Şekil 4. PAKS Veri Toplama Deney Düzeneği Görseli 
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Şekil 5. PAKS Kayar Kapı Sisteminde Yer Alan Harici Sensörlerin Yerleşimi 

MÖ modellerinin eğitimi için kullanılan 23 farklı duruma ait etiketler ve kullanılan veri sayıları Tablo-

1’de verilmiştir. Hata durumları için alınan veriler, sistem üzerinde kontrollü olarak oluşturulan hatalara 

ilişkin verilerdir. MÖ modellerinin eğitiminde kullanılan veriler, motor akımının yanı sıra motor 

gerilimi, kapı pozisyonu, ses verileri, kapı hızı ve titreşim verileri gibi eş zamanlı olarak örneklenen 

farklı veri türlerini içermektedir. Analizler için Tablo-2’de formülleri verilen istatistiksel bilgiler 

kullanılarak, her bir açma-kapama döngüsüne ait örneklem grubu için ve her veri türü için altışar adet 

öznitelik bilgisi elde edilmiştir. Bu öznitelikler, motor akımı, motor gerilimi ve veri setinde yer alan 

diğer veri türlerinin özelliklerinin daha iyi anlaşılması ve PAKS kayar kapı sisteminin sağlıklı/hatalı 

durumlarının belirlenmesi için kullanılmıştır (Deng vd., 2014; Mimaz vd., 2019). 

Zaman serisi olarak ölçülen akım, gerilim, ses, titreşim, kapı hızı ve kapı pozisyonu verileri, kapının 

açma/kapama döngüsü esas alınıp gruplanarak analiz edilmiştir. Bu formüller, her çalışma durumuna ait 

veriler için ayrı ayrı uygulanarak, 37 açma/kapama döngüsü boyunca öznitelikler hesaplanmıştır. Bu 

hesaplamalar, her bir döngü için akım, gerilim ve diğer verilerin pencereleme işlemine tabi tutulması ile 

elde edilmiştir. 

 

  



Görgülü, Ş.; Koç, İ.; Kırımça, N.; Karaköse, M. & Özgen, M. (2024)   Akıllı Ulaşım Sistemleri ve Uygulamaları Dergisi Cilt:7 – Sayı:1 

62 

 

Tablo 1.  PAKS Kayar Kapı Sisteminin Sağlıklı ve Hatalı Çalışma Durumları 

 

Tablo 2. Kullanılan Öznitelik İsimleri ve Formülleri 

# Öznitelik adı Denklem 

1 Ortalama (mean) 𝜇 =
∑𝑥𝑖
𝑁

 

2 
Standart Sapma (standard 
deviation) 𝜎 = √

∑(𝑥𝑖 − μ)2

𝑁 − 1
 

3 Çarpıklık (skewness) 𝛾1: = �̃�3 =
∑(𝑥𝑖 − μ)3

(𝑁 − 1) ∗ 𝜎3
 

4 Basıklık (kurtosis) 𝛽2 =
∑(𝑥𝑖 − μ)4

(𝑁 − 1) ∗ 𝜎4
 

5 Aralık (range) max
𝑖
(𝑥𝑖) − min

𝑖
(𝑥𝑖) 

6 

Karelerin ortalamasının 

karekökü (Root Mean 

Square – RMS) 
√
∑𝑥𝑖2

𝑁
 

  

ID Arıza Türü 
Açma/Kapama Sayısı 

(Yaklaşık 10dk) 

f_saglikli 

f1_1 

f3 

f5 

f6 

f7_1 

f8 

f9_1 

f10_1 

f10_2 

f10_3 

f11 

f12 

f13 

f16_1 

f16_2 

f18_1 

f19 

f20 

f21 

f23 

f24 

f25 

 

Sağlıklı 

Motor Spot Hatası 

Motor Mil Eksenel Sapma Hatası 

Motor Rulman Yağsızlık Hatası 

Kayış Gerginliği Gevşek Olması G1 

Kayış Gerginliği Gevşek Olması G2 

Kayış Gerginliğinin Fazla Olması G1 

Kayış Gerginliğinin Fazla Olması G2 

Avare Kasnak Montaj Hatası T1 

Avare Kasnak Montaj Hatası T2 

Avare Kasnak Montaj Hatası T3 

Avare Kasnak Mil Yamultma Hatası 

Avare Kasnak Rulman Hatası 

Avare Kasnak Rulman Yağsızlık Hatası 

Araba Grubu Tekerlek Yüzey Aşınma Hatası_1 

Araba Grubu Tekerlek Yüzey Aşınma Hatası_2 

Teker Rulmanı Yağsızlık Hatası 

Asma Aparatı Dikey Hizalama Hatası 

Asma Aparatı Yatay Hizalama Hatası 

Alt Kılavuz Kanalda Yabancı Madde Tespiti 

Emniyet Kilit Mekanizması Hatası 

Yıpranmış Kayış Hatası 

Kayış Üzerinde Yabancı Madde Oluşması 

37 

37 

37 

37 

37 

37 

37 

37 

37 

37 

37 

37 

37 

37 

37 

37 

37 

37 

37 

37 

37 

37 

37 
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3. PAKS Kayar Kapı Sistemi için Makine Öğrenmesi Tabanlı Hata Teşhis Yaklaşımı 

MÖ tabanlı hata teşhis yaklaşımları, sistemde oluşabilecek arızaların tespiti için kullanılmaktadır. K-En 

Yakın Komşuluk (K-nearest Neighboring), Destek Vektör Makineleri (Support Vector Machines) ve 

Lojistik Regresyon (Logistic Regression) algoritmaları, literatürde sıkça kullanılan örneklerdir. Bu 

çalışmada, MÖ yapısının bu algoritmalarla uygulanması süreci gösterilmiştir. Her bir algoritmanın 

kendine özgü avantaj ve dezavantajları vardır (Koç vd., 2023; Zagajewski vd., 2021). Algoritma seçimi, 

çözülmeye çalışılan probleme ve verilerin özelliklerine bağlıdır. Örneğin, destek vektör makineleri 

(DVM) algoritmasında iki sınıf arasındaki en geniş aralığın bulunması için bir hiper-düzlem oluşturulur 

ve sınıfların en iyi şekilde ayrılmasını sağlamaya yönelik bir yaklaşım kullanılır (Zoppis vd., 2019). Bu 

çalışmada, MÖ yapısının tüm algoritmalara uygulanması süreci Şekil-5'te olduğu gibi 

gerçekleştirilmiştir. 
 

 

Şekil 6. Çalışmada kullanılan MÖ yapısı 

4. Materyal ve Metot 

Çalışma kapsamında, PAKS’tan Tablo-1'de belirtilen tüm durumlarda veri toplama işlemi 

gerçekleştirildi. Örneğin; “f5: Motor Rulman Yağsızlık Hatası” (Tablo-1) senaryosu, yağı temizlenmiş 

motor rulmanı kullanılarak oluşturuldu ve deney düzeneği periyodik açılma-kapanma modunda 

çalıştırıldı. Düzenek çalışırken kapı kontrol ünitesinden ve haricî algılayıcılardan veriler toplanarak 

eş-zamanlı olarak kaydedildi.  

Sağlıklı durumu da dahil olmak üzere yirmi üç farklı durumdan (Tablo-1) saniyede 17 veri örneklem 

paketi (Akım, gerilim, vd.) alınarak 10’ar dakika boyunca kayıt yapıldı. Elde edilen veriler Python 

ortamında işlenerek Tablo-2’de listelenen denklemlerle öznitelikler çıkartıldı ve bu öznitelikler 

etiketlenerek veri seti oluşturuldu. Oluşturulan veri seti ile MATLAB’da Sınıflandırma Öğrenici Araç-

kutusunda (Classification Learner Toolbox) bulunan onlarca makine öğrenmesi algoritması eğitildi ve 

test edildi. Bu testler sonucunda literatürde sık kullanılan DVM, KYK ve LR modellerinin en iyi 

sonuçları veren sürümleri seçilerek çalışmada raporlandı. 

Çalışmadaki temel amaç, durum/koşul izlemeye dayalı olarak hataların tespit edilme sürecinin 

gerçekleştirilmesidir. Bu süreç, makine ve ekipmanların sağlık ve performansının izlenmesi, 

değerlendirilmesi ve sınıflandırılması açısından kritik öneme sahiptir, çünkü makine arızalarının 

önlenmesi, bakım stratejilerinin optimize edilmesi ve makine ömrünün uzatılması hedeflenmektedir. Bu 

çalışmanın amacı, hedeflenen durum/koşul izleme sürecinde kullanılabilecek en iyi makine öğrenimi 

algoritmalarının belirlenmesi ve ardından sistemde kontrollü olarak oluşturulan arızaların tespit 

edilmesidir. 

  

AI Software
(Algoritma)
   ML / DL

AI 

Algoritma  
Eğitme

Sınıflandırma

Öz 
nitelik 

çıkarma

AI Model 
Parametreleri

Öz 

nitelik 
çıkarma

Karar verme

Eğitme Aşaması
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5. Deneysel Sonuçlar 

Bu çalışmada aşağıdaki veri türlerine ait örneklem gruplarının öznitelikleri hesaplandı: 

1. Motor akımı  5. Kapının pozisyonu  9. Titreşim sensörü – X doğrultusu 

2. Kaynak gerilimi 6. Motor sıcaklığı  10. Titreşim sensörü – Y doğrultusu 

3. Kapı hızı  7. Motor bölümü sesi  11. Titreşim sensörü – Z doğrultusu 

4. Yük   8. Avare kasnak bölümü sesi 

 

Toplamda 37 açma/kapama döngüsü ve 23 farklı çalışma durumu (sağlıklı/arızalı) için veriler 

toplanmıştır. Her veri türüne ait 6’şar öznitelik içeren toplamda 66 elemanlı vektörlerden oluşan bir veri 

seti kullanılmıştır. Veri setinde 23 farklı hata durumuna ait 851 gözlem vektörü bulunmaktadır. Giriş 

veri seti matrisi 851 x 66 boyutundadır.  

5.1. Doğrusal Destek Vektör Modeli 

Verileri iki sınıfa ayırmak için bir çizgi veya düzlem kullanan Doğrusal Destek Vektör Makinesi 

(DDVM) Modeli, veri noktalarının sınıflandırılmasında etkili bir yöntemdir. Bu model sayesinde, 

veriler sınıflara göre gruplandırılır ve yeni bir veri örneği geldiğinde, hangi sınıfa ait olduğu çizgi veya 

düzlem kullanılarak tahmin edilebilir. Çalışmalar, DDVM Modelinin verilerin sınıflandırılması için 

başarılı bir yöntem olduğunu göstermektedir (Hsieh, 2008). Hesaplanan öznitelik kümeleriyle eğitilen 

DDVM modelinin sonuçlarının karışıklık matrisi (confusion matrix) gösterimi Şekil-7’de verilmiştir. 

 

 
 

Şekil 7.  Doğrusal Destek Vektör Modeli – Karışıklık Matrisi 

Yukarıda görülen matriste PPV (positive predictive value) değeri ilgili sınıf için doğru tahmin oranını, 

FDR (false discovery rate) değeri ise ilgili sınıf için yanlış tahmin oranını ifade etmektedir. Sonuçlara 

göre modelin tahmin doğruluğu performansı; sağlıklı durum için %97,4, f3 için %97,4, f9_1 için %94,9, 

f10_2 için %97,4 ve diğer durumlar için %100 şeklindedir. DDVM modelinin ortalama başarım oranı 

%99,4’tür. 
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5.2. Ağırlıklı En Yakın Komşuluk Modeli 

Ağırlıklı K-En Yakın Komşuluk (A-KYK) Modeli, geleneksel k-en yakın komşuluk modelinden farklı 

olarak her bir komşunun farklı bir ağırlıkla hesaba katıldığı bir yöntemdir. Bu sayede sınıflandırma 

işlemi daha doğru ve verimli hale gelir. Bu modelde, önce tüm veri örnekleri arasındaki benzerlik veya 

uzaklıklar hesaplanır. Sonrasında, tahmin edilecek örnek için komşuları belirlenir ve bu komşuların 

sınıfları veya sayısal değerleri kullanılarak tahmin işlemi gerçekleştirilir. A-KYK algoritmasında farklı 

ölçüler kullanılarak örnekler arasındaki uzaklık hesaplanır. Örneğin, boyut gibi özelliklerin 

benzerliğinin ölçümü için Öklid uzaklığı veya Manhattan uzaklığı kullanılabilir. Uzaklık hesaplama 

yöntemi, A-KNN algoritmasında hata tespiti yapmak için kullanılabilir. Ayrıca, A-KYK modelinde, 

ağırlıklar komşuların uzaklığına göre ayarlanabilir. (Khan vd., 2018; Sun vd., 2022) Hesaplanan 

öznitelik setleriyle eğitilen A-KNN modelinin sonuçlarının matris gösterimi Şekil-8’de verilmiştir. 

 

 
Şekil 8. Ağırlıklı K-En Yakın Komşu Modeli – Karışıklık Matrisi 

Yukarıdaki matrise göre A-KYK modelinin başarım performansı, bir önceki model olan DDVM 

modeline göre biraz daha düşük kalmaktadır. Yine de ortalamada kabul edilebilir bir başarım oranına 

ulaşılmıştır. 
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5.3. Verimli Lojistik Regresyon Modeli 

Bu modelde, veriler arasındaki ilişki hesaplanarak sınıflandırma için doğrusal regresyon yöntemi 

kullanılmaktadır. Geleneksel lojistik regresyon modellerine kıyasla, bu yöntem daha hızlı ve verimlidir. 

Yapılan birçok çalışma, bu modelin büyük veri setlerinde etkili bir şekilde çalıştığını ve doğru sonuçlar 

ürettiğini göstermiştir. Modelde ayrıca, düzenlileştirme yöntemleri kullanılarak aşırı öğrenme 

azaltılmıştır ve genelleştirme performansı artırılmıştır. Verimli Lojistik Regresyon (VLR) modelinde, 

maksimum olabilirlik yöntemi veya Bayes teoremi kullanılarak parametre tahmini yapılır. Bu 

yöntemler, modelin parametrelerinin doğru bir şekilde tahmin edilmesine yardımcı olur ve sınıflandırma 

performansını artırır. Ancak, hatalı veri veya yanlış önceden-bilgi-kullanımı gibi nedenlerden dolayı 

parametre tahminlerinde hatalar oluşabilir ve bu durumda modelin performansının doğru bir şekilde 

değerlendirilmesi zorlaşabilir (Pandya vd., 2014). Hesaplanan öznitelik setleriyle eğitilen VLR 

modelinin sonuçlarının matris gösterimi Şekil-9’da verilmiştir. 

 

 

 

Şekil 9. Verimli Lojistik Regresyon Modeli 

 

Yukarıdaki sonuçlarda gösterilen karışıklık matrisi, makine öğrenmesi modelinin doğru tahmin oranı ve 

yanlış tahmin oranı gibi performans metriklerinin gösterimi için kullanılan bir araçtır. Tablo-3, 

raporlanan makine öğrenimi algoritmaları için elde edilen sonuçlara ait ortalama başarım değerlerini 

içermektedir. 
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Tablo 3.  Raporlanan algoritmalara Ait Ortalama Başarım Oranları 

Algoritma Türü Ortalama Başarım 

DVM Model (Doğrusal Destek Vektör Modeli) %99.4 

A-KYK (Ağırlıklı En Yakın Komşuluk Modeli) %96.5 

VLR (Verimli Lojistik Regresyon Modeli) %81.7 

 

6. Tartışma/Sonuç 

 

Bu çalışmada, PAKS kayar kapı sistemindeki hataların tespiti ve sınıflandırılması, elektronik kontrol 

ünitesinden ve diğer sensörlerden alınan verilerin analizi ile gerçekleştirilmiştir. Sistem durumunun 

izlenmesinde yapay zekâ tabanlı algoritmaların kullanımı, öngörülü bakımda arızaların tespiti ve 

onarımı için gerekli bilgileri sağlayabilir. Yapay zekâ algoritmaları tarafından işlenen veriler, olası 

arızaların tespit edilmesi ve onarımı için yüksek başarı oranıyla kullanılabileceğini göstermektedir.  

 

Şekil-7, 8 ve 9’da gösterilen hata matrislerine göre, PAKS kayar kapı sistemindeki hataların tespit 

edilmesi ve sınıflandırılması için farklı algoritmaların kullanımının başarılı olduğu görülmüştür. Bu 

matrisler, her bir sınıflandırma modelinin performansını değerlendirmek için kullanılan tablolardır ve 

doğruluk/kesinlik sonuçları Tablo-3'te sunulmuştur ve bu tablodan anlaşılacağı üzere, Verimli Lojistik 

Regresyon Modeli dışındaki algoritmalarda ortalama %96'lik bir doğruluk elde edilmiştir. 

 

Tablo-4. Eğitilmiş DDVM Modeline Ait Örnek Tahmin Sonuçları 

Sisteme Verilen Hata Sağlıklı f1_1 f10_1 f3 f7_1 f9_1 f12 f10_2 f10_3

 f11 f16_1 f16_2 f19 f20 f21 f6 f8

 f13 f23 f24 f25 f5 

F1_1 0.0 0.9 0.0 0.0 0.0 0.0 0.0 0.0 0.0

 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0

 0.0 0.0 0.0 0.1 0.0 

F24 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0

 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0

 0.0 0.0 1.0 0.0 0.0 

Sağlıklı 1.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0

 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0

 0.0 0.0 0.0 0.0 0.0 

 

Eğitilmiş DDVM modeli kullanılarak kontrol edilen (eğitim sırasında kullanılmamış) rastgele üç girdiye 

ait tahmin sonuçları Tablo-4'te gösterilmiştir. Eğitilen model, verilen girdilerin hangi hata sınıfına ait 

olabileceğine dair ihtimal listesi üretmektedir. Gerçek hata sınıfı ‘F1_1’ olan girdiler, model tarafından 

da %90 ihtimalle aynı sınıfa dahil edilmiştir. Aynı şekilde gerçek hata sınıfı ‘F24’ olan girdi tam olarak 

kendi sınıfına, gerçek etiketi ‘sağlıklı’ olan girdi de tam olarak kendi sınıfına dahil edilmiştir. Bu 

sonuçlar, modelin Tablo-3’te gösterilen ortalama başarım performansı ile de örtüşmektedir. Özetle, 

PAKS sistemlerinin bakımını yapmak için önceden planlama yapmak, işletmelerin sistemin kesintisiz 

çalışmasını sağlamasının yanı sıra işletme maliyetlerini düşürecek ve sistem güvenilirliğini artıracaktır.  

Ayrıca, gerçekleştirilen çalışmanın peron ayırıcı kapı sistemi ile benzer alt bileşenleri içeren asansör 

kapısı ve tren kapısı gibi sistemlere de uygulanabilecek olması, yapılan çalışmanın önemini bir kez daha 

göz önüne sermektedir. 
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