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Öz 
Yüz Eylem Kodlama Sistemi, bir kişinin hatta bir 
hayvanın duygusal dışa vurum ya da acı gibi 
yüz ifadelerini tanımlamada en çok kullanılan 
ve en yaygın olarak kabul gören standarttır. Bu 
sistemde yüzlerce Eylem Ünitesi 
kombinasyonu kullanılarak yüzdeki kas 
hareketleri tanımlanmaktadır.  Bu çalısmada 
yüz eylem ünitelerini yakalamak amacıyla yüz 
işaret noktalarından elde edilen imge 
yamalarıyla seyrek ögrenme tabanlı bir yöntem 
önerilmektedir. Önerilen yöntem bire karşı 
hepsi yaklaşımıyla tüm eylem üniteleri için ayrı 
ayrı en ayırt edici yüz işaret noktalarını 
çıkarmaktadır. CK+ veri kümesi üzerinde 
yapılan deneylerde, önerilen yöntemin son 
yıllarda yapılan yama bazlı çalışmaların 
çoğundan daha başarılı sonuç verdiği 
gözlenmiştir.

Anahtar Kelimeler — eylem ünitesi saptama, 
seyrek öğrenme. 

Abstract 
Facial Action Coding System is the most used 
and widely accepted standard to describe a 
human’s, or even an animal’s facial actions 
such as emotional expressions and pain. The 
system uses hundreds of Action Unit 
combinations to define the facial muscle 
movements. In this study, we propose a sparse 
learning based method to detect facial action 
units from the facial landmark patches. The 
proposed method uses a one-vs-all approach to 
learn the most representative facial landmarks 
for each action unit.  

The experiments on the CK+ dataset show that 
the proposed method leads to better results in 
AU detection when compared to the recent 
state-of-the-art studies. 

Keywords — action unit detection, sparse
learning. 

1 Giriş 
İnsan yüzü tarafından oluşturulan duygu gibi 
ifadeler yüzdeki kasların kasılması ile tanımlanır. 
Yüz Eylem Kodlama Sistemi (Facial Action Coding 
System – FACS) [1]-[3], yüzdeki kas eylemlerinin 
tanımlanmasında en çok kullanılan ve en yaygın 
kabul gören standarttır. Taksonomi, yüzdeki görsel 
olarak algılanabilen tüm kas hareketlerinin Eylem 
Üniteleri ( Action Unit - AU) tarafından 
tanımlanmasını içerir. Yüzlerce AU’nun 
kombinasyonu sonucu ortaya çıkan ifadeler, duygu 
saptama ve tanıma, acı seviyesi ölçümü, depresyon 
analizi gibi çalışmalarda [4]-[6] kullanılmaktadır. 
AU saptama aynı zamanda hayvan araştırmaları [7] 
ve robotik [8] gibi alanlarda da kullanılır. İnsan gözü 
yüzdeki çok ufak değişiklikleri bile saptayabilecek 
düzeyde iken, bilgisayarla görü çalışmaları, her 
kişideki AU farklı yoğunlukta ifade edildiği ve bu 
AU’ların yüzlerce kombinasyonu olduğu için henüz 
AU’ları saptama ve yorumlama konusunda yeterli 
başarıya ulaşamamıştır. 

İlk AU saptama araştırmaları, yüzü bir bütün olarak 
ya da alt ve üst yarılarını ayrı ayrı inceleyen  
çalışmalarla başlamıştır [9,10]. Son yıllarda yapılan 
araştırmalara bakıldığında, yüzün tamamına ya da 
bir yarısına odaklanmak yerine yüz parçalarından 
alınan yamalar (patch) üzerinde çalışmak, başarı 
performansını yükseltmektedir [11]-[14]. Bu 
çalışmalarda kullanılan yamalar, yüzün tamamının 
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edildiği gibi, yüzdeki işaret noktalarının etrafından 
eşit büyüklükte parçalar alınarak da elde 
edilmektedir. Yama kullanmaktaki en önemli amaç, 
sınıflandırmada etkisiz ya da kötü etkili / gürültülü 
yamaları ortadan kaldırarak sınıflandırıcıya etkisi en 
fazla olan tanımlayıcı yamaları bulmak ve onlar 
üzerinde çalışmaktır. Bunun için de yapılacak en iyi 
yöntem, yüz imgesini eşit parçalara bölerek ızgara 
şeklinde yamalarla betimlemek yerine her bir AU 
için ayrı kas grubu hareketine maruz kalan yüz 
bölgeleri üzerinde çalışarak AU'ları saptamaktır. 
 
Bu çalışmada, AU’ları oluşturan kas grubu 
hareketlerinin etkilediği yüz bölgelerinin otomatik 
olarak belirlenmesi amacıyla yüz işaret noktaları 
kullanılmakta ve her AU için en önemli işaret 
noktaları seyrek öğrenme yaklaşımıyla 
belirlenmektedir.  Dolayısıyla bir AU için aktif yüz 
işaret noktaları  manuel olarak seçilmek yerine 
öğrenme algoritmasının yapısı içinde otomatik 
olarak bulunmaktadır.  İşaret noktaları etrafından 
eşit büyüklükte alınan yamalardan çıkarılan 
öznitelik vektörleri kullanılarak, seyrek öğrenme 
algoritması içinde bire karşı hepsi yaklaşımıyla AU 
saptayıcılar geliştirilmektedir. Yüzün tamamından 
alınan işaret noktaları yerine aktif işaret noklarının 
seçilmesi, AU saptama başarısını olumlu yönde 
etkilemektedir. CK+ [18] veri kümesi üzerinde 
yapılan deneylerde yüz işaret noktalarının 
betimlenmesinde en uygun yama boyutu incelenmiş 
ve önerilen yöntemin son yıllarda yapılan yama 
bazlı çalışmalardan daha başarılı sonuç verdiği 
gözlenmiştir.  Çalışmanın ikinci bölümünde 
önerilen yöntemin kuramsal ayrıntıları anlatılmakta, 
üçüncü bölümde de deney kurulumu ve sonuçları 
verilmektedir. Son bölümde sonuçlar 
degerlendirilmekte ve gelecek çalışmalara nasıl yön 
verebilecegi yorumlanmaktadır. 

2 Kuramsal Altyapı 
Yüz ifadeleri, yüzde bulunan kas gruplarının farklı 
ölçeklerdeki hareketleri sonucu oluşur. Her kas 
grubu yüzün değişik bölgesini harekete geçirdiği için 
söz konusu hareketlerin yüzde oluşturduğu farklı 
görsel değişimler Eylem Birimleri (AU) olarak 
gruplandırılmıştır. Dolayısıyla yüzdeki ifadelerin 
alfabesi olarak değerlendirilebilecek AU’ların tespit 
edilmesi herhangi bir yüz ifadesinin açıklanması için 
önemlidir. 

 

 
Şekil 1: AU1 (İç kaşı kaldırma) için örnek akış 
diyagramı.  (a) AU'ya ait imge dizisi örneklerinin yüz 
işaret noktalarının etrafından 11x11 boyutlarında 
yamalar çıkarılır.  (b) Seyrek öğrenme yöntemi ile ilgili 
AU için en tanımlayıcı işaret noktalarına ait yamalar 
belirlenir. 

AU’ların tespit edilmesinde ilk yaklaşım yüz 
imgesinin bir bütün ya da yarım olarak ele alınıp 
tamamının betimlenmesi ve elde edilen öznitelik 
vektörleriyle AU’lerin sınıflandırılmasıdır [9, 15]. 
Her AU’nun görsel değişime neden olduğu yüz 
bölgesinin manuel olarak belirlendiği ve sadece bu 
bölgeler kullanılarak ilgili AU’ların tespit edildiği 
çalışmalar da mevcuttur [11, 12]. Diğer bir yaklaşım 
ise yüzdeki işaret noktalarını kullanılmasıdır [10]. 
Son zamanlarda öne çıkan yöntemlerde [12, 14, 16, 
17], çoklu görev seyrek öğrenme yaklaşımıyla 
AU’ların sınıflandırılmasında kullanılacak yüz 
imgesi bölgeleri eşit aralıklı yüz yamaları üzerinden 
belirlenmektedir. 
 
Bu çalışmada, AU'lar yüzün işaret noktaları 
etrafında oluşan değişimlerle gözlemlendiğinden, 
AU'ların betimlenmesi yüz işaret noktaları ile 
gerçekleştirilmektedir. Ayrıca seyrek öğrenme  
yöntemiyle her AU için aktif olan yüz işaret 
noktaları belirlenmektedir. Yöntem akış diagramı 
Şekil (1)'de gösterilmektedir. 
 
Bu amaçla, yüzdeki her p işaret noktasının m-
boyutlu oznitelik vektörü bulunmaktadır. N 
örneklem bulundurduğu varsayılan bir kümenin her 
örneği �𝑥𝑥𝑖𝑖 ,𝑦𝑦𝑖𝑖𝑙𝑙� çiftleri şeklinde temsil edilir ve her 
örneğin (i=1,..., N) K-boyutlu öznitelik vektörleri 
çıkarılır (K = p*m). Bu öznitelik vektörleri (𝑥𝑥𝑖𝑖 ∈
𝑅𝑅𝐾𝐾) yüzdeki işaret noktası yamalarına aittir, ve her 
etiket 𝑦𝑦𝑖𝑖𝑙𝑙  ∈  {−1, +1} şeklinde (sınıflandırıcıya ait 
ya da değil) ifade edilir. 𝜔𝜔, K-boyutlu bir ağırlık 
vektörüdür ve 𝜔𝜔 'ya ait k. öznitelik 𝜔𝜔𝑘𝑘 şeklinde 
temsil edilir. Sınıflandırıcılar için kullanılan maliyet 
fonksiyonu, Denklem (1)'de verilmiştir. 

 
𝐽𝐽�𝜔𝜔, 𝑥𝑥𝑖𝑖 ,𝑦𝑦𝑖𝑖𝑙𝑙� = ln(1 + 𝑒𝑒𝑥𝑥𝑒𝑒�−𝑦𝑦𝑖𝑖𝑙𝑙𝑥𝑥𝑖𝑖𝜔𝜔�)   (1) 
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AU'lara etki eden işaret noktalarının seyrek 
öğrenilmesi sırasında [12] çalışmasında kullanılan 
yöntem ele alınmış, fakat [12] çalışmasından farklı 
olarak çoklu görev yerine tek görev çalışıldığı için 
denklem aşağıdaki şekilde değiştirilmiştir, Denklem 
(2). Denklemde kullanılan 𝜆𝜆, grup bazlı seyrekleme 
katsayısıdır, 𝜔𝜔𝐺𝐺𝑗𝑗 ise j numaralı işaret noktasının 
ağırlık katsayı grubunu temsil eder. 

min
𝜔𝜔

�𝐽𝐽�𝜔𝜔, 𝑥𝑥𝑖𝑖 ,𝑦𝑦𝑖𝑖𝑙𝑙�
𝑁𝑁

𝑖𝑖=1

+  𝜆𝜆� ||𝜔𝜔𝐺𝐺𝑗𝑗||2

𝑝𝑝

𝑗𝑗=1

     (2) 

Denklem uygulandığında, 𝜔𝜔'ya ait birçok sütun 
sıfırlanmış olacak, kalan sütunlara denk düşen işaret 
noktaları da, sınıflandırıcıya etkisi en yüksek olan 
işaret noktaları olarak kullanılacaktır. 

3 Uygulama  

A - Veri Kümesi 
CK+ [18] veri kümesi, 123 öznenin 593 önden 
çekilmiş hareketli imgesini bulunduran ve 
literatürde en çok kullanılan verisetlerindendir. Veri 
kümesinde bazı öznelerin duygusu ve AU'ları da 
etiketlenmiştir ve videodaki yüzlerin işaret noktaları 
da temin edilmiştir. Bu çalışma kapsamında, veri 
kümesi tarafından temin edilen işaret noktaları 
yerine, [19]’da önerilen ve hem ön yüz hem de 
yandan çekilmiş yüzlerde başarılı olduğu saptanan 
bir işaret noktası çıkarıcı kullanılarak p=49 işaret 
noktası takip edilmiştir. İşaret noktalarının 
etrafından çıkarılan yamalar 11x11 boyutlarında 
çalışılmıştır. 
 
 
 

 

 

B - Öznitelik Çıkarımı ve Sınıflandırma 
Bu çalışmada öznitelik çıkarım yöntemi olarak 
laboratuvar ortamında kayıt edilmiş ya da bozuntuya 
uğramamış imge serilerinde başarılı çıkarımlar 
yaptığı ispatlanmış LBP-TOP [20] yöntemi 
kullanılmış, elde edilen öznitelik vektörünü 1x177-
B şeklinde alınmıştır (m=177). Veri kümesi çok 
fazla örnek içermediği için, eğitme ve 
sınıflandırmada Leave-One-Subject-Out (LOSO) 
yöntemi kullanılarak her katlamada bir özne ve 
özneye ait tüm imge serileri dışarıda bırakılmış, 
kalanlar eğitimde kullanılarak toplam N katlama 
yapılmıştır. Her AU ikili bir Destek Vektör 
Makinesi (SVM) [21] ile eğitilmiştir. 
Seyrek öğrenme yöntemine giriş yapmadan önce 
gerçekleştirilen ilk deneyde, p=49 işaret 
noktasından 11x11'lik yamalardan çıkarılan 
öznitelikler ardarda birleştirilerek oluşturulan 
vektörle (K=p*m) sınıflandırma yapılmıştır. 
Çizelge-1 sonuçlarında tüm işaret noktaları 
kullanıldığında elde edilen F1 skorları, diğer 
çalışmalarla karşılaştırılmıştır. 

C - Seyrek Öğrenme ve İşaret 
Noktalarından AU Saptama 
[12] çalışmasında önerilen yama bazlı seyrek 
öğrenme yöntemi, yüzü satırlar ve sütunlar şeklinde 
eşit boyutlu yamalara bölerek gerçekleştirilmiştir. 
Fakat ifadeye etki etmesi mümkün olmayan, 
deneğin yüzü dışındaki yamalar da deneylerde 
dikkate alınmıştır. Bu çalışmada önerilen yöntemde 
ifade tanıma yerine AU saptama kullanılarak çok 
daha büyük kapsamlı bir probleme çözüm 
aranmaktadır. Bu sebeple [12] çalışmasında 
kullanılan çok görevli seyrek öğrenme için önerilen 
problem çözümü tek göreve indirgenerek başarılı 

Şekil 2: İki örnek AU için (AU1: İç kaşı kaldırma; AU17: Çeneyi kaldırma) en yüksek F1 skorlarını veren yama 
sayısı ve ilintili olduğu işaret noktaları. 
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AU sınıflandırıcıları elde edilmeye çalışılmıştır. 
Yapılan ilk 11x11-boyutlu yama deneylerinde 49 
işaret noktasının hespini deneye katmak yerine, AU 
ile en çok ilintili noktaları deneye katıldığında 
sonuçların daha yüksek olduğu görülmüştür. Şekil 
(2)'de iki adet AU için örnek F1 sonuç grafiği 
verilmiş ve en yüksek F1 skorunda hangi işaret 
noktalarının alındığı işaretlenmiştir. 
 
Çizelge (1)'de son yıllarda yapılan çalışmalarla bu 
araştırmadan elde edilen sonuçlar kıyaslanmıştır. 
Kıyaslama sonucundan da görüleceği üzere özellikle 
alt yüze ait AU'larda, seyrek öğrenme ile yama bazlı 
yüz eylem birimi saptama daha başarılı sonuç 
vermiştir.  
 
Tabloda koyu renkle vurgulanan sonuçlar 
karşılaştırmadaki en başarılı sonuçlardır. 
Sonuçlardan da görüleceği üzere, tüm yüz üzerinde 
çalışmak yerine işaret noktaları üzerinde çalışarak 
bir nevi parazit yamalar saf dışı bırakılmış, ele 
alınan tüm hareketli noktalar başarı oranlarını 
arttırmıştır. 

4 Sonuçlar ve Öneriler 
AU saptama çalışmalarında son zamanlarda yapılan 
çalışmalara bakıldığında, yüzün tamamında 
çalışmak yerine yamalar üzerinden gitmenin daha 
başarılı saptama sonucu verdiği görülmüştür. Bu 
doğrultuda yapılan çalışmalar yüzü tamamen eşit 
boyutlu karelere bölerek ya da işaret noktaları 
etrafından yamalar keserek öznitelik çıkarma yoluna 
gitmişlerdir. Bu çalışmada, yüzün işaret noktaları 
etrafından alınan yamalar seyrek öğrenme 
kullanılarak ilgili AU sınıflandırıcısı eğitilmiş ve 
yüzdeki tüm işaret noktalarını kullanmak yerine 
sınıflandırıcıya katkısı en büyük olan işaret 
noktalarından çıkarılan öznitelik vektörleri 
eğitmeye sokulmuştur. Farklı AU'lar üzerinde test 
edilen yöntem, özellikle alt yüz birimleri tarafından 
tetiklenen AU'larda diğer çalışmalardan daha 
başarılı sonuç vermiştir. Bu yöntemde, bir nevi 
parazit yamalar saf dışı bırakılmış, ele alınan 
sınıflandırıcıyla ilintili işaret noktaları başarı 
oranlarını arttırmıştır. 
 
 
 

 

Çizelge-1: CK+ veri kümesinde F1 skorlarına göre 
AU saptama sonuçlarının karşılaştırmaları. 

  

[22] [23] [24] [25] [26] 
49 
işaret 
noktası 

Yama 
Bazlı 
Seyrek 
Öğrenme 

AU1 86,86 80,72 89,12 87,41 87,5 74,63 76,35 

AU2 85,47 79,18 83,7 81,78 85,5 62,66 66,01 

AU4 72,58 69,93 79,79 79,7 51,43 74,68 75,85 

AU6 61,74 69,81 67,16 68,48 72,65 66,94 67,83 

AU9 85,91 --- --- --- --- 87,14 87,14 

AU11 26,51 --- --- --- --- 26,09 43,14 

AU12 72,65 77,83 53,24 81,04 85,95 84,73 85,38 

AU15 72,53 65,7 77,83 60,33 74,21 70,3 73,37 

AU17 81,66 85,2 85,97 84,29 75,44 83,7 85,15 

AU20 47,46 --- --- --- --- 71,94 72,22 

AU24 35,29 --- --- --- --- 45,36 55,14 

AU25 92,57 --- --- --- --- 94,87 95,56 
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